
Teil I: Kurzbericht
MAGNET4Cardiac7T – Modellieren von elektromagnetischen Feldern

mit Neuronalen Netzen für die 7T MRT des Herzens
Förderkennzeichen: 16DKWN099B | Laufzeit: 01.12.2022 – 30.11.2025

1 Aufgabenstellung und Stand der Forschung
Die kardiale Ultrahochfeld-MRT bei 7 Tesla verspricht durch ihre hohe Sensitivität und
Auflösung wesentliche diagnostische Fortschritte. Ein zentrales Hindernis für den klinischen
Einsatz ist die patientenindividuelle Sicherheitsbewertung der lokalen spezifischen Absorp-
tionsrate (SAR): Sie erfordert nach IEC 60601 numerische 3D-Vollwellensimulationen der
Maxwell-Gleichungen, die je Patient 24–72 Stunden Rechenzeit beanspruchen und damit
klinisch nicht praktikabel sind.

Vor Projektbeginn beschränkten sich Deep-Learning-Ansätze zur SAR-Vorhersage auf
2D-Architekturen mit kleinen Datensätzen (< 25 Körpermodelle), benötigten gemessene
B+

1 -Karten als Eingabe und erzwangen keine physikalische Konsistenz der Vorhersagen.
Auch die zugehörige Grundlagenforschung zur datengetriebenen Lösung partieller Diffe-
rentialgleichungen war auf reguläre Gitter und niedrigdimensionale Problemstellungen
beschränkt. Ziel des Vorhabens war daher die Entwicklung von Physics-Informed Neural
Networks (PINNs), die die EM-Feldverteilung im menschlichen Thorax bei 7 T innerhalb
klinisch vertretbarer Zeit (≤ 15 min) vorhersagen und so eine patientenspezifische SAR-
Analyse ermöglichen. Darüberhinaus sollten datenwissenschaftliche Kompetenzen an das
Deutsche Zentrum für Herzinsuffizienz (DZHI) Würzburg transferiert werden.

2 Ablauf des Vorhabens
Das Vorhaben wurde gemeinsam vom Lehrstuhl Informatik X (LSX, datenbezogen) und
dem DZHI (fachbezogen) in acht Arbeitspaketen über drei Jahre durchgeführt. Da nur
wenige realistische Körpermodelle verfügbar waren, wurde eine Pipeline zur prozedura-
len Generierung von Phantomgeometrien etabliert und um eine automatisierte CST-
Simulationspipeline ergänzt. Insgesamt entstanden je 880 Trainingsgeometrien in zwei
Komplexitätsstufen (einfache Dipol-Konfiguration mit 8-Kanal-Array; Torso-ähnliche Geo-
metrien mit 16-Kanal-antisymmetrischem Spulenarray, das den am DZHI eingesetzten
Messaufbau abbildet). Auf dieser Datenbasis wurden mehrere 3D-Netzwerkarchitekturen
(U-Net, FNO, UNO, AFNO, TFNO, FFNO, Punktwolken-Modelle) entwickelt, trainiert
und mit physikalisch informierten Verlustfunktionen (Gaußsches Gesetz des Magnetis-
mus, Faradaysches Induktionsgesetz) augmentiert. Parallel wurden methodische Beiträge
zur Vorhersage physikalischer Systeme aus nicht-gitterförmigen Beobachtungen (GrINd,
TaylorNet, erweiterte DynaBench-Studie) erarbeitet. Die entwickelten Methoden, Daten,
Trainingspipelines und SAR-Berechnungsalgorithmen wurden in einer öffentlichen Software-
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Bibliothek (https://github.com/MAGNET4Cardiac7T) zusammengeführt. Der zeitliche
Ablauf entsprach weitgehend dem Projektplan.

3 Wesentliche Ergebnisse
Das physikalisch informierte 3D U-Net erreicht auf dem komplexen Torso-Datensatz eine
sehr gute Vorhersagegenauigkeit (R2 = 0,97 für das E-Feld; mittlerer relativer Fehler
der lokalen SAR10g ca. 3 %). Die Inferenzzeit liegt im Bereich von wenigen Sekunden
pro Patient und unterschreitet das angestrebte Zeitlimit von 15 Minuten um mehrere
Größenordnungen; gegenüber den klassischen Vollwellen-Simulationen (24–72 Stunden)
entspricht dies einer Beschleunigung um den Faktor ∼104. Die systematische Evaluation
alternativer Architekturen (Neural Operators, Punktwolken-Modelle) liefert die erste um-
fassende Bewertungsgrundlage für die 3D-EM-Feldvorhersage bei UHF-MRT; insbesondere
zeigen physikalisch informierte Neural Operators (TFNO mit Faraday-Verlust) eine nahezu
fehlerfreie lokale SAR-Vorhersage bei deutlich reduziertem Parameteraufwand. Finetuning-
Experimente belegen den Mehrwert vortrainierter Gewichte beim Domänenwechsel von
einfachen auf komplexe Geometrien: Während ein ohne Anpassung übertragenes Modell
die Domänenlücke nicht überbrückt (Anstieg der E-Feld-MSE um Faktor 43), erzielt das
Finetuning mit einer Lernrate von 10−4 die beste Genauigkeit und übertrifft auch das
Training von Grund auf.

Die methodischen Grundlagenarbeiten (GrINd, TaylorNet, erweiterte Benchmarkstudie
über 14 Modellarchitekturen auf dem DynaBench-Datensatz) erweitern den Anwendungs-
bereich datengetriebener PDE-Modelle auf zerstreute Beobachtungen und schaffen die
Voraussetzung für zukünftige Arbeiten auf nicht-gleichförmigen Diskretisierungen – etwa
mit adaptiver Auflösung an Gewebegrenzen, wo die Feldgradienten besonders stark sind.
Insbesondere die in TaylorNet entwickelte Parametrisierung räumlicher Ableitungen er-
laubt es, physikalisch informierte Verlustfunktionen wie den Divergenz- oder Faraday-Term
künftig auch auf nicht-gitterförmigen Diskretisierungen einzusetzen.

Die Projektergebnisse wurden in begutachteten Fachzeitschriften und auf einschlägigen
Konferenzen (ISMRM, ECAI, ECML PKDD) veröffentlicht; eine erweiterte Hauptpubli-
kation zu physikalisch informierten Fourier Neural Operators ist als Preprint in Vorbe-
reitung. Die enge Zusammenarbeit zwischen LSX und DZHI – u. a. durch gemeinsame
Trainingsexperimente, eine vom DZHI organisierte Summerschool im dritten Projektjahr
und den fortlaufenden Austausch fachlicher Anforderungen (klinische SAR-Grenzwerte,
Spulenarchitekturen, Validierungsmessungen) – führte zu einem nachhaltigen Aufbau
datenwissenschaftlicher Kompetenzen am DZHI, der die eigenständige Anwendung von
DL-Methoden auf weitere Fragestellungen der kardialen Bildgebung ermöglicht. Insgesamt
wurden alle in der Vorhabenbeschreibung formulierten Ziele erreicht; die geschaffenen
Daten- und Softwareressourcen bilden eine belastbare Grundlage für die Weiterentwicklung
der Methodik in Richtung experimenteller Validierung am 7T-Scanner und klinischer
Translation.

https://github.com/MAGNET4Cardiac7T
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1 Aufgabenstellung
Herzinsuffizienz ist eine der häufigsten Todesursachen weltweit [1]. Kardiale Magnetre-
sonanztomographie ist das Standardverfahren zur Funktionsdiagnostik des Herzens. Die
Ultrahochfeld-MRT bei 7 Tesla (UHF-MRT) verspricht durch höchste physikalische Sensiti-
vität, überlegene Ortsauflösung und vollkommen neue Bildkontraste besondere Fortschritte
in der biomedizinischen Grundlagenforschung und in der klinischen Diagnostik. Weltweit
wird die kardiale 7T-MRT von nur drei Zentren vorangetrieben, darunter das DZHI in
Würzburg [2, 3, 4, 5].

Ein wesentliches Hindernis für den klinischen Einsatz ist die räumlich inhomogene Ver-
teilung elektromagnetischer Wellen im Thorax des Patienten: Bei 300 MHz liegt die
Wellenlänge in der Größenordnung des Brustkorbs, was zu destruktiven Interferenzarte-
fakten im Bild und zu lokaler Gewebeerwärmung (spezifische Absorptionsrate (SAR))
führt. Die SAR-Sicherheitsbewertung ist nach IEC 60601 verpflichtend; sie erfordert derzeit
numerische 3D-Vollwellensimulationen der Maxwell-Gleichungen, die auf Hochleistungs-
workstations 24–72 Stunden dauern. Eine patientenindividuelle Echtzeit-Analyse ist damit
im klinischen Alltag nicht möglich.

Im Rahmen dieses Vorhabens sollten Deep-Learning (DL) Methoden – insbesondere Physics
Informed Neural Networks (PINNs) [6] – entwickelt werden, die diese Simulation ersetzen
und die SAR-Analyse auf wenige Minuten beschleunigen. Darüber hinaus sollten durch
die intensive interdisziplinäre Zusammenarbeit Datenwissenschaftskompetenzen an das
DZHI transferiert werden, um dort langfristig eigenständige datengetriebene Forschung zu
ermöglichen.

Die spezifische Forschungsfrage lautete: Können Physics Informed Neural Networks auf
Basis der Maxwell-Gleichungen trainiert werden, um die dreidimensionale Verteilung
elektromagnetischer Felder im menschlichen Thorax bei 7T-MRT innerhalb einer klinisch
vertretbaren Zeit (≤ 15 min) vorherzusagen und damit eine patientenspezifische SAR-
Analyse zu ermöglichen?

2 Wissenschaftlicher und technischer Stand an den ange-
knüpft wurde

2.1 Kardiale UHF-MRT und SAR-Bestimmung
Die kardiale UHF-MRT bei 7 Tesla bietet gegenüber konventionellen Feldstärken grund-
legende physikalische Vorteile: Das Signal-zu-Rausch-Verhältnis wächst näherungsweise
linear mit der Feldstärke [3] und eröffnet das Potenzial für höhere Auflösung sowie neue
Bildkontraste. Systematische Studien am DZHI Würzburg haben gezeigt, dass klinisch
verwertbare Herzaufnahmen mit kommerziell verfügbarer 7T-Hardware bereits erzielt
werden können [2].

Die zentrale physikalische Herausforderung liegt in der Hochfrequenz-Anregungsstrahlung
bei der Larmor-Frequenz von 297,2 MHz: Die Wellenlänge in biologischem Gewebe beträgt
dort typischerweise 8–12 cm [7, 3] und ist damit vergleichbar mit dem menschlichen
Brustkorb. Dies führt zu destruktiven Interferenzeffekten im Transmissionsfeld (B+

1 ), die
räumlich inhomogene Anregungsprofile und lokal erhöhte Leistungsdeposition im Gewe-
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be verursachen. Zur Minderung dieser Inhomogenitäten werden Mehrkanal-Transceiver-
Antennenarrays mit Parallel-Transmission (pTx) und B+

1 -Shimming eingesetzt [8, 9, 4]; die
damit einhergehende größere Freiheit in der Feldsteuerung erhöht jedoch die Komplexität
der Sicherheitsbewertung, da die SAR-Verteilung stark von der Spulenkonfiguration und
der individuellen Patientenanatomie abhängt.

Die SAR-Verteilung ist hochgradig patientenindividuell: Meliado et al. [10] zeigten anhand
von 23 realen Körpermodellen, dass die lokale Spitzen-SAR zwischen Probanden um
einen Faktor von nahezu zwei variieren kann; ähnliche Befunde wurden für die Kopf-MRT
bei 7T berichtet [11, 12]. Zur präzisen SAR-Bestimmung sind numerische Vollwellen-
Simulationen auf Basis hochaufgelöster Voxelkörpermodelle erforderlich (FDTD oder
FEM; Software: CST Studio Suite, Sim4Life) [7, 10]. Ein wesentlicher Engpassfaktor ist
die begrenzte Verfügbarkeit öffentlicher Körpermodelle: Die IT’IS Virtual Family [13]
umfasst typischerweise weniger als zehn Ganzkörpermodelle – zu wenig für eine statistische
Bewertung der interindividuellen Variabilität und für das Training großer Deep-Learning-
Modelle.

2.2 Deep Learning für EM-Felder
In den Jahren vor Projektbeginn wurden Deep-Learning Ansätze zur Vorhersage elektro-
magnetischer Felder in drei Entwicklungslinien vorangetrieben: allgemeine convolutional
neural network (CNN) Methoden für EM-Felder, physikalisch informierte neuronale Netze
sowie MRT-spezifische Ansätze zur SAR-Vorhersage.

CNN-basierte Feldvorhersage. Erste Arbeiten zeigten, dass CNNs EM-Feldverteilungen
aus Geometrie- und Materialbeschreibungen vorhersagen können. Khan et al. [14] trainier-
ten ein tiefes CNN auf Finite-Elemente-Simulationen verschiedener elektromagnetischer
Geräte (Spule, Transformator, Elektromotor) und zeigten, dass das Netz die Magnetfeld-
verteilung in zweidimensionalen Querschnitten korrekt vorhersagt. Besonders relevant für
sicherheitskritische Anwendungen wie die MRT-Dosimetrie ist der Einsatz von Monte-Carlo-
Dropout zur Unsicherheitsquantifizierung der Vorhersagen. Tang et al. [15] erweiterten den
Ansatz auf das dreidimensionale Setting: Ihr CNN sagt Lösungen der Poisson-Gleichung
für einfache dreidimensionale Geometrien auf Basis der Quell- und Permittivitätsverteilung
vorher, bei deutlich geringerem Rechenaufwand als konventionelle Finite-Differenzen-Löser.
Pollok et al. [16] erforschten die inverse Richtung: Ihr CNN sagt die Parameter eines einzel-
nen Permanentmagneten aus einer gewünschten zweidimensionalen Magnetfeldverteilung
vorher – ein Ansatz, der dem Spulendesign-Problem in der MRT konzeptionell ähnelt.

Physics-Informed Neural Networks (PINNs). Raissi et al. [6] etablierten das
PINN-Framework, bei dem physikalische Randbedingungen und Differentialgleichungen
direkt als Regularisierungsterme in die Verlustfunktion integriert werden. Das Netz lernt
dabei sowohl aus Daten als auch aus den zugrunde liegenden physikalischen Gesetzen,
was insbesondere bei geringer Datenverfügbarkeit vorteilhaft ist. Zhang et al. [17] wand-
ten das PINN-Prinzip auf die Maxwell-Gleichungen an: Ihr unüberwachtes PINN sagt
zeitabhängige EM-Felder im eindimensionalen Raum für homogene und inhomogene Ma-
terialien vorher, wobei das Netz ausschließlich anhand der Maxwell-Residuen optimiert
wird und einen relativen Fehler von unter 0,1% erreicht. Lim et al. [18] entwickelten
MaxwellNet, das die physikalisch begründete Verlustfunktion auf die Vorhersage optischer
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Felder (Lichtausbreitung und Wechselwirkung mit Materie) überträgt. MaxwellNet ermög-
licht schwach-überwachtes Training mit deutlich reduziertem Datenbedarf und wurde für
zweidimensionale asphärische Linsengeometrien demonstriert. Trotz dieser Fortschritte
beschränkte sich die einschlägige Literatur vor Projektbeginn nahezu ausschließlich auf ein-
und zweidimensionale Problemstellungen mit geringer Datenvariabilität; eine Anwendung
auf dreidimensionale, realistische Körpergeometrien war nicht demonstriert worden.

Deep Learning für MRT-spezifische SAR-Vorhersage. Die nächste Entwicklungs-
stufe bilden Arbeiten, die Deep-Learning Methoden direkt für die SAR-Vorhersage in der
MRT einsetzen. Meliadò et al. [10] entwickelten ein 2D U-Net, das gemessene B+

1 -Karten als
Input nimmt und die SAR-Verteilung in einem zentralen Schnittbild des Körpers vorhersagt;
das Modell wurde auf 23 realen Körpermodellen trainiert. Gökyar et al. [19] entwickelten
diesen Ansatz weiter und präsentierten ein 2D U-Net für die lokale SAR-Vorhersage am
Kopf bei 7T, trainiert auf zehn Probandendatensätzen.

Beide MRT-spezifischen Deep-Learning Ansätze teilen drei grundlegende Einschränkun-
gen: Erstens sind die Trainingsdatensätze mit 10–23 Körpermodellen zu klein, um eine
zuverlässige Generalisierung auf neue Probanden zu gewährleisten. Zweitens setzen sie
gemessene B+

1 -Karten als Eingabe voraus, die im klinischen Alltag nicht immer vollstän-
dig verfügbar sind und zusätzliche Messzeit erfordern. Drittens wird keine physikalische
Konsistenz der Ausgabefelder erzwungen – die Modelle können Vorhersagen erzeugen, die
die Maxwell-Gleichungen verletzen.

3 Planung und Ablauf des Vorhabens
Das Vorhaben war in acht Arbeitspakete (AP1–AP8) gegliedert und über drei Jahre
(Dezember 2022 – November 2025) geplant. Beide Partner – Lehrstuhl Informatik X (LSX,
datenbezogener Partner) und DZHI (fachbezogener Partner) – arbeiteten eng zusammen.
Im Folgenden wird der tatsächliche Ablauf im Vergleich zur ursprünglichen Planung
beschrieben.

AP1 – Kuratierung und Datenerstellung: Die am DZHI vorhandenen Simulationsda-
ten wurden gesichtet. Eine Datenerstellungspipeline für CST-Simulationen basierend auf
bereits vorliegenden Daten wurde etabliert. Da die Anzahl realistischer Körpermodelle für
Deep-Learning Training zu gering war, wurde ein Verfahren zur prozeduralen Generierung
von Trainingsgeometrien entwickelt.

AP2 – Adaption von DL-Methoden: Verschiedene 3D Netzwerkarchitekturen und
Trainingsstrategien (Conv U-Nets, Transformer U-Net, Fully Convolutional Net, CGAN
U-Net, CGAN Transformer U-Net) wurden trainiert und evaluiert Das Modell wurde
zunächst ohne physikalische Regularisierung trainiert, dann schrittweise durch einen
Physik-Verlustterm ergänzt, der das Gaußsche Gesetz des Magnetismus (~∇· ~H = 0) mittels
finiter Differenzen erzwingt. Eigene Modelle zur Vorhersage von physikalischen Systemen
außerhalb von Gitterpunkten wurden entwickelt [20, 21].

AP3 – Vereinfachung von Voxelmodellen: Die Möglichkeiten zur Vereinfachung
hochgenauer Körpervoxelmodelle wurden analysiert. Es zeigte sich, dass die prozedura-
le Generierung neuer Phantomgeometrien (AP1) eine besonders geeignete alternative
Strategie zur Datenerweiterung darstellte, da sie eine deutlich höhere Variabilität bei
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kontrollierbarer Komplexität ermöglichte. Auf diese Weise wurden 880 Trainingsgeometrien
generiert, die zwischen 1 und 14 unterschiedliche Gewebetypen aufweisen, und somit die
Stufenweise Vereinfachung von Körpervoxelmodellen darstellen.

AP4 – Finetuning der DL-Modelle: Die Modellarchitekturen wurden an den vollständi-
gen Datensatz von 880 Geometrien angepasst. Mehrere Vorverarbeitungsschritte wurden in
die Trainingspipeline eingebaut um die Verarbeitung der zusätzlichen Informationskanäle
und der höheren Komplexität zu ermöglichen. Experimente mit den komplexen Daten aus
AP3 wurden durchgeführt und ausgewertet. Weitere Modellarchitekturen zur Vorhersage
von physikalischen Systemen wurden getestet.

AP5 – Software-Bibliothek: Alle entwickelten DL-Algorithmen, Trainingsskripte und
Datenpipelines wurden in einer öffentlich zugänglichen Software-Bibliothek zusammenge-
stellt1.

AP6 – Experimentelle Validierung: Das DZHI wurde bei der Erzeugung von Simula-
tionen mit echten Spulendesigns beraten. Die Projektpartner wurden beim Training von
Modellen mit realen Simulationen unterstützt.

AP7 – Voxelmodelle aus Bilddaten: Das DZHI wurde bei der Wahl der Darstellung für
die erzeugten Segmentierungsmodelle beraten. Die Datenvorverarbeitungspipeline wurde
für komplexere Spulendesigns angepasst.

AP8 – Patientenspezifische SAR-Analyse: Vortrainierte Modelle auf generierten
komplexen Körpermodellen mit realen Spulendesigns wurden zur Verfügung gestellt. Ein
Algorithmus zur Berechnung der 10g-gemittelten spezifischen Absorptionsrate (SAR)
wurde in die Softwarebibliothek integriert. Skripte zur Vorhersage der SAR aus beliebigen
Körpermodellen wurden bereitgestellt.

Der zeitliche Ablauf entsprach weitgehend dem Projektplan. Im Bereich der Datengenerie-
rung wurde die Strategie von der Vereinfachung vorhandener realistischer Voxelmodelle
hin zur prozeduralen Erzeugung neuer Geometrien angepasst, da nicht ausreichend viele
Körpermodelle zur Verfügung standen.

4 Inhaltliche Ergebnisse
In diesem Teil werden die neuen Forschungserkenntnisse und -methoden hervorgehoben,
die durch die enge Zusammenarbeit der datenwissenschaftlichen (LSX) und fachlichen
(DZHI) Mitarbeiter:innen gewonnen wurden.

4.1 Physics-Informed 3D U-Net für EM-Feldvorhersage
In einer ersten, kürzeren Studie [22] demonstrierten wir an einem kleineren Datensatz
aus AP1, dass ein physikalisches wissen dazu beiträgt, dass neuronale Netze bessere
Vorhersagen von elektomagnetischen Feldern treffen können

Hierbei wurden zwei U-Net Modelle mit einem kleinen Datensatz von 19 Simulationen
trainiert und auf 5 ungesehenen Simulationen evaluiert. Dabei wurde ein U-Net nur auf
Basis der Daten trainiert (U-Net Data) und eins (U-Net Phys) augmentiert mit einer

1https://github.com/MAGNET4Cardiac7T

https://github.com/MAGNET4Cardiac7T
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physikalisch informierten Verlustfunktion (siehe unten). Die Baseline sagt ein homogenes
Magnetfeld vorher, ermittelt aus dem Mittelwert der Trainingssimulationen.

Physikalisch informierte Verlustfunktion: Die Verlustfunktion des U-Net Phys
kombiniert einen datenbasierten Mean Squared Error (MSE) Term mit einem Physik-
Regularisierungsterm:

L = Ldata + λ · Lphysics (1)

Dabei erzwingt Lphysics = ‖∇ · Hpred‖2 das Gaußsche Gesetz des Magnetismus (∇ ·
H = 0) mittels finiter Differenzen auf dem Ausgabegitter. Das Gewicht λ wurde über
Hyperparameter-Suche optimiert.

Tabelle 1: Vergleich der Vorhersagequalität (R2) innerhalb des Phantoms.

E-Field B-Field
Model Subject Total Subject Total

U-Net Data -0.24 0.31 -1.13 0.12
U-Net Phys 0.46 0.52 0.33 0.50
Baseline 0.00 0.00 0.00 0.00

Dabei haben die Ergebnisse gezeigt (Tabelle 1), dass die kleine Datenbasis nicht ausreicht,
um ein reines U-Net zu trainieren, das die Baseline übertrifft (negative R2-Werte). Das
physikalisch informierte Modell erreicht hingegen positive Vorhersagequalität, insbeson-
dere für das E-Feld, was die Bedeutung der physikalischen Regularisierung bei geringer
Datenverfügbarkeit unterstreicht. Diese Erkenntnisse motivierten insbesondere auch die
deutliche Erweiterung des Datensatzes auf 880 Geometrien.

4.2 Prozedural generierter Datensatz mit Dipol-Spulen
Da nur eine geringe Anzahl realistischer Körpervoxelmodelle verfügbar war, wurde ein
Verfahren zur prozeduralen Generierung von Trainingsgeometrien entwickelt. Das Vorgehen
ist in Abbildung 1 zusammengefasst.

Deforming Sphere Fitting Smaller Structures Fitting Tubes

Abbildung 1: Übersicht der prozeduralen Phantomgenerierung: Eine große Kugel wird
mit Perlin-Rauschen deformiert und dient als Körperäquivalent. Darin werden kleinere
deformierte Kugeln (Organe) sowie Zylinder (Blutgefäße) eingebettet.

Jede Geometrie besteht aus einer großen, mittels 3D-Perlin-Rauschen [23] deformierten
Kugel (mittlerer Radius 10 cm) als Körperäquivalent, optional 0–3 kleineren Kugeln
(mittlerer Radius 3 cm) für Organe sowie 0–10 Zylindern für Blutgefäße. Jedem Bestandteil
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werden physikalische Gewebeeigenschaften im Bereich typischer menschlicher Gewebe [24,
25] zugewiesen (Tabelle 2).

Tabelle 2: Wertebereich der physikalischen Gewebeeigenschaften für die Simulationen.

Eigenschaft Minimum Maximum

Leitfähigkeit (in S m−1) 0 2,5
Permittivität (relativ) 1 71
Dichte (in kg m−3) 400 2000

Durch systematische Variation der Anzahl von Innenkugeln (0–3) und Zylindern (0–10) ent-
stehen 44 Komplexitätsstufen, die jeweils 20-mal mit unterschiedlichen Zufallsparametern
instanziiert werden – insgesamt 880 eindeutige Phantomgeometrien.

Für jede Geometrie wurde eine elektromagnetische Feldsimulation mit CST Studio Suite
durchgeführt, die ein 8-Kanal-Dipol-Array bei 297,2MHz (7T) modelliert. Die Kanäle
sind radial um das Phantom angeordnet (Abbildung 2), und die Ergebnisse werden auf
einem 100×100×100-Gitter mit 4mm Auflösung exportiert. Die Beiträge aller acht Kanäle
werden separat gespeichert und beim Training mittels des Superpositionsprinzips [26] mit
zufälligen Phasenvektoren und Aktivierungsmasken kombiniert. Diese Augmentierungs-
strategie erzeugt eine breite Palette realistischer Feldkonfigurationen ohne zusätzlichen
Simulationsaufwand.

Individual Field Contributions Random Phase Shift Field Superposition

Abbildung 2: Datensatz-Augmentierung durch Überlagerung der Dipol-Kanäle: Zufällige
Aktivierungsmasken und Phasenverschiebungen der acht Kanäle werden kombiniert, um
realistische MRT-Feldkonfigurationen zu erzeugen.

4.3 Neural Operators für EM-Feldvorhersage
In einer im Rahmen des Projektes durchgeführten Masterarbeit [27] wurde untersucht,
ob Fourier-basierte Neural Operators – eine neuartige Architekturklasse, die Abbildun-
gen zwischen Funktionenräumen lernt und somit diskretisierungsinvariant arbeitet – die
Vorhersagegenauigkeit elektromagnetischer Felder im 7T-MRT-Setting gegenüber dem
bestehenden 3D U-Net verbessern können.
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Untersuchte Architekturen. Neben dem 3D U-Net als Baseline wurden fünf Neural-
Operator-Varianten evaluiert: der Fourier Neural Operator (FNO), der U-shaped Neu-
ral Operator (UNO), der Adaptive Fourier Neural Operator (AFNO), der Tensorized
FNO (TFNO) sowie der Factorized FNO (FFNO). Alle Architekturen wurden auf den
gleichen synthetischen Datensatz (880 Phantome, 1003-Gitter, 8-Kanal-Dipol-Array bei
297,2MHz) trainiert und hinsichtlich E-Feld-MSE, R2 sowie globaler und lokaler SAR10g-
Vorhersagegenauigkeit verglichen.

Zentrale Ergebnisse. Tabelle 3 fasst die besten Ergebnisse der Masterarbeit zusammen.
Das U-Net32M erreichte die höchste Genauigkeit (E-Feld-MSE 1,14; R2 = 0,97) und die
zuverlässigste lokale SAR-Vorhersage (MRE10g +3,1 %). Unter den Neural Operators
erzielte der TFNO16M die besten Ergebnisse (MSE 2,28; R2 = 0,92), was zeigt, dass die
Tucker-Tensorisierung eine effektive Regularisierung darstellt und mit nur der Hälfte der
Parameter von FNO32M eine um 17,7% niedrigere MSE erzielt. Physikalisch informiertes
Training mit Divergenz- und Faraday-Verlusten aus den Maxwell-Gleichungen verbesserte
die FNO-Genauigkeit signifikant: TFNOFAR

16M erreichte eine MSE von 2,02 (−11,4 %) und
eine nahezu fehlerfreie lokale SAR-Vorhersage (MRE10g −0,1 %). Spectral Boosting – ein
Ensemble-Verfahren, bei dem ein zweites Modell die Residuen des ersten lernt – reduzierte
den MSE des TFNO weiter auf 2,01. Der AFNO erwies sich als besonders recheneffizient
mit einer Inferenzzeit von ca. 8ms pro Batch (gegenüber 85ms beim U-Net32M), was ihn
für Echtzeit-Anwendungen geeignet macht.

Tabelle 3: Ergebnisse der Neural-Operator-Studie (Masterarbeit). Metriken beziehen sich
auf das E-Feld im Phantominneren. Hochgestellte Kürzel: DIV = Divergenz-Verlust, FAR
= Faraday-Verlust, BOOST = Spectral Boosting.

Modell np MSE ∆MSE MAE R2 MREGlobal MRE10g

Basismodelle
U-Net32M 32M 1,14 – 0,49 0,97 −0,1 % +3,1 %
FNO32M 32M 2,77 – 0,86 0,92 +4,0 % −3,0 %
UNO31M 31M 2,80 – 0,88 0,91 +5,6 % −7,8 %
AFNO39M 39M 2,85 – 0,87 0,89 +15,0 % +21,9 %
TFNO16M 16M 2,28 – 0,82 0,92 +2,2 % −7,1 %
FFNO1,4M 1,4M 3,48 – 0,98 0,89 −1,4 % −3,5 %
Physik-informiert (Divergenz-Verlust)
U-NetDIV

32M 32M 1,46 +28,1 % 0,58 0,96 +6,0 % +3,1 %
FNODIV

32M 32M 2,34 −15,5 % 0,79 0,93 +4,4 % −2,3 %
UNODIV

31M 31M 2,72 −2,9 % 0,88 0,91 +5,6 % −7,8 %
Physik-informiert (Faraday-Verlust)
U-NetFAR

32M 32M 1,32 +15,8 % 0,53 0,96 +4,2 % +1,4 %
FNOFAR

32M 32M 2,42 −12,6 % 0,81 0,93 +2,0 % −4,6 %
TFNOFAR

16M 16M 2,02 −11,4 % 0,77 0,94 +5,3 % −0,1 %
Spectral Boosting
AFNOBOOST

48M 48M 2,38 −16,5 % 0,80 0,91 +11,0 % +20,8 %
TFNOBOOST

16M 16M 2,01 −11,8 % 0,76 0,93 +10,3 % −3,0 %

Schlussfolgerungen. Neural Operators erreichen auf der gegebenen Aufgabe nicht die
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Genauigkeit des U-Net, bieten jedoch komplementäre Vorteile: höhere Recheneffizienz
(insbesondere AFNO), effektive Regularisierung durch Tensorisierung, und ein stärkeres
Ansprechen auf physikalisch informierte Verlustfunktionen. FNO-basierte Modelle zeigen
eine systematische Unterschätzung der E-Feld-Intensität an den Phantomrändern, was auf
den inhärenten Tieffrequenz-Bias der globalen Fourier-Faltung zurückzuführen ist. Für eine
klinische Anwendung wird ein gestufter Ansatz vorgeschlagen: ein schnelles AFNO-Modell
für die initiale Analyse vieler Spulenkonfigurationen, gefolgt von einem präziseren U-Net
oder TFNO für die detaillierte Bewertung ausgewählter Konfigurationen.

4.4 Vorhersage von EM-Feldern auf Punktwolken
In einer weiteren Abschlussarbeit [28] wurde untersucht, ob 3D-Punktwolken-Architekturen
als Alternative zu gitterbasierten Modellen für die Vorhersage elektromagnetischer Feldver-
teilungen eingesetzt werden können. Punktwolken bieten gegenüber regulären Gittern den
potentiellen Vorteil, Rechenressourcen auf relevante Regionen (z. B. das Phantominnere)
zu konzentrieren, anstatt den gesamten Raum gleichmäßig abzutasten.

Untersuchte Architekturen. Drei Punktwolken-Architekturen wurden für die Regressi-
onsaufgabe adaptiert: Point Transformer v1 (PTv1), Point Transformer v3 (PTv3) und
PointNeXt. Alle Modelle wurden ursprünglich für Segmentierung entwickelt; der finale
Segmentierungskopf wurde durch einen zweischichtigen MLP-Regressionskopf mit 12 Aus-
gabekanälen (Real- und Imaginärteile von Ex, Ey, Ez, Hx, Hy, Hz) ersetzt. Als Baseline
dienten die gitterbasierten U-Net-Modelle mit 1M und 16,3M Parametern. Der Datensatz
umfasste 695 Simulationen für das Training und 86 für den Test, jeweils mit 50 augmentier-
ten Varianten pro Simulation durch zufällige Phasenverschiebungen und Punkt-Sampling.

Zentrale Ergebnisse. Tabelle 4 zeigt die Testergebnisse aller evaluierten Modelle.
Das gitterbasierte U-Net16,3M erzielte durchgehend die höchste Genauigkeit. Unter den
Punktwolken-Modellen schnitt PTv3 am besten ab: Die Konfiguration PTv3-E (1M Parame-
ter, 1,6M abgetastete Punkte, 17 Epochen) erreichte im Phantominneren einen E-Feld-MSE
von 38,94 – deutlich besser als PointNeXt (65 138) und vergleichbar mit dem kleineren
U-Net1M (53,70), wobei die Gesamtverluste erheblich höher ausfielen. Insbesondere die
Space-MSE der Punktwolken-Modelle lag etwa eine Größenordnung über der des U-Net,
was auf Schwierigkeiten bei der Erfassung der räumlichen Kontinuität im Freiraum hinweist.

Schlussfolgerungen. Punktwolken-Modelle können grundsätzlich lokale Merkmale im
Phantominneren erfassen, erreichen jedoch nicht die Gesamtgenauigkeit gitterbasierter An-
sätze. Die Hauptursachen liegen in der fehlenden strukturierten Nachbarschaftsinformation
(die bei Gittern implizit gegeben ist), Instabilitäten beim Training größerer Modelle (NaN-
Werte bei PTv3 mit 16M Parametern nach wenigen Epochen), sowie der geringeren Anzahl
an Augmentierungen (50 vs. 100 beim U-Net). Die Ergebnisse deuten darauf hin, dass
Punktwolken-Architekturen für diese Aufgabe weiterer Optimierung bedürfen – insbeson-
dere hinsichtlich Hyperparameter-Tuning, Sampling-Strategien und architekturspezifischer
Anpassungen für Regressionsaufgaben.

4.5 Modellierung dynamischer Systeme aus zerstreuten Beobachtun-
gen

Die vorhergehenden Abschnitte zeigen, dass gitterbasierte Modelle die höchste Vorhersa-
gegenauigkeit für EM-Felder erreichen, während Punktwolken-Ansätze Schwierigkeiten
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Tabelle 4: Testergebnisse der Punktwolken-Studie (Bachelorarbeit). MSE-Werte für E-
und H-Feld, aufgeteilt nach Gesamtvolumen (Full), Freiraum (Space) und Phantominneres
(Subject).

E-Feld MSE H-Feld MSE
Modell Full Space Subject Full Space Subject

Gitterbasiert (Baseline)
U-Net1M 1121 1203 53,70 0,0104 0,0112 0,00045
U-Net16,3M 430 461 25,28 0,0026 0,0028 0,00025
Punktwolken-Modelle
PTv3-E (1M, 1,6M Pkt.) 8555 8898 38,94 0,0230 0,0236 0,00827
PTv3-D (1M, 1,6M Pkt.) 9059 9422 44,05 0,0258 0,0264 0,00851
PTv3-G (16M, 100k Pkt.) 10436 10854 99,33 0,0471 0,0471 0,04802
PointNeXt (1M, 100k Pkt.) 2 480 854 2 578 011 65 138 0,6045 0,6265 0,05788

aufweisen. Diese Beobachtung motivierte eine grundlegende Untersuchung zur Verbesse-
rung von Modellen für zerstreute (nicht-gitterförmige) Beobachtungen. Aufbauend auf dem
vor Projektbeginn entwickelten DynaBench-Benchmarkdatensatz [29] wurden im Rahmen
des Projektes drei Beiträge erarbeitet:

GrINd – Gitter-Interpolation für zerstreute Beobachtungen. Um die Leistungs-
fähigkeit gitterbasierter Modelle auch für zerstreute Daten nutzbar zu machen, wurde
GrINd (Grid Interpolation Network for Scattered Observations) [20] entwickelt. Das Modell
besteht aus drei Komponenten: (1) einem Fourier-Interpolations-Layer, der zerstreute
Beobachtungen durch Lösung eines linearen Least-Squares-Problems im Fourierraum auf
ein hochaufgelöstes reguläres Gitter abbildet, (2) einem NeuralPDE-Modell [30], das die
Systemdynamik auf dem Gitter mittels CNNs und der Linienmethode mit differenzier-
barem ODE-Löser vorhersagt, und (3) einem zweiten Fourier-Interpolations-Layer, der
die Vorhersage zurück in den ursprünglichen Beobachtungsraum transformiert. GrINd
übertrifft auf dem DynaBench-Datensatz alle existierenden Modelle für zerstreute Daten
und erreicht bei der Burgers-Gleichung sogar bessere Ergebnisse als das beste reine Git-
termodell, da die Interpolation auf ein höher aufgelöstes Gitter abbildet als es für die
Baselines verfügbar war.

TaylorNet – PDE-Rekonstruktion aus zerstreuten Daten. Ergänzend wurde
TaylorNet [21] vorgeschlagen, das einen anderen Ansatz verfolgt: Anstatt zerstreute Daten
auf ein Gitter abzubilden, schätzt TaylorNet die räumlichen Ableitungen an jedem Beob-
achtungspunkt direkt über die mehrdimensionale Taylor-Entwicklung unter Einbeziehung
der K nächsten Nachbarn. Die geschätzten Ableitungen werden anschließend durch einen
symbolischen Regressionsschritt zu einer expliziten PDE zusammengesetzt. TaylorNet
kann somit zwei Aufgaben gleichzeitig lösen: die Vorhersage zukünftiger Systemzustände
und die Rekonstruktion der zugrunde liegenden Differentialgleichung. Auf Advektions-
Diffusions-Gleichungen erreicht TaylorNet auf nicht-gitterförmigen Daten eine vergleichbare
Genauigkeit wie gitterspezifische Modelle (PDE-Net, CNN) und identifiziert zuverlässig die
Struktur der zugrundeliegenden PDE. Darüber hinaus ermöglicht die Taylor-basierte Para-
metrisierung räumlicher Ableitungen, bekannte Differentialgleichungen als physikalisch
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informierte Verlustfunktion auch auf nicht-gitterförmigen Diskretisierungen einzusetzen.

Erweiterte Benchmarkstudie. In einer umfassenden Benchmarkstudie [31] wurden
14 Modellarchitekturen – darunter Neural Operators (FNO, GeoFNO), Graph-Netze
(GCN, GAT, GraphPDE, PointGNN), Point Transformer (PTv1, PTv3) sowie GrINd –
systematisch auf dem DynaBench-Datensatz über alle Auflösungen und Datenstrukturen
evaluiert. Die zentralen Erkenntnisse sind:

• Gitterbasierte Modelle (ResNet, NeuralPDE, FNO) erreichen durchgehend die nied-
rigste MSE über alle PDEs und Auflösungen, da sie räumliche Nachbarschaftsbezie-
hungen nicht explizit lernen müssen.

• Unter den Modellen für zerstreute Daten erzielt GrINd die besten Ergebnisse und
übertrifft alle reinen Punktwolken- und Graphmodelle – insbesondere bei längeren
Vorhersagehorizonten (16 Schritte).

• Höhere räumliche Auflösung verbessert die Ein-Schritt-Vorhersage aller Modelle,
führt jedoch bei Mehr-Schritt-Rollouts nicht zwangsläufig zu besserer Genauigkeit,
was auf akkumulierte Fehler bei nicht-gitterbasierten Ansätzen hinweist.

Die im Projekt verwendeten EM-Feldsimulationen basieren auf regulären Gittern mit
gleichmäßiger Auflösung. In der Praxis wäre es jedoch vorteilhaft, die räumliche Auflösung
adaptiv zu wählen – etwa mit höherer Punktdichte an Gewebegrenzen und im Inneren des
Patienten, wo die Feldgradienten am stärksten sind, und geringerer Dichte im Freiraum.
Solche nicht-gleichförmigen Diskretisierungen erfordern Modelle, die auf verstreuten Punk-
ten arbeiten können. GrINd und TaylorNet schaffen hierfür die methodische Grundlage.
Insbesondere ermöglicht die Taylor-basierte Parametrisierung räumlicher Ableitungen aus
TaylorNet, bekannte Differentialgleichungen wie die Maxwell-Gleichungen als physikalisch
informierte Verlustfunktion auch auf nicht-gitterförmigen Diskretisierungen einzusetzen –
eine Erweiterung des in den vorherigen Abschnitten gezeigten Ansatzes mit Divergenz- und
Faraday-Verlust. Die erweiterte Benchmarkstudie liefert darüber hinaus eine systematische
Bewertungsgrundlage für die Auswahl geeigneter Modellarchitekturen bei unterschiedlichen
Datenstrukturen und -auflösungen.

4.6 Finetuning von Modellen auf komplexen Körpermodellen
Die in den vorhergehenden Abschnitten beschriebenen Datensätze basieren auf verein-
fachten, kugelförmigen Phantomgeometrien mit einem 8-Kanal-Dipol-Array. Diese eignen
sich gut zur Entwicklung und zum Vergleich von Modellarchitekturen, bilden jedoch die
geometrische Komplexität realer Patientenanatomien nur unzureichend ab. Um die Über-
tragbarkeit der trainierten Modelle auf realistische Messszenarien zu gewährleisten, ist ein
Finetuning auf anatomisch komplexeren Geometrien notwendig.

Zu diesem Zweck wurde ein zweiter Datensatz erstellt, der die prozedurale Generie-
rungsstrategie aus Abbildung 1 auf Torso-ähnliche Körpermodelle erweitert. Anstelle der
deformierten Kugeln werden nun Geometrien erzeugt, die einem menschlichen Oberkör-
per nachempfunden sind und innere Strukturen wie Organe und Blutgefäße enthalten
(Abbildung 3). Diese erhöhte anatomische Komplexität führt zu deutlich heterogeneren
Feldverteilungen, da die Gewebegrenzen und -übergänge stärkere lokale Feldgradienten
erzeugen.
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(a) Torso-Grundform

(Torso-Grundform)

∼25 cm

(b) + Organe & Gefäße

Organ

(c) + 16-Kanal-Array

16 Dipol-Antennen

Abbildung 3: Übersicht der komplexen Phantomgenerierung: (a) Eine Torso-ähnliche
Grundform wird mittels Perlin-Rauschen erzeugt. (b) Innere Organe (ellipsoide Einschlüsse)
und Blutgefäße (zylindrische Strukturen) mit variierenden Gewebeeigenschaften werden
eingebettet. (c) Ein 16-Kanal antisymmetrisches Dipol-Array wird um das Phantom
angeordnet.

Neben der Körpergeometrie wurde auch die Spulenkonfiguration angepasst (Abbildung 4):
Anstelle des 8-Kanal-Dipol-Arrays kommt ein 16-Kanal antisymmetrisches Transceiver-
Dipol-Array zum Einsatz, das speziell für die kardiale MRT bei 7T entwickelt wurde [9, 32].
Dieses Array bietet eine dichtere räumliche Abtastung des Sendefeldes und bildet die am
DZHI eingesetzte Spulentechnologie realistischer ab. Im Gegensatz zum zuvor verwendeten
8-Kanal-Dipol-Array ermöglicht dieses 16-Kanal-Array auch die Durchführung realer
Messungen am MRT-Scanner, sodass die trainierten Modelle direkt an experimentellen
Daten validiert werden können. Insgesamt umfasst der komplexe Datensatz 880 prozedural
generierte Torso-Geometrien.

Abbildung 4: Spulengeometrie für den komplexen Datensatz: Ein 16-Kanal antisymmetri-
sches Transceiver-Dipol-Array, angeordnet um ein Torso-förmiges Phantom (nach [32]).

4.6.1 Transferlernen und Finetuning-Experimente

Um zu untersuchen, wie gut sich auf dem einfachen Datensatz trainierte Modelle auf
die komplexeren Geometrien übertragen lassen, wurde eine systematische Vergleichs-
studie durchgeführt. Als Ausgangsmodell diente das beste U-Net aus einer Optuna-
Hyperparameter-Optimierung auf dem einfachen Dipol-Datensatz (880 Geometrien, 8-
Kanal-Array). Dieses Modell wurde anschließend auf drei Arten mit dem komplexen
Datensatz (880 Torso-Geometrien, 16-Kanal-Array) evaluiert:
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1. Direkte Evaluation (ohne Anpassung): Das vortrainierte Modell wurde ohne
jegliches Nachtraining direkt auf dem komplexen Testdatensatz evaluiert, um die
Domänenlücke zwischen den beiden Datensätzen zu quantifizieren.

2. Finetuning: Die vortrainierten Gewichte wurden als Initialisierung verwendet
und das Modell auf dem komplexen Trainingsdatensatz mit frischem Optimierer
(Adam) und drei verschiedenen Lernraten (10−3, 10−4, 10−5) nachtrainiert. Dabei
wurden nur die Modellgewichte übernommen; Optimiererzustand und Epochenzähler
wurden zurückgesetzt, um ein echtes Finetuning (statt einer Trainingsfortsetzung)
sicherzustellen.

3. Training von Grund auf: Zum Vergleich wurden identische Modelle ohne vor-
trainierte Gewichte direkt auf dem komplexen Datensatz trainiert. Dabei wurde
untersucht, ob die Normalisierungsstatistiken aus dem einfachen Datensatz (Vari-
ante A) oder aus dem komplexen Datensatz selbst (Variante B) bessere Ergebnisse
liefern.

Alle Modelle wurden bis zu 10 Epochen mit Early Stopping trainiert. Die Evaluierung
erfolgte auf beiden Testdatensätzen, um sowohl die Leistung auf der Zieldomäne als auch
den Erhalt der ursprünglichen Vorhersagequalität zu beurteilen.

4.6.2 Ergebnisse

Tabelle 5 fasst die Ergebnisse der Vergleichsstudie zusammen. Die Metriken beziehen sich
auf die Vorhersagequalität innerhalb des Phantoms (Subject-Metriken).

Tabelle 5: Vergleich der Vorhersagequalität auf beiden Testdatensätzen. Metriken innerhalb
des Phantoms (Subject). Beste Werte pro Datensatz sind fett markiert.

Einfacher Datensatz (Dipole) Komplexer Datensatz (Torso)

Modell E-MSE E-RMSE H-MAE E-MSE E-RMSE H-MAE

Vortrainiert (ohne Anpassung) 7,69 2,22 0,014 330,14 17,95 0,201

Finetuning η = 10−3 95,94 8,53 0,142 5,84 1,92 0,016
Finetuning η = 10−4 81,40 7,58 0,130 1,66 1,24 0,010
Finetuning η = 10−5 82,24 7,69 0,130 6,06 1,82 0,016

Von Grund auf (Var. A) 86,09 7,86 0,125 6,05 1,88 0,016
Von Grund auf (Var. B) 319,11 17,43 0,096 6,07 1,98 0,017

Die Ergebnisse zeigen drei zentrale Befunde:

Große Domänenlücke. Das auf dem einfachen Datensatz trainierte Modell überträgt
sich nicht auf die komplexe Domäne: Der E-Feld-MSE steigt von 7,69 auf 330,14 (Faktor 43),
und der H-Feld-MAE von 0,014 auf 0,201 (Faktor 14). Die unterschiedliche Spulengeo-
metrie (8 vs. 16 Kanäle), die erhöhte anatomische Komplexität und die veränderten
Feldverteilungen erfordern eine Anpassung des Modells.

Finetuning mit η = 10−4 erzielt die besten Ergebnisse. Unter allen untersuchten
Strategien erreicht das Finetuning mit einer Lernrate von 10−4 die höchste Vorhersage-
genauigkeit auf dem komplexen Datensatz (E-MSE 1,66; E-RMSE 1,24; H-MAE 0,010).
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Dieses Ergebnis übertrifft sowohl das aggressivere Finetuning mit η = 10−3 (E-MSE 5,84)
als auch das konservativere mit η = 10−5 (E-MSE 6,06). Eine zu hohe Lernrate zerstört
nützliche vortrainierte Repräsentationen, während eine zu niedrige die notwendige Adapti-
on verhindert. Das Finetuning mit η = 10−4 übertrifft auch das Training von Grund auf,
was den Mehrwert der vortrainierten Gewichte als Initialisierung belegt.

Katastrophales Vergessen. Alle auf dem komplexen Datensatz trainierten oder feinab-
gestimmten Modelle verlieren die Vorhersagequalität auf dem einfachen Datensatz erheblich:
Die E-RMSE steigt von 2,22 auf 7,58–17,43 (Faktor 3,4–7,8). Selbst das konservativste
Finetuning (η = 10−5) zeigt einen deutlichen Leistungseinbruch. Dieses katastrophale
Vergessen deutet darauf hin, dass die Feldmuster beider Domänen hinreichend verschieden
sind, sodass ein einzelnes Modell nicht beide gleichzeitig optimal abdecken kann. Für den
praktischen Einsatz empfiehlt sich daher die Verwendung domänenspezifischer Modelle
oder die Untersuchung von Methoden zum kontinuierlichen Lernen (Continual Learning),
die das Vergessen früherer Domänen gezielt abschwächen.

Bemerkenswert ist ferner, dass die Normalisierungsstrategie beim Training von Grund
auf einen erheblichen Einfluss auf die Generalisierung hat: Variante B (Normalisierung
mit Statistiken des komplexen Datensatzes) erreicht auf dem einfachen Datensatz einen
E-RMSE von 17,43 – deutlich schlechter als Variante A (7,86), die die Normalisierungs-
statistiken des einfachen Datensatzes verwendet. Dies unterstreicht die Bedeutung einer
konsistenten Datenvorverarbeitung für die Transferfähigkeit.

4.7 Datenkompetenzsteigerung am DZHI
Der Transfer von Datenkompetenz war ein explizites Ziel der Förderrichtlinie und wurde
erfolgreich umgesetzt:

• Wissenschaftler:innen am DZHI wurden in das Training und die Auswertung von
DL-Modellen eingeführt.

• Gemeinsame Trainingsexperimente wurden an beiden Standorten durchgeführt.

• Durch die enge Zusammenarbeit konnten fachliche Anforderungen (klinische SAR-
Grenzwerte, Spulenarchitekturen, Validierungsmessungen) direkt in die DL-Modellentwicklung
einfließen.

• Am DZHI entstand langfristig die Kompetenz, DL-Modelle für neue Fragestellungen
in der Herzbildgebung eigenständig einzusetzen.

5 Wichtigste Positionen des zahlenmäßigen Nachweises
Tabelle 6 fasst die wichtigsten Positionen des zahlenmäßigen Nachweises zusammen. Die
wichtigste Position stellen die Personalkosten dar, die sich auf 245.671,23 € belaufen und für
die Entwicklung der Methoden, Durchführung der Versuche, sowie die Interpretation und
Diskussion der Ergebnisse mit den Projektpartnern genutzt wurden. Weitere Positionen
sind die geschätzten Reisekosten von 5.113,35 €, sowie Hardwarekosten in Höhe von
1.905,99 €.
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Tabelle 6: Wichtigste Positionen des zahlenmäßigen Nachweises.

Positionsbezeichnung Summe der Ausgaben

Beschäftigte E12–E15 219.424,37 €
Sonst. Beschäftigungsentgelte 26.246,86 €
Dienstreisen 5.113,35 €
Hardware 1.905,99 €

Entstandene Ausgaben insgesamt 252.690,57 €

6 Notwendigkeit und Angemessenheit der geleisteten Pro-
jektarbeiten

Die im Rahmen des Vorhabens durchgeführten Arbeiten waren sowohl wissenschaftlich
notwendig als auch in ihrem Umfang angemessen. Im Folgenden wird dies für die zentralen
Projektbereiche begründet.

Datenerstellung und prozedurale Generierung. Die Verfügbarkeit realistischer Kör-
pervoxelmodelle stellt einen bekannten Engpassfaktor für Deep-Learning Anwendungen in
der MRT-Dosimetrie dar: Öffentlich zugängliche Modellsammlungen wie die IT’IS Virtual
Family umfassen typischerweise weniger als zehn Ganzkörpermodelle. Diese Datenmenge
ist für das Training moderner neuronaler Netze bei weitem nicht ausreichend, wie die
Ergebnisse der ersten Studie mit nur 19 Simulationen bestätigten (negative R2-Werte
für das rein datengetriebene U-Net, vgl. Tabelle 1). Die Entwicklung der prozeduralen
Generierungspipeline mit 880 Phantomgeometrien in zwei Komplexitätsstufen war daher
eine notwendige Voraussetzung für alle nachfolgenden Modellentwicklungen. Der Aufwand
für die Erstellung und Validierung der CST-Simulationen war angemessen, da jede einzelne
Simulation 24–72 Stunden Rechenzeit auf einer Hochleistungsworkstation erfordert und
eine sorgfältige Qualitätskontrolle der Ergebnisse unabdingbar ist.

Modellentwicklung und Architekturvergleich. Die systematische Evaluation ver-
schiedener Architekturen – 3D U-Net, Neural Operators (FNO, UNO, AFNO, TFNO,
FFNO), Punktwolken-Modelle (Point Transformer, PointNeXt) – war notwendig, um fun-
dierte Aussagen über die Eignung unterschiedlicher Modellklassen für die dreidimensionale
EM-Feldvorhersage zu treffen. Vor Projektbeginn lagen keine Vergleichsstudien für diese
Aufgabe vor. Die Ergebnisse zeigen, dass die Wahl der Architektur einen erheblichen
Einfluss auf die Vorhersagequalität hat (E-Feld-MSE zwischen 1,14 und 65 138) und dass
eine pauschale Empfehlung ohne systematischen Vergleich nicht möglich gewesen wäre.
Die begleitenden Abschlussarbeiten (eine Master- und eine Bachelorarbeit) waren ein
angemessenes Mittel, um zusätzliche Architekturen parallel und mit der erforderlichen
Tiefe zu untersuchen.

Physikalisch informierte Verlustfunktionen. Die Integration physikalischer Gesetze
(Gaußsches Gesetz des Magnetismus, Faradaysches Induktionsgesetz) in die Verlustfunktion
war ein zentraler methodischer Beitrag des Projekts. Die Notwendigkeit dieses Ansatzes
wurde durch die erste Studie empirisch belegt: Bei geringer Datenverfügbarkeit (19 Si-
mulationen) verbesserte der Physik-Term die R2-Werte von −0,24 auf 0,46 (E-Feld) bzw.
von −1,13 auf 0,33 (B-Feld). Auch bei größeren Datensätzen zeigte sich der Nutzen: Der
Faraday-Verlust reduzierte die MSE des TFNO um 11,4% und ermöglichte eine nahezu
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fehlerfreie lokale SAR-Vorhersage (MRE10g −0,1 %). Der Aufwand für die Implementierung
und Hyperparameter-Optimierung der physikalischen Verlustterme war angemessen im
Verhältnis zum erzielten Genauigkeitsgewinn.

Finetuning und Transferlernen. Die Übertragung der Modelle auf komplexere Torso-
Geometrien mit realistischerem 16-Kanal-Spulenarray war notwendig, um die klinische
Relevanz der Ergebnisse sicherzustellen. Die Domänenlücke zwischen einfachen und komple-
xen Geometrien (Faktor 43 in der E-Feld-MSE) bestätigt, dass ein direkter Transfer ohne
Anpassung nicht möglich ist und die durchgeführten Finetuning-Experimente unverzichtbar
waren.

Methodische Grundlagenarbeiten (GrINd, TaylorNet, Benchmarkstudie). Die
Entwicklung von Methoden zur Vorhersage physikalischer Systeme aus nicht-gitterförmigen
Beobachtungen adressiert eine grundlegende Einschränkung der bestehenden Ansätze.
Obwohl die im Projekt erzeugten EM-Felddaten auf regulären Gittern vorliegen, erfordern
zukünftige Anwendungen mit adaptiver Auflösung oder klinischen Messdaten Modelle,
die auf zerstreuten Punkten arbeiten können. Diese Arbeiten sind daher als notwendige
Investition in die methodische Grundlage für weiterführende Forschung zu betrachten. Der
Umfang der Benchmarkstudie mit 14 Modellen auf sechs physikalischen Systemen war
angemessen, um belastbare und verallgemeinerbare Aussagen über die Leistungsfähigkeit
verschiedener Modellklassen zu treffen.

Datenkompetenzsteigerung. Der Transfer von Datenwissenschaftskompetenz an das
DZHI war ein explizites Ziel der Förderrichtlinie und wurde durch gemeinsame Trai-
ningsexperimente, regelmäßige Arbeitstreffen und die Bereitstellung einer dokumentierten
Software-Bibliothek umgesetzt. Diese Maßnahmen waren notwendig, um die Nachhaltigkeit
der Projektergebnisse zu sichern und dem DZHI die eigenständige Weiterentwicklung der
Methoden zu ermöglichen.

7 Voraussichtlicher Nutzen, Verwertbarkeit der Ergebnisse
und zukünftige Planungen im Sinne des Verwertungs-
plans

7.1 Wissenschaftlicher Nutzen
Der wissenschaftliche Nutzen des Vorhabens ergibt sich aus den im Projekt erarbeiteten me-
thodischen Beiträgen, den erzeugten Daten- und Softwareressourcen sowie der Verbreitung
der Ergebnisse in der Fachöffentlichkeit.

Methodische Beiträge zur EM-Feldvorhersage. Im Projekt wurde erstmals ein
physikalisch informiertes 3D U-Net für die Vorhersage elektromagnetischer Felder im
7T-MRT-Setting entwickelt und systematisch evaluiert. Die Integration des Gaußschen
Gesetzes des Magnetismus sowie des Faradayschen Induktionsgesetzes als Regularisie-
rungsterme verbessert die Vorhersagegenauigkeit nachweisbar, insbesondere bei geringer
Datenverfügbarkeit (Tabelle 1) und im Hinblick auf die lokale SAR10g-Vorhersage (Tabel-
le 3). Damit liegt ein methodischer Baustein vor, der über die bislang in der Literatur
dokumentierten 2D-Ansätze hinausgeht und die Anwendung physikalisch informierter
Verlustfunktionen erstmals für dreidimensionale, anatomisch heterogene Geometrien de-
monstriert.
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Systematische Architekturevaluation. Die im Projekt durchgeführten Vergleichsstu-
dien zwischen 3D U-Net, Neural Operators (FNO, UNO, AFNO, TFNO, FFNO) und
Punktwolken-Architekturen (Point Transformer v1/v3, PointNeXt) stellen die erste umfas-
sende Bewertungsgrundlage für die dreidimensionale EM-Feldvorhersage bei UHF-MRT
dar. Die Erkenntnisse zur Eignung der einzelnen Architekturklassen, zum Effekt der
Tucker-Tensorisierung und zur Wirksamkeit physikalisch informierter Verlustterme sind
über den unmittelbaren Anwendungskontext hinaus für die wissenschaftliche Gemeinschaft
im Bereich des Scientific Machine Learning (SciML) von Interesse.

Methodische Grundlagenarbeiten zu nicht-gitterförmigen Beobachtungen. Mit
GrINd [20] und TaylorNet [21] wurden zwei eigenständige Methoden zur Vorhersage
physikalischer Systeme aus zerstreuten Beobachtungen entwickelt. Die erweiterte Bench-
markstudie [31] liefert eine systematische Bewertungsgrundlage für 14 Modellarchitekturen
auf sechs physikalischen Systemen. Diese Beiträge sind unabhängig vom MRT-spezifischen
Anwendungskontext für die Forschung an datengetriebenen PDE-Lösern verwertbar.

Daten- und Softwareressourcen. Der im Projekt erzeugte Datensatz von 880 prozedural
generierten Phantomgeometrien in zwei Komplexitätsstufen (einfache Dipol-Konfiguration
und Torso-ähnliche Geometrien mit 16-Kanal-Spulenarray) ist der bislang umfangreichste
öffentlich verfügbare Datensatz für die DL-basierte EM-Feldvorhersage bei 7 Tesla. Ge-
meinsam mit der unter freier Lizenz veröffentlichten Software-Bibliothek2 ermöglichen
die Ressourcen anderen Forschungsgruppen, auf den Projektergebnissen aufzubauen, eige-
ne Modellarchitekturen zu evaluieren und die Methodik auf weitere Fragestellungen zu
übertragen.

Sichtbarkeit und Nachwuchsförderung. Die Projektergebnisse wurden in begutachte-
ten Fachzeitschriften und auf einschlägigen Konferenzen (ISMRM, ECAI, ECML PKDD)
veröffentlicht. Eine Masterarbeit zur Evaluation von Neural Operators sowie eine Bachelor-
arbeit zu Punktwolken-Architekturen wurden im Projektkontext erfolgreich abgeschlossen.
Der Wissens- und Methodentransfer an das DZHI führte zu einer dauerhaften Erweiterung
der dort vorhandenen datenwissenschaftlichen Kompetenzen.

7.2 Wirtschaftlicher Nutzen
Ein unmittelbarer wirtschaftlicher Nutzen ist im Rahmen der Projektlaufzeit nicht entstan-
den. Die im Folgenden beschriebenen Verwertungspfade sind als potenzielle, mittel- bis
langfristige Perspektiven zu verstehen, deren Realisierung von weiterführenden Forschungs-
und Entwicklungsarbeiten sowie von der klinischen und regulatorischen Translation der
Methodik abhängt.

Potenzial zur Beschleunigung der SAR-Sicherheitsbewertung. Die im Projekt
entwickelten Modelle reduzieren die für eine SAR-Analyse erforderliche Rechenzeit gegen-
über numerischen Vollwellen-Simulationen (24–72 Stunden) um mehrere Größenordnungen.
Sollte sich die Methodik im klinischen Routinebetrieb etablieren lassen, ergäbe sich dar-
aus ein erhebliches Effizienzpotenzial an UHF-MRT-Standorten und eine bislang nicht
verfügbare Möglichkeit zur patientenindividuellen Sicherheitsbewertung. Ein konkreter
wirtschaftlicher Nutzen kann hieraus erst nach erfolgreicher experimenteller Validierung,
klinischer Erprobung und regulatorischer Anerkennung abgeleitet werden.

2https://github.com/MAGNET4Cardiac7T

https://github.com/MAGNET4Cardiac7T
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Potenzielle Anschlussfähigkeit für die MRT-Industrie. Die Hersteller von MRT-
Systemen und ergänzender Sicherheits- und Planungssoftware adressieren mit der Weiter-
entwicklung der UHF-MRT einen wachsenden Markt. Die im Projekt erarbeitete Methodik
betrifft eine zentrale Anwendungslücke – die patientenindividuelle SAR-Analyse in kli-
nisch verträglicher Zeit – und könnte daher Anknüpfungspunkte für Kooperationen mit
Industriepartnern bieten. Konkrete Verwertungsabsprachen wurden im Projektzeitraum
nicht getroffen.

Übertragbarkeit der Methodik auf weitere Anwendungsdomänen. Die im Projekt
entwickelten datenwissenschaftlichen Methoden – insbesondere die physikalisch infor-
mierten Verlustfunktionen sowie die Verfahren zur Vorhersage physikalischer Systeme
aus verstreuten Messpunkten (GrINd, TaylorNet) – sind nicht auf den MRT-Kontext
beschränkt. Vergleichbare Problemstellungen treten in anderen Bereichen der numerischen
Simulation auf, etwa beim Antennenentwurf, in der elektromagnetischen Verträglich-
keitsanalyse oder in der Strömungsmechanik. Die Übertragbarkeit eröffnet potenzielle
Verwertungswege über den ursprünglichen Anwendungsbereich hinaus, deren konkrete
Erschließung Gegenstand zukünftiger Arbeiten ist.

Mittelbarer Nutzen am Forschungsstandort Würzburg. Die am DZHI aufgebau-
ten datenwissenschaftlichen Kompetenzen und die etablierte Zusammenarbeit zwischen
DZHI und LSX schaffen eine Voraussetzung dafür, dass künftige Drittmittel- und Ko-
operationsprojekte mit datengetriebenem Schwerpunkt am Standort eingeworben und
durchgeführt werden können. Ein quantitativer wirtschaftlicher Nutzen lässt sich hieraus
zum gegenwärtigen Zeitpunkt nicht beziffern.

7.3 Zukünftige Planungen
Aufbauend auf den Projektergebnissen sind folgende weiterführende Arbeiten geplant:

Erweiterung auf weitere Spulenarchitekturen. Die bisherigen Modelle wurden auf
Dipol-Arrays trainiert. Eine Erweiterung auf andere klinisch relevante Spulentypen (Loop-
Dipol-Hybride, lokale Empfangsspulen) ist notwendig, um die Methodik breiter einsetzbar
zu machen. Die modulare Architektur der Software-Bibliothek und die prozedurale Daten-
generierungspipeline erleichtern diese Erweiterung.

Integration adaptiver Auflösung. Die im Projekt entwickelten Methoden für ver-
streute Messpunkte (GrINd, TaylorNet) bieten die Grundlage, EM-Feldvorhersagen auf
nicht-gleichförmigen Gittern durchzuführen – mit höherer Auflösung an Gewebegrenzen
und geringerer im Freiraum. Dies könnte sowohl die Vorhersagegenauigkeit in kritischen
Regionen verbessern als auch den Rechenaufwand reduzieren.

Kontinuierliches Lernen und Multi-Domänen-Modelle. Die Finetuning-Experimente
zeigten katastrophales Vergessen beim Domänenwechsel. Zukünftige Arbeiten sollen Me-
thoden des kontinuierlichen Lernens (Elastic Weight Consolidation, progressive Netzer-
weiterung) untersuchen, um ein einzelnes Modell zu entwickeln, das über mehrere Spulen-
und Geometriedomänen hinweg zuverlässig arbeitet.
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8 Fortschritt auf dem Gebiet des Vorhabens während der
Durchführung des Vorhabens bei anderen Stellen

Während der Projektlaufzeit (Dezember 2022 – November 2025) hat sich das Forschungsfeld
der DL-basierten SAR-Vorhersage international dynamisch weiterentwickelt.

DL-basierte SAR-Vorhersage für UHF-MRT. Wang et al. [33] stellten ein U-Net-
Surrogatmodell für UHF-MRT-Kopfspulen vor, das die Variabilität dielektrischer Gewe-
beeigenschaften systematisch erfasst. Hernandez-Rubia et al. [34] übertrugen den Ansatz
auf 10,5T mit einem Diffusionsmodell (3D SwinUNet, DDPM), das die SAR-Verteilung
aus individuellen B+

1 -Karten schätzt. Beide Arbeiten bestätigen den Trend hin zu 3D-
Architekturen, verwenden jedoch gemessene B+

1 -Karten als Eingabe und verzichten auf
physikalisch informierte Verlustfunktionen.

Datengenerierung und Dateneffizienz. Esmaeili et al. [35] adressierten die Frage der
Trainingsdatenverfügbarkeit mit einem iterativen Verfahren mit Parameterprioritäten, das
den Stichprobenumfang auf das 5- bis 10-fache der Eingangsparameter reduziert (60%
weniger Rechenaufwand bei >95% Genauigkeit). Der Fokus liegt jedoch auf der Variation
dielektrischer Eigenschaften eines festen 3D-Models eines Kopfes bei 13,56MHz; der hier
verfolgte Ansatz variiert zusätzlich die anatomische Geometrie und arbeitet bei 297,2MHz.

Bildbasierte SAR-Bestimmung als komplementärer Ansatz. Martinez et al. [36] de-
monstrierten die Machbarkeit einer subjektspezifischen SAR-Bestimmung direkt aus MRT-
Aufnahmen: Aus B+

1 - und Leitfähigkeitsschätzungen ließen sich Whole-Brain-SAR-Karten
bei 3T in etwa 12Minuten erzeugen, mit moderater Übereinstimmung zur Simulationsre-
ferenz (r = 0,5). Der messbasierte Ansatz ist komplementär zur DL-basierten Vorhersage,
erkauft die Subjektspezifität aber durch zusätzliche Messzeit und Unsicherheiten der
Eingangsschätzungen.

Verwandte DL-Anwendungen in der MRT-Sicherheitsbewertung. Carluccio et al. [37]
bestätigten in einem Vergleich zur Temperaturvorhersage die Überlegenheit von 3D- ge-
genüber 2D-Architekturen (MSE 5,2–8,0% vs. 8,2–15,3%) – ein Befund, der die im
vorliegenden Projekt getroffene Architekturentscheidung stützt. Montin et al. [38] schätz-
ten elektrische Felder aus B+

1 - und SNR-Karten mit einem auf analytischen Lösungen
trainierten Netz; die Übertragung auf realistische Körpermodelle ist jedoch noch mit
deutlichen Genauigkeitseinbußen verbunden.

Insgesamt bestätigen diese Fortschritte die Aktualität der im Projekt adressierten For-
schungsfragen. Drei Aspekte heben das vorliegende Vorhaben hervor: (i) der mit 880 Geo-
metrien in zwei Komplexitätsstufen umfangreichste öffentliche Datensatz für DL-basierte
EM-Feldvorhersage bei 7T, (ii) die systematische Integration physikalisch informierter
Verlustfunktionen und (iii) der explizite Vergleich verschiedener Architekturklassen (U-Net,
Neural Operators, Punktwolken) auf einheitlichen Daten.

9 Erfolgte oder geplante Veröffentlichungen der Projekt-
ergebnisse

Peer-reviewed Veröffentlichungen
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1. Dulny A., Jabbarigargari F., Hotho A., Schreiber L.M., Terekhov M.,
Krause A. (2024). Physical knowledge improves prediction of EM Fields. [22]
(Erste Vorveröffentlichung der physikalisch informierten U-Net-Methodik; kleinerer
Datensatz)

2. Dulny A., Heinisch P., Hotho A., Krause A. (2024). GrINd: Grid Interpolation
Network for Scattered Observations. [20] (Konferenzbeitrag; Methode zur Vorhersage
physikalischer Systeme aus verteilten Beobachtungen)

3. Dulny A., Heinisch P., Hotho A., Krause A. (2025). TaylorNet: Learning
PDEs from Non-Grid Data. [21] (Methode zum Lernen von PDEs aus unstrukturierten
Daten)

4. Dulny A., Heinisch P., Hotho A., Krause A. (2025). Evaluating Spatiotempo-
ral Prediction Models in a Low-Data Regime. [31] (Systematische Benchmarkstudie;
14 Modelle auf DynaBench)

5. Dulny A., Jabbarigargari F., Hotho A., Schreiber L.M., Terekhov M.,
Krause A. (2026). Physics-Informed Fourier Neural Operators for Electromagnetic
Field Prediction in Ultra-High-Field MRI. (Preprint) (Erweiterung der physikalisch
informierten Methode auf Neural Operators; vollständige Evaluation mit 880 Geome-
trien)

Code und Daten (Open Access)

• Vorveröffentlichungs-Datensatz und Code: https://github.com/MAGNET4Cardiac7T/
magnet-preview

• Vollständige Software-Bibliothek: https://github.com/MAGNET4Cardiac7T

• DynaBench-Erweiterung und Benchmark-Code: https://professor-x.de/low_
data_benchmark

Konferenzpräsentationen und Workshops

• Präsentation der Projektergebnisse auf der International Society of Magnetic Reso-
nance in Medicine (ISMRM) Jahrestagung (Toronto 2023, Singapur 2024)

• Summerschool zum Beginn des dritten Projektjahres (organisiert durch DZHI)

• Vorstellung der Methoden bei datenwissenschaftlichen Fachkonferenzen (ECAI,
ECML PKDD)

https://github.com/MAGNET4Cardiac7T/magnet-preview
https://github.com/MAGNET4Cardiac7T/magnet-preview
https://github.com/MAGNET4Cardiac7T
https://professor-x.de/low_data_benchmark
https://professor-x.de/low_data_benchmark
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