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Aufgabenstellung

Rund sechs Millionen (1,8 Millionen in Deutschland) Menschen leiden in Europa unter
Vorhofflimmern. Obwohl es an sich nicht unmittelbar gefahrlich ist, weist es auf schwerwiegende
Komplikation hin wie Schlaganfélle. Eine friihzeitige Erkennung ist deswegen wichtig, um die
Behandlung einzuleiten, schwerwiegende Krankheitsverlaufe mit Langzeitschaden zu verhindern

und die Lebensqualitat der Bevdélkerung zu verbessern.

Die Herausforderung bei der Diagnose von Vorhofflimmern ist, dass die Rhythmusstérung zu
unvorhersehbaren Zeiten auftreten kann. Aus diesem Grund werden mithilfe von tragbaren
Langzeit-EKG Geraten Aufzeichnungen von mehreren Tagen bis Wochen getatigt, um das
Vorhofflimmern zu detektieren. Moderne, miniaturisierte Langzeit-EKGs — sogenannte EKG-
Patches — steigern nicht nur den Tragekomfort und die Akzeptanz der Diagnostik bei den
Patienten, sondern ermdglichen auch eine vereinfachte Applikation und verlangerte
Aufzeichnungszeiten von bis zu 14 Tagen. Die EKG Daten werden mit Analysesoftware

vorverarbeitet, um den Arzt bei der Befundung zu unterstitzen.

Dennoch bleibt die Befundung der EKG Daten durch den Arzt immer noch der Engpass, welcher
einer breiten Anwendung von Langzeit-EKGs im Wege steht. Arzte mussen besser bei der
Datenauswertung unterstutzt werden, um die medizinische Versorgung der Bevélkerung zu
verbessern. Damit eine zuverlassige Befundung in kurzer Zeit durch den Arzt méglich sein soll,
sind die Anforderungen an die automatische Analyse sehr hoch. Insbesondere missen

Falschalarme durch sogenannte Artefakte, Storsignale die durch Rauschquellen wie

ITWM



\

~ Fraunhofer

Reibungselektrizitat verursacht werden, vermieden werden, da diese unndétig die Zeit fir die

Befundung verlangern und das Vertrauen der Arzte in die Technologie senken.
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Abbildung 1: Anwendung des geplanten EKG Systems.

Das EKG System in diesem Projekt ist in Abbildung 1 dargestellt. Der Patient tragt das EKG Gerat
auf der Brust Uber einen Zeitraum von 1 bis 3 Wochen. In dieser Zeit zeichnet das Gerat das EKG
auf. Zusatzlich findet bereits auf dem Gerat eine Detektion von Vorhofflimmern statt. Hinzu
werden Bradykardie und Tachykardie detektiert, welche ebenfalls fir Diagnosen interessant sind.
Fur die Detektion werden modernste Kl Algorithmen verwendet, die auf einem FPGA
Beschleuniger laufen. Detektierte Sequenzen sollen unmittelbar an die behandelnde Stelle
versendet werden, um die Diagnose nicht unndtig in die Lange zu ziehen und die Behandlung

frihzeitig zu beginnen.
Insgesamt hat dieses Projekt 3 Ziele:

1. Steigerung der Ennergieeffizienz des EKG Systems und Erhéhung der Tragedauer Uber
14 Tage hinaus.
Verbesserte Artefakterkennung schon auf dem Gerét in der automatischen EKG Analyse.

3. Nutzung eines Kl Hardwarebeschleunigers auf FPGA-Basis.

In diesem Teilvorhaben geht es um die automatische Generierung von Kl Modellen unter
Beachtung der Hardwareplattform. Die Entwicklung von Kl Modellen fir einen FPGA Chip stellt
eine besondere Herausforderung dar, da die verfiigbaren Rechenressourcen stark eingeschrankt
sind. Ein manueller Entwurf der Kl Modelle ist sehr zeitaufwandig und fuhrt haufig zu

unbefriedigenden Ergebnissen. Aufbauend auf den Ergebnissen des HALF Projekts wird die
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automatische Generierung von Kl Modellen weiterentwickelt und ein optimales Modell fir die

Implementierung auf der FPGA Plattform geliefert.

Rahmenbedingungen

Dieses Projekt ist als Nachfolgeprojekt von HALF (holistisches Auto-Machine Learning fir
FPGAs) entstanden. In dem Projekt ging es um die energieeffiziente Implementierung von Ki
Auswertealgorithmen fir FPGAs. Ein FPGA ist ein Hardwarebeschleuniger Chip, bei dem man
die Schaltungen auf dem Chip elektronisch umprogrammieren kann. Dadurch lassen sich extrem

energieeffiziente und problemspezifische Prozessorarchitekturen bauen.

Des Weiteren wird ein tiefes neuronales Netz (deep neural network, DNN) als KI Algorithmus
verwendet. DNNs haben die besondere Starke, dass sie automatisch Muster in Daten erkennen
kénnen durch das Trainieren der Modelle, sodass man im Vergleich zu klassischem machine

learning keine manuelle Merkmalsextraktion implementieren muss, die haufig ungenauer ist.

Die genaue Struktur und Parametrisierung der DNNs ist jedoch problemspezifisch und erfordert
Expertenwissen. Die Aufgabe wird erschwert, wenn zusatzlich Einschrankungen fiir das DNN
gelten sollen, wie z.B. durch die Plattform nicht unterstiitze Operationen. Hier schafft neuronale
Architektursuche (neural architecture search, NAS) abhilfe, welche automatisch die besten
Parameter fur die DNN Struktur wahlt. Werden dabei noch die Einschrankungen durch die
Hardware berilicksichtigt, spricht man von hardware-aware NAS. Im HALF Projekt ist eine solche
NAS fur FPGA Plattformen entstanden. In diesem Projekt soll die NAS weiterentwickelt werden

und mit einem besonderen Fokus auf die Vermeidung von Artefakten angepasst werden.

Ausgangsbasis fur den Hardwareentwurf ist ein Gerdt vom Konsortialpartner Getemed, wie in
Abbildung 1 zu sehen ist. Auf dem Gerat ist ein Mikrokontroller verbaut, der mithilfe des Pan-
Tompkins Verfahren, ein relativ simples Verfahren zur Herzschlagdetektion, Tachykardie,
Bradykardie und im eingeschranktem Malf3e auch Vorhofflimmern detektieren kann. Die
Detektionsgenauigkeit weist eine Sensitivitat von 85% fur Vorhofflimmern auf. Die Batterielaufzeit
des Gerats betragt etwa 14 Tage. Sowohl die Genauigkeit als auch die Laufzeit sollen in diesem

Projekt essentiell verbessert werden.
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Planung und Ablauf des Vorhabens

2021 2022 2023 2024

AP1 Prazisierung der Systemanforderungen

AP2 Analyse des EKG-Datensatzes

Anpassung der NAS bzgl. EKG Applikation

Weiterentwicklung der NAS|

Hardwaremodellierung|

Suche nach finalem DNN Modell

AP3 Spezifikation der Plattform

Erweiterung der HW Bibliothek|

Design und Fertigung eines HW Prototyps

Datenschutzkonzept

Software Implementierung|

AP4 performanceevaluierung (simuliert)

Validierung der Plattform

Antrag Ethikkommission
Feld-Test

Auswertung der Ergebnisse

Abbildung 2: Projektplan

Das Projekt ist in 4 Arbeitspakete unterteilt. AP 1 dient der Prazisierung der Systemanforderung
und der Koordination der Gruppen. AP 2 ist fir die NAS und wird hauptsachlich in diesem
Teilvorhaben bearbeitet. AP 3 dient der Realisierung der Hardwareimplementierung, um
Energiemessungen vornehmen zu kénnen. AP 4 ist primar fur den Feldtest und die Erhebung

eines neuen Datensatzes fur dieses Projekt zustéandig.

In diesem Teilvorhaben wurde das Modell fur die FPGA Hardwareplattform entwickelt. Hierzu
wurde die NAS aus dem HALF Projekt angepasst und weiterentwickelt. In Zusammenarbeit mit
dem Projektpartner Charité wurde in der ersten Phase ein bereits bestehender Datensatz
verwendet und fur die Entwicklungsarbeiten benutzt. Ab dem Zeitpunkt wo AP3 mit der
Spezifikation der Hardware Plattform fertig war, wurde zusatzlich die Hardwaremodellierung

vorgenommen, insbesondere in Zusammenarbeit mit dem Projektpartner RPTU.

Durch eine Anderung der Gesetzeslage wahrend des Projektverlaufs wurde die Erhebung des
Datensatzes erschwert. Die Planung des Feld-Tests und der Antrag an die Ethikkommission
haben mehr Zeit in Anspruch nehmen mussen. Die Projektlaufzeit musste kostenneutral um 6
Monate verlangert werden. Die Zeit wurde vom ITWM fir weitere Entwicklungsarbeiten an der
NAS genutzt.
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Stand der Technik

K1 halt im Medizinbereich verstarkt Einzug und wird schon heute auf vielfaltige Art genutzt. Mehr
als Kl auf eingebetteten Systemen ist die Verarbeitung von medizinischen Daten auf
Leistungsstarken Systemen, z.B. in der Cloud, ublich. Die Vorverarbeitung von EKG Signalen

mittels solcher Dienste ist schon lange die Norm.

Auf der Seite der tragbaren Systeme sind Wearables wie die Apple Watch oder &hnliche
Healthcare Produkte. Diese kénnen ebenfalls EKG Daten aufzeichnen und mittels Kl Systemen
analysieren. Haufig haben diese Systeme aber eine sehr geringe Batterielaufzeit, zeichnen EKG
Daten nicht kontinuierlich auf und sind insgesamt weniger zuverlassig. Medizinische Produkte
haben héhere Anforderungen, weshalb diese Healthcare Produkte nicht fiir die medizinische

Diagnose eingesetzt werden kénnen.

Neuronale Architektursuche wird im medizinischem Kontext auch betrachtet, sie ist allerdings
noch sehr uniblich. Meistens werden DNN Modelle in Publikationen immer noch per Hand fur

diverse Applikationen entwickelt.

Eine gute Ubersicht tiber die Anwendung von NAS im medizinischen Bereich liefert (Benmeziane,
2024). Es wird auf die Wichtigkeit von hardwarebewusster NAS im medizinischem Bereich
hingewiesen, aufgrund von mangelnden Rechenkapazitdaten im klinischem Umfeld. Weiterhin
wird ein Mangel an Transparenz in den NAS Algorithmen beméangelt. Haufig sind die erreichten
Ergebnisse schwer zu beurteilen und es gibt kaum mdglichkeiten, vorhandenes Domanenwissen

mit in die Suche einflieRen zu lassen.

Fir speziell EKG Daten wurden eine Reihe an NAS Methoden erprobt, u.a. Gradientenverfahren
[ (Tan, 2022), (Liu, 2021)], Grid Search (Saha, 2024), recurrent neural network basierend
(Fayyazifar, 2021), Bayes’sche Optimierung (Odema, 2021) und strukturiertes pruning (Risso,
2022).

Die dabei gefundenen Netze variieren von der GréRe enorm, sind aber sehr vergleichbar, was
die Vorhersagegenauigkeit angeht. Insbesondere der gewahlte Suchraum macht haufig einen

grol3en Unterschied, und ob hardwarenahe Suchkriterien verwendet wurden.
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Ergebnisse

In diesem Teilvorhaben wurde eine optimierte DNN Struktur fir die Zielplattform gefunden.

Prinzipiell ist ein DNN eine Abfolge aus Verarbeitungsoperationen, welche man als layer

Layer Types
* nput
preprocess
= dsconvld v2
= giobal average_poolld
final_dense_v2
o output

e e e e

[AF/Tachy/Brady]

Ja/Nein?

2min EKG ‘

Abbildung 3: Funktionsweise eines DNN im Projektkontext.

Model auf dem Gerat!

bezeichnet. Abbildung 3 zeigt die Fuktionsweise des DNN im Projektkontext. Ein 2 minitiges EKG
wird als Input fur das Modell eingegeben. Die Daten werden layer fir layer verarbeitet, bis am
Schluss eine bindre Aussage steht (Vorhofflimmern/Tachykardie/Bradikardie vorhanden). Die
gesamte Kette, von der Einspeisung der Rohdaten in das Modell, tiber die Erstellung des Modells,
dessen robustes Training angesichts von Artefakten, bis hin zur statistischen Beurteilung der

Modellgtte, wurde in diesem Teilprojekt erarbeitet.

Systemanforderungen

Aus Sicht der Modelle wurde festgelegt, dass eine Sensitivitdt von mindestens 90% und eine
Spezifitat von 80% fir eine Detektion von Vorhofflimmern, Tachykardie und Bradykardie sinnvoll
ist. Unter Rauschen sollte die Spezifitdt ebenfalls nicht unter 80% fallen. Tachykardie wurde bei
einem Puls von uber 140 und Bradykardie bei einem Puls unter 50 festgelegt. Seitens der
Hardware wurden diverse Einschrankungen festgehalten, die spater im Detail erlautert werden.
Es besteht der Anspruch, dass die DNN Modelle flexibel auf dem FPGA austauschbar sein

mussen.
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Vorbereitung und Bereitstellung der EKG Datenséatze

Ein wesentlicher Teil dieses Projektes ist der robuste Umgang der Modelle mit Signalartefakten.
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Abbildung 4: Starkes Rauschen
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Abbildung 5: Artefakte

Deshalb muss ein Datensatz vorbereitet werden, welcher eine quantitative Bewertung der

Modellrobustheit erlaubt. Als Artefakte bezeichnet man Merkmale im EKG Signal, die nicht von

dem Herz kommen, sondern von anderen Rauschquellen, wie z.B. Reibungselektrizitat

verursacht durch die Kleidung. Zwei Beispiele sind in Abbildung 5 und Abbildung 4 gezeigt.

Starkes Rauschen kann das EKG Signal komplett vernichten und somit wird die Sequenz

unbrauchbar. Dennoch soll das Modell diesen Fall erkennen und keinen Fehlalarm ausltsen.

In dieser Studie wurden primar zwei Datensatze von der Charité verwendet. Der erste ist der
bereits aus der TIM-HF2 Studie vorhandene Datensatz (Koehler, 2018), welcher 250.000
Aufzeichnungen von 2-Kandlen mit 2 Minuten Lange enthdlt, ein Beispiel ist in Abbildung 6

gezeigt.
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Abbildung 7: TIM-HF2 Dataset (alter Datensatz)

Abbildung 6: neuer Datensatz
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Es sind u.a. Annotationen vorhanden zur Herzrate und ob Vorhofflimmern vorhanden ist. Leider
gibt es keine eindeutige Kennzeichnung von Rauschen in den Signalen. Haufig ist nur in den
Kommentaren ein uneinheitlicher Vermerk Uber die Signalqualitat vorhanden (z.B. “sq+” flr

Signalqualitat positiv).

Aus diesem Grund wurde ein zweiter Datensatz erstellt, welcher genauere Annotationen tber
Rauschsignale enthéalt. Der Datensatz besteht aus Aufzeichnungen von 30 Patienten, welche ein
Holter EKG (GE SEER 1000) Uber einen Zeitraum von ein bis drei Wochen getragen haben. Alle
Daten wurden von den Projektpartnern Charité kontrolliert und fur das Training der Modelle
gekennzeichnet.

Dies resultiert in etwa 98.000 zweiminttigen, vollstdndig annotierten Sequenzen mit 3 Kanélen
(siehe Abbildung 7). Innerhalb des Datensatzes sind 21% der Sequenzen mit Vorhofflimmern, ab
nur jeweils 3% weisen Tachykardie oder Bradykardie auf. In dem neuen Datensatz wurden nicht
nur Episoden von Vorhofflimmern, sondern auch Rauschbilder markiert. Somit ist es moglich,

eine zuverlassige Basis fir Artefakte zu erstellen.

Die Daten wurden einheitlich in ein binares Datenformat (.h5) Uberfihrt, sodass die benutzten
Deep Learning Frameworks zur Erstellung der KI Modelle die Daten schneller und effizienter

laden kdnnen.

Anpassung der NAS bezuglich der EKG Applikation

Eine wesentliche Neuerung im Vergleich zum vorherigem HALF Projekt ist die Robustheit der
neuronalen Netze. Dies bedeutet zum einen das Auffinden einer robusten Topologie, als auch

das Training der Modelle fur robuste Modellgewichte.

Auf der Seite der NAS fuhren wir ein weiteres Optimierungskriterium ein, welches die Spezifitat
der Modelle bei Rauschsignalen angibt. Dieser Wert gibt an, mit welcher Rate Fehlalarme
vermieden werden, wenn das Eingangssignal ein Rauschbild war. Eine analoge Grof3e fur die
Sensitivitat ist wenig sinnvoll, da Rauschsignale das Nutzsignal haufig bis zur Unkenntlichkeit
Uberlagern, von daher auch eine Klassifizierung des Signals nicht weiter mdglich ist. Die Suche
kann dank der Rauschspezifitdt gezielt nach Modellen suchen, die robust gegeniuber

Rauschsignalen sind.

10

ITWM



\

~ Fraunhofer
ITWM

Eine weitere Herausforderung ist der unausgeglichene Datensatz. Es gibt beispielsweise relativ
wenig Sample mit Bradykardie oder Tachykardie im neuen Datensatz. Das Problem wird mit zwei
Methoden bewadltigt. Wir balancieren die Sample je Trainingsepoche so aus, dass eine gleiche
Anzahl an Klassen gesehen wird. Uberschiissige Sample werden in den darauffolgenden
Epochen verwendet. Damit aber fur die Sample Klassen mit wenigen Beispielen kein Overfitting
eintritt, benutzen wir eine Augmentierung wie sie in (Rahman, 2023) vorgeschlagen wird.
Augmentiert wird mit kunstlicher Einfihrung von Rauschen niedriger Amplitude, welches die
Nutzsignale nicht zu sehr verandern, Veranderung der Nulllinie, Amplitudenskalierung und
Frequenzverschiebung. Ein Beispiel ist in Abbildung 8 gezeigt, wo die Rauschaugmentierung

Abbildung 8: Signalaugmentierung. Links Rohsignal, rechts augmentiertes Signal. Die Rauschaugmentierung ist deutlich zu
erkennen.

deutlich zu erkennen ist.

Der Suchraum besteht weitestgehend aus einem ahnlichem Raum wie in HALF 1. Des Weiteren
wurden einfache Operatoren fir die Signalvorverarbeitung mit eingeftihrt, welche das Rohsignal
unterabtasten, glatten, quadrieren und abschneiden kdnnen, um so den Input fir das Modell
etwas zu verbessern. Fur diese Malinahmen wurden neue Operatoren im Tensorflow Framework

implementiert und in unserem NAS Framework eingefiihrt.
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Weiterentwicklung der NAS

Die NAS hat sich verglichen zum HALF 1 Projekt stark weiterentwickelt. Besonderer Fokus lag
hier auf dem Umgang mit Robustheit als weiteres Suchkriterium und einer Verbesserung der
Algorithmik. Der Gesamteffekt aller Verbesserungen ist in Abbildung 9 dargestellt. Auf der linken
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Abbildung 9: Verbesserung der NAS, dargestellt an den Pareto Fronten bezuglich (1-Spezifitat) und (1-Sensitivitat). links

HALF1 Version, rechts HALF2 Version. Es werden deutlich bessere Modelle in weniger Generationen gefunden.

Seite ist der Suchalgorithmus aus HALF 1 dargestellt, rechts der aus HALF2. Der rot markierte
Bereich ist die Zone in der Netzwerke gefunden werden sollen. Die neue Suche schreitet schreitet
schneller voran und findet bessere Netze.

Im einzelnen gibt es mehrere Verbesserungen, die zum Gesamtfortschritt beigetragen haben. Auf
algorithmischer Seite wurde in erster Linie die Behandlung von Randbedingungen zur
Optimierung verbessert. In HALF 1 mussten fur alle Optimierungskriterien zwingend
Randbedingungen definiert werden, da diese als Obergrenze fur die gemeinsame Normalisierung
verwendet wurden. Dies hat den entscheidenden Nachteil, dass sinnvolle Obergrenzen fir
Kriterien a-priori haufig dem Nutzer nicht bekannt sind. Willkurliche Werte fiuihren hierbei zu
unerwinschtem Verhalten. Stattdessen wird nun intern eine dynamische Methode verwendet, um
die Optimierungskriterien zueinander in Bezug zu stellen. Dadurch wird vermieden, dass Kriterien
bei der Normalisierung verschwinden und obsolet werden. Die durch den Nutzer angegebenen
Randbedingungen werden zudem elastisch behandelt, d.h. solange es keine Kandidaten gibt,
welche alle Randbedingungen erfiillen kdnnen, werden diese so lange ausgesetzt. Dies erlaubt
eine bessere Exploration des Suchraumes in der frihen Phase der Suche. Verbesserte
Operatoren fur die Mutation und das Crossover erlauben es aul3erdem, schneller an gute

Topologien zu kommen. Eine Verbesserung ist z.B. dass seltener Topologien vorgeschlagen

12
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werden, welche nicht vom Deep Learning Framework gebaut werden kdnnen, weil sie zum
Beispiel kein valides Netzwerk darstellen. Durch eine geschicktere Implementierung der

Mutationsoperatoren kdnnen solche Féalle vermieden werden.

Zudem gibt es mehrere Verbesserungen, die die Nutzbarkeit der NAS erhdhen. Checkpointing
erlaubt es, die Suche nach einem Abbruch fortzusetzen, oder die Suchparameter wahrend der
Suche anzupassen. Das Tracking der Verwandschaftsbeziehungen wie in Abbildung 10 erlaubt
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Abbildung 10: Genealogie in einem Suchverlauf. Rot markierte Elemente sind in der Pareto Menge.

es, die Entstehung von Topologien besser nachzuvollziehen und die Suche zu verbessern.
Diverse andere Visualisierungen geben einen Einblick in den Verlauf der Suche im Hinblick auf
sowohl Optimierungskriterien als auch Designparameter. Abbildung 11 wie sich die
durchschnittliche Bitbreite fur die Gewichte der Modelle Uber die Suche veréndert. Man erkennt
einen anfanglichen Trend zu groRBeren Gewichten, bis sich die Bitbreite eingependelt hat. Die
orangenen Linien beschreiben den Maximal- und Minimalwert in der Population. Ahnlich sind in
Abbildung 12 die durchschnittlichen FiltegroRen in der Population betrachtet. Hier erkennt man
einen starken Trend nach unten, was durch Optimierungskriterien wie die Minimierung der

ModellgroRe zu erklaren ist.
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Abbildung 11: Durchschnittliche Wortbreite Abbildung  12: Durchschnittliche
in Bits fur die Quantisierung der Gewichte FiltergroRe in der Population dber die
in der Population Uber die Suchzeit. Suchzeit.
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SchlieB3lich wurde die NAS Software auch dahingehend weiterentwickelt, dass sie auf anderen
Systemen leicht zu installieren und zu betreiben ist. Abbildung 13 zeigt wie das user interface von

der NAS Software (NASE — neural architecture search engine) aussieht.
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Abbildung 13: Interface der NAS Software

Fir Demozwecke wurde zudem noch ein leichter verstandliches Interface erstellt, welches in
Abbildung 14 zu sehen ist.

“ Hil - Hardware-in-the-Loop
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Number of sbjectives [y
© 0.100f
2 - o+ =
[}
Objective name a1 Constraint #1 0.075¢
number_parameters 100000 - 0.050} "
Objective name #2: Constraint #2:
error 0.30 = o 0.025¢
save 0.000}

10 107
number_parameters

Launch NASE HiL

Stop NASE-HIL

Abbildung 14: Demo Interface fiir NASE.
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Hardwaremodellierung der finalen Zielplattform

Der gewahlte FPGA stellt fir die Implementierung der neuronalen Netze eine besondere
Herausforderung dar, da die verfiigbaren Ressourcen extrem eingeschrankt sind. In
Zusammenarbeit mit der Gruppe aus der RPTU wurden Hardwareoptimierungskriterien gewahilt,
die gezielt nach Modellen mit speziellen Charakteristika gesucht haben, um die

Hardwareimplementierung zu erleichtern.

Eine Analyze der Hardwareressourcen hat gezeigt, dass die Kontrolllogik, insbesondere fir
Schleifen im Programmablauf, einen nicht zu unterschatzenden Anteil verbrauchen. Die Anzahl
der Gewichte ist eher kein Problem, sodass das Ziel sehr flache, aber breite Netzwerktopologien
sind. Erreicht wird dies Uber eine Kombination aus Suchraumanpassungen und neuen
Optimierungskriterien. Zum einen wird die Anzahl an verwendeten Layern als
Minimierungskriterium hinzugefiigt und nach oben beschrankt. Dies fiihrt unmittelbar zum Fokus
auf flache Topologien. Um die Schleifenlogik auf Implementierungsebene vereinfachen zu
konnen, werden alle Hyperparameter auf Zweierpotenzen der Form 2% beschrankt. Damit lassen

sich geschachtelte Schleifen mittels einer einzigen Z&hlervariable implementieren, wie in

1 0 0 0 1 1 1 0
| J J J
Y f f
Schleife 3 Schleife 2 Schleife 1
(0-3) (0-7) (0-7)

Abbildung 15: Zahler fir geschachtelte Schleifen.

Abbildung 15 gezeigt. Die GroRe der Ausgénge der einzelnen Layer wird auch nach oben
beschrénkt, um zu verhindern, dass einzelne Schichten tbermalf3ig grofl3e Ausgaben produzieren.
Schlie3lich wurde das Austauschformat fir die Netze zwischen der NAS und der

Hardwareimplementierung auf das populdre ONNX Format geandert.
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Weiterhin verwendet der FPGA Festkommazahlen statt Gleitkommazahlen, womit die Modelle
trainiert werden. Dies bedeutet, dass die trainierten Gewichte gerundet werden missen, um auf

den FPGA ubertragen zu werden. Die Rundungs- oder Quantisierungsvorschrift lautet

Q‘w.p(r) =

x| =27 + 0.5 - e
clip (sign(:::) LI~ {)p+ 5)] ,—owmp=l gu=p—l 1)

Formel 1: Quantisierung auf Festkommazahlen.

Wobei w die Wortbreite in Bits und p die Prazision, d.h. die Nachkommastellen in Bits, darstellen.
Um die Funktionsfahigkeit der Modelle auf dem FPGA zu gewahrleisten, nutzen wir quantization
aware training (QAT), welches den Rundungsfehler beim Trainieren der Modelle bereits mit
bertcksichtigt und die Werte entsprechend anpasst, um den Fehler zu kompensieren. Unsere
Netz verwenden insbesondere auch sogenannte batch normalization layer, welche das Training
der Modelle stabilisieren und unbedingt notwendig sind. Es ist moglich, nach dem Training die
Parameter der batch normalization zuriick in die Gewichte der vorhergehenden convolution layer
zu rechnen, was als batchnorm folding bezeichnet wird. Dies spart Operationen und Kontrolllogik
bei der Implementierung, da das batch normalization layer verschwindet. Hier muss ebenfalls
durch QAT sichergestellt werden, dass die Parameter der batch normalization nicht den
Wertebereich der Festkommazahlen verlassen, da sonst Gewichte bei dem folding nach der

Quantisierung vernichtet werden kdénnen.

Die NAS kann bei der Suche die Bitbreite w und die Prazision p automatisch optimieren, um so
zum einen die Anzahl an benétigten Bits zu reduzieren, aber auch die notwendige Genauigkeit
fur das Modell zu erreichen. Die Suche verwendet flr jedes layer einen anderen Wert, jeweils fur

Gewichte und Aktivierungen.

16
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Ausfuihrung der Architektursuche und Erzeugung eines finalen DNN Modells

Die finale Architektursuche wurde mit allen vorher beschriebenen MalRRnhahmen und
Optimierungskriterien durchgefiihrt. Der finale Suchlauf ist in Abbildung 16 dargestellt. Man sieht

0.30F
° H e generation 180
0.251 ° '% generation 80
' ? e generation 40
* ‘l .. ™ .
2 (% 4 o e generation 1
G 0.20 ool
£
2
 0.15
x
o
E\ e
[ 010 [ °
[}
0.05}

005 010 015 020 025
r_max_sensitivity

Abbildung 16: Pareto Front der finalen neuronalen Architektursuche.
das komplement zur Spezifitat (1-Spezifitdt) Uber das komplement der Sensitivitat fir

verschiedene Generationen der Suche. Die Pareto Front bezliglich dieser beiden Kriterien ist mit
einer Linie verbunden. Da es mehr als diese beiden Kriterien fur die Optimierung gibt, ist die
Pareto Front tatséchlich viel groer als die Elemente auf der Linie, was man in der Darstellung
anhand der Punkte jenseits der Linie sieht. Die Suche findet schon relativ friih Elemente im
Bereich von 90% Sensitivitat und 80% Spezifitat und exploriert bis zur letzten Generation die

Rander der Pareto Front.

In Abbildung 17 ist die Sensitiviat Gber der Spezifiat aufgetragen fiir die letzte Generation der
Suche, wobei die breiteste Stelle in den Topologien, gemessen an der Anzahl an Filtern,
unterschiedlich markiert ist. Hier erkennt man den Trend, dass breitere Modell haufiger zu guten
Werten fiihren, jedoch gibt es auch schmale Modelle die gute Werte erreichen kénnen. Dies zeigt,
wie wichtig neuronale Architektursuche fir das Auffinden von guten Modellen ist, da man sich
allein auf Faustformeln (je breiter desto Genauer) nicht blind verlassen kann. Extrembeispiele
zeigen, dass man sehr gute Topologien auch unter unerwarteten Hyperparameterkombinationen

finden kann.
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Abbildung 17: Sensitivitat und Spezifiat der letzten Generation der Suche. Markiert sind die unterschiedlichen
FiltergréRen an den jeweils breitesten Stellen.
Tabelle 1: Performanz von Modellen der Pareto Menge.

Nur Vorhofflimmern
(Sensitivitat/Spezifitat)

Model Vorhofflimmern, Tachykardie,

Bradykardie

(Sensitivitat/Spezifitat)

2 layer 91,0% / 93,8% 92,3% / 87,8%

3 layer 92,8% / 98,4% 94,2% / 89,1%

In Tabelle 1 ist die Sensitivitat und die Spezifitdt von zwei Modellen, mit 2 layern und 3 layern, fur
die Detektion von nur Vorhoffimmern und der Detektion von zusatzlich Bradykardie und
Tachykardie dargestellt. Die erzielten Werte sind stets in dem Zielintervall von 90%/80%. Das
tiefere Modell schneidet besser ab und erreicht insbesondere fur nur Vorhofflimmern extrem hohe
Werte fur Spezifitat. Die Topologien haben jeweils nur 1700 und 7300 Parameter, sind also im
Vergleich zum Stand der Technik winzig. Somit konnte die Vorhersagequalitat im Vergleich zum

vorherigem Algorithmus (Pan-Tompkins) von rund 85% Sensitivitat auf tiber 90% erhdht werden.
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Die Robustheit der Modelle gegentiber Rauschen wurde ebenfalls bei der Suche berlcksichtigt.
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Abbildung 18: Spezifitdt unter Rauschen und fur alle Daten. Markiert sind unterschiedliche Netztiefen.

Abbildung 18 zeigt die Spezifitdt und Rauschspezifitat fir alle Modelle der letzten Generation der

Suche. Die Anzahl der layer sind dabei unterschiedlich markiert. Tiefere Modelle weisen eine

grolRere Wahrscheinlichkeit fir héhere Spezifiat auf und der Unterschied zwischen Rauschen und

alle Daten ist weniger stark ausgepragt. Bei flacheren Modellen ist die Streuung grof3er, aber

auch hier gibt es Modelle, die sehr gute Performanz zeigen.

Die Robustheit der Modelle unter Rauschen ist in Tabelle 2 dargestellt. Die Modelle wurden

mehrfach trainiert, die dargestellten Werte sind die Mittelwerte bei einer Abweichung von 2%. Die

Spezifitat unter Rauschen ist vergleichbar zu den Werten der Gesamtdaten, d.h. Rauschsignale

behindern die Modelle in der Funktionsweise nicht mehr als andere Daten.

Tabelle 2: Vergleich der Modelle fiir Spezifitat unter Rauschen.

Model

2 layer

3 layer

Sensitivitat / Spezifitat

92,1% / 89,3%

93,0% / 90,6%

Spezifitat unter Rauschen

88,0%

87,1%
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Nutzen und Verwertbarkeit der Ergebnisse

Die Weiterentwicklung der NAS hat zu einer allgemeineren Verwendbarkeit der NAS Methodik
fur das Fraunhofer ITWM geflihrt. Im Zuge der Entwicklungen mit der RPTU wurde auch der
Aspekt des Hardwarebewusstseins stark weiterentwickelt. Das Fraunhofer ITWM will die
entstandene NAS Software weiter kommerzialisieren und in Projektarbeit nutzen. Es wird
weiterhin angestrebt, eine Ausgrindung mit der RPTU fiir diese Technologie zu machen. Eine
eingehende Marktanalyse wurden getatigt mithilfe von zahlreichen Messebesuchen und direkten
Gesprachen mit potentiellen Kunden und Geschéftspartnern, und das Feedback fiel positiv aus.
Ein erstes Businessmodell wurde erarbeitet und man steht mit potentiellen Partnern und Kunden

im Kontakt.

Auch speziell fir den use case mit der EKG Analyse stehen ITWM und RPTU mit Getemed und
der Charité weiter in Kontakt. Erste Schritte fir die Aufnahme von Folgeprojekten wurden
unternommen, insbesondere die Beantragung eines weiteren BMBF Projektes. Uber
Zukunftsthemen wurde mit Getemed gesprochen und es konnten neue, gemeinsame
Themenschwerpunkte erarbeitet werden, die die erarbeitete Technologie sinnvoll nutzen und

weiterentwickeln.

Notwendigkeit und Angemessenheit der geleisteten Arbeit

Die durchgefiihrten Arbeiten waren fir die Erfillung der Aufgaben notwendig und ausreichend.
Die durch Fraunhofer ITWM durchgefiihrten Arbeiten hatten ohne die bereitgestellte Férderung
nicht durchgefiihrt werden kdnnen. Die erzielten Ergebnisse des Vorhabens bieten Fraunhofer
ITWM eine Methodik zur Verbesserung der wissenschaftlichen und projektbezogenen Téatigkeiten
im Bereich Kl Entwurf.

Insbesondere waren die Softwarekomponenten der NAS zu Projektbeginn noch nicht in einem
Zustand, der eine flexible Anwendung fir andere use cases ermdglicht hatte. Somit war eine
direkte Kommerzialisierung und Finanzierung des Vorhabens tber die NAS selbst nicht moglich

gewesen.
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Fortschritt bei anderen Stellen

Der Stand der Technik hat sich seid Projektbeginn nicht wesentlich verandert. Wir beobachten
eine starkere Nutzung von NAS Algorithmen tber verschiedenste Domanen hinweg. Der Fokus
auf hardware-bewusstsein und multikriterielle Optimierung ist dabei immer noch wenig
ausgepragt. Des Weiteren wird immer noch eine schwachere Form der NAS genutzt, die lediglich
Hyperparameterkombinationen untersucht und die Struktur der Netze nicht weiter beachtet.
Randbedingungen und spezielle Optimierungskriterien kdnnen haufig nicht definiert werden.
Somit ist es in den meisten Fallen nicht mdglich, gezielt nach besseren Netzen unter

Einschrankungen durch die Hardware zu suchen.

Veroffentlichungen

Ein Kapitel Uber NAS mit Hardwarebewusstsein wurde in dem Buch “Statistical Machine Learning

for Engineering with Applications® veroffentlicht (Loroch, 2024).

Projektergebnisse wurden zusammen mit dem Projektpartner Getemed auf dem Bitkom event
AIDAQ 2024 in Berlin prasentiert.

Auf dem Workshop on Embedded Machine Learning WEML 2024 in Heidelberg wurden
Projektergebnisse prasentiert.

Zusammen mit der RPTU wurde auf der Embedded World 2024 und der Embedded World 2025

die hardwarebewusste NAS Technologie auf einem gemeinsamen Messestand ausgestellt.

Die finalen Projektergebnisse sind fur eine Veroffentlichung auf der System on Chip Conference
SOCC 2025 in Dubai geplant. Ein paper mit Ergebnissen wurde eingereicht.
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Rund sechs Millionen (1,8 Millionen in Deutschland) Menschen leiden in Europa unter
Vorhofflimmern. Die Herausforderung bei der Diagnose von Vorhofflimmern ist, dass die
Rhythmusstérung zu unvorhersehbaren Zeiten auftreten kann. Aus diesem Grund werden mithilfe
von tragbaren Langzeit-EKG Geraten Aufzeichnungen von mehreren Tagen bis Wochen getatigt,
um das Vorhofflimmern zu detektieren. Moderne, miniaturisierte Langzeit-EKGs — sogenannte
EKG-Patches — steigern nicht nur den Tragekomfort und die Akzeptanz der Diagnostik bei den
Patienten, sondern ermdglichen auch eine vereinfachte Applikation und verlangerte
Aufzeichnungszeiten von bis zu 14 Tagen. Dennoch bleibt die Befundung der EKG Daten durch
den Arzt immer noch der Engpass, welcher einer breiten Anwendung von Langzeit-EKGs im
Wege steht. Arzte missen besser bei der Datenauswertung unterstiitzt werden, um die
medizinische Versorgung der Bevdlkerung zu verbessern. Damit eine zuverlassige Befundung in
kurzer Zeit durch den Arzt mdglich sein soll, sind die Anforderungen an die automatische Analyse
sehr hoch und es werden modernste Kl Systeme verwendet. Insbesondere miissen Falschalarme
durch sogenannte Artefakte, Storsignale die durch Rauschquellen wie Reibungselektrizitat
verursacht werden, vermieden werden, da diese unnétig die Zeit fir die Befundung verlangern

und das Vertrauen der Arzte in die Technologie senken.

In diesem Teilvorhaben geht es um die automatische Generierung von Kl Modellen fir den
direkten Einsatz in EKG-Patch Hardwareplattform. In Abbildung 1 ist gezeigt, wie das Kl Modell
die EKG Daten auswertet. Ein 2 minitiges EKG wird als Input fiir das Modell eingegeben. Das KI
Modell ist ein tiefes neuronales Netzwerk, welche sich durch hohe Genauigkeiten bei der

Erkennung von komplexen Mustern bewiesen haben. Die Daten werden vom Kl Modell

[AF/Tachy/Brady]

Ja/Nein?

e e e e e

2min EKG \

\

i

Abbildung 1: Funktionsweise eines KI Modells im Projektkontext.

Model auf dem Gerat!

verarbeitet und eine bindre Aussage wird ausgegeben (Vorhofflimmern vorhanden). Die gesamte
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Kette, von der Einspeisung der Rohdaten in das Modell, Giber die Erstellung des Modells, dessen
robustes Training angesichts von Artefakten, bis hin zur statistischen Beurteilung der Modellgtite,

wurde in diesem Teilprojekt erarbeitet.

Fur die Ausfuhrung des Kl Modells wurde ein spezieller Chip verwendet, ein FPGA. Diese
ermdglichen es, die Prozessorarchitektur elektronisch umzuprogrammieren, und somit besonders
effiziente und problemspezifische Hardwarearchitekturen zu bauen. Der gewéhlte FPGA stellt fur
die Implementierung der neuronalen Netze eine besondere Herausforderung dar, da die
verfigbaren Ressourcen extrem eingeschrankt sind. In Zusammenarbeit mit der Gruppe aus der
RPTU wurden Hardwareoptimierungskriterien gewahlt, die gezielt nach Modellen mit speziellen

Charakteristika gesucht haben, um die Hardwareimplementierung zu erleichtern.

Die Entwicklung von KI Modellen fir einen FPGA stellt eine besondere Herausforderung dar, da
die verfugbaren Rechenressourcen stark eingeschrankt sind. Ein manueller Entwurf der Kl
Modelle ist sehr zeitaufwandig und fuhrt h&ufig zu unbefriedigenden Ergebnissen. Aus diesem
Grund wurden modernste Verfahren der hardwarebewussten neuronalen Architektursuche (NAS)
verwendet. Diese erlaubt es, automatisch nach den besten Modellen fir den FPGA zu suchen,
unter Beachtung aller Einschrankungen und Optimierungskriterien. Speziell wurde auch nach
Modellen gesucht, die eine hohe Robustheit gegenliber Artefakten haben, und sich nicht durch

diese zu Falschalarmen verleiten lassen.
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Abbildung 2: Pareto Front der finalen neuronalen Architektursuche.
Abbildung 2 zeigt, wie die Suche nach den besten Modellen sucht. Es wurde eine Vielzahl an

geeigneten Modellen gefunden, die auf der FPGA Plattform mit hoher Genauigkeit funktionieren,
auch wenn Artefakte vorhanden sind. Die Sensitititat konnte von 85% auf 93% erhoht werden
verglichen zum vorherigen Verfahren und die Batterielaufzeit des Gerats konnte gleichzeitig von

2 auf 3 Wochen erhdht werden.
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