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MetalClass - Kurzbericht Teil I

MetalClass - KI-basierte Echtzeit-Klassifikation metallischer
Sekundärrohstoffe mittels PGNAA

Das Recycling von Metallschrotten als Sekundärrohstoff stellt die sicherste, umwelt-
freundlichste und wirtschaftlich effizienteste Art der Rohstoffgewinnung dar. Obwohl
Metalle theoretisch unendlich oft recycelt werden können, ist ein erneutes Einschmel-
zen ohne Qualitätsverlust nur dann möglich, wenn die Zusammensetzung des Materi-
als vorab genau bestimmt und sortenrein eingeschmolzen wird. Eine zerstörungsfreie
Echtzeitbestimmung der Elementzusammensetzung von Metallschrotten könnte es erst-
mals ermöglichen, die Materialströme des Recyclingprozesses optimal zu steuern. Dies
würde den Anteil des recycelten Materials erhöhen und gezielte, hochwertige Legierun-
gen produzieren. Insbesondere in der Kupfer- und Aluminiumproduktion besteht ein
großes Interesse an einer Echtzeitanalyse von Recyclingmaterialien, um die metallischen
Sekundärrohstoffe gemäß bestehenden Normen zu klassifizieren und sortenrein zu recy-
celn. Derzeit fehlt jedoch eine zufriedenstellende messtechnische Lösung sowohl für die
Kupfer- als auch die Aluminiumproduktion.

Im Rahmen des Projekts MetalClass entwickelte die AiNT GmbH zusammen mit dem
inIT der TH OWL eine innovative Messanlage und Methodik zur Multi-Elementanalyse
verschiedenster Materialien auf Basis der Prompt-Gamma-Neutronen-Aktivierungsana-
lyse (PGNAA). Bei diesem Verfahren durchdringen Neutronen das Probenmaterial, re-
gen die Atomkerne energetisch an und führen zur Emission charakteristischer Gam-
mastrahlung. Diese Strahlung ist spezifisch für die im Material enthaltenen Elemen-
te und ermöglicht eine präzise, zerstörungsfreie Analyse der Elementzusammensetzung,
unabhängig von der chemischen Beschaffenheit oder Verunreinigungen. Die Anlage hebt
sich von bisherigen Verfahren ab, da sie in der Lage ist, komplexe Materialströme oder
Chargen integral zu analysieren.

Das Ziel des Projekts bestand darin, ein Messverfahren zu entwickeln, das KI-basierte
Technologien nutzt, um die PGNAA-Daten in Echtzeit – innerhalb von Sekunden oder
sogar Sekundenbruchteilen – auszuwerten und die Schrottteile nach ihrer Zusammenset-
zung zu klassifizieren. Dazu wurden Methoden der Künstlichen Intelligenz (KI) und des
maschinellen Lernens eingesetzt, die auf Techniken aus Informatik, Statistik und Ma-
thematik basieren und Anwendungswissen integrieren. Eine besondere Herausforderung
war die Echtzeitfähigkeit des Verfahrens, da kürzere Messzeiten zu stärker verrauschten
Daten führen. Im Rahmen des Projekts sollten daher Modelle entwickelt werden, die
trotz des erhöhten Rauschens eine schnelle und präzise Klassifikation ermöglichen.

Im Laufe des Projekts wurden mehrere Messkampagnen mit der entwickelten Messanla-
ge durchgeführt, bei denen verschiedenste Materialien untersucht wurden. Ein besonde-
rer Fokus lag auf zwei Kampagnen mit Aluminium- und Kupferlegierungen. Zusätzlich
wurde ein kostengünstiger Detektor in die Anlage integriert, der gleichzeitig mit einem
hochauflösenden Detektor Daten aufnahm. Ziel dieses Vergleichs war es, das Potenzial
zur Kostensenkung der Messanlage zu testen, ohne dabei die Klassifikationsgenauigkeit
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zu beeinträchtigen.

Parallel zu den Messungen wurde ein KI-basiertes Klassifikationsverfahren entwickelt,
das kontinuierlich mit den aufgenommenen Messwerten verglichen und verfeinert wurde,
um die Robustheit der Auswertung zu testen. Es wurden dabei auch herausfordernde
Szenarien wie Mischungen aus verschiedenen Metalllegierungen oder teilweise gefüllte
Messbehälter analysiert.

Das Projekt konnte eindrucksvoll demonstrieren, dass eine Klassifikation von Materialien
in Legierungen innerhalb von Sekundenbruchteilen (¡ 0,25 s) möglich ist. In den meisten
Fällen wurde eine Klassifikationsgenauigkeit von deutlich über 90 % erreicht. Bei Mate-
rialien mit größeren Unterschieden in der Zusammensetzung konnte sogar eine nahezu
100 %ige Klassifikationsgenauigkeit in einem stark verkürzten Zeitfenster von weniger
als 0,0625 Sekunden erzielt werden.

Darüber hinaus wurde gezeigt, dass kostengünstige Detektoren erfolgreich eingesetzt wer-
den können, insbesondere für Materialien mit stark unterschiedlichen Zusammensetzun-
gen. Für die Klassifizierung von Metalllegierungen mit sehr ähnlichen Materialanteilen
erwies sich jedoch die höhere Energieauflösung der teureren Detektoren als vorteilhaft.
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Im Rahmen des Vorhabens durchgeführten Arbeiten

Im Zeitalter wachsender Umwelt-, Nachhaltigkeits- und Wirtschaftsanforderungen sowie
sich verschärfender geopolitischer Spannungen wird das Recycling von Rohstoffen immer
wichtiger. Der verstärkte Einsatz von Sekundärrohstoffen rückt dabei in den Fokus, um
den Bedarf an Primärrohstoffen zu reduzieren und gleichzeitig die Umweltbelastungen
zu minimieren. Diese Reduzierung ist unter anderem besonders wichtig, da der Abbau
von Primärrohstoffen in Bergbauländern oft mit politischen und ökologischen Problemen
verbunden ist.

In diesem Projekt wurde erstmals ein Ansatz zur zerstörungsfreien Online-Analyse hete-
rogener Materialien erfolgreich umgesetzt, der auf der Prompt-Gamma-Neutronenakti-
rungsanalyse (PGNAA) basiert. Das Projekt MetalClass konzentrierte sich auf die Ent-
wicklung und Anwendung von Methoden zur Klassifikation von Metalllegierungen unter
Einsatz moderner maschineller Lernverfahren, um den Recyclinganteil bei Metallmate-
rialien zu verbessern. Recyclingmaterialien als sekundäre Rohstoffe in Europa stellen
nicht nur die sicherste, sondern auch die nachhaltigste und wirtschaftlich vorteilhafteste
Quelle für Rohstoffe dar. Angesichts der erheblichen und vielfältigen Materialströme in
der Kupfer- und Aluminiumproduktion besteht ein großes Interesse an der Echtzeitklas-
sifikation von Recyclingmaterialien.

Das Projekt MetalClass umfasste die Untersuchung von insgesamt 21 verschiedenen Ma-
terialien, darunter sowohl ähnliche Metalllegierungen wie Kupfer- und Aluminiumlegie-
rungen als auch stark unterschiedliche Stoffe wie Erde, Gips und weitere industrielle
Materialien. Diese Auswahl ermöglichte es, die Leistungsfähigkeit und Flexibilität der
entwickelten Klassifikationsverfahren zu testen und sicherzustellen, dass sie sowohl bei
homogenen als auch bei heterogenen Materialgruppen präzise Ergebnisse liefern können.

Die Analyse der ausgewählten Materialien erfolgte unter Verwendung der Prompt-Gam-
ma-Neutronenaktivierungsanalyse, einem Verfahren, das für die zerstörungsfreie Analyse
von Stoffen auf Basis der emittierten Gammastrahlung verwendet wird. Im Versuchsauf-
bau kam ein hochauflösender HPGe-Detektor (High-Purity Germanium) zum Einsatz
(s. Abb. 1), der eine präzise Erfassung der Gamma-Strahlung ermöglicht, die von den
Materialien nach der Neutronenaktivierung emittiert wird. Zur Neutronenaktivierung
wurde ein Deuterium-Deuterium (DD) Generator (s. Abb. 2) verwendet, der thermische
Neutronenstrahlen bereitstellt, um die Materialien zu aktivieren.

Die Messungen wurden hauptsächlich bei unserem Projektpartner AiNT GmbH durch-
geführt, der über die nötige Infrastruktur für diese Verfahren verfügt. Zu Beginn des
Projekts kam die Zebra-Anlage (s. Abb. 1) zum Einsatz, um die initialen Messungen
durchzuführen. Die Kupferlegierungen, die für die Analyse verwendet wurden, wurden
uns von unserem assoziierten Projektpartner Wieland AG zur Verfügung gestellt. Die
Messaufgaben wurden zunächst definiert, um die spezifischen Anforderungen und Ziele
der Analyse festzulegen.
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Abbildung 1: ZEBRA-Messanlage, Standort Stolberg (AiNT GmbH).

Abbildung 2: Deuterium-Deuterium (DD) Generator.

Die Materialien wurden in einem speziellen Probenhalter platziert, der so konstruiert
ist, dass er die Proben während der gesamten Messdauer in der optimalen Position
relative zur Neutronenquelle und dem Detektor hält. Die Messungen wurden unter kon-
trollierten Bedingungen durchgeführt, um sicherzustellen, dass die Proben gleichmäßig
bestrahlt werden und die Detektorleistung nicht durch externe Störungen beeinträchtigt
wird.

Die Langzeitmessungen, die im Projektverlauf erforderlich waren, um eine umfassende
Datenbasis für die Algorithmenentwicklung zu schaffen, dauerten jeweils zwischen zwei
und vier Stunden pro Materialprobe (s. Abb. 3). Diese lange Messdauer war notwendig,
um genügend Daten zu sammeln, die für die nachfolgende Analyse und Modellierung
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durch maschinelles Lernen genutzt werden konnten. Der Einsatz des HPGe-Detektors
und der thermischen Neutronenquelle gewährleistete eine hohe Präzision in der Daten-
aufnahme, stellte jedoch aufgrund der Kosten und der zeitlichen Anforderungen eine
Herausforderung dar.

Abbildung 3: Langzeitspektren (jeweils 2 Stunden Messzeit) von zwei unterschiedlichen
Kupferlegierungen.

Angesichts der hohen Kosten und der langen Messzeiten wurde im Rahmen des Projekts
ein Algorithmus entwickelt, der es ermöglicht, aus den realen Langzeitmessungen eine
Vielzahl von kurzen Messungen zu simulieren (s. Abb. 4). Diese simulierten Spektren wa-
ren entscheidend für die Erprobung der verschiedenen maschinellen Lernverfahren. Durch
die Generierung solcher Datensätze konnte die Effizienz der Algorithmen in Bezug auf
die Geschwindigkeit und Genauigkeit der Klassifikation signifikant gesteigert werden.
Dies war besonders wichtig, um die Realisierbarkeit einer Echtzeit-Klassifikation zu un-
tersuchen, die im industriellen Umfeld von hoher Relevanz ist.

Die Datengenerierung im Rahmen unserer Arbeit basiert auf dem grundlegenden Kon-
zept, eine Langzeitmessung als Wahrscheinlichkeitsverteilung zu interpretieren. Der Grund-
gedanke dabei ist, dass eine Langzeitmessung über einen Zeitraum von mehreren Stunden
eine große Anzahl von Messwerten liefert – typischerweise zwischen 20 und 70 Millio-
nen Datenpunkten. Aufgrund der immensen Datenmenge verändert sich das gemessene
Spektrum mit zunehmender Messzeit nur noch marginal, da die zusätzlichen Daten-
punkte kaum noch neue Informationen über das gemessene Material liefern. Dies liegt
daran, dass das Spektrum materialspezifisch ist. Das bedeutet, dass das für ein bestimm-
tes Material charakteristische Spektrum bereits nach einer ausreichend langen Messzeit
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Abbildung 4: Vermessenes Spektrum der Kupferlegierung (Cu 1) und simuliertes Spek-
trum der Kupferlegierung (Cu 1) mit einer Messzeit von jeweils 5 min.

weitgehend vollständig erfasst wurde und weitere Messungen keine wesentlichen neuen
Erkenntnisse liefern. Daraus folgt, dass das Spektrum einer Langzeitmessung als re-
präsentative Darstellung des vermessenen Materials betrachtet werden kann.

Um dies mathematisch zu fassen, betrachten wir das Spektrum als eine diskrete Vertei-
lung über die verschiedenen Energiebereiche, die durch die einzelnen Kanäle des Detek-
tors repräsentiert werden. Wenn wir die Anzahl der Zählungen (Counts) in jedem Kanal
durch die Gesamtsumme der Counts des Spektrums teilen, erhalten wir eine Wahrschein-
lichkeitsverteilung, die angibt, wie häufig bestimmte Energiebereiche auftreten. Nach
dem Satz der großen Zahlen können wir davon ausgehen, dass diese Verteilung bei sehr
langen Messzeiten gegen die wahre Verteilung des gemessenen Materials konvergiert. Mit
anderen Worten: Je länger die Messzeit, desto genauer spiegelt das gemessene Spektrum
die tatsächlichen Eigenschaften des Materials wider.

Diese Erkenntnis eröffnet uns neue Möglichkeiten: Da wir nun die Wahrscheinlichkeits-
verteilung des Materials kennen, können wir theoretisch unendlich viele Kurzzeitmes-
sungen aus dieser Verteilung simulieren. Jede Kurzzeitmessung entspricht dabei einer
zufälligen Probe aus der bekannten Verteilung, wobei die Zählrate (also die Anzahl der
gemessenen Counts in einer bestimmten Zeit) von der Länge der Messzeit abhängt. Kon-
kret bedeutet dies, dass die Gesamtzahl der Zählungen eines Spektrums proportional zur
Messzeit ist. Für eine Sekunde Messzeit bei Kupfer beispielsweise erhalten wir typischer-
weise etwa 50.000 Counts.

Diese Methode der Spektrumsimulation bietet uns immense Vorteile, insbesondere im
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Hinblick auf die Datengenerierung für maschinelles Lernen. Da wir beliebig viele Spek-
tren für verschiedene Messzeiten simulieren können, stehen uns auch beliebig viele Da-
tenpunkte zur Verfügung, um Machine-Learning-Modelle zu trainieren. Wir können so
für jede Messzeit und jedes Material ausreichend viele Trainings-, Validierungs- und
Testdaten erzeugen, ohne aufwändige und kostspielige reale Messungen durchführen zu
müssen. Dies beschleunigt nicht nur den Entwicklungsprozess, sondern verbessert auch
die Robustheit und Generalisierbarkeit der entwickelten Modelle, da wir eine breite Pa-
lette an simulierten Messdaten zur Verfügung haben.

Die Interpretation einer Langzeitmessung als Wahrscheinlichkeitsverteilung ermöglicht
es uns, das Spektrum eines Materials präzise zu charakterisieren und gleichzeitig die
Freiheit zu haben, aus diesen Verteilungen beliebig viele neue Datensätze zu generie-
ren. Diese Methode stellt eine skalierbare und effiziente Möglichkeit dar, den Bedarf an
großen, diversifizierten Datensätzen für moderne Machine-Learning-Algorithmen zu de-
cken, und leistet damit einen wichtigen Beitrag bei der zerstörungsfreien Materialanalyse
durch PGNAA.

Eine wesentliche Herausforderung bei der Anwendung der Prompt-Gamma-Neutronenak-
tivierungsanalyse für die Online-Klassifikation von Materialien besteht in der Handha-
bung der verrauschten Daten, die aufgrund der unvermeidbar kurzen Messzeiten entste-
hen (s. Abb. 5). In industriellen Prozessen, wo eine schnelle und kontinuierliche Analyse
der Materialien notwendig ist, kann die Messzeit oft auf wenige Sekunden beschränkt
sein. Diese kurzen Messzeiten führen zwangsläufig zu einer geringeren Anzahl von ge-
messenen Ereignissen und damit zu einem schlechteren Signal-zu-Rausch-Verhältnis. Das
bedeutet, dass die Daten nicht nur weniger detailliert sind, sondern auch von statisti-
schem Rauschen überlagert werden, was die präzise Bestimmung der Materialzusam-
mensetzung erheblich erschwert.

Traditionelle Auswertungsmethoden, wie die detaillierte Peak-by-Peak-Analyse, sind in
solchen Szenarien oft unzureichend. Diese Verfahren basieren auf der exakten Identifika-
tion von charakteristischen Peaks im Spektrum, die für bestimmte Elemente oder Isotope
stehen. Diese Peak-Analysen setzen jedoch voraus, dass die Peaks deutlich genug ausge-
prägt sind, um sie von Rauschkomponenten im Spektrum unterscheiden zu können. Bei
den kurzen Messzeiten, die in Online-Anwendungen typisch sind, ist dies jedoch selten
der Fall, da die charakteristischen Peaks oft in den Rauschschwellen verschwinden oder
stark verzerrt sind. Selbst wenn Peaks sichtbar sind, kann ihre Intensität so gering sein,
dass die Unsicherheit bei der Quantifizierung zu hoch ist, um eine zuverlässige Klassifi-
kation zu ermöglichen.

Um diese Herausforderungen zu bewältigen, haben wir einen alternativen Ansatz ent-
wickelt, der darauf basiert, Langzeitspektren als Wahrscheinlichkeitsverteilungen zu be-
handeln. Anstatt zu versuchen, einzelne Peaks zu identifizieren und zu quantifizieren,
betrachten wir das gesamte Spektrum als eine Art Fingerabdruck des Materials. Jedes
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Abbildung 5: Simmulierte Kurzzeitmessung einer Kupferlegierung mit einer Messzeit
von 0.5 Sek.

Material hat ein einzigartiges Strahlungsspektrum, das durch seine atomare Zusammen-
setzung bestimmt wird. Dieses Spektrum lässt sich, wie in Langzeitmessungen gezeigt,
als eine Wahrscheinlichkeitsverteilung über die Energien der emittierten Gammastrahlen
interpretieren. Diese Verteilung bleibt auch bei verrauschten Daten weitgehend stabil, da
die großen Datenmengen einer Langzeitmessung statistische Schwankungen ausgleichen.

Sobald die Langzeitspektren eines Materials ausreichend charakterisiert sind, können wir
dieses Wissen nutzen, um auch Kurzzeitmessungen zu analysieren. Obwohl eine Kurzzeit-
messung deutlich verrauschter ist und weniger Ereignisse enthält, können wir sie dennoch
mit der Wahrscheinlichkeitsverteilung des entsprechenden Materials vergleichen. Anstatt
uns auf einzelne Peaks zu konzentrieren, verwenden wir das gesamte Spektrum und ver-
gleichen es mit den bekannten Verteilungen. Der Vergleich erfolgt über die Berechnung
der Wahrscheinlichkeit, dass die gemessene Verteilung von einer bestimmten Material-
klasse stammt. Diesen Ansatz bezeichnet man als Maximum Log-Likelihood-Methode.
Dabei wird diejenige Materialklasse ausgewählt, die die höchste Wahrscheinlichkeit auf-
weist, das beobachtete Kurzzeitspektrum hervorzurufen.

Um die Wahrscheinlichkeitsverteilung der Langzeitspektren zu gewinnen, haben wir
Kerndichteschätzer (KDE, Kernel Density Estimation) verwendet. Bei der Auswahl des
Kerns haben sich insbesondere der Cauchy- und der Gauß-Kern bewährt, wobei wir für
beide eine Bandbreite von 0.00065 verwendet haben. Diese Parameter wurden sorgfältig
ausgewählt, indem wir eine Kreuzvalidierung durchführten, um die optimale Bandbreite
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und den geeigneten Kern für die Schätzung zu bestimmen. Dieser Ansatz ermöglichte es
uns, die Verteilungen der Langzeitspektren so genau wie möglich zu modellieren. Da wir
auf Basis dieser Verteilungen unendlich viele Kurzzeitspektren simulieren konnten, hat-
ten wir eine ausreichend große Datenmenge zur Verfügung, um Trainings-, Validierungs-
und Testdatensätze für maschinelle Lernverfahren zu generieren.

Dieser probabilistische Ansatz hat den Vorteil, dass er wesentlich robuster gegenüber
Rauschen und anderen Unsicherheiten ist. Anstatt uns auf einige wenige starke Peaks
zu verlassen, die möglicherweise nicht einmal sichtbar sind, nutzen wir das gesamte
verfügbare Spektrum. Das bedeutet, dass selbst kleine Unterschiede in den Energiewahr-
scheinlichkeiten zwischen den Materialien zur Klassifikation beitragen können. Darüber
hinaus erlaubt dieser Ansatz eine flexible Handhabung unterschiedlicher Messzeiten. Da
wir Langzeitspektren als Wahrscheinlichkeitsverteilungen modellieren, können wir auch
die Wahrscheinlichkeit für beliebig kurze Messzeiten extrapolieren und so eine konsis-
tente Klassifikation über verschiedene Zeitskalen hinweg gewährleisten.

Insgesamt stellt die Behandlung von Langzeitspektren als Wahrscheinlichkeitsverteilun-
gen eine vielversprechende Lösung für die Herausforderungen bei der Online-Klassifikation
von Materialien mittels PGNAA dar. Dieser Ansatz überwindet die Einschränkungen
traditioneller Peak-Analysen und eröffnet neue Möglichkeiten für die robuste, schnelle
und präzise Materialklassifikation in industriellen Anwendungen, selbst bei schwierigen
Messbedingungen.

Eine der größten Herausforderungen im Projekt MetalClass war die präzise Klassifikation
von ähnlichen Metalllegierungen, insbesondere bei den Kupferlegierungen. Die genaue
Unterscheidung zwischen Legierungen, die in ihrer chemischen Zusammensetzung nur
geringfügig abweichen, stellt eine erhebliche Schwierigkeit dar. Bei Messzeiten von 0,25
Sekunden konnten jedoch bei den Kupferlegierungen nahezu perfekte Klassifikationen
erreicht werden. Dies verdeutlicht, dass trotz der Komplexität der Aufgabe eine Echt-
zeitklassifikation in industriellen Anwendungen möglich ist, da die Rechenzeit für die
Klassifikation marginal war.

Um die Fähigkeit zur Klassifikation verschiedener Materialien zu demonstrieren, haben
wir die Messzeit der Testdaten auf nur 0,0625 Sekunden reduziert. Diese extrem kurze
Messzeit wurde für eine Vielzahl von Materialien wie Aluminium, Zement, Kupfer, Elek-
tronikschrott (E-Schrott) und Stuck verwendet. Trotz der geringen Messdauer war es uns
möglich, diese Materialien präzise zu klassifizieren, was die Robustheit unseres Ansatzes
unterstreicht. Darüber hinaus haben wir weitere Materialgruppen untersucht, darunter
Bodenproben, Batterien und Erz, die wir erfolgreich untereinander differenzieren konn-
ten. Auch Melamin, PVC und ASILIKOS, allesamt industrielle Materialien, wurden in
dieser kurzen Zeitspanne von 0,0625 Sekunden zuverlässig klassifiziert. Besonders bemer-
kenswert ist, dass wir in all diesen Fällen eine 100-prozentige Klassifikationsgenauigkeit
erreicht haben. Dies verdeutlicht die Effektivität unseres Ansatzes selbst bei stark redu-
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zierter Messzeit und zeigt, dass die Methode nicht nur vielseitig, sondern auch äußerst
schnell und präzise arbeitet.

Ein weiteres Ziel des Projekts war es, fortschrittliche maschinelle Lernverfahren anzuwen-
den und deren Leistung bei der Spektralanalyse zu vergleichen. Zu den getesteten Me-
thoden gehörten unter anderem neuronale Netze (NN), Convolutional Neural Networks
(CNNs) sowie die Maximum Log-Likelihood-Methode. Dabei sind insbesondere CNNs
und NNs in der Spektralanalyse gängige Verfahren, da sie durch ihre Fähigkeit, kom-
plexe Muster in großen Datenmengen zu erkennen, häufig in diesem Anwendungsbereich
eingesetzt werden. Allerdings zeigte sich bei der Anwendung auf die PGNAA-Daten,
dass die Maximum Log-Likelihood-Methode im Vergleich zu den neuronalen Netzwer-
ken, insbesondere bei den extrem kurzen Messzeiten, die besten Ergebnisse lieferte.

Während CNNs in der Lage waren, relevante Bereiche der Spektren durch sogenannte
Activation Maps zu identifizieren, was eine visuelle Darstellung der Entscheidungspro-
zesse ermöglichte und somit Einblicke in die Funktionsweise der Algorithmen bot, stellte
sich heraus, dass diese Methoden bei stark verrauschten und kurzzeitigen Messungen
weniger effektiv waren.

Dieser Vergleich verdeutlicht, dass obwohl neuronale Netze und CNNs in vielen Bereichen
der Spektralanalyse als leistungsfähige Methoden etabliert sind, die spezifischen Anforde-
rungen der PGNAA, insbesondere bei Kurzzeitmessungen und stark verrauschten Daten,
durch die Maximum Log-Likelihood-Methode besser adressiert werden können.

Ein bedeutender Fortschritt im Projekt war die Erweiterung der Materialanalyse, die
sich auf eine Herausforderung konzentrierte, die in industriellen Prozessen häufig auf-
tritt: die Analyse von metallischen Spänen. Späne entstehen als Nebenprodukt bei Bear-
beitungsverfahren und stellen in der Industrie eine gängige Form von Recyclingmaterial
dar. Allerdings weisen nicht nur Späne, sondern auch viele Arten von Metallschrott eine
ähnliche lose und unregelmäßige Struktur auf. Aus diesem Grund ist die Untersuchung
von Spänen besonders sinnvoll, da die Erkenntnisse aus ihrer Analyse auch auf ande-
re Formen von Recyclingmaterial mit vergleichbaren Eigenschaften übertragen werden
können. Dies ist von besonderer Bedeutung, da in der industriellen Praxis häufig Mate-
rialien recycelt werden, die nicht in fester, sondern in fragmentierter oder aufgelockerter
Form vorliegen. Die Analyse dieser Späne stellt jedoch eine besondere Herausforderung
dar, da sie aufgrund ihrer losen Struktur und der Tatsache, dass sie nicht gepresst wa-
ren, eine geringere Materialdichte im Vergleich zu festen Proben aufweisen. Dies führt
zu einer geringeren Materialmenge pro Volumeneinheit, was wiederum die Intensität der
gemessenen Strahlung reduziert und den Rauschanteil in den Messdaten erhöht.

Die AiNT GmbH hat Aluminiumspäne aus zuvor vermessenen Aluminiumproben in fes-
ter Form hergestellt, um eine direkte Vergleichbarkeit zwischen der Analyse von festen
Proben und Spänen zu gewährleisten. Diese Vorgehensweise ermöglichte es uns, das glei-
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Abbildung 6: Umgerüstete Messanlage mit einem HPGe-, und einem CeBr3-Detektor.

che Material in beiden Zuständen – als massive Probe und als Späne – zu untersuchen.
Bei der Verwendung eines HPGe-Detektors stellte sich heraus, dass die Aluminiumspäne
im Vergleich zu den festen Proben zu erheblich längeren Messzeiten führten. Um die-
selbe Klassifikationsgenauigkeit von 99 % zu erreichen, war eine fast dreimal längere
Messzeit erforderlich, was in diesem Fall dennoch nur etwa 0,7 Sekunden betrug. Trotz
der verlängerten Messzeit ist eine Messdauer von 0,7 Sekunden in vielen industriellen
Anwendungen immer noch sehr gut und effizient. Dies verdeutlicht den signifikanten
Einfluss der Materialdichte und Struktur auf die Messergebnisse, da die geringere Dichte
der Späne eine geringere Strahlungsintensität pro Volumeneinheit erzeugt und somit die
Messungen erschwert.

Um die Leistungsfähigkeit des HPGe-Detektors mit einem kostengünstigeren Detektor
zu vergleichen, führten wir dieselben Klassifikationsversuche mit Aluminiumspänen un-
ter Verwendung eines CeBr3-Detektors durch (s. Abb. 6). Der CeBr3-Detektor, der zwar
kostengünstiger ist als der HPGe-Detektor, lieferte in den Kurzzeitmessungen deutlich
längere Messzeiten. Für vergleichbare Ergebnisse mit einer Klassifikationsrate von etwa
98,5 % benötigten wir bei der Verwendung des CeBr3-Detektors fünfmal so lange Mess-
zeiten wie beim HPGe-Detektor. Diese Ergebnisse unterstreichen zwar die finanzielle
Attraktivität des CeBr3-Detektors, zeigen jedoch auch seine begrenzte Effizienz bei sehr
kurzen Messzeiten. In industriellen Anwendungen, in denen kurze Messzeiten entschei-
dend sind, bleibt der HPGe-Detektor trotz seiner höheren Kosten und der aufwendigeren
Wartung die präzisere Wahl. Andererseits könnte der CeBr3-Detektor in Szenarien, bei
denen längere Messzeiten akzeptabel sind und die Materialien sich stark unterscheiden,
eine kosteneffiziente Alternative darstellen.

Der HPGe-Detektor liefert damit die besten Ergebnisse für die Online-Klassifikation,
insbesondere bei kurzen Messzeiten und stark verrauschten Daten. Allerdings kann der
CeBr3-Detektor, obwohl er nicht die gleiche Präzision bietet wie der HPGe-Detektor,
aufgrund seiner deutlich geringeren Kosten in bestimmten industriellen Anwendungen
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die bessere Wahl sein. Besonders in Fällen, in denen sich die Materialien stark unter-
scheiden oder die Messzeiten etwas länger ausfallen können, könnte der CeBr3-Detektor
eine wirtschaftlichere Option darstellen. Für eine Online-Klassifikation in industriellen
Prozessen könnte man den Einsatz mehrerer CeBr3-Detektoren in Erwägung ziehen, um
ein vergleichbares Ergebnis wie mit einem HPGe-Detektor zu erzielen. Dies wäre eine
kosteneffiziente Lösung, bei der jedoch die geringere Präzision durch den Einsatz meh-
rerer Detektoren ausgeglichen werden müsste. Die Entscheidung hängt letztlich von den
spezifischen Anforderungen und den Kostenüberlegungen des jeweiligen Anwendungs-
falls ab.

Um die Klassifikationsaufgabe weiter zu erschweren und die Belastbarkeit der entwi-
ckelten Algorithmen umfassender zu testen, stellte unser assoziierter Projektpartner, die
Wieland-Werke AG, Kupferspäne zur Verfügung. Dabei handelte es sich um Mischungen
verschiedener Kupferlegierungsspäne, die eine zusätzliche Herausforderung darstellten.
Diese Mischungen erhöhten die Komplexität der Analyse erheblich, da sich die chemi-
schen Zusammensetzungen der verschiedenen Legierungen nur geringfügig unterschie-
den. Solche feinen Unterschiede erschweren die präzise Unterscheidung der Materialien
deutlich, insbesondere in industriellen Prozessen, in denen solche Mischungen häufig
vorkommen. Diese Situation stellt eine erhebliche Herausforderung für klassische Klas-
sifikationsmethoden dar.

Trotz dieser erschwerten Bedingungen konnte die im Projekt entwickelte Maximum Log-
Likelihood-Methode erneut ihre herausragende Leistungsfähigkeit unter Beweis stellen.
Auch bei dieser anspruchsvollen Aufgabe, bei der die chemischen Unterschiede zwischen
den Kupferlegierungen minimal waren, gelang es der Methode, in weniger als einer Se-
kunde nahezu perfekte Klassifikationsergebnisse zu erzielen.

Um die tatsächliche Leistungsfähigkeit der entwickelten Algorithmen umfassend zu be-
werten, wurde zusätzlich ein Vergleich mit etablierten maschinellen Lernmethoden, wie
neuronalen Netzen und Convolutional Neural Networks, durchgeführt.

Das neuronale Netz (NN) verfügte über eine Eingabedimension von 16.384 Features und
eine Ausgabe für 10 Klassen. Es bestand aus 13 versteckten Schichten, was insgesamt
264.383.165 trainierbare Parameter ergab. Für das Training des Netzwerks wurden Cros-
sEntropyLoss und der Adam-Optimierer bei einer Lernrate von 0,01 über 150 Epochen
verwendet. Trotz der tiefen Netzwerkstruktur und der hohen Anzahl an Parametern
erzielte das neuronale Netz nicht die gleiche Leistung wie die Maximum Log-Likelihood-
Methode.

Das CNN-Modell bestand aus vier Convolutional Layers mit einer jeweils steigenden
Anzahl von Kanälen, gefolgt von Batch-Normalisierung, ReLU-Aktivierung und Max-
Pooling. Am Ende stand eine vollständig verbundene Schicht mit 10 Neuronen für die
Klassifikation. Auch hier wurde CrossEntropyLoss für die Fehlerbewertung verwendet,
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zusammen mit dem Adam-Optimierer und einer Lernrate von 0,001 über 150 Epochen.
Trotz der Effizienz dieser Architektur und ihrer typischen Anwendung in der Spektral-
analyse erzielte das CNN ebenfalls eine geringere Klassifikationsgenauigkeit im Vergleich
zur Maximum Log-Likelihood-Methode.

Die grafische Darstellung der Ergebnisse zeigt, dass die Maximum Log-Likelihood-Methode
die besten Resultate erzielte, insbesondere bei kurzen Messzeiten(s. Abb. 7). Sie erwies
sich als robust und lieferte selbst bei minimalen Unterschieden zwischen den Materialien
nahezu perfekte Klassifikationsergebnisse. Die neuronalen Netze und CNNs, die typi-
scherweise in der Spektralanalyse als leistungsfähige Methoden gelten, konnten in diesem
Fall nicht mit der Präzision der Maximum Log-Likelihood-Methode mithalten.

Abbildung 7: Vergleich zwischen NN, CNN, Maximum Log-Likelihood (MaxLogL).

Diese Ergebnisse verdeutlichen das große Potenzial der entwickelten Algorithmen für den
Einsatz in Echtzeit-Anwendungen in der industriellen Materialanalyse. Insbesondere bei
Herausforderungen wie der Klassifikation von Mischproben oder sehr kurzen Messzei-
ten zeigt sich, dass die Maximum Log-Likelihood-Methode anderen Ansätzen überlegen
ist und eine schnelle, präzise und automatische Materialunterscheidung ermöglicht. Dies
schafft eine solide Grundlage für den Einsatz dieser Technologie in industriellen Prozes-
sen, wo die zuverlässige Klassifikation von Recyclingmaterialien, wie etwa metallischen
Spänen, von entscheidender Bedeutung ist.
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Einbindung in Lehre und Transfer der Forschungsergebnisse

Ein wichtiger Aspekt des Projekts war die Integration der Forschungsergebnisse in den
Lehrbetrieb der Technischen Hochschule Ostwestfalen-Lippe (TH OWL). Die gewonne-
nen Erkenntnisse und entwickelten Algorithmen wurden in mehreren Lehrveranstaltun-
gen, darunter

”
Projekt zur Statistik und zum Maschinellen Lernen“ sowie

”
Statistik

und Übungspraktiken“, verwendet. Diese direkte Einbindung der Forschung in die Lehre
ermöglicht es den Studierenden, von den neuesten Entwicklungen im Bereich der Spek-
tralklassifikation und des maschinellen Lernens zu profitieren.

Durch die Teilnahme an diesen Lehrveranstaltungen hatten die Studierenden die Möglich-
keit, praxisnahe Erfahrungen zu sammeln, indem sie Methoden wie Convolutional Neural
Networks, den Kolmogorov-Smirnov-Test, Support Vector Machines, Maximum Log-
Likelihood, Kerndichteschätzer, Sampling und Peak-Analyse im Bereich der Spektral-
analyse anwendeten.

Zusätzlich wurden im Rahmen des Projekts eine Bachelorarbeit und eine Masterarbeit
erfolgreich abgeschlossen. Die Resultate der Masterarbeit wurden auf der 23rd Virtual
IEEE Real Time Conference veröffentlicht, was die hohe wissenschaftliche Relevanz der
Arbeit unterstreicht. Diese wissenschaftlichen Arbeiten trugen nicht nur zur Vertiefung
der Forschung bei, sondern boten den Studierenden auch die Möglichkeit, praktische Er-
fahrungen in einem hochaktuellen Forschungsbereich zu sammeln. Darüber hinaus wird
angestrebt, die im Rahmen der Anwendungsprojekte erzielten Ergebnisse in Fachzeit-
schriften zur Veröffentlichung einzureichen. Zur weiteren Förderung der Zusammenar-
beit und des Wissenstransfers wurde außerdem ein Hackathon organisiert, bei dem die
Teilnehmer die Algorithmen zur Klassifikation anwenden und optimieren konnten. Dies
stärkte den praxisnahen Austausch und ermöglichte es den Studierenden, sich aktiv an
der Weiterentwicklung der Technologien zu beteiligen.

Veröffentlichung und Öffentlichkeitsarbeit

Die Forschungsergebnisse von MetalClass wurden nicht nur in der Lehre genutzt, sondern
auch in der wissenschaftlichen Community und der breiten Öffentlichkeit verbreitet.
Die Veröffentlichung in renommierten Fachzeitschriften wie den IEEE Transactions on
Nuclear Science sowie die Präsentation auf Konferenzen wie der 23. virtuellen IEEE
Real Time Conference unterstreichen die Bedeutung der Ergebnisse. Zudem wurde das
Projekt auf Veranstaltungen wie der Mittelstandskonferenz 2023 (KMU stärken durch
digitale Innovationen) und der Machine Learning Conference for X-Ray and Neutron-
Based Experiments vorgestellt (s. Abb. 9 und 8). Der Erfolg des Projekts zeigt sich auch
durch die Präsentation beim Kongress DigitaleZukunft@OWL, wo es auf großes Interesse
bei den rund 350 Zuhörern stieß.
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Abbildung 8: Prof. Dr. rer. nat. Markus Lange-Hegermann präsentiert das Projekt
MetalClass auf dem Kongress DigitaleZukunft@OWL.

Abbildung 9: Auf der Mittelstandskonferenz 2023 präsentiert Helmand Shayan, M.Sc.,
die Ergebnisse des Projekts MetalClass und deren Bedeutung für die industrielle Mate-
rialanalyse.

Um die wissenschaftliche und technische Arbeit nachhaltig zu sichern und der Com-
munity zugänglich zu machen, wurden die entwickelten Algorithmen auf der Plattform
GitHub veröffentlicht. Dies ermöglicht es Forschern und Ingenieuren weltweit, auf die
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Ergebnisse zuzugreifen und diese weiterzuentwickeln. Zudem wurde ein Demonstrations-
video erstellt, das die Echtzeitklassifikation von Metalllegierungen anhand der im Projekt
entwickelten Methoden veranschaulicht.

Anschlussprojekt

Das Projekt Alloysort (04.2024-04.2027) ist ein Anschlussprojekt von MetalClass und
baut direkt auf dessen Erfolgen auf. Während sich MetalClass auf die Klassifikation
von Aluminium- und Kupferlegierungen konzentrierte, zielt Alloysort darauf ab, die
genaue Zusammensetzung heterogener und gemischter Schrotte aus Aluminium und
Kupfer in Echtzeit zu bestimmen. Durch den Einsatz der Prompt-Gamma-Neutronen-
Aktivierungs-Analyse soll eine präzise und zerstörungsfreie Analyse direkt auf dem För-
derband der Sortieranlage ermöglicht werden.

Alloysort kombiniert dabei eine innovative Sortieranlage mit fortschrittlichen KI-basier-
ten Methoden, um Sensordaten effizient zu verarbeiten und die Materialzusammenset-
zung zu analysieren. Das Projekt Alloysort wird im Rahmen der Förderlinie EFRE/JTF-
Programm NRW 2021-2027: GreenEconomy.IN.NRW durch die Europäische Union mit
dem Förderkennzeichen EFRE-20800105 gefördert.

Die Zielsetzung des Projekts und die Umsetzung des Verwertungsplans

Das Projekt MetalClass zielte darauf ab, innovative maschinelle Lernverfahren zur Klas-
sifikation von Metalllegierungen zu entwickeln, zu testen und praktisch nutzbar zu ma-
chen. Im Rahmen des Projekts wurden 21 verschiedene Materialien ausgewählt, darunter
sowohl ähnliche Kupfer- und Aluminiumlegierungen als auch stark unterschiedliche Ma-
terialien wie Erde und Gips. Diese umfangreiche Materialvielfalt war essenziell, um die
Flexibilität und Präzision der entwickelten Klassifikationsmethoden unter verschiedenen
Bedingungen zu validieren. Die erfolgreiche Umsetzung des Projekts sowie die Errei-
chung der Projektziele spiegeln sich in der Durchführung der Arbeitspakete (AP) wider.

AP1: Definition der Messaufgabe und geeigneter Legierungsstoffklassen.
Zu Beginn des Projekts wurde die Messaufgabe klar definiert, indem geeignete Legie-
rungsstoffklassen festgelegt wurden. Dies umfasste die Auswahl von Materialien wie
Kupfer- und Aluminiumlegierungen, die sich in ihrer chemischen Zusammensetzung nur
minimal unterscheiden, sowie eine Vielzahl anderer industriell relevanter Materialien.
Die detaillierte Festlegung dieser Stoffklassen war entscheidend, um sicherzustellen, dass
die entwickelten Klassifikationsmethoden auch bei sehr ähnlichen Legierungen präzise
arbeiten können. Die erfassten Daten dienten als Grundlage für die weitere Analyse und
Modellentwicklung.

AP2: Aachen Institute for Nuclear Training GmbH (AiNT) hat maßgeblich zur Durchführung
des Projekts beigetragen, insbesondere durch die Durchführung der Messungen und die
Bereitstellung der technischen Infrastruktur für die Neutronenaktivierungsanalysen. Die-
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se Zusammenarbeit war entscheidend für die Realisierung der geplanten Experimente
und die Auswertung der gesammelten Daten.

AP3: Datenanalyse und Feature Engineering.
Ein wesentlicher Bestandteil des Projekts war die Datenanalyse und das Feature En-
gineering, bei dem aus den gesammelten Rohdaten sinnvolle Merkmale extrahiert wur-
den, die für die Klassifikation verwendet werden konnten. Diese Arbeit wurde vertieft,
um die Qualität der Klassifikationsergebnisse zu maximieren. Als Ergebnis wurde eine
quelloffene Software mit einer industriefreundlichen Lizenz entwickelt und auf GitHub
veröffentlicht. Diese Software ermöglicht es, die entwickelten Algorithmen in industriel-
len Umgebungen flexibel anzuwenden und weiterzuentwickeln.

AP4: Entwicklung von Machine-Learning-Methoden für die Klassifikation.
Im Rahmen des Arbeitspakets 4 wurde der Schwerpunkt auf die Entwicklung von Machine-
Learning-Methoden gelegt. Dies umfasste die Anwendung und Verfeinerung fortschritt-
licher Ansät-ze wie neuronaler Netze, Convolutional Neural Networks und der Maxi-
mum Log-Like-lihood-Methode. Die besten Ergebnisse wurden mit der Maximum Log-
Likelihood-Metho-de erzielt, die insbesondere bei der Klassifikation von kurzen Messzei-
ten herausragende Leistungen zeigte. Diese Arbeit wurde weiter vertieft, um die Modelle
robuster und genauer zu machen.

AP5: Evaluation kostengünstiger Detektoren.
Ein wichtiges Ziel des Projekts war es, kostengünstigere Alternativen zum HPGe-Detektor
zu evaluieren. Zu diesem Zweck wurden Messungen mit einem CeBr3-Detektor durch-
geführt, der preisgünstiger, aber weniger präzise ist. Die Datenanalyse dieser Detektor-
messungen wurde umfassend mit den wichtigsten verfügbaren Methoden ausgewertet,
und entsprechende Anpassungen an den Algorithmen wurden vorgenommen, um die Er-
gebnisse zu optimieren. Dennoch zeigte sich, dass der HPGe-Detektor für hochpräzise
Klassifikationsaufgaben die bevorzugte Wahl bleibt, obwohl der CeBr3-Detektor in Sze-
narien mit kurzen Messzeiten brauchbare Resultate lieferte.

AP6: Erstellung eines Demonstrationsvideos.
Um die Echtzeitfähigkeit der entwickelten Algorithmen zu verdeutlichen, wurde im Rah-
men von AP6 ein Demonstrationsvideo erstellt. In diesem Video werden sowohl die
Vermessung als auch die anschließende Klassifikation von Kupferlegierungen präsentiert.
Das Video verdeutlicht die praktische Anwendbarkeit der im Projekt entwickelten Ver-
fahren und zeigt, wie die Klassifikationsergebnisse in Sekundenschnelle vorliegen.

AP7: Dissemination und Vernetzung.
Ein weiterer Schwerpunkt des Projekts war die Dissemination der Ergebnisse und die Ver-
netzung in der Industrie und der Recyclingbranche. Dies wurde durch die Veröffentlichung
wissenschaftlicher Artikel erreicht, darunter ein Beitrag in den IEEE Transactions on
Nuclear Science sowie die Präsentation der Ergebnisse auf bedeutenden Konferenzen,
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wie der 23. virtuellen IEEE Real Time Conference. Darüber hinaus wurde die Integrati-
on der Projektergebnisse in den Lehrplan der TH OWL umgesetzt, insbesondere in der
Vorlesung

”
Projekt zur Statistik und zum Maschinellen Lernen“. Auch der Transfer in

die Praxis wurde durch die Präsentation des Projekts bei der Mittelstandskonferenz 2023
sowie beim Kongress DigitaleZukunft@OWL mit etwa 350 Zuhörern erfolgreich erreicht.

Die oben beschriebenen Arbeitspakete (AP1-AP7) verdeutlichen, dass die Zielsetzungen
des Projekts umfassend umgesetzt wurden. Alle wesentlichen Aspekte des Verwertungs-
plans wurden realisiert, sodass die entwickelten Technologien und Methoden sowohl in
der Industrie als auch in der akademischen Lehre erfolgreich Anwendung finden können.

Die wichtigsten Positionen des zahlenmäßigen Nachweises

Die Kosten an der TH OWL lagen schwerpunktmäßig stark im Personal. Dies ist notwen-
dig durch die hohen personellen Aufwände bei der Sichtung der Literatur, der Absprache
mit Projektpartnern, in der Aufbereitung von Daten, in der Implementierung von Machi-
ne Learning Algorithmen, in der Verbesserung von Algorithmen, in der Vorbereitung und
Besprechung von Ergebnissen mit Projektpartnern, in der Aufbereitung und Dissemi-
nation der Projektergebnisse und der Organisation eines Hackathons. Weiterhin wurden
Sachmittel für einen GPU-Server eingesetzt, um die umfangreichen Rechnungen zeiteffi-
zient durchführen zu können. Dazu kommen Aufwände für projektbedingte Reisen und
für die Organisation des Hackathons.

Die Notwendigkeit und Angemessenheit der geleisteten Projektarbeiten

Die Notwendigkeit des Projekts ’MetalClass’ ergibt sich aus den erheblichen technischen
und wirtschaftlichen Herausforderungen, die mit der Echtzeit-Klassifizierung von Metall-
schrotten verbunden sind. Derzeitige Verfahren zur Materialanalyse wie RFA, OES und
LIBS sind für eine Echtzeitanwendung ungeeignet und beschränken sich auf die Ober-
flächenanalytik. PGNAA hingegen bietet eine robuste und zerstörungsfreie Möglichkeit
zur Analyse großvolumiger Proben, ist jedoch aufgrund langer Messzeiten bislang für
Echtzeitanalysen nicht geeignet. Die Entwicklung eines neuen, KI-gestützten Auswer-
teverfahrens, das energieaufgelöste Zähldaten in ihrer Gesamtheit analysiert, ist daher
notwendig, um die Effizienz und Präzision in der Metallrecyclingindustrie signifikant zu
steigern und die Auslastung der Schmelzöfen zu optimieren.

Die Angemessenheit der geleisteten Projektarbeiten wird durch die interdisziplinäre Zu-
sammenarbeit und die Einbindung modernster Technologien unterstrichen. Obwohl Me-
thoden wie neuronale Netze und Convolutional Neural Networks Fortschritte in der Da-
tenanalyse ermöglichen, haben Studien gezeigt, dass Maximum Log-Likelihood-Verfahren
für die Klassifikation der PGNAA-Daten am besten abschneiden. Diese Erkenntnis wur-
de durch das Projektteam nachgewiesen und veröffentlicht. Daher liegt der Fokus auf
der Implementierung und Optimierung von Maximum Log-Likelihood-Algorithmen für
die Echtzeitklassifikation. Diese wissenschaftlich fundierte Vorgehensweise garantiert ei-
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ne präzise und schnelle Klassifikation von Metallschrotten, die den industriellen An-
forderungen gerecht wird und die Verwertungspotentiale maximiert. Die kontinuierliche
Überprüfung der Projektfortschritte und die Anpassung an industrielle Anforderungen
gewährleisten eine praxisorientierte Entwicklung, die auf eine nachhaltige Verwertung
und marktgerechte Implementierung abzielt.
Trotz der geringen Kosten im Projekt, überwiegend Personalkosten, konnte ein großer
Impact erreicht werden. Es wurden hochqualitative Daten erfasst und veröffentlicht.
Die Ergebnisse im maschinellen Lernen sind, wie oben ausführlich geschildert, breit
und tief. Diese Ergebnisse helfen den beteiligten Firmen weiter. Der Hackathon konn-
te eine große Anzahl an Teilnehmenden ansprechen und viele Abschlussarbeiten und
Veröffentlichungen wurden im Rahmen des Projektes angefertigt. Ebenso konnten An-
schlussfinanzierungen eingeworben werden.

Der voraussichtliche Nutzen, insbesondere die Verwertbarkeit des
Ergebnisses - auch konkrete Planungen für die nähere Zukunft - im Sinne
des fortgeschriebenen Verwertungsplans

Die im Projekt entwickelten Technologien und Verfahren zur Echtzeit-Klassifikation von
Sekundärrohstoffen in der Aluminium- und Kupferrecyclingindustrie bieten vielfältige
Vorteile und haben das Potenzial, signifikante positive Auswirkungen auf die Wirtschaft-
lichkeit und Nachhaltigkeit der beteiligten Branchen zu erzielen. Durch die verbesserte
Qualitätssicherung und die Möglichkeit der Echtzeit-Klassifikation kann der Anteil der
Sekundärrohstoffe in der Produktion gesteigert werden. Dies führt zu einer Reduktion
der Notwendigkeit, Primärrohstoffe einzusetzen, was sowohl Kosten spart als auch die
Umwelt schont.

Die präzise Klassifikation und das sortenreine Einschmelzen der Materialien optimie-
ren die Auslastung der Öfen, reduzieren Wartezeiten und vermeiden Nachchargierun-
gen. Dies führt zu erheblichen Einsparungen bei den Produktionskosten und dem Ener-
gieverbrauch. Durch das Aussortieren von Schad- und Störstoffen in Echtzeit wird die
Qualität der recycelten Materialien erhöht. Dies verbessert die Produktivität und stellt
sicher, dass gesetzliche Vorschriften und Umweltstandards eingehalten werden. Eine ge-
naue Kenntnis der Zusammensetzung der Schrotte ermöglicht eine bessere Planung und
Steuerung der Produktionsprozesse. Dies führt zu einer höheren Effizienz und einer bes-
seren Nutzung der verfügbaren Ressourcen.

AiNT plant, marktreife Messanlagen in der Aluminium- und Kupferindustrie zu plat-
zieren. Durch die Zusammenarbeit mit einem größeren Vertriebspartner kann AiNT die
Verbreitung und Implementierung dieser Technologie beschleunigen. Der entwickelte Al-
gorithmus ist unter industriefreundlicher Lizenz veröffentlicht, was eine breite Anwen-
dung in verschiedenen Branchen, einschließlich der Erdöl- und Erdgasprospektion sowie
der Qualitätssicherung in der Zementindustrie, ermöglicht. Enge Kooperationen, wie die
mit der Wieland-Werke AG, sichern eine marktgerechte Entwicklung und Implementie-
rung der Technologie. Dies stellt sicher, dass die entwickelten Lösungen den Anforderun-
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gen der Industrie entsprechen und direkt in bestehende Produktionsprozesse integriert
werden können.

Die TH OWL hat bereits erfolgreich das Projekt MetalClass von Januar 2021 bis März
2024 durchgeführt. Ab April 2024 läuft für drei Jahre das weiterführende Projekt Al-
loySort im Rahmen des EFRE-Programms, bei dem AiNT und die TH OWL erneut als
Partner zusammenarbeiten. Im Projekt AlloySort baut AiNT Sortieranlagen, während
die TH OWL die Untersuchung von Mischmaterialien übernimmt. Der Bau des Proto-
typs und die Integration mit der Sortiertechnik sollen im Rahmen des Projekts AlloySort
abgeschlossen werden.

Nach erfolgreicher Implementierung in der Kupfer- und Aluminiumindustrie sollen die
Messanlagen und KI-Algorithmen auf weitere Anwendungsfelder wie das Recycling von
Seltenen Erden und die Klassifizierung von Alt-Batterien ausgeweitet werden. AiNT
plant die internationale Vermarktung der Technologie durch einen größeren Vertriebs-
partner im Bereich der Mess- und Anlagentechnik, um die Technologie einem breiten
Kundenstamm zugänglich zu machen. Die Projektergebnisse werden in wissenschaftli-
chen Veröffentlichungen, auf Konferenzen und durch Branchenverbände verbreitet. Dies
fördert die Bekanntheit der Technologie und unterstützt deren Akzeptanz und Imple-
mentierung in der Industrie. Zudem sollen die Ergebnisse in Lehrveranstaltungen und
Abschlussarbeiten an der TH OWL integriert werden.

Durch diese Maßnahmen wird sichergestellt, dass die entwickelten Technologien nicht nur
in der Theorie, sondern auch in der Praxis breite Anwendung finden und einen signi-
fikanten Beitrag zur Optimierung der Recyclingprozesse und zur Schonung natürlicher
Ressourcen leisten.

Der während der Durchführung des Vorhabens dem Zuwendungsempfänger
bekannt gewordenen Fortschritt auf dem Gebiet des Vorhabens bei anderen
Stellen

Während der Durchführung des Vorhabens wurden keine relevanten Fortschritte auf dem
Gebiet des Vorhabens bei anderen Stellen festgestellt.

Die erfolgten oder geplanten Veröffentlichungen des Ergebnisses nach Nr. 5
der NABF

Folgende Veröffentlichungen wurden in Absprache mit dem Projektträger durchgeführt
und entsprechen den Anforderungen der NABF Nr. 5. Bei jeder Veröffentlichung wurde
der Hinweistext

”
Das MetalClas-Projekt wird vom Bundesministerium für Bildung und

Forschung (BMBF) unter dem Förderkennzeichen 01IS20082B gefördert“ wie bespro-
chen angebracht. Das Logo des BMBF wurde bei den entsprechenden Maßnahmen der
Öffentlichkeitsarbeit verwendet:
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• inIT-Homepage 2021: https://www.init-owl.de/forschung/projekte/detai
l/metalclass-ki-basierte-echtzeit-klassifikation-metallischer-seku

ndaerrohstoffe-mittels-pgnaa/

• AiNT GmbH-Homepage 2021: https://www.nuclear-training.de/forschungs
projekte-details/metall-class.html

• TH OWL-Nachrichten 2021: https://www.th-owl.de/eecs/fachbereich/inf
ormationen/nachrichten/artikel/detail/optimierung-der-schrottbewer

tung/

• TH OWL-Homepage 2021: https://www.th-owl.de/forschung/projekte/lau
fend/projekt/detail/optimierung-der-schrottbewertung-mit-machine-l

earning-metallische-reststoffe-klassifizieren/

• Datensatz & Quellcode: https://github.com/HSthowl/Metal Class code/blob

/main/MetalClass code.ipynb

• Helmand Shayan , Kai Krycki , Marco Doemeland und Markus Lange-Hegermann,
”PGNAA Spectral Classification of Metal with Density Estimations” in 23rd Vir-
tual IEEE Real Time Conference (1.–5. Aug. 2022), 2022.

• Ka Yung Cheng , Helmand Shayan , Kai Krycki und Markus Lange-Hegermann,
””Prompt-Gamma Neutron Activation Analysis (PGNAA)” Metal Spectral Classi-
fication using Deep Learning Method” in 23rd Virtual IEEE Real Time Conference
(1.–5. Aug. 2022), 2022 pp. 6.

• Ka Yung Cheng , Helmand Shayan , Kai Krycki und Markus Lange-Hegermann,
Prompt-Gamma Neutron Activation Analysis (PGNAA)”Metal Spectral Classifi-
cation using Deep Learning Method”,Aug., pp. 6, 2022. [Online serial]. Available:
https://arxiv.org/abs/2208.13909. [Accessed Aug. 29 2022].

• Helmand Shayan , Kai Krycki , Marco Doemeland und Markus Lange-Hegermann,
”PGNAA Spectral Classification of Metal with Density Estimations”, IEEE Tran-
sactions on Nuclear Science (Volume: 70, Issue: 6, June 2023), vol. 70, Aug., pp.
7, 2023.

• Helmand Shayan, Markus Lange-Hegermann, ”Spektrale Klassifizierung von Me-
talllegierungen mit maschinellem Lernen und Prompt-Gamma-Neutronen-Aktivie-
rungsanalyse (PGNAA)”,Mittelstandskonferenz 2023 (KMU stärken durch digitale
Innovationen), Berlin, 21-22, November, 2023.

• Helmand Shayan , Gözde Özden und Markus Lange-Hegermann, Önline Classifica-
tion of Diverse Metal Materials Using PGNAA and Machine Learning̈ın Machine
Learning Conference for X-Ray and Neutron-Based Experiments, Munich, 8-10
April 2024.
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