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Schlussbericht

Eingehende Darstellung

Il) Einleitung und Ubersicht

11.1.1) Aufgabenstellung des Teilprojekts der RWTH Aachen

Der Aufgabenbereich des Projektpartners Aachen im Verbundvorhaben PROGNOSIS
umfasste die Entwicklung und Weiterentwicklung von Modellen zur Vorhersage der
Krankenhausbelastung auf verschiedenen Versorgungsebenen wahrend epidemischer und
pandemischer Lagen. In diesem Rahmen sollten aulerdem Ki-basierte Methoden evaluiert
werden, die Unstetigkeiten in der dynamischen Entwicklung des pandemischen Scenarios
schnell und maoglichst ohne einen a priori Bias identifizieren.

Aufbauend auf dem bereits existierenden DIVI-Prognosemodell sollten insbesondere
Methoden zur Abschatzung des High-Care-Bedarfs (Intensivstation, Beatmung, ECMO)
entwickelt, Aufenthaltsdauerverteilungen (Length of Stay) aus unterschiedlichen
Datenquellen geschatzt und mit kurz- und langfristigen epidemiologischen Modellen der
Verbundpartner verkniipft werden. Ein Schwerpunkt lag dabei auf der quantitativen
Beschreibung der Bettenbelegung im High-Care-Bereich, der Analyse der Unsicherheit in
Abhangigkeit von Prognosehorizont und Datenverfligbarkeit sowie der Entwicklung von
Kriterien fur die Auswahl geeigneter Modellansatze in unterschiedlichen Phasen einer
Pandemie. Darlber hinaus sollte der Projektpartner Aachen im Teilprojekt 3 (TP3) zur
Ubertragbarkeit der entwickelten Methoden auf weitere respiratorische Infektionen wie
Influenza und Pneumokokkenpneumonie beitragen und im Verbund vorbereitend an
Schnittstellen arbeiten, Gber die die Modelle der Krankenhausbelastung perspektivisch mit
0konomischen Modellen der Lieferketten- und Personalplanung aus TP2 kombiniert werden

kénnen.



Um die Ubertragbarkeit der zu entwickelnden Modelle zu garantieren, sollten die
Modellarchitekturen dabei stets dem Prinzip der Datensparsamkeit folgen und (soweit
moglich) nur Datentypen verwenden, die schnell, einfach und systematisch in einer
pandemischen Lage wie SARS-Cov19 erfasst werden kénnen. Es wurde daher bewusst auf

speziell flr Prognosis erhobene Daten verzichtet.

11.1.2) Voraussetzungen

Das Vorhaben PROGNOSIS ist als Verbundprojekt mit Partnern an den Standorten Leipzig,
Dresden, Augsburg und Minster im Rahmen der BMBF-F6érdermalRnahme
»Modellierungsnetz Infektionskrankheiten” angelegt. Das Teilvorhaben des Projektpartners
Aachen kniipfte an langjahrige Erfahrungen in der mechanistischen und datengetriebenen
Modellierung in der Systembiologie und Systemmedizin an, insbesondere fir Anwendungen
in der Intensivmedizin. Am Lehrstuhl fir Computational Biomedicine standen etablierte
Methoden und Softwarewerkzeuge zur Verfligung, die bereits ad hoc fiir die Entwicklung
und den Betrieb des DIVI-Prognosemodells zur Abschatzung intensivmedizinischer

Kapazitaten wahrend der COVID-19-Pandemie eingesetzt worden waren.

Neben der methodischen Expertise bestand Zugriff auf umfangreiche Datenquellen,
insbesondere das DIVI-Intensivregister sowie im Projektverlauf ergdnzend Daten aus der
BMBF-geférderten Medizininformatik-Initiative (insbesondere Patientendaten aus dem
Projekt ASIC, gefordert im Rahmen des SMITH-Konsortiums) und weiteren kooperierenden
Kliniken (insbesondere Daten zu ECMO-Patienten aus dem Klinikum Koln Merheim und der
Data Science Group Frankfurt) . Eine leistungsfahige Hard- und Softwareinfrastruktur
erlaubte die Bearbeitung rechenintensiver Modellierungs- und Auswerteaufgaben. In der
Arbeitsgruppe waren Kompetenzen in Intensivmedizin, mathematischer Modellierung,
Statistik, Machine Learning und Softwareentwicklung gebiindelt, sodass die im Verbund
vereinbarten Aufgaben in enger Abstimmung mit den Ubrigen Teilprojekten umgesetzt

werden konnten.



11.1.3) Planung und Verlauf des Vorhabens
Das Teilvorhaben des Projektpartners Aachen fokussierte sich im Projektverlauf auf die
Weiterentwicklung des Krankenhausbelastungsmodells und die detaillierte Analyse des

High-Care-Bereichs sowie auf Methoden zur Charakterisierung der Pandemiedynamik.

Die Arbeiten lassen sich in folgende Themenbldcke gliedern:

e Modellierung des High-Care-Bedarfs und der Aufenthaltsdauern

e Erweiterung des Krankenhausbelastungsmodells

e Monitoring von Trendidentifikation und Trenddanderungen im Verlauf der
Pandemiedynamik

e Modellauswahl und Erweiterbarkeit auf andere Infektionskrankheiten

11.1.4) Wissenschaftlicher und technischer Stand, an den angekniipft wurde

Die Arbeiten des Projektpartners Aachen konnten an eine breite Expertise in der
mathematischen Modellierung biologischer und medizinischer Prozesse und an friihere
Projekte zur Systembiologie und Systemmedizin anknlpfen. Vor Beginn von PROGNOSIS
waren in Aachen hybride Modellierungsansatze etabliert worden, in denen mechanistisches
Wissen mit datengetriebenen Methoden und Verfahren des maschinellen Lernens
kombiniert wird. Diese Ansatze wurden u. a. in BMBF- und EU-geforderten Projekten wie
HepatoSys, OncoPred, SMITH und NeuroNode entwickelt und in der Intensivmedizin fir

Fragestellungen der Prognose und Ressourcenplanung angewendet.

Im Kontext der COVID-19-Pandemie hatte der Projektpartner Aachen maRgeblich zur
Entwicklung des DIVI-Prognosemodells beigetragen, das zur Abschatzung der langfristigen
Auslastung intensivmedizinischer Kapazitaten eingesetzt wurde und Szenarien kritischer
Belastungssituationen auf Bundes- und Landesebene liefert. Allerdings waren die im Verlauf
der COVID-10 Pandemie entwickelten Modelle spezifisch fiir diesen Erkrankungsfall und
ausschlieBlich fiir die Simulation der Bettenbelegungen der Intensivstationen ohne und mit
mechanischer Beatmung ausgelegt. Fiir diesen Fall lag eine sehr gute Datenbasis vor,
insbesondere von Patientendaten aus sogenannten Sentinel-Kliniken, mit deren Hilfe die

relevanten Parameter geschatzt werden konnten. Ein Ziel der Arbeiten in PROGNOSIS war es



daher, die Modellstrukturen so zu erweitern, dass die entsprechenden Modellinformationen
auch ohne das Vorliegen von patientenspezifischen Daten aus allgemeinen, 6ffentlich
verflgbaren, Daten geschatzt werden kdnnen. Es war jedoch essentiell, dass sich diese
konzeptuellen Erweiterungen auf die Erfahrungen mit den prognostischen Modellierungen
wahrend der Coronapandemie stiitzen konnten. Insbesondere zeigten die Erfahrungen aus
der Entwicklung des DIVI-Prognosemodells, dass die gangigen Compartment-basierten
Simulationsmodelle besonders in Phasen hoher Belastungspeaks konzeptuelle Schwachen
aufweisen. Daher wurde gerade fiir die Simulation dieser besonders kritischen Phasen der
Versorgung mit einem hohen Bedarf an besonders hoher Prognosegenauigkeit die
Entwicklung neuer Modellierungskonzepte, aufbauend auf der Architektur des DIVI-
Prognosemodells, notwendig.

Ergdanzend lagen Arbeiten zur Analyse der Ausbreitungsdynamik von SARS-CoV-2 und zur
Bewertung nicht-pharmazeutischer Interventionen vor, in denen mechanistische Modelle
mit Beobachtungsdaten verkniipft und regionale Heterogenitaten untersucht wurden. Diese
Vorarbeiten bildeten die methodische Grundlage fiir die im Projekt vorgenommenen
Verallgemeinerungen auf mehrere Versorgungsebenen und die Kopplung mit

epidemiologischen Modellen des Verbunds.

Dartiber hinaus konnten die in friiheren Projekten entwickelten Konzepte zur strukturellen
Integration von Wissen in Machine-Learning-Verfahren, zur Bayes’schen Parametrisierung
nichtlinearer dynamischer Modelle und zur robusten Nutzung verzerrter
Beobachtungsdaten ibernommen und im Rahmen von PROGNOSIS auf die Fragestellung

der Krankenhausbelastung Gibertragen werden.

11.1.5) Zusammenarbeit mit anderen Stellen

Im Verbund PROGNOSIS fand ein regelmaliger fachlicher Austausch zwischen allen Partnern
in den Teilprojekten TP1 und TP3 statt, unter anderem in Form von gemeinsamen
Videokonferenzen, Arbeitstreffen und der Abstimmung zu Datennutzung, Schnittstellen und
Anwendungsszenarien. Der Aachener Projektpartner arbeitete in TP1 eng mit den Partnern
in Leipzig und Dresden zusammen, insbesondere zur Kopplung der Aachener High-Care-
Modelle mit den dort entwickelten kurz- und langfristigen Inzidenzprognosen sowie zur

Entwicklung des Surprise-Loss-Ansatzes zur Erkennung von Trendwechseln.



Fir die Modellierung des High-Care-Bereichs, insbesondere der ECMO-Versorgung,
bestanden enge Kooperationen mit dem ECMO-Zentrum am Klinikum Kéln-Merheim (Prof.
Dr.med. Christian Karagiannidis) und der Data Science Group Frankfurt (PD. Dr. med.
Benjamin Friedrichson, Universitatsklinikum Frankfurt am Main), die detaillierte ECMO-
Patientendaten bzw. nationale ECMO-Belegungsdaten bereitstellten. Erganzend wurden
lagen aus dem Teilprojekt ASIC, einem Teilprojekt des BMBF-geférderten SMITH-
Konsortiums der Medizininformatik-Initiative, Daten aus der ASIC-Studie und weitere
klinische Routinedaten vor zur Aufenthaltsdauer von SARS-COV 2 Patienten vor. Diese
wurden eingesetzt um Aufenthaltsdauern sowie die Beatmungsdauern zu analysieren.
Dariiber hinaus war der Aachener Projektpartner in den Austausch mit dem DIVI-
Intensivregister eingebunden, dessen aggregierte Belegungsdaten fiir die Entwicklung und
Kalibrierung der Krankenhausbelastungsmodelle herangezogen wurden. Die im Projekt
entwickelten Methoden und Ergebnisse flossen in die Arbeiten des BMBF-geférderten
NUM-PREPARED Verbundes ein, wo gemeinsam mit weiteren Partnern eine Modellmatrix
fur die Auswahl geeigneter epidemiologischer und ressourcenbezogener Modelle in

Pandemiesituationen erarbeitet wurde.

11.1.6) Ergebnisse

Im Rahmen des PROGNOSIS-Projekts wurden am Institute for Computational Biomedicine
der RWTH Aachen umfangreiche Intensiv- und High-Care-Daten aus der
COVID-19-Pandemie aus den obengenannten Quellen sowie 6ffentlich verfligbare Daten zur
Infektionsdynamik ausgewertet, um das bestehende Krankenhausbelastungsmodell zu
erweitern und dessen Anwendbarkeit auf unterschiedliche Versorgungsebenen zu
verbessern. Ziel der Arbeiten von PROGNOSIS war es, die pandemische Lage fortlaufend zu
Uberwachen und belastbare Vorhersagen zur zukiinftigen Auslastung des
Gesundheitssystems zu ermdoglichen. Durch die im Projekt vorgenommenen Erweiterungen
wurde die Modellierung des High-Care-Bereichs erstmals systematisch bis zur intensivsten
und mit den starksten Kapazitatsrestriktionen versehenen Versorgungsebene, der

ECMO-Therapie, ausgebaut.



Fur die Arbeiten in TP1 wurden 6ffentliche und klinische Datensatze kombiniert, um sowohl
bevélkerungsweite Trends als auch detaillierte Versorgungsverldaufe abbilden zu kénnen.
Grundlage bildeten dabei die taglich vom Robert Koch-Institut veroffentlichten
COVID-19-Fallzahlen sowie die Belegungsdaten des DIVI-Intensivregisters, die einen
bundesweiten Uberblick iber die Auslastung der Intensivstationen auf Bundeslandebene
lieferten. Erganzend standen nationale ECMO-Daten zur Verfligung, die in Kooperation mit
der Data Science Group der Goethe-Universitat Frankfurt aufbereitet wurden und eine
altersstratifizierte Analyse von Aufenthaltsdauern und klinischen Verlaufen erlaubten.
Dariiber hinaus wurden im Projekt Datensdtze aus Sentinel-Kliniken genutzt:
Intensivmedizinische Versorgungsdaten des Universitatsklinikums Aachen sowie der Berliner
Kooperationskliniken, insbesondere der Charité Berlin, lieferten detaillierte Informationen
zu Aufenthalts- und Beatmungsdauern. Die enge Zusammenarbeit mit dem ARDS- und
ECMO-Zentrum Kéln-Merheim ermdglichte zudem die Analyse umfangreicher
ECMO-Behandlungsverlaufe. Im Projekt wurde dabei davon ausgegangen, dass die Daten
aus den wenigen, oben genannten, Sentinel-Kliniken so representativ fiir den High-Care
Beriech sind, dass sie in Kombination mit den aggregierten Daten auf Bundeslandebene fir
die Schatzung der Modellparameter ausreichend sind.

Einen Uberblick tiber die verwendeten Datenquellen und ihre Verwendung gibt Abb.1.
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Abbildung A: Aufschliisselung der Daten, die zur Bestimmung der Verteilung der
Aufenthaltsdauern verwendet wurden.

a) Modellierung des High-Care-Bedarfs und der Aufenthaltsdauern

Aus den Arbeiten zum DIVI-Prognosemodell war bekannt, dass die genaue Form der
Verteilung der Aufenthaltsdauern von Patienten in den unterschiedlichen
Versorgungsebenen gerade in Phasen der Spitzenbelastung essentiell ist. Die liblicherweise
eingesetzten Kompartimentmodelle gehen intrinsisch von einer Exponentialverteilung der
Bettenbelegungsdauer aus. Aus expliziten Bettenbelegungsdauern der Sentinel-Kliniken war

jedoch bekannt, dass systematische Abweichungen einer Exponentialverteilung von der



Realitat besonders im Bereich kurzer Aufenthaltsdauern vorliegen. Es konnte in TP1 gezeigt
werden, dass dieser Fehler zu systematischen Prognosefehlern gerade im Bereich von
Belastungsspitzen fuhrt, wohingegen der Fehler im Bereich niedriger und moderater
Belastung durch die Giblicherweise durchgefiihrten Parameterfittingverfahren kompensiert
wird. Da zu Beginn der Pandemie haufig nur begrenzt personenspezifische Daten aus
Kliniken vorlagen und diese Situation auch fiir zukinftige Einsatze zu Erwarten ist, wurde ein
Verfahren entwickelt, mit denen sich die genauere Verteilung der Aufenthaltsdauern aus
aggregierten, 6ffentlich verfligbaren Daten, im konkreten Fall den Bettenbelegungsdaten
des DIVI- Intensivregisters, rekonstruieren lassen. Dies erfordert einen sogenannte
Faltungsansatz, der aus den kombinierten aggregierten, altersstratifzierten Infektionsdaten
aus dem RKI-Register und den ebenfalls altersstratifizierten Bettenbelegungsdaten des DIVI-
Intgensivregisters robuste Verweildauerverteilungen schatzen kann, so dass der Bedarf an
schwer zuganglichen personenspezifischen Daten aus Kliniken fiir eine genaue Prognose
deutlich reduziert werden konnte. Dieser Vorteil des Faltungsansatz ist jedoch mit einer
intrinsischen numerischen ,|lI-Poseness” verbnden, die zu einem deutlich erhohten Bedarf
an Rechenzeit zur Fehlerkompensation fihrt.

Daher wurde im TP1 die direkte, parameterfreie, Schatzung des sog. Faltungskerns ersetzt
durch die Suche in einem begrenzten Raum von a priori vorgegebenen Faltungskerntypen,
die jeweils durch das Fitting von wenigen Parametern an die Daten abgepasst werden
kdnnen. Das entstehende gemischtganzzahlige Optimierungsproblem wurde durch
Minimierung des jeweiligen Approximationsfehlers fir die beobachteten aggregierten
Bettenbelegungen geldst. Auf Basis der im TP1 vorliegenden detaillierteren Daten aus den
Sentinelkliniken wurden geeignete Verteilungsfamilien systematisch identifiziert und die aus
dem Faltungsansatz ermittelten Belegungsdauerverteilungen validiert.

Durch die Beschrankung auf wenige, wohldefinierte Verteilungsparameter bei einer
beschrankten Zahl von Faltungskernen wird der Rechenaufwand als auch der Datenbedarf
zur Modellidentifikation erheblich reduziert. Hierdurch wurde es insbesondere maoglich, das
Modell ziigig und datengetrieben auf neue dynamisch veranderliche Szenarien wie neue
Virenstamme zu adaptieren.

Insgesamt konnte so ein integriertes Konzept fiir eine schnelle und genaue Prognose der

Bettenbelegungen in kritischen Szenarien entwickelt werden.



Im Detail wurden die og. konzeptuellen Entwicklungen durch erganzende Studien anhand
der vorliegenden detaillierten Daten unterstiitzt. Hierzu wurden auf Basis der verfligbaren
Daten aus Sentinel-Kliniken Verteilungen der Aufenthaltsdauern im intensivmedizinischen-
Bereich bestimmt. Wie in Abbildung 2 zu sehen, wurde untersucht, ob sich die Verteilung
der Aufenthaltsdauern je Krankheit und Ursache prinzipiell unterscheidet. Es konnte gezeigt
werden, die Belegungsdauerverteilung nur fir Patienten ohne Lungeninfekt mit der
abklingenden Exponentialfunktion beschrieben werden kann. Alle weiteren Infektionstypen
flihren zu systematischen Abweichungen und erforderten daher weitere Funktionensklassen
zur Modellierung. Diese ermittelten Verteilungen umfassten sowohl intensivpflichtige als
auch beatmete Patientinnen und Patienten und wurden durch geeignete parametrische

Verteilungsfunktionen approximiert.
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Abbildung 2: Aufenthaltsdauern von mechanisch beatmeten Patienten fir
verschiedene Lungenkrankheiten und Ursachen auf Basis der ASIC-Studie des MII-
SMITH-Konsortium.

Wie in Abbildung 3 dargestellt, zeigte die Modellierung mit weiteren Verteilungen anstelle
der Exponentialfunktion, dass gerade in kritischen Pandemiephasen die Lastspitzen praziser
abgeschatzt werden kdnnen. Die abgeleiteten Verweildauermodelle dienen als
Faltungskerne im bestehenden DIVI-Prognosemodell und bilden die Grundlage fiir

belastbare Vorhersagen der zukiinftigen High-Care-Belegung in Pandemiesituationen.
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Abbildung 3: Vergleich von Compartment-Modellen und Convolutional-Modellen und
Bestimmung des Compartment-Fehlers.

b) Erweiterung des Krankenhausbelastungsmodells

Weiterhin wurden detaillierte ECMO-Behandlungsverlaufe analysiert. Die Auswertung
umfasste sowohl altersstratifizierte als auch zeitbezogene Parameter und ermdglichte die
Ableitung valider Aufenthaltsdauerverteilungen fiir die ECMO-Versorgung.

Wie in Abbildung 4 zu sehen, wurde das bisher auf intensivmedizinische und
beatmungsbezogene Verlaufe ausgerichtete Krankenhausbelastungsmodell verallgemeinert,
sodass nun alle relevanten High-Care-Stufen abgebildet werden kénnen. Dazu wurden die
ermittelten Verteilungen der Aufenthaltsdauern in das Modell integriert. Damit steht nun
ein mehrstufiges Modell zur Verfligung, das fir die Szenarioplanung wie am Beispiel der
SARS-COV 2 Pandemie demonstriert werden konnte (siehe Abbildung 5), verwendbar ist.
Mit entsprechenden Anpassungen sollte dieses Modell auch in zukiinftigen Pandemien

einsetzbar sein.
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Abbildung 4: Schematische Darstellung des Krankenhausbelastungsmodells.
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Abbildung 5: Szenarioplanung der Bundesnotbremse mit dem
Krankenhausbelastungsmodell.

c) Monitoring von Trendidentifikation und Pandemiedynamik

In der spateren Phase der Pandemie war es aufgrund der zunehmend eingeschrankten
Datenverfligbarkeit und ungenauer Meldedaten erforderlich, verschiedene Datenquellen
zusammenzufiihren, um die pandemische Lage verldsslich zu monitoren und

Trendanderungen friihzeitig zu erkennen.

Vor diesem Hintergrund wurde ein Konzept entwickelt, das mechanistische
Langfristprognosen mit datengetriebenen Kurzfristmodellen systematisch vergleicht und
damit eine robuste Einschatzung der aktuellen Dynamik ermdoglicht. In Kooperation mit dem
Projektpartner Leipzig wurden Langfristmodelle der Infektionsdynamik mit kurzfristigen
datengetriebenen Vorhersagen abgeglichen. beiden Modellansdtzen wurde eine explizite
Unsicherheitsquantifizierung vorgenommen, sodass Prognosebandbreiten und

Vertrauensmalle konsistent abgeleitet werden konnten.

Wie in Abbildung 6 dargestellt, dienten konsistente Abweichungen zwischen Meldedaten
und kalibrierter Prognose als Indikatoren fiir strukturelle Trenddanderungen, wie sie etwa
durch Variantenwechsel, verandertes Testverhalten oder gesellschaftliche Anpassungen

auftreten konnen.
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Trenddynamiken.

Auch systematische Abweichungen zwischen beiden Modellwelten dienten als Indikatoren
fir Trendwechsel und wurden mithilfe einer Surprise-Loss-Metrik formalisiert (Abbildung 7).
Die Metrik quantifiziert, wie stark kurzfristige Prognosen von den durch mechanistische
Modelle erwarteten Entwicklungen abweichen, und erméglicht dadurch eine kontinuierliche

Uberwachung der Modellgiite und der pandemischen Lage.
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Abbildung 7: Bestimmung des Surprise-Loss-Metrik mit 1. geglattete COVID-19-
Inzidenzen, Modellvorhersage und Abweichung, 2. langfristige Prognose mit
rollierender polynomialer Anpassung, 3. Kurzfristige Prognose mithilfe rollierender
ARIMA-Modellierung und 4. Bestimmung des Surprise-Loss-Metrik. Die rot markierten
Zeitpunkte stellen Kandidaten fiir einen Trendwechsel dar.

Parallel dazu wurde ein Wave-Clustering-Ansatz auf Basis altersstratifizierter

Intensivbelegungen entwickelt. Wie in Abbildung 8 dargestellt, konnte mithilfe dieses



Ansatzes Strukturbriche in Belegungsverlaufen identifiziert und eine retrospektive,
uniiberwachte Klassifikation einzelner Pandemiewellen vorgenommen werden. Es wurde
beobachtet, dass sich im Laufe der Zeit ein ricklaufiger Anteil jingerer und ein steigender
Anteil dlterer Patienten zeigt. Die resultierenden Cluster gaben Aufschluss tber die
Dynamik, die Altersabhangigkeit, den Schweregrad und die Auswirkungen einzelner Wellen
auf die stationare Versorgung. Somit steht ein Analysewerkzeug zur Verfligung, das sich
sowohl flr wissenschaftliche Riickblicke als auch fiir die Vorbereitung zukinftiger

pandemischer Lagen eignet.
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Abbildung 8: Clustering der COVID-19-Wellen basierend auf der Dynamik der Belegung
von Intensivstationen. A) Phasenraumdarstellung der Cluster, die unterschiedliche
Verlaufe fiir jeden Cluster basierend auf der nach Alter gestaffelten
Intensivbettenauslastung zeigt. B) Zeitlich summierte Darstellung der geclusterten
Wellen, die ihren Verlauf veranschaulicht. C) Anteil der Intensivbettenbelegung nach
Altersgruppen Uber alle Wellen hinweg, farblich nach Clustern gekennzeichnet.

d) Modellauswahl und Erweiterbarkeit auf andere Infektionskrankheiten

Zur Unterstlitzung der evidenzbasierten Modellauswahl, insbesondere bei begrenzter oder
sich verandernder Datenlage, wurde eine Modellmatrix erstellt. In dieser werden
unterschiedliche Prognose- und Belastungsmodelle, deren Datenanforderungen und
typische Einsatzbereiche systematisch gegenlbergestellt. Ihre Entwicklung erfolgte in enger
Abstimmung mit dem NUM-Verbund PREPARED. Sie tragt dazu bei, im Pandemiefall

geeignete Modellierungsstrategien strukturiert auswahlen zu kénnen.



Dariber hinaus wurden Schnittstellen und Optionen zur Parametrisierung geschaffen, die
eine Ubertragung des Krankenhausbelastungsmodells auf weitere respiratorische
Infektionskrankheiten ermdéglichen. Zu den Krankheiten, die in die konzeptionelle
Erweiterung einbezogen wurden, zdhlen unter anderem Influenza und Pneumokokken-
Pneumonie. Fiir vorpandemische Influenzawellen lagen jedoch keine ausreichenden
historischen High-Care-Belastungsdaten vor, sodass die entsprechenden Modelladaptionen

zwar vorbereitet, aber nicht vollstandig umgesetzt werden konnten.

Abgleich der Meilensteine

M1.1.1 Die fir ECMO-Risikoscores und Verweildauer erforderlichen Daten ausgewertet.

Die Verweildauern der ECMO Sentinelklinik wurden ausgewertet und in weiteren
Dimensionen (Alter, Aufnahmedatum und Geschlecht) untersucht. Die beobachtete
Verteilung ist notwendig, um in die Modellsoftware einzuflieRen. Ebenso wurden
weniger detaillierte Belegungsdaten von ECMO-Patienten auf nationaler Ebene
untersucht. Der Vergleich mit den Daten der Sentinel-Klinik gibt Aufschluss Uber

Altersverteilungen.

M1.4.1 Das Krankenhausbelastungsmodell (DIVI-Prognosemodell) ist fir mehrere

Versorgungsebenen verallgemeinert.

Eine Verallgemeinerung des DIVI-Prognosemodells auf Hospitalisierung und ECMO

wurde durchgeflhrt.

M1.4.2 Die Quantifizierung der Unsicherheit in Abhdngigkeit vom Vorhersagehorizont und

der Datenverfligbarkeit ist etabliert.

Wurde im Rahmen der Integration von Modellen fiir lang- und kurzfristigen Prognosen

durchgeflhrt. In beiden Modellansatze wurden die Unsicherheiten quantifiziert.

M1.4.3 Die Schnittstelle fir die Integration weiterer Infektionserkrankungen in das

Krankenhausbelastungsmodell ist etabliert.

Beliebige Infektionskrankheiten kdénnen durch Parametrisierung in das

Krankenhausbelastungsmodell eingebaut werden.



M1.4.4 Der Algorithmus fiir die optimale Modellauswahl ist entwickelt und in den

Arbeitsablauf der Krankenhausbelastungsvorhersage integriert.

Im Rahmen von NUM PREPARED wurde eine Modellmatrix entwickelt, die Kriterien

fur die Modellauswahl im Pandemiefall enthalt.
M3.4.1 Modell der Krankenhausbelastung fir Influenza und PP adaptiert (Monat 33, Aachen);

Krankenhausbelastungsdaten fiir Influenzawellen und Pneumokokken waren nicht

verflgbar.

11.2) Wichtigste Positionen des zahlenmaBigen Nachweis
Im Rahmen des Projekts wurden die folgenden Mittel verausgabt (Details siehe

zahlenmaRiger Nachweis)

Personalmittel:

2 Wissenschaftler (je 0.5 TVL 13), Level Doktorand.

Sachmittel: Kooperation mit Klinikum Kéln Merheim zur Erfassung, Aufarbeitung und
Auswertung von Patientendaten in ECMO — Behandlung auf héchster Detailebene

Reisemittel:

2023 Teilnahme an MONID-Jahrestagung, Berlin
2024 Teilnahme an MONID-Jahrestagung, Halle an der Saale
2025 Teilnahme an MONID-Jahrestagung, Berlin

11.3) Notwendigkeit und Angemessenheit der geleisteten Arbeit

Die Beschaftigung von zwei Mitarbeitern zu je 50% war wegen der heterogenen
erforderlichen Erfahrungen (einerseits Vorerfahrung durch softwaretechnische
Mitentwicklung des DIVI-Prognosetools sowie des Zugangs zu ECMO-Daten in K6ln Merheim
notwendig). Die Teilnahme an den MONID Jahrestagungen war notwendig, da dort der
fachliche Austausch mit den anderen MONID-Konsortien sowie die einzige in-Personam

Besprechung und Abstimmung des PROGNOSIS Konsortiums stattfand.



11.4) Nutzen: Fortschreibung des Verwertungsplans

Zu einem Paper des Projektpartners U Leipzig wurde beigetragen (Kheifetz, Y., et al.). Ein
weiteres Paper zur entwickelten Software ist eingereicht, ein zweites Paper zu den
Ergebnissen ist in Vorbereitung. Eine direkte Weiterfihrung der Arbeiten war im Rahmen
eines Fortsetzungsantrags zusammen mit Projektpartner U Leipzig vorgesehen, der jedoch

nicht bewilligt wurde. Eine Weiterentwicklung der Software zur Prognose von Belastungen

des Gesundheitssystems fir Katastrophenfalle im Kontext einer nationalen Resilienz

erscheint machbar.

11.5) Fortschritt

Es sind keine Ergebnisse von Dritten bekannt geworden, die einen Einfluss auf die

Verwertung der Ergebnisse haben.
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