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1. Projektübersicht 
 
Im Rahmen des Projektes KISSaF wurde eine robuste Situationsprädiktion für das 
automatisierte Fahren entwickelt. Basis der Prädiktion ist die Implementierung einer 
generischen Umfeldrepräsentation, die sowohl den Anforderungen der 
Echtzeitfähigkeit genügt als auch die Balance zwischen Abstraktion und benötigter 
Informationsdichte hält. Auf dieser Grundlage wurden Methoden der Künstlichen 
Intelligenz und des Maschinellen Lernens genutzt, um die Umfeldrepräsentation über 
einen Prädiktionshorizont von verschiedenen Zeiten vorauszusagen. Mittels Verfahren 
wie überwachtem und unüberwachtem Lernen sowie Transfer-Learning wurde ein 
Künstliches Intelligenz (KI) Modell trainiert, das in der Lage ist, die gesamte Szene um 
das Fahrzeug zu prädizieren. Dabei wurde auf interaktionsbewusste Ansätze zur 
Trajektorienprädiktion, sowie zur eigenen Trajektorienplanung zurückgegriffen. Das 
Modell wurde prototypisch umgesetzt und auf Autobahnen- und urbanen Szenarien 
erprobt. 
 

1.1 Aufgabenstellung & Voraussetzungen 

 
Automatisiertes Fahren ist eine der Zukunftstechnologien der Automobilbranche. Eine 
der zentralen Schwierigkeiten ist die sichere Führung des Fahrzeugs durch die 
Algorithmen bis zur benötigten Übernahmezeit durch den Fahrer für teil- und 
hochautomatisierte Systeme ab SAE-Level 3 [1], wenn die 
Automatisierungsfunktionen auf die Rückfallebene „Fahrer“ zurückschalten. Die 
angestrebte Zeit, die ein Fahrer zur Orientierung und Konzentration auf die 
Fahraufgabe in einer kritischen und/oder komplexen Situation benötigt, wird dabei 
oftmals als 10 s angenommen. Dieser Zeitrahmen kann jedoch in vielen dynamischen 
Situationen, z. B. im urbanen Raum, eine entscheidende Änderung der 
Verkehrssituation mit sich bringen, die das System erkennen und beherrschen muss. 
Auch bereits für SAE-Level 2 Funktionen ist eine Szenenprädiktion nötig. So soll 
gewährleistet werden, dass Fahrmanöver sicher zu Ende geführt werden können und 
nicht durch eine Änderung des Verkehrs abgebrochen werden müssen. Ziel ist es, die 
Entwicklung der Fahrsituation dahingehend zu interpretieren, sowie in die Zukunft zu 
prädizieren und so eine vorausschauende Aktionsplanung für das Ego-Fahrzeug 
vorzunehmen. Werden die Informationen der Umgebung sinnvoll ausgewertet und 
interpretiert, so ist es möglich, die eigene Fahrplanung mit der Planung anderer 
Verkehrsteilnehmer abzustimmen. Eine solche kooperative und abgestimmte 
Fahrplanung gewährt die Sicherheit und erhöht den Komfort des Fahrerlebnisses. 
 
Gegenwärtige Ansätze mit klassischen und/oder regelbasierten Algorithmen zum 
Projektstart, konnten die mögliche Kombinatorik in der Entwicklung der zukünftigen 
Verkehrssituation meist nicht hinreichend abbilden. Die möglichen Wechselwirkungen 
aller Verkehrsteilnehmer untereinander sowie die Berücksichtigung der 
Straßeninfrastruktur und aller Kontextinformationen lassen sich nur unvollständig in 
einem endlichen Regelsatz formulieren. Zudem stellen moderne Sensortechnologien 
immer mehr Informationen zur Verfügung, die für die Prädiktion der Verkehrssituation 
verwendet werden können. Mit Radar, Kamera und LiDAR, können viele Aspekte der 
Situation gemessen und über die Verwendung von hochgenauen Karten und V2X 
komplementiert werden. 
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Im Projekt KISSaF sollte eine robuste Szenenprädiktion entwickelt werden, die mittels 
eines neuartigen Verfahrens Künstlicher Intelligenz (KI) bzw. Maschinellen Lernens 
eine Prädiktion der gesamten Szene für einen weiten Zeitrahmen ermöglicht. Der 
Begriff „gesamte Szene“ bezeichnet hier die statischen und dynamischen Objekte und 
die Infrastruktur im Perzeptionsbereich des autonomen Fahrzeugs. 
 
Das Projekt sollte zunächst eine generische Umfeldrepräsentation erarbeiten, die alle 
zu berücksichtigenden Aspekte der Szene beinhaltet. Dabei sollen die verfügbaren 
Informationen 

1. aller Objekte der Szene, 
2. der erfassten Straßeninfrastruktur (Spurmarkierungen, Ampeln, Schilder, etc.) 
3. sowie des situativen Kontextes (Wetter, Verkehrsdichte, etc.) 

eingebracht werden. Die so gewonnene Repräsentation des Umfelds ist 
Ausgangspunkt der Prädiktion. Um den zeitlich veränderlichen Charakter (dynamische 
Objekte, z. B. Verkehrsteilnehmer) der Situation abzubilden, soll die Repräsentation 
die detektierten Beobachtungen über einen gewissen Zeitraum akkumulieren. Darüber 
hinaus soll die Repräsentation ebenfalls bereits eine grundlegende Interpretation der 
Situation abbilden, wie beispielsweise die Zuordnung von Fahrzeugen zu diskreten 
Spuren oder die Zuordnung von Verkehrsregeln (z. B. 
Geschwindigkeitsbegrenzungen) zu diskreten Spuren. Der KI kommt dann die 
Aufgabe der Prädiktion zu. Aus den zeitlich akkumulierten Messungen des 
Beobachtungszeitraums (Zeitreihen von Messungen als Sequenz einzelner 
Beobachtungen, die über die Zeit korreliert sind), soll ein Modell trainiert werden, das 
die Umfeldrepräsentation über den Prädiktionshorizont vorhersagt. Für das 
Projektvorhaben zur Situationsprädiktion sind dabei erprobte Methoden der Computer 
Vision und der Mustererkennung als Teilbereich des großen Forschungsgebietes KI 
als Ausgangspunkte für die weitere Entwicklung, auf Grund interessanter Vorarbeiten, 
von speziellem Interesse. 
 
Die Prädiktionsergebnisse in Form möglicher zukünftiger Situationsverläufe sollen 
dann für die Entscheidungsalgorithmen verwendet werden, um die Aktionsplanung des 
Ego-Fahrzeugs zu unterstützen und die Manöverplanung zu verbessern. Zur 
Evaluierung der Prädiktionsergebnisse sollen sowohl statistische Verfahren als auch 
standardisierte Verfahren zur Verifikation und Validierung mit einem Versuchsträger 
genutzt und entwickelt werden.  
 
Um diese Ziele zu erreichen, sollten dabei innovative Ansätze erprobt und entwickelt 
werden, die besonders geeignet scheinen, die damit verbundenen Probleme zu lösen: 
 

• Die explizite Wahl einer KI, deren Eingangs- und Ausgangsgrößen durch ein 
identisches Umfeldmodell beschrieben werden hat dabei gleich mehrere Vorteile. 
Insbesondere entfällt die aufwändige und fehleranfällige Annotation der 
Trainingsdaten, da in der aufgezeichneten Datenzeitreihe zu jedem Punkt die zu 
prädizierende Zukunft bereits enthalten ist und als gewünschte Ausgangsgröße 
bereits zur Verfügung steht.  

• Durch die Verwendung identischer Ein- und Ausgangsdaten der KI steht nach 
der Prädiktion auch ein informationsreiches Umfeldmodell zur Verfügung, das 
multifunktional und nicht nur hinsichtlich einer einzelnen Funktion verwendbar ist. 
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So können beliebige Fahrfunktionen von diesem Ansatz profitieren. Dies 
garantiert unserem Ansatz eine maximale Skalierbarkeit. 

• Die Verwendung einer vollständigen Umfeldrepräsentation im Ein- und Ausgang 
stellt auch sicher, dass der KI alle Informationen zum Erlernen der 
Wechselwirkungen der Entitäten des Umfelds untereinander zur Verfügung 
stehen. So kann sie lernen, wie sich Verkehrsteilnehmer gegenseitig 
Beeinflussen oder wie sie auf Infrastruktur wie Spurmarkierungen oder Ampeln 
reagieren. 

• Die prädizierte Interaktion der Verkehrsteilnehmer mit dem Ego-Fahrzeug soll 
dabei mit einem neuartigen Ansatz berücksichtigt werden, indem die 
Ego-Trajektorienplanung in die prädizierende KI Eingang findet. Dies ermöglicht 
eine Rückkopplung der prädizierten Interaktion an die zukünftige Planung des 
Ego-Fahrzeugs. 

• Die spezielle Entwicklung eines dafür geeigneten Umfeldmodells löst sich dabei 
auch von dem Gedanken, lediglich eine für den Menschen oder eine Fahrfunktion 
verständliche Darstellung der Umgebung zu finden. Vielmehr soll eine 
Darstellung gefunden werden, die das Potential der verwendeten KI bestmöglich 
ausschöpft. 

• Ein solches Umfeldmodell hat dabei auch eine hohe Informationsdichte, ähnlich 
einer bildartigen Darstellung. Dies erlaubt die Erprobung neuartiger 
state-of-the-art KI-Modelle aus der Computerwissenschaft im Bereich des 
Automatisierten Fahrens jenseits der Bildverarbeitung in Kamerasystemen. 

• Das Umfeldmodell soll explizit auch Aspekte des Wetters berücksichtigen. Dafür 
wird ein neuartiges, echtzeitfähiges Annotationsverfahren entwickelt, das die 
Wetterinformationen zur Nutzung im Umfeldmodell zur Verfügung stellt. 

• Ebenso sollen Erprobungsmethoden entwickelt werden, die nicht nur das 
Ist-Verhalten des Systems evaluieren, sondern explizit das prädiktive Verhalten 
des Systems abtesten soll. Hier kann das Projekt durch die Verwendung von 
gemessenen Daten sowie die Anbindung an eine vorhandene Fahrfunktion den 
Einsatz unter Realbedingungen gut abbilden und einen kurzen Weg zur 
Industrialisierung gewährleisten. 

 
Um diese Ziele zu erreichen, wurde im Projekt KISSaF ein Konsortium gebildet, das 
die nötigen Voraussetzungen und Kompetenzen mit sich bringt. Die 
Zusammensetzung der Projektpartner trägt dem Trend, Mobilität als Dienstleistung zu 
betrachten, Rechnung. In dieser neuen Struktur innerhalb der Automobilindustrie 
treten große Zulieferunternehmen zunehmend als Systemausrüster für hochkomplexe 
integrierte Systeme wie automatisierte Fahrfunktionen auf. Diese stellen dann alle 
Systemkomponenten, so dass Automobilhersteller nur noch die Integration des 
Gesamtsystems in das Fahrzeug übernehmen. Die Systementwicklung von 
automatisierten Fahrfunktionen losgelöst von der Fahrzeugintegration ermöglicht agile 
Forschungs- und Entwicklungsformen, was als entscheidender Wettbewerbsvorteil 
anzusehen ist.   
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Die ZF-Tochter ZF Active Safety GmbH – nachfolgend kurz „ZF“ oder „ZF DUS“ 
genannt – verfügt über mehr als 20 Jahre Erfahrung in der Entwicklung von ADAS 
(Advanced Driver Assistance Systems) Funktionen und der dazugehörenden 
Sensorik. ZF hat Vorwissen und umfassende Erfahrungen zur Entwicklung und 
Erprobung von Fahrerassistenzsystemen und teilautomatisierte Fahrfunktionen, 
einschließlich der Anforderungen an System- und Funktionskomponenten für die 
Bereitstellung des automatisierten Fahrens im urbanen Umfeld in das Projekt 
eingebracht. 
 

1.2 Planung und Ablauf des Vorhabens 

 
Das KISSaF Projekt wurde ursprünglich auf eine Gesamtprojektlaufzeit von 
30 Monaten geplant und genehmigt. Durch die Auswirkungen der Corona- und 
Halbleiter-Krise, sowie damit verbundene Ressourcenknappheit in Personal und 
Material, wurde das Messfahrzeug des Projektes verspätet fertiggestellt. Deshalb 
wurde im Dezember 2022 ein Antrag auf kostenneutrale Verlängerung um 6 Monate 
gestellt, der im März 2023 genehmigt wurde. Die Gesamtprojektlaufzeit für das 
KISSaF Projekt war somit 36 Monate vom 01.01.2021 bis 31.12.2023.  
 
Das KISSaF Projekt bestand aus folgenden Teilprojekten: 

• TP 1 – Messfahrzeug Aufbau und Datengewinnung 

• TP 2 – Umfeldrepräsentation 

• TP 3 – Situationsprädiktion 

• TP 4 – Evaluation 

• TP 5 – Projektorganisation 
 

 
Abbildung 1: Aufbau und Interaktion der Teilprojekte von KISSaF.  
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Die Teilprojekte sind wie in Abbildung 1 dargestellt verknüpft. Die Ergebnisse aus den 
Arbeitspakten wurden jeweils weitergegeben und im TP 4 in die Funktion integriert und 
evaluiert. Die Partner im Projekt INGgreen GmbH (INGgreen), RST (Lehrstuhl für 
Regelungs- und Systemtechnik, TU Dortmund (TUD)), ZF AI Lab (ZF Friedrichshafen 
AG) haben eng mit ZF DUS zusammengearbeitet.  
 
Das Kick-Off Meeting hat am 13. Januar 2021 stattgefunden. ZF hat für das KISSaF 
Projekt die Konsortialleitung und für TP 4 und TP 5 die Rolle der Teilprojektleitung 
übernommen und unter anderem von Beginn bis Ende des Projekts die Koordination 
des Teilprojekts und die Abstimmung mit den anderen Teilprojekten KISSaF 
übernommen. 
 
Im Rahmen des KISSaF Projektes haben sich die Konsortialpartner wöchentlich online 
getroffen um aktuelle organisatorische und technische Themen zu besprechen, da die 
Teilprojekte und jeweiligen Arbeitspakete zwischen den Partnern sehr stark 
voneinander abhängig waren. 
 
Der aktuelle Projektstand wurde im Rahmen von monatlichen TP Leiter Treffen 
evaluiert und entsprechende Maßnahmen besprochen und nachverfolgt. 
 
Die Halbzeitpräsentation hat am 09. Juni 2022 an der TU Dortmund im Rahmen einer 
öffentlichen Veranstaltung und die Abschlusspräsentation hat am 11. April 2024 am 
Ministerium für Umwelt, Naturschutz und Verkehr des Landes Nordrhein-Westfahlen 
im Rahmen der KoTAM Veranstaltung „Ländliche Mobilität“ statt gefunden. 
 
Größere Projekttreffen haben stattgefunden wie folgt:  

• Steuerkreistreffen am 20. Oktober 2021 

• Internes Projekttreffen am 14. Januar 2022 

• Steuerkreistreffen am 23. März 2022 

• Internes Projekttreffen am 03. November 2022 bei INGgreen  

• Steuerkreistreffen am 11. Januar 2023  

• Internes Projekttreffen am 07. Februar 2023 bei ZF in Düsseldorf 

• Internes Projekttreffen am 06. September 2023 bei ZF AI Lab in Saarbrücken 
 
Im Rahmen des KISSaF Projektes wurde im Projektantrag für jedes Arbeitspaket (AP) 
Meilensteine (MS) geplant. Im Folgenden wird der Aufbau der für ZF relevanten 
Teilprojekte und die festgelegten Ziele vorgestellt. 
 
 
TP 1 – Messfahrzeug Aufbau und Datengewinnung 
 
Um die im Rahmen dieses Projekts zu entwickelnden KI-Module für die 

Umfeldrepräsentation sowie Situationsprädiktion zu trainieren, zu verifizieren und zu 
validieren, war eine Datengewinnung notwendig. Zu diesem Zweck sollte ein 
Messfahrzeug aufgebaut werden. Mit diesem sollten kontinuierlich Mess-, 
Verifikations- und Validierungsfahrten durchgeführt werden.  
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Für eine ordentliche, dokumentierte Durchführung der Datenaufnahmefahrt sollte eine 
Planung erfolgen, welche die Streckenführung derart gestaltet, dass die erforderlichen 
Szenarien möglichst oft in den Messdaten vorkommen. 
 
Die Messdaten sollten über die gesamte Projektlaufzeit kontinuierlich auf ihre Qualität 
geprüft werden, sodass Fehler im Messfahrzeug frühzeitig erkannt und zeitnah auf 
diese reagiert werden konnten. Darüber hinaus sollten die Messdaten für die weitere 
Prozessierung in geeigneter Weise aufbereitet werden.  
 
Die Schwerpunkte der einzelnen Arbeitspakete (APs) waren wie folgt: 
 
▪ AP 1.1 – Messfahrzeugaufbau  

Der Schwerpunkt dieses APs lag in der Auswahl eines geeigneten Fahrzeugs 
und die Ausstattung dieses mit geeigneter Umfeldsensorik. Die Umfeldsensoren 
sollen das Fahrzeugumfeld gesamtheitlich mit einer Abdeckung von 360° 
aufnehmen. Der restliche Aufbau wurde so gewählt, dass sämtliche benötigte 
Fahrzeugdaten über verschiedene Datenbussysteme mittels einer zentralen 
Messeinheit aufgezeichnet werden konnten. Hierzu wurde ein Aufbauplan unter 
Berücksichtigung der Fahrzeug-Randbedingungen (elektrische Leistung, 
Gewicht, …) erarbeitet. 
 
Für ZF wurden folgende Meilensteine definiert:  
 

Meilenstein Definition  Geplante 
Zielerreichung 

MS 1.1.1 Erforderliche Dokumente sind erstellt Q1 

MS 1.1.2 Messfahrzeug ist aufgebaut Q1 

MS 1.1.3 Funktionstüchtigkeit des Messfahrzeugs ist 
verifiziert und validiert 

Q2 

MS 1.1.4 Erfolgreich abgenommenes Messfahrzeug Q2 

 
▪ AP 1.2 – Datenaufnahme 

Der Schwerpunkt dieses APs lag in der Durchführung einer 
entwicklungsbegleitenden Datenaufnahmefahrt. Mit dieser können zudem 
eventuelle Fehlerpotentiale in den Modellen frühzeitig erkannt und behoben 
werden. Das Fahrprofil sollte unter möglichst vielen, unterschiedlichen 
Umweltbedingungen komplexe Verkehrsszenarien im urbanen Bereich sowie auf 
Autobahnen beinhalten. Während der Datenaufnahmefahrt sollte ein statistischer 
Abgleich zwischen benötigtem Fahrprofil und bereits aufgenommenen Fahrten 
kontinuierlich durchgeführt werden, sodass Absicherungsziele bezüglich der 
Datengewinnung definiert und kontrolliert werden konnten.  
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Für ZF wurden folgende Meilensteine definiert:  
 

Meilenstein Definition  Geplante 
Zielerreichung 

MS 1.2.1 Erforderliche Dokumente sind erstellt Q2 

MS 1.2.2 Messfahrzeug ist einsatzbereit  Q2 

MS 1.2.3 Datenaufnahmefahrt wurde erfolgreich 
abgeschlossen und Messdaten liegen vor 

Q10 

 
▪ AP 1.3 – Aufbereitung der Daten 

Die Messdaten sollten für die weitere Prozessierung im Umfeldmodell in 
geeigneter Weise aufbereitet werden. Hierzu sollten die Daten in ein nutzbares 
Format konvertiert und im Anschluss auf Struktur, Semantik und Vollständigkeit 
verifiziert und validiert werden. 
 
Für ZF wurden keine Meilensteine definiert. 

 
TP 2 – Umfeldrepräsentation 
 
Prädiktionsverfahren für verschiedene Verkehrsteilnehmer in Autobahnszenarien wie 
auch im urbanen Umfeld basieren auf verschiedenen und sich teilweise 
ausschließenden Repräsentationsformen. Einen einheitlichen Standard zur 
Darstellung des Umfelds gibt es daher nicht. Es erscheint daher sinnvoll zu 
untersuchen, ob eine einheitliche, performante Umfeldrepräsentation existiert. Ein 
weiterer zu untersuchender Gegenstand ist die Berücksichtigung von 
Umwelteinflüssen und Messwertartefakten oder Daten, die aus Luftaufnahmen 
abgeleitet wurden. Typische Effekte sind (optische) Verdeckung, 
Messunsicherheiten/Messungenauigkeiten und eine begrenzte Reichweite der 
Sensoren. Um TP 2 lösen zu können, müssen zunächst verschiedene 
Repräsentationsformen untersucht und miteinander verglichen werden. Darüber 
hinaus müssen relevante Daten aus HD-Karten in das Umgebungsmodell integrierbar 
sein. 
 
Die Schwerpunkte der einzelnen APs waren wie folgt: 
 
▪ AP 2.1 – Skalierbare Umfeldrepräsentation 

Dieses Arbeitspaket fokussierte sich auf die Entwicklung einer skalierbaren 
Umfeldrepräsentation für Verkehrssituationen. Verschiedene 
Darstellungsformen, wie Objektlisten, mehrschichtige Rasterkarten und 
Graphen, wurden untersucht, um relevante Elemente effektiv zu beschreiben. 
Das Hauptziel war die Schaffung einer Interpretationsgrundlage für KI-basierte 
Verfahren mit besonderem Augenmerk auf Performanz, Robustheit und die 
Fähigkeit zur Identifikation von Corner-Cases und Anomalien.  
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Für ZF wurden folgende Meilensteine definiert:  
 

Meilenstein Definition  Geplante 
Zielerreichung 

MS 2.1.1 Definition der Anforderungen an die 
Umfeldrepräsentation  

Ende Q1 

MS 2.1.2 Skalierbare Basis-Umfeldrepräsentation 
verfügbar 

Ende Q2 

MS 2.1.3 Skalierbare finale Umfeldrepräsentation 
verfügbar 

Ende Q7 

 
▪ AP 2.2 – Integration hochgenauer Karteninformationen  

Dieses Arbeitspaket konzentrierte sich auf die Integration von HD-Kartendaten, 
die aus AP 1.3 stammen, in die in AP 2.1 entwickelte Umfeldrepräsentation. 
Hierbei wird das essenzielle a-priori-Wissen, darunter sind Straßenverlauf und 
Verkehrsregeln zu verstehen, für die Situationsprädiktion genutzt. Die 
Überführung und Integration der räumlichen, semantischen und regulatorischen 
Informationen der HD-Karte in die Umgebungsrepräsentation waren dabei 
zentrale Aufgaben. 
 
Für ZF wurden folgende Meilensteine definiert:  
 

Meilenstein Definition  Geplante 
Zielerreichung 

MS 2.2.1 HD-Karteninformationen integriert Ende Q4 

 

TP 3 – Situationsprädiktion 
 
Um akkurate Prädiktionen für einen erhöhten Zeithorizont generieren zu können, 
sollten verschieden Paradigmen des Deep Learning und verschiede KI-Module 
eingesetzt werden. Der Entwurf, die Implementierung und die Auswertung 
verschiedener Paradigmen und Module waren Gegenstand des TP 3. Die 
Schwerpunkte der einzelnen APs waren wie folgt: 
 
▪ AP 3.1 – Überwachtes Lernen: 

Der Schwerpunkt dieses AP war die Prädiktion der zukünftigen Trajektorien 
basierend auf den beobachteten Daten durch Verfahren des überwachten 
Lernens (Supervised Learning). Dazu sollten Bewegungsmuster und Umgebung 
geeignet beschrieben und diese Information fusioniert werden. Die Ausgabe 
sollte dabei mehrere mögliche Zukunftsmodi prädizieren. Die Modelle des AP 3.1 
sollten in TP 4 in die Fahrfunktion eingebunden werden.  
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Für ZF wurden folgende Meilensteine definiert:  
 

Meilenstein Definition  Geplante 
Zielerreichung 

MS 3.1.1 Trainierter funktionaler Prototyp für 
multimodale Prädiktion auf Autobahnen 

Ende Q3 

MS 3.1.2 Trainierter funktionaler Prototyp für 
multimodale Prädiktion für urbanes Umfeld 

Ende Q7 

 
TP 4 – Evaluation 
 
TP 4 fokussiert die Evaluation der in TP 2 und TP 3 entwickelten Modelle. Dabei 
sollten geeignete Szenarien und Evaluationsmetriken definiert werden.  
 
Die Schwerpunkte der einzelnen Arbeitspakete (APs) waren wie folgt: 
 
▪ AP 4.1 – Szenarienkatalog und KPIs  

Das Arbeitspaket zielte darauf ab, Szenarien für die Algorithmenentwicklung zu 
erstellen, die typischen Situationen auf Autobahnen und im städtischen Umfeld 
abdecken. Dabei lag der Schwerpunkt auf der Integration entwickelter und 
Referenzmodelle in die Gesamtfahrfunktion, wobei zunächst ein 
Szenarienkatalog erstellt und Leistungskennzahlen (KPIs) definiert werden 
sollten, gefolgt von der Identifizierung und Markierung von Corner Cases nach 
der Auswertung. Es sollten außerdem Szenarien zur Evaluation der 
Planungsverfahren definiert werden, einschließlich der Definition von 
Anforderungen und Metriken. 
 
Für ZF wurden folgende Meilensteine definiert:  
 

Meilenstein Definition  Geplante 
Zielerreichung 

MS 4.1.1 Szenarienkatalog für 
Autobahnanwendungsszenarien 

Ende Q2 

MS 4.1.2 Szenarienkatalog für urbane 
Anwendungsszenarien 

Ende Q7 

MS 4.1.3 KPIs zur Modellevaluation Ende Q2 

 
▪ AP 4.3 – Anbindung an die Fahrfunktion 

Die in AP 3.1 trainierten Modelle für die Szenenprädiktion sollten in diesem 
Arbeitspaket zum Zweck der Evaluation im Kontext von Fahrfunktionen und 
Szenarien an konkrete Fahrfunktionen angebunden werden.  
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Für ZF wurden folgende Meilensteine definiert:  
 

Meilenstein Definition  Geplante 
Zielerreichung 

MS 4.3.1 Prädiktionsmodelle für 
Autobahnanwendungsszenarien in die 
Fahrfunktion integriert 

Ende Q3 

MS 4.3.2 Prädiktionsmodelle für urbane 
Anwendungsszenarien in die Fahrfunktion 
integriert 

Ende Q6 

MS 4.3.3 Anbindung an die Manöverplanung für 
Autobahnanwendungsszenarien 

Ende Q4 

MS 4.3.4 Anbindung an die Manöverplanung für 
urbane Autobahnanwendungsszenarien 

Ende Q9 

 
▪ AP 4.4 – Evaluation in Szenarien  

Es sollten die besten Modelle für Autobahn und Stadt im Sinn der in AP 4.1 
definierten Metriken für die Evaluation identifiziert und für verschiedene 
Fahrfunktionen und Szenarien ausgewertet werden.  
 
Das im Fahrzeug implementierte Prädiktionsmodell sollte auf Basis der in AP 4.5 
entwickelten Testszenarien auf einem Prüfgelände abgetestet werden. Weiterhin 
umfasste das AP die Integration der Planungsverfahren in die Simulation auf eine 
für die Bewertung passende Weise sowie die Analyse der Ergebnisse dieser 
Evaluation, um potenzielle Verbesserungen für die Planungsverfahren 
abzuleiten. 
 
Für ZF wurden folgende Meilensteine definiert:  
 

Meilenstein Definition  Geplante 
Zielerreichung 

MS 4.4.1 Stand-Alone-Prädiktionsmodell für 
Autobahnanwendungsszenarien verfügbar 

Ende Q5 

MS 4.4.2 Stand-Alone-Prädiktionsmodell für urbane 
Anwendungsszenarien verfügbar 

Ende Q10 

MS 4.4.3 Bestes Modell für 
Autobahnanwendungsszenarien anhand der 
Fahrfunktion identifiziert 

Ende Q5 

MS 4.4.4 Bestes Modell für urbane 
Anwendungsszenarien anhand der 
Fahrfunktion identifiziert 

Ende Q10 

 
▪ AP 4.5 – Standardisierung der Validierung 

Ziel dieses AP sollte die Entwicklung funktionaler Tests zur Verifikation und 
Validierung von Umfeldrepräsentationsformen sowie 
Situationsprädiktionsalgorithmen unter Verwendung des funktionalen 
Testfahrzeugs auf einem Prüfgelände unter Zuhilfenahme von Testapparaturen 
sein.  
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Für ZF wurden folgende Meilensteine definiert: 
 

Meilenstein Definition  Geplante 
Zielerreichung  

MS 4.5.1 Testkatalog für Autobahnszenarien Ende Q5 

MS 4.5.2 Testkatalog für urbane Szenarien Ende Q10 

 
TP 5 – Projektorganisation 
 
Das Projekt umfasst vier inhaltlich-arbeitende, stark interagierende Teilprojekte deren 
Zusammenspiel und Abhängigkeiten in diesem TP koordiniert wurde. Das TP 5 hat die 
Aufgaben des Projektmanagements auf technischer und administrativer Ebene und 
verantwortet die Gesamtkoordination des Projektes übernommen. Es koordinierte den 
Austausch zwischen den anderen Teilprojekten und organisiert die 
Ergebnisverbreitung des Projekts und hat damit eine Querschnittsfunktion innerhalb 
des Projekts. 
 
Die Schwerpunkte der einzelnen Arbeitspakete (APs) waren wie folgt: 
 
▪ AP 5.1 – Management und Koordination  

Ziel des APs war die Koordinaten und das Management der inhaltlich 
voneinander abhängigen TP 1 bis TP 4. Die TPs sollen in effizienter Weise 
miteinander vernetzt und der Projekterfolg sichergestellt werden. Klassische 
Aufgaben des Projektmanagements sollen hier übernommen werden, 
Risikomanagement, Auflösen von Abhängigen und Blockern und Kommunikation 
des aktuellen Projektstandes.  
 
Für ZF wurden folgende Meilensteine definiert:  
 

Meilenstein Definition  Geplante 
Zielerreichung 

MS 5.1.1 Projektplan, Projekthandbuch, Roadmap Ende Q1 

MS 5.1.2 Projektberichte Q2, Q4, Q6, Q8, 
Q10 

 
▪ AP 5.2 – Ergebnisverbreitung 

Dieses AP konzentriert sich auf die zielgruppengerechte Aufbereitung der 
komplexen Ergebnisse von KISSaF mittels geeigneter Kommunikationsmittel. 
Die Darstellung erfolgt sowohl im wissenschaftlichen Kontext durch 
Veröffentlichungen als auch im industriellen Bereich durch Vorträge oder 
Präsentationen. Besonderes Augenmerk liegt auf der transparenten Darlegung 
der Ergebnisse gegenüber dem Projektträger und der Öffentlichkeit. Für die 
Halbzeit- und Abschlusspräsentationen sollen die Ergebnisse aufarbeitet und 
verständlich präsentiert werden.  
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Für ZF wurden folgende Meilensteine definiert:  
 

Meilenstein Definition  Geplante 
Zielerreichung 

MS 5.2.1 Halbzeitpräsentation Ende Q5 

MS 5.2.2 Abschlusspräsentation  Ende Q10 

 
Der im Projektantrag formulierte Projektplan wurde unter Berücksichtigung der 
kostenneutralen Verlängerung eingehalten. Alle in den Arbeitspaketen formulierten 
Aufgaben wurden erfolgreich bearbeitet, es waren keine zusätzlichen Ressourcen für 
das Projekt notwendig.  
 

1.3 Technische Ausgangslage 

 
Datensätze 
Eine wichtige Voraussetzung für die zuverlässige Nutzung von KI-basierten Verfahren 
ist die Verfügbarkeit von großen Datenmengen zum Trainieren der tiefen Neuronalen 
Netze. Neben der erfolgreichen Lösung der eigentlichen Problemstellung ist die 
Generalisierungsfähigkeit der KI ein wichtiges Gütekriterium. 
Generalisierungsfähigkeit bedeutet, dass die KI nicht nur für die Trainingsdaten, 
sondern auch für neue unbekannte Eingangsdaten ein plausibles Ergebnis liefert. Dies 
bedeutet wiederum, dass in dem Trainingsdatensatz möglichst alle in der Realität 
vorkommenden Szenarien und vor allem auch sicherheitskritische Corner Cases, 
welche nur sehr selten auftreten, vorhanden sein sollten. Hierfür wird 
dementsprechend ein sehr großer Trainingsdatensatz benötigt, um eine akzeptable 
Generalisierungsfähigkeit der KI zu erreichen. Im Falle von überwacht lernenden 
Verfahren muss der Datensatz zudem die Grundwahrheit (Ground Truth) für das zu 
lösende Problem enthalten. Im Fall der Situationsprädiktion wären das zum Beispiel 
die eigentlich gefahrenen Trajektorien der Verkehrsteilnehmer. 
 
In den letzten Jahren wurden verstärkt Datensätze von Forschergruppen für die 
Wissenschaft veröffentlicht, welche bereits annotierte Daten enthalten. Ein Vorteil von 
öffentlichen Datensätzen ist, dass die entwickelten Algorithmen von verschiedenen 
Forschergruppen auf derselben Datenbasis ausgewertet werden können, welches 
einen direkten quantitativen Vergleich der Algorithmen ermöglicht. Mehrere 
Datensätze wurden speziell für die Aufgabe der Situationsprädiktion veröffentlicht 
[20, 22, 23, 24]. Hervorzuheben sind hierbei die Datensätze Argoverse [23], highD [24] 
und inD [22], welche neben den annotierten Trajektorien der Verkehrsteilnehmer 
zusätzlich noch hochgenaue Karteninformationen enthalten. 
 
Eine weitere Möglichkeit besteht darin einen eigenen Datensatz mit einem 
Prototyp-Fahrzeug zu erzeugen. Hierfür sollte das Fahrzeug mit hochgenauen 
Referenzsensoren wie LiDAR-Sensoren oder einem Realtime-Kinematic-Differential 
(RTK-D) GPS-System ausgestattet sein, um das Annotieren der Grundwahrheiten zu 
ermöglichen und verbessern. 
 
Alternativ werden in der Literatur vermehrt auch Datensätze aus Simulationen erstellt. 
Der Vorteil hierbei ist, dass sehr große Datensätze automatisiert erzeugt werden 



  
 

 
 
Schlussbericht KISSaF – ZF Active Safety GmbH 15 / 68 

können, da die Grundwahrheiten in der Simulation bekannt sind. Das Problem ist 
allerdings, dass die Datenvielfalt und Komplexität der Realität und diverser 
Einflussgrößen nur in einem sehr geringen Maße von Simulationen abgebildet werden 
können. Moderne Simulatoren, wie der CARLA-Simulator [21], finden allerdings 
aufgrund besser werdender Fahrzeug-, Verkehrs- und Sensorsimulationen auch für 
KI-Anwendungen immer größeren Zuspruch. Speziell Corner Cases können mit Hilfe 
von Simulatoren gezielt erzeugt, modifiziert und untersucht werden. 
 
Umfeldrepräsentationsformen 
In der Literatur werden Umgebungsmodelle anhand ihres Abstraktionslevels 
klassifiziert [32]. Mit abnehmenden Abstraktionslevel steigt dabei der 
Detaillierungsgrad des Umgebungsmodells, gleichzeitig nimmt allerdings auch der 
damit einhergehende Rechenaufwand sowie Speicherbedarf zu. Zusätzlich beinhalten 
Umgebungsmodelle mit geringem Abstraktionslevel viel irrelevante Information. Hohe 
Abstraktionslevel hingegen besitzen das Risiko, dass für eine hochautomatisierte 
Fahrfunktion die benötigte Güte, Robustheit oder Zuverlässigkeit nicht mehr realisiert 
werden kann. 
 
In der aktuellen Forschung werden unterschiedliche Umfeldrepräsentationen zur 
KI-basierten Situationsprädiktion genutzt. Hierzu zählt die Verwendung von 
Objektlisten [25, 28, 23], mehrschichtigen Rasterkarten [34, 27, 33] sowie 
Mischformen dieser Umgebungsmodelle [31, 26, 35, 18, 30]. Darüber hinaus 
modellieren weitere Ansätze die Interaktionen unter den Verkehrsteilnehmern sowie 
mit der Umgebung in Form von Graphen [37, 36, 29]. 
 
Im Bereich der Situationsprädiktion sind die beiden am häufigsten genutzten Arten von 
Umgebungsmodellen Objektlisten sowie mehrschichtige Rasterkarten (z. B. 
Belegungs- und/oder Freiraum). Bei den beiden Arten handelt es sich um metrische 
Umfeldrepräsentationen. Die Umgebung wird hierbei häufig in einem 
fahrzeugzentrischen Koordinatensystem, welches aus der Vogelperspektive 
betrachtet wird, dargestellt. 
 
Objektlisten repräsentieren hierbei die Umgebung unter Nutzung geometrischer 
Formen (Objekten). Die Objekte können dabei dynamisch (andere 
Verkehrsteilnehmer) als auch statisch (Spurbegrenzungen, Verkehrsschilder oder 
andere dauerhaft stehende Verkehrsteilnehmer, z. B. geparkte Fahrzeuge) sein. Ein 
Objekt wird über einen (geschätzten) Zustand sowie weitere objektspezifische 
Attribute charakterisiert. Der Zustand enthält die physikalischen Größen wie die 
relative Pose zum Ego-Fahrzeug sowie die geometrischen Dimensionen. Bei 
dynamischen Objekten wird der Zustand um die dynamischen Größen, wie zum 
Beispiel die Geschwindigkeit, erweitert. Die Zustandsgrößen selbst werden meist als 
Gaußsche Normalverteilungen modelliert, so dass Objektlisten auch räumliche 
Unsicherheiten abbilden können. Zudem können semantische Informationen wie die 
Objektklasse (z. B. Pkw oder Fußgänger) mit Hilfe von Objektattributen einfach 
ergänzt werden. Ein weiterer Vorteil von Objektlisten ist, dass sie kontinuierlich sind 
und deshalb keine Diskretisierungseffekte aufweisen. Nachteile von Objektlisten sind, 
dass Korrespondenzen zwischen den Sensormessungen und einem bereits erfassten 
Objekt zunächst hergestellt werden müssen, wobei es häufig zu Fehlassoziationen 
kommt. Zudem können sie Freiraum nicht explizit darstellen. Die Repräsentation von 



  
 

 
 
Schlussbericht KISSaF – ZF Active Safety GmbH 16 / 68 

Freiraum ist allerdings für das automatisierte Fahren sicherheitskritisch, da das 
Fahrzeug zwischen unbekanntem und wirklich freiem Raum unterscheiden muss. 
Deshalb werden Objektlisten häufig mit Repräsentationsformen ergänzt, welche den 
Freiraum explizit darstellen können. 
 
Mehrschichtige Rasterkarten repräsentieren die Umgebung des Fahrzeugs mit einer 
finiten Anzahl an Zellen in Form eines 3D Tensors. In den ersten beiden Dimensionen 
wird dabei die räumliche Belegung des Fahrzeugumfelds mit Blick aus der 
Vogelperspektive verortet. Die Belegung wird dabei häufig als Wahrscheinlichkeit 
zwischen 0 und 1 angegeben. Wie bei Objektlisten können auch Rasterkarten einfach 
durch dynamische als auch semantische Informationen erweitert werden. Diese 
Erweiterungen erfolgen durch zusätzliche Schichten in der dritten Dimension des 
3D Tensors. Beispielsweise kann durch die Einführung von drei Schichten eine 
RGB-Farbkodierung der einzelnen Zellen erfolgen. Hierbei kann durch eine bestimmte 
Farbe eine bestimmte Objektklasse oder die Bewegungsrichtung der Belegung kodiert 
werden. Alternativ können dynamische Informationen über eigene Schichten pro 
Zeitschritt repräsentiert werden. Vorteile von mehrschichtigen Rasterkarten sind, dass 
sie eine Low-Level Fusion aller exterozeptiver Sensortechnologien sowie 
hochgenauer Karteninformationen ermöglichen, ohne dabei mit dem 
Korrespondenzproblem umgehen zu müssen. Darüber hinaus ist der große Vorteil, 
dass sie den Freiraum explizit beschreiben können. Als Nachteil ist der Speicherbedarf 
von Rasterkarten zu sehen. Da die Repräsentationsfähigkeit mit der räumlichen 
Auflösung der Rasterkarte korrespondiert, wird ein Mindestbedarf an Speicher 
benötigt, um die Umgebung angemessen zu modellieren. Der Speicherbedarf kann 
allerdings durch Kompressionsmethoden verringert werden. Weitere Nachteile von 
Rasterkarten sind, dass sie unter Diskretisierungseffekten leiden und viele irrelevanten 
Details wie unerreichbaren Freiraum enthalten. 
 
Aktuelle Ansätze zur KI-basierten Situationsprädiktion nutzen neben der lokalen 
Umfelderfassung durch die exterozeptive Sensorik noch zusätzlich hochgenaues 
Kartenmaterial als einen essenziellen a-priori-Informationskanal für die Prädiktion [23]. 
Diese sogenannten HD-Karten beinhalten nicht nur die spurgenauen 
Straßentopologien und Verkehrsregeln, sondern verfügen auch über 
zentimetergenaue Informationen über die Lage der Spurbegrenzungen sowie 
Verkehrsschilder und -ampeln. Dieses detaillierte Vorwissen verbessert die Güte und 
Robustheit der Prädiktion deutlich, da davon ausgegangen werden kann, dass sich die 
Verkehrsteilnehmer innerhalb des Prädiktionszeitraums entlang der Fahrspuren bzw. 
zwischen den Fahrspurmarkierungen bewegen und sich an die Verkehrsregeln 
(Grundannahme) halten werden. Die Voraussetzung für die Nutzung von 
hochgenauen Karten ist eine hochgenaue Lokalisierung des Ego-Fahrzeugs innerhalb 
der Karte, um eine konsistente Fusion mit den Informationen aus den Sensordaten zu 
ermöglichen. 
 
Im Allgemeinen wird bei der KI-basierten Situationsprädiktion die 
Umfeldrepräsentation zunächst einem Encoder-Netzwerk zugeführt, welches die 
relevanten Merkmale einer Situation extrahiert. Die extrahierten Merkmale werden 
anschließend dem Decoder-Netzwerk zugeführt, welches eine multimodale Prädiktion 
aller Verkehrsteilnehmer durchführt. Abhängig von der Wahl des Umgebungsmodells 
werden unterschiedliche Encoder-Netzwerkarchitekturen verwendet.  
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Objektlisten haben den Vorteil, dass sie bereits weit verbreitet im Bereich der Detektion 
und des Trackings anderer Verkehrsteilnehmer eingesetzt werden und praktisch eine 
Standardausgabe von aktuellen Wahrnehmungsalgorithmen sind [23]. Da aufgrund 
des Objekttrackings der Trajektorienverlauf der Objekte bekannt ist, werden häufig 
rekurrente Neuronale Netze (RNN) eingesetzt, welche besonders gut für die 
Verarbeitung von Zeitreihen geeignet sind. Eingesetzte RNN-Architekturen sind 
hierbei Long Short-term Memory (LSTM) [25, 31, 26, 35, 23] sowie Gated Recurrent 
Unit (GRU) [18]. [18] transformieren dabei zunächst alle Objekte der Situation in das 
zentrierte Koordinatensystem des zu prädizierenden Verkehrsteilnehmers bevor sie 
den RNN-Encoder zugeführt werden. Um die Interaktionen der Verkehrsteilnehmer zu 
berücksichtigen, nutzen die Autoren einen Aufmerksamkeits-Mechanismus. Dazu 
werden die Zustände (Position, Geschwindigkeit, Beschleunigung und Orientierung) 
jedes Verkehrsteilnehmers als nächstes von einem RNN in Deskriptoren transformiert, 
welche anschließend über radiale Basisfunktionen zu einer festen Anzahl an erlernten 
Deskriptoren angeglichen werden. Diese Deskriptoren werden zusammen mit dem 
Ego-Deskriptor aggregiert und einem weiteren zweischichtigen RNN zugeführt. Für 
das Erlernen der kontextuellen Informationen der Situation, wie die Straßentopologie 
und Verkehrsregeln führen [18] dem RNN-Encoder zusätzlich einen Bildausschnitt der 
Karte hinzu. Die Ausgabe ist ein hochdimensionaler Merkmalsvektor, welcher in einem 
nächsten Schritt vom Decoder-Netzwerk zur multimodalen Situationsprädiktion 
verwendet wird. 
 
Alternativ basiert die gewählte Umfeldrepräsentation von [27] rein auf mehrschichtigen 
Rasterkarten, um sowohl den dynamischen als auch den statischen Szenenkontext zu 
modellieren. In den ersten beiden Dimensionen werden dabei wie schon erwähnt die 
räumlichen Informationen des Fahrzeugumfelds aus der Vogelperspektive verortet. In 
der dritten Dimension wird der statische sowie der dynamische Inhalt einer festen 
Anzahl an vergangenen Zeitschritten modelliert. Hierbei rendern [27] andere 
Verkehrsteilnehmer mittels orientierter Bounding Box Binärbilder, wobei eine Schicht 
einen Zeitschritt repräsentiert. Zusätzlich ergänzen die Autoren weiteren dynamischen 
und statischen Kontext der Situation durch weitere Schichten im 3D Tensor. Hierzu 
zählen drei Schichten, welche die Straßensemantik mittels RGB-Farbkodierung 
repräsentieren, eine Schicht zur Encodierung des Geschwindigkeitslimits, eine Schicht 
pro Zeitschritt zur Encodierung der vergangenen Ampelzustände sowie eine Schicht, 
welche die Distanz zum Fahrspurrand encodiert. Mit Hilfe von mehrschichtigen 
Rasterkarten lässt sich demnach der räumliche und semantische Kontext einer 
Situation sehr detailliert und flexibel beschreiben. Die Encodierung des resultierenden 
3D Tensors erfolgt anschließend durch faltungsbasierte (convolutional) Neuronale 
Netze (CNN), welche bereits vielfältig in der Bildverarbeitung eingesetzt werden. 
 
Ein Nachteil von mehrschichtigen Rasterkarten ist, dass die Repräsentationsfähigkeit 
abhängig von der Auflösung der Rasterkarte ist, so dass eine entsprechend hohe 
Auflösung (häufig 10 cm – 20 cm pro Pixel) für die gewünschte Güte der 
Situationsprädiktion erforderlich ist. Eine hohe Auflösung führt allerdings zu einem 
hohen Rechenaufwand sowie Speicherbedarf des Netzes. Dies steht im Konflikt zu 
der Echtzeitanforderung und effizienten Ressourcennutzung hochautomatisierter 
Fahrfunktionen. Ein weiterer Nachteil der rasterbasierten Umfeldrepräsentation ist, 
dass die Eingangsdaten häufig zunächst objektbasiert (vektorisiert) vorliegen. Neben 
anderen Verkehrsteilnehmern werden auch hochgenaue Karten durch Objekte (z. B. 
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Polygonzüge) mit Attributen (z. B. Typ: Spurbegrenzung) dargestellt [29]. Ein Rendern 
dieser vektorisierten Form zu Rasterkarten ist demnach ineffizient und führt zudem wie 
zuvor schon beschrieben zu Quantisierungsfehlern. Ein neuer Ansatz in der Literatur 
von [29] repräsentiert die Verkehrsteilnehmer und Kartendaten als Knoten mit 
kontextuellen Attributen innerhalb eines Graphen-basierten Neuronalen Netzes 
(GNN), um die Interaktionen der Verkehrsteilnehmer untereinander sowie mit der 
Umwelt zu modellieren. Dazu werden alle Objekte als Sequenzen von Vektoren 
(Polygonzüge) approximiert. Kartenobjekte wie Spurbegrenzungen werden dazu als 
Polygonzüge mit äquidistanten Punkten repräsentiert. Die Trajektorien anderer 
Verkehrsteilnehmer sowie vom Ego-Fahrzeug werden mit einem festen Zeitintervall 
abgetastet, um die Polygonzüge zu erhalten. Jeder Vektor (Segment) eines 
Polygonzugs wird in einem nächsten Schritt als Knoten in einem Graph repräsentiert. 
Jeder Knoten erhält dabei weitere Attribute wie die Koordinaten des Start- und 
Endpunkts des Vektors sowie weitere Informationen wie die Objektklasse, Zeitstempel 
der Trajektorie oder Karteninformationen wie die Geschwindigkeitsbegrenzung einer 
Spur. Anschließend werden einzelne Subgraphen für jeden Polygonzug erzeugt, 
indem alle Knoten eines Polygonzugs durch Neuronale Netze verknüpft werden. Die 
Polygonzug-Subgraphen werden anschließend innerhalb eines globalen GNN 
vollständig miteinander verknüpft. Die vielversprechenden Ergebnisse zeigen, dass 
die Güte der Situationsprädiktion bei gleichzeitiger Reduzierung der Rechenzeit und 
des Speicherbedarfs verbessert werden kann. Verwandte Arbeiten [36, 37] bestätigen 
die erhöhte Effizienz durch Graphen-basierte Ansätze. 
 
Berücksichtigung von Umwelteinflüssen 
Der Großteil der in der Literatur erwähnten Ansätze zur Erkennung der aktuellen 
Wetterverhältnisse von einem Fahrzeug aus basieren auf einzelnen Kamerabildern. 
Dabei ist die Perspektive, mit dem die Daten aufgenommen wurden und auf welcher 
der Ansatz aufbaut, ein wichtiges Unterscheidungsmerkmal. Teilweise wird von Daten 
ausgegangen, welche aus einer beliebigen Perspektive aufgenommen wurden. 
Hierbei können keine grundsätzlichen Annahmen zur Bildkomposition bzw. Geometrie 
getroffen werden wie bei Aufnahmen aus einem fahrenden Fahrzeug. Darüber hinaus 
werden oft Datensätze aus Webportalen wie Google Bilder oder Flickr gesammelt 
[49 - 52], wobei durch die gezielte Suche nach Stichwörtern wie “sonnig” oder 
“regnerisch” viele stilisierte bzw. nachbearbeitete Bilder erfasst werden, welche eine 
besondere Betonung auf die Wetterverhältnisse legen und somit deutlich leichter zu 
erkennen sind. Solche Ansätze sind somit von geringem Nutzen für die hier 
untersuchte Aufgabenstellung, und deren Ergebnisse nicht vergleichbar. Andere 
Ansätze gehen von einem stationären Einsatz beispielsweise am Straßenrand aus 
[53 - 55], wodurch sich die Erkennung ebenfalls aufgrund der weitestgehend 
konstanten Umgebung stark vereinfacht. 
 
Die erste Kategorie von Vorgehensweisen besteht aus frühen Ansätzen, welche die 
Sichtweite mit der Pixelintensität eines Bildes in Verbindung bringen. Beispielsweise 
wird versucht, den Horizont im Bild zu finden [56, 57]. Durch einen Vergleich mit der 
Höhe des Wendepunktes des vertikalen Intensitätsverlaufes kann die Existenz und 
Intensität von Nebel bestimmt werden. Allerdings erfordern solche Verfahren 
grundsätzlich bestimmte Bedingungen wie eine weite freie Sicht nach vorne. Auch die 
Bestimmung des Horizontes ist grundsätzlich nicht robust. Andere Verfahren zielen auf 
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eine Erkennung von Regentropfen auf der Windschutzscheibe durch 
Mustererkennung [58 - 62]. 
 
Im Laufe der Zeit wechselte der Fokus auf die Verwendung traditioneller Verfahren des 
Machine-Learnings, wofür meistens Features wie Farbhistogramme, Kanten, Kontrast, 
Sättigung, Dark-Channel-Prior [49, 63, 64] oder texturbeschreibende Features wie 
Local-Binary-Pattern oder Gabor Features [65, 66] bestimmt werden. Häufig wird der 
Bildbereich mit einer Region-of-Interest oder einer vorgeschalteten Segmentierung 
eingeschränkt, beispielsweise auf den Himmel für die Erkennung von Wolken [50, 67] 
oder die Straße für das Erkennen von liegendem Schnee [68, 69]. Ein weiterer 
interessanter Ansatz besteht aus dem Extrahieren eines schmalen Rechtecks aus dem 
Straßenbereich, welches für mehrere Bilder in einer Sequenz übereinandergestapelt 
werden, wodurch für ein zeitliches Intervall ein repräsentatives Bild entsteht, auf dem 
Clustering- und Klassifikationsverfahren angewandt werden [70]. 
 
Seit Mitte der 2010er Jahre werden immer häufiger Deep-Learning-Methoden 
angewandt. Manche Ansätze wenden bestehende und etablierte Architekturen auf das 
Problem der Wettererkennung an [62, 71] oder entwerfen einfache eigene 
Architekturen [72, 73]. Teilweise wird versucht, die Genauigkeit durch zusätzliche 
Hilfsaufgaben (auxiliary Tasks) wie Segmentierung von Bildbereichen zu verbessern 
[67, 74 - 76]. Andere Ansätze verwenden spiking neural networks [77], oder eine 
Kombination aus CNN und extrahierten Features [78, 79]. Vereinzelt werden 
bestehende Architekturen für die Aufgabenstellung neu optimiert [80].  
 
Lidarbasierte Untersuchungen und Ansätze sind ebenfalls recht häufig in der Literatur 
zu finden. Eine detaillierte Beschreibung ist in der im Rahmen von KISSaF 
durchgeführten Masterarbeit [81] zu finden. Zu den relevantesten gehört das 
Feature-Engineering für zwei Lidar-Modelle, welches in einer Nebelkammer und 
teilweise im Straßenverkehr erprobt wurde [82]. Auch gibt es Ansätze zur 
Segmentierung von wetterbedingten Reflexionen in den Punktwolken [83]. 
 
Es sind nur wenige radarbasierte Wettererkennung-Ansätze im Kontext einer 
Unterstützung des automatisierten Fahrens bekannt. Generell ist der Radar deutlich 
robuster gegenüber Wettereinflüssen als die anderen ADAS-Sensoren [84 – 86], 
insbesondere bei Nebel lassen sich in manchen Untersuchungen keine Auswirkungen 
erkennen [87]. Dennoch wurde ein mögliches Potenzial für eine Regenerkennung mit 
einem kommerziellen 77-GHz Radar in [87] aufgezeigt, allerdings basieren die 
Untersuchungen auf künstlich erzeugten Regen mit extrem hohen 
Niederschlagsintensitäten (24 und über 50 mm/h). In [88] wird theoretisch hergeleitet, 
dass ein 77-GHz-Radar mit 100 m Reichweite als Regensensor mit einer 
Empfindlichkeit von 0,5 mm/h verwendet werden könnte. Für eine Erkennung des 
Straßenoberflächenzustands (trocken, nass, eisbedeckt, …) wurde ein 24-GHz-Radar 
mit einem Ultraschallsensor in einem jedoch unüblichen Winkel an einem Fahrzeug 
montiert. Ein weiterer Ansatz bestehend aus einer Erkennung und Quantifizierung von 
Regen [89], erfordert das Anzapfen der Signalverarbeitungspipeline, um die Daten vor 
dem Schritt des CFAR-Verfahrens, bei dem rauschende oder irrelevante Detektionen 
herausgefiltert werden, zu verarbeiten. Im vorgestellten Verfahren werden dann 
umgekehrt die Objekte herausgefiltert. Weiterhin beziehen sich die Ausgabewerte des 
Verfahrens auf die Empfangsleistung und lassen sich nicht direkt mit der 
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Niederschlagsintensität z. B. in mm/h in Verbindung bringen. Die vorgestellte 
Evaluation enthält zudem keinen Vergleich mit Referenzwerten, sondern zeigt lediglich 
qualitativ eine Korrelation zu unterschiedlichen Regenintensitäten. 
 
Eine besondere Kategorie von Ansätzen besteht in der gleichzeitigen Schätzung 
mehrerer Größen, beispielsweise wenn gleichzeitig Nebel und Regen vorliegt. Solche 
Ansätze können z. B. der Multi-Label-Klassifikation zugeordnet werden, bei welcher 
einer Aufnahme eine unterschiedliche Anzahl an vordefinierten Labels zugeordnet 
werden (z. B. [sunny] für Bild 1 und [cloudy, rainy] für Bild 2). Bei der 
Multi-Task-Architektur dagegen handelt es sich um ein allgemeineres Framework, bei 
dem mehrere Aufgaben gleichzeitig gelöst werden. Dies kann eine Kombination aus 
Klassifikation und Segmentierung sein, oder eine Kombination verschiedener 
Klassifikationen mit jeweils unterschiedlichen Klassenanzahlen, oder zusätzlich eine 
Kombination mit Regressionen, für eine Quantifizierung der Wettereffekte 
beispielsweise. Multi-Task-Architekturen in diesem Kontext sind z. B. eine 
Multi-Class-Klassifizierung für sowohl Wetter (clear, fog, rain, …) als auch 
Straßenbedingungen (dry, wet, slushy, …) [90] oder die gleichzeitige Erkennung und 
Quantifizierung von Windgeschwindigkeit, Sichtweite, Luftfeuchtigkeit und Temperatur 
[91]. 
 
Ein weiteres Forschungsthema ist die Fusion mehrerer Sensoren für eine verbesserte 
und robustere Erkennung. In [92] wird eine Erkennung des 
Straßenoberflächenzustand (trocken, nass, eisbedeckt, …) basierend auf einer 
Kombination der Daten von Radar und Ultraschallsensor vorgestellt, allerdings mit 
einem Spezial-Anbau am Fahrzeug mit einem unüblichen Messwinkel des Radars auf 
die Straßenoberfläche. Eine Erkennung von Schneefall auf Autobahnen basierend auf 
einer Kombination der Daten von Kamera, externen Sensoren und CAN-Bus-Daten 
wurde in [93] vorgestellt. Darüber hinaus sind keine Ansätze zur Wettererkennung 
basierend auf einer Fusion von ADAS-Sensoren bekannt. 
 
Interaktionsbewusste Trajektorienprädiktion 
In der wissenschaftlichen Literatur ist die Erforschung der Trajektorienprädiktion weit 
verbreitet. Dabei kann ein System zur Trajektorienprädiktion in vier Subsysteme 
unterteilt werden. 
 
Verhaltensencoder. Das erste Subsystem dient der Berechnung eines im Hinblick auf 
die Prädiktion aussagekräftigen Deskriptors. Die Eingabe dieses Subsystems kann 
dabei sowohl einzelne Parameter wie z. B. die Koordinaten des 
Verkehrsteilnehmermittelpunkts [38], als auch semantische, Bild-ähnliche Karten 
umfassen [34]. Dieses System wird überwiegend in Form von Recurrent Neural 
Networks oder Convolutional Neural Networks, als auch in Form einer Kombination 
dieser, realisiert. 
 
Umgebungsencoder. Eine wesentliche Auswirkung auf das zukünftige Verhalten 
eines Verkehrsteilnehmers hat die Umgebung. Die Information, die diese zur 
Trajektorienprädiktion wesentlichen Einflussgrößen der Umgebung beinhaltet, umfasst 
beispielsweise die Straßenführung und die Verkehrsregeln sowohl in Form von 
Straßenschildern und Ampeln als auch impliziten Regelungen wie „rechts vor links“. 
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Zur Berechnung eines Deskriptors durch dieses System werden überwiegend 
Convolutional Neural Networks angewandt [39, 34]. 
 
Interaktionsmodellierung. Die Modellierung der Interaktionen sowohl zwischen den 
einzelnen Verkehrsteilnehmern als auch zwischen der Umgebung und den 
Verkehrsteilnehmern stellt eine der wesentlichen Herausforderungen dar. Besonders 
die variable Anzahl an Verkehrsteilnehmern und das hochgradig nicht-lineare 
Verhalten jedes Einzelnen erhöhen die Komplexität der Aufgabenstellung und 
unterstreichen die Eignung künstlicher neuronaler Netze, die besonders gut geeignet 
sind, um nicht-lineare Zusammenhänge zu modellieren. Die Forschung bezieht sich in 
diesem Gebiet nicht nur auf die Interaktionsmodellierung, sondern auch auf die 
vorgelagerte Identifikation von Verkehrsteilnehmern mit übergeordneter Bedeutung im 
Hinblick auf einen anderen Verkehrsteilnehmer. Diese Identifikation ist in der 
Wissenschaft unter den Begriffen „Social Pooling“ [38, 25] oder „Social Attention“ [39] 
bekannt. Auch zur Modellierung der Interaktion gibt es verschiedene Ansätze, wobei 
wieder Convolutional Neural Networks und Recurrent Neural Networks angewandt 
werden können. Beispielsweise können die den Verkehrsteilnehmer beschreibenden 
Deskriptoren der Realität entsprechend räumlich angeordnet werden und dann mit 
einem Encoder-Decoder Convolutional Neural Network die Modellierung der 
Interaktionen implizit erlernt werden [31]. Ein anderer Ansatz basiert auf der 
Repräsentation der Verkehrsteilnehmer in einem Graphen [40]. Hierbei entsprechen 
die Verkehrsteilnehmer den Knoten und die Verbindung zwischen den einzelnen 
Verkehrsteilnehmern den Kanten. Sowohl Knoten als auch Kanten werden dabei als 
Recurrent Neural Networks realisiert.  
 
Prädiktion der Zukunftsmodi. Neben der Modellierung der Interaktionen ist die 
Prädiktion der Zukunftsmodi von übergeordneter Bedeutung. Im Kern steht hierbei die 
Annahme, dass für einen Verkehrsteilnehmer basierend auf seinem Verhalten zu 
einem bestimmten Zeitpunkt verschiedene Trajektorien in der Zukunft möglich und 
auch plausibel sind. Die in der Wissenschaft angewandten Systeme treffen dabei 
verschiedene Annahmen über die Prädiktion der Zukunft. In einigen Systemen wird 
angenommen, dass immer der richtige Zukunftsmodus prädiziert wird. Solche 
Systeme haben eine unimodale Ausgabe, was bedeutet, dass nur eine zukünftige 
Trajektorie pro Verkehrsteilnehmer berechnet wird [38, 37, 41]. Im Gegensatz dazu 
stehen Systeme mit einer multimodalen Ausgabe. Hierbei werden mehrere zukünftige 
Trajektorien pro Verkehrsteilnehmer berechnet. Diese Systeme wiederrum, lassen 
sich in Systeme mit und ohne eine direkte Interpretation der Wahrscheinlichkeit der 
jeweiligen Trajektorie unterteilen. Bei Systemen mit der Möglichkeit zur Interpretation 
der Wahrscheinlichkeit wird beispielsweise über einer Menge an Ankertrajektorien 
klassifiziert [42, 45] oder ein so genanntes „One-to-Many-Mapping“ angewandt [30]. 
Bei Systemen, in denen keine direkte Interpretation der Wahrscheinlichkeit einer 
Trajektorie möglich ist, finden vor allem Generative Adversarial Nets Anwendung 
[25, 39, 43]. Bei diesen Systemen können Methoden, wie zum Beispiel 
Monte-Carlo-Sampling eingesetzt werden, um die Wahrscheinlichkeitsdichten der 
Trajektorienverteilung solcher Systeme zu approximieren. 
 
Dualismus von Planung und Prädiktion 
Die kombinierte Planung der Bewegung des eigenen Fahrzeugs zusammen mit der 
Bewegung anderer Verkehrsteilnehmer wird für die aktuelle Forschung zunehmend 
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interessanter. Viele Ansätze können hier dem Bereich der Spieltheorie zugeordnet 
werden. Unter der Spieltheorie versteht man die mathematische Modellierung der 
Interaktionen zwischen rationalen Entscheidern.  
 
In vielen aktuellen Veröffentlichungen erfolgt die Problembeschreibung durch einen 
Markow-Entscheidungsprozess. Innerhalb dieser Problembeschreibung wird in jedem 
Zeitschritt eine Aktion gewählt, die ein System in einen anderen Zustand überführt. 
Jedem dieser Übergänge ordnet eine Belohnungsfunktion einen Belohnungswert zu. 
Im Fall von [16] umfasst der Zustand die Geschwindigkeit und Position eines jeden 
Verkehrsteilnehmers. Weiterhin wählt jeder Verkehrsteilnehmer eine Aktion, in diesem 
Fall eine longitudinale Beschleunigung und einen Lenkwinkel. Die Bestimmung der 
Aktionen erfolgt derart, dass die Belohnung für jeden Verkehrsteilnehmer über einen 
Zeithorizont maximiert wird. Der Anwender legt dafür im Vorhinein die Terme der 
Belohnungsfunktion fest. Bewertet wird zum Beispiel der Abstand zu einer Spurmitte 
oder zu anderen Fahrzeugen. Die Gewichtung der einzelnen Terme erfolgt anhand 
einer aufgezeichneten Fahrt in einer Simulationsumgebung mittels Inverse 
Reinforcement Learning. Das automatisierte Fahrzeug erhält eine modifizierte 
Belohnungsfunktion. Diese Modifikation befähigt es den menschlichen Fahrer zu 
einem vorher bestimmten Verhalten zu bewegen, wie zum Beispiel einem 
Spurwechsel. Die optimalen Aktionen für beide Verkehrsteilnehmer werden durch 
einen Gradienten-basierten Optimierungsalgorithmus simultan ermittelt. Dabei 
vermeidet die gewählte Problembeschreibung die Lösung eines mehrstufigen 
Optimierungsproblems. Die betrachteten Szenarien beschränken sich allerdings auf 
die Interaktion zwischen einem menschlichen Fahrer und einem automatisierten 
Fahrzeug. Außerdem erfolgt die Modellierung der Intention des menschlichen Fahrers 
ausschließlich durch eine statische Belohnungsfunktion. 
 
Ein weiterer unberücksichtigter Aspekt ist die Tatsache, dass sich menschliche Fahrer 
kooperativ verhalten können. Diese wollen nicht nur ihre eigene Belohnung 
maximieren, sondern auch die der anderen Verkehrsteilnehmer. Die Veröffentlichung 
[15] addiert deshalb für jeden Verkehrsteilnehmer zu der eigenen Belohnungsfunktion 
die Belohnungsfunktion der anderen Verkehrsteilnehmer hinzu. Ein Gewicht 
entscheidet zwischen der Modellierung von kooperativem und egoistischem Verhalten. 
Um die Problemkomplexität zu verringern werden Aktionen nur für diejenigen 
Verkehrsteilnehmer auf Basis der Belohnungsfunktion bestimmt, die direkt mit dem 
Ego-Fahrzeug interagieren. Das Intelligent Driver Model modelliert das Verhalten aller 
anderen Fahrer. Ein Monte Carlo Suchbaum löst das aufgestellte Planungsproblem, 
sodass schnell eine Lösung zur Verfügung steht, die die Randbedingungen erfüllt. 
Diese Lösung ist aber nicht notwendigerweise optimal und verringert somit die 
Prädiktionsgenauigkeit für die anderen Verkehrsteilnehmer. Im Gegensatz dazu ist bei 
der Problemlösung durch einen Optimierungsalgorithmus eine gültige Lösung erst 
nach der vollständigen Konvergenz in eine optimale Lösung verfügbar. Die Aktionen 
der Verkehrsteilnehmer beschränken sich hier auf high-level Entscheidungen. Dazu 
gehört die Auswahl der Beschleunigung in Fahrbahnrichtung oder die Auswahl einer 
Fahrspur. 
 
[17] bestimmen die Gewichtung für die Anteile der Belohnungsfunktion ebenfalls 
mithilfe von Inverse Reinforcement Learning auf der Grundlage realer Fahrdaten aus 
dem NGSIM Datensatz. Zusätzlich wird online geschätzt, wie kooperativ oder 
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egoistisch sich andere Verkehrsteilnehmer verhalten. Jedem Fahrer wird dazu ein 
sozialer Orientierungswert zugewiesen. In Extremfällen maximiert ein Fahrer entweder 
vollständig seine eigene Belohnung oder die Belohnungen der anderen 
Verkehrsteilnehmer. Ein Optimierungsalgorithmus bestimmt die Schätzung der 
zukünftigen Stellgrößen aller involvierter Fahrzeuge. Die Problemformulierung ist auf 
eine beliebige Anzahl von Verkehrsteilnehmern erweiterbar. Im Gegensatz zu [16] 
können für andere Fahrer ebenfalls Nebenbedingungen während der Optimierung 
berücksichtigt werden. Der beschriebene Ansatz wird anhand des NGSIM 
Datensatzes mit einem nicht-interaktionsbewussten Planungsansatz verglichen. 
Innerhalb dieses Vergleichsansatzes berechnet jeder Verkehrsteilnehmer seine 
eigene, optimale Trajektorie. Alle gehen davon aus, dass jeder Teilnehmer auf der 
derzeit aktuellen Fahrspur verbleibt. Der interaktionsbewusste Ansatz kann die 
Vorhersagegenauigkeit gegenüber der vereinfachten Prädiktion um 25 % verbessern. 
 
Die Berechnung der interaktiven, zukünftigen Trajektorien aller Verkehrsteilnehmer ist 
rechenaufwändig, besonders über einen langen Zeithorizont.  Deshalb nimmt [13] eine 
Unterteilung in einen strategischen und einen taktischen Planer vor. Der strategische 
Planer simuliert eine Interaktion zwischen Verkehrsteilnehmern über einen langen 
Zeithorizont unter vereinfachten Annahmen. Dazu wird die Dimensionalität des 
Zustandsraumes und die Komplexität der Dynamik aller Verkehrsteilnehmer verringert. 
Zustandsraum und Aktionsraum werden diskretisiert und das Problem mittels 
Dynamischer Programmierung für jedes Element des Zustandsraumes gelöst. Die 
Aktionen der anderen Verkehrsteilnehmer sind mit einem Zufallsprozess überlagert, 
um die Unsicherheit in der Modellierung des menschlichen Fahrers zu berücksichtigen. 
Aufgrund des hohen Aufwandes zur Lösung des Problems findet diese offline statt. Die 
Werte der resultierenden, akkumulierten und optimalen Belohnungen werden in einer 
Lookup-Tabelle hinterlegt. Der taktische Planer verwendet einen deutlich kürzeren 
Planungshorizont als der strategische Planer. Dieser nutzt die verringerte 
Problemkomplexität, um Stellgrößen für ein kinematisches Einspurmodell zu 
berechnen. Die Werte aus der Lookup-Tabelle werden der akkumulierten Belohnung 
über den kürzeren Horizont hinzuaddiert. So lässt sich der Planungshorizont 
näherungsweise erweitern, während die Rechenkomplexität gering bleibt. In der 
zitierten Veröffentlichung werden ausschließlich Szenarien mit einem automatisierten 
Fahrzeug und einem menschlichen Fahrer untersucht. Insbesondere die Verwendung 
einer Lookup-Tabelle für die Erweiterung des Prädiktionshorizontes verhindert eine 
Generalisierung auf andere Szenarien. Der Rechenaufwand zur Lösung des 
strategischen Planungsproblems wird als vergleichsweise hoch beschrieben, weshalb 
eine online Lösung in der Form nicht stattfindet. 
 
Alle bis hier beschriebenen Ansätze vernachlässigen, dass die Intentionen der 
anderen Verkehrsteilnehmer nicht exakt bestimmbar sind. [14] verwenden deshalb 
eine probabilistische Problembeschreibung durch einen teilweise beobachtbaren 
Markow-Entscheidungsprozess. Im Unterschied zum Markow-Entscheidungsprozess 
ist der Systemzustand nicht direkt einsehbar, sondern muss über Beobachtungen der 
Umwelt geschätzt werden. Der zu schätzende Zustand besteht aus der Zugehörigkeit 
der anderen Verkehrsteilnehmer zu einem gewünschten Pfad. Mögliche Pfade können 
beispielsweise durch den Straßenverlauf vorgegeben sein. Die Schätzung erfolgt in 
dieser Veröffentlichung mithilfe eines Partikelfilters basierend auf der Beobachtung der 
Position und Geschwindigkeit. Ein Monte Carlo Suchbaum nähert die optimale 
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Beschleunigung des automatisierten Fahrzeuges entlang eines Referenzpfades für 
den aktuellen Zeitschritt. Die Prädiktion der Beschleunigung der anderen 
Verkehrsteilnehmer erfolgt mithilfe eines Trajektorienplaners, so dass sich diese 
regelkonform verhalten und Kollisionen vermieden werden. Der prädizierten 
Beschleunigung wird eine Normalverteilung hinzuaddiert, um der Unsicherheit in der 
Prädiktion anderer Fahrer Rechnung zu tragen. Die probabilistische 
Problemformulierung führt zu einem konservativeren Verhalten des automatisierten 
Fahrzeugs, verringert dafür allerdings die Kollisionswahrscheinlichkeit. Der hier 
vorgestellte Ansatz setzt voraus, dass für jedes Fahrzeug mögliche Referenzpfade 
gegeben sind. Ebenso findet keine datenbasierte Schätzung des Modells anderer 
Verkehrsteilnehmer statt. 
 
Die Beschreibung durch einen teilweise beobachtbaren 
Markow-Entscheidungsprozess wird in [19] für die Planung auf einer mehrspurigen 
Straße verwendet. Dabei beschreibt der nicht beobachtbare Zustand die Intention 
eines anderen Fahrers dem automatisierten Fahrzeug einen Spurwechsel zu 
ermöglichen. Ein Klassifikator bestimmt anhand der Relation der Fahrzeuge 
zueinander und ihrer kinematischen Größen die Wahrscheinlichkeit für eine 
Kooperationsbereitschaft der anderen Fahrer. Dieser wurde dazu mithilfe realer 
Fahrdaten trainiert. Sofern ein Fahrer mit dem automatisierten Fahrzeug kooperieren 
möchte, wählt er das automatisierte Fahrzeug als Vorderfahrzeug und passt 
entsprechend des Intelligent Driver Models seinen Abstand und seine Geschwindigkeit 
an. Die zu planenden Aktionen des eigenen Fahrzeuges bestehen aus der 
longitudinalen Beschleunigung und der lateralen Geschwindigkeit. So ist dieser Ansatz 
in der Lage eine geeignete Lücke für einen Spurwechsel zu identifizieren und diesen 
auszuführen. Im Gegensatz zu [14] kann das eigene Fahrzeug nun sowohl eine 
longitudinale als auch eine laterale Bewegung planen. Allerdings ist auch hier die 
Modellierung der menschlichen Verkehrsteilnehmer im Vergleich zu anderen Arbeiten 
relativ einfach. 
 
[18] demonstrieren eine Möglichkeit die Prädiktion anderer Verkehrsteilnehmer durch 
ein neuronales Netz in einem integrierten Prädiktions- und Planungsansatz zu nutzen. 
In Abhängigkeit der vergangenen Fahrzeugzustände und einer gegebenen 
Beschreibung der Umgebung prädiziert das Netzwerk die interaktionsbewussten 
Wahrscheinlichkeitsdichteverteilungen über zukünftige Trajektorien aller 
Verkehrsteilnehmer. Dabei erfolgt ebenfalls eine Schätzung der Intention. Die 
Besonderheit gegenüber anderen Ansätzen besteht darin, dass die zukünftigen 
Trajektorien beliebiger Fahrzeuge im Vorhinein festgelegt werden können und das 
Verhalten der zu prädizierenden Verkehrsteilnehmer beeinflussen. Die hypothetischen 
Prädiktionen werden genutzt, um mittels Reinforcement Learning oder einem 
Schießverfahren die optimale, interaktionsbewusste Trajektorie des automatisierten 
Fahrzeugs zu bestimmen. Die Veröffentlichung demonstriert anhand eines 
Beispielszenarios, dass das Netzwerk in der Lage ist die optimale Trajektorie des 
Ego-Fahrzeugs zu erlernen. Allerdings kann das Ego-Fahrzeug auch hier nur eine 
Beschleunigung entlang eines Referenzpfades wählen. 
 
Während deterministische Ansätze in der Lage sind Aktionen auf Ebene der 
Fahrzeugstellgrößen zu bestimmen ist die Lösungsmenge probabilistischer 
Problembeschreibungen deutlich kleiner. Letztere zu verwenden erscheint 
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erstrebenswert, da die Intention der anderen Verkehrsteilnehmer nicht beobachtbar 
ist. Einen Prädiktionshorizont von mindestens 10 s betrachtet keine der vorgestellten 
Veröffentlichungen. Zu integrierten Planungsansätzen mit einer KI-basierten 
Trajektorienprädiktion ist die Zahl der Literaturstellen klein. Vorteilhaft dabei ist, dass 
ein solcher Ansatz nicht auf den Entwurf einer Bewertungsfunktion zur Modellierung 
des Verhaltens anderer Verkehrsteilnehmer angewiesen ist. Auf der anderen Seite 
hängt die Qualität der Resultate von der Komplexität des Netzwerkes und dem 
verwendeten Trainingsprozess ab. 
 
Effiziente Nutzung von Trainingsdaten 
Um die Neuronalen Netze trainieren, verifizieren, validieren, und testen zu können, 
werden umfangreiche Datensätze benötigt. Im Kontext des automatisierten Fahrens 
existieren hierfür bereits eine Vielzahl an Datensätzen. Diese beinhalten die 
aufgenommenen Daten durch Sensorik, die zur Bereitstellung der Annotierung 
(Ground Truth Label) verwendet wurden.  Den Großteil des Aufwandes zum Erstellen 
eines solchen Datensatzes stellt das typischerweise manuelle Annotieren der Daten 
dar. Das macht die effiziente Nutzung von Trainingsdaten umso wichtiger, weshalb im 
Rahmen dieses Projekts Methoden wie Transfer Learning, Corner Case Detection, und 
Active Learning eine besondere Bedeutung zukommt. 
 
Transfer Learning 
Im Transfer Learning wird untersucht, ob ein bereits trainiertes Modell, welches auf 
einem Datensatz oder mehreren Datensätzen bereits vielversprechende Resultate 
liefert, nun auch im Kontext eines anderen Datensatzes funktionieren kann. Aufgrund 
der typischerweise limitierten Generalisierungseigenschaften sind für diese 
Übertragung normalerweise zusätzliche Daten der neuen Domäne notwendig. Man 
unterscheidet zwischen überwachtem und unüberwachtem Transfer [44, 45]. Im Falle 
des überwachten Transfers, sind die Daten annotiert und können im Rahmen eines 
überwachten Lernverfahrens genutzt werden. Beim unüberwachten Transfer stehen 
zwar Daten der neuen Domäne zur Verfügung, nicht jedoch deren Annotation. Eine 
weitere Unterscheidung ergibt sich durch die Frage, ob das Modell nach dem Transfer 
auch in den bisherigen Domänen noch funktionieren muss, oder ob es ausreicht, dass 
das gelernte Modell nur in der neuen Domäne funktioniert.  
 
Corner Case Detection 
Die Erkennung von Straßenszenen setzt eine Definition der zu erkennenden Klassen 
voraus. Typischerweise wird eine vorabgestimmte Anzahl von Klassen angelernt [46]. 
Die Auswahl der Klassen ist dabei nicht unproblematisch, da selten auftretende 
Objekte vernachlässigt werden. Dies führt zu komplexen Anforderungen an 
Bilderkennungsalgorithmen in nicht semantisch abgeschlossenen Welten, die einen 
besonders hohen Grad an Generalisierung der Eigenschaften durch den Algorithmus 
erfordert. Da in einer offenen Welt Objekte auftreten, die sowohl bekannten als auch 
unbekannten semantischen Kategorien angehören können, stellt sich die 
Herausforderung der Zuordnung von Objekten zu einer unbekannten Kategorie.  
 
Active Learning 
Ein möglicher Lösungsansatz für die Erkennung der Corner Cases ist das aktive 
Lernen (Active Learning). Der Ansatz basiert dabei auf der Identifikation von 
Datenpunkten oder latenten Merkmalsräumen zur Performanzsteigerung sowie der 
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Generierung zusätzlicher Datenpunkte für effizienteres Lernen. Die Idee hier ist, dass 
KI-Verfahren zunächst mit einfachen Trainingsdaten zu konfrontieren und die 
Schwierigkeit, gemessen an der Güte der Prädiktion einzelner Beispiel-Datenpunkte, 
im Laufe des Trainings zu erhöhen. Beim Active Learning entscheidet der Algorithmus 
selbst, welche Daten er als nächstes präsentiert bekommen möchte. Anhand von 
geeigneten Kriterien wie Diversität und Unsicherheit wird dabei gezielt nach Beispielen 
gesucht, deren Label den Lernerfolg wahrscheinlich befördern würde, um schließlich 
genau dieses Label manuell annotieren zu lassen (human-in-the-loop). Die Strategie, 
die der Auswahl der zu labelnden Daten zu Grunde liegt, wird als Akquisitionsstrategie 
oder Querystrategie bezeichnet. Besonders populär sind hier unsicherheitsbasierte 
Querystrategien [47, 48]. Es stellt sich jedoch allgemein die Frage, wie eine fundierte 
Querystrategie aussehen sollte. 
 
Validierung von ADAS und AD Fahrfunktionen 
Die Verifikation und das Validieren von Fahrfunktionen für automatisiertes Fahren 
stellen komplexe Aufgaben dar und sind aktuell Gegenstand der Forschung. Es ist 
absehbar, dass die Verifikation und Validierung von automatisierten Fahrfunktionen in 
Zukunft bis zu 15 % der Wertschöpfung ausmachen [4]. Mit der PEGASUS-Methode 
zur Validierung von automatisierten Fahrfunktionen nach SAE-Level 3 gibt es bereits 
einen generischen Ansatz zur automatisierten Überprüfung (Verifikation und 
Validierung) [5]. Verifikations- und Validierungsmethoden für automatisierte 
Fahrfunktionen der SAE-Level 4 und 5 werden aktuell in den Projekten VV-Methoden 
sowie SET Level4to5 erforscht [6, 7]. 
 
Assistenzsysteme erhalten aktuell ihre Typengenehmigung auf Basis des 
UN/ECE-Übereinkommen vom 20. März 1958 (aktuell Rev. 3 von 2017), dessen 
Regularien in regelmäßigen Intervallen aktualisiert werden [8]. LSS-Systeme und die 
Spezifikation des Testablaufs sind bspw. in ECE 79 definiert [9]. Diese Regularien 
prüfen den aktuellen Stand der Technik. 
 
Innerhalb dieser Regelung beschränken sich die Prüfungen auf die Möglichkeit einen 
Spurwechsel zum Zeitpunkt der Anfrage sicher starten zu können. Es wird nicht 
geprüft, ob dadurch eine neue potenziell sicherheitskritische Situation entstehen kann. 
 
Darüber hinaus gibt es verbrauchernahe Testorganisationen, welche unabhängig 
Testprotokolle zur Verifikation und Validierung der Fahrzeugsicherheit definieren und 
Fahrzeuge auf Basis dieser Protokolle prüfen und im Anschluss eine Bewertung 
abgeben, an der sich Verbraucher orientieren können. Im Kontext der hier 
beschriebenen Aktivität sind die Testprotokolle von Euro-NCAP relevant und haben 
überdies maßgeblich Einfluss bei der Entwicklung dieser Systeme. 
 
Sowohl UN/ECE als auch Euro-NCAP haben Initiativen zur Entwicklung von 
Testszenarien für AD-Systeme gestartet, jedoch liegen derzeit keine konkreten 
Ergebnisse vor [10], oder diese beziehen sich auf die Nutzung aktuell auf dem Markt 
verfügbarer SAE-Level 2 Systeme [11]. Hierbei ist absehbar, dass aufgrund der 
Komplexität verbrauchernahe Testprozeduren erst nach Markteinführung 
automatisierter Fahrfunktionen fertig entwickelt, sein werden [12].  
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2. Gesteckte und erreichte Ziele 
 
Im Folgenden werden die von ZF erbrachten Beiträge zur Erreichung der Ziele der 
Teilprojekte in KISSaF und den jeweiligen APs zusammengefasst. Technische Details 
zu möglichen Verzögerungen bei den einzelnen Arbeitspaketen finden sich im 
Erfolgskontrollbericht. 
 
Das übergeordnete Ziel von KISSaF bestand darin, eine allgemeine Szenenprädiktion 
für Fahrfunktionen zukünftiger ADAS- und AD-Systeme zu entwickeln. Hauptaufgaben 
von ZF DUS bestanden dabei zusammengefasst in folgenden Punkten:  

• TP 1: Unterstützung des Messfahrzeugaufbaus und der Verarbeitung von 
Signaldaten 

• TP 2: Definition von Schnittstellen des Umfeldmodells 

• TP 3: Definition von Laufzeit-Anforderungen an maschinell gelernte Modelle 

• TP 4: Anbindung der Szenenprädiktion an Fahrfunktionen und ihrer Evaluation 

• TP 5: Übergeordnetes Projektmanagement in der Rolle des Konsortialführers  

Die von ZF DUS erbrachten Beiträge in den verschiedenen Teilprojekten beruhen auf 
umfangreichen vorherigen Erfahrungen ZFs mit der Funktions- und 
Software-Entwicklung im Bereich ADAS/AD sowie technischen Werkzeugen, die für 
KISSaF genutzt bzw. angepasst werden konnten. 
 

 
Abbildung 2: ADAS/AD-Software im Fahrzeug und in der Resimulation 

 
Für ein besseres Verständnis der folgenden Ausführungen zeigt Abbildung 2, wie 
Signaldaten vom Prototypen-Fahrzeug von der ADAS/AD-Software in verschiedenen 
Kontexten der Funktionsentwicklung bei ZF DUS verarbeitet und Ausgaben der 
Software für die Evaluation genutzt werden. Daten der Sensoren (z. B. von der Kamera 
und den Radaren) bzw. vom Fahrzeug werden über den CAN-Bus oder Ethernet 
übermittelt. Die Daten können von einer Software-Plattform im Fahrzeug ausgelesen, 
interpretiert und an die ADAS/AD-Software, welche die eigentlichen Fahrfunktionen 
realisiert, weitergegeben werden. Die Ausgaben der ADAS/AD-Software, die im 
Wesentlichen Steuerbefehle für die Controller oder Informationen für ein HMI 
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darstellen, werden im Fahrzeug selbst wiederum über den CAN-Bus oder Ethernet an 
die entsprechenden Hardware-Komponenten weitergegeben. Zum Zwecke späterer 
Auswertungen mittels Resimulation können Daten außerdem im Prototypen-Fahrzeug 
geloggt werden. Das von ZF entwickelte Resimulationswerkzeug erwartet die Daten 
dabei in einem spezifischen strukturierten Format, welches die Gesamtdatenmenge 
reduziert und die Signaldaten so für eine effiziente weitere Verarbeitung handhabbar 
macht. Die Ausgaben von Software-Komponenten während der Resimulation können 
dann wiederum gemeinsam mit Referenzdaten, die etwa von Lidaren stammen, in 
Tests für die Berechnung von Funktions-KPIs genutzt werden. 
 
Zur Erreichung der in KISSaF gesteckten Ziele wurden bereits existierende 
Werkzeuge bzw. die von ZF DUS außerhalb von KISSaF entwickelte 
ADAS/AD-Software speziell für KISSaF angepasst, erweitert oder es wurden gänzlich 
neue Werkzeuge im Kontext der existierenden Datenverarbeitungslandschaft 
entwickelt: 

• Im Rahmen von AP 1.1 hat ZF DUS den Aufbau des Messfahrzeugs durch den 

Partner INGgreen unterstützt. Dazu gehörte die Weitergabe von Informationen 

zu Einbaupositionen, Ausrichtung und Verkabelung der Sensoren und deren 

Inbetriebnahme. Außerdem wurden die Konfiguration des Logging-Systems 

und die Programmierung eines Gateways für Fahrzeugdaten unterstützt. 

• In AP 1.3 hat ZF DUS die Konvertierung von Rohdaten in ein von allen Partnern 

lesbares strukturiertes Format durch Entwicklung einer Konvertierungssoftware 

unterstützt. 

• Für AP 2.1 wurden Schnittstellen zwischen der von ZF DUS entwickelten 

ADAS/AD-Software und dem in TP 2 entwickelten Umfeldmodell definiert. 

• Für AP 3.1 wurden Anforderungen an die maximale Laufzeit und an den 

maximalen Speicherverbrauch der bei ZF DUS zu integrierenden Modelle für 

die Szenenprädiktion an ZF AI Lab weitergegeben. 

• In AP 4.3 wurden das in TP 2 entwickelte Umfeldmodell und die in AP 3.1 

entwickelten neuronalen Netze für die allgemeine Szenenprädiktion in die 

existierende ADAS/AD-Software bei ZF DUS integriert. 

• In AP 4.4 wurde basierend auf in AP 4.1 entwickelten Ideen für die 

Repräsentation von Szenen bzw. Szenarien ein neuartiges Testframework 

speziell für KISSaF entwickelt. 

Im Folgenden werden die zuvor grob geschilderten von ZF erbrachten Arbeiten zur 
Erreichung der Ziele in KISSaF und die Ergebnisse auf Ebene der einzelnen 
Teilprojekte und dazugehörigen APs im Detail dargestellt. 
 

2.1 TP 1 – Messfahrzeug Aufbau und Datengewinnung 

Das Hauptziel von TP 1 bestand in dem Aufbau eines Messfahrzeugs für die 
Gewinnung von Daten, welche zur Entwicklung des Umfeldmodells in TP 2, die 
Entwicklung der KI-basierten Szenenprädiktion in TP 3 und die Evaluation in TP 4 
genutzt werden konnten. Dabei gliedert sich TP 1 in drei Arbeitspakete, nämlich den 
eigentlichen Messfahrzeugaufbau (AP 1.1), in die Datenaufnahme (AP 1.2) und die 
Datenaufbereitung (AP 1.3). Die Hauptaufgaben von ZF DUS bestanden in der 
Unterstützung des Messfahrzeugaufbaus auf Basis des in Vorarbeiten gewonnen 
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Wissens und der Spezifikation von aufzuzeichnenden Signalen bzw. Szenarien. Im 
Folgenden sind die Schwerpunkte und Ergebnisse der einzelnen Arbeitspakete aus 
Sicht von ZF DUS detailliert beschrieben. 
 

 
Abbildung 3: Abbildung des Sensorsetups 

(blau: Kamera, gelb: Corner SRR, orange: -grün: front MRR, lila: Objekt-LIDAR ). 

 

2.1.1 AP 1.1 – Messfahrzeugaufbau  

ZF DUS hat den Aufbau des Messfahrzeugs (siehe Abbildung 3) unterstützt. Zu 
Beginn des Projekts wurden Definitionen für die zu verwendenden Sensoren und 
Beschreibungen der Schnittstellen abschließend spezifiziert. An den Partner INGgreen 
wurden Informationen zu den Einbaupositionen der Sensoren und anderen 
Hardware-Komponenten weitergegeben. Die Inbetriebnahme der Sensoren aus 
Abbildung 3 und die Konfiguration des Loggingsystems wurde bestmöglich unterstützt. 
 

2.1.2 AP 1.2 – Datenaufnahme 

In Moderation durch ZF DUS wurden gemeinsam mit allen Partnern die relevanten 
Signale für die Datenaufnahme spezifiziert sowie Metadaten zur Verwaltung der 
aufgenommenen Daten in einer Datenbank. Der in AP 4.1 entwickelte 
Szenarienkatalog (siehe Abschnitt 2.4.1) kann als Spezifikation für die einzufahrenden 
Szenarien bzw. die Umgebung angesehen werden, in welchen diese auftreten.  



  
 

 
 
Schlussbericht KISSaF – ZF Active Safety GmbH 30 / 68 

2.1.3 AP 1.3 – Aufbereitung der Daten 

Die Aufgabenstellung von AP 1.3 bestand darin, die vom Messfahrzeug über das 
Logging-System aufgezeichneten Signale aufzubereiten und allen Partnern in einem 
einheitlichen Format für die weitere Datenverarbeitung zur Verfügung zu stellen. 
 
Ursprünglich war eine Beteiligung von ZF DUS an diesem Arbeitspaket nicht 
vorgesehen. Allerdings erschien ein Rückgriff auf die Expertise von ZF DUS im Laufe 
des Projekts sinnvoll, da von ZF DUS in der Vergangenheit bereits eine 
Konvertierungssoftware entwickelt wurde, die mit einigen Anpassungen Daten in 
einem einheitlichen Format für alle Projektpartner zur Verfügung stellen konnte. 
 
Wie sich in der Funktionsentwicklung von ZF DUS gezeigt hat, sind die vom 
Logging-System aufgezeichneten im Rohformat vorliegenden Messdaten im 
Dateiformt MDF für eine effiziente nachfolgende Datenverarbeitung aufgrund ihrer 
Größe schwer zu handhaben. Die von ZF DUS entwickelte Konvertierungssoftware 
reduziert daher die in den MDF-Dateien gespeicherten Rohdaten auf die zur 
Entwicklung benötigten Informationen und überführt diese in von ZF DUS definierten 
einheitlichen Datenstrukturen pro Sensor in dem für eine effiziente strömende 
Datenverarbeitung besser geeigneten Container-Format HDF. Dieses kann über den 
Einsatz entsprechender OpenSource-Bibliotheken gelesen werden. Außerdem führt 
die Konvertierungssoftware Transformationen durch, welche Signale von Sensoren 
mit unterschiedlichen Ausrichtungen (d. h. Einbauwinkeln und Positionen am 
Fahrzeug) zur weiteren Prozessierung vereinheitlicht. 
 
Da die Sensorik des Messfahrzeugs in KISSaF und ihre Konfiguration große 
Ähnlichkeiten mit der von ZF DUS in Prototypenfahrzeugen genutzten 
Sensorkonfiguration aufweist, konnte für die Konvertierung der Signaldaten 
weitestgehend die von ZF DUS zuvor bereits entwickelte Konvertierungssoftware 
genutzt werden. Diese musste allerdings noch auf die spezifischen Versionen, 
Positionen und Ausrichtungen der Sensoren hin angepasst werden. Außerdem war es 
nötig, bestimmte Teile der Software so zu modifizieren, dass Intellectual Property 
Rights von anderen mit ZF DUS kooperierenden Partnern gewahrt bleiben. Die 
Software wurde nach Modifikation sodann INGgreen zur nachfolgenden Konvertierung 
aller Messdaten übergeben. Die resultierenden Dateien wurden dann allen Partnern 
von INGgreen intern zum Herunterladen zur Verfügung gestellt. 
 

2.2 TP 2 – Umfeldrepräsentation 

Im Teilprojekt TP 2 sollte eine skalierbare Umfeldrepräsentation entwickelt werden, 
welche alle räumlichen, semantischen und regulatorischen Merkmale einer Situation 
aus Sensordaten, hochgenauen Karteninformationen sowie Umwelteinflüssen in 
idealer Weise für die Szenenprädiktion vereint. Das Teilprojekt besteht dabei aus fünf 
Arbeitspaketen. Die Aufgaben von ZF DUS bestanden in der Definition von 
Schnittstellen für die skalierbare Umfeldrepräsentation (AP 2.1) und für die Integration 
hochgenauer Karteninformationen (AP 2.2).  
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2.2.1 AP 2.1 – Skalierbare Umfeldrepräsentation 

Für die Entwicklung des Umfeldmodells hat ZF DUS zu Beginn des Projekts eine Liste 
von Signalen erstellt und weitergegeben, die vom Umfeldmodell entgegengenommen 
werden sollen. Eine Beschreibung des zuvor im Kontext von AP 1.3 erwähnten 
Container-Formats HDF und der darin enthaltenen Datenstrukturen, die das 
Umfeldmodell verarbeiten sollte, wurden später im Projekt ebenfalls an den Partner 
RST (Lehrstuhl für Regelungs- und Systemtechnik, TU Dortmund) weitergegeben. Die 
Ausgabeschnittstelle zur Anbindung an Fahrfunktionen der ADAS/AD-Software wurde 
spezifiziert. 
 

2.2.2 AP 2.2 – Integration hochgenauer Karteninformationen  

Für die Integration hochgenauer Karteninformationen haben Treffen zwischen ZF DUS 
und dem RST stattgefunden. Welche Informationen der HD-Karten als Ausgaben des 
Umfeldmodells an Fahrfunktionen bzw. für die Evaluation weitergegeben werden 
sollen, wurde spezifiziert. 
 

2.3 TP 3 – Situationsprädiktion 

Die Zielsetzung von TP 3 bestand in der Entwicklung einer Szenenprädiktion, welche 
das Verhalten anderer Verkehrsteilnehmer in der Zukunft mit verschiedenen 
Prädiktionshorizonten vorhersagt. Für ZF DUS und die Evaluation der 
Szenenprädiktion in TP 4 war insbesondere das Arbeitspaket zum überwachten 
Lernen (AP 3.1) relevant, da die Modelle, welche in diesem Arbeitspaket für die 
Autobahn und die Stadt entwickelt wurden, im Kontext von Fahrfunktionen evaluiert 
und das beste Modell bestimmt werden sollte.  
 

2.3.1 AP 3.1 – Überwachtes Lernen 

Von ZF DUS wurde eine Spezifikation für die maximale Durchlaufzeit der 
Szenenprädiktion und den Speicherbedarf an das ZF AI Lab weitergegeben. Dabei hat 
sich ZF DUS an der spezifischen Zykluszeit der ADAS/AD-Software von 50 ms 
orientiert. Prinzipiell reicht es, wenn die Szenenprädiktion alle fünf Zyklen (d. h. jeweils 
nach höchstens 250 ms bei einer Maximalgeschwindigkeit von 130 km/h) eine 
Vorhersage der Trajektorien aller Verkehrsteilnehmer in der Umgebung oder 
zumindest einer für die Fahrfunktion relevanten Untermenge von Verkehrsteilnehmern 
in der Umgebung liefert. In AP 4.3 konnte nachgewiesen werden, dass die 
Szenenprädiktion die genannten Vorgaben im Wesentlichen erfüllt (siehe 
Abschnitt 3.4.3).  
 

2.4 TP 4 – Evaluation 

Das Teilprojekt für die Evaluation (TP 4) hatte zum Ziel, die in AP 3.1 entwickelten 
Modelle für die Szenenprädiktion im Kontext verschiedener Szenarien und 
Fahrfunktionen auszuwerten. Dazu waren in AP 4.1 ein Szenarienkatalog zu erstellen 
und Kriterien (Key Performance Indicators, KPIs) für die Auswertung zu definieren. In 
AP 4.2 sollten Referenzmodelle identifiziert und implementiert werden. In AP 4.3 galt 
es, die Szenenprädiktion in die bestehende Software bei ZF DUS zu integrieren und 
mit Fahrfunktionen zu verknüpfen. In AP 4.4 sollten schließlich die besten Modelle für 
die Szenenprädiktion bestimmt werden. Die Aufgabe von AP 4.5 bestand darin, die 
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Standardisierung der Validierung einer KI-basierten Szenenprädiktion bzw. damit 
verbundener Fahrfunktionen zu untersuchen. 
 

2.4.1 AP 4.1 – Szenarienkatalog und KPIs  

Zu Beginn des Projekts wurde von allen Partnern gemeinsam ein Szenarienkatalog für 
die Autobahn entwickelt, welcher Fahrfunktionen und dazugehörige Szenarien 
auflistet, in denen die in KISSaF entwickelte Szenenprädiktion evaluiert werden sollte. 
Später wurden zusätzlich wie geplant für das Projekt relevante städtische Szenarien, 
Fahrfunktionen und KPIs beschrieben. Als hauptverantwortlicher Partner für das 
Arbeitspaket und Konsortialführer hat ZF DUS hier die Moderation und die eigentliche 
Erstellung des Katalogs übernommen. 
 

Grundbegriffe und Definitionen 

Die im Projekt entwickelten Szenarienkataloge für die Autobahn und die Stadt führen 
zunächst wichtige Begriffe ein bzw. beschreiben, wie diese im Kontext des Projekts zu 
verstehen sind, z. B. das Koordinatensystem, in dem die Positionen statischer und 
dynamischer Objekte repräsentiert werden, eine Unterscheidung zwischen 
Situationen, Szenen und Szenarien, sowie Definitionen bestimmter Manöver des 
Ego-Fahrzeugs bzw. anderer Verkehrsteilnehmer, wie etwa Spurwechsel. Die 
wichtigsten Begriffe und Abkürzungen sollen hier im Folgenden kurz dargestellt 
werden. 
 
Positionen von Objekten werden grundsätzlich relativ zur Mitte der vorderen 
Stoßstange des Ego-Fahrzeugs angegeben, und zwar mit positiven Koordinaten links 
vom Ego-Fahrzeug (bzw. negativen rechts vom Ego-Fahrzeug) für die laterale Position 
und positiven Koordinaten vor dem Ego-Fahrzeug (bzw. negativen hinter oder neben 
dem Ego-Fahrzeug) für die longitudinale Position. 
 
Dynamische Objekte, d. h. in diesem Fall andere Verkehrsteilnehmer, verfügen zudem 
über eine laterale und longitudinale Geschwindigkeit, eine Klassenzuordnung (z. B. 
„PKW“, „LKW“, „Fahrrad“, „Motorrad“ oder „Fußgänger“) und ggf. eine Spurzuordnung. 
Dabei können die unmittelbaren linken und rechten Nachbarspuren bzw. die 
übernächsten Spuren betrachtet werden. Zudem können Verkehrsteilnehmern feste 
Rollen in Relation zum Ego-Fahrzeug zugewiesen werden (z. B. erstes Fahrzeug auf 
der linken Spur vor dem Ego-Fahrzeug). 
 
Statische Objekte, z. B. Spuren, werden über Spurmarkierungen definiert, die eine 
relative Position zum Ego-Fahrzeug, unterschiedliche Typen und Farben aufweisen. 
Ebenso können in einer Szene unterschiedliche Typen von Verkehrsschildern 
vorhanden sein und ggf. auch Lichtsignalanlagen. 
 
Neben Objekten lässt sich auch die Umgebung um das Ego-Fahrzeugs generell 
beschreiben, z. B. über eine Zuordnung zum städtischen bzw. ländlichen Bereich oder 
der Autobahn und die Auflistung von Lichtverhältnissen und Wetterbedingungen. 
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Situationen, Szenen, Szenarien und Ereignisse 

Eine Situation beschreibt die Konstellation aller statischen und dynamischen Objekte 
zu einem bestimmten einzelnen Zeitpunkt. In einer Log-Datei würde dies den an einem 
bestimmten Messzeitpunkt aufgenommenen Daten entsprechen. Eine Szene 
wiederum ist eine Folge von Situationen über die Zeit. Ein Szenario ist eine Menge 
von Szenen, welche bestimmte Eigenschaften gemeinsam haben, z. B. die Menge 
aller Szenen, in denen das Ego-Fahrzeug einen Spurwechsel durchführt. Ereignisse 
werden über Bedingungen definiert, die zu einem bestimmten Zeitpunkt vorliegen, 
etwa das Einschalten des Blinkers oder das Überschreiten einer Spurmarkierung. 
Sinnvolle Anfangs- und Endzeitpunkte von Szenen lassen sich so z. B. über 
entsprechende dazugehörige Ereignisse definieren. 
 
In der Industrie ist es üblich, eine endliche Menge zu evaluierender Szenarien im 
Vorhinein in der Form von Katalogen aufzulisten. Dabei werden die Szenarien z. B. 
textuell und über Abbildungen beschrieben und es werden zu variierende Parameter 
(wie die Geschwindigkeiten von Fahrzeugen) festgelegt. 
 
Genauere Überlegungen haben zu der Erkenntnis geführt, dass die zuvor 
beschriebene Vorgehensweise für die Evaluation einer KI-basierten allgemeinen 
Szenenprädiktion höchstwahrscheinlich nicht zielführend ist. Zum einen ergeben sich 
insbesondere durch die Hinzunahme von Umgebungsmerkmalen so viele mögliche 
unterschiedliche Variationen von Szenarien, dass eine hinreichende Auflistung sehr 
schwierig erscheint. Zum anderen lässt sich im Vergleich zu regelbasierten Systemen, 
deren Schwachpunkte ggf. bekannt sind, im Vorhinein schlecht sagen, auf welchen 
Szenarien eine KI schlecht abschneiden wird. Ebenso müssen Szenarien, die für 
Menschen problematisch bzw. schwierig sind, nicht unbedingt solche sein, die für eine 
KI ein Problem darstellen und umgekehrt. 
 
Zusätzlich zur Definition einzelner zu evaluierender Szenarien basierend auf 
Hintergrundwissen werden Szenen in KISSaF aus vorgenannten Gründen über eine 
Vielzahl von Merkmalen beschrieben. Speichert man die Werte der Merkmale für jede 
Szene in einer Datenbank, zusammen mit zur Szene gehörigen KPIs, so lassen sich 
Szenarien im Nachhinein äußerst flexibel über Abfragen beschreiben und die KPIs für 
Szenarien dynamisch basierend auf den für die Szenen gespeicherten KPIs 
berechnen (siehe auch AP 4.4). Insbesondere lassen sich durch Ansicht der Merkmale 
und Korrelation mit den KPIs möglicherweise Regeln finden, welche genau solche 
Szenarien beschreiben, in denen die Szenenprädiktion schlecht abschneidet. 
 

Beschreibung von Szenen über Merkmale 

Es wurden 228 grundsätzlich unterschiedliche Arten von Merkmalen für die 
Beschreibung von Szenen definiert, die sich grob zusammengefasst folgenden 
Gruppen zuordnen lassen: 

• Merkmale zur Zeit (z. B. Tageszeit, Wochentag, Monat), 

• Merkmale zur Umgebung (z. B. Umgebungstyp, wie „Autobahn“, „Landstraße“ 

und „Stadt“, Licht- und Wetterbedingungen, etc.), 

• Merkmale zu Spuren (z. B. ob Spuren existieren, Spurbreite, Eigenschaften der 

linken und rechten Markierungen), 
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• Merkmale zu Verkehrsschildern (insbesondere die Information, ob bestimmte 

Typen von Schildern in der Szene auftauchen oder nicht), 

• Merkmale zum Ego-Fahrzeug (z. B. longitudinale und laterale Geschwindigkeit) 

und 

• Merkmale zu anderen Verkehrsteilnehmern für ganze Spuren oder Fahrzeuge 

in spezifischen Rollen (z. B. die durchschnittliche Anzahl von Fahrzeugen pro 

Spur in einer Szene, die Startpositionen und Geschwindigkeiten von 

Fahrzeugen in spezifischen Rollen zu Beginn einer Szene, etc.). 

Aufgrund der Erfassung der gleichen Arten von Merkmalen für verschiedenen Spuren 
und Rollen zu verschiedenen Zeitpunkten innerhalb einer Szene ergeben sich so 
insgesamt etwas über 1.600 Merkmale zur Beschreibung einer einzelnen Szene. 
Beispielsweise werden für die longitudinale Geschwindigkeit von 30 Fahrzeugen, 
welche das Ego-Fahrzeug umgeben, der Mittelwert, die Standardabweichung, so wie 
Minimum und Maximum über den Verlauf der Szene berechnet, bzw. die Werte zu 
Beginn und Ende der Szene angegeben, so dass sich allein für eine Größe  
30 ∙ 6 = 180 Merkmale ergeben. 
 

Fahrfunktionen 

Als relevante zu evaluierende Fahrfunktionen auf der Autobahn wurden identifiziert: 

• Lead Vehicle Following: Die Funktion, die Spur zu halten und dabei einem 

vorausfahrenden Fahrzeug zu folgen, könnte unter Umständen 

vorausschauend das Einscheren (Cut-Ins) und Ausscheren (Cut-Outs) anderer 

Verkehrsteilnehmer in bzw. aus der Ego-Spur mittels der allgemeinen 

Szenenprädiktion erkennen und über eine rechtzeitige Anpassung der eigenen 

Geschwindigkeit die Sicherheit der Fahrfunktion erhöhen. 

• Automatisierter Spurwechsel: Die Funktion, automatisiert die Spur zu 

wechseln, könnte mittels der allgemeinen Szenenprädiktion unter Umständen 

vorausschauend erkennen, dass die vorgeschriebenen Sicherheitsabstände zu 

Fahrzeugen auf der Zielspur zum geplanten Zeitpunkt des Spurwechsels nicht 

eingehalten werden können. Daraufhin könnte ggf. eine andere Lücke für den 

Spurwechsel ausgewählt oder der Fahrer darüber informiert werden, dass keine 

Möglichkeit für einen Spurwechsel besteht. Insbesondere sollte sich durch die 

proaktive Vorhersage des Fahrverhaltens anderer für den Spurwechsel 

relevanter Fahrzeuge im Gegensatz zu einer rein reaktiven Vorgehensweise die 

Sicherheit der Fahrfunktion erhöhen lassen, da der Spurwechsel zu einem 

früheren Zeitpunkt abgebrochen werden kann oder gar nicht erst begonnen 

wird. Die Funktion des automatisierten Spurwechsels ist insofern zentral, als sie 

die Grundlage für die Realisierung weiterer höherwertiger Fahrfunktionen wie 

das automatisierte Überholen vorausfahrender Fahrzeuge, das automatisierte 

Abfahren von der Autobahn bzw. den automatisierten Wechsel von Autobahnen 

und die übergeordnete Funktion des automatisierten Folgens einer 

Navigationsroute darstellt. 
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Die zuvor genannten automatisierten Fahrfunktionen für die Autobahn lassen sich 
prinzipiell auch im städtischen Umfeld evaluieren. In der Stadt muss dabei die 
Vorhersage aufgrund geringerer Spurbreiten allerdings tendenziell genauer sein. 
 
Ein weiterer Unterschied zur Autobahn besteht darin, dass sich Fahrbahnen in der 
Stadt auf verschiedene Art und Weise kreuzen können und somit viele 
Fahrspurabschnitte mehrere Start- und Endpunkte haben. Zusätzlich zu den 
Fahrfunktionen auf der Autobahn wurden daher als relevante zu evaluierende 
Fahrfunktionen in der Stadt identifiziert: 

• Automatisiertes Überqueren von Kreuzungen und Abbiegen: Insbesondere 

bei Abbiegevorgängen ist abzuschätzen, wie sich andere Verkehrsteilnehmer 

voraussichtlich verhalten werden. Beim Abbiegen nach rechts betrifft dies 

Fußgänger, beim Abbiegen nach links sowohl Fußgänger als auch Fahrzeuge 

im Gegenverkehr. Es ist zu entscheiden, wann das Ego-Fahrzeug anhalten 

muss und wann nicht. Je nach Verkehrsschildern kann es außerdem notwendig 

sein, für von rechts kommenden Verkehr gemäß der Regel „rechts vor links“ 

anzuhalten. 

• Automatisiertes Durchfahren von Kreisverkehren: Das Durchfahren von 

Kreisverkehren gliedert sich in die Phasen der Anfahrt an den Kreisverkehr, die 

Einfahrt, das Durchqueren und die Ausfahrt aus dem Kreisverkehr. Auch hier 

sind insbesondere die Stopp-Vorgänge des Ego-Fahrzeugs relevant, also z. B. 

die Abschätzung, wann die Einfahrt gemäß der vorhergesagten Trajektorien 

von sich bereits im Kreisverkehr befindlichen Verkehrsteilnehmern möglich sein 

wird, wie sich z. B. möglicherweise vorhandene Radfahrer bei Ausfahrt aus dem 

Kreisverkehr bewegen werden, etc. 

 

Metriken für die Evaluation von Fahrfunktionen 

Für die Evaluation der zuvor genannten Fahrfunktionen wurden in den 
Szenarienkatalogen für die Umgebungen Autobahn und Stadt verschiedene Metriken 
(Key Performance Indicators, KPIs) definiert. Hierbei unterscheiden sich die Metriken 
für spezifische Fahrfunktionen in der Regel von allgemeinen Metriken wie etwa dem in 
TP 3 und in der wissenschaftlichen Literatur häufig verwendeten Average 
Displacement Error (ADE), welcher die Abweichungen der vorhergesagten 
Trajektorien zu den tatsächlichen misst. Dies hängt damit zusammen, dass für 
bestimmte Fahrfunktionen nicht unbedingt die korrekte Vorhersage der Trajektorien 
aller umgebenden Verkehrsteilnehmer relevant ist, sondern nur ganz bestimmter, und 
es außerdem nicht immer auf die genauen Positionen, sondern auf daraus 
abzuleitende Manöver oder Ereignisse ankommt. 
 

Vorhersage von Cut-Ins / Cut-Outs 

Es soll vorhergesagt werden, ob Fahrzeuge auf die Ego-Spur vor dem Ego-Fahrzeug 
einscheren oder von dieser auf eine andere Spur ausscheren. Dabei kann prinzipiell 
noch zwischen der Richtung (d. h. Einscheren auf die Ego-Spur von der rechten/linken 
Nachbarspur oder Ausscheren von der Ego-Spur auf die rechte/linke Nachbarspur) 
unterschieden werden. Der Cut-In / Cut-Out gilt als abgeschlossen, wenn sich ein 
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Fahrzeug über einen bestimmten Zeitraum gemäß eines zuvor festzulegenden 
Grenzwertes auf der neuen Spur aufhält. Die letzte Bedingung ist in der Regel 
notwendig, um kurzzeitige Fehlzuordnungen der Spur aufgrund von Ungenauigkeiten 
der Sensorik abzufangen. Der Grenzwert hängt also von der verwendeten Sensorik 
ab. 
 
Für die Evaluation berechnet werden können folgende KPIs: 

• Anzahlen von 

o True Positives (Cut-In/Cut-Out hat tatsächlich stattgefunden und wurde 

auch vorhergesagt) 

o False Negatives (Cut-In/Cut-Out hat tatsächlich stattgefunden, aber 

wurde nicht vorhergesagt) 

o False Positives (Cut-In/Cut-Out hat nicht stattgefunden, aber wurde 

vorhergesagt)  

• Zeit, die von der Vorhersage bis zum eigentlichen Cut-In bzw. Cut-Out 

vergangen ist (dies ist die Zeit, die für eine Reaktion zur Verfügung steht) 

Eine auf Ereignisse bezogene Auswertung von True Negatives (also dass ein 
Cut-In/Cut-Out nicht stattfindet und auch nicht vorhergesagt wird) ist schwierig, da es 
kein Ereignis als Bezugsgröße gibt. Die Auswertung könnte hier bspw. stattdessen auf 
alle Messzeitpunkte bezogen werden. 
 

Vorhersage der Möglichkeit eines Ego-Spurwechsels 

Bei von Fahrern angeforderten automatisierten Spurwechseln des Ego-Fahrzeugs 
müssen jederzeit die Sicherheitsabstände zu Fahrzeugen auf der Zielspur eingehalten 
werden. Abstände und Geschwindigkeiten dieser Fahrzeuge relativ zum 
Ego-Fahrzeug gehen bei ZF DUS in die Berechnung eines Sicherheitssignals ein, 
genannt „Lane Change Inhibit“ (LCI), welches zu jedem Zeitpunkt anzeigt, ob die Spur 
sicher gewechselt werden kann. Das Signal kann prinzipiell aus der Spurzuordnung, 
sowie den Positionen und Geschwindigkeiten der Fahrzeuge abgeleitet werden, die 
sich unmittelbar vor oder hinter dem Ego-Fahrzeug auf der Zielspur bzw. auch der 
Ego-Spur befinden. 
 
In Situationen mit dynamischem Verhalten anderer Verkehrsteilnehmer, in denen 
Annahmen von konstanten Geschwindigkeiten nicht mehr gelten oder Fahrzeuge 
häufig Spuren wechseln, kann es passieren, dass automatisierte Spurwechsel 
eingeleitet werden, die aufgrund einer veränderten Verkehrslage und einem damit 
verbundenen positiven LCI-Signal abgebrochen werden müssen. Unter Umständen 
können solche Abbrüche selbst dann, wenn alle Normen für die Sicherheit eingehalten 
werden, das Risiko für Unfälle erhöhen. Eine möglichst genaue Vorhersage der 
Verkehrssituation zwischen Start und Ende des geplanten Spurwechsels ist daher 
entscheidend. Dazu werden zum Zeitpunkt der Anforderung des automatisierten 
Spurwechsels (d. h. ab Betätigung des Blinkers) die Trajektorien der relevanten 
Verkehrsteilnehmer vorhergesagt und für jeden Zeitpunkt das LCI-Signal basierend 
auf den vorhergesagten Positionen, Geschwindigkeiten und Spurzuordnungen 
bestimmt. Die vorhergesagten Werte für das Sicherheits-Signal lassen sich dann für 
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jeden Zeitpunkt mit dem Signal vergleichen, das basierend auf den tatsächlichen 
Positionen, Geschwindigkeiten und Spurzuordnungen berechnet wurde.  
 
So wurden für die Vorhersage des Sicherheitssignals folgende KPIs (pro Szene) 
definiert: 

• Genauigkeit (Accuracy): Anteil der Zeitpunkte für die Vorhersage 

(Trajektorienpunkte), in denen das LCI-Signal ab Beginn der Szene für die 

nächsten h Sekunden korrekt vorhergesagt wurde, im Vergleich zur 

Gesamtzahl der vorhergesagten Trajektorienpunkte in einer Szene und die 

• Anteile von True Positives, True Negatives, False Negatives und False 

Positives des LCI-Signals bezogen auf die Gesamtzahl vorhergesagter 

Trajektorienpunkte in einer Szene. 

Die Gesamtgüte kann dann über ausgewählte Szenen entsprechend aggregiert 
werden. 
 

 
Abbildung 4: KPI-Berechnungen für automatisierte Spurwechsel 

 
Abbildung 4 zeigt zur Illustration eine Beispielsituation mit zwei Fahrzeugen auf der 
rechten Spur, zwischen denen das Ego-Fahrzeug unter Umständen bei einem 
Spurwechsel einscheren könnte. Zunächst blockiert das hintere Fahrzeug den 
Spurwechsel. Das LCI-Signal ist entsprechend aktiv (d. h. der Spurwechsel wird 
verhindert). Obwohl die mittels Szenenprädiktion vorhergesagten Positionen nicht 
exakt mit den tatsächlichen übereinstimmen, stimmt zunächst das aus den 
vorhergesagten Positionen abgeleitete Sicherheitssignal mit dem aus den 
tatsächlichen Positionen abgeleiteten überein. Zum Zeitpunkt t + 6 s ergibt sich 
allerdings eine Abweichung, die für diesen Zeitpunkt als falsch negative Vorhersage 
gezählt wird. Zum Zeitpunkt t + 8 s stimmen das tatsächliche LCI-Signal und das 
vorhergesagte dann wieder überein. 
 
Zu bemerken ist, dass bei tatsächlicher Nutzung der Szenenprädiktion in der 
Fahrfunktion des automatisierten Spurwechsels geprüft würde, ob das LCI-Signal für 
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alle Zeitpunkte in einem ausreichend großen Zeitfenster inaktiv ist, bevor der 
Spurwechsel eingeleitet wird. Auf diese Weise würden Ausreißer für wenige Punkte in 
den Vorhersagen keine Rolle spielen. Des Weiteren würden die von den Sensoren 
gelieferten Positionen der anderen Fahrzeuge auf der Zielspur während des 
eigentlichen Spurwechsel-Manövers kontinuierlich geprüft und der Spurwechsel bei 
aktivem LCI-Signal zum jeweils aktuellen Zeitpunkt abgebrochen. Auf diese Weise 
würde die KI-basierte Szenenprädiktion in sicherheitskritischen Situationen 
überstimmt und sich das Fahrzeug auf die gleiche Weise verhalten, als gäbe es keine 
Szenenprädiktion, d. h. rein reaktiv. Bei positiven Vorhersagen (auch falsch positiven) 
für das LCI-Signal würde der Spurwechsel zur Sicherheit allerdings abgebrochen. 
 

Vorhersage von Stopps des Ego-Fahrzeugs 

Im städtischen Bereich, etwa bei Anfahrten an Kreuzungen, Abbiegevorgängen oder 
Anfahrten, Einfahrten, Durchfahrten und Ausfahrten im Falle von Kreisverkehren, 
müssen insbesondere notwendige Haltevorgänge des Ego-Fahrzeugs rechtzeitig und 
genau antizipiert werden. Ob das Ego-Fahrzeug halten muss oder nicht hängt neben 
den Verkehrsregeln insbesondere vom Verhalten der anderen Verkehrsteilnehmer ab, 
etwa vom Gegenverkehr oder Fußgängern bzw. Radfahrern, die jeweils relevante 
Straßenabschnitte überqueren. 
 
Prinzipiell ließen sich hier eine Vielzahl von KPIs definieren, die aber letztlich alle auf 
die Berechnung der Abweichungen vorhergesagter Trajektorien wie beim ADE 
zurückgehen und bereits in TP 3 berechnet wurden. Stattdessen wurden in TP 4 die 
Stopp-Vorgänge in den zuvor geschilderten Situationen mit denen menschlicher 
Fahrer verglichen. Ein Zeitintervall in einer Szene gilt dann als Stopp-Vorgang, wenn 
die Geschwindigkeit des Ego-Fahrzeugs unter 1 m/s liegt. Der genannte Schwellwert 
wurde hierbei empirisch aus den Daten anhand echter Stopp-Vorgänge ermittelt und 
berücksichtigt Messungenauigkeiten. 
 
Definiert wurden folgende KPIs: 

• Anteil korrekt vorhergesagter Stopp-Vorgänge in einer Szene, bezogen auf die 

tatsächliche Anzahl von Stopp-Vorgängen gemäß menschlichem 

Fahrverhalten. Ein Stopp-Vorgang gilt dann als korrekt erkannt, wenn 

zumindest einige der Zeitpunkte, zu denen die vorhergesagte 

Ego-Geschwindigkeit unter 1 m/s beträgt, innerhalb eines Zeitintervalls liegen, 

in denen ein menschlicher Fahrer ebenfalls angehalten hat. 

• Anteil nicht vorhergesagter Stopp-Vorgänge in einer Szene, bezogen auf die 

tatsächliche Anzahl von Stopp-Vorgängen gemäß menschlichem 

Fahrverhalten. 

• Der Anteil von Zeitpunkten bei korrekt vorhergesagten Stopp-Vorgängen, die 

innerhalb des jeweils zugehörigen Zeitintervalls liegen, in denen ein 

menschlicher Fahrer angehalten hat. Dies ist ein Maß für die Übereinstimmung 

vorhergesagter und tatsächlicher Stopp-Intervalle. 

• Der Anteil von Zeitpunkten bei korrekt vorhergesagten Stopp-Vorgängen, die 

außerhalb des jeweils zugehörigen Zeitintervalls liegen, in denen ein 
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menschlicher Fahrer angehalten hat. Dies ist ein Maß für die 

Nicht-Übereinstimmung vorhergesagter und tatsächlicher Stopp-Intervalle. 

Die KPIs für die Fahrfunktionen konnten über alle per Anfrage ausgewählten 
Szenarien in der Stadt jeweils zu Gesamt-KPIs aggregiert werden. 
 

Evaluation von Szenarien 

Neben der Möglichkeit, über die gemeinsame Speicherung von Szenenmerkmalen 
und KPIs problematische Szenarien automatisiert mittels Datenanalyse zu finden und 
zu beschreiben, wurden für jede Fahrfunktion einige Szenarien fest gemäß 
Hintergrundwissen definiert, die für die Szenenprädiktion möglicherweise 
herausfordernd sein könnten. 
 

Szenarien für die Autobahn 

Für die Evaluation der Szenenprädiktion und daraus abgeleiteten Fahrfunktionen auf 
Autobahnen wurden folgende Szenarien definiert: 

• Plötzlicher Stau: Mehrere Fahrzeuge vor dem Ego-Fahrzeug (ggf. auf 

verschiedenen Spuren) fangen plötzlich stark an zu bremsen und kommen zum 

Stillstand. 

• Cut-In von Fahrzeug hinter LKW: Ein Fahrzeug hinter einem LKW auf der 

rechten Spur wechselt auf die Spur des Ego-Fahrzeugs, vor das Ego-Fahrzeug. 

• Sich schnell näherndes Fahrzeug von hinten: Ein Fahrzeug nähert sich mit 

hoher Geschwindigkeit dem Ego-Fahrzeug von hinten (beide befinden sich auf 

der gleichen Spur) und bremst entweder hinter dem Ego-Fahrzeug oder 

wechselt auf die linke Spur neben dem Ego-Fahrzeug und fährt am 

Ego-Fahrzeug vorbei. 

• Spurwechsel von übernächster Spur auf Spur neben dem Ego-Fahrzeug: 

Ein Fahrzeug von einer übernächsten Spur wechselt auf eine Spur neben dem 

Ego-Fahrzeug, nahe dem Ego-Fahrzeug. Es können sich Fahrzeuge auf der 

Zielspur befinden (d. h. es wird in eine Lücke beliebiger Größe neben dem 

Ego-Fahrzeug gewechselt) oder auch nicht. 

• Spurwechsel von einer Auffahrt auf die Autobahn: Das Ego-Fahrzeug 

befindet sich auf dem Beschleunigungsstreifen und fährt auf die Autobahn auf 

(d. h. wechselt die Spur). 

• Spurwechsel bei sich kreuzenden Autobahnen: Das Ego-Fahrzeug 

wechselt nach einer Abfahrt auf eine andere Spur, um auf die Auffahrt einer 

anderen Autobahn zu gelangen (d. h. entweder keine oder ggf. mehrere 

Fahrzeuge im Szenario wechseln gleichzeitig die Spuren).  
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Szenarien für die Stadt 

Für die Evaluation von Fahrfunktionen im städtischen Bereich wurden folgende 
Szenarien definiert: 

• Anhalten an einer Kreuzung: Das Ego-Fahrzeug fährt auf eine Kreuzung zu 

und hält entweder hinter anderen Fahrzeugen vor der Kreuzung, am 

Haltestreifen oder an einem entsprechenden Schild (Vorfahrt achten, 

Stoppschild). Die Szenarien dürfen auch ein sehr langsam fahrendes 

Ego-Fahrzeug vor der Kreuzung umfassen. 

• Überqueren einer Kreuzung: Das Ego-Fahrzeug fährt an einer Kreuzung mit 

beliebiger Topologie und Beschilderung geradeaus über die Kreuzung. 

• Abbiegen nach links an einer Kreuzung: Das Ego-Fahrzeug biegt an einer 

Kreuzung mit beliebiger Topologie und Beschilderung nach links ab. 

• Abbiegen nach rechts an einer Kreuzung: Das Ego-Fahrzeug biegt an einer 

Kreuzung mit beliebiger Topologie und Beschilderung nach rechts ab 

• Annäherung an einen Kreisverkehr: Das Ego-Fahrzeug nähert sich einem 

Kreisverkehr. 

• Einfahrt in einen Kreisverkehr: Das Ego-Fahrzeug fährt in einen Kreisverkehr 

ein. 

• Durchfahren eines Kreisverkehrs: Das Ego-Fahrzeug durchfährt einen 

Kreisverkehr. 

• Ausfahrt aus einem Kreisverkehr: Das Ego-Fahrzeug verlässt einen 

Kreisverkehr. 

Für einige der Szenarien wurden noch Varianten definiert, die sich auf das 
Vorhandensein bestimmter Verkehrsteilnehmer beziehen und eine genauere 
Untersuchung der jeweiligen Szenarien zulassen. 
 

2.4.2 AP 4.3 – Anbindung an die Fahrfunktion  

Für die Evaluation der Szenenprädiktion im Kontext von Fahrfunktionen galt es 
zunächst, das vom RST entwickelte Umfeldmodell und die vom ZF AI Lab trainierte 
Szenenprädiktion mit den entsprechenden Fahrfunktionen zu verknüpfen. Dies war die 
Aufgabenstellung von AP 4.3. 
 

 
Abbildung 5: Integration von Umfeldmodell und Szenenprädiktion in die ADAS/AD-Software 

(blau: unveränderte Module, gelb: für KISSaF neu hinzugefügte oder veränderte Module) 

 
Es wurde entschieden, alle notwendigen Komponenten und damit verbundenen 
Berechnungen parallel zu den bereits bestehenden Funktionen auszuführen und die 
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Ausgaben der Szenenprädiktion – d. h. die vorhergesagten Trajektorien – nur an die 
Funktionen weiterzugeben, welche zuvor im Szenarienkatalog als relevant für die 
Evaluation identifiziert wurden (siehe Abbildung 5). Für die Autobahn waren das die 
Bremsfunktion des ACC (in Hinblick auf Cut-Ins und Cut-Outs anderer 
Verkehrsteilnehmer) und der automatisierte Spurwechsel und für die Stadt das 
Überqueren bzw. Abbiegen an Kreuzungen, so wie das Durchfahren von 
Kreisverkehren. 
 
Es ist gelungen, auf einem Desktop-PC Ausgaben der auf neuronalen Netzen 
basierenden KI ca. alle zwei bis fünf Zyklen auch ohne GPU-Unterstützung zu erzielen, 
was für die prinzipielle Echtzeitfähigkeit auf leistungsfähigerer Hardware wie der ProAI 
für Fahrfunktionen ab Level SAE-Level 3 [2] spricht. 
 
Als besondere Herausforderung für die Anbindung der Szenenprädiktion im 
Allgemeinen hat sich die korrekte Spurzuordnung von Fahrzeugen für zukünftige 
prädizierte Zeitpunkte erwiesen. Die Spurzuordnung nach hinten gelingt nicht immer 
korrekt, da es keine Kamera gibt, welche das Umfeld hinter dem Ego-Fahrzeug erfasst. 
Zum einen müssen so Spurinformationen vom in TP 2 entwickelten Umfeldmodell 
nach hinten hin über eine entsprechende Historie aufgebaut werden, was auch 
Rotationen des Koordinatensystems beinhaltet und zu numerischen Ungenauigkeiten 
führen kann. Zum anderen kann das Umfeldmodell allein auf die Positionen der 
Objekte, die von den hinteren Eckradaren gemessen werden, zurückgreifen. Nach 
vorn entstehen Schwierigkeiten bei der Spurzuordnung, wenn Spurmarkierungen 
überdeckt oder aufgrund von Witterungs- oder Lichtverhältnissen nicht richtig 
wahrgenommen werden. Durch die Szene bedingt ergeben sich so in vielen Fällen 
Sichtweiten, die kürzer sind als die prädizierten Strecken der Fahrzeuge. Fallen 
Spurmarkierungen weg, so ist teils unklar, ob es sich weiterhin um zwei Spuren oder 
nur noch eine handelt. Die von der Kamera gelieferte Annäherung von 
Spurmarkierungen über Polynome führte teils zu Überschneidungen der 
Spurmarkierungen bei der Extrapolation über die Sichtweite hinaus, insbesondere in 
städtischen Umgebungen. Eine bessere Zuordnung für zukünftige Zeitpunkte hätte 
sich vermutlich über den Einsatz von HD-Karten bei entsprechender Güte der 
Eigenlokalisierung erreichen lassen. Diese standen jedoch nur für einige wenige 
Bereiche der eingefahrenen Daten zur Verfügung. Auf die Nutzung der 
Spurinformationen zukünftiger Zeitpunkte in den aufgezeichneten Log-Dateien, in 
denen prinzipiell alle Daten vorhanden sind, wurde verzichtet, da es ZF DUS um eine 
möglichst realistische Auswertung der Szenenprädiktion im Kontext von 
Fahrfunktionen ging und auf zukünftige Daten während der Fahrt nicht zugegriffen 
werden kann.  
 

2.4.3 AP 4.4 – Evaluation in Szenarien  

Die Aufgabe von AP 4.4 bestand im Wesentlichen darin, die Szenenprädiktion im 
Kontext von Fahrfunktionen für verschiedene Szenarien zu evaluieren. Dazu sollten 
insbesondere die überwacht trainierten Modelle aus AP 3.1 ermittelt werden, die im 
Sinn der Fahrfunktion am besten abschneiden, getrennt nach Autobahn und Stadt. 
  



  
 

 
 
Schlussbericht KISSaF – ZF Active Safety GmbH 42 / 68 

Entwickeltes Test-Framework 

 
Abbildung 6: Architektur des Test-Frameworks 

 
Für die Evaluation der in KISSaF entwickelten Szenenprädiktion im Kontext von 
Fahrfunktionen wurde von ZF DUS eigens ein Testframework entwickelt. Wie im 
Folgenden beschrieben ermöglicht dieses deine dynamische Definition von Szenarien 
über Abfragen und die aggregierende Berechnung von Gesamt-KPIs basierend auf 
zuvor berechneten KPIs für einzelne Szenen.  
 
Das Testframework umfasst die in Abbildung 6 gezeigten Komponenten. Ein Teil des 
Frameworks ist für die Bestimmung von Szenen in aufgezeichneten Messdateien 
(Logs) zuständig. Dazu werden die Daten aus der Log-Datei zunächst eingelesen, 
Szenen ermittelt und dann für jede Szene über den Szenarienkatalog (AP 4.1) 
definierte Merkmale extrahiert bzw. berechnet und in eine Datenbank (hier eine 
SQL-Datenbank) geschrieben. Außerdem werden für die Evaluation relevante 
Ausgaben der ADAS/AD Software herausgeschrieben, die mit berechneten Labels für 
die Fahrfunktion verglichen werden können. Darüber lassen sich dann für jede Szene 
KPIs für die zu evaluierenden Fahrfunktionen berechnen und ebenfalls in der gleichen 
Datenbank ablegen.  
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Abbildung 7: Schema für die Szenen- und KPI-Datenbank 

 
Abbildung 7 zeigt das von ZF DUS entwickelte relationale Schema für die Datenbank. 
Einer Log-Datei können verschiedene Szenen eines bestimmten Typs zugeordnet 
sein. Jeder Szene sind dann wiederum Merkmale zugeordnet. Zu verschiedenen 
Zeitpunkten werden verschiedene Modelle mit ggf. unterschiedlichen 
Software-Versionen auf einer Log-Datei evaluiert, welche KPIs für die verschiedenen 
zu evaluierenden Fahrfunktionen pro Szene liefern. 
 
Das Schema erlaubt es, über an die Datenbank gestellte Abfragen gezielt Szenen mit 
bestimmten Merkmalen auswählen und so äußerst flexibel neue Szenarien definieren, 
ohne Code ändern oder die Messdateien noch einmal prozessieren zu müssen. 
Gesamt-KPIs über den Szenen, die zu Szenarien gehören, lassen sich mittels üblicher 
Aggregations-Funktionen von SQL-Datenbanken (wie Durchschnitte, 
Standardabweichungen und Summen) berechnen, ebenfalls ohne Messdateien neu 
prozessieren oder KPIs noch einmal berechnen zu müssen. 
 

Evaluationsdaten 

Zur Evaluation der im Projekt entwickelten Szenenprädiktion im Kontext von 
Fahrfunktionen auf der Autobahn wurde ein Datensatz bestehend aus 744 zufällig 
ausgewählten Logs verwendet, die nicht zum Training bzw. die Modelloptimierung 
benutzt wurden. Aus vorangegangenen KPI-basierten Evaluationen hat sich gezeigt, 
dass ein genaues Verständnis der verwendeten Daten essenziell ist, um 
aussagekräftige KPIs zu bekommen und sie richtig zu Interpretieren. Daher wurde 
großes Augenmerk daraufgelegt, die Integrität und Plausibilität der Daten zu 
untersuchen, wie im Folgenden erläutert.  
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Die Szenen in den Logs sind anhand eines von der Firma INGgreen zur Verfügung 
gestellten Merkmals als „Autobahn“, „Landstraße“ und „Stadt“ markiert worden, so 
dass die Evaluation auf solche Szenen beschränkt werden kann, welche zur jeweiligen 
Umgebung gehören. Das zur Verfügung gestellte Merkmal hat dabei eine Genauigkeit 
von ca. 90 % (ermittelt über händisch gelabelte Logs), was bei der Interpretation der 
folgenden Daten immer berücksichtigt werden muss. 
 
Für die folgenden Auswertungen wurden die verschiedenen Logs des Datensatzes in 
feste, nicht überlappende Zeitintervalle von jeweils 16 Sekunden Länge (oder kürzer, 
d. h. beschnitten, am Ende des jeweiligen Logs) eingeteilt. Außerdem wurden für die 
verschiedenen Fahrfunktionen ggf. spezielle Szenen zusätzlich extrahiert, wie in den 
Abschnitten zu den jeweiligen Statistiken beschrieben. 
 

Verteilung von Umgebungstypen 

Die Anteile der jeweiligen Umgebungen „Autobahn“, „Landstraße“ und „Stadt“ im 
Datensatz über allen extrahierten Zeitintervallen bzw. der Anteil der Intervalle, in denen 
die Umgebungstypen gemischt vorkommen oder nicht zuverlässig bestimmt werden 
konnten, sind in den Histogrammen in Abbildung 8 und Abbildung 9 dargestellt. 

 
Abbildung 8 

 
Abbildung 9 

 
Der Evaluationsdatensatz umfasst ca. 225 Stunden (Std.) an eingefahrenen Daten. 
Davon entfallen 44.5 % auf die Umgebung „Autobahn“ (ca. 100 Std.), 25.3 % auf die 
„Stadt“ (ca. 56.9 Std.) und 40.8 % (ca. 40.8 Std.) auf die „Landstraße“. In 8.5 % der 
Zeitintervalle (ca. 19 Std.) kommen die Umgebungen gemischt vor. Für einen kleinen 
Anteil an Zeitintervallen von 3.5 % konnte keine eindeutige Zuordnung vorgenommen 
werden. 
 
Für jede Szene wurde die Anzahl gefahrener Kilometer anhand der Bewegung und 
Geschwindigkeit des Ego-Fahrzeugs abgeschätzt. Für die 225 Stunden an Daten 
ergeben sich zusammengerechnet 13.045 km an eingefahrener Strecke für die 
Evaluation. Davon entfallen, bezogen auf die Strecke, 62.6 % (ca. 8.162 km) auf die 
Umgebung „Autobahn“, 10.7 % (ca. 1.392 km) auf die Umgebung „Stadt“ und 19.3 % 
(ca. 2.511 km) auf die Umgebung „Landstraße“. Bezogen auf die Gesamtstrecke treten 
in 5.1 % der Fälle (ca. 669 km) die Umgebungen gemischt auf und 2.4 % der Strecke 
lassen sich keiner der Umgebungen eindeutig zuordnen.  
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Insgesamt erscheinen die Statistiken plausibel: 13.045 eingefahrene Kilometer in 
225 Stunden entsprechen einer Durchschnittsgeschwindigkeit von ca. 58 km/h. Da 
sich das Ego-Fahrzeug in der Stadt im Schnitt erwartungsgemäß mit einer niedrigeren 
Geschwindigkeit fortbewegt als auf der Autobahn oder Landstraße, entfällt bezogen 
auf die Fahrtzeit ein recht hoher Anteil der eingefahrenen Daten auf die Stadt, aber es 
wurde anteilsmäßig nur eine geringe Strecke im Verhältnis zu den anderen beiden 
Umgebungstypen zurückgelegt. 
 
In den folgenden Darstellungen werden aus Gründen der Genauigkeit die Anteile der 
Zeitintervalle, in denen Umgebungen gemischt vorkommen oder nicht zugeordnet 
werden konnten, nicht mit ausgewertet. Das heißt, es wurden nur Zeitintervalle 
ausgewertet, die entweder vollständig der Umgebung „Autobahn“, „Stadt“ oder 
„Landstraße“ zugeordnet werden konnten. Für die Autobahn ergeben sich damit 
23.049, für die Stadt 13.181 und für die Landstraße 9.397 Zeitintervalle, auf die sich 
die folgenden Statistiken beziehen. 
 

Verteilung von Verkehrsschildern 

Abbildung 10, Abbildung 11 und Abbildung 12 zeigen die Verteilung verschiedener 
Typen von Verkehrsschildern in den unterschiedlichen Umgebungen. Die 
Untersuchung der Verteilungen diente auch zur Plausibilisierung der Zuordnung von 
Szenen zu den jeweiligen Umgebungstypen. 

 
Abbildung 10 

 
Abbildung 11 

 
Zunächst fällt auf, dass von der Kamera auf der Autobahn ein hoher Anteil an „Vorfahrt 
achten“-Schildern, Stop-Schildern, „keine Einfahrt“-Schildern und z. B. Schilder für 
niedrige Geschwindigkeitsbegrenzungen von z. B. „30 km/h“ beobachtet wird. Eine 
Betrachtung der Szenen im Detail hat dann aber ergeben, dass diese Schilder auf der 
Autobahn tatsächlich beobachtet werden können. Hierbei muss angemerkt werden, 
dass das Umgebungsmodell keine Zuordnung der Schilder zu Spuren vornimmt und 
immer alle in einer Szene von der Kamera erkannten Schilder zurückliefert. So können 
z. B. nahe Ausfahrten ggf. auch Schilder entlang der Ausfahrt von der Kamera erkannt 
und vom Umgebungsmodell zurückgeliefert werden oder Schilder auf Brücken, die 
über die Autobahn führen. Wesentlich häufiger war aber der Fall, dass Schilder wie 
„30 km/h“, „keine Einfahrt“, „Stop“ und oftmals auch „Vorfahrt achten“ in Bereichen von 
Baustellen und Parkplätzen erkannt wurden. Des Weiteren erkennt die Kamera beim 
Vorbeifahren am Ende von Auffahrten zur Autobahn nahezu in allen Fällen ein 
„Vorfahrt achten“-Schild, worüber sich der hohe Anteil dieser Schilder erklären lässt.  
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In der Stadt wird ein gewisser Anteil an „70 km/h“-Schildern beobachtet. Diese Schilder 
werden gemäß Untersuchung dort erkannt, wo die städtische Umgebung in eine 
Landstraße übergeht und diese noch nicht eindeutig als Umgebung zugeordnet wurde. 
Abgesehen davon sind generell Ungenauigkeiten bei der Zuordnung der Umgebung 
von ca. 10 % (zur Erläuterung siehe vorangegangene Ausführungen) zu 
berücksichtigen.  
 
Die „Vorfahrt achten“-Schilder auf Landstraßen wiederum werden oft beim 
Vorbeifahren an Kreuzungen bzw. bei Einmündungen zur Landstraße hin erkannt. 
Dazu gehören z. B. auch Abfahrten von der Autobahn, die auf einer Landstraße 
münden. 

 
Abbildung 12 

 

Verteilung der Ego-Geschwindigkeiten 

Die Verteilung der Ego-Geschwindigkeiten auf der Autobahn (siehe Abbildung 13) wird 
rein prozentual von zwei Bereichen dominiert: Dem Bereich, bei dem sich das 
Ego-Fahrzeug sehr langsam fortbewegt (d. h. unter 30 km/h fährt) und dem Bereich, 
bei dem das Ego-Fahrzeug zwischen 80 km/h und 120 km/h fährt. Die Verteilung der 
tatsächlich gefahrenen Geschwindigkeit erscheint aufgrund subjektiver Erfahrungen 
plausibel und korreliert nicht unbedingt mit der Verteilung der Verkehrsschilder: 
Entweder liegt ein Stau vor, so dass sich das Ego-Fahrzeug nur langsam fortbewegen 
kann, oder die Strecke ist frei und eine schnellere Fortbewegung als in der Stadt ist 
möglich. 
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Abbildung 13 

 
Abbildung 14 

 
In der Stadt wiederum (siehe Abbildung 14) fährt das Ego-Fahrzeug zum größten Teil 
unter 50 km/h und die geringen Anteile von Zeitintervallen, in denen auch höhere 
Geschwindigkeiten auftreten, lassen sich auf Ungenauigkeiten bei der Zuordnung der 
Umgebung zurückführen. 

 
Abbildung 15 

 
Auf der der Landstraße (siehe Abbildung 15) bewegt sich das Ego-Fahrzeug, wie zu 
erwarten, zum größten Teil mit über 60 km/h fort. Allerdings gibt es entlang von 
Landstraßen regelmäßig Kreuzungsbereiche oder auch Kreisverkehre, in denen das 
Ego-Fahrzeug mit einer niedrigeren Geschwindigkeit fährt. Hinzu kommen mögliche 
Fehlzuordnungen aufgrund von Ungenauigkeiten bei der Umgebungszuordnung. 
Für die Evaluation ist festzuhalten, dass im Datensatz alle zu erwartenden 
Geschwindigkeitsbereiche in den jeweiligen Umgebungen vorkommen und eine gute 
Abdeckung über Zeitintervalle vorliegt. 
 

Verteilung der durchschnittlichen Anzahl erkannter Verkehrsteilnehmer 

Die Histogramme in Abbildung 16 und Abbildung 17 zeigen die Verteilung der 
durchschnittlichen Anzahl erkannter Verkehrsteilnehmer in Sichtweite (ca. 100 m nach 
vorne und hinten) des Ego-Fahrzeugs für jede Umgebung. 
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Abbildung 16 

 
Abbildung 17 

 
Auf der Autobahn gibt es in deutlich über 70 % der Zeitintervalle mindestens zwei 
erkannte andere Verkehrsteilnehmer. Auch dann, wenn der Verkehr in den meisten 
Fällen nicht unbedingt als besonders dicht zu bezeichnen ist, sind zumindest andere 
Fahrzeuge in der Szene vorhanden. Nur in 12.3 % der Zeitintervalle gibt es im Schnitt 
weniger als einen anderen Verkehrsteilnehmer. 
 

 
Abbildung 18 

 
In der Stadt hingegen ist der Anteil von Zeitintervallen mit weniger als einem erkannten 
Verkehrsteilnehmer mit 42.5 % sehr hoch. Andererseits gibt es immerhin noch in mehr 
als 50 % der Fälle mehr als einen erkannten Verkehrsteilnehmer. Die geringere Zahl 
von Verkehrsteilnehmern im Vergleich zur Autobahn lässt sich u. a. dadurch erklären, 
dass es in der Stadt häufiger Szenen mit nur einer einzelnen Spur gibt, auf der teils 
nur das Fahrzeug direkt vor dem Ego-Fahrzeug sicher erkannt wird. 
 
Für die Landstraße ergibt sich ein ähnliches Bild wie in der Stadt. 
 
Bezüglich der Evaluation ist zu sagen, dass es in allen Umgebungen genügend 
Szenen zur Auswertung gibt, in denen andere Verkehrsteilnehmer erkannt wurden. 
Allerdings gibt es auf der Autobahn deutlich mehr Szenen, auf welche das genannte 
Kriterium zutrifft, zumal der Anteil der Umgebung „Autobahn“ am Gesamtdatensatz 
ohnehin am höchsten ist.  
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Verteilung von Rollen der Fahrzeuge 

Die Histogramme in Abbildung 19, Abbildung 20 und Abbildung 21 zeigen die 
Verteilungen der Rollen, welche andere Verkehrsteilnehmer um das Ego-Fahrzeug 
herum in den verschiedenen Umgebungen einnehmen. Für Spurwechsel sind 
insbesondere solche Szenen relevant, in denen sich Fahrzeuge auf einer anderen 
Spur vor oder hinter dem Ego-Fahrzeug befinden, da diese nicht triviale Fälle 
darstellen. 
 

 
Abbildung 19 

(“vor/hinter bzw. v/h meint hier „vor und hinter“) 

 
Abbildung 20 

(“vor/hinter bzw. v/h meint hier „vor und hinter“) 
 
Für die Autobahn sind die vorgenannten Szenen mit ca. 27 % für Szenen, bei denen 
es ein Fahrzeug links vor dem Ego-Fahrzeug gibt und ca. 35 % für Szenen, bei denen 
es ein Fahrzeug links hinter dem Ego-Fahrzeug gibt, bzw. ca. 12 % für Szenen, bei 
denen es beide Fahrzeuge gibt, gut abgedeckt. Gleiches gilt mit ca. 36 % bzw. ca. 
33 % und 16 % für Szenen mit Fahrzeugen auf der rechten Spur. 
 

 
Abbildung 21 

(“vor/hinter bzw. v/h meint hier „vor und hinter“) 
 
In den Fällen von Stadt und Landstraße ist der Anteil von Szenen, bei denen es 
Fahrzeuge auf den Nachbarspuren vor und hinter dem Ego-Fahrzeug gibt, deutlich 
geringer, obwohl auch möglicher Gegenverkehr auf der linken Nachbarspur 
berücksichtigt wird. Dies hängt vor allem damit zusammen, dass es in städtischen 
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Umgebungen und vor allem auf der Landstraße kaum Szenen mit mehreren Spuren 
gibt. Vor allem rechts vom Ego-Fahrzeug gibt es nur wenige erkannte 
Verkehrsteilnehmer. 
 

Verteilung von Cut-Ins / Cut-Outs 

Abbildung 22 und Abbildung 23 zeigen die Anzahl und Verteilung erkannter Cut-Ins 
und Cut-Outs in den verschiedenen Umgebungen von Autobahn, Stadt und 
Landstraße. Insgesamt wurden auf der Autobahn deutlich mehr Ereignisse erkannt als 
in den anderen beiden Umgebungen. 

 
Abbildung 22 

 
Abbildung 23 

 
Eine nähere Untersuchung der Ereignisse hat ergeben, dass beide Erklärungen 
zutreffen. Zum einen gibt es in der Stadt häufig weniger Spuren, z. B. nur eine, so dass 
Verkehrsteilnehmer die Spur grundsätzlich nicht wechseln können. Außerdem fährt 
das Ego-Fahrzeug selbst in den Fällen, in denen zwei Spuren vorhanden sind, in der 
Stadt und auf Landstraßen häufig auf der rechten Spur, so dass Cut-Ins und Cut-Outs 
von bzw. nach rechts nur äußerst selten vorkommen. Zum anderen ist die 
Spurzuordnung aufgrund eingeschränkter Sichtweiten unzuverlässiger, insbesondere 
in der Stadt. Da die Erkennung auf die Reduzierung falsch positiver Ereignisse hin 
optimiert wurde, gehen einige Ereignisse, die tatsächlich Cut-Ins bzw. Cut-Outs 
darstellen, in die Statistik nicht mit ein. 
 

Verteilung von Spurwechseln 

Abbildung 24 zeigt die Anzahl und Verteilung erkannter Spurwechsel des 
Ego-Fahrzeugs in den verschiedenen Umgebungen. Hierbei wurden solche Ereignisse 
aufgelistet, bei denen ein tatsächlicher Übertritt der Spurmarkierung erkannt wurde. In 
Fällen, in denen innerhalb eines bestimmten Zeitraums vor Spurübertritt der Blinker 
gesetzt war, wurde als Länge des Ereignisses die Zeit zwischen dem Setzen des 
Blinkers und dem eigentlichen Spurübertritt gewählt. In Fällen, in denen der Blinker 
nicht gesetzt war, wurde eine feste Zeit von sechs Sekunden vor dem Spurübertritt als 
Anfang des Ereignisses und als Ende die Zeit des eigentlichen Spurübertritts gewählt.  
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Abbildung 24 

 
Zunächst einmal fällt auf, dass auf der Autobahn deutlich häufiger die Spur gewechselt 
wird als in den Umgebungen der Stadt und Landstraße. Dies ist nicht allein auf die 
unterschiedliche Verteilung der Umgebungen im Gesamtdatensatz zurückzuführen, 
sondern liegt auch – ähnlich wie bei Cut-Ins und Cut-Outs – an der Tatsache, dass die 
Anzahl der Spuren in der Stadt oder auf der Landstraße auf eine Spur beschränkt ist. 
Die Qualität der Erkennung von Spurwechseln ist auf der Autobahn und Landstraße 
hoch. In der Stadt kann es bisweilen vorkommen, dass Abbiegevorgänge an 
Kreuzungen fälschlicherweise als Spurwechsel erkannt werden. 
 
Für die Fahrfunktion des automatisierten Spurwechsels sind insbesondere solche 
Spurwechsel interessant bzw. herausfordernd, bei denen sich Fahrzeuge auf der 
Zielspur in der Nähe des Ego-Fahrzeugs befinden. Dementsprechend sind in der 
Statistik auch Anzahlen für Spurwechsel dargestellt, bei denen zum Zeitpunkt der 
Betätigung des Blinkers mindestens ein Fahrzeug auf der Zielspur einen longitudinalen 
Abstand von maximal 15 Metern vor oder hinter dem Ego-Fahrzeug hat. Für die 
Spurwechsel auf der Autobahn finden sich immer noch relativ viele Ereignisse, auf 
welche die vorgenannten Bedingungen zutreffen. In der Stadt und auf der Landstraße 
hingegen ist die Zahl von Spurwechseln, bei denen andere Verkehrsteilnehmer auf der 
Zielspur nah am Ego-Fahrzeug sind, sehr gering.  
 

Verteilung von Kreuzungen und Kreisverkehren 

Die Erkennung von Kreuzungen und Kreisverkehren gestaltete sich aufgrund von 
Limitierungen des Kamera-Sensors und verfügbarer HD-Karten herausfordernder als 
zu Projektbeginn angenommen. Die Kamera liefert grundsätzlich Polynome zurück, 
welche den Verlauf benachbarter Spurmarkierungen beschreiben, aber erkennt keine 
quer verlaufenden Spurmarkierungen und somit auch keine sich kreuzende Spuren. 
Die HD-Karten wiederum deckten nur einen geringen Teil der gefahrenen Strecke ab 
und konnten somit kaum für eine Erkennung verwendet werden. Die Erkennung von 
Kreuzungen und Kreisverkehren orientiert sich daher vor allem an Schildern, wie 
„Vorfahrt achten“, „Stop“-Schildern oder „Kreisverkehr“, die in genannten Szenen 
vorkommen. Hinzu kommen noch einige Kreuzungen und Kreisverkehre, die in 
Bereichen liegen, welche von INGgreen per Hand über GPS-Koordinaten gelabelt 
wurden. Aufgrund unbekannter Kreuzungstopologien war es ebenfalls schwierig, 
Abbiegevorgänge korrekt zu erkennen. Abbiegevorgänge wurden daher als „links“ 
oder „rechts“ markiert, wenn über einen längeren Zeitraum ein Blinker in eine 
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bestimmte Richtung aktiv war. Sonst wurde angenommen, dass die Kreuzung in 
gerader Richtung überfahren wurde. Das Vorgehen wurde über den Abgleich mit 
entsprechenden Referenzvideos als zuverlässig genug eingestuft.  
 

 
Abbildung 25 

 
Die Erkennung von Kreuzungen und Kreisverkehren wurde grundsätzlich auf 
Abschnitte in den Logs beschränkt, die als „Stadt“ oder „Landstraße“ markiert wurden. 
Bei korrekter Zuordnung funktionierte die Erkennung von Kreuzungen und 
dazugehörigen Abbiegevorgängen bzw. Kreisverkehren in der Regel sehr gut. Bei 
inkorrekter Zuordnung, d. h. einer falschen Markierung von Abschnitten auf der 
Autobahn als „Stadt“ oder „Landstraße“, kam es zu falsch positiven Erkennungen 
aufgrund der hohen Zahl von auf der Autobahn vorkommenden „Vorfahrt 
achten“ -Schildern (siehe auch Abbildung 10). Gemäß der gemessenen Ungenauigkeit 
der Umgebungszuordnung sollte diese Problematik allerdings in weniger als 10 % der 
Fälle auftreten. 
 
Die Abbildung 25 zeigt die Anzahl bzw. Verteilung von Szenen, in denen sich 
Kreuzungen und dazugehörige Manöver finden lassen. Die Anzahl erkannter 
Kreuzungen ist hoch, so dass für die Evaluation viele solcher Szenarien ausgewertet 
werden können. Allerdings ist die Anzahl erkannter Abbiegevorgänge, in denen am 
ehesten mit einem Halt des Ego-Fahrzeugs aufgrund von Gegenverkehr oder 
Fußgängern beim Abbiegen nach rechts zu rechnen ist, relativ niedrig. 
Die Zahl der Kreisverkehre ist mit 127 Kreisverkehren in der Stadt und 28 auf der 
Landstraße zu gering, um im Rahmen der Evaluation zu statistisch aussagekräftigen 
Ergebnissen zu führen. 
 

Ergebnisse der Evaluation für die Autobahn 

Es wurden verschiedene vom ZF AI Lab zur Verfügung gestellte Modelle der 
Szenenprädiktion im Kontext von Fahrfunktionen evaluiert, um das beste Modell für 
die jeweilige Umgebung zu ermitteln. 
 
Hierbei hat sich die Auswertung von Cut-In bzw. Cut-Out-Szenarien im Kontext der 
Fahrfunktion „Lead Vehicle Following“ als besonders herausfordernd erwiesen, da für 
die eindeutige Erkennung von Spurwechseln anderer Verkehrsteilnehmer eine genaue 
Spurzuordnung benötigt wird. Da die mit größeren Prädiktionshorizonten verbundene 
zurückgelegte Distanz der Fahrzeuge jedoch naturgemäß größer als die Sichtweite 
einer Kamera ist (siehe Beschreibung von AP 4.3) und HD-Karten nur für wenige 
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ausgewählte Bereiche zur Verfügung standen, konnte eine zuverlässige 
Spurzuordnung für die Vorhersage von Cut-In/Cut-Out-Szenarien im Projekt nicht 
realisiert werden. Aus diesem Grund wurden die Szenarien für die Fahrfunktion „Lead 
Vehicle Following“ im Folgenden nicht ausgewertet.  
 
Die Ermittlung der Güte der Szenenprädiktion im Kontext der Fahrfunktion 
automatisierter Spurwechsel war im Gegensatz zur Erkennung von Cut-Ins bzw. 
Cut-Outs allerdings möglich. Zwar mussten auch hier Szenen ausgeschlossen 
werden, aber es blieben noch immer genug Szenen für die Auswertung übrig, da 
Spurwechsel vom Betätigen des Blinkers an im Schnitt nicht viel länger als zwei bis 
drei Sekunden dauern. 
 

Modell Horizont 1 Sek. Horizont 2 Sek. Horizont 3 Sek. 

 Genauigkeit Szenen Genauigkeit Szenen Genauigkeit Szenen 

Bestes Modell AP 3.1 96,5% 11.076 94,7% 7.932 93,3% 6.331 

Konstante Geschwindigkeit 95,7% 16.600 93,1% 11.956 92,2% 9.522 

Tabelle 1: Genauigkeit der Vorhersage des LCI-Signals über Zeitintervalle 

 
Tabelle 1 zeigt die Genauigkeit der Vorhersage des von ZF DUS definierten 
Sicherheitssignals für Spurwechsel über die Gesamtheit fixer Zeitintervalle auf der 
Autobahn für die Horizonte von ein, zwei und drei Sekunden. Verglichen wurden das 
beste maschinell gelernte Modell für die Autobahn aus AP 3.1 und die einfache 
Vorhersage der longitudinalen Positionen anderer Verkehrsteilnehmer unter Annahme 
einer konstanten longitudinalen Geschwindigkeit als Baseline-Modell. Das beste 
maschinell gelernte Modell für die Autobahn bedeutet hier, dass das Modell auf 
Autobahn-Daten trainiert wurde und von den in AP 3.1 gelernten Modellen am besten 
im Sinne der Fahrfunktion abgeschnitten hat. 
 
Die Spalte „Szenen“ in der Tabelle gibt die Anzahl der Zeitintervalle an, für welche die 
Prädiktion bis zum jeweils angegeben Vorhersagehorizont (eine, zwei oder drei 
Sekunden) ausgewertet werden konnten. Dabei wurde für jedes Zeitintervall jeweils 
ein Durchschnitt über die Vorhersagen für 5, 10 bzw. 15 zukünftige Zeitpunkte gebildet. 
Das Modell mit Annahme einer konstanten Geschwindigkeit konnte hierbei über mehr 
Szenen ausgewertet werden, da im Gegensatz dazu die im Projekt entwickelte 
Szenenprädiktion Fahrzeuge erst über einen gewissen Zeitraum zuverlässig 
beobachtet haben muss, bevor eine Vorhersage möglich ist. Die Anzahl auswertbarer 
Szenen sinkt für beide Modelle mit steigendem Vorhersagehorizont, da wie zuvor 
erwähnt die Sichtweite der Sensoren bei zunehmender Entfernung für eine 
zuverlässige Spurzuordnung teils nicht mehr ausreicht (zur Problematik siehe auch die 
Beschreibung von AP 4.3). 
 
Das maschinell gelernte Modell aus AP 3.1 zeigt für alle Prädiktionshorizonte die 
höchste Genauigkeit. Auch sinkt die Genauigkeit des Baseline-Modells mit weiterem 
Prädiktionshorizont stärker als beim besten maschinell gelernten Modell aus AP 3.1. 
Es ist einzuräumen, dass das Baseline-Modell der konstanten Geschwindigkeit bereits 
eine gewisse Güte erreicht. Allerdings unterliegt das Baseline-Modell diversen 
Beschränkungen. So berücksichtigt es keine Interaktionen mit anderen Fahrzeugen 
oder der Umgebung und kann aufgrund der reinen Verwendung longitudinaler 
Positionen und Geschwindigkeiten z. B. keine Spurwechsel anderer Fahrzeuge 
vorhersagen. Im Kontext der Fahrfunktion automatisierter Spurwechsel relevanter ist 
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daher die im Folgenden vorgenommene Auswertung in Szenarien, in denen das 
Ego-Fahrzeug die Fahrbahn wechselt. 
 

Modell Horizont 1 Sek. Horizont 2 Sek. Horizont 3 Sek. 

 Genauigkeit Szenen Genauigkeit Szenen Genauigkeit Szenen 

Bestes Modell AP 3.1 94,4% 3.151 90,9% 1.721 92,0% 934 

Konstante Geschwindigkeit 90,9% 4.435 85,8% 2.446 85,3% 1.357 

Tabelle 2: Genauigkeit der Vorhersage des LCI-Signals über Spurwechseln (bis zu 6,7 Prozentpunkte 
höhere Genauigkeit als bei Auswertung über allen Zeitintervallen, zum Vergleich siehe Tabelle  1). 

 
Tabelle 2 die Genauigkeit der Vorhersage des LCI-Signals über allen Szenen mit 
einem Ego-Spurwechsel für die Horizonte von ein, zwei bzw. drei Sekunden. Die hohe 
Anzahl auswertbarer Spurwechsel-Szenen im Vergleich zur Gesamtzahl 
ausgewerteter Zeitintervalle in Tabelle 1 erklärt sich dadurch, dass die fixen 
Zeitintervalle von 16 Sekunden Länge sich nicht überlappen, während 
Ego-Spurwechsel mehrfach in den fixen Zeitintervallen auftreten können. 
 
In den für die Fahrfunktion relevanten Spurwechselszenarien schneidet das beste 
Modell aus AP 3.1 gegenüber dem Baseline-Modell noch einmal deutlich besser ab 
als über allen Zeitintervallen. Für den schwierigeren Prädiktionshorizont von drei 
Sekunden ergibt sich die höchste Verbesserung von 6,7 Prozentpunkten gegenüber 
dem Baseline-Modell. Für die Fahrfunktion bedeutet dies konkret, dass im Gegensatz 
zur vorherigen Fehlerrate von 14,7 % nur noch in 8 % (nahezu der Hälfte) der Fälle 
fehlerhafte Entscheidungen getroffen werden. So kommt es zu weniger Abbrüchen der 
Fahrfunktion aufgrund falsch negativer Vorhersagen, bei denen wir annehmen, dass 
wir die Spur sicher wechseln können und dann feststellen, dass dies nicht der Fall ist, 
bzw. können wir Spurwechsel durchführen, die wir aufgrund falsch positiver 
Vorhersagen des Baseline-Modells nicht begonnen hätten. Von daher empfiehlt es 
sich, das Modell der konstanten Geschwindigkeit durch die in KISSaF entwickelte 
Szenenprädiktion zu ersetzen. Dabei ist auch zu berücksichtigen, dass sich die 
Leistungsfähigkeit der KI-basierten Szenenprädiktion über mehr Lernbeispiele ggf. 
noch weiter steigern ließe, während dies beim Modell der konstanten Geschwindigkeit 
prinzipiell nicht möglich ist. 
 
Es wurden noch Auswertungen für weitere Szenarien durchgeführt. Im Fall eines sich 
schnell nähernden Fahrzeugs von hinten in Spurwechsel-Szenarien standen nur 
25 Szenen für die Auswertung zur Verfügung. Die Ergebnisse erreichen daher nicht 
die nötige statistische Signifikanz, um aussagekräftig zu sein. Ähnlich verhält es sich 
mit Spurwechseln, die an Übergängen von einer Autobahn zur anderen durchgeführt 
wurden. Hier standen nur maximal acht Szenen für die Auswertung zur Verfügung. 
Spurwechsel bei Auffahrten auf die Autobahn konnten nicht ausgewertet werden, da 
die Sensorik keine Information liefert, dass sich das Ego-Fahrzeug auf einer Auffahrt 
befunden hat. Ego-Spurwechsel, bei denen ein anderes Fahrzeug von der 
übernächsten Spur einen Spurwechsel in die gleiche Lücke durchführt, konnten 
aufgrund von Problematiken bei der Spurzuordnung ebenfalls nicht ausgewertet 
werden.   
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Ergebnisse der Evaluation für die Stadt 

In der Stadt wurde die Übereinstimmung der aus den Vorhersagen der 
Szenenprädiktion abgeleiteten Stopp-Vorgänge des Ego-Fahrzeugs mit den 
Stopp-Vorgängen menschlicher Fahrer verglichen. 
 
Es konnten wie beschrieben einige Kreuzungen und Kreisverkehre aufgrund von 
Limitierungen bei der Sensorik allein anhand von Schildern oder einiger von INGgreen 
erstellter Label erkannt werden. Die Genauigkeit der Eigenlokalisierung reichte selbst 
in Bereichen, für die HD-Karten vorlagen, nicht aus, um Verkehrsteilnehmer an 
Kreuzungen oder in Kreisverkehren zuverlässig Spuren zuordnen zu können. 
 
Um die Güte der Szenenprädiktion im Kontext von Stopp-Vorgängen in Kreuzungs- 
oder Kreisverkehrsszenarien dennoch auch ohne eine genaue Modellierung einer 
Fahrfunktion evaluieren zu können, wurden die Vorhersagen für Trajektorien der 
anderen Verkehrsteilnehmer nicht berücksichtigt, sondern nur die vorhergesagte 
Trajektorie des Ego-Fahrzeugs. Hierbei folgen wir der Argumentation, dass die Stärke 
der Szenenprädiktion in der Berücksichtigung von Interaktionen zwischen allen 
Verkehrsteilnehmern und der Umgebung liegt. Zum Beispiel müsste die 
Szenenprädiktion gelernt haben, dass das Ego-Fahrzeug genau dann bei einem 
Abbiegevorgang nach links auf einer Kreuzung stoppt, wenn der Gegenverkehr ein 
unmittelbares Abbiegen nicht zulässt. Ein Vergleich mit dem menschlichen 
Stopp-Verhalten macht insofern Sinn, da die Beispiele, die das maschinell gelernte 
Modell für das Training erhält, das Verhalten menschlicher Fahrer darstellen. Da es 
sich um verschiedene Fahrer handeln kann, die z. B. ggf. an unterschiedlichen 
Punkten an einer Kreuzung halten, ist für den jeweiligen Einzelfall allerdings mit 
gewissen Einbußen bei der Vorhersagegenauigkeit zu rechnen. 
 

Szenario Ereignisse erkannt innerhalb außerhalb 

Alle 543 78,3% 31,1% 4,5% 

Überqueren 290 78,7% 27,6% 3,0% 

Links Abbiegen 146 81,5% 39,2% 9,0% 

Rechts Abbiegen 107 72,6% 30,1% 2,6% 

Tabelle 3: Vorhersagegenauigkeit von Stopp-Vorgängen an Kreuzungen 

 
Tabelle 3 zeigt die Ergebnisse der zuvor genannten Art der Evaluation von 
Stopp-Vorgängen für alle bzw. verschiedene Manöver (d. h. Überqueren von 
Kreuzungen, links Abbiegen und rechts Abbiegen). Dargestellt sind die Ergebnisse 
des besten für die Stadt trainierten Modells im Sinne der Fahrfunktion. Die Spalte 
„Ereignisse“ gibt die Anzahl der erkannten tatsächlichen Stopp-Vorgänge des 
menschlichen Fahrers an. Zu berücksichtigen ist hierbei, dass zu den 
Stopp-Vorgängen auch solche gehören, bei denen das Ego-Fahrzeug an der Haltelinie 
(oder Sichtlinie) anhält, was die hohe Zahl von Stopp-Vorgängen beim Überqueren 
erklärt. Die Spalte „erkannt“ gibt an, wie viele der vorgenannten Stopp-Vorgänge 
erkannt bzw. vorhergesagt wurden, d. h. für die es eine Überlappung mit den 
Zeitintervallen gibt, in denen Stopp-Vorgänge des menschlichen Fahrers erkannt 
wurden. In der Tabelle ist außerdem angegeben, wieviel Prozent (bezogen auf die 
Gesamtlänge des tatsächlichen Stopp-Intervalls, siehe Abbildung 26) des 
vorhergesagten Zeitintervalls für einen Stopp-Vorgang innerhalb und außerhalb des 
tatsächlichen Stopp-Intervalls liegen.  
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Abbildung 26 

 
Zunächst kann gesagt werden, dass eine ganze Reihe menschlicher Stopp-Vorgänge 
von der Szenenprädiktion korrekt vorhergesagt bzw. erkannt werden (beinahe 80%). 
Auch kann gesagt werden, dass in den Fällen, in denen Stopp-Vorgänge korrekt 
erkannt wurden, ca. ein Drittel Überlappung mit den Stopp-Intervallen menschlicher 
Fahrer besteht (d. h. zwischen 27,6 % und 39,2 %) und nur ein relativ geringer Anteil 
außerhalb der menschlichen Intervalle liegt (2,6 % bis 9,0 %). 
Für die Integration in eine seriennahe Fahrfunktion müsste die Genauigkeit der 
Szenenprädiktion in Kreuzungsszenarien noch weiter verbessert werden. Allerdings 
würde eine realistisch umgesetzte Fahrfunktion ohnehin auf den vorhergesagten 
Trajektorien anderer Fahrzeuge (und nicht bloß auf der vorhergesagten 
Ego-Trajektorie) basieren. Dies erfordert eine genaue Zuordnung von Fahrzeugen zu 
Spuren bzw. bestimmten Orten an der Kreuzung, wofür wiederum hochgenaue Karten 
flächendeckend vorliegen müssen und die Eigenlokalisierung genau genug sein muss. 
Die genannten Anforderungen ließen sich innerhalb des Projekts mit den gegebenen 
Sensoren und dem vorliegenden Kartenmaterial nicht mehr erfüllen. 
Für Kreisverkehre wurde eine ähnliche Auswertung bzgl. den vorhergesagten 
Stopp-Vorgängen durchgeführt wie für Kreuzungen. Allerdings ließen sich nur sechs 
Szenen extrahieren, in denen Stopp-Vorgänge menschlicher Fahrer beobachtet 
werden konnten. Aufgrund der geringen Anzahl von Fällen und den daraus 
resultierenden Ungenauigkeiten wurde auf eine Auswertung der Szenenprädiktion in 
Kreisverkehren bzw. auf eine Darstellung hier verzichtet.  
 

Fazit der Evaluation 

Die Ergebnisse der in KISSaF entwickelten KI-basierten Szenenprädiktion auf der 
Autobahn werden von ZF DUS grundsätzlich positiv bewertet. Insbesondere in 
dynamischen Szenarien, in denen das Ego-Fahrzeug die Spur wechselt und die von 
großem Interesse für die damit verbundene Fahrfunktion des automatisierten 
Spurwechsels sind, übersteigt die Vorhersagegenauigkeit der in KISSaF entwickelten 
Szenenprädiktion die Genauigkeit herkömmlicher Modelle, welche auf Annahmen 
konstanter Geschwindigkeit beruhen. Die KI-basierte Szenenprädiktion kann so zum 
einen den Fahrkomfort erhöhen, da es zu weniger Abbrüchen bei bereits begonnenen 
Spurwechseln kommt, und zum anderen die Sicherheit, indem Spurwechsel, die zu 
kritischen Situationen in der Zukunft führen könnten, gar nicht erst begonnen werden. 
Es wurde nachgewiesen, dass sich die entwickelten KI-Modelle in Echtzeit auf einem 
herkömmlichen Desktop-PC ohne GPU-Unterstützung und auf einem eingebetteten 
System wie der von ZF entwickelten Pro-AI (mit GPU-Unterstützung) ausführen 
lassen.  
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Des Weiteren geht ZF DUS davon aus, dass die Möglichkeiten der tiefen neuronalen 
Netze noch nicht ausgereizt sind. Tatsächlich war das Training durch die im Projekt 
zur Verfügung stehende Sensorik und die späte Verfügbarkeit von HD-Karten bzw. 
ihre Einschränkung auf einen kleinen regionalen Bereich gewissen Limitierungen 
unterworfen. So gab es bspw. Schwierigkeiten bei der Spurzuordnung vorhergesagter 
Objekte und es konnten wichtige Umgebungsmerkmale, wie bspw. in der Zukunft 
auftretende Schilder für Geschwindigkeitsbegrenzungen, für das Training nicht genutzt 
werden. Die durchgängige Verwendung hochpräziser Karten, die für höhere 
SAE-Level [2] voraussichtlich ohnehin von Nöten ist, könnte bei entsprechend genauer 
Eigenlokalisierung auch noch längere Prädiktionshorizonte zulassen, wie sie bspw. für 
die Erkennung von Cut-Ins bzw. Cut-Outs benötigt werden. 
 
Die geringe Verfügbarkeit hochgenauer Karten bzw. Limitierungen der Sensorik haben 
auch die Anbindung der Szenenprädiktion an Fahrfunktionen für die Stadt bzw. eine 
entsprechende Auswertung erschwert. Trotz der vorgenannten Schwierigkeiten ist es 
uns gelungen, Auswertungen für die wichtige Vorhersage von Stopp-Vorgängen an 
Kreuzungen durchzuführen. Der Vergleich mit menschlichem Fahrverhalten zeigt in 
eine positive Richtung, doch es wären eine verbesserte Sensorik und weitere 
Auswertungen notwendig, um die Eignung tiefer neuronaler Netze für Fahrfunktionen 
in der Stadt angemessen beurteilen zu können. 
 

2.4.4 AP 4.5 – Standardisierung der Validierung 

Zu Beginn des Projekts wurde wie geplant von den Partnern ZF DUS und INGgreen 
gemeinsam überprüft, inwieweit sich die im Projekt PEGASUS gewonnenen 
Ergebnisse für KISSaF nutzen ließen, insbesondere für die Erstellung des in AP 4.1 
zu entwickelnden Szenarienkatalogs und für die Standardisierung der Validierung von 
Fahrfunktionen, welche auf einer maschinell gelernten Szenenprädiktion beruhen. 
Dabei sind wir zu dem Schluss gekommen, dass der Detailgrad der uns zur Verfügung 
stehenden Ergebnisse aus dem PEGASUS-Projekt nicht ausreichte, um diese in 
KISSaF gewinnbringend nutzen zu können. 
 
Bzgl. der Standardisierung der Validierung wurde im Verlauf des Projekts dann 
entschieden, sich für die Standardisierung der Validierung auf im Euro NCAP 
Standard [3] geschilderten Cut-In-Szenarien zu fokussieren, da die Anforderungen an 
automatisierte Spurwechsel mit Einscheren in kleinere Lücken bei dichtem Verkehr zu 
diesem Zeitpunkt noch nicht definiert waren. In Zusammenarbeit mit INGgreen sollte 
geprüft werden, inwieweit die eingefahrenen Messdaten kritische Cut-In-Szenarien im 
Sinne des Euro NCAP Standards enthalten oder ob diese auf einer entsprechenden 
Teststrecke eingefahren werden müssen. Eine weitere Fragestellung bestand darin, 
ob die im Euro NCAP Katalog definierten Szenarien überhaupt repräsentativ sind. 
Dann sollte untersucht werden, inwiefern das in Euro NCAP definierte Testprotokoll in 
der Lage ist, ein maschinell gelerntes Modell wie die in KISSaF entwickelte 
Szenenprädiktion für die Vorhersage von Cut-In-Szenarien zu testen oder ob das 
Testprotokoll für solche Modelle entsprechend modifiziert werden müsste. Die Daten 
zu den erkannten Cut-Ins bzw. das entwickelte Test-Framework, mit dem diese Daten 
gewonnen werden können, wurden von ZF DUS an INGgreen weitergegeben.  



  
 

 
 
Schlussbericht KISSaF – ZF Active Safety GmbH 58 / 68 

2.5 TP 5 – Projektorganisation 

 

2.5.1 AP 5.1 – Management und Koordination  

 
Im Rahmen des KISSaF Projektes haben sich die Konsortialpartner wöchentlich online 
getroffen um aktuelle organisatorische und technische Themen zu besprechen, da die 
Teilprojekte und jeweiligen Arbeitspakete zwischen den Partnern sehr stark 
voneinander abhängig waren. ZF hat hierfür für alle Projektpartner ein Projektplan, 
Handbuch und eine Roadmap aufgestellt. 
 
Der aktuelle Projektstand incl. Roadmap wurde im Rahmen von monatlichen TP Leiter 
Treffen evaluiert und entsprechende Maßnahmen besprochen und nachverfolgt. Auf 
Grund der Corona Pandemie haben am Anfang alle Projekttreffen ausschließlich 
online stattgefunden. Folgende größere Projekttreffen haben stattgefunden wie folgt:  

• Internes Projekttreffen am 14. Januar 2022  

• Halbzeitpräsentation am 09. Juni 2022 an der TU Dortmund 

• Internes Projekttreffen am 03. November 2022 bei INGgreen  

• Steuerkreistreffen am 11. Januar 2023  

• Internes Projekttreffen am 07. Februar 2023 bei ZF in Düsseldorf 

• Internes Projekttreffen am 06. September 2023 bei ZF AI Lab in Saarbrücken 

Im Rahmen der Projektkoordination wurden zusätzlich folgende Themen behandelt:  

• Erstellung eines „Joint Controller Agreement“ um das Speichern und 
Verarbeiten personenbezogener Daten vertraglich festzulegen.  

• Koordination eines Microsoft Azure Projekts für den Zugriff durch alle 
Projektpartner auf eine DevOps-Umgebung, sowie Datenbanken zum 
Speichern und Verwalten der aufgenommenen Daten. 

 

2.5.2 AP 5.2 – Ergebnisverbreitung 

 
Ziel des APs war die Aufbereitung der Konzepte aus TP 2 und AP 3.2 – AP 3.5 sowie 
der Evaluationsergebnisse aus AP 4.1 – AP 4.2 und AP 4.4 zur projektinternen und 
externen Verbreitung. 
 
Die Konzepte wurden projektintern in regelmäßigen Treffen und virtuellen Meetings 
verbreitet. Weiterhin wurden die Ergebnisse der wissenschaftlichen Community auf 
Konferenzen vorgestellt und publiziert. Außerdem wurden die Erkenntnisse 
Studierenden in der Lehre vorgestellt, was zu einer Nachwuchsforderung führt.  
 
Das Projekt und seine Ergebnisse wurde auf folgenden Veranstaltungen von ZF 
vorgestellt:  
 

• KISSaF Halbzeitpräsentation, Dortmund, Germany, 09. Juni 2021  

• Dortmunder Autotag, Dortmund, Germany, 2021 

• Dortmunder Autotag, Dortmund, Germany, 2022  
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• Automotive meets Electronics, Dortmund, Germany, 29./30. September 2022 

• Tech.AD, Berlin, Germany, 2022  

• ZF-interne Konferenz, online, Germany, 2022 

• InnocamNRW Mobility Meeting, Düsseldorf, Germany, 24. November 2022 

• Dortmunder Autotag, Dortmund, Germany, 2023 

 
Folgende Zeitungsartikel und Pressemitteilungen wurden veröffentlicht: 
 

• Vorstellung im Rahmen des Innocam.nrw Newsletters im Januar 2023 und im 
Rahmen eines Blockbeitrages1  

• Wenn die KI vorausschauend fährt: ZF und Entwicklungspartner schließen 
Forschungsprojekt KISSaF ab, Pressemitteilung ZF2 

• ZF und Entwicklungspartner schließen Forschungsprojekt KISSaF ab, 
Wochenblatt Friedrichshafen3 

• Wie KI autonomes Fahren revolutionieren könnte, SUPERillu, 21/2024 

• Wenn die KI vorausschauend fährt, Industrial Quality 2024 

• Künstliche Intelligenz wird zu einer Schlüsseltechnologie in der Mobilität, 
Automotive Insights, 20244 

• Wie KI dynamische Verkehrssituationen vorhersagen kann, Industrie.de, 20245 

• Assistenzsysteme: Situationen vorhersagen und darauf reagieren, 
Automobilindustrie, 2024 6 

• Wie kann KI dynamische Verkehrsituationen vorhersagen, ingenieur.de, 20247 

• So will ZF mit KI Verkehrssituationen antizipieren, automotiveID, 20248 

• Dynamische Verkehrssituationen mit KI voraussehen, HANSER automotive, 
20249 

 
Eine projektbezogene Webseite wurde eingerichtet (www.kissaf.de).  

 
1 Wie Künstliche Intelligenz die Vorhersage kritischer Situationen beim automatisierten Fahren 
präzisiert – innocam.NRW, Veröffentlicht: Oktober 2022, Letzter Abruf: 21.05.2024 
2 Wenn die KI vorausschauend fährt: ZF und Entwicklungspartner schließen Forschungsprojekt 
KISSaF ab - ZF. Veröffentlicht: 11.04.2024, Letzter Abruf: 21.05.2024 
33 ZF und Entwicklungspartner schließen Forschungsprojekt KISSaF ab (wochenblatt-news.de), 
Veröffentlicht:14.04.2024, Letzter Abruf: 21.05.2024 
4 Künstliche Intelligenz wird zu einer Schlüsseltechnologie in der Mobilität, Letzer Abruf 27.05.2024 
5 Wie KI dynamische Verkehrssituationen vorhersagen kann, Veröffentlicht, 17.04.2024, Letzter Abruf: 
27.05.2024 
6 Assistenzsysteme: Situationen vorhersagen und darauf reagieren, Veröffentlicht: 12.04.2024, Letzter 

Abruf: 27.05.2024 
7 Wie kann KI dynamische Verkehrsituationen vorhersagen, Veröffentlicht 11.04.2024, Letzter Abruf: 
27.05.2024 
8 So will ZF mit KI Verkehrssituationen antizipieren, Veröffentlicht 15.04.2024, Letzter Abruf: 
27.05.2024 
9 Dynamische Verkehrssituationen mit KI voraussehen, Veröffentlicht 16.04.2024, Letzter Abruf: 
27.05.2024 

https://www.innocam.nrw/wie-kuenstliche-intelligenz-die-vorhersage-kritischer-situationen-beim-automatisierten-fahren-praezisiert/
https://www.innocam.nrw/wie-kuenstliche-intelligenz-die-vorhersage-kritischer-situationen-beim-automatisierten-fahren-praezisiert/
https://press.zf.com/press/de/releases/release_67971.html
https://press.zf.com/press/de/releases/release_67971.html
https://www.wochenblatt-news.de/region-bodensee/friedrichshafen/zf-und-entwicklungspartner-schliessen-forschungsprojekt-kissaf-ab/
https://auto.news/artikel/kuenstliche-intelligenz-wird-zu-einer-schluesseltechnologie-in-der-mobilitaet
https://industrie.de/industrial-ai/wie-ki-dynamische-verkehrssituationen-vorhersagen-kann/
https://www.automobil-industrie.vogel.de/autonomes-fahren-vorhersage-verkehrsgeschehen-projekt-kissaf-a-ba25bd1c26934f990905870ba62771f4/
https://www.ingenieur.de/fachmedien/konstruktion/antriebstechnik/wie-kann-ki-dynamische-verkehrsituationen-vorhersagen/
https://www.automotiveit.eu/technology/ki-von-zf-soll-verkehrssituationen-antizipieren-580.html
https://www.hanser-automotive.de/a/news/dynamische-verkehrssituationen-mit-ki-vo-5692129
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3. Zusammenfassung des Projektbudgets 
 
Für ZF sind die wichtigsten Positionen des Projektbudgets:  

1. Personalkosten mit > 99 % des Gesamtbudgets 
2. Reisekosten mit < 1 % des Gesamtbudgets 

 
Der Vergleich zwischen der Vorkalkulation und der Nachkalkulation zeigt, dass beim 
Personalaufwand Abweichungen von 6 % und bei den Reisekosten von 94 % im 
Rahmen des Projektes auftraten. Um die Projektziele zu erreichen, musste ZF hier 
6 % Personalkosten mehr aufwenden als im ursprünglichen Antrag vorgesehen.  
 
Wegen der COVID-19-Pandemie wurden Reiseinschränkungen als weitere 
betriebseinschränkende Maßnahme eingeführt, womit die regelmäßig geplanten 
partnerübergreifenden Treffen der Teilprojekte und die Steuerkreistreffen zu Beginn 
des Projektes nicht in Anwesenheit, sondern Online, stattgefunden haben. Diese 
Maßnahmen führten zu einer erheblichen Reduktion der benötigten Reisekosten. 
 

4. Verwertungsplan und Veröffentlichung des Ergebnisses 
 
Der Verwertungsplan findet sich im Erfolgskontrollbericht. Die Projektergebnisse sind 
bei der Zwischenpräsentation, als auch bei der Endpräsentation veröffentlicht worden. 
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