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Teil 1. Kurzbericht

Einleitung und Zielsetzung

Viele Menschen leiden an chronischen Riickenschmerzen. Diese kdnnen die Mobilitat, den Schlaf sowie
die Lebensqualitat einschrianken und grofRe soziale Auswirkungen haben [1]. Ein Pfeiler der Behandlung
ist die Physiotherapie. Sie soll eine Starkung der Muskeln des unteren Riickens und des Bauches
fordern und bestimmte Muskeln starken, die meist nicht bewusst kontrahiert werden. Um die korrekte
Ausfiihrung des Trainings zu beurteilen, ertasteten die Therapeutin oder der Therapeut die
entsprechenden Muskeln wihrend der Ubung. Trainiert der Patient oder die Patientin zu Hause fehlt
diese Kontrolle. Das Projekt ULTRAEWAR ist ein erster Schritt zur Entwicklung eines Systems, um die
korrekte Durchfiihrung solcher Ubungen automatisch zu Giberwachen.

Im Rahmen von ULTRAWEAR sollte ein tragbares Ultraschall-System entwickelt werden, das durch die
Auswertung von Ultraschall-Signalen mit Methoden der kiinstlichen Intelligenz (KI) ein Biofeedback
liefert, das Patienten und Patientinnen bei der korrekten Durchfiihrung von physiotherapeutischen
Ubungen unterstiitzt.

Dazu werden Ultraschallsignale von einem tragbaren Elektronikmodul aufgenommen und nach der
Digitalisierung an ein Mobiltelefon oder ein Tablet zur Analyse mittels Deep-Learning-Algorithmen
weitergeleitet. Die Auswertung der gemessenen Signale sollten aus den fir den Laien schwer zu
interpretierenden Ultraschalldaten ein einfach zu verstehendes Nutzerfeedback generieren.

Ziel des Teilvorhabens der mediri GmbH war, die Algorithmen zur automatisierten Auswertung der
Ultraschallbilder in Echtzeit zu entwickeln. Diese sollten gréRtenteils auf Deep-Learning (DL) Methoden
beruhen. Ziel war es dem Patienten oder der Patientin, bzw. der Therapeutin oder dem Therapeuten
ein direktes sowohl qualitatives als auch quantitatives Feedback liber die Muskelkontraktion und somit
der korrekten Durchfiihrung der physiotherapeutischen Ubung zu geben.

Durchfiihrung
Das Konsortium bestand aus sechs Partnern:

e Fraunhofer Institut flir Biomedizinische Technik IBMT

e mediri GmbH, Heidelberg
FUSE GmbH, Hamburg
PREMA Semiconductor GmbH, Mainz

e Ditabis AG, Pforzheim

e Charité, Berlin
Federfiihrend im Projekt war das Fraunhofer Institut fiir Biomedizinische Technik IBMT. Neben der
Koordination wurden dort die Hardware und Software fir die Aufnahme und Verarbeitung der
Ultraschallbilder entwickelt. Hierzu hat die Firma Prema einen neuen Mulitplexer-Halbleiterbaustein
entwickelt. Die Integration des Gesamtsystems in ein Gehause inklusive einer Halterung des
Schallsensors war die Aufgabe von Ditabis. Die Algorithmen fir die Analyse der Bilddaten wurde von
mediri entwickelt. Eine spezielle App mit einer graphischen Benutzerfihrung wurde von der Firma
FUSE erstellt. Die Definition der klinisch-physiotherapeutischen Anforderungen, die Datenakquisition
und die Testung am Probanden waren Aufgaben der Charité.

Zunéachst wurde in enger Zusammenarbeit aller Kooperationspartner der Ablauf der Bildakquisition,
deren Verarbeitung und die Prasentation fiir den Physiotherapeuten bzw. die -Therapeutin oder den
Patienten bzw. der Patientin festgelegt. Es wurden die Hard- und die Softwarekomponenten
spezifiziert, Schnittstellen und Ubergabepunkte festgelegt. Besonders wichtig fiir die Entwicklung der
Auswertealgorithmen war die genaue Definition der relevanten Muskelgruppen und deren Darstellung
in den Ultraschallbildern. Des Weiteren wurde eine Messvorschrift festgelegt, welche die
Muskelkontraktion qualitativ und quantitativ beschreibt. Grundlage fiir einen erfolgreichen DL-Ansatz
sind groBe Datenmengen in ausreichender Qualitdit mit entsprechenden Annotationen, um die
kiinstlichen Neuronalen Netze zu trainieren und zu testen. Hierzu war es notwendig schon sehr frih
im Projekt Bilddaten zu akquirieren, die in ihrer Darstellung und Bildqualitdt den Bildern des gegen
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Ende des Projektes entwickelten Prototypen sehr dhneln. Zudem musste ein Weg gefunden werden
die vielen Einzelbilder der Ultraschallvideos fiir das Training effektiv manuell zu annotieren bzw. zu
segmentieren.

Kurz nach Projektbeginn kam es zu groRen Einschrankungen aufgrund der COVID-19 Pandemie. Dies
flhrte nicht nur zu Lieferengpasse, sondern auch zu Beschrankungen im Umgang mit Patienten und
Probanden, sodass sich das gesamte Projekt sehr stark verzogerte. Trotz Verlangerung des Projekts,
war es fiir die Projektpartner nicht moglich, das neue US-Bildgebungssystem rechtzeitig fertig zu
stellen. So konnten weder Ultraschalldaten fiir das Training der finalen DL-Algorithmen akquiriert
werden, noch konnte die spezielle Steuerungs-App, in der die automatische Bildanalyse integriert
werden sollte, installiert und das Gesamtsystem getestet werden. Auch die geplanten
Optimierungsschritte und die Anpassung der Algorithmen an die US-Bilder des finalen Systems waren
daher nicht moglich. Alternativ wurde eine klinische Studie zusammen mit der Charité mit einem
kommerziellen portablen Ultraschallgerdt zur automatisierten Analyse der Muskelbewegung
durchgefihrt.

Ergebnisse

Im Projekt wurde zunachst eine Software entwickelt bzw. angepasst, mit der schnell eine groRe Anzahl
(>1000) von Einzelbildern bzw. Videos annotiert werden kann. Damit war es moglich auf den
Ultraschallbildern die drei relevanten Bauchmuskeln sehr exakt zu segmentieren und den
Kontraktionszustand der einzelnen Muskeln zu annotieren. Die Software ermoglichte eine interaktive
Zusammenarbeit zwischen der Charité und mediri, sodass die einzelnen Ergebnisse von mindestens
zwei sog. Readern beurteilt wurden, was zu einer duflerst genauen Segmentierung fihrte. Insgesamt
standen so 26 Datensatze flir das DL-Training und die Tests zur Verfligung.

Dartiber hinaus wurde ein Algorithmus entwickelt, welcher den Kontraktionszustand der einzelnen
Muskeln anhand der Segmentierung bestimmt. Hierzu wurde die Muskeldicke, der Muskelschwerpunt
und die Muskelbewegung analysiert. Durch einen Vergleich der Muskeldicke im angespannten und
entspannten Zustand kann damit auch die sog. ,Preferential Activation Ratio” gemessen werden, ein
Mal3, an dem der Erfolg eines Trainingszyklus bestimmt werden kann.

Es wurden insgesamt drei verschiedene DL-Ansatze gewahlt und verglichen, um eine automatisierte
Segmentierung zu erzielen. Ein 2D DNN (Deep Neural Network), welches jedes Bild der
Ultraschallsequenz unabhéngig segmentiert. Dieses wurde um einen Optical Flow Ansatz erweitert (2D
DNN+OF) und so die Dynamik der Muskelkontraktion mit in das Training einbezogen. SchlieBlich wurde
ein U-Net mit convolutional long short term memory layern (U-Net-LSTM) entwickelt.

Alle drei Netzwerke zur Segmentierung wurden mit der automatischen Kontraktionsanalyse
kombiniert und getestet. Alle drei Algorithmen konnten in 71-75% der Falle den Kontraktionszustand
der einzelnen Muskeln genau bestimmen. Zusatzlich wurde die Echtzeitfdhigkeit der einzelnen
Algorithmen untersucht. Hier zeigten sich der 2D DNN und der 2D DNN+OF Algorithmus bei der
Framerate von 22 US-Bilder pro Sekunde als ausreichend schnell. Der auf einem U-Net-LSTM
basierende Algorithmus war langsamer und misste noch optimiert werden.

Um die klinische Studie zu ermdglichen, wurde eine interaktive Bildverarbeitungspipeline entwickelt,
bei der die automatische Verarbeitung der Daten an wenigen Stellen durch menschliche Interaktion
und ggf. eine Korrektur ergdnzt wurde. Wichtige Komponenten waren eine automatisierte
Bildselektion, eine semi-automatische Segmentierung der Muskelfaszien ergédnzt durch den Optical
Flow Trackingalgorithmus. Durch diesen interaktiven Ansatz konnten die Daten effektiv ausgewertet
werden. Die von der Charité durchgefiihrte Studie konnte die Effektivitdt einer ultraschallbasierten
Uberwachung des Muskeltrainings zeigen [12].
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Teil 2. Ausfiihrliche Darstellung

Arbeitsplan, Zusammenarbeit und Projektdurchfiihrung
Das mediri Teilvorhaben wurde in drei Arbeitspakte strukturiert.

e Entwicklung der Deep Learning Algorithmen
e Training und Optimierung der Algorithmen
e Implementierung in der Echtzeit-Umgebung

Auch war mediri an den Arbeitspaketen ,Spezifikation®, ,Integration und Testen“ und ,,Evaluierung der
klinischen Anwendung” des Gesamtprojektes beteiligt.

Die Zusammenarbeit der verschiedenen Projektpartner war sehr eng, vertrauensvoll und effektiv.
Dennoch konnten, wie oben dargestellt, einige der urspriinglich geplanten Arbeiten aufgrund der
durch die Pandemie verursachten Verzégerungen nicht bzw. nicht wie geplant ausgefiihrt werden. So
war eine abschlielende Anpassung der von mediri entwickelten DL-Algorithmen an das finale
ULTRAWEAR Ultraschallsystem im Projektzeitraum nicht mehr moglich. Dies verhinderte auch die
Fertigstellung eines Prototyps mit integrierter vollautomatischer Bildanalyse.

Im Folgenden sind die im Projekt durchgefiihrten Arbeiten und die hierbei erzielten Ergebnisse
genauer dargestellt.

Automatische Bestimmung des Muskelkontraktionszustandes

Nach Analyse von Ultraschallbilddaten der Bauch- und Rickenmuskulatur (musculi multifidi), wurde
im Konsortium entschieden sich zunachst auf die Analyse der Bauchmuskulatur zu beschranken. Um
das Ziel eines automatisierten Trainingsfeedbacks zu realisieren, sollte der Kontraktionszustand der
drei abdominellen Muskeln — obliquus externus (OE), obliquus internus (Ol) und transversus abdominis
(TrA) — basierend auf den Ultraschallaufnahmen ermittelt werden (Abbildung 1). Die Kontraktion eines
Muskels zeigt sich im Ultraschallbild durch eine Dickenveranderung und gegebenenfalls auch durch
eine Verschiebung des Muskels [2]. Viele Studien, die eine qualitative Auswertung von Ultraschall als
Biofeedbackmethode zur Unterstiitzung des Bauchmuskeltrainings untersuchen, verwenden eine
prozentuale Dickenverdnderung der Muskeln, um den Trainingserfolg zu bewerten [3]. Fir einen
automatisierten Ansatz sollten zuerst die einzelnen Muskeln entlang des gesamten Ultraschallvideos
einer Ubungsdurchfiihrung segmentiert werden. Basierend auf den Segmentierungen konnte dann die
Dicke sowie der Schwerpunkt der Muskeln bestimmt werden. Ein Vergleich zwischen Messwerten
wihrend der Ubung und des Ruhezustandes sollte schlieBlich eine Bewertung des
Kontraktionszustandes erlauben.

Im Folgenden wird zuerst die Datengrundlage, die flr die Entwicklung der DL-Algorithmen notwendig
war, vorgestellt. Fir die automatische Segmentierung wurden verschiedene DL-basierte Ansatze
implementiert, die beschrieben und anhand ihrer Ergebnisse miteinander verglichen wurden. Dieser
algorithmische Vergleich wurde im International Journal of Computer-Aided Diagnosis and Surgery
publiziert [11].

Datensammlung und Annotation
Flr DL-basierte Algorithmen sind annotierte Daten eine notwendige Voraussetzung. Die Datenakquise
wurde vom Fraunhofer IBMT mit Unterstiitzung der Charité durchgefiihrt. Da die Entwicklung der
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Ultraschallhardware selbst Teil des Projektes war, stand sie zu Beginn des Projektes noch nicht zu
Verfligung. Daher wurden die Daten mit einem handgehaltenen diagnostischen Ultraschallkopf in
konventioneller Bauform aufgenommen. Das Ultraschallgerat war ein Prototypsystem von Fraunhofer
IBMT. Die Einstellungen wurden so gewahlt, dass das spater zur Verfligung stehende tragbare Gerét
moglichst gut simuliert wurde. Dafir wurden z.B. verfigbare Transmissionskanale
zusammengeschaltet, um den finalen Transducer nachzuahmen, der weniger Kanale zum Senden und
Empfangen zur Verfliigung haben wiirde. Unter Anleitung der Charité wurden Ultraschallvideos
wahrend der Durchfiihrung des abdominal-drawing-in-maneuvers von 11 freiwilligen Probandinnen
und Probanden mit einem festen Protokoll aufgenommen. Diese wurden in einer von mediri
angepassten Instanz des Annotationstools CVAT [4] annotiert. Ziel war die drei abdominellen Muskeln
in jedem der Gber 1000 US-Bilder (Frames) der Videos moglichst exakt zu segmentieren. Die Software
ermoglicht die automatische Ubertragung der Konturierung auf die vorhergehenden und
nachfolgenden Frames und interpoliert linear zwischen manuell eingezeichneten oder korrigierten
Konturen. Nur so war es moglich mit vertretbarem personellem Aufwand die Annotation der Daten
durchzufiihren. Darlber hinaus wurde fir jeden Muskel in jedem Frame der Kontraktionszustand
bewertet. Letztendlich wurden 26 Videos annotiert, die je eine Kontraktion der Muskel zeigen, da die
Probanden die Ubung mit mehreren Wiederholungen durchfiihrten. In Abbildung 1 sind exemplarisch
zwei segmentierte Frames, jeweils aus der Ruhe- sowie der Ubungsphase, mit Segmentierung
dargestellt.

Die Daten wurden in einen Cross-Validierungsdatensatz, der fiir das Training der DL-Algorithmen
verwendet wurde, sowie einen Testdatensatz aufgeteilt. Es wurde darauf geachtet, dass

Videosequenzen desselben Probanden in dieselbe Gruppe eingeteilt wurden.

Abbildung 1: Exemplarische Segmentierung der abdominellen Muskeln (OE: orange, Ol: griin, TrA: lila). Das linke sowie das
mittlere Bild zeigen die Muskeln wéhrend der Ruhephase, das rechte Bild wihrend der Ubungsdurchfiihrung. Der TrA wird in
der Ubung angespannt, was sich sowohl in einer leichten Dickendnderung als auch in einer Verkiirzung und damit
einhergehenden Verschiebung des Muskels zeigt.

Bestimmung der Muskeldicke sowie der Kontraktion basierend auf Segmentierungen

Mit Hilfe der manuellen Segmentierungen wurde zuerst ein automatisches Vorgehen festgelegt, mit
dem der Kontraktionszustand der Muskeln wihrend der Ubungsdurchfiihrung bestimmt werden
sollte. Die Messung der Muskeldicke erfolgte dabei an vier festgelegten Bildpositionen, die gemittelt
wurden. Eine Messung anhand typischer Landmarken, wie sie oft manuell in Studien vorgenommen
wird, war aufgrund des automatischen Ansatzes nicht moglich. Da der Muskelansatz (muscle joints)
nicht immer im Bild aufgenommen wurde, war ein Bezug auf diese Landmarke ebenfalls nicht moglich
(siehe Abbildung 1: fiir den Ol ist die Bestimmung des rechten Muskelansatzes nicht moglich). Neben
der Dicke wurde aullerdem der Schwerpunkt der jeweiligen Muskelmasken bestimmt. Da die auf den
Bildern laterale (rechts-links) Bewegung des Muskels im Bild Aufschluss (iber eine mogliche
Verschiebung des Muskels geben kann, wurde nur die Position des Schwerpunktes weiter betrachtet.
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Die Dicken- und Schwerpunktmessungen wurden daraufhin aufgeteilt in Werte, die wahrend der Ruhe-
und solche die wahrend der Ubungsphase gemessen wurden. Die entstehenden Messverteilungen
wurden daraufhin untersucht, ob sie in einem dhnlichen oder verschiedenen Wertebereich liegen,
wobei Letzteres Hinweis auf eine Anspannung liefern wiirde. Der Vergleich wurde durchgefiihrt, indem
die Uberschneidung der Verteilungen durch einen Vergleich ihrer Perzentile ermittelt wurde. Da sich
bei einer Anspannung entweder die Dicke oder der Schwerpunkt deutlich dndern sollte, war die
Erwartungshaltung, dass sich die entsprechende Uberschneidung der Verteilungen verringern sollte.
In Abbildung 2 sind die ermittelten Uberschneidungen der Verteilungen fiir alle Werte aus dem Cross-
Validierungsdatensatz dargestellt. Rote Kreuze markieren angespannte Muskeln, wdhrend blaue
Punkte die Werte fir die nicht angespannten Muskeln darstellen. Die zwei Schwellen (Thresholds), um
angespannte von entspannten Muskeln zu trennen, sind ebenfalls eingezeichnet (graue Linien). Sobald
einer der Uberschneidungswerte unter eine der Thresholds fillt, wurde der Muskel als angespannt
eingestuft. Es ist zu sehen, dass zwei angespannte Muskeln auf der “falschen” Seite der Thresholds
liegen und somit falschlicherweise als entspannt klassifiziert wurden. Auferdem wird ersichtlich, dass
eine Kombination der beiden Kriterien Dicke sowie Schwerpunkt von Vorteil ist. Wiirde zum Beispiel
nur das Dickenkriterium hinzugezogen, wirden weitere fiinf Muskeln falsch eingestuft werden. Eine
ausschlieBliche Nutzung der Schwerpunktverschiebung als Anhaltspunkt fiir eine Anspannung des
Muskels wiirde bei weiteren acht Muskeln zu keinem korrekten Ergebnis flihren.
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Abbildung 2: Uberschneidung der Verteilungen fiir die Dickenmessungen (y-Achse) und die Schwerpunktmessungen (x-
Achse) auf den manuell annotierten Daten.

Segmentierungsalgorithmen
Fir die Segmentierung der einzelnen Muskeln wurden verschiedene Ansédtze getestet und miteinander
verglichen.

2D Segmentierung (2D DNN): Fir einen einfachen 2D Ansatz wurde MobileNetV3 [5, 6] mit einem
LRASPP Head fir semantische Segmentierung und vortrainierten Gewichten verwendet. Einzelne
Frames in den jeweiligen Sequenzen wiesen eine hohe Ahnlichkeit auf. Daher wurden von jedem
Probanden jeweils zehn Frames aus der Ruhe- und zehn aus der Anspannungsphase mit einer
minimalen Interframe-Ahnlichkeit ausgewahlt. Die Menge der Trainingsdaten wurde daraufhin durch
Datenaugmentierung wieder erhoht. Hierzu wurden vertikales Spiegeln, Skalierung,
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Helligkeitsanderungen, Gaussfilterung, Optische- und Gitterverzerrungen sowie elastische
Transformationen [7] verwendet. Die einzelnen Frames wurden normalisiert und mit Faktor zwei
downgesampelt, um das rezeptive Feld des Netzwerkes zu erhéhen. Trainiert wurde auf Patches der
GroRe [200, 200] mit einer Batchsize von 5, einer Learning Rate von 10 und einem Cross-Entropy Loss.
Das finale Modell wurde zum Zeitpunkt des Trainings gespeichert, zu dem der Validierungs-Loss
minimal war.

2D Segmentierung mit Tracking (2D DNN + OF): Um die zeitliche Komponente der Videoaufnahme mit
in die Segmentierung einzubeziehen, wurde der oben beschriebene 2D Ansatz mit Optical Flow (OF)
Tracking kombiniert. Dazu wurde das erste Frame in jeder Sequenz mit dem beschriebenen 2D
Netzwerk segmentiert und die Segmentierung dann mittels OF auf die anderen Frames der Serie
propagiert. Daflir wurde der iterative Lucas-Kanade Ansatz [8] genutzt, der ein Verschiebungsfeld
zwischen einem aktuellen und einem Referenzframe fiir eine Anzahl sparser Features bestimmt.
Mithilfe von Interpolation wird dann ein Verschiebungsvektor fiir jeden Pixel ermittelt. Die Parameter
fir den OF-Algorithmus wurden experimentell festgelegt. Als Referenzframe fiir das Tracking wurde
dasjenige Frame verwendet, dass die hdchste Ahnlichkeit zum aktuell betrachteten aufwies und fiir
das bereits eine Segmentierung vorlag. Nur jedes flinfte Frame wurde dabei beriicksichtigt, um die
Propagation von Fehlern entlang des Videos moglichst zu minimieren. Die propagierten Masken
wurden auBerdem mit einem Gaussfilter geglattet.

U-Net-LSTM: Um die zeitliche Komponente direkt in das Segmentierungsnetzwerk zu integrieren,
wurde ein U-Net mit convolutional long short term memory (convLSTM) Layern entworfen. Solche
Adaptionen des erfolgreichen U-Nets wurden bereits erfolgreich fir die Segmentierung von Cardio-
Ultraschallaufnahmen eingesetzt [9]. Das U-Net-LSTM bestand aus einem Encoder und einem Decoder
mit drei Auflosungsleveln. Im Encoder wurde die erste Convolution auf jedem Level durch eine
convLSTM ersetzt, welches die Eingabesequenz in beide zeitliche Richtungen (bidirectional)
verarbeitet. Es wurde Dropout und Instance Normalization verwendet. Als Eingabe fiir das Netzwerk
wurden Subsequenzen der Ldnge 16 extrahiert. Dabei wurden nicht 16 konsekutive Frames aus den
Serien ausgewahlt, sondern Frames mit einer Distanz von 16 Frames, um relevante Veranderungen
wie z.B. den Ubergang von Anspannung zur Entspannung abbilden zu kénnen. Diese Subsequenzen
wurden ausgehend von jedem siebten Frame der Serie konstruiert, um eine reprasentative Auswahl
aus jedem Video zu erhalten. Dieselben Datenaugmentierungsstrategien und Trainingsparameter wie
fiir das 2D Netzwerk wurden angewendet. Aufgrund von Speicherlimitationen war das Training nur mit
einer Batchsize von eins moglich. Daflr wurde Gradientenakkumulation eingesetzt.

Fir die Inferenz auf den Testdaten wurden die Ergebnisse von allen Cross-Validierungsmodellen
gemittelt. Nur das jeweils groRte zusammenhangende Objekt pro Klasse (d.h. pro Muskel) wurde
beibehalten und potenzielle Locher in den Segmentierungsmaksen wurden geschlossen.

Test der Segmentierungsalgorithmen

Die Strategien zur Dickenmessung sowie Thresholds zur Bestimmung des Kontraktionszustandes
wurden auf Segmentierungsmasken angewendet, die durch die oben beschriebenen Algorithmen
erstellt wurden. Die Ergebnisse sind in Abbildung 3 fiir die Cross-Validierungsdaten dargestellt. Jeder
Kreis in der Abbildung stellt die drei Muskeln des jeweiligen Probanden dar. Wenn die automatische
Klassifikation mit der Referenzannotation libereinstimmt, ist das entsprechende Drittel eingefarbt. Mit
der manuellen Annotation werden 55 von 57 (96.5%) Muskeln korrekt klassifiziert und fir 17 von 19
Probanden werden alle Muskeln korrekt eingeschatzt. Sowohl der 2D DNN Ansatz als auch die
Kombination aus 2D DNN und Optical Flow klassifizieren 43 Muskeln korrekt (75.4%) und kommen bei
8 Probanden fiir jeden Muskel zum richtigen Ergebnis. Das U-Net mit convLSTM layern erreicht 41
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korrekt klassifizierte Muskeln (72%) und ist korrekt fir 11 Probanden. In dhnlicher Weise zeigt
Abbildung 4 die Ergebnisse auf dem Testdatensatz. Mit der manuellen Segmentierung werden 19
Muskeln (90.5%) und 6 von 7 Probanden richtig klassifiziert. Die automatischen Algorithmen erreichen
alle 15 korrekt klassifizierte Muskeln (71.4%). Wahrend sowohl das 2D DNN und die Kombination mit
Tracking nur fiir 2 Probanden vollstéandig korrekte Ergebnisse liefert, liegt das U-Net-LSTM fir 4
Probanden richtig.
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Abbildung 3: Klassifizierungsergebnis in Bezug auf den Kontraktionszustand fiir Daten aus dem Cross-Validierungsset. Die x-
Achse zeigt die verschiedenen Probanden, wéiihrend die y-Achse die verschiedenen Segmentierungsalgorithmen abbildet,
wobei Reference die manuelle Segmentierung bezeichnet. Ist ein Muskel korrekt klassifiziert ist das entsprechende Drittel
des Kreises eingefdrbt. Ein schwarzer Rand hebt zusdtzlich diejenigen Probanden heraus, bei denen alle drei Muskeln korrekt
klassifiziert sind.
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Abbildung 4: Klassifizierungsergebnis in Bezug auf den Kontraktionszustand fiir Daten aus dem Testset, dquivalent zu
Abbildung 3.

Einsatzmoglichkeit in Realtime

Die oben beschriebenen Ergebnisse wurden in einem retrospektiven Verfahren erzielt, d.h. das
gesamte Ultraschallvideo der Ubungsdurchfiihrung mit 10 Sekunden Ruhephase, 10 Sekunden
Anspannung und weiteren 4 Sekunden Ruhephase wurde fiir die Dicken- und Schwerpunktmessung
sowie fiir deren Vergleich zur Einschatzung des Kontraktionszustandes genutzt. In der Anwendung
sollte das System jedoch in der Lage sein, wihrend der Ubungsdurchfiihrung kontinuierliches Feedback
zu geben. Ein derartiges Realtime-Szenario wurde mit den vorhandenen Ultraschallvideos simuliert,
indem die Bilder aus der Ubungsdurchfiihrung in Blécke von etwa 1 s eingeteilt wurden. Messungen
auf diesen Blocken wurden dann mit Messungen wahrend der ersten Ruhephase verglichen, um
dquivalent zum retrospektiven Ansatz den Kontraktionszustand zu bestimmen. Der Anteil an korrekten
Klassifikationen fiir diesen Ansatz ist in Abbildung 5 dargestellt. Hierbei wurden nur diejenigen
Muskeln betrachtet, die in der retrospektiven Analyse korrekt klassifiziert wurden. Fiir die Cross-
Validierungsdaten liegt der Median der korrekten Klassifikationen immer tiber 80% und fiir den OE und
TrA nahe bei 100%. Ausreiller treten insbesondere fiir den OE und Ol auf wobei in manchen Fallen
sogar keine der Realtime-Klassifikationen korrekt sind. Die Verteilung fir die Testdaten stellt sich fir
den Ol und TrA ahnlich dar. Der Anteil an korrekten Klassifikationen fiir den OE ist niedriger mit
Ausnahme des Trackingansatzes. Im Gegensatz zu den Validierungsdaten kénnen weniger extreme
Ausreiller beobachtet werden.

Da insgesamt die Mehrheit der Realtime-Klassifikationen korrekt ausfallen, kann der Ansatz prinzipiell
als fur einen kontinuierlichen Einsatz geeignet eingestuft werden. Das Auftreten von falschen
Klassifikationen ist allerdings ein Hinweis darauf, dass die Mittelung Uber die gesamte
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Ubungsdurchfiihrung die Messung stabilisiert. Manche Muskeln werden allerdings in allen Realtime-
Klassifikationen falsch eigeschatzt. Eine mogliche Erklarung sind hierbei leichte Verschiebung des
Transducers wihrend der Ubung, die einen gréReren Einfluss haben, wenn nur die erste Ruhephase
als Referenz betrachtet wird. Ein Beispiel fir dieses Verhalten ist in Abbildung 6 dargestellt. Der dort
dargestellte Proband spannt laut Referenzannotation ausschlieflich den TrA an. Betrachtet man
allerdings den OE, so ist eine Verschiebung des Muskels zwischen erster Ruhephase sowie
Ubungsdurchfiihrung und zweiter Ruhephase sichtbar. Fir den Realtime-Ansatz steht als
Vergleichspunkt nur die erste Ruhephase zur Verfligung, weshalb diese Verschiebung als eine
Kontraktion gewertet wird. Bei einem Vergleich mit der zweiten Ruhephase wird deutlich, dass die
Verschiebung eher auf eine generelle Verdnderung des Bildausschnittes zurlickzufiihren ist. Da die
zugrunde liegenden Daten mit einem handgefiihrten Ultraschallgerdt aufgenommen wurden, kénnen
solche Verschiebungen — sei es durch Bewegung des Probanden oder des Aufnehmenden — nicht
ausgeschlossen werden. Damit leitet sich flir das geplante ULTRAWEAR-System die Anforderung einer
robusten Anbringung an der Haut ab, die Bewegung ohne groRere Verschiebung in der
Aufnahmeebene erlaubt.

Fiir einen Einsatz in Realtime ist, neben der Performanz, auch die Rechenzeit ausschlaggebend. Diese
wurde bestimmt, indem die jeweiligen Segmentierungsalgorithmen auf 800 verschiedenen Daten aus
dem Cross-Validierungsset angewendet und die gemessenen Laufzeiten gemittelt wurden. Bei der
aktuellen Framerate von 22fps (frames per second) stellten sich dabei das 2D DNN und das 2D DNN +
OF als schnell genug heraus, um eine kontinuierliche Segmentierung und Feedback zu erreichen. Das
U-Net-LSTM ist allerdings in seiner Ausfiihrung noch zu langsam, um es in Echtzeit einsetzten zu
kénnen. Hier liegt noch Optimierungsbedarf vor, sollte das Netzwerk in der geplanten Anwendung
eingesetzt werden.

Validation Test
100 W & - % ~ == [ Reference
o : T ég [ 2D DNN
50 mEmE ’ ’ ] 2D DNN + OF
L [ U-Net-LSTM

Correct
classifications [%]

0
OE Ol TrA OE Ol TrA

Abbildung 5: Anteil an korrekten Klassifikationen in einer Realtime-Simulation fiir diejenigen Muskeln, die in der
retrospektiven Analyse korrekt klassifiziert wurden.

I Obliquus externus
Obliquus internus
B Transversus abdominis

First Rest Second Rest

Abbildung 6: Exemplarische Frames aus der ersten Ruhephase, der Anspannung und der zweiten Ruhephase fiir einen
Probanden. Laut der Referenzannotation spannt dieser Proband ausschliefSlich den TrA an, die sichtbare Verschiebung des
OE kann allerdings fdlschlicherweise als Anspannung gewertet werden, falls sie nur mit der ersten Ruhephase verglichen
wird.
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Klinische Studie zum US-Biofeedback beim Training der Bauchmuskulatur

Da die geplante Anpassung der entwickelten DL-Segmentierungsalgorithmen an das ULTRAWEAR
System in der Projektlaufzeit nicht moglich war und auch keine klinische Testung erfolgen konnte,
wurde vom klinischen Partner Charité eine Studie mit einem handgehaltenen kommerziellen
diagnostischen Ultraschalgerat Clarius L15 HD3 von Clarius Mobile Health, Vancouver, Kanada
durchgefiihrt. Diese Studie hatte zum Ziel, den Einfluss eines tragbaren Ultraschallgerates mit
Biofeedback auf das Training der abdominellen Muskulatur insbesondere bei dlteren Probanden und
Probandinnen zu untersuchen. 24 Probanden und Probandinnen wurden in zwei Gruppen eingeteilt,
wobei bei beiden ein US-Video wihrend der Ubungsdurchfiihrung aufgenommen wurde. Einer Gruppe
wurde das US-Video wahrend des Trainings direkt als Biofeedback gezeigt. Alle Probanden und
Probandinnen absolvierten zwei abdominelle Ubungen im Liegen mit jeweils drei
Ubungswiederholungen. Fiir die Datenauswertung sollten die Muskeldicken kontinuierlich wihrend
der gesamten Durchfiihrung bestimmt werden, um so die sog. Preferential Activation Ratio ermitteln
zu kénnen, die angibt, in welchem Umfang der TrA wihrend der Ubung an Dicke zugenommen hat
[10]. Aufgrund der sehr groRen Unterschiede in der Darstellung und Bildqualitdt, konnten die
entwickelten DL-Algorithmen nicht mit zufriedenstellendem Ergebnis auf die Ultraschalldaten des
Clarius-Systems angewendet werden. Um eine manuelle Annotation der Daten zu vermeiden, welche
aufgrund von beschrankten zeitlichen Ressourcen nicht moglich gewesen wére, wurde eine semi-
automatisierte Segmentierung implementiert. Dabei wurde zuerst aus den ersten 100 Frames jeder
Aufnahme dasjenige Frame extrahiert, in welchem die Muskelfaszien am deutlichsten zu sehen waren.
Hierzu wurde die maximale Summe nach Sobelfilterung des Bildes bestimmt. Danach wurde ein
Viterbi-Algorithmus angewendet, um die Muskelfaszien der drei abdominellen Muskeln zu
identifizieren, die jeweils von der linken zur rechten Seite verlaufen sollten. Die so erstelle initiale
Segmentierung wurde von zwei Mitarbeitern der Charité Gberprift und gegebenenfalls nachkorrigiert.
Ein Optical Flow Tracking Algorithmus, wie oben, propagierte die initiale Segmentierung danach auf
alle anderen Frames in der Serie. Auch das Trackingergebnis wurde visuell beurteilt und gegebenenfalls
weiter verbessert. Um das OF-Tracking zu verbessern, wurden in einigen Videos ein zweites Frame der
Serie manuell segmentiert und so das Tracking durch einen zweiten Stiitzpunkt unterstiitzt. Da die
verschiedenen Aufnahmen mit dem Clariusgerat beziiglich Bildqualitdit und Sichtbarkeit der
Muskelfaszien heterogen waren (siehe Abbildung 7) mussten die Parametrisierung sowohl fiir den
Viterbi- als auch fir den OF-Trackingalgorithmus gegebenenfalls pro Probanden bzw. Probandin
angepasst werden. SchlieBlich mussten fiinf Aufnahmen (von 144) aufgrund unzureichender
Videoqualitat aussortiert werden. Nur durch die Entwicklung dieses semi-automatischen Workflows,
konnte diese klinische Studie im ULTRAWEAR Projekt durchgefiihrt werden. In der Studie wurden die
manuelle und die bildbasierte Kontrolle der Ubungen in der Praxis verglichen und als gleichwertig
erkannt [12].
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Abbildung 7: Exemplarische Bilder mit dem Clarius US-Gerdt fiir verschiedene Studienteilnehmer und -teilnehmerinnen. Es ist
jeweils ein Frame aus der ersten Ruhephase zu sehen.

Notwendigkeit und Angemessenheit der geleisteten Projektarbeiten

Alle im Rahmen von ULTRAWEAR durchgefiihrten Arbeiten waren notwendig und angemessen, um die
Projektziele zu erreichen. Insbesondere fiir die Erreichung des primaren Ziels, der Entwicklung eines
DL-basierten Algorithmus zur automatischen Kontrolle der korrekten und effektiven Durchfiihrung von
physiotherapeutischen Ubungen zur Stirkung des Riickens. Dieses Projektziel wurde grundsatzlich
erreicht, zuverlassige DL-Algorithmen und entsprechende Softwarekomponenten entwickelt. In einer
klinischen Studie konnte die Leistungsfahigkeit der automatisierten US-Analyse der Muskelbewegung
gezeigt werden. Die finale Anpassung und Integration in den ULTRAWARE Ultraschall-Prototypen war
im Rahmen der Projektzeitlauf nicht mehr moglich.

Dies wird bei der Betrachtung der Intention des Gesamtprojektes deutlich. ULTRAWEAR adressiert das
wichtige Thema chronische Riickenschmerzen. Physiotherapie ist ein wichtiger Pfeiler der Behandlung
dieser Volkskrankheit. Korrekt durchgefiihrte Ubungen zur Stirkung der Muskulatur sind hierbei
unerldsslich. Automatisierte Losungen helfen in der Zukunft Therapeuten zu entlasten und Kosten zu
senken. Dariiber hinaus haben alle Projektpartner durch das Forderprojekt viele neue und innovative
Erkenntnisse auf ihrem Gebiet gewonnen.

Durch die Projektpartner wurden alle notwendigen Kompetenzbereiche besetzt. Ein derartiges
Forschungsvorhaben war nur durch die enge Zusammenarbeit zwischen Industrie,
Forschungsinstituten und der Klinik moglich. Keiner der Partner hatte alleine dieses Forschungsprojekt
ohne Férderung durchfiihren kénnen.

Wichtig Positionen des zahlenmaf3igen Nachweises

Das Projekt ULTRAWEAR wurde vom Bundesministerium fiir Bildung und Forschung gefordert. Die
urspriingliche Budgetplanung wurde den Verzégerungen im Projekt kostenneutral angepasst. Die
Mittel wurden wie geplant abgerufen. Der weitaus groRte Teil der Projektkosten entfiel, wie geplant,
auf die Personalkosten fir die Entwicklung der Algorithmen und der Software. Sach- und Reisekosten
betrugen nur ca. 1% der gesamten Projektkosten.

Verwertung der Ergebnisse
Die in ULTRAWEAR geschaffenen Komponenten einer neuartigen mobilen ultraschallbasierten
Uberwachung physiotherapeutischer Ubungen sind hoch innovativ. Zudem konnte gezeigt werden,
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dass eine Ultraschalliiberwachung des Muskeltrainings gleichwertig zu einer manuellen Uberwachung
ist. Mit der gezielten Therapie von Riickenschmerzen wird zudem eine weit verbreitete Volkskrankheit
adressiert.  Grundsatzlich wird angestrebt, in Nachfolgeprojekten die automatisierte
Trainingsliberwachung mit der fertigen prototypischen Hardware und voll integrierter Software zu
realisieren, um die Chancen und Risiken eines Produktes und dessen mogliche Markteinfihrung zu
prifen.

Der Trend zur Miniaturisierung und zu folienartigen Schallwandlern halt unvermittelt an. Das
heilSt,Ultraschalllésungen zum Aufkleben und langerem Tragen werden in den ndchsten Jahren weiter
zunehmen. Um die Datenflut solcher Systeme zu verarbeiten, werden automatisierte und autonome
DL-Softwareldsungen benétigt. Projektbezogen soll daher die ULTRAWEAR Software entsprechend
angepasst und weiterentwickelt werden.

Mediri hat sehr viel Erfahrung im Bereich der automatisierten Echtzeit-Nachverfolgung und -Analyse
und bereits verschiedene Softwareldsungen dazu entwickelt. Durch die Entwicklungen in ULTRAWEAR
kann den Kunden nun ein erweitertes Auswertesoftwareportfolio angeboten werden. Auch sind die in
ULTRAWEAR fiir mediri erarbeiteten Kl-Technologien Grundlage, um viele weitere automatisierte
Anwendungen zu optimieren, wie z.B. Algorithmen zur Analyse von Verlaufsuntersuchungen. Diese
werden in mTRIAL, der mediri Softwareplattform fir klinische Bildgebungsstudien, integriert und
stehen so unseren Kunden zur Verflgung.

Relevante Ergebnisse von Dritter Seite

Im Laufe des Projektes sind keine relevanten Ergebnisse oder Patente bekannt geworden, welche die
Fortflihrung unseres Vorhabens oder die geplante Verwertung und Vermarktung aus technischer,
wissenschaftlicher oder (patent-) rechtlicher Sicht beeintrachtigen kénnten.
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