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1 Aufgabenstellung

1.1 Problem und Motivation

Der StraRengiiterverkehr stellt mit einem Anteil von tber 70 % am Transportaufkommen den zentralen
Pfeiler der Binnenlogistik in Deutschland dar und wird Prognosen zufolge bis 2030 nochmals um etwa
20 % wachsen. Dieser hohe Anteil verdeutlich die Leistungs- und Funktionsfahigkeit der Stralenlogistik.
Bei der StraRenlogistik handelt es sich um ein komplexes System, welches ein Zusammenspiel aus
verschiedenen Akteuren voraussetzt und in der Regel eine Vielzahl an Arbeitsschritten erfordert. Dies
wiederum fihrt zu einer gewissen Stéranfalligkeit des Systems. Transportprozesse sind oft einer
Vielzahl unvorhersehbarer Einflisse ausgesetzt, darunter Staus, Unfalle, technische Defekte, widrige
Wetterbedingungen oder Verzégerungen an Be- und Entladerampen. Solche Ereignisse — im Projekt
als Storfalle bezeichnet — beeintrachtigen nicht nur die Effizienz logistischer Ablaufe, sondern haben
weitreichende 6konomische und gesellschaftliche Konsequenzen. Sie flihren zu Produktionsausfallen,
Konventionalstrafen, zusatzlichen Kosten durch Umplanungen sowie zu erhéhtem Verkehrsaufkommen
und CO,-Ausstol3.

Die gegenwartige Praxis der Storfallerkennung basiert iberwiegend auf der manuellen Beobachtung
durch Disponenten, die Plan- und Ist-Daten vergleichen und dabei ihre individuelle Erfahrung einsetzen.
Diese Vorgehensweise ist jedoch fehleranfallig, ressourcenintensiv und schwer skalierbar. Zudem
bleiben externe Datenquellen, wie etwa Wetter- und Verkehrsmeldungen oder Baustelleninformationen,
bislang weitgehend ungenutzt, da ihre manuelle Auswertung zu komplex und aufwéandig ist. Auch das
implizite Wissen einzelner Disponenten ist nicht systematisch verfiigbar, wodurch eine konsistente und
Ubertragbare Entscheidungsbasis fehlt. Die Folge ist eine suboptimale Planung mit hohen Zeit- und

Kapazitatspuffern, die letztlich die Wettbewerbsfahigkeit von Unternehmen beeintrachtigt.

Vor diesem Hintergrund ergabt sich ein erheblicher Innovationsbedarf. Eine datengetriebene IT-Lésung
zur automatisierten Storfallerkennung und -vorhersage wiirde die Mdglichkeit bieten, die bestehenden
Defizite grundlegend zu adressieren. Durch die Integration heterogener Datenquellen und die
Anwendung selbstlernender Verfahren kdnnen Muster und Zusammenhange identifiziert werden, die
eine frihzeitige Erkennung potenzieller Stérungen erlauben. Ein solches System wurde nicht nur die
operative Planung und Steuerung von Transporten verbessern, sondern auch einen Beitrag zur
Erhéhung der Resilienz von Lieferketten, zur Reduktion von Umweltbelastungen und zur Umsetzung

der Digitalisierungsstrategie im Guterverkehr leisten.

1.2 Zielsetzung und Aufgabenstellung

Das Projekt SLIDEplus verfolgte die Entwicklung einer innovativen Service-Plattform zur
Storfallerkennung und -vorhersage im Stral3engiterverkehr auf Basis selbstlernender KI-Verfahren. Die
zentrale Zielsetzung bestand darin, Transportprozesse robuster, effizienter und nachhaltiger zu
gestalten, indem Stoérfalle frihzeitig erkannt, Ursachen analysiert und Handlungsoptionen zur

Vermeidung bzw. Deeskalation abgeleitet werden kénnen.
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Bisherige Ansatze basierten zumeist auf manueller Uberwachung durch Disponenten, die mit ihrer
individuellen Erfahrung auf Abweichungen reagieren. Dieser Prozess war weder skalierbar noch
zuverlassig, insbesondere da externe Datenquellen wie Wetter-, Verkehrs- oder Baustellenmeldungen
bislang kaum systematisch bericksichtigt wurden. SLIDEplus adressierte diesen Mangel, indem interne
Tourdaten mit heterogenen externen Informationsquellen angereichert und durch Ki-Methoden
analysiert wurden. Auf Grundlage probabilistischer Kausalmodelle konnten SO
Eintrittswahrscheinlichkeiten von Stoérfallen, deren Ursachen und Auswirkungen quantifiziert werden.
Die entwickelte Plattform ermdglicht somit nicht nur eine retrospektive Analyse, sondern vor allem eine
prospektive Bewertung geplanter oder laufender Transporte. Dadurch lassen sich Risiken friihzeitig

identifizieren und alternative Dispositionsentscheidungen treffen.

Die technologische Vision im Projekt wird in Abbildung 1 gezeigt. Zentraler Bestandteil der Lésung sollte
dabei die zu entwickelnde Service-Plattform sein. Diese sollte hauptsachlich fir die
Datenvorverarbeitung und Kl-Analyse verantwortlich sein. Die Datenvorverarbeitung umfasst bspw. die
Veredelung mit externen Daten, die Datentransformation, Qualitdtskontrolle und Speicherung von
Daten. Weiterhin soll die Plattform verschiedene Kl-Verfahren zur Datenauswertung enthalten. Die
Entwicklung und das Management der Kl-Verfahren sollten ebenfalls wesentliche Bestandteile im
Projekt sein. Auf Basis der Datenauswertungen sollten sog. Kausalmodelle als Ergebnis erzeugt
werden. Diese Kausalmodelle beschreiben das Eintreten von Storféllen, deren Ursachen und
Wirkungen unter bestimmten Bedingungen und Voraussetzungen. Auf Basis der Modelle sollten IT-
Applikationen und Mehrwertdienste von Systemanbietern entwickelt werden kénnen. Die im SlidePlus-
Projekt adressierten Applikationen fokussierten hierbei hauptsachlich die Risikobewertung von Touren
als eine Art Storfall-Label, die Tourenoptimierung und die Vorhersage von Storfallen mit dazugehorigen
Deeskalationsschritten. Diese Logistik-Applikationen kénnen dann wiederum von Logistikern und

Speditionen verwendet werden.
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Abbildung 1: Projektvision vonm SlidePlus-Projekt

Seite 3



Zusammenfassend wurden die folgenden Ziele im Projekt adressiert:
- Pradiktives Erkennen von Storfallen und deren Ursachen in Transportprozessen

- Veredelung von Plan- und Ist-Daten von Speditionen mit weiteren transportrelevanten Daten

aus externen Portalen

- Untersuchung verschiedener KIl-Verfahren zur Datenanalyse zur Stoérfallvorhersage in

Transportprozessen
- Ableiten von Kausalmodellen mit Ursache und Wirkung aufstellen

- Modelle sollen individuell auf den Betrachtungsbereich zugeschnitten (keine Verwendung von

Standardregeln) sein

- Anwendung der Modelle zur Vorhersage und Erstellung eines Demonstrators einer

Storfallanalyse-Plattform

2 \Voraussetzungen des Vorhabens

Bei den Vorhaben handelte es sich um eine Forschungs- und Entwicklungsprojekt, dass im Rahmen
des mFUND-Programms vom BMVI geférdert worden ist. Dieses Forderprogramm unterstitzt

insbesondere datenbasierte Innovationen im Mobilitatssektor.

Das Projekt wurde als Verbundvorhaben mit einem Konsortium aus Forschung, Technologie-Start-up
und Industriepartnern durchgefiihrt. Partner im Projekt waren das Institut fliir Angewandte Informatik e.V.
(InfAl), Digital System Integration GmbH (DSI), 4flow SE und C-Informationssysteme GmbH. Die beiden
Partner InfAl und DSI brachten ihr Know-how in den Bereichen KI, Machine Learning und Big Data ein.
4flow und C-Informationssysteme lieferten logistische Fachkompetenz und umfangreiche operative

Tourdaten.

Dem Projekt vorausgegangen war eine Machbarkeitsstudie vom Partner DSI. In dieser Studie wurde

die Grundlage fur das Projekt SLIDEplus gelegt.

3 Planung und Ablauf des Vorhabens

3.1 Arbeitspaket- und Zeitplanung
Fir die Umsetzung des Projektes wurden die folgenden Arbeitspakete definiert:

Arbeitspaket 1 — Domanen- und Anforderungsanalyse: Das erste Arbeitspaket bestand in der
systematischen Analyse des Anwendungsbereichs. Ausgangspunkt ist die Erfassung typischer Storfalle
sein, die in den verschiedenen Phasen des Stralienglterverkehrs auftreten kénnen. Ein weiterer
Schwerpunkt liegt auf der Definition der Anforderungen an externe Daten, da die Qualitat und
Verfligbarkeit dieser Daten maf3geblich die Leistungsfahigkeit der Prognosemodelle bestimmt. Hierzu
zahlen beispielsweise Verkehrs-, Wetter- und Baustellenmeldungen, die in geeigneter Form in die

Plattform integriert werden missen. Parallel dazu werden die softwaretechnischen Anforderungen
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sowohl an die Kl-Lésung als auch an die Storfallanalyse-Plattform insgesamt formuliert. Diese betreffen
Aspekte wie Architektur, Schnittstellen, Datenformate, Performance und Skalierbarkeit. Abschliel3end
wird der Funktionsumfang der Storfallanalyse-Plattform spezifiziert. Hierbei werden zentrale Module,
wie etwa die Datenintegration, die Modellberechnung, die Prognosefunktion sowie die Visualisierung
der Ergebnisse, detailliert beschrieben. Damit wird ein klarer Rahmen geschaffen, der als verbindliche

Grundlage fir die Umsetzung und Weiterentwicklung der Plattform dient.

Arbeitspaket 2 — Aufbau einer Datenbasis und Datenarchitektur: Im zweiten Arbeitspaket steht der
Aufbau einer umfassenden Datenbasis im Vordergrund. Hierzu werden interne Daten der
Speditionspartner — wie Tourenplane, Auftragsinformationen, Fahrzeug- und Fahrerprofile — mit
externen Kontextinformationen angereichert. Externe Datenquellen umfassen Verkehrsmeldungen,
Baustelleninformationen, Parkplatzbelegungen sowie Wetterdaten aus verschiedenen nationalen und
internationalen Plattformen. Eine besondere Herausforderung besteht in der Heterogenitat dieser
Quellen, da unterschiedliche Datenformate, Strukturen und Granularitaten vereinheitlicht werden
mussen. Hierflr wird eine skalierbare Datenarchitektur entwickelt, die auf einem Data Lake basiert und
Mechanismen zur Normalisierung von Zeit- und Raumangaben bereitstellt. Erganzend werden
Werkzeuge zur sogenannten Veredelung implementiert, welche externe Informationen auf die

entsprechenden Touren abbilden und so eine datengetriebene Analyse ermdglichen.

Arbeitspaket 3 - Kl-Léosung und Kausalmodelle: Das dritte Arbeitspaket fokussiert auf die
Entwicklung und Evaluation von Methoden der Kuinstlichen Intelligenz zur automatisierten
Storfallerkennung und -prognose. Basierend auf den veredelten Tourdaten werden verschiedene
Verfahren des maschinellen Lernens erprobt, darunter Entscheidungsbaume, Random Forests, Support
Vector Machines, Generalized Linear Models sowie Deep-Learning-Ansatze. Ziel ist die Identifikation
von Mustern und Kausalzusammenhangen, die es ermdglichen, die Eintrittswahrscheinlichkeit eines
Storfalls zu quantifizieren. Ein besonderer Schwerpunkt liegt auf der Entwicklung probabilistischer
Kausalmodelle, die Ursache-Wirkungs-Beziehungen explizit abbilden und dadurch eine transparente
und nachvollziehbare Entscheidungsgrundlage bieten. Diese Modelle dienen sowohl fir retrospektive

Analysen bereits aufgetretener Stdrungen als auch fur prospektive Bewertungen geplanter Transporte.

Arbeitspaket 4 - Storfallanalyse-Plattform: Das vierte Arbeitspaket umfasst die technische
Entwicklung der Stérfallanalyse-Plattform als Anwendung. Die Plattform folgt einem modularen Aufbau
und soll Funktionalitaten zur Datenintegration, Modellberechnung und Visualisierung von Ergebnissen
dienen. Zur Ausfiihrung der KI-Modelle soll eine containerisierte Laufzeitumgebung auf Basis von
Docker und Kubernetes zum Einsatz, wodurch Skalierbarkeit, Portabilitdit und Reproduzierbarkeit
gewahrleistet werden. Die Plattform soll es Anwendern ermdglichen, Tourdaten einzuspielen,

Stoérfallmodelle zu generieren und Prognosen zur Storfallwahrscheinlichkeit abzurufen.

Arbeitspaket 5 — Evaluierung, Erprobung und Demonstration: Das fiinfte Arbeitspaket dient der
Validierung der entwickelten Konzepte und Technologien. Hierbei werden sowohl reale Tourdaten von
Partnerunternehmen als auch synthetisch erzeugte Datensatze eingesetzt, die gezielt definierte
Storfallszenarien enthalten. Mit diesen Daten werden die trainierten Modelle hinsichtlich Prognoseglite,
Robustheit und Praxistauglichkeit getestet. Wichtige Kennzahlen sind dabei die Genauigkeit, Prazision

und Sensitivitat der Vorhersagen. Daruber hinaus werden Demonstratoren aufgebaut, die die Plattform
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in praxisnahen Szenarien erlebbar machen und eine Bewertung durch assoziierte Partner erlauben. Die
Ergebnisse dieser Phase flieBen in die finale Optimierung der Plattform sowie in Strategien zur

Verwertung und Dissemination ein.

Die zeitliche Planung ist im folgenden Gantt-Diagramm dargestelit.

|AP1: Domanen- und Anforderungsanalyse

IAP2: Aufbau einer Datenbasis und Datenarchitektur

|AP3: Entwicklung KI-L6sung und Kausalmodelle

(AP4: Entwicklung der Storfall-Plattform

APS: Evaluierung, Erprobung, Demonstration

AP6: Ergebnisverbreitung und Projektmanagement

Summe Personenmonate:
Start

1 Jahr
2 Jahr
3 Jahr

Fir das Projekt war ein iteratives Vorgehen mit drei Zyklen geplant. Die ersten beiden lterationen
fokussierten die KI-Entwicklung. Im letzten Projektdrittel soll die Entwicklung der Stoérfallanalyse-
Plattform im Fokus stehen, um die KI-Ldsung zur Anwendung zu bringen. Laufzeit war mit 36 Monaten

geplant.

3.2 Ablauf des Vorhabens

Das Projekt SLIDEplus startete im Dezember 2021 und sollte urspriinglich im November 2024 enden.
Das Projekt musste allerdings um 3 Monate verlangert werden. Der Partner C-Informationssysteme
stieg aus dem Konsortium aus. Die Aufgaben mussten auf die verbleibenden Partner verteilt werden,

was somit eine Verlangerung des Projektes bis Februar 2025 notwendig machte.

In der Anfangsphase lag der Schwerpunkt auf der Doménen- und Anforderungsanalyse. In
gemeinsamen Workshops mit allen Projektpartnern wurde ein einheitliches Begriffsverstadndnis
geschaffen, die Projekiziele verfeinert und erste Anwendungsszenarien definiert. Parallel dazu fihrte
DSI eine Marktanalyse durch, die die Relevanz einer verbesserten Storfallerkennung in der Logistik
bestatigte. Bereits zu diesem Zeitpunkt zeigte sich, dass Unternehmen zwar Daten besitzen, deren

Potenzial fiir eine Kl-gestiitzte Analyse aber nur unzureichend genutzt wurde.

Darauf aufbauend begann die Erarbeitung einer Datenbasis. DSI und 4flow untersuchte verfligbare
interne Daten aus Transportprozessen (z. B. Tourenplanung, Auftrags- und Fahrzeugverwaltung) sowie
externe Quellen wie Verkehrsmeldungen, Baustelleninformationen und Wetterdaten. Uber Adapter
wurden diese Daten in einer eigens entwickelten Datenplattform gesammelt und in einem Data Lake
gespeichert. Mit einem sogenannten Matching-Tool konnten interne Tourdaten mit externen Ereignissen

wie Staus oder Unwettern verknipft werden, sodass eine veredelte Datenbasis entstand.

Ab 2023 verlagerte sich der Schwerpunkt auf die Entwicklung und Evaluation von Kl-Verfahren. Das
InfAl implementierte und testete verschiedene Ansatze, darunter Entscheidungsbdume, Random
Forests, Support Vector Machines, Generalized Linear Models und Deep Learning. Erste Experimente

auf Basis von rund 5.000 Tourdaten zeigten, dass insbesondere Entscheidungsbdume eine gute
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Balance aus Genauigkeit und Nachvollziehbarkeit bieten. Parallel dazu stellte der Industriepartner 4flow
umfangreiche Datensatze aus der Lebensmittel-Logistik bereit, auf denen komplexere Modelle wie

XGBoost evaluiert wurden.

Im weiteren Verlauf wurde die Storfallanalyse-Plattform technisch umgesetzt. Dabei entstand eine
webbasierte Anwendung im Client-Server-Prinzip, deren Backend mit Spring und das Frontend mit
Angular realisiert wurde. Die Plattform integriert Module fiir die Datenbasis, die Stérfallmodellierung und
die Storfallprognose. KI-Modelle werden in einer Containerumgebung mit Docker und Kubernetes
ausgefuhrt, sodass sie skalierbar und wiederverwendbar sind. Erste Oberflaichen ermdglichten die
Anzeige angebundener Datenquellen, die Konfiguration von Modellen und die Bewertung von Touren

hinsichtlich ihrer Storfallwahrscheinlichkeit.

Ab 2024 wurde die Plattform sukzessive erweitert. Ein bedeutender Fortschritt war die Integration von
Retrieval-Augmented Generation (RAG), sodass auch unstrukturierte Textmeldungen, etwa
Verkehrsnachrichten oder Storfallberichte, in natirlicher Sprache verarbeitet werden konnten. Dariiber
hinaus wurde ChatGPT als externe Datenquelle angebunden, wodurch Verkehrs- und
Wettermeldungen zusatzlich und flexibler abgefragt werden konnten. Auf diese Weise wurde die

Datenbasis um zehntausende weitere Informationen erweitert.

Die Evaluation erfolgte in mehreren Schritten: Zunachst wurden synthetische Daten mit definierten
Storfallquoten erzeugt, um die Modelle gezielt zu testen. Spater wurden reale Daten von
Speditionspartnern eingesetzt. Dabei konnten Vorhersagegenauigkeiten (Precision) zwischen 86 % und
94 % erreicht werden. Auffallig war, dass klassische externe Faktoren wie Wetter oder
Verkehrsmeldungen einen geringeren Einfluss hatten als zunachst angenommen, wahrend interne
Faktoren wie die Organisation des Spediteurs oder der technische Zustand von Fahrzeugen besonders

haufige Storfallursachen darstellten.

Zum Projektende hin wurde die Plattform funktional weiter ausgebaut, die Benutzeroberflachen
verbessert und die Verknipfung von Datenquellen optimiert. Gleichzeitig wurden Verwertungs- und
Transferstrategien vorbereitet, etwa die Anbindung an europaische Datenquellen und die Ausweitung

auf internationale Logistikszenarien.

Die Zusammenarbeit zwischen den Partnern InfAl, 4flow und DSI war sehr gut und effizient. Es konnten
alle zuvor definierten Arbeiten durchgefiihrt werden. Die erarbeiteten Ergebnisse entsprechen den
Vorstellungen aller Projektpartner. Trotz des Ausscheidens der C-Informationssysteme konnte der
Zeitplan mit einer minimalen Verzdgerung eingehalten werden. Die Arbeitsinhalte konnten von den

Ubrigen Projektpartnern sehr gut kompensiert werden.

4 Wissenschaftlicher und technischer Stand

Der StraBenguterverkehr ist ein zentraler Bestandteil moderner Lieferketten, jedoch hochgradig
storanfallig. Klassische Ansatze zur Stodrfallerkennung beruhen bislang primar auf der Erfahrung
einzelner Disponenten, die Plan- und Ist-Daten manuell vergleichen und bei Abweichungen reagieren.
Externe Einflussgréfien wie Verkehrsmeldungen, Wetterdaten oder Baustelleninformationen werden in

der Regel nur punktuell berticksichtigt, da ihre manuelle Integration in die operative Planung komplex
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und ressourcenintensiv ist. Dies flhrt zu einer hohen Fehleranfalligkeit sowie zu nicht optimal genutzten
Datenpotenzialen. Mit dem Fortschreiten der Digitalisierung in der Logistik ist die Verfugbarkeit
umfangreicher Datenbestdnde — sowohl aus internen betrieblichen Systemen (z. B. Tourenplane,
Auftragsdaten, Telematik) als auch aus externen Quellen (z. B. Mobilitdtsdaten, Open-Data-Plattformen,
Wetterdienste) — stark gestiegen. Bisher fehlt jedoch eine systematische Verknipfung dieser
heterogenen Datenquellen und deren Nutzung fir eine automatisierte, vorausschauende

Storfallerkennung.

Auf wissenschaftlicher Ebene existieren bereits zahlreiche Kl-Verfahren zur Mustererkennung und
Prognose. In der Logistikforschung werden unter anderem Entscheidungsbaume, Random Forests,
Gradient Boosted Trees, Support Vector Machines, Generalized Linear Models und Deep Learning
eingesetzt, um Abhangigkeiten in Transport- und Prozessdaten zu identifizieren. Diese Verfahren
zeigen grofRes Potenzial, Storfalle vorherzusagen, unterscheiden sich jedoch in Genauigkeit,
Interpretierbarkeit und Rechenaufwand. Wahrend Deep-Learning-Modelle eine hohe Prognosequalitat
liefern kdnnen, sind sie in der Praxis haufig weniger transparent. Entscheidungsbaume oder Ensemble-
Verfahren bieten dagegen eine hohere Nachvollziehbarkeit, was in der Logistik aufgrund der

Anforderung nach Erklarbarkeit von Entscheidungen von besonderer Relevanz ist.

Technisch gesehen wurden bereits erste Datenplattformen und Data Lakes fiir den Transportsektor
etabliert, die eine Speicherung und Verarbeitung grolRer Datenmengen ermoglichen. Formate wie
DATEX |l fir Verkehrsdaten oder standardisierte Wetter-APIs bilden die Grundlage fir eine
automatisierte Verarbeitung. Dennoch sind die Datenquellen stark heterogen, weshalb Adapter,
Normalisierungsmethoden und Matching-Verfahren notwendig sind, um eine konsistente Datenbasis zu

schaffen.

Ein aktueller wissenschaftlich-technischer Trend ist zudem die Nutzung von Retrieval-Augmented
Generation (RAG) sowie Large Language Models wie ChatGPT, die unstrukturierte Textmeldungen
verarbeiten und in strukturierte Wissensbasen Uberfiihren kdnnen. Dadurch lassen sich auch qualitativ
schwer erfassbare Ereignisse, etwa komplexe Verkehrslagen oder politische Entscheidungen (z. B.

Brexit, Ukraine-Krieg), in die Storfallanalyse einbeziehen.

Zusammenfassend |asst sich festhalten, dass der wissenschaftliche und technische Stand durch ein
hohes Potenzial an Datenquellen und fortgeschrittene Kl-Methoden gekennzeichnet ist. Gleichzeitig
besteht jedoch eine deutliche Liicke in der praktischen Integration dieser Technologien in eine
anwendungsorientierte Plattform flr die Logistikbranche. Hier setzt SLIDEplus an, indem es
Datenintegration, Kl-gestiitzte Analyse und eine benutzerfreundliche Serviceplattform kombiniert und

S0 einen innovativen Beitrag zur Storfallerkennung im StralRenguterverkehr leistet.

Weiterhin gab es im Umfeld des BMVI und anderer Forderprogramme mehrere themenverwandte

Projekte, die sich jedoch klar von SLIDEplus abgrenzen lassen:

e KV 4.0: Entwicklung einer zentralen Datendrehscheibe fiir Transportdaten, jedoch ohne externe
Datenveredelung oder Stoérfallprognose.
e Carrypicker: Plattform zur dynamischen Tourenbepreisung mittels Machine Learning; Fokus

auf Erlésoptimierung, keine Beriicksichtigung externer Daten oder Storfalle.
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o DAYSTREAM: Verknlpfung offener  Mobilitdtsdaten  zur  Verbesserung von
Verkehrsverbiinden; StralRenglterverkehr nicht bericksichtigt.

e AgriGaia (BMBF): Aufbau eines KI-Okosystems fiir die Agrarwirtschaft, beschrankt auf
landwirtschaftliche Transportprozesse ohne Wetter-, Verkehrs- oder Storfalldaten.

e SiLuFra (BMBF): Sicherheit im Luftfrachtverkehr mit Fokus auf Risiko- und

Praventionsszenarien; Stralenguterverkehr und Ki-Verfahren nicht einbezogen.

Damit ist SLIDEplus das einzige Vorhaben, das interne und externe Daten integriert und eine KiI-

gestitzte Storfallanalyse im StralRengiterverkehr entwickelt.

5 Zusammenarbeit mit Dritten

Das Konsortium hat sich aktiv mit anderen durch das BMVI geférderten Projekten vernetzt. So fand
beispielsweise ein Austausch mit dem Projekt STAFFEL (,Kl-gestutzte Plattform fir datenbasierten
Staffelverkehr®) statt. Dort wird erforscht, wie Langstreckenfahrten in Teilstrecken zerlegt und zwischen
Speditionen vermittelt werden kénnen. Fir SLIDEplus war hier insbesondere relevant, wie auftretende
Storfalle im Staffelverkehr erkannt und berticksichtigt werden kénnen. Auch mit dem Projekt DE4L (Data
Economy 4 Advanced Logistics), dass ein Datendkosystem flir Logistikdienstleister aufbaut, fand eine
Austausch statt. Ziel war, Synergien bei Dateninfrastrukturen und Kl-Methoden zu nutzen. Weiterhin
wurde Kontakt zu folgenden mFund-Projekten aufgenommen: SOLP (Kl-gestitzte Parkplatzsuche fir
Lkw und Fernbusse), mFUND-ITP (INTELLIGENT TRUCK PARKING — Lkw-Parken als europaischer
Datendienst und Buchungsservice — Belegung, Datenfusion und Prognose) und MeteoValue live
(Optimierung der Einsatz- und Routenplanung von Speditions- und Fernbusunternehmen unter der
Berlicksichtigung vorhergesagter Schlechtwetterbedingungen und Parkplatzverfiigbarkeiten). Wahrend
SLIDEplus sich auf die Erkennung und Vorhersage von Storfallen bei Transporttouren fokussiert,
adressierten die zuvor aufgezahlten Projekte gezielt das Thema fehlende Parkplatzverfiigbarkeit sowie

daraus sich ergeben negativen Auswirkungen.

Weiterhin hat das InfAl in Leipzig eine Zusammenarbeit mit dem SCADS.Al aufgebaut. ScaDS.Al ist
eines von sechs deutschen KI-Kompetenzzentren und fokussiert auf skalierbare Datenanalytik, Machine

Learning und Big Data-Infrastrukturen.
6 Erzielte Ergebnisse

6.1 Definition und Erfassung von Storfallen in der StraBenlogistik

Die zuverlassige Erfassung von Storfallen stellte einen zentralen Baustein des Projekts SLIDEplus dar,
da sie die Grundlage flir eine datenbasierte Analyse und anschlieliende Prognose bildete. Um eine
systematische Vorgehensweise zu gewahrleisten, wurden im Projekt zunachst Begriffe und Konzepte
definiert, die eine einheitliche Beschreibung von Stérungen in Transportprozessen ermdglichen. Hierzu
zéhlen u. a. die Begriffe Zustand, Nachricht, Entitdt, Kontextinformation, Normalfall, Storfall und
Deeskalation. Diese semantische Grundlage erlaubte es, Storfalle konsistent zu erfassen und sie klar

von regularen Prozessabweichungen abzugrenzen. Ein Storfall wurde dabei als Abweichung vom
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geplanten Normalfall verstanden, die einen erheblichen Einfluss auf den Prozessablauf hat, wie

beispielsweise Verspatungen, Ausfalle oder Beschadigungen.

Zur besseren Analyse wurde ein Referenzprozess fir die Stralenguterlogistik entwickelt, der die
wesentlichen Phasen eines Transportes abbildet. Abbildung 2 zeigt diesen Prozess. Allgemein
beschreibt der Prozess einzelne Schritte, die notwendig sind, um Guter auszutauschen. Der Prozess
besteht aus einzelnen Prozessbausteinen, beteiligten Akteuren und dem entsprechenden
Informationsaustausch zwischen den Akteuren. Der Prozess beginnt mit einem Auftrag des Versenders
und endet mit der Zustellung beim Empfanger. Dazwischen werden typische Schritte wie Disposition,
Abholung, Kommissionierung und der eigentliche Hauptlauf durchgefuhrt. Wesentliche Akteure sind
Versender, Spediteur, LKW-Fahrer und Empféanger. Innerhalb dieser Prozessschritte erfolgen diverse
Waren- und Informationsflisse. In einigen Fallen stehen diese untereinander in Abhangigkeit. Einerseits
werden bestimmte Warenflisse bspw. erst durch bestimmte Informationen ausgelost. Andererseits
erzeugen bestimmte Warenflisse ihrerseits wiederum Informationen, bspw. in Form von

Statusmeldungen.

. " Kommissio-
Di
Auftrag isposition Abholung T M

1. Auftrag ‘ <+—1. Auftrag———— ‘

I. Versender . Spedlteur IV. Empféanger
2. Komm|55|o—
"4, Disposition nierung o5
60/(/ g\e\\\)

g

. u<w-Fahr®
5.

Hauptlauf
Abbildung 2: Referenzprozess in der Logistik

Innerhalb dieser Phasen konnen unterschiedliche Storfalle auftreten, die je nach Prozessschritt

spezifische Ursachen und Auswirkungen haben. In der folgenden Tabelle sind typische Storfalle in den

einzelnen Phasen des Referenzprozesses beschrieben.

1. Auftrag 2. Disposition 3. Abholung
- Es werden nicht alle - Keine Erreichbarkeit von - Zeitfenster wird nicht
relevanten Dokumente Versender, Empfanger oder getroffen
Ubermittelt LKW - Verspatete Fertigstellung
- Falsche/unvollstandige - Unvorhergesehenes der Ware
Lieferpapiere umdisponieren (Routen- - Mengen/Gewichtsangaben
/Fahrzeuganderungen, weichen vom Auftrag ab
Zusammenfassung/Auftrennung - Probleme bei der Ladung
von Auftragen, (Rampen- oder
Terminveranderungen) Staplerengpasse)
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- Ware oder Verpackung
beschadigt
4. Kommissionierung 5. Hauptlauf 6. Zustellung
- Rampen- oder - Stau - Sendungsverlust
Staplerengpasse - Panne - Zeitfenster wird nicht
- Ladungsschaden - Unfall getroffen, zu frihe/zu spate
- Verlust - Routenanderung Zustellung
- Diebstahl - Transportschaden - Mengen-
- Ladungsverlust /Gewichtsangaben
- Diebstahl weichen vom Auftrag ab
- Ruhezeitenuberschreitung - Transportschaden
- Teillieferung
- Probleme bei der
Entladung

Tabelle 1: Potentielle Stérfélle im Logistik-Referenzprozess

Fir die Erfassung von Stoérfallen wurde ein Template entwickelt, dass die strukturierte Dokumentation

von Storfallen ermdglichte. Darin wurden die folgenden Merkmale festgehalten:

e Titel und Beschreibung des Storfalls,

e die betroffene Entitat (z. B. Lkw, Tour, Auftrag),

e das auslésende Ereignis (z. B. ETA-Anderung, Nachricht vom Fahrer),

e der definierte Normalfall (z. B. geplantes Zeitfenster, Auftragsparameter),

e die Abweichung vom Normalprozess,

e die Folgen des Storfalls (z. B. Verzdgerungen, Kundenunzufriedenheit, Ketteneffekte),
¢ mdgliche Handlungsoptionen und Deeskalationsmafinahmen,

e sowie die zu benachrichtigenden Akteure und auszutauschenden Informationen.

Die erfassten potentiellen Storfalle wurden anschlieRend anhand verschiedener Aspekte bewertet.
Dabei wurden die Mdglichkeit der Erkennung, die Datenverflgbarkeit, der Nutzen und der Aufwand zur
Erkennung bewertet. Oftmals stellte sich dabei die Frage, ob und wie Storfalle erkannt werden kénnen?

Welche Ursachen und Auswirkungen Storfalle haben?

Die im Referenzprozess identifizierten Storfélle und das entwickelte Erfassungskonzept waren
essenziell fur die Weiterentwicklung der Kl-Verfahren im Projekt. Nur durch eine klare Definition und
systematische Dokumentation lieBen sich Muster und Kausalitaten erkennen, die spater in
Prognosemodelle einflieRen konnten. So dienten die gesammelten Stérfalldaten als Trainings- und

Validierungsgrundlage fur Machine-Learning-Algorithmen.

6.2 Datenexploration und Schaffung einer Datenbasis

Far das Erkennen von Storfallen und die Entwicklung geeigneter Algorithmen wurde zunachst eine
Datenexploration im Projekt durchgefiihrt, um eine geeignete Datenbasis zu schaffen. Hierzu wurde

eine Recherche durchgefiihrt, welche Informationen bzw. Datenquellen fiir eine mogliche
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Storfallerkennung zur Verfigung stehen. Die gefunden Datenquellen konnten in interne und externe

Daten unterteilt werden.

LA TR R T

Baustellen Wetterereignisse Verkehrsmeldungen

Abbildung 3: Einteilung in interne und externe Daten

Interne Daten waren hauptsachlich Tourdaten, die bei der Planung, Durchfiihrung und Nachbereitung
von Touren zur Verfigung standen. Interne Daten konnten wiederum in verschiedene Bereiche
aufgeteilt werden: Kundenstammdaten, Auftragsverwaltung, Fahrzeugverwaltung, Frachtverwaltung
sowie geplante und durchgefiihrte Touren. Zusammen mit den Partnern wurde erfasst, welche Daten
fur das Projekt verwendet werden kdnnen und in welcher Form diese zur Verfigung stehen. Dabei
waren vor allem Daten zur Tourenplanung und -durchfihrung von Interesse. Fur die Modellbildung war
dabei von besonderer Bedeutung, ob ein Storfall auf einer Tour eintrat und welche Umstande dazu
gefihrt haben. Dabei kann es sich um konkrete Touren oder eine Menge an Touren, die durch

bestimmte Indikatoren abstrahiert wurden, handeln.
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e Stammdatenverwaltung

* Kundendaten

» Tarifmodelle

* Hinterlegen von kundenspezifischen Anforderungen an die Logistik
e Lade-/Entladestellen

et Auftragsverwaltung

* Anlegen von Auftragen

* Mengen-/Volumen-/Gewichtsangaben
» Zejtfenster

* Interne Auftragsverfolgung

* Statusmeldungen

e Fahrzeugverwaltung

* Termintiberwachung

* Disposition der Auftrage

* Routenplanung

 Live-Position der Fahrzeuge

» Voraussichtliche Ankunftszeit (ETA)

esmmet Frachtgutverwaltung

* Hinterlegung von Qualitatsparametern
* Palletenmanagement
* Ladungsbeschrankung

et Dispo-Ticker

» Kundenspezifischer Nachrichtenaustausch zwischen Disponent und Fahrzeugen

s 1elematik-Integration

¢ Anbindung von Telematik-Systemen (Tablet, On-board Unit) zum Nachrichtenaustausch

Abbildung 4: Interne Daten eines Spediteurs

Die zweite Kategorie an Daten waren externe Daten. Sie beschreiben dufiere Bedingungen, Umstande
oder Ereignisse, die bei einer Tour auftreten kdnnen. In der Regel kommen diese Informationen aus
externen Datenquellen. Aufgrund der gemachten Annahmen Uber Storfallursachen wurde nach
Verkehrsmeldungen, Baustellen und weiteren Verkehrsinformationen recherchiert. Aufgrund der
durchgefiihrten Stérfallanalysen, war die Annahme, dass die genannten Faktoren Einfluss auf den
sogenannten Hauptlauf haben. Baustellen kénnen bspw. die Unfallgefahr erhéhen, Verkehrsmeldungen
wie Sperrungen oder Stau fiihren zu einer Verzdgerung bzw. Verspatung. Weitere Verkehrsdaten waren
bspw. die Auslastung von LKW-Parkplatzen. Eine hohe Parkplatzauslastung kann bspw. dazu fiihren,
dass LKW-Fahrer von der Tour abweichen missen, da diese einen weit entfernten Parkplatz nehmen

miissen. Das kann wiederum zum Uberschreiten der Lenkzeiten fiihren.

Eine Datenquelle fiir externe Daten war der Mobilitdtsdaten-Marktplatz (https://service.mdm-portal.de/).

Das Konsortium hatte 79 potentiell interessante Datenquellen identifiziert. Die Informationen wurden
von verschiedenen Datengebern (Bund, die Bundeslander oder Kommunen) zur Verfiigung gestellt. Die

Daten beschreiben u.a. Baustellen, Auslastung von Parkplatzen und Verkehrsmeldungen. Der Zugriff

Seite 13



musste fir jede Datenquelle einzeln angefragt werden. Uber einen definierten Endpunkt konnten
zyklisch Daten von der Plattform abgerufen werden. Die MDM-Plattform wurde im Laufe des Projektes

eingestellt und von der Mobilithek abgeldst.

Neben der MDM-Plattform wurden weitere Quellen fir Verkehrsmeldungen auf Autobahnen und

Bundesstralien identifiziert. Beispiele hierfiir sind:

- https://www.verkehrsinfo.de/

- https://www.verkehrsinformation.de/

- https://staul.de/stau

- https://www.adac.de/verkehr/verkehrsinformationen/de/
- https://kaesberg.de/

- https://autobahn.api.bund.dev/

Im Vergleich zur MDM-Plattform waren diese Daten bereits (iber die einzelnen verantwortlichen
Meldestellen aggregiert. Nachteilig war hierbei, dass diese Daten in der Regel kostenpflichtig waren,
wenn diese Uber eine Schnittstelle ausgelesen werden. Eine kostenfreie alternative Datenquelle fiir

Verkehrsmeldungen auf Autobahnen war der letzte Link in der Aufzahlung.
Weiterhin wurde nach Datenquellen fir Wetterdaten recherchiert. Beispiele hierfur sind:

- Deutsche Wetterdienst (DWD): https://opendata.dwd.de/
- Wetterdaten vom Bund: https://dwd.api.bund.dev/
- Oder kommerzielle Anbieter wie: https://www.meteomatics.com/

Da Lieferketten bzw. Touren durchaus auch ins europaische Ausland gehen kénnen, wurde nach
europaweiten Tourdaten recherchiert. Es wurden u.a. die folgenden Datenquellen fur
Verkehrsmeldungen gefunden:

- Schottland: TrafficScotland, https://trafficscotland.org/

- Frankreich: Autoroutes.fr, https://www.autoroutes.fr/en/Realtime-traffic-information.htm

- Osterreich: AustriaTech, https://mobilitydata.gv.at/
- England: National Highways, http://www.trafficengland.com/traffic-report

Weiterhin wurde Google Maps als Datenquelle ndher untersucht. Bei Google konnten zwar keine
Verkehrsereignisse abgerufen werden, allerdings konnten Informationen Uber den aktuellen
Verkehrsfluss abgefragt werden. Entscheidender Vorteil hierbei war, dass die Informationen

GebietsUbergreifend verfugbar waren.

In Abstimmung mit den Partnern wurde als weitere Datenquelle ChatGPT zur Datenbasis hinzugefigt.
Hierzu wurde die API integriert und Anfragen in Form von natirlicher Sprache zyklisch abgefragt. So
konnte bspw. stiindlich abgefragt, wo aktuell Stauereignisse sind. Somit konnten ca. 300 Tage x 24h =
7200 Abrufe in 4 Kategorien im Jahr 2024 abgesetzt werden. Dadurch konnten weitere 28.800
Datenpunkte an externen Informationen hinzugewonnen werden, wodurch die Datenbasis erheblich

verbessert werden konnte. s

Nach der Datenexploration wurde mit dem technologischen Aufbau einer Datenbasis und der Sammlung
von Daten begonnen. Die Datenexploration wurde dabei parallel fortgefihrt. Die Daten wurden fachlich
und technologisch strukturiert. Das InfAl hat zusammen mit DSI eine Datenarchitektur definiert.
Anschlielend wurde eine Datenmanagement-Plattform aufgebaut. Zentrale Komponente hierbei war

ein Data Lake, welche strukturierte und unstrukturierte Daten in beliebigem Umfang in einem Repository
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speichert. Die Daten wurden im Ist-Zustand gespeichert und mit verschiedenen Metadaten hinterlegt.
Die Metadaten erlauben bspw. eine semantische Beschreibung der Datenstruktur, so dass der Nutzer

die Bedeutung einzelner Datenfelder nachlesen konnte.

Far den Datenabruf wurden Schnittstellen und Datenformate der zuvor beschriebenen Datenquellen
analysiert. Die MDM bot vor allem Daten im DATEX2-Format an. Die Daten wurden im XML- Format
dargestellt und mit UML modelliert. Weitere Formate der externen Datenquellen waren CSV, GeoJSON
oder JSON. Die Datenmodelle waren dabei haufig individuell definiert und mussten in Abhangigkeit der

Datenquelle analysiert werden.

DSI hat federfiihrend die Entwicklung der Datenarchitektur und Datenplattform realisiert. Fir die
verschiedenen Datenquellen wurden verschiedene Adapter entwickelt, die zyklische externe Daten
abrufen. Die Rohdaten wurden zunachst in einem Data Lake als Datensatz mit Zeit und Ort abgelegt.
Diese standen dann fiir eine Veredelung von Tourdaten zur Verfigung stehen. Fir den Import von
Tourdaten wurden ebenfalls ein Adapter entwickelt. Die Tourdaten wurden strukturiert mit einem

definierten Datenmodell abgelegt.

Fir die Analyse der Tourdaten war es notwendig, die internen Tourdaten mit den externen Daten so zu
verknulpfen, dass geeignete Ursache-Wirkungs-Modelle abgeleitet werden konnten. Fir die sogenannte
Veredelung wurde ein Matching-Werkzeug entwickelt. Das Mapping ermdglicht es bestimmte
Datenmerkmale miteinander zu kombinieren. So kénnen bspw. Datensatze anhand der Zeit und den
Ort kombiniert werden. Liegen die externen Daten in einem geographischen und zeitlichen sinnvollen
Fenster, dann werden diese der Tour zugeordnet. Die veredelten Daten wurden in einer Datenbank

strukturiert abgelegt. Diese Daten kénnen zur weiteren Auswertung abgerufen werden.

Die Datenbasis flr das Training und die Validierung der Modelle setzte sich aus Logistikprozesse eines
Automotive-Zulieferers mit einem Fuhrpark von rund 60 Fahrzeugen zusammen. Das Datenmaterial
umfasst unterschiedliche Szenarien im Kurz-, Mittel- und Langstreckenverkehr und deckt jahrlich etwa
24.000 Touren ab. Die internen Daten beinhalten vielfaltige operative und administrative Informationen
wie Tourplanungen, Tourinstanzen, Stérfallmeldungen, Kundendaten, Rechnungs- und Fahrerdaten
sowie umfangreiche Telematikdaten. Der Umfang und die Detailtiefe dieser Daten war abhangig von
Faktoren wie dem Einsatzgebiet (Nahverkehr, Fernverkehr oder gemischter Betrieb), der Anzahl
eingesetzter Fahrzeuge, dem Kundenstamm sowie der jeweiligen Branche. Beispielhaft wurden im
Automotive-Sektor fir die Jahre 2023 und 2024 rund 10.000 Touren beriicksichtigt.

Erganzt wurde die interne Datenbasis durch externe Quellen. Dazu z&hlen Wetterdaten Uber einen
Zeitraum von 365 Tagen mit etwa 200.000 erfassten Datensatzen. Ebenso floRen Verkehrsdaten mit
ca. 131.000 Meldungen in denselben Zeitraum ein. Diese Kombination aus internen und externen Daten
schaffte die Grundlage fir eine realititsnahe Modellierung der Logistikprozesse sowie fur eine

belastbare Validierung der Vorhersagen.

6.3 Datenanalyse und Kl-Losung

Aufbauend auf den vorhandenen Daten und definierten Anwendungsfallen wurden bestimmte

Annahmen Uber Auswertungsziele definiert und ein Konzept zur Datenauswertung erstellt. Ziel war es
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dabei mogliche Korrelationen bzw. Abhangigkeiten zwischen Merkmalen zu finden. In Experimenten
wurden Datensatze von jeweils ca. 5.000 Touren zugrunde gelegt. Die Touren enthielten Merkmale wie
Start- und Zielpunkt, Fracht, Start- und Zielort, Distanz, Strecken etc. Diese Touren wurden mit externen
Daten veredelt bzw. angereichert. So wurden bspw. Wetter-, Baustellen- und Verkehrsmerkmale zu den
Touren hinzugefugt. In der folgenden Abbildung ist ein Ausschnitt von den veredelten Tourdaten zu

sehen. In den letzten Spalten sind die Ausgabemerkmale, ob es Stérfalle gab, dargestellt.

Start !Ziel Startdatum  Startzeit Ankunfsdatum Ankunfstzeit Dauer Geschwindigkeit Distanz Autobahn Bundestrasse Landstrasse
Iserlohn Oberhausen 2019-10-01 08:45 2019-10-01 10:32 1:47:05 47,3 8444 67,12 0,3 0,3
Muenchen Muenchen 2019-07-01 07:30 2019-07-01 08:01 0:31:18 36,6 19,13 0 12,72 4]
Bergneustadt Oberhausen 2019-10-25 11:15 2019-10-25 13:32 2:17:02 536 1225 104,47 5,48 03
Soemmerda Leipzig 2019-12-30 16:15 2019-12-30 18:46 2:31:56 52,6 1333 89,84 6,49 9,04
SCHLUECHTEI Kassel 2019-10-01 11:22 2019-10-01 13:42 2:20:10 54,7 127,83 101,24 8,44 0,89
schwalbach  Neckarsulm 2019-10-22 14:51 2019-10-22 18:53 4:02:38 534 216,08 202,67 0 6,02
Dreieich Meckarsulm 2019-04-17 08:30 2019-04-17 11:05 2:35:15 53,5 13841 119,45 5,54 39
Idar-Obersteii Neckarsulm 2019-11-12 05:30 2019-11-12 09:21 3:51:55 50,7 196,1 138,35 42,62 3,42
Driedorf Kassel 2019-08-20 13:23 2019-08-20 16:47 3:24:10 53,5 182,11 144,47 9,89 1,27

Strassenbescl Sender Empfaenger Spediteur Fahrzeugklasse Ladung Wetter Verkehrsmeldung Baustelle  Storfall Verspaetung Abbruch Beschadigung

Werthfeldstri Q3 [o51 Q2 SATTELZUG Packages WIND STD STD | 0 0 0 0
B 2R, Triebstr Q1 Q1 Q3 SATTELZUG Packages STD STD STD 0 0 0 0
Werthfeldstri Q2 Q1 Q3 SATTELZUG Packages WIND STAU BAUSTELlEl i 1 0 0
Erfurter Stras Q2 a1 a1 SATTELZUG Packages STD STD BAUSTELlEi 0 0 0 0‘
A66,AT, A4 Q2 a1 Q3 SATTELZUG Packages WIND STD BAUSTELLE | 0 0 0 0|
A 61, Kanalsti Q2 a1 Q2 SATTELZUG Packages WIND UNFALL BAUSTELLE! 1 1 0 O
Darmstaedte Q2 a1 Qi SATTELZUG Packages STD STD STD 0 0 0 0
Binger Landst Q1 a1 a1l SATTELZUG Packages STD STD BAUSTELLE | 0 0 0 0
B 277, Giesse Q1 a1 a1 SATTELZUG Packages STD UNFALL STD 1 1 0 0
B 20, Essenbz Q1 [0} ] Q2 SATTELZUG Packages STD STD BAUSTELLE 1 1 0 0]

Abbildung 5: Veredelte Datensdtze von Touren mit externen Daten und Stérfallinformationen

Fir die Entwicklung der KI-Ldsung wurden zunachst verschieden Verfahren untersucht. Hierzu wurden
die zuvor aufgebauten Datensatze mit ausgewahlten Verfahren analysiert. Prinzipiell wurden die

folgenden Klassen von Lernverfahren untersucht.

Uberwachtes Lernen: Modelle werden mit Datensétzen trainiert, in denen Storfille (z.B. Unfélle,
Pannen, Diebstahle, unerwartete Verzégerungen) explizit als solche markiert sind. Sensordaten von
Fahrzeugen (GPS, Beschleunigung, Kraftstoffverbrauch, Motordaten) und externe Informationen
(Verkehrsdaten, Wetter) dienen als Features. Das Modell lernt dann Muster in diesen Daten zu
erkennen, die mit bestimmten Storfalltypen korrelieren. Sobald das Modell trainiert ist, kann es neue,
ungesehene Daten analysieren und Vorhersagen treffen, ob ein aktuelles Ereignis einem bekannten
Storfallmuster entspricht. Dies ermdglicht eine proaktive Meldung und Klassifizierung von potenziellen
oder tatsachlichen Storfallen. Typische Verfahren sind dabei: SVM - Support Vector Machines oder KNN
- k-Nearest-Neighbor.

Uniiberwachtes Lernen ohne explizite Storfall-Labels: Hierbei analysieren Algorithmen grof3e
Mengen ungelabelter Daten (z.B. Betriebsdaten wie GPS-Historie, Sensordaten zu Motor, Reifen,
Ladung, Fahrverhalten) mit dem Ziel, verborgene Muster und Strukturen zu entdecken. Verfahren wie
Clustering (z.B. K-Means) kénnen dann ahnliche Fahrprofile oder Betriebszustande gruppieren, und
Anomalien werden dann als Datenpunkte identifiziert, die keiner dieser Cluster zugeordnet werden
koénnen oder extrem weit von den Cluster-Zentren entfernt liegen.
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Neuronale Netze sind aufgrund ihrer Fahigkeit, komplexe, nicht-lineare Beziehungen in grof3en
Datensatzen zu lernen, ein machtiges Kl-Verfahren fur die Storfallerkennung im Straflenglterverkehr.
Sie kénnen vielfaltige Daten entlang des Transportprozesses. So sind bspw. Recurrent Neural Networks
(RNNSs) oder Long Short-Term Memory (LSTM)-Netzwerke daflr pradestiniert, zeitliche Abhangigkeiten
in den Daten zu identifizieren, um bspw. Abweichungen von geplanten Routen oder Zeitplanen zu
erkennen, oder aber auch ungewohnliche Fahrprofile oder auch drohende Motorausfalle. Mit anderen
Verfahren, wie bspw. Convolutional Neural Networks (CNNs) kénnen auch visuelle Daten analysiert
werden, wie bspw. Bild und Videostremas z.B. von Traffic Cams. Durch tiefere Architekturen (Deep
Learning) kénnen neuronale Netze hochabstrahierte Merkmale aus Rohdaten extrahieren, die flr
menschliche Analysten mdglicherweise nicht sofort ersichtlich sind, und so auch subtile oder neuartige

Storfalle zuverlassig detektieren.

Reinforcement Learning. Ist ein Agentenbasierter Ansatz. Uber einen Agenten erfolgt die Interaktion
mit der Interaktion mit der Umgebung um dabei zu lernen, welche Aktionen zu Belohnungen (z.B.
punktliche Lieferung, sicheres Fahren) und welche zu Bestrafungen (z.B. Verspatung, Unfall, erhdhter
Verschleill) fihren. Obwohl RL nicht direkt dazu dient, statische Anomalien zu klassifizieren, kann es
indirekt zur Storfallerkennung beitragen, indem es ein optimales Verhaltensmuster unter dynamischen
Bedingungen erlernt. Wenn das System eine signifikante Abweichung des tatsachlichen Verhaltens
eines Fahrzeugs oder einer Flotte von diesem gelernten "optimalen" Zustand feststellt, kann dies als
potenzieller Storfall oder Hinweis auf eine suboptimale Situation (z.B. erhéhtes Unfallrisiko, ineffiziente

Routenwahl aufgrund unerwarteter Hindernisse) interpretiert werden.

Die folgende Tabelle zeigt die untersuchten Kl-Verfahren in einer Ubersicht.

[veribren | scraoung | Vortole | achislo | Awondungoipil

Uberwachtes Lernen
(z. B. Random Forest,
SVIM, KNN)

Uniiberwachtes Lernen
ohne explizite Storfall-

Labels (z. B. Clustering,
Anomalieerkennung)

Neuronale Netze (z. B.
CNN, RNN, LSTM)

Reinforcement Learning

Hybride Systeme (z. B.
Expertensystem + ML)

Modelle lernen aus
gelabelten Beispielen
(z. B. mit/ohne Storfall)

Erkennt Muster oder
Ausreifter ohne
vorherige Label

Modellieren §

Hohe Genauigkeit bei
guten Trainingsdaten
Gut interpretierbar (z. B.
Entscheidungsbaume)

Keine Label notwendig
Gut fir neue,
unbekannte Stérungen

Muster in Daten, 2. B.
Zeitreihen oder Bilder

Agent lernt durch
Belohnung/Bestrafung
optimales Verhalten

Kombination aus
regelbasierten und
lernenden Systemen

Sehr leistungsfahig bei
groRen Datenmengen
Gut flr zeitabhdngige
Daten

Kann adaptiv lernen

Gut fiir
Entscheidungsfindung in
Echtzeit

Nutzbar bei teilweisem
Wissen

Kombination von
Domanenwissen und
Daten

Abbildung 6: KI-Verfahren im Uberblick

Benatigt viele gelabelte
Daten

Eingeschrankte
Generalisierung bei
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Weniger genau
Erkldrbarkeit oft
eingeschrankt

Hohe Rechenleistung
erforderlich

»Black Box“-Charakter
erschwert Erklarbarkeit

Komplexes Setup
Training kann lange
dauern

Integration kann
komplex sein
Wartung aufwendig
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Fir die Durchfiihrung der Experimente zur Datenauswertung wurde das folgende Vorgehen definiert.

Das Vorgehen bestand aus vier Phasen: Datenimport, Modelltraining, Validierung und Anwendung.

Datenimport

Datenimport

Modelltraining

| Datenaufteilung
Training & Score

Validierung

Anwendung

Daten Akquisition

Y

Bewertung Daten

A fberei
aufberaitung Datenaufbereitung

Datenaufbereitung '[ Datenaufbereitung ] 1

—_— R
Rohdaten ] —_ Schritte

L ] Feature Engineering

Neu Features

"|_Teis
—
—

b{ Auswahl ML-Modell

Daten Bereinigung

Vorbereitung
ML-Training

]

Vorhersage

Uberpriifung
Erklirbarkeit

Qi

Ergebnise

ML Training . L 4 _— - -

Auswahl bestes 1 [ Auswahlbeste |
L MuModel ' |L_patenaufbereitung

ML Modelle ‘

Monitoring u,
Uberwachung

ive D lyse, Visualisierung, externe Bibliotheken, Protokollierung

Abbildung 7: Entwickelter KI-Prozess

Zunachst erfolgt der Datenimport, bei dem Rohdaten aus unterschiedlichen Quellen in das System
eingelesen werden. Diese Rohdaten sind in der Regel heterogen und weisen Inkonsistenzen oder
Fehlwerte auf. Durch eine gezielte Datenbereinigung werden fehlerhafte oder unvollstandige Eintrage
korrigiert oder entfernt, sodass ein konsistenter Datensatz entsteht, der die Grundlage fiir die

nachfolgenden Verarbeitungsschritte bildet.

Im nachsten Schritt folgt das Modelltraining. Hierbei werden die bereinigten Daten in Trainings- und
Testdatensatze aufgeteilt, um eine belastbare Modellbewertung zu ermdglichen. Vor dem eigentlichen
Training werden die Daten aufbereitet, was sowohl Transformationen als auch Normalisierungen
umfassen kann. Zudem wird im Rahmen des Feature Engineerings die Auswahl und Konstruktion
geeigneter Merkmale vorgenommen, um die Modellgite zu steigern. Anschlielend erfolgt die
Vorbereitung des eigentlichen Lernprozesses und das Training unterschiedlicher Modelle. Diese

werden in einem Modellkatalog gesammelt und fir die Validierung bereitgestellt.

Die Validierung dient der Auswahl des bestgeeigneten Modells. Hierbei werden die trainierten Modelle
anhand vordefinierter Kriterien, wie beispielsweise Genauigkeit oder Robustheit, miteinander
verglichen. Darlber hinaus wird die Erklarbarkeit Gberprift, um Transparenz und Nachvollziehbarkeit
der Ergebnisse zu gewahrleisten. Parallel dazu erfolgt die Bewertung der vorgenommenen
Datenaufbereitungsschritte, da diese entscheidend zur Modellleistung beitragen. Am Ende dieses

Prozesses steht die Auswahl einer optimalen Kombination aus Modell und Datenaufbereitung.

In der Phase der Anwendung wird das ausgewahlte Modell produktiv eingesetzt. Dazu werden neue
Daten akquiriert, analog zu den Trainingsdaten aufbereitet und ggf. durch die Generierung zusatzlicher
Merkmale erganzt. Anschlielend werden Vorhersagen auf Basis des Modells getroffen, die als
Ergebnisse ausgegeben werden. Damit die langfristige Leistungsfahigkeit gewahrleistet bleibt, werden
kontinuierlich Monitoring- und Uberwachungsmechanismen eingesetzt, um mégliche Abweichungen,

wie etwa Daten-Drift, friihzeitig zu erkennen.
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Begleitend zu allen Phasen kommen unterstitzende Prozesse zum Einsatz. Dazu zahlen
Konfigurationsmanagement, explorative Datenanalysen, Visualisierung, die Einbindung externer
Bibliotheken sowie eine systematische Protokollierung. Diese gewahrleisten sowohl die
Reproduzierbarkeit der Ergebnisse als auch die Transparenz des gesamten Machine-Learning-
Workflows.

Weiterhin wurde eine Vielzahl an Werkzeugen fir die Implementierung der Kl-Verfahren untersucht mit
dem Ziel passende Werkzeuge fir die SLIDEplus-Plattform zu finden. In der folgenden Tabelle ist eine
Auswabhl der untersuchten Werkzeuge aufgelistet. RapidMiner und Scikit-learn haben sich als brauchbar

erwiesen.

Tool / Geeignet filr Entscheidungsbiume
Framework (Support)

TensorFlow Deep Learning Pmdulmon Deployment, mobile  /\ Eingeschrankt (z. B.
Framework via TF-Decision Forests)
PyTorch Deep Learning Forschung, Prototyping X Kaum Unterstiitzung
Framework
Keras High-Level AP1 (TF) Anfanger, schnelles Testen X Nicht vorgesehen
RapidMiner GUI {No-Code) Tool Einsteiger, Business Analytics & sehr gut integriert
{inkl. Random Forests)
Scikit-learn Klassische ML-Library Klassische ML-Projekte Eﬂ Exzellent (Trees,
Forests, GBT)
Hugging Face Modellhub & NLP Textverarbeitung, Transfer X Nichtvorgesehen
Framework Learning
ONNX Modell- Cross-Framework-Deployment £\ Nur zum
Austauschformat Export/import
MLflow MLOps & Tracking Deployment, Team-Projekte & MNur mit externem
Training méglich
KNIME GUI (Low-Code) Visual Analytics, Data Science E Sehr guter Support
Platform ohne Coding

Abbildung 8: Ubersicht zur Untersuchung von Werkzeugen

Aufbauend auf dieser Untersuchung wurde eine Tooling-Infrastruktur aufgebaut. Die im Schaubild
dargestellte Tooling-Infrastruktur fir Kiinstliche Intelligenz verdeutlicht die wesentlichen Schritte und

Komponenten, die fir die Entwicklung, Validierung und den Betrieb von KI-Anwendungen erforderlich

sind.
Vorverarbeitung Kl-Analyse
%O . m ki . fidierung
Transformation cqa uﬂa ( " . r-\ »~ c-\
in Datenmodell Sichtung sample » 4 '’ -
o o Selection Experiment Testen  Anpassen
%+ ol
Normalisierung o o
und Qualitat Training /  Validation [ Deployment and Execution )
o ° Testing Set Set
naa
Cleaning, ___ KI-Modellierung = :
Encoding, Kl-Lésung Konfiguration
Anonymisierung Qe? CSOOﬁ
et »'g(\_')/c\}{‘
fftﬁko 3%
13 g
g’ Clustering  Learning Model
Veredelung mit | Algorithm Algorithm Kl-Contalner  Repository
externen Daten ' .
o
Datenspeicher Runtime Engines
¥ i O e ]
TensorFlow ._\_‘% Pchrch DD i

Abbildung 9: Datenarchitektur und Tooling
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Die erste Komponente bildet die Vorverarbeitung. Sie umfasst Funktionalitdten zur Transformation von
Rohdaten in ein strukturiertes Datenmodell, zur Sicherstellung der Datenqualitdt durch Normalisierung
sowie zur technischen und rechtlichen Aufbereitung, beispielsweise durch Cleaning, Encoding und
Anonymisierung. DarlUber hinaus ist die Integration externer Daten vorgesehen, welche die Veredelung

und Kontextualisierung der internen Datengrundlage ermdglicht.

Darauf aufbauend befindet sich die Kl-Analyse als zentraler Funktionsbereich. Innerhalb dieser
Komponente ist die Datenauswahl angesiedelt, die Werkzeuge zur Sichtung, Stichprobenauswahl und
zur Bildung von Trainings-, Test- und Validierungssets bereitstellt. Ein weiterer Baustein ist die Kl-
Modellierung, die Methoden des Uberwachten und uniberwachten Lernens — insbesondere Clustering-
und Lernalgorithmen - integriert. Ergdnzend dazu bietet die Unterkomponente Validierung
Mechanismen zur experimentellen Uberpriifung und iterativen Anpassung von Modellen, womit ein
kontinuierlicher Verbesserungszyklus unterstiitzt wird. Schlieflich biindelt die Einheit Deployment and
Execution alle Funktionalitaten, die fir die operative Bereitstellung notwendig sind, darunter die
Ausfiihrung von Kl-Lésungen, deren Konfiguration, die Containerisierung sowie die Ablage und

Verwaltung in einem Model Repository.

Technologisch wird diese Architektur durch zwei infrastrukturelle Basiskomponenten erganzt. Der
Datenspeicher gewahrleistet die persistente und skalierbare Verwaltung groRer Datenmengen, wahrend
die Runtime Engines die Ausfuhrungsumgebungen fir unterschiedliche Modellierungsframeworks
bereitstellen. Hierzu gehdren verbreitete Frameworks wie TensorFlow, RapidMiner und PyTorch,

daneben besteht eine Erweiterbarkeit fiir alternative Laufzeitumgebungen.

In ihrer Gesamtheit stellt diese Architektur eine modulare und interoperable Plattform dar, in der die
einzelnen funktionalen Komponenten lose gekoppelt sind und dadurch flexibel kombiniert und erweitert
werden koénnen. Sie unterstitzt die vollstandige Wertschdpfungskette datengetriebener Ki-
Anwendungen — von der Datentransformation und -speicherung tber die Modellierung und Validierung
bis hin zum Deployment — und gewahrleistet damit sowohl wissenschaftliche Reproduzierbarkeit als

auch industrielle Anwendbarkeit.

6.4 Storfallmodelle

Aufbauend auf der Datenbasis und den Kl-Verfahren wurden sogenannte Storfallmodelle entwickelt.
Ein Storfallmodell in der Logistik beschreibt im Kern einen Ansatz, mit dem sich Risiken und
Wahrscheinlichkeiten von Stérungen auf Transporttouren vorhersagen lassen. Grundlage bilden dabei
zahlreiche Eingabemerkmale, die im ersten Bild beispielhaft aufgefihrt sind. Sie umfassen sowohl
interne Faktoren wie Wartezeiten, Rampenplanung, Verfligbarkeit von Personal oder IT-Schnittstellen
als auch externe Einflisse wie Wetter, Verkehrslage, Baustellen oder die Lange und Beschaffenheit der
Strecke. Diese Merkmale werden systematisch erfasst, aufbereitet und in Modelle eingespeist, die durch
maschinelles Lernen trainiert werden. Die folgende Tabelle zeigt typische Eingabe-Merkmale einer Tour

fur ein Storfallmodell.
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Eingabe-Merkmal

Sender Q1 Q2 Q3

Wartezeiten Fahrer
Verladung
Ladepersonal
Rampenplanung
Frachtpapiere 1-3 4-6 7-10
IT-Schnittstellen
Warenverpackung
Ansprechpartner
Standards

Empfanger (0} Q2 Q3
Wartezeiten Fahrer
Verladung
Ladepersonal
Rampenplanung
Frachtpapiere ¥ ) 3
IT-Schnittstellen 13 49 =
Warenverpackung
Ansprechpartner
Standards

Spediteur Q1 Q2 Q3
Termintreue
Sendungsverfolgung
Fahrzeuge
Personal 1-3 4-6 7-10
Schadensmanagement
Kommunikation
IT-Schnittstellen

Verkehrsmeldung SPERRUNG | STAU UNFALL STD

Baustelle BAUSTELLE STD

Wetter WIND | FROST STD

Distanz 0-50 51-200 201-400 401-800 >800

StraRentyp
Autobahn

Bundesstralte 0-50 51-200 201-400 401-800 >800
Landstralle

Sonstige Stralle
Grenze Ja Nein Multi

Abbildung 10: Beispiel fiir die Merkmale einer Tour

Eine besonders geeignete Methode zur Abbildung dieser Zusammenhange waren bzw. sind
Entscheidungsbaume. Diese Modelle teilen die Eingabemerkmale in verschiedenen Stufen auf und
fihren entlang der Aste zu einer Wahrscheinlichkeit fir das Eintreten bestimmter Stérungen. Damit
lassen sich Abhangigkeiten transparent darstellen: Beispielsweise kann sichtbar werden, dass die
Kombination aus langen Wartezeiten beim Sender und einer hohen Distanz das Risiko fiir einen Storfall
deutlich anhebt. Solche Strukturen sind auch flr Praktiker leicht nachvollziehbar, da die Regeln in Form

von ,Wenn-dann“-Beziehungen dargestellt werden.
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Die folgenden beiden gelernten Modelle zeigen beispielhaft zum einen die Vorhersage flr einen
allgemeinen Storfall und zum anderen die Vorhersage fir die Beschadigung von Waren wahrend des
Transports.

Spediteur
Allgemeiner Storfall
o a
Sender Sencer Sencer
ay
o207 0.207 0.488 [er: 2308 0240 a2 e e
Beschadigung der Ware oot  In der Regel tragt die
o & @ einem Akteur _ind“
Lieferkette signifikantzu
i Spediteur Spediteur einem Stérfall bei.
o a2 Q:
0.000 0.000 0.350 0.000 0.000 0.226 0.000 0.000 0282

Abbildung 11: Gelerntes Stérfallmodell

Je nach Spediteur, Sender oder Eingabeklasse (Q1 bis Q3) entstehen unterschiedliche
Wahrscheinlichkeiten fur das Auftreten eines Storfalls. Dabei wird sichtbar, dass nicht ein einzelnes
Merkmal ausschlaggebend ist, sondern vielmehr deren Kombination. Dadurch kénnen Muster
identifiziert werden, die auf den ersten Blick nicht offensichtlich erscheinen. Wahrend in einem Szenario
etwa organisatorische Faktoren wie die Termintreue und Dokumentenprozesse dominieren, kdnnen in

einem anderen Szenario externe Einfliisse wie Wetter und Stral’entyp im Vordergrund stehen.

Das Konzept der Storfallmodelle geht aber Uber die reine Prognose hinaus. Durch die
Wahrscheinlichkeiten und Entscheidungswege lassen sich auch Handlungsempfehlungen ableiten.
Unternehmen kénnen beispielsweise gezielt an den Merkmalen ansetzen, die den groRten Einfluss auf
Stérungen haben. Werden etwa hohe Wartezeiten am Sender als besonders kritischer Faktor
identifiziert, kdnnen organisatorische MalRihahmen wie eine bessere Rampenplanung oder flexiblere
Schichtmodelle fur das Ladepersonal Abhilfe schaffen. Gleichzeitig kdnnen auch externe Faktoren
bertcksichtigt werden: Erkennt das Modell, dass Frost in Kombination mit langen Distanzen zu
erhdhtem Risiko fuhrt, kann die Tourenplanung friihzeitig alternative Routen prifen oder zusatzliche

Zeitpuffer einplanen.

Daruber hinaus ermdglichen Stérfallmodelle eine kontinuierliche Verbesserung. Indem sie regelmafig
mit neuen Daten geflttert werden, passen sie sich an veranderte Rahmenbedingungen an. Das ist
besonders wichtig, da sich Verkehrsaufkommen, Wetterlagen oder organisatorische Ablaufe dynamisch
verandern kénnen. Damit fungieren sie als lernende Systeme, die nicht nur vergangene Muster

abbilden, sondern auch auf aktuelle Entwicklungen reagieren.
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Insgesamt bieten Stdrfallmodelle, die auf KI-Methoden wie Entscheidungsbdumen basieren, einen
doppelten Mehrwert: sie erhéhen die Transparenz, indem sie aufzeigen, welche Faktoren das
Stérungsrisiko beeinflussen, und sie verbessern die Planbarkeit, indem sie Wahrscheinlichkeiten fur
zukunftige Touren berechnen. Auf dieser Basis konnen Spediteure, Sender und Empfanger ihre
Prozesse optimieren, Risiken friihzeitig erkennen und gezielt Gegenmalinahmen ergreifen. So tragen

sie zu einer robusteren, zuverlassigeren und effizienteren Transportlogistik bei.

Die folgende Abbildung zeigt einen im Projekt entwickelten Prototypen, der ein zuvor erstelltes
Storfallmodelle zur Anwendung bringt. Auf der linken Seite sind die Eingabe-Parameter einer Tour
dargestellt. Auf der rechten Seite ist die Wahrscheinlichkeit eines Storfalls dargestellt mit den mdglichen

Ursachen und deren Einwirkung auf den Storfall.

Autotahn — 0

Pred
Baustele BAUSTELLE
= B - 0 8 4 4

| |

Emplaenger ar v
Landstrasse

Importan t
Sender a
Spedteur oy v
Verkehrsmeidung SPERRUNG ¥ I.
Wetier WD ¥

W Scppors Predcton’ W Contradets Predcion

el Oberhausen

Abbildung 12: Prototyp zur Anwendung eines Stérfallmodells

6.5 Storfallanalyse-Plattform

Aufbauend auf den zuvor entwickelten Ergebnissen wurde im Projekt eine Storfallanalyse-Plattform
entwickelt, die Stdrfallmodelle in die Anwendung bringt und den gesamten Prozess mdglichst durch eine
integrierte IT-LOsung unterstitzt. Die Plattform zur Storfallanalyse und -vorhersage Iasst sich aus drei
Perspektiven beschreiben: funktionaler Sicht, IT-Sicht und Anwendersicht. Dabei wird deutlich, dass die
Architektur so angelegt ist, dass sie die fachlichen Anforderungen der Logistikpraxis, moderne IT-

Standards und eine nutzerfreundliche Bedienung miteinander verbindet.
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Abbildung 13: Uberblick SlidePlus-Plattform

Aus funktionaler Perspektive blindelt die Plattform verschiedene Kernaufgaben in einem einheitlichen
System. Zunachst steht die Integration und Verwaltung von Datenquellen im Vordergrund. Hierbei
werden sowohl interne Systeme, wie etwa C-Logistic oder 4flow, als auch externe Datenquellen,
darunter Wetterdienste wie der DWD oder Verkehrsdaten aus Mobilitdtsmarktplatzen, eingebunden.
Diese Daten werden anschlieRend in der Plattform verarbeitet, transformiert und mit
Zusatzinformationen angereichert, sodass ein umfassendes und aktuelles Datenfundament entsteht.
Darauf aufbauend bietet die Plattform den Bereich der KI-Analyse und Modellierung. In einer speziell
vorgesehenen Container-Runtime werden Stérfallmodelle trainiert und angewendet. Die Modelle lernen
aus historischen Daten Zusammenhange zwischen Eingabemerkmalen und Stérfallen und kénnen
Prognosen fiir neue Touren generieren. Ein weiterer funktionaler Baustein ist die Anwendungsschicht.
Dort stehen Werkzeuge zur Verfligung, die eine Storfallvorhersage ermdglichen, Ergebnisse in Form
von Visualisierungen darstellen und Konfigurationsmdglichkeiten bieten, sodass Nutzer Analysen
flexibel an ihre Bedirfnisse anpassen kdnnen. Erganzt wird dies durch einen Exportbereich, tGber den
Ergebnisse und Modelle entweder Uiber standardisierte Dateiformate (z. B. XML, CSV oder RDF) oder

Uber APIs in bestehende Systeme integriert werden kénnen.

Aus technischer Perspektive handelt es sich um eine Web-Applikation mit klarer Trennung von Frontend
und Backend. Das Backend Ubernimmt die zentrale Steuerung aller Datenfliisse, die Orchestrierung der
Kl-Container sowie die Verwaltung des Daten-Lakes. Hier erfolgt die Transformation der Rohdaten und
ihre Ablage in einer skalierbaren Infrastruktur, die flr groBe Datenmengen ausgelegt ist. Ein
wesentliches Element ist die Containerisierung der KI-Funktionalitdten. Durch die Einbindung der KI-
Container des InfAl wird eine flexible und modulare Architektur geschaffen, die sowohl das Training
neuer Modelle als auch die produktive Anwendung von bestehenden Prognosen erlaubt. RapidMiner

dient hierbei als zentrale Laufzeitumgebung, die mit Container-Technologien kombiniert wird, um
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Skalierbarkeit, Wartbarkeit und einfache Aktualisierbarkeit sicherzustellen. Das Frontend basiert auf
modernen Webtechnologien und ermdglicht den Zugriff auf alle Kernfunktionen Uber eine intuitive
Benutzeroberflache. Uber Schnittstellen wie REST-APIs oder Adapterlésungen (z. B. fiir C-Logistic oder
4flow) kann die Plattform in bestehende IT-Landschaften eingebettet werden. Gleichzeitig sorgt ein
umfassendes Nutzermanagement mit Rechte- und Rollenkonzepten fiir Sicherheit, Datenschutz und

eine klare Steuerung des Zugriffs.

Ki-Aufgaben:  Analyse von Transportdaten
Algorithmen/Verfahren:  Deep Neural Networks

t Multiplikatives Long-short term memory-Modell [mLSTM)
ini fir ein Netz
1 90% Storfalle werden korrekt erkannt

Bereitstellung
als Ki-Services

Abbildung 14: KI-Container-Umgebung

Fur Anwender, wie Logistikmanager, Disponenten oder Spediteure, zeigt sich die Plattform als
praktische Entscheidungshilfe im operativen Alltag. Uber das Web-Frontend kénnen Nutzer
unkompliziert auf Vorhersagen zugreifen und diese in Form von Dashboards oder grafischen
Darstellungen interpretieren. So werden Trends und mdgliche Stérungen frihzeitig sichtbar, ohne dass
tiefgehendes technisches Wissen erforderlich ist. Die Storfallvorhersage unterstiitzt dabei, Risiken
bereits in der Planungsphase zu identifizieren. Nutzer kbénnen beispielsweise vor einer Tour priifen, ob
bestimmte Kombinationen von Faktoren wie lange Distanzen, ungunstige Wetterlagen und
organisatorische Schwachen eine hohe Wahrscheinlichkeit fir Verzégerungen mit sich bringen. Die
Visualisierung erleichtert es, die relevanten Einflussgrofien sofort zu erkennen und konkrete
MalRnahmen abzuleiten — sei es durch Routenanpassungen, Zeitpuffer oder zusatzliche Ressourcen.
Dariiber hinaus bietet die Plattform hohe Flexibilitat. Uber Konfigurationseinstellungen kénnen
Anwender definieren, welche Datenquellen oder Modelle beriicksichtigt werden sollen. Gleichzeitig
sorgt die Exportfunktion dafiir, dass Prognosen ohne Umwege in bestehende operative Systeme
Uberfuihrt werden kénnen. Dies reduziert Medienbriiche und schafft eine direkte Verbindung zwischen
Analyse und Umsetzung. Besonders wichtig ist schlieRlich die Benutzerfreundlichkeit. Eine intuitive
Oberflache, klare Navigationsstrukturen und verstandliche Visualisierungen stellen sicher, dass die

Plattform auch von nicht-technischen Anwendern effektiv genutzt werden kann. Damit wird
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gewabhrleistet, dass Kl-basierte Prognosen nicht nur im Hintergrund existieren, sondern tatsachlich in
der Praxis wirken und den Arbeitsalltag spurbar unterstttzen.

Die folgenden Abbildungen zeigen Auszlge aus der Benutzeroberflache der SlidePlus-Plattform. Links
oben sind externe Daten zu sehen. Es wird zwischen historischen und aktuellen Daten unterschieden.
Rechts oben ist die Konfiguration eines Mapping zwischen externen und internen Daten zu sehen. Links
unten ist eine angelerntes Storfallmodell dargestellt. Rechts unten ist die Vorhersage von Storfallen far
eine bestimmte Tour mit deren Eigenschaften dargestellt.

@ siide Plus Exteme Daten @ slido Plus Daten-Mapping
‘Historisch Daten ot Kenfiguration
= -
oo
— _.‘
- Smmman ot Moty o8 thmpeg
™ pomra
Aituolie Caten
@ slido Plus » Modell Detail » (E) slide Plus Vorhersoge Stadalle » Ablrage » Tour » Modell 0001-2024

i v [ O Lyt @) ex @ ox% @ Bsx © ox

Abbildung 15: Benutzeroberfldche zur Bedienung der Stérfall-Plattform
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7 Nutzen und Verwertbarkeit der Ergebnisse

Die Plattform bietet eine zentrale Mdglichkeit, Touren datenbasiert und objektiv hinsichtlich ihres
Storrisikos zu bewerten. Herzstlick ist dabei ein sogenanntes Storfall-Label, das anhand aktueller
Tourdaten sowie externer Informationen (z. B. Wetter- oder Verkehrslage) berechnet wird. Dieses Label
kann als Qualitatsmerkmal verstanden werden und unterstitzt Speditionen, Versender und Empfanger

dabei, Risiken schon in der Planungsphase zu erkennen und gezielt zu vermeiden.

Auf betriebswirtschaftlicher Ebene bedeutet dies eine effizientere Planung und Steuerung von Touren,
eine hdhere Zuverlassigkeit von Transportketten und die Mdglichkeit, Ressourcen wie Zeit, Personal
und Kraftstoff optimal einzusetzen. Daraus resultieren nicht nur Kostenvorteile fir die beteiligten
Akteure, sondern auch Okologische Effekte wie die Reduktion von Emissionen und
Verkehrsbelastungen. Zugleich steigert die Plattform durch ihre Kl-basierten Verfahren die
Innovationskraft der beteiligten Unternehmen, da sie einen Prozess automatisiert und objektiviert, der

bislang oft auf subjektiven Einschatzungen basierte.

Fir DSI liegt der Hauptnutzen in der direkten wirtschaftlichen Verwertbarkeit. Die Plattform wird sowohl
als Erweiterung des bestehenden Stdrfallmanagementsystems Logify als auch als eigenstandiges
Produkt positioniert. In beiden Fallen eroffnet sich DSI ein erheblicher Wettbewerbsvorteil, da derzeit
kein vergleichbares Produkt am Markt existiert. Mit der Plattform kann DSI neue Kunden gewinnen,
bestehende Kundenbeziehungen starken und zusatzliche Lizenzeinnahmen erzielen. Darliber hinaus
wird das gewonnene KI-Know-how es DSI ermdglichen, die entwickelten Verfahren auch in andere
Branchen wie Energie oder Industrie zu Ubertragen und damit neue Geschaftsfelder zu erschlielen.
Mittel- bis langfristig ist daher mit einem deutlichen Umsatzwachstum und der Schaffung neuer

Arbeitsplatze im Bereich Datenanalyse und KI-Anwendung zu rechnen.

Fir 4flow steht die Integration der Storfallanalyse in Standardprozesse und -software im Vordergrund.
Dadurch werden neue Funktionen fir die zuverlassigkeitsorientierte Optimierung von Transportketten
geschaffen. Kunden kénnen kiinftig nicht nur Touren effizienter planen, sondern auch Storfalle friihzeitig
erkennen und gezielt managen. Die Plattform eroffnet 4flow die Moglichkeit, sein Produktportfolio zu
erweitern und zusatzliche Mehrwertdienste anzubieten, die in der Netzwerk- und Strukturplanung von
Logistikprozessen einsetzbar sind. Dies starkt die Marktposition des Unternehmens erheblich, da es
sich durch innovative Funktionen vom Wettbewerb abheben kann. Die wirtschaftliche Verwertbarkeit
ergibt sich folglich durch neue Umsatzpotenziale im Kundengeschaft sowie durch eine starkere

Kundenbindung.

Fir das InfAl als wissenschaftlichen Partner liegt der Nutzen primar in der wissenschaftlichen
Verwertung und Weiterentwicklung der Ergebnisse. Die entwickelten Kl-Verfahren, Containerlésungen
und Kausalmodelle flieRen in Publikationen, Lehrveranstaltungen und Forschungsprojekte ein.
Insbesondere die Einbettung in die Lehre, beispielsweise in die ScaDS.Al-Ringvorlesung oder in das
Logistic Living Lab, schafft Mehrwert fur Studierende und Nachwuchsforscher. Dariber hinaus starkt
das InfAl seine Rolle als Transferinstitut, indem die Ergebnisse auf Konferenzen, in Workshops und
Uber offene Datenplattformen verbreitet werden. Die erarbeiteten Konzepte sind zudem nicht auf die

Logistik beschrankt, sondern lassen sich auf andere Anwendungsfelder wie das Gesundheitswesen
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oder die Energiebranche Ubertragen. Somit entfaltet das Projekt flr das InfAl eine nachhaltige

wissenschaftliche Verwertbarkeit durch neue Forschungsansatze, Publikationen und Projektantrage.

8 Fortschritte anderer Stellen

In den letzten Jahren hat sich in Forschung und Praxis rund um die Prognose und Analyse von Storfallen
in Logistik- und Transportprozessen vieles weiterentwickelt. Zahlreiche Studien und Projekte liefern
wertvolle Erkenntnisse — sowohl methodisch als auch anwendungsbezogen —, welche fir die
Entwicklung einer Plattform wie eurer Stoérfallanalyse maRgeblich sind. Mehrere aktuelle
Ubersichtsarbeiten und Fallstudien zeigen, dass sich die Vorhersagequalitat durch breitere
Merkmalsnutzung (operative Daten + Kontext wie Wetter, Verkehr und Infrastruktur), durch moderne
Modellklassen sowie durch Echtzeit-fahige Architekturen spirbar verbessert hat. So berichten jlingste
Reviews und Studien, dass sich klassische ML-Verfahren (Random Forest, SVM, XGBoost) und Deep-
Learning-Ansatze komplementar bewahren: Wahrend tiefe Netze in grof3en, heterogenen Datenraumen
Vorteile zeigen, punkten robuste Ensemble-Modelle mit Interpretierbarkeit und Effizienz — eine

Kombination, die fiir operative Logistikplattformen besonders relevant ist.

Auf Systemebene setzen viele Arbeiten auf Digital Twins der Lieferkette: Daten-getriebene Zwillinge
verbinden Simulation, Optimierung und Analytics, um ,Was-ware-wenn“-Szenarien, Stress-Tests und
Resilienz-Analysen durchzuspielen — bis hin zu End-to-End-Sichtbarkeit und der Bewertung von
Reaktionsplanen. Mehrere aktuelle Reviews und Framework-Vorschlage konsolidieren Best Practices
und zeigen, wie DTs mit loT, Kl und Blockchain zusammenspielen kénnen, um Stérungen praventiv und

reaktiv zu adressieren.2

Ein weiterer klarer Trend ist der Einsatz kausaler Methoden. Wahrend pradiktive Modelle das Ob und
Wann einer Stérung quantifizieren, beantworten kausale Designs das Warum und Was bringt eine
MalRnahme?. In Transport und Supply-Chain-Forschung finden kausale Inferenzverfahren zunehmend
Anwendung — von Netzwerk-Effekten in U-Bahnsystemen Uber die Schatzung der Auswirkungen
einzelner GroRereignisse (z. B. Suez-Blockade) bis hin zu kausaler ML fir interventionsfahige
Risikomodelle im Industriekontext. Fur eine Storfallplattform bedeutet das: Hypothesen zu
Einflussfaktoren lassen sich datenbasiert priifen, GegenmafRnahmen (z. B. geanderte Slots, alternative

Korridore) als , Treatments” evaluieren und in eine echte Lernschleife Uberfiihren.?

SchlieBlich werden Echtzeit-Optimierung und operative Einbettung starker adressiert: Arbeiten koppeln
Zeitreihen-Forecasting mit (Deep-)Reinforcement-Learning, um Routen online anzupassen, und zeigen,
wie sich Prognosen direkt in Dispatch-Entscheidungen Ubersetzen lassen. Erganzend belegen
sektorale Reviews im Giuterverkehr die wachsende Datenverfligbarkeit und die Relevanz von
Mustererkennung, Clustering abhangiger Beobachtungen und Pfadoptimierung fir praxistaugliche

Entscheidungsunterstiitzung. 4

" https://doi.org/10.1186/s40537-025-01143-4

2 https://doi.org/10.1016/j.sca.2024.100075

3 https://doi.org/10.1016/j.tra.2024.104324

4 https://doi.org/10.30574/wjarr.2023.19.3.1524
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9 Veroffentlichung der Ergebnisse

Im Rahmen des Projektes wurden die folgenden 6ffentlich verfigbaren Abschlussarbeiten erarbeitet:

Benjamin Walling (2022): Robustness in Automotive Transportation Networks - Introduction of
robustness concept and best practices for Inbound Milk runs in European Road Transport
Networks. Master-Arbeit, Frankfurt University of Applied Sciences

Madita Horstmann (2023): Vergleich verschiedener Machine Learning Modelle zur Vorhersage
von Verspatungen bei Abholung in einem stra3enbasierten Transportnetzwerk. Hochschule
Reutlingen, Master-Arbeit

Nicklas Prochazka (2024): Exception Prediction in Road Freight Transport — An Evaluation of
Different Methods and Measures to Improve Predictions. Master-Arbeit, Berliner Hochschule
fur Technik

Weiterhin konnten die folgenden Fachartikel erfolgreich publiziert werden:

Freese, Falk & Ludwig, André. (2024). A conceptual framework for supply chain digital twins —
development and evaluation. International Journal of Logistics Research and Applications. 28.
1-23. 10.1080/13675567.2024.2324895.

Kramm, Aruscha, et al. "Machine Learning Based Mobile Capacity Estimation for Roadside
Parking." ISPRS Annals of the Photogrammetry, Remote Sensing and Spatial Information
Sciences (2024): 99-106.

Windolph, Jonah, et al. "Adapting a Generic Smart Service Platform Architecture to the Road-
Based Physical Internet." ICEIS. 2024.

Es wurde an den folgenden Ausstellungen und Messen teilgenommen und das Projekt prasentiert:

Ausstellung im Logistic-Living Lab, Logistik-Labor der Universitat Leipzig
InnoTrans 2024, Berlin

LogiMAT 2024, Stuttgart

Transport & Logistic, 2023 Minchen

Innovationstag Netzwerk Logistik Mitteldeutschland e.V. 2024 Leipzig

DataWeek, Leipzig

Es wurden im Internet die folgenden Websites fiir das Projekt erstellt:

https://infai.org/project/slideplus/

https://www.bmv.de/SharedDocs/DE/Artikel/DG/mfund-projekte/slideplus.html

https://dsi-technology.de/forschung/slideplus/
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