
IMOCO4.E - Sachbericht 
Detaillierter Bericht 

 

Einleitung 

 

Dieser Verwendungsnachweis fasst die Themen und Ergebnisse zusammen, an denen 

Hahn-Schickard im EU-Projekt IMOCO4.E gearbeitet hat. Wegen des rasanten Fortschrittes 

von Künstlicher Intelligenz, wurden Ergebnisse erzielt, die vorher nicht geplant wurden.  

 

Übersicht: 

o Open-Source Modell-Zoo*: In den letzten Jahren, gab es ein rasanter Anstieg an 

Veröffentlichungen (Papers, Open-Source-Projekte, vortrainierte Modelle). Daher 

haben wir eine grafische Zusammenfassung der relevantesten Open-Source-Projekte 

und -Modelle erstellt. Über hundert Modelle wurden in verschiedenen Kategorien 

eingeordnet. 

 

o AutoFlow: Wir haben ein Open-Source-Framework entwickelt. Es zielt darauf ab, die 

Komplexität von TinyML zu überwinden – ein Feld, welches ML-Anwendungen auf 

ressourcenbeschränkten Systemen wie Mikrocontrollern ermöglicht. 

 

o Wissensdestillation: Wir haben die Technik der Wissensdestillation (Knowledge 

Distillation) angewendet, um mithilfe eines größeren Modells (Lehrermodell) ein 

kleineres Modell (Schülermodell) zu trainieren. 

 

o Alzheimer-Erkennung mit Multi-Modaler KI*: Wir haben ein vortrainiertes 

multimodales Modell (ImageBind von Meta) abgestimmt, um MRI/CT-Scans mit 

Sprachaufzeichnungen von Alzheimer-Patienten zu kombinieren und eine 

Klassifizierung durchzuführen. Die Kombination von Modalitäten verbessert die 

Klassifikationsergebnisse. 

 

o SLAM – LiDAR und IMU-Fusion:  Die Kombination von Kamerabildern und LiDAR 

stellt eine vielversprechende Methode dar. Kamerabilder liefern hochauflösende und 

detaillierte Informationen. Im Gegensatz dazu liefert LiDAR Abstandsmessungen, die 

für höhere Sicherheit sorgen. Darüber hinaus, wurde eine IMU genutzt, um den 

Fehler bei der Lokalisierung und Kartierung zu minimieren. Wir haben zwei Open-

Source Bibliotheken getestet. 

 

o 3DGS-LiDAR-Fusion*: Für die 3D-Rekonstruktion von Umgebungen und Objekten 

haben wir ein vortrainiertes Modell (DUSt3R) mit LiDAR-Daten kombiniert. Dank der 

hervorragenden Fähigkeiten des KI-Modells können wir Kamera und LiDAR 

kombinieren, ohne jegliche intrinsische oder extrinsische Kalibrierung. 

 

o 3DGS-LiDAR-Fusion Demonstrator*: Wir haben einen Demonstrator entwickelt, der 

Kamera-LiDAR und die oben erwähnte Methode nutzt, um 3D-Umgebungen und 
Objekte zu scannen. 

 

*  Stellen ungeplante Ergebnisse dar.



Open-Source Modelle-Zoo  
→ Arbeitspaket/Task 3.4 
 

In den letzten zwei Jahren haben wir einen rasanten Anstieg an Veröffentlichungen im 

Bereich Machine Learning, Deep Learning und generativer KI gesehen. Zahlreiche 

vortrainierte Open-Source-Modelle wurden veröffentlicht, die klassische Methoden, 

Algorithmen und Verfahren teilweise übertreffen.  

 

Abbildung 1: Ein Modellzoo wurde erstellt, um die wichtigsten Open-Source-Modelle zu kategorisieren. 

Abbildung 1 zeigt einen Open-Source-Modellzoo, den wir für interne Zwecke 

zusammengestellt haben. Viele dieser Modelle eignen sich sowohl für Forschungszwecke als 

auch teilweise für den Produktionseinsatz. PapersWithCode [1] ist eine hervorragende 

Webseite, um Open-Source-Projekte zu finden. Die Webseite Huggingface [2] bietet mehr 

als eine Million Open-Source-Modelle. 

Diese Entwicklung spiegelt einen Paradigmenwechsel im Bereich Forschung und 

Entwicklung wider, was folgende Gründe hat:  

- Immer mehr Open-Source-Modelle werden veröffentlicht, die für Forschung und 

Entwicklung genutzt werden können [3]. 

- Vortrainierte Modelle profitieren von gesteigerter Rechenleistung, größeren 

Datenmengen und höherer Datenqualität [4], [5], [6], [7].   

- Klassisches Vortraining („pretraining“) wird teilweise durch Testzeit-Berechnung bzw. 

Training („test-time compute/training“) ersetzt oder ergänzt [8], [9]. Dadurch ist 

deutlich weniger Rechenleistung erforderlich, um kleinere Modelle zu optimieren [3], 

[10]. 

- Die Kapazitätsdichte von vortrainierten Modellen verdoppelt sich alle 3-4 Monate. 

Das bedeutet, dass kleine Modelle in Zukunft die Leistungsfähigkeit älterer und 

größerer Modelle erreichen oder sogar übertreffen können [11]. 

- Dies hat zu einem drastischen Kostenrückgang für die Inferenz (bzw. Nutzung) dieser 

Modelle in den letzten Jahren geführt, während gleichzeitig ihre Leistungsfähigkeit 

gestiegen ist [12]. 

- Zusätzlich verbessern sich Datenqualität, Algorithmik, Hardwareoptimierung und die 

Verfügbarkeit von Rechenleistung [13]. Wir glauben, dass kleine, offene und 



spezialisierte KI-Modelle (z.B. für Embedded Devices, Smartphone, usw.) unsere 

Zukunft stärker prägen werden, als große, geschlossene und generelle Modelle. 

Agentensysteme, die kleine, kostengünstige und klimafreundliche Modelle haben das 

Potenzial viele neue Dienstleistungen für Menschen verfügbar zu machen und die 

Lebensqualität der Menschen zu verbessern. 

 

AutoFlow 
→ Arbeitspaket/Task 3.3 
 

Ein Framework, das Edge AI zugänglich macht 

AutoFlow [14] [15], ist ein im Rahmen unseres EU-Projekts entwickeltes Open-Source-

Framework [16], das die Implementierung von maschinellem Lernen (ML) auf Edge-Geräten 

revolutioniert. Es zielt darauf ab, die Komplexität von TinyML zu überwinden – ein Feld, das 

ML-Anwendungen auf ressourcenbeschränkten Systemen wie Mikrocontrollern ermöglicht. 

AutoFlow ist mehr als nur ein Tool; es ist ein umfassendes Framework, das den gesamten 

Workflow für Entwickler vereinfacht und beschleunigt, von der ersten Modellidee bis zur 

finalen Implementierung auf dem Zielgerät. Es demokratisiert den Zugang zu Edge AI und 

macht fortschrittliche ML-Technologien für ein breiteres Spektrum von Entwicklern nutzbar. 

 

Abbildung 2: Grafische Benutzeroberfläche AutoFlow (GUI) 

 

Kernproblem und AutoFlows Antwort: Die Vereinfachung komplexer Edge AI 

Entwicklung 

Die Entwicklung von ML-Anwendungen für Edge-Geräte ist traditionell ein anspruchsvoller 

Prozess, der tiefgreifende Expertise in verschiedenen, oft spezialisierten Bereichen erfordert. 

AutoFlow wurde als Antwort auf diese Herausforderung konzipiert. Es ist ein Framework, das 

die typischen Eintrittsbarrieren in der Edge-AI-Entwicklung drastisch reduziert. Durch seine 

innovative Architektur und fokussierte Automatisierungsansätze ermöglicht AutoFlow es 

Entwicklern, sich auf die Kernfunktionalität ihrer Anwendungen zu konzentrieren, anstatt in 

den technischen Details der ML-Implementierung verloren zu gehen. AutoFlow ist somit ein 

Katalysator für die breitere Adoption von Edge-AI-Technologien. 



Herausragende Qualitäten von AutoFlow: 

• Benutzerzentrierte grafische Oberfläche (GUI): Die AutoFlow-GUI ist das 

Herzstück seiner Benutzerfreundlichkeit. Sie wurde von Grund auf entwickelt, um 

maximal intuitiv zu sein (siehe Abbildung 2). Die GUI führt Entwickler visuell durch 

den gesamten Prozess, von der Dateneingabe bis zur Modellerstellung und -

optimierung. Dies ermöglicht einen niedrigschwelligen Einstieg in die Welt der KI, 

selbst für Nutzer ohne umfangreiche Programmierkenntnisse oder ML-Hintergrund. 

Die GUI ist nicht nur eine optionale Ergänzung, sondern ein integraler Bestandteil, 

der die Zugänglichkeit und Effizienz des Frameworks maßgeblich steigert. 

• Intelligente Automatisierung durch AutoML: Die Integration von Automated 

Machine Learning (AutoML) ist ein Kernmerkmal von AutoFlow und ein 

entscheidender Faktor für seine Effizienz. AutoML-Techniken ermöglichen die 

automatische Generierung optimaler ML-Modelle. Dies bedeutet, dass das 

Framework in der Lage ist, selbstständig verschiedene Modellarchitekturen zu 

evaluieren, Hyperparameter zu optimieren und das beste Modell für eine gegebene 

Aufgabe zu finden. Diese Automatisierung spart wertvolle Entwicklungszeit und 

ermöglicht es Nutzern, auch ohne tiefes ML-Verständnis, hochperformante Modelle 

zu erstellen. AutoML in AutoFlow ist somit ein intelligenter Assistent, der den 

Modellentwicklungsprozess beschleunigt und verbessert. 

• Effiziente Modellkomprimierung für Edge-Geräte: AutoFlow adressiert die 

kritischen Anforderungen von Edge-Geräten an Ressourceneffizienz durch seine 

fortschrittlichen Modellkomprimierungsalgorithmen. Die implementierten Pruning- 

und Quantisierungstechniken sind nicht nur Standardmethoden, sondern wurden 

im Framework so integriert, dass sie optimal auf TinyML-Anwendungen 

zugeschnitten sind. Diese Algorithmen reduzieren die Modellgröße und den 

Rechenaufwand signifikant, ohne dabei die Genauigkeit des Modells übermäßig zu 

beeinträchtigen. Diese intelligente Komprimierung ist essenziell, um komplexe ML-

Modelle auf ressourcenbeschränkten Mikrocontrollern oder anderen Edge-Geräten 

performant ausführen zu können. 

• Nahtlose Code-Generierung für Zielplattformen: AutoFlow geht über die 

Modellerstellung hinaus und bietet eine vollständige Lösung bis zur 

Implementierung. Das Framework generiert automatisch den benötigten Code, um 

die entwickelten ML-Modelle auf der gewählten Zielplattform auszuführen. Diese 

automatische Code-Generierung ist ein enormer Vorteil, da sie manuelle, 

fehleranfällige Programmierarbeit eliminiert und den Implementierungsprozess 

erheblich beschleunigt. Der generierte Code ist optimiert für die jeweilige 

Zielarchitektur und trägt somit zur maximalen Performance auf dem Edge-Gerät bei. 

Diese Qualität macht AutoFlow zu einem End-to-End-Framework, das den 

gesamten Workflow abdeckt. 

• Plattformübergreifende Flexibilität: AutoFlow zeichnet sich durch seine breite 

Plattformunterstützung aus. Es ist nicht auf eine bestimmte Hardware oder ein 

Betriebssystem beschränkt, sondern ermöglicht die Entwicklung von ML-

Anwendungen für eine Vielzahl von Edge-Geräten. Von ressourcenschwachen 

Mikrocontrollern über leistungsfähigere FPGAs bis hin zu Single-Board-Computern 

wie Raspberry Pi – AutoFlow bietet die Flexibilität, die für diverse Anwendungsfälle 

benötigt wird. Diese Plattformunabhängigkeit macht AutoFlow zu einem 

vielseitigen Werkzeug für die Edge AI Entwicklung. 

 



Die Vorteile von TinyML: Eine Synergie für effiziente Edge-AI-Anwendungen 

AutoFlow ist nicht nur ein Werkzeug, sondern ein Framework, das die grundlegenden 

Vorteile von TinyML optimal nutzbar macht. Es ermöglicht Entwicklern, das volle Potenzial 

von Edge AI auszuschöpfen und Anwendungen zu realisieren, die durch Effizienz, 

Echtzeitfähigkeit und Datenschutz überzeugen. 

• Echtzeit-Performance durch lokale Verarbeitung: AutoFlow-basierte 

Anwendungen profitieren von der geringen Latenzzeit, die Edge AI auszeichnet. Da 

die ML-Modelle direkt auf dem Edge-Gerät ausgeführt werden, entfällt die 

Notwendigkeit der Datenübertragung in die Cloud. Dies ermöglicht Reaktionen in 

Echtzeit, was für viele Anwendungen, wie z.B. in der industriellen Automatisierung 

oder autonomen Systemen, unerlässlich ist. AutoFlow optimiert die Modelle für 

diese Echtzeit-Performance. 

• Energieeffizienz für nachhaltige Anwendungen: AutoFlow-Modelle sind auf 

minimalen Energieverbrauch ausgelegt. Durch die Komprimierungsalgorithmen und 

die Unterstützung ressourcenschonender Hardware ermöglicht AutoFlow die 

Entwicklung batteriebetriebener und energieautarker Edge-AI-Anwendungen. 

Diese Energieeffizienz ist nicht nur kostensparend, sondern auch ein wichtiger Aspekt 

für nachhaltige Technologieentwicklung. AutoFlow trägt somit zu einer grüneren 

KI bei. 

• Bandbreitenoptimierung für ressourcenschonende Kommunikation: AutoFlow-

Anwendungen reduzieren den Bedarf an Datenübertragung drastisch. Die lokale 

Verarbeitung minimiert die Kommunikation mit der Cloud oder zentralen Servern. 

Dies ist besonders in Umgebungen mit begrenzter Bandbreite oder hohen 

Datenkosten von Vorteil. AutoFlow hilft, Kommunikationsressourcen zu schonen 

und die Betriebskosten zu senken. 

• Datenschutz und Sicherheit durch dezentrale Verarbeitung: AutoFlow unterstützt 

den dezentralen Ansatz von Edge AI, bei dem sensible Daten auf dem Edge-Gerät 

verbleiben und nicht in die Cloud übertragen werden müssen. Dies erhöht den 

Datenschutz und die Datensicherheit erheblich. AutoFlow ermöglicht die 

Entwicklung von Anwendungen, die höchste Datenschutzstandards erfüllen und 

das Vertrauen der Nutzer gewinnen. 

• Autarke Funktionalität unabhängig von der Cloud-Konnektivität: AutoFlow-

basierte Edge-AI-Anwendungen können auch ohne ständige Internetverbindung 

zuverlässig funktionieren. Dies ist ein entscheidender Vorteil in Umgebungen, in 

denen die Konnektivität instabil oder nicht immer verfügbar ist. AutoFlow ermöglicht 

die Entwicklung von robusten und autarken Systemen, die auch in Offline-

Umgebungen zuverlässig ihren Dienst verrichten. Diese Unabhängigkeit von der 

Cloud ist ein wesentliches Merkmal für viele kritische Anwendungen. 

 



Mehr als ein Tool – Ein Framework für die Zukunft von Edge AI 

AutoFlow ist mehr als nur eine Sammlung von Algorithmen und einer GUI. Es ist ein 

durchdachtes und umfassendes Framework, das die Entwicklung von Edge AI 

Anwendungen grundlegend verändert. Durch seine Benutzerfreundlichkeit, intelligente 

Automatisierung und Optimierung für ressourcenbeschränkte Systeme ebnet AutoFlow 

den Weg für eine breitere Akzeptanz und Innovation im Bereich TinyML. Es befähigt 

Entwickler, leistungsstarke, effiziente und datenschutzfreundliche KI-Lösungen für eine 

Vielzahl von Anwendungsbereichen zu realisieren und somit die Vision von einer 

intelligenten und vernetzten Welt am Edge Wirklichkeit werden zu lassen. AutoFlow ist 

somit ein Schlüsselwerkzeug für die kommende Welle von Edge AI Anwendungen und 

positioniert unser EU-Projekt als Vorreiter in diesem zukunftsweisenden Technologiefeld. 

Wissensdestillation 
→ Arbeitspaket/Task 3.4 
 

Für Task 3.4 wurden Techniken der Wissensdestillation (Knowledge Distillation) angewendet, 

um ein kleineres Modell (Schülermodell) mithilfe eines größeren Modells (Lehrermodell) zu 

trainieren. Der Vorteil dieses Ansatzes besteht darin, dass kleinere Modelle auf Hardware 

eingesetzt werden können, die nicht in der Lage ist, die größeren Modelle zu verarbeiten. 

Dies ermöglicht einen breiteren Einsatz und eine breitere Nutzung von Deep-Learning-

Modellen. 

In diesem Bericht demonstrieren wir den Prozess des Trainings des Schülermodells mithilfe 

des Lehrmodells unter Verwendung verfügbarer Bibliotheken wie TensorFlow mit Keras. Das 

in unserem Experiment verwendete Lehrermodell ist ein neuronales Netz, das bereits in 

einem anderen Projekt bei Hahn-Schickard (LowPowerKI, siehe unten) trainiert und 

eingesetzt wurde. 

Durch die sorgfältige Abstimmung verschiedener Parameter wollen wir zeigen, wie 

Wissensdestillation genutzt werden kann, um eine verbesserte Leistung mit kleineren 

Modellen zu erzielen.  

KI-Demonstrator 

Aufgrund der Nichtverfügbarkeit vortrainierter Modelle von anderen IMOCO4.E-Partnern 

haben wir uns entschlossen, ein vortrainiertes Modell zu verwenden, das wir in einem 

unserer früheren Projekte (namens LowPowerKI) trainiert haben. Der KI-Demonstrator ist 

dafür ausgelegt, Kräfte zu messen, die auf eine ebene Struktur wirken. Die Kraft wird von 

Hand auf eine kreisförmige Scheibe aus Kunststoff ausgeübt, wobei die Kraft von oben an 

einem beliebigen Punkt auf die Scheibe aufgebracht werden kann. 

Um die Stärke und die Position der Krafteinwirkung zu messen, verwendet der Demonstrator 

StrainSens ASICs. Die ASICs sind an drei verschiedenen Punkten auf der kreisförmigen 

Scheibe positioniert, jeweils um 120° tangential versetzt und so nah wie möglich am 

"optimalen Radius" platziert. 

Dieser Aufbau ermöglicht eine genaue und umfassende Messung der wirkenden Kraft und 

liefert wertvolle Einblicke in das Verhalten des Materials und der Krafteinwirkung. Die 

Verwendung von StrainSens ASICs stellt sicher, dass die Messungen präzise und 

zuverlässig sind. 

 

 

 



 

Abbildung 3: LowPowerKI-Demonstrator 

 

Methodik 

Die Wissensdestillation (Knowledge Distillation), einer von Hinton et al. eingeführten Technik 

[17], um größere Modelle in kleinere zu komprimieren. Der Hauptvorteil dieses Ansatzes 

besteht darin, dass er es uns ermöglicht, die hohe Leistung größerer Modelle zu nutzen und 

gleichzeitig Speicher- und Speicherkosten zu reduzieren sowie die Inferenzgeschwindigkeit 

zu erhöhen. Dies wird durch die Reduzierung der Modellkomplexität und der Anzahl der 

Gleitkommaoperationen erreicht. 

Die Leistung kleinerer Modelle, die durch Wissensdestillation erzeugt werden, manchmal 

suboptimal sein. Um dieses Problem zu beheben, schlagen die Autoren eine Reihe von 

Maßnahmen vor, um die Leistung der kleineren Modelle zu verbessern, die durch 

Wissensdestillation erzeugt werden. 

Für die Demonstration der Teacher-Student KD-Methode haben wir einen gesammelten 

Demonstrator-Datensatz und sein Modell als Lehrer ausgewählt. Das Lehrermodell hat 64 

Eingangsneuronen, 2 verborgene Schichten mit 32 Neuronen und ReLU-

Aktivierungsfunktionen sowie 6 Ausgangsneuronen mit einer Sigmoid-Aktivierungsfunktion. 

Um die Leistung des neuronalen Netzes zu verbessern, wurde die Aktivierungsfunktion der 

Ausgangsschicht in Softmax geändert. Das Schülermodell wurde dann vom Lehrermodell 

abgeleitet und vereinfacht, sodass es 64 Eingangsneuronen, 2 verborgene Schichten mit 8 

Neuronen und ReLU-Aktivierungsfunktionen sowie 6 Ausgangsneuronen mit einer Softmax-

Aktivierungsfunktion hat. Der Wissenstransfer wurde durch die Verlustfunktion erreicht, 

indem der Verlustgradient modifiziert wurde. Das neuronale Netz des Lehrers berechnet 

Klassenwahrscheinlichkeiten unter Verwendung einer Softmax-Ausgangsschicht, die Logits 

(siehe Gleichung unten) für jede Klasse in Wahrscheinlichkeiten umwandelt. 

In jedem Trainingsschritt des Schülermodells wird der Destillationsverlust zwischen den 

Vorhersagen des Lehrers und des Schülers mit der Kullback-Leibler-Divergenz berechnet. 

Der Verlust des Schülers wird dann um den Destillationsverlust mit einem Faktor α korrigiert, 

wobei α angibt, wie gut das Lernen des Schülers ist (siehe Gleichung unten). 

𝐿𝑠 = 𝛼 ∙ 𝐿𝐶𝐸 + (1 − 𝛼) ∙ 𝐿𝐾𝐷 

Wobei 𝐿𝐶𝐸  und 𝐿𝐾𝐷 den Cross-Entropy-Verlust des Schülermodells bzw. den Kullback-

Leibler-Divergenz-Verlust zwischen dem Lehrer- und dem Schülermodell darstellen. 

 



Eingesetztes Modell 

Die im Demonstrator verwendeten Dehnungssensoren liefern 4 Richtungsmesswerte an 

jedem der 3 Messpunkte, was insgesamt 4 × 3 = 12 Werte ergibt. Diese werden paarweise 

zusammengefasst, sodass sich 64 Eingangswerte für das neuronale Netz (NN) ergeben. Um 

die Trainingsleistung des NN zu verbessern, werden die Eingangsdaten einer 

Vorverarbeitung unterzogen, die Normalisierung und Skalierung umfasst. 

Das NN hat die Fähigkeit, die Ausgabe auf verschiedene Arten zu interpretieren. Die 

Ausgabe kann linear dargestellt werden, wobei ein einziger Ausgang die Nummer angibt, die 

jedem Punkt auf der Platte zugeordnet ist. Alternativ kann die Ausgabe in Form von 

Koordinaten mit zwei Ausgängen - x und y - dargestellt werden, die die Position der Punkte 

auf der Platte angeben. Das NN kann auch logistische Regression verwenden, wobei 6 

Ausgänge die Wahrscheinlichkeit darstellen, dass eine Kraft auf einen bestimmten Punkt auf 

der Platte ausgeübt wird. 

Im Demonstrator ist das NN darauf trainiert, zwischen 6 Zuständen der Krafteinwirkung auf 

die Platte zu unterscheiden, und die Ausgänge der logistischen Regression werden als 

endgültige Ausgabe des NN verwendet. Das NN hat eine Eingangsschicht mit 64 Eingängen, 

in der die Daten normalisiert und skaliert werden, zwei verborgene Schichten mit jeweils 32 

Neuronen und einer ReLU-Aktivierungsfunktion und eine Ausgangsschicht mit 6 Neuronen 

und einer Softmax-Aktivierungsfunktion, die die 6 verschiedenen Zustände repräsentieren: 5 

Punkte auf der Platte, an denen Kraft ausgeübt werden kann, und 1 Zustand, bei dem keine 

Kraft ausgeübt wird. 

Ergebnisse 

In Abbildung 4 wird Validierungsfehler sowohl für das Schüler- als auch für das Lehrermodell. 

Während des Trainingsprozesses zeigen beide Modelle eine Abnahme ihrer Trainingsfehler 

und nähern sich nach etwa 50 Epochen dem Wert Null an. Der Validierungsfehler zeigt 

jedoch, dass das Lehrermodell nach 60 Epochen, wie erwartet, eine bessere Leistung als 

das Schülermodell aufweist. 

 

 

Abbildung 4: MAE-Validierungsverlust Vergleich mit α=0.1 



Alzheimer-Erkennung mit Multi-Modaler KI 
→ Arbeitspaket/Task 3.4 
 

Hintergrund und Ziele 

Diese Masterarbeit untersucht multimodale Ansätze im maschinellen Lernen, bei denen 

Daten unterschiedlicher Herkunft – etwa Bildgebung (MRI), Audioaufnahmen oder Text – in 

einem gemeinsamen Embedding-Raum repräsentiert werden. Konventionelle Verfahren 

nutzen häufig nur einen Datentyp (z. B. Bilder allein), was für komplexe Aufgaben wie die 

Diagnose einer Alzheimer-Erkrankung suboptimal sein kann. Die multimodale Modellierung 

erweitert die Perspektive und erlaubt eine genauere und robustere Klassifikation. 

Im Zentrum der Arbeit steht das Modell „ImageBind“ [18], das mehrere Modality-Encoder 

(Bilder, Audio, Text) zu einem einheitlichen Embedding fusioniert. Ein Schwerpunkt bildet das 

effiziente Fine-Tuning mithilfe der sogenannten Low-Rank Adaptation (LoRA). Dadurch 

können die bereits gelernten Gewichte weitgehend beibehalten und nur wenige Parameter 

gezielt angepasst werden, was in vielen Praxisanwendungen ressourcenschonend ist (siehe 

Abbildung 5). 

 

Abbildung 5: Kombination von Sprachaufnahmen und MRI/CT-Scans für die Detektion der Alzheimer Krankheit 

Methodik 

• Datengrundlage und Vorverarbeitung: Die Arbeit nutzt mehrere Datensätze (OASIS, ADNI 

und ADreSSo), in denen MRI-Scans und Audioaufnahmen von Alzheimer-Patientinnen und -

Patienten sowie von kognitiv unauffälligen Kontrollpersonen vorliegen. Die MRT-Daten 

wurden einheitlich normalisiert und räumlich registriert, während Audioaufnahmen in Mel-

Spektrogramme umgewandelt und durch Augmentierung (z. B. Rauschüberlagerung, 

Tonhöhenverschiebung) erweitert wurden. 

• ImageBind & LoRA-Fine-Tuning: Das vortrainierte ImageBind-Modell wird mithilfe von LoRA 

an die spezifische Klassifikationsaufgabe (Alzheimer vs. kognitiv normal) angepasst. Dabei 

bleiben die Hauptgewichte des Modells eingefroren; lediglich eine geringe Zahl zusätzlicher 

Parameter werden trainiert. 

• Klassifikations- und Bewertungsverfahren: Auf Grundlage der vom Modell erzeugten, 

multimodalen Embeddings wird eine binäre Klassifikation mittels eines Multi-Layer-

Perceptrons (MLP) eingeführt. Als Verluste werden neben der Standard-Kreuzentropie auch 

kontrastive Verluste (z. B. InfoNCE) genutzt, um robuste, voneinander unterscheidbare 

Repräsentationen zu erlernen. 

• Interpretierbarkeit: Die Arbeit präsentiert Ansätze wie Saliency Maps, um zu 

veranschaulichen, welche Bereiche des Gehirns (z. B. Hippocampus-Regionen) oder welche 

Akustikmuster bei der Entscheidungsfindung besonders berücksichtigt werden. Dies ist für 



das medizinische Umfeld von entscheidender Bedeutung. 

 

 

Abbildung 6: Erzeugte Salienzkarte, die die wichtigen Bereiche im MRT-Scan hervorhebt. 

 

Ergebnisse und Erkenntnisse 

• Leistungssteigerung durch Multimodalität: Das Fine-Tuning des ImageBind-Modells mit 

MRI- und Audio-Daten verbessert die Klassifikationsgüte deutlich gegenüber rein uni-

modalen Modellen (nur MRI bzw. nur Audio). In den Experimenten wurden Genauigkeiten 

von über 90–95 % erreicht (siehe Tabelle 1); die AUC-ROC lag teils bei 0,99. 

Tabelle 1: Ergebnisse der Ablationsstudie im Vergleich verschiedener Varianten des feinabgestimmten (FT) 
ImageBind-Modells. 

Model Variant  Accuracy Precision Recall F1 Score 

ImageBind (InfoNCE loss only) 0,78 0,76 0,82 0,78 
ImageBind (Cross-entropy loss only) 0,85 0,83 0,86 0,84 

ImageBind (No data augmentation) 0,72 0,75 0,76 0,79 
ViT-base-patch16-224-in21k (FT) 0,93 0,90 0,91 0,88 

ImageBind-LORA (Proposed) 0,95 0,91 0,96 0,92 
 

• Robustheit und Generalisierung: Kreuzvalidierungen bestätigten, dass das Modell stabil 

generalisiert (siehe Tabelle 2). Ablationsstudien zeigten, dass sich jede Komponente – etwa 

das Hinzufügen selbst-überwachter Lernanteile und der Datenaugmentation – positiv auf das 

Gesamtergebnis auswirkt. 

Tabelle 2: Ergebnisse der Kreuzvalidierung des feinabgestimmten ImageBind-Modells. 

 Mean Standard 
Deviation 

Minimum Maximum 

Accuracy 0,92 0,04 0,88 0,95 
Precision 0,88 0,03 0,85 0,92 

Recall 0,93 0,03 0,89 0,96 
F1 Score 0,89 0,02 0,87 0,92 

 

• Praktische Relevanz: Die Ergebnisse deuten auf großes Potenzial für den medizinischen 

Einsatz hin, insbesondere im Frühstadium- oder Verlaufsmonitoring der Alzheimer-

Erkrankung. In der Arbeit wird auf mögliche klinische Einbindungsszenarien verwiesen, 

wobei die Autorinnen und Autoren auch Limitationen (u. a. Datendiversität, mögliche 

Verzerrungen) benennen. 



Fazit und Ausblick 

Mit der erfolgreichen Anpassung des multimodalen ImageBind-Modells mittels LoRA-

Strategie konnte gezeigt werden, dass die Einbeziehung mehrerer Datentypen (MRI und 

Audio) entscheidende Vorteile bei der Erkennung einer Alzheimer-Erkrankung bringt. Dank 

des geteilten Embedding-Raums lassen sich charakteristische Hirnregionen, sprachliche 

Hinweise und weitere Merkmale in einer gemeinsamen Repräsentation integrieren. 

Für zukünftige Forschung wird unter anderem empfohlen: 

• Die Einbeziehung zusätzlicher Biomarker (z. B. PET, genetische Daten) und weiterer 

Datensätze, um die Klassifikationsperformance zu optimieren. 

• Langzeit-Beobachtungsstudien, die den Krankheitsverlauf gezielter erfassen. 

• Ausbau interpretierbarer KI-Methoden, damit klinische Fachpersonen die Modellergebnisse 

optimal einordnen können. 

• Vertiefte Validierung hinsichtlich ethnischer und regionaler Unterschiede, um eine möglichst 

breite Anwendbarkeit zu gewährleisten. 

Die Ergebnisse belegen, dass multimodale Verfahren zu einer verbesserten, zuverlässigeren 

und für den klinischen Alltag anwendbaren Alzheimer-Diagnostik beitragen können. Damit 

leistet die vorliegende Masterarbeit einen wesentlichen Beitrag zum immer wichtiger 

werdenden Forschungszweig der multimodalen KI in der Medizin und zeigt auf, wie 

effizientes Fine-Tuning auch bei großen Modellen wie ImageBind wirtschaftlich umgesetzt 

werden kann. 

 

SLAM – Lokalisierung und Kartierung von Umgebungen mithilfe 

von LiDAR und IMU-Fusion 
→ Arbeitspaket/Task 4.5 
 

Die 3D-Innenraumlokalisierung und Kartierung gilt weiterhin eine Herausforderung dar. Das 

liegt einerseits, an der Komplexität der Umgebungen und dynamische Veränderungen. 

SLAM-Methoden (Simultaneous Localization and Mapping) nutzt Landmarken (z.B. visuelle 

Merkmale, QR-Codes, usw.), um die Fehlerrate bei der Lokalisierung und Kartierung zu 

minimieren. Die Fehler bei der Lokalisierung werden dadurch reduziert, dass vorhandenes 

Wissen (z.B. Position der Landmarken in der gespeicherten Karte) genutzt wird, um die 

Positionsdaten zu korrigieren. 

Kamerabasierte SLAM-Methoden liefern hochauflösende Details der Umgebung, sind aber 

anfällig für schwankende Lichtverhältnisse und monotone Umgebungen (z.B. blanke weiße 

Wand), die nicht genügend Merkmale besitzen, um Kamerabewegungen erfassen zu 

können. Mithilfe einer Inertialen Measurement Unit (IMU) können kurzzeitige Aussetzer im 

Bildmaterial zwar kompensiert werden, doch der resultierende Trajektorien-Fehler kann nicht 

beliebig reduziert werden. 

LiDAR-basierte Methoden haben zwar diese Nachteile nicht, doch bieten LiDAR Sensoren 

meinst geringere Auflösungen und meinst geringere Abtastraten. Die Kombination der drei 

oben erwähnten Sensoren ermöglicht es, die Stärken der einzelnen Sensoren zu verbinden 

und die Schwächen zu minimieren.  



Es wurden zwei Open-Source SLAM-Bibliotheken getestet bzw. genutzt: 

- SSL-SLAM3 [2] 

- NVIDIA VSLAM [3] 

Den Code für NVIDIAs VSLAM (Kamera + IMU) wurde deshalb genutzt (siehe Abbildung 7), 

da es Echtzeit Lokalisierung mit über 90 FPS auf einem NVIDIA Jetson Orin Nano bzw. NX 

bietet (siehe Abbildung 10). Die Integration des LiDAR-Sensors konnten wir aus zeitlichen 

Gründen nicht umsetzten und werden es ggf. für zukünftige Projekte nachholen. 

 

Abbildung 7: Issac ROS Visual SLAM (Nvidia VSLAM) [2] 

Der SSL-SLAM3 Code wurde hauptsächliche mit folgenden Sensoren genutzt (siehe auch 

Abbildung 1): 

• Kamera + LiDAR: Intel RealSense L515 [4] [5] 

• IMU-Sensor: Xsens/Movella MTi-100 [6] 
 

  
Abbildung 8: Intel RealSense L515 [3] (rechts) und Xsens/Movella MTi-100 [5] (links) 

 

Für die Verarbeitung der Sensordaten wurde ein relativ leistungsstarker Laptop mit 8-CPU-

Kernen genutzt. Die Algorithmen in SSL-SLAM3 nutzen hauptsächlich LiDAR-Punkte für die 

3D-Posen-Bestimmung (Position + Orientierung). Dies macht das Verfahren einerseits 

robuster gegenüber bestimmten Ausreißern, veränderlichen Lichtverhältnissen und 

monotonen Umgebungen, andererseits ist dieser Prozess sehr rechenintensiv. Die 

Echtzeitlokalisierung und Kartierung sind zwar möglich, doch nur mit sehr leistungsstarker 

Hardware. In Abbildung 9 ist eine Innenraum-Rekonstruktion zu sehen, die im Hahn-

Schickard-Gebäude mithilfe von SSL-SLAM3 durchgeführt wurde. 



 

Abbildung 9: SLAM-Rekonstruktion im Hahn-Schickard-Gebäude 

 

Der Code für SSL-SLAM3 stellte beim Projektbeginn von IMOCO4.E die bisher beste 

Verfahren für die Fusion von Kamera, LiDAR und IMU dar. Dennoch haben wir uns 

entschieden während der Projektlaufzeit unser Fokus auf andere Methoden zu setzten.  

Hier sind die Hauptgründe: 

- Da SSL-SLAM3 leider keine automatische Loop-Closure-Detektion besitzt (nur 

manuelle Eingabe). 

- Sehr hohe Hardwareanforderungen (ca. 30 FPS auf einem 8-Core Laptop). 

- Neue Alternativen durch KI (siehe unten). 

- Weniger zukunftssicher im Vergleich zu neueren KI-Methoden. 

Während der Projektlautzeit haben sich besonders zwei vielversprechende visuelle 

Rekonstruktionsmethoden stark weiterentwickelt: 

- Neural Radiance Fields, bzw. NeRF (z.B. Instant-NGP [19]) 

- 3D-Gaussian Splatting [20] 

Diese Technologien/Methoden bieten neue Möglichkeiten, qualitativ hochwertige 

Rekonstruktionen von Umgebungen mithilfe von Bildern zu erzeugen. Wir haben diese 

Methoden getestet und sehen hier in relative nahe Zukunft (ca. 3-4 Jahren) das Potenzial 

dieser Technologie als neuen Standard für die Rekonstruktion von Umgebungen mit 

fotorealistischer Qualität. 

Da Künstliche Intelligenz deutlich schneller entwickelt hat, als vorher geahnt wurde, haben 

wir mehr Zeit und Energie in die Entwicklung von Rekonstruktionsmethoden investiert, die 

wir für zukunftssicherer halten. Im nächsten Abschnitt haben wir ein vortrainiertes KI-Modell 

mit LiDAR kombiniert, um mit relativ geringem Aufwand qualitativ hochwertige 3D-

Rekonstruktionen durchzuführen. 



 

  
Abbildung 10: Folgende Hardware wurde für Tests und Auswertung benutzt: NVIDIA Jetson Orin NX (links) und 
Jetson AGX Orin (rechts) [6] 

 

Fusing 3D-Gaussian Splatting with LiDAR 
→ Arbeitspaket/Task 4.5 
 

Nachfolgend finden Sie eine kompakte, zweiseitige Zusammenfassung der Masterarbeit 

„Fusing 3D Gaussian Splatting with LiDAR“ (Universität Freiburg), die Motivation, Methodik, 

zentrale Ergebnisse und zukünftige Perspektiven beleuchtet: 

Die Arbeit untersucht die Kombination zweier sich ergänzender Technologien – 3D Gaussian 

Splatting (3DGS) und LiDAR – mit dem Ziel, die Genauigkeit und Robustheit bei der 3D-

Rekonstruktion von Szenen zu steigern. Herkömmliche 3D-Rekonstruktionsverfahren 

basieren häufig auf Kameratechniken wie Structure-from-Motion (SfM) und Multi-View Stereo 

(MVS). Obwohl diese Methoden meist zuverlässige Resultate liefern, haben sie 

Schwierigkeiten bei der Merkmalsextraktion in texturarmen Umgebungen, setzen oft exakte 

Kamera-Posen voraus und stoßen in sehr großen oder nur schwach texturierten Szenen an 

ihre Grenzen. 3DGS ist als vielversprechende Alternative in Erscheinung getreten, da es 

Szenen effizient und kontinuierlich mittels 3D-Gaussianen repräsentiert. Dennoch hängt auch 

3DGS stark von der Genauigkeit der Kameraposen zu Beginn ab. 

Um diese Einschränkungen zu überwinden, wurden LiDAR-Tiefendaten in eine 3DGS-

Pipeline integriert. LiDAR-Sensoren (hier der Intel RealSense L515) liefern hochpräzise 

Tiefenmessungen, was insbesondere in Szenen mit wenig Textur oder stark variierenden 

Lichtverhältnissen vorteilhaft ist. Da 3DGS Szenen mithilfe gesplatteter Gauss’scher 

Verteilungen rekonstruiert, trägt eine gut ausgerichtete, groß-skalierte Geometrie 

entscheidend dazu bei, die Anfangsphase zu vereinfachen und die Feindetails in der 

Endrekonstruktion zu verbessern. 

Vorgehensweise und Methodik 

Die LiDAR-Daten wurden mit 3DGS und einem dichten Stereomodell namens DUSt3R [21] 

zusammengeführt. DUSt3R (Dense and Unconstrained Stereo 3D Reconstruction) ist ein 

neues KI-basiertes Stereo-Verfahren, das dichte Punktwolken aus lediglich zwei Bildern 

generieren kann, ohne dass eine explizite Kalibrierung notwendig ist. Das Modell liefert 

sowohl relative Kamera-Posen als auch 3D-Punkte inklusive Konfidenzkarten. Diese 

Punktwolken werden anschließend mit denen des LiDAR-Sensors verschmolzen und bilden 

so eine verfeinerte Ausgangsbasis für 3D Gaussian Splatting. Dadurch profitiert die 

resultierende Szenenrepräsentation sowohl von semantischen Informationen der Kamera 

(DUSt3R) als auch von der präzisen Tiefenerfassung des LiDAR. 



 

Abbildung 11: Fusion von Smartphone und LiDAR-Sensoraufbau durch einfaches Zusammenkleben. Durch unser 
Verfahren ist keine aufwendige extrinsische Kalibrierung notwendig. 

Der Arbeitsablauf beginnt mit der Datenerfassung über einen vereinten Sensoraufbau (siehe 

Abbildung 11), bei dem der L515-Sensor und eine Smartphone-Kamera synchron verwendet 

werden. Jedes aufgenommene Bild wird einem entsprechenden LiDAR-Tiefenbild 

zugeordnet. DUSt3R schätzt die Kamera-Posen und erzeugt eine eigene Punktwolke, 

während der LiDAR für die dichten Geometriepunkte in einem anderen Koordinatensystem 

sorgt. Um diese unterschiedlichen Punktwolken zu fusionieren, beschreibt die Arbeit, wie 

Rotations-, Translations- und Sanierungs-Unterschiede zwischen den Sensorströmen 

ausgeglichen werden können. Ein median-basierter Ansatz bestimmt einen robusten 

Skalierungsfaktor. Sind beide Punktwolken erst ausgerichtet, werden LiDAR- und DUSt3R-

Daten zu einer einzigen „fusionierten“ Punktwolke zusammengeführt und anschließend in 

3DGS eingespeist. Dort dient jeder fusionierte Punkt als Zentrum eines dreidimensionalen 

Gauss’schen Kerns, dessen Formparameter über die jeweils lokale Nachbarschaft bestimmt 

werden. Das Außergewöhnliche an unserem Rekonstruktionsverfahren ist, dass die 

Kombination aus Smartphone-Kamera und LiDAR-Sensor ohne jegliche intrinsische oder 

extrinsische Kamerakalibrierung funktioniert. Die intrinsischen Kameraparameter 

(Brennweite, Hauptbildpunkt) werden vom DUSt3R-Modell automatisch ausgegeben, die 

extrinsischen Parameter (Rotation, Translation, Skalierung) werden mit der oben genannten 

Methode bestimmt. 

Versuchsaufbau und Ergebnisse 

Zur Bewertung des Ansatzes wurden eigene Datensätze aufgenommen (hauptsächlich in 

Innenräumen, da der LiDAR Sensor draußen nicht funktioniert). Jeder Datensatz enthält 

synchronisierte LiDAR-Tiefenbilder und Smartphone-Aufnahmen. Im Vergleich zu zufälligen, 

nur LiDAR-basierten oder ausschließlich DUSt3R-basierten Initialisierungen zeigt die 

verschmolzene Methode durchgehend Rekonstruktionen höherer Qualität, gemessen an 

Metriken wie PSNR (Peak Signal-to-Noise Ratio) und SSIM (Structural Similarity Index). 

Besonders auffällig ist, dass das verschmolzene Vorgehen kleine Geometriedetails besser 

erhält und Maßstabsfehler korrigiert, die sonst bei rein kamerabasierten Verfahren entstehen 

können. 

Zudem konvergiert 3DGS bei Nutzung der Fusionspunkte stabiler und benötigt insgesamt 

weniger Trainingsiterationen, um gleiche oder bessere Ergebnisse zu erreichen. Qualitativ 

äußert sich das in klareren Oberflächen und reduzierten Fehlern bei den gerenderten 

Ansichten. Gleichzeitig weist die Autorin darauf hin, dass 3DGS derzeit noch einen hohen 

Speicherbedarf hat – besonders in groß angelegten Szenen. Durch die LiDAR-basierte 

Initialisierung lässt sich der Prozess allerdings robuster gestalten, da sich das Risiko 

falscher, großflächig überlappender Gauss’scher Splats reduziert. 



 

Abbildung 12: 3D-Reconstruktion mit 3DGS (links) und Punktwolkenfusion (rechts). 

In Abbildung 12 ist ein Beispiel für die Rekonstruktion mit unserem Sensoraufbau zu sehen. 

Auf dem linken Bild wurde ein 3DGS-Modell mithilfe der fusionierten Punktwolke (Bild auf der 

rechten Seite) trainiert. Die „fusionierte“ Punktwolke besteht aus über 20 individuellen 

Aufnahmen, die miteinander kombiniert wurden.  

Fazit und Ausblick 

Insgesamt verdeutlicht die Arbeit einen praktischen Zugewinn: Die Kombination von einem 

lern-basierten dichten Stereomodell mit einem LiDAR-Sensor kann eine deutlich 

zuverlässigere und weniger fehleranfällige Initialisierung für 3D Gaussian Splatting 

bereitstellen. So entsteht eine 3D-Rekonstruktionspipeline, die eine hohe geometrische 

Genauigkeit erhält und gleichzeitig robust in texturschwachen oder schwierigen 

Lichtsituationen bleibt. Die Tatsache, dass keine explizite intrinsische oder extrinsische 

Kamerakalibrierung notwendig ist, vereinfacht den Einsatz und mögliche Verbreitung dieser 

Methode. 

Diese Herangehensweise lässt sich in Zukunft durch fortschrittlichere Tiefensensoren, 

stärkere vortrainierte Stereomodelle und echtzeitfähige Implementierungen weiter 

optimieren. Es wurde bereits erste Tests mit dem DUST3R-Nachfolgemodell (MAST3R [22]) 

durchgeführt, mit besseren Rekonstruktionsergebnissen. 

Zukünftige Schritte umfassen dabei die Optimierung der Pipeline für größere Szenen, den 

Einsatz in anwendungsspezifischen Bereichen (z. B. Robotik, Stadtvermessung) oder die 

Erweiterung der Ansätze auf dynamische Szenen mit Echtzeit-LiDAR-Einsatz. Auch wenn 

fotorealistische Ergebnisse im absoluten Spitzenbereich nicht das primäre Ziel der Arbeit 

waren, beweist sie das Potenzial der LiDAR-Fusion, die Zuverlässigkeit und 

Anpassungsfähigkeit von 3D Gaussian Splatting entscheidend voranzutreiben. 

 



3DGS-LiDAR-Fusion-Demonstrator 
→ Arbeitspaket/Task 4.5 
 

Da wir die oben dargestellte 3DGS-LiDAR-Fusion Methode für vielversprechend und 

zukunftsweisend halten, wurde entschlossen einen Demonstrator aufzubauen. 

Der Demonstrator hat das Ziel, verschiedene Komponenten zu kombinieren, um die 3D-

Rekonstruktion und evtl. 3D-Navigation und Lokalisierung mit modernen KI-Methoden 

umzusetzen. Für die 3D-Rekonstruktion von Objekten und Umgebungen, kann der 

existierende 3DGS-LiDAR-Fusion Code genutzt werden. Die Nvidia Jetson Orian Nano 

Hardware hat genug Rechenleistung, um das vorgestellte DUSt3R/MASt3R-Modell für die 

Rekonstruktion zu nutzen (keine Echtzeit). Des Weiteren kann der VSLAM Code von Nvidia 

genutzt werden für Echtzeit Lokalisierung und Kartierung. D.h. der Demonstrator kann für 

zwei verschiedene Einsatzzwecke genutzt werden (ggf. weitere Erweiterung in der Zukunft). 

In Abbildung 13 ist der erste Prototyp zu sehen. Es besteht aus den folgenden 

Hauptkomponenten: 

• Nvidia Jetson Orin Nano 

• Intel RealSense L515 (LiDAR) 

• Intel RealSense D435 (Tiefenkamera) 

• ArduCam 12MP USB 4k@30fps  

Darüber hinaus, haben wir uns entschieden einen Standard 20V-Akku zu nutzen, der für 

Akkuschrauber oft in Verwendung ist (spart Entwicklungs-Kosten und -Zeit). 

 

 

Abbildung 13: 3DGS-LiDAR-Fusion-Demonstrator 

 

Aus Zeitgründen, konnten wir den Demonstrator nicht bis zum Projektende zusammenbauen 

und testen.   

 



Fazit 

 

In dieser Vorhabensbeschreibung wurden verschiedene Untersuchungen und Ergebnisse 

erzielt. Der Schwerpunkt unserer Arbeit hat sich während der Projektlaufzeit in Richtung KI 

verschoben. Wir sehen einen klaren Trend, dass klassische Algorithmen und Methoden, 

durch vortrainierte KI-Modelle ergänzt oder sogar ersetzt werden. Kleine Open-Source-

Modelle mit überraschenden Fähigkeiten sehen wir als die Zukunft der Forschung und 

Entwicklung. Wir konnten zeigen, dass wir mit vortrainierten und von uns abgestimmten 

Open-Source-Modellen (ImageBind, DUSt3R) Ergebnisse in relativ kurzer Zeit erzielen 

konnten, was normalerweise in der Vergangenheit für ein kleines Team von Ingenieuren nicht 

möglich gewesen wäre. 

Wir haben während der Projektlaufzeit (ca. drei Jahre) ungeplante Ergebnisse erzielt: 

- Alzheimer-Erkennung durch Multi-Modale KI: Durch die Nutzung von verfügbaren 

Open-Source-Modellen entstehen neue Lösungsansätze bei der Diagnose von 

Alzheimer. Die Fusion von MRI/CT-Bildern und Audiosprachaufzeichnungen erhöht 

die Klassifikationsergebnisse (im Vgl. zu uni-modalen Methoden). 

- Fusion von Kamera und LiDAR-Sensoren mithilfe eines Open-Source-KI-Modells. 

Die Einfachheit, verschiedene Sensoren zu kombinieren, hat uns bei der Bearbeitung 

dieser Methode sehr überrascht. Wir konnten zeigen, dass 3D-Rekonstruktion und 

Sensorfusion nicht schwer sein müssen. 

- Open-Source Modell-Zoo: Wir haben ein Katalog mit mittlerweile hunderten Open-

Source Modellen zusammengestellt. Um einige Beispiele zu nennen: 3D-

Rekonstruktion, Positions- und Orientierungsbestimmung von Kameraaufnahmen, 

Objekt -Erkennung und -Tracking, Segmentierung, Audio-, Text- und 

Videoverständnis, Zeitreihenvorhersage, Neurale Operatoren, verbesserte und 

einfachere Reinforcement Learning Methoden u.v.m.  

Hier sehen wir viel Potenzial für zukünftige Projekte. 

- 3DGS-LiDAR-Fusion Demonstrator: Wir haben damit begonnen, einen 

Demonstrator zu konstruieren, dass die 3D-Rekonstruktion und evtl. SLAM in einem 

simplen Gerät kombiniert. Wir sind davon überzeugt, dass verschiedene Typen von 

KI-Modellen in den nächsten Jahren effizient auf dieser Plattform eingesetzt werden 

können. 
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Fokus auf Innovation und Effizienz – IMOCO4.E Beiträge zur Weiterentwicklung der KI-Forschung 

Hahn-Schickard hat im dynamischen Feld der Künstlichen Intelligenz (KI) signifikante Ergebnisse im 

IMOCO4.E Projekt erzielt, die wesentliche Aspekte der ursprünglichen Projektziele erweitern und 

vertiefen. Durch einen reaktionsschnellen und zukunftsorientierten Ansatz konnte das Team in 45 

Personenmonaten eine bemerkenswerte Bandbreite an Innovationen und praxisorientierten 

Lösungen entwickeln, die die Effizienz und Zugänglichkeit von KI-Technologien verbessern. 

Wesentliche Ergebnisse und Qualitäten der Arbeit: 

• Reaktionsfähigkeit und thematische Anpassung: Das Projektteam zeigte Flexibilität, indem es 

auf die raschen Entwicklungen im KI-Bereich einging und den Fokus auf relevante Themen 

wie TinyML, vortrainierte Modelle und effiziente KI-Methoden ausrichtete. Diese 

Anpassungsfähigkeit ermöglichte es, zeitgemäße und wirkungsvolle Beiträge zu leisten. 

• AutoFlow Framework zur Vereinfachung von TinyML: Das entwickelte Open-Source 

Framework AutoFlow ist ein bedeutender Beitrag zur TinyML-Community. AutoFlow 

vereinfacht die Entwicklung von Edge-KI-Anwendungen, indem es die Komplexität reduziert 

und einen strukturierten Workflow von der Modellentwicklung bis zur Implementierung auf 

ressourcenbeschränkten Geräten bereitstellt. AutoFlow zeichnet sich durch folgende 

Merkmale aus: 

o Benutzerorientierte Bedienung: Eine grafische Benutzeroberfläche (GUI) erleichtert 

den Einstieg in die KI-Entwicklung, auch für Nutzer ohne umfassende ML-Kenntnisse. 

o Automatisierte ML-Prozesse (AutoML): Automatisierte Verfahren zur Modellauswahl 

und -optimierung reduzieren den Entwicklungsaufwand und ermöglichen 

leistungsfähige Modelle auch ohne detaillierte ML-Expertise. 

o Modellkomprimierung für Edge-Geräte: Algorithmen zur Modellkomprimierung 

optimieren Modelle für den Einsatz auf ressourcenbeschränkten Systemen, wodurch 

Ressourceneffizienz bei akzeptabler Genauigkeit erreicht wird. 

o Automatisierte Code-Generierung: Die automatische Erzeugung von Code für 

Zielplattformen beschleunigt die Implementierung und minimiert potenzielle 

Fehlerquellen. 

o Breite Plattformunterstützung: Die Unterstützung verschiedener Edge-Geräte (von 

Mikrocontrollern bis zu Single-Board-Computern) macht AutoFlow zu einem 

vielseitigen Werkzeug. 

o Vorteile für TinyML-Anwendungen: AutoFlow-basierte Anwendungen profitieren von 

verbesserter Echtzeitfähigkeit, Energieeffizienz, Bandbreitennutzung und 

Datenschutz. 

• Open-Source Modell-Zoo als Ressource: Die Zusammenstellung eines Open-Source Modell-

Zoos stellt eine wertvolle Ressource dar, die einen strukturierten Überblick über die 

wachsende Anzahl vortrainierter KI-Modelle bietet. Diese Sammlung erleichtert den Zugang 

zu aktuellen KI-Modellen und unterstützt deren Nutzung in Forschung und Entwicklung. 



• Wissensdestillation für effiziente Demonstratoren: Durch die Anwendung von 

Wissensdestillation konnten Demonstratoren mit effizienten, kleineren Modellen realisiert 

werden. Der demonstrierte KI-Kraftsensor illustriert die praktische Anwendung dieser Technik 

und das Potenzial für ressourcenschonende KI-Lösungen. 

 

Anwendungsorientierte Forschung und Ausblick 

IMOCO4.E zeigt die Verbindung von methodischer Forschung und anwendungsbezogenen 

Fragestellungen. Neben den methodischen Entwicklungen wurden auch in spezifischen 

Anwendungsbereichen relevante Ergebnisse erzielt: 

• Alzheimer-Erkennung mit Multimodaler KI: Im Rahmen einer Masterarbeit wurde die 

multimodale Alzheimer-Erkennung unter Nutzung des Modells ImageBind und LoRA-Fine-

Tuning untersucht. Die Ergebnisse deuten auf eine Verbesserung der Klassifikationsleistung 

im Vergleich zu unimodalen Ansätzen hin und weisen auf Potenzial für den medizinischen 

Bereich, insbesondere für die frühe Diagnose. Die Integration von Interpretationsmethoden 

(Saliency Maps) unterstreicht den wissenschaftlichen Wert und die Relevanz für klinische 

Anwendungen. 

• Untersuchung von SLAM- und 3D-Rekonstruktionsmethoden: Das Projektteam evaluierte 

moderne SLAM- und 3D-Rekonstruktionsverfahren und untersuchte die Sensorfusion 

(Kamera, LiDAR, IMU) zur Verbesserung der Robustheit und Genauigkeit der 

Umgebungskartierung. Die Bewertung von Open-Source Bibliotheken (SSL-SLAM3, NVIDIA 

VSLAM) und die Erkundung neuer KI-basierter Methoden (NeRF, 3DGS) zeigen das Interesse 

an aktuellen Technologien. Die Entwicklung eines 3DGS-LiDAR-Fusion Demonstrators 

demonstriert das Potenzial für qualitativ hochwertige 3D-Rekonstruktionen mit reduziertem 

Aufwand. 

 

Fazit: IMOCO4.E – Ein Projekt mit Beiträgen zur KI-Entwicklung 

IMOCO4.E hat wesentliche Ergebnisse erzielt und Beiträge zur Weiterentwicklung der KI-Forschung 

geleistet. Das Projekt demonstriert die Kompetenz und Effizienz des Hahn-Schickard Teams. Durch 

einen angepassten Projektansatz, die Nutzung von Open-Source und die Anwendung moderner 

KI-Methoden wurden relevante Resultate erzielt, die Potenzial für zukünftige Anwendungen in 

TinyML, Edge AI, medizinischer Diagnostik und 3D-Umgebungserfassung erkennen lassen. IMOCO4.E 

positioniert Hahn-Schickard im relevanten Technologiefeld KI und leistet einen Beitrag zur 

Weiterentwicklung und Anwendung von Künstlicher Intelligenz. Die entwickelten Technologien und 

das aufgebaute Wissen bieten eine gute Grundlage für zukünftige Forschungsaktivitäten und 

industrielle Kooperationen. 
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