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1 Kurzdarstellung 

1.1 Aufgabenstellung des Forschungsvorhabens der RWTH Aachen 

Ziel des Projektes ist es, die Produktivität der Zuliefererindustrie für das Systemprodukt Schiff zu 

steigern, die Sicherheit im Schiffsbetrieb zu erhöhen, die Zuverlässigkeit und Effizienz maritimer 

Abläufe zu verbessern und gleichzeitig die Umweltbelastung zu reduzieren. Hierzu soll ein 

autonomes und kooperatives Gesamtsystem für unterschiedliche maritime Verkehrsteilnehmer 

entwickelt und erprobt werden. 

Ein zentraler Bestandteil ist die Nutzung des europäischen Satellitennavigationssystems Galileo, 

um insbesondere in sicherheitskritischen Bereichen wie Häfen ein präzises und zuverlässiges 

autonomes Navigieren zu ermöglichen. 

Im Vorgängerprojekt GALILEOnautic 2 entstand im Rahmen der Forschung zu automatisierten 

Manövern ein System zur sicheren Navigation und robusten Schiffsführung in engen Fahrwassern. 

Dieses wurde in praxisnahen Szenarien erprobt, etwa beim automatisierten Fahren, Manövrieren 

und Anlegen des Forschungsschiffes Deneb im Hafen Rostock. Die pandemiebedingten 

Einschränkungen im Jahr 2021 machten jedoch eine Anpassung der Projektziele erforderlich. In 

Abstimmung mit dem Projektträger wurden die Arbeiten auf die Inbetriebnahme zentraler 

Automatisierungsfunktionen und das automatisierte Anlegen fokussiert. Der ursprünglich geplante 

Einsatz im kooperativen Manövrieren zwischen dem Schiff Deneb und weiteren Booten der 

Universität Rostock konnte nicht umgesetzt werden. Dieses Vorhaben wird nun im Folgeprojekt 

GALILEOnautic 2+ fortgeführt und zur Demonstrationsreife gebracht. 

GALILEOnautic 2+ verfolgt das Ziel, ein voll integriertes, autonomes und kooperatives maritimes 

Gesamtsystem zu entwickeln. Als Versuchsplattformen dienen das Forschungsschiff Deneb, der 

ferngesteuerte Katamaran Messin sowie das Forschungsboot BeLa. Das System wird in zwei 

sicherheitsrelevanten Szenarien im Hafen Rostock getestet. Es umfasst zwei Hauptkomponenten: 

die Verkehrslagenerkennung, bei der die Position und Bewegung des eigenen Schiffes sowie 

umliegender Objekte erfasst und vorhergesagt werden, und die Trajektorienplanung mit 

anschließender Bewegungsregelung, die auf Basis dieser Daten eine kollisionsfreie und effiziente 

Fahrtroute generiert und an Bord umsetzt. 

Das hier beschriebene Teilprojekt befasst sich mit der Nahfelderkennung. Dabei werden 

umliegende maritime Objekte wie Schiffe, Bojen oder Hafenanlagen mithilfe geeigneter Sensorik 

identifiziert und geortet. Zusätzlich erfolgt eine präzise Bestimmung der eigenen Position, 

Ausrichtung, Fahrtrichtung und Geschwindigkeit, insbesondere unter Nutzung von GNSS-

Systemen. Bewegliche Objekte werden kontinuierlich verfolgt, um ihre künftige Position 

abzuschätzen. Die gewonnenen Verkehrsdaten werden anschließend an einen zentralen Server 

übermittelt, wo sie für eine kooperative Lösung potenzieller Konfliktsituationen genutzt werden. 
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1.2 Rahmenbedingungen 

Die Entwicklungen der Module, sowie die experimentellen Erprobungen wurden von besonderen 

Rahmenbedingungen, die nicht unter der Kontrolle der RWTH standen, verzögert. Wie in den 

Zwischenberichten zu lesen ist, konnte das Projekt erst im Oktober 2023 vollständig besetzt und die 

vollständige Bearbeitung konnte erst zu diesem Datum gestartet werden. 

1.3 Planung und Ablauf des Vorhabens 

Das Projekt wurde für 18 Monate geplant und kostenneutral um 6 Monate verlängert, damit alle 

Arbeitspakete abgeschlossen werden und eine Gesamterprobung durchgeführt werden konnte. Der 

Arbeitsplan besteht aus fünf übergeordneten Arbeitspaketen: Koordination und Projektdokumente 

(AP1000), Verkehrslagenerkennung (AP2000), Kooperative Steuerung (AP3000), Automatische 

Schiffsführung (AP4000), und Versuchsdurchführung (AP5000). In AP1000 werden die 

Gesamtprojektübergreifenden Arbeiten gebündelt. Dies umfasst Projektmanagement-Aufgaben 

und Organisation. Das Arbeitspaket AP2000 konkretisiert den inhaltlichen Plan des Projektes. Die 

lokale Nahfelderkennung, sowie das Navigationsfilter sollen derart erweitert werden, als dass sie in 

einem Muti-Fahrzeug-Szenario in einer Reichweite bis ca. 200 m relevante Objekte erkennen und 

die eigene Position schätzen können (Teilvorhaben RWTH). AP3000 beschreibt die zentrale 

Optimierung und damit ein Teilvorhaben der Universität Rostock. Hier sollen Kollisionen erkannt 

und so aufgelöst werden, dass beteiligte Verkehrsteilnehmer kollisionsfrei passieren. In AP4000 

wird das zweite Teilvorhaben der Universität Rostock zur automatischen Schiffsführung 

beschrieben. Hierbei geht es um die Umsetzung einer Regelung der beteiligten Schiffe, sodass 

diese die vorher geplante kollisionsfreie Trajektorie möglichst fehlerfrei befolgen. AP5000 

beschreibt die Versuchsdurchführung. Dazu gehören Inbetriebnahme und Isolationstests der 

Komponente, sowie ein Gesamttest für vorher definierte Szenarien. 
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Abbildung 1: Arbeitsplan des RWTH Teilvorhabens 

1.4 Wissenschaftliche und technische Ausgangssituation 

Das Vorgängerprojekt GALILEOnautic 2 fokussierte sich insbesondere auf die Nahfelderkennung (bis 

ca. 35 m), die robuste Positionsschätzung, sowie die Anfahrt zu und das bedingt teilautomatisierte 

Anlegen an einem Liegeplatz. Im Projekt bleibt das kooperative Manövrieren in kritischen 

Begegnungsszenarien in beschränkten Gebieten offen. GALILEOnautic 2 soll das kooperative 

Manövrieren weiter untersuchen. Dabei wird die Nahfelderkennung der Deneb stark ausgebaut. Die 

bisher genutzten Sensoren werden durch moderne Long-Range Light Detection and Ranging (LiDAR) 

Sensoren ersetzt, sodass ein deutlich erweitertes Sichtfeld von bis zu 150 m möglich ist. Weiterhin 

wurde die Anzahl der Sensoren erhöht, sodass eine ca. 270°-Abdeckung gegeben ist. Ebenfalls wurde 

ein W-Band-Radar (Navtech RAS6) verbaut, um eine erhöhte Sichtweite von bis zu 1000 m zu erhalten. 

Da mehrere LiDAR Sensoren verwendet wurden, wurde ein halb-automatischer Kalibrieralgorithmus 

entwickelt. Auch muss die Software um die veränderte Sensorkonfiguration erweitert werden. 

Für eine detaillierte Übersicht zum Stand der Technik und Abgrenzungen sei auf [1] verwiesen. Die 

Vorarbeiten im Thema der Umfelderfassung sind in [2], [3], [4] beschrieben. 

1.5 Zusammenarbeit mit anderen Stellen 

Für die Testfahrten auf dem Forschungs-, Versorgungs- und Wracksuchschiff Deneb des Bundesamtes 

für Seeschifffahrt und Hydrographie (BSH) stellte das Bundesamt dankenswerterweise erhebliche 

personelle Ressourcen zur Verfügung. Dadurch konnte das Forschungsprojekt praxisnah erprobt und 

gezielt weiterentwickelt werden. In zahlreichen Gesprächen mit den nautischen Fachkräften an Bord 

wurde unter anderem die Positionierung der LiDAR-Sensoren optimiert. Auch das Teilvorhaben zur 

Trajektorienplanung und Regelung profitierte wesentlich vom fachlichen Austausch mit der Crew. Ein 
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besonderer Dank gilt daher der Besatzung der Deneb, dem Fahrtenleiter sowie den weiteren 

verantwortlichen Stellen des BSH. 

Die Versuche fanden unter anderem im Marinehafen Rostock statt. Hierfür danken wir den 

Verantwortlichen für die unbürokratische Bereitstellung des Testgeländes.  

Das Kommunikationsnetzwerk zwischen den beteiligten Schiffen wurde im Rahmen eines Unterauftrags 

durch MATNAVinnovations GmbH eingerichtet und betrieben. 

Darüber hinaus unterstützte die ISSIMS GmbH insbesondere das Teilvorhaben zur Trajektorienplanung. 

Gleichzeitig nutzte das Unternehmen die Versuchsfahrten, um die Weiterentwicklung seines eigenen 

Manöver-Assistenzsystems unter realen Einsatzbedingungen voranzubringen. 

2 Projektbericht 

2.1 Koordination & Berichtswesen [AP1100] 

Dieses Arbeitspaket umfasste die Projektkoordination, dazu gehört die Organisation von 

Projektbesprechungen, Steuerung des Projektablaufs hinsichtlich Zeit- und Kostenplanung, sowie das 

Erstellen von Berichten. 

Die Koordination des Vorhabens wurde über den gesamten Projektzeitraum sichergestellt. Kurz- und 

Zwischenberichte wurden fortlaufend erstellt und fristgerecht übermittelt. Die Abstimmung der Arbeiten 

erfolgte in regelmäßigen digitalen Projektsitzungen zwischen der RWTH Aachen und der Universität 

Rostock. Zusätzlich fanden ein Präsenztreffen im Oktober 2023 beim Bundesamt für Seeschifffahrt und 

Hydrographie in Hamburg sowie ein weiteres digitales Projekttreffen statt. Sämtliche Sitzungen und 

Besprechungen wurden dokumentiert. Mit dem vorliegenden Teilbericht wird zugleich der 

Projektabschlussbericht vorgelegt. Das Arbeitspaket konnte somit erfolgreich durchgeführt werden. 

2.2 Testspezifikation [AP1300] 

In diesem Arbeitspaket erfolgte die Definition und detaillierte Planung aller Integrationstests inkl. 

Bestehenskriterien und Abschlussszenarien. 

Im Verlauf des Projekts wurden die beiden Erprobungsszenarien „Head-On“ und „Crossing“ festgelegt, 

in denen sich zwei Fahrzeuge entweder frontal annähern oder ihre Fahrwege kreuzen, um potenzielle 

Kollisionssituationen gezielt nachzustellen. Die Versuche wurden in einem abgestimmten Gesamtablauf 

vorbereitet. Sämtliche Tests zur Inbetriebnahme von Hard- und Software sowie zur Datenerfassung für 

die softwareseitige Entwicklung wurden in enger Abstimmung mit der Crew der Deneb und dem 

Bundesamt für Seeschifffahrt und Hydrographie (BSH) koordiniert. Der kontinuierliche fachliche 

Austausch zwischen dem Kapitän der Deneb, der RWTH Aachen, der Universität Rostock und dem BSH 

führte auf Seiten der RWTH zu einer Anpassung der Sensorkonfiguration sowie zu einer optimierten 

Hardwareplanung. Das Arbeitspaket konnte somit erfolgreich durchgeführt werden. 
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2.3 Verkehrslagenerkennung [AP2000] 

2.3.1 Allgemeiner Systemüberblick 

Die im Folgenden allgemeine Beschreibung der Systemarchitektur ist detailliert in [1] publiziert. 

In stark befahrenen Wasserstraßen und Hafenbereichen übernehmen Verkehrszentralen, 

beispielsweise der deutsche Vessel Traffic Service (VTS), die übergeordnete Koordination des 

Verkehrs. Dabei werden Ankunftszeiten, Begegnungssituationen und Manöver bereits im Voraus 

geplant und aktiv gesteuert. Dieses Vorgehen ist insbesondere in sicherheitskritischen Gebieten 

notwendig, in denen der verfügbare Manövrierraum einzelner Schiffe stark eingeschränkt ist. In 

Abbildung 2 ist ein Beispielszenario dargestellt, bei dem sich die Trajektorien des Forschungsschiffes 

Deneb (Bundesamt für Seeschifffahrt und Hydrographie) und des unbemannten Forschungskatamarans 

Messin (Universität Rostock) im Hafen Rostock kreuzen. Hier ist ein frühzeitiges Erkennen des 

Verkehrsteilnehmers wichtig, um die Verkehrslage einschätzen zu können, eine Kollision vorherzusagen 

und entsprechend angepasste kollisionsfreie Trajektorien zu planen, welche anschließend lokal 

umgesetzt werden. 

In der bisherigen Schifffahrt erfolgt die Abstimmung mehrerer Fahrzeuge innerhalb einer 

übergeordneten Traffic-Control-Domäne, deren Entscheidungen von den nautischen Offizieren an Bord 

der jeweiligen Schiffe umgesetzt werden. Im Kontext der „Maritime Autonomous Surface Ships“ (MASS) 

erfordert dieses Verfahren jedoch eine erweiterte Betrachtung der Verkehrsmanagementstrukturen – 

insbesondere dann, wenn die Überwachung und Eingriffe über eine landseitige Remote- oder Shore-

Control-Center-Einrichtung erfolgen, die dem autonomen Schiff Anweisungen oder Steuerbefehle 

übermittelt. 

 

Abbildung 2: Beispielszenario "Crossing" mit Forschungsschiff Deneb (Bundesamt für Seeschifffahrt und 

Hydrographie) und dem unbemannten Forschungskatamaran Messin (Universität Rostock) [1] 

Im Rahmen des Projektes wurde zusammen mit der Universität Rostock eine übergeordnete Architektur 

(siehe Abbildung 3) entworfen, welche sich an dieser etablierten Struktur orientiert und untersucht, in 

welchem Umfang ein zentrales Verkehrsmanagement auch für die automatisierte Koordination mehrerer 

MASS in engen Gewässern genutzt werden kann. 
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In der Systemarchitektur wird zwischen zwei Hauptdomänen unterschieden: der Schiffsdomäne und der 

Verkehrsmanagementdomäne. Die Schiffsdomäne folgt dem bekannten Prinzip der Guidance-, 

Navigation- und Control-Struktur (GNC) eines einzelnen bemannten oder unbemannten Fahrzeugs, wie 

es unter anderem in [5] und [6] beschrieben ist. Die Verkehrsmanagementdomäne hingegen ist zentral 

für einen bestimmten Verkehrsraum verantwortlich und koordiniert dabei potenziell mehrere Schiffe, was 

in der Abbildung durch zusätzliche, blau dargestellte Schiffsdomänenschichten verdeutlicht wird. 

Im Zentrum der Architektur stehen die Schiffe selbst, ausgestattet mit Antriebs- und Steueraktuatoren 

sowie einer Vielzahl von Sensoren. Während im klassischen Schiffsbetrieb menschliche Wahrnehmung 

und Entscheidungsfindung dominieren, erfordern zukünftige autonome Systeme hochleistungsfähige 

Sensorik und Aktorik, um einen sicheren Betrieb zu gewährleisten. Die Schiffsbewegung unterliegt 

zudem externen Umwelteinflüssen, etwa durch Wind, Wellen oder Strömungen. 

Für den autonomen Betrieb, insbesondere in Häfen oder engen Wasserwegen, ist eine umfassende 

Ausstattung mit Navigations- und Umfeldsensorik erforderlich, etwa GNSS, IMU, Radar, LiDAR, 

Kameras oder AIS [7]. 

Das Modul Perzeption/Navigation verarbeitet die Sensorsignale und gliedert sich in zwei 

Hauptkomponenten: 

Erstens bestimmt das Teilmodul Zustandsschätzung den optimalen Fahrzeugzustand, indem es inertiale 

Messungen (Beschleunigungen und Drehraten) einer IMU mit GNSS-basierten Positions- und 

Geschwindigkeitsdaten unter Nutzung von RTK-Korrekturen fusioniert. Dies erfolgt typischerweise in 

einer Multi-Sensor-Kalman-Filter-Struktur [8]. Optional kann eine modellbasierte Filterstufe ergänzt 

werden, die eine dynamikkonsistente Zustandsschätzung im Betrieb ermöglicht [9]. Die resultierenden 

Bewegungsdaten dienen als Eingangsgrößen für Regelungs- und Führungsalgorithmen und müssen 

daher robust gegenüber Sensorrauschen und -ausfällen sein, um eine stabile Rückkopplung zu 

gewährleisten. 

Zweitens spielt bei MASS die Umfelderfassung eine zentrale Rolle. Hier werden verschiedene Sensoren 

(LiDAR, Radar, optische Systeme, AIS) kombiniert, um statische Strukturen und dynamische Objekte 

zu erkennen, zu klassifizieren und deren Bewegung vorherzusagen. Diese Informationen fließen in die 

Führungs- und Navigationsentscheidungen des Fahrzeugs ein, beispielsweise als Überlagerung auf 

elektronischen Seekarten (ENC). Zusätzlich werden die geschätzten Fahrzeugzustände sowie erkannte 

Objekte an die Verkehrsmanagementdomäne übermittelt. Der Fokus dieser Arbeit liegt auf den beiden 

Kernkomponenten der Zustandsschätzung und der Umfelderfassung. 

Das Guidance-Modul (Arbeitspaket der Universität Rostock) erzeugt Referenztrajektorien für die 

Fahrzeugregelung. Es erkennt Kollisionen und kann diese regelkonform auflösen und gemeinsam 

optimierte, kollisionsfreie Trajektorien erzeugen. 

Das Control-Modul (Arbeitspaket der Universität Rostock) umfasst die automatische 

Bewegungsregelung des Fahrzeugs, sodass dieses mit seiner entsprechenden Dynamik der 

vorgegebenen Trajektorie folgt. 
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Abbildung 3:  System-Architektur für autonomes Schiff [1] 

Das Gesamtkonzept basiert auf der Vernetzung mehrerer Schiffe, deren Fahrzeugzustände, erkannte 

Objekte und geplante Trajektorien an die zentrale Verkehrsmanagementdomäne übermittelt werden. 

Für die Kommunikation werden etablierte Funktechnologien wie Mobilfunk (z. B. LTE) verwendet. 

Innerhalb der Zentrale werden die lokal erfassten Objektdaten zu einem globalen 

Umfelderfassungsmodell fusioniert, wodurch ein vollständiges Lagebild des überwachten Gebietes 

entsteht. Dieses wird zusammen mit den geplanten Trajektorien im Kollisionsvermeidungsplaner 

verwendet, um kollisionsfreie, COLREGs-konforme Trajektorien für alle beteiligten Schiffe zu 

berechnen, insbesondere angepasst an die Bedingungen in engen Gewässern und Hafenbereichen. 

2.3.2 Allgemeines zur Verkehrslagenerkennung 

Eine robuste Erkennung der Verkehrslage ist demnach unabdingbar für eine sichere Automatisierung 

im maritimen Verkehrsbereich. Die Verkehrslagenerkennung arbeitet kontinuierlich, um auf etwaige 

Änderungen der Umwelt reagieren zu können. Die Verkehrslagenerkennung beinhaltet auch das 

Aussuchen, Platzieren und Nutzen von Sensoren zur Umgebungserfassung. Die 

Verkehrslagenerkennung enthält die Submodule „Navigation and environmental perception sensors“, 

„Environmental Perception“ und „Vessel State Estimation“ aus Abbildung 3. Diese bilden die Grundlage 

für die anschließende Trajektorienplanung und Regelung und werden im Folgenden detailliert 

beschrieben.  

Die im Projekt umgesetzte Architektur für die gesamte Verkehrslagenerkennung ist in Abbildung 4 

gezeigt. Die Architektur ist auf jedem Schiff implementiert und befindet sich somit in der Schiffsdomäne. 

Die Architektur enthält sowohl die Eigenwahrnehmung des Fahrzeugs als auch die Erfassung seiner 

Umgebung. Es kombiniert unterschiedliche Sensoren und Datenverarbeitungsstrategien, um die 

aktuelle Fahrzeugpose zu bestimmen und Objekte in der Umgebung zu erkennen und zu verfolgen. Das 
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Modul gliedert sich dabei in zwei Hauptkomponenten: die Zustandsschätzung des Fahrzeugs 

(Selbstwahrnehmung) und die Umfelderfassung (Umgebungswahrnehmung). 

Zunächst werden alle Sensordaten in ein gemeinsames, dynamisches Referenzsystem (NED – North-

East-Down) transformiert. Diese Transformation basiert auf der jeweils aktuellen Bewegungsschätzung 

aus dem Navigationsfilter und sorgt dafür, dass Daten aus verschiedenen Sensoren räumlich konsistent 

zusammengeführt werden können. 

Anschließend erfolgt eine dreidimensionale Objekterkennung auf Basis der LiDAR-Punktwolke. Dabei 

werden Position, Ausdehnung und Objektklasse benachbarter Schiffe geschätzt. Die erkannten Objekte 

werden über die Zeit verfolgt und zusätzlich mit AIS-Informationen fusioniert, um sowohl die Redundanz 

als auch die Genauigkeit der Positionsschätzung zu erhöhen. 

Zur Erfassung statischer Strukturen werden die 3D-LiDAR-Daten in eine zweidimensionale Bird’s-Eye-

View-Darstellung projiziert und mit den Punktwolken eines Weitbereichs-Radars kombiniert. Mithilfe der 

Objektbegrenzungsrahmen aus der Objekterkennung werden dynamische Punkte entfernt, sodass eine 

statische Punktwolke verbleibt. Diese bildet die Grundlage für eine probabilistische Occupancy-Grid-

Karte, mit der freie und belegte Bereiche im Umfeld des Fahrzeugs abgebildet werden. 

Schließlich werden die berechnete Eigenpose des Fahrzeugs, die erkannten dynamischen Objekte 

sowie die statischen Karteninformationen über eine Netzwerkschnittstelle an andere Systeme oder die 

zentrale Verkehrsmanagementeinheit übermittelt. 

 

Abbildung 4: Systemarchitektur Verkehrslagenerkennung¨[1] 

2.4 Verkehrslagenerkennung – Lokale Nahfelderkennung [AP2100] 

Ziel des Arbeitspakets war es das in GALILEOnautic 2 entwickelte Nahfelderkennungssystem 

weiterzuentwickeln. Insbesondere sollen Verkehrsteilnehmer in einer Reichweite von 3 m bis 200 m bei 

1 Hz bis 5 Hz sicher erkannt werden. Dazu soll die bestehende Gazebo Simulation auf alle drei Schiffe 

(Deneb, Messin, Bela) inklusive der Wahrnehmungssensoren erweitert werden. Die lokale 

Nahfelderkennung muss entsprechend angepasst und erweitert werden und das Modul soll auf Messin 

und Bela appliziert werden. 
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Ein potenziell automatisiertes Schiff muss detektieren können, welche Objekte in der Umgebung 

existieren (Klassifikation) und wo diese Objekte sowohl relativ zum eigenen Schiff als auch in einem 

globalen Referenzsystem verortet sind (Lokalisierung). Weiterhin ist es für weitergehende Planungen 

wichtig zu wissen, ob erkannte Objekte statisch (bspw. Bojen) oder dynamisch (fahrende Schiffe) sind. 

Dies geschieht mittels Nahfeldsensoren wie LiDAR. Für das Fernfeld können Radarsensoren eingesetzt 

werden. Basierend auf den erkannten Objekten können dann Trajektorien geplant und umgesetzt 

werden. Dabei soll das in GALILEOnautic 2 entwickelte System zur Nahfelderkennung weiterentwickelt 

werden, um andere Verkehrsteilnehmer in einer Entfernung zwischen 3 m und 200 m bei einer 

maximalen Frequenz von 5 Hz zu erkennen. Alle im Folgenden dargestellten Verfahren sind detailliert 

in [1] publiziert. 

2.4.1 Problemstellung lokale Nahfelderkennung im maritimen Bereich  

Die lokale Nahfelderfassung enthält die Sensorkonfiguration, Sensordatenverarbeitung, sowie die 

Detektion von dynamischen Objekten wie Schiffen oder Bojen. 

Zunächst beinhaltet die Verkehrslagenerkennung eine Sensorkonfiguration, um als Schnittstelle zur 

Umwelt diese wahrnehmen zu können. Die Wahrnehmung selbst geschieht dann in den verarbeitenden 

Software-Modulen. In maritimen Hafenszenarien sind im Gegensatz zu urbanen Szenarien häufig große 

Abstände gegeben. Im Hafen Rostock ist eine Wasserstraße bspw. teils über 400 m breit, während 

Straßenkorridore im Verkehr meist ca. 100 m breit sind. Daher verschieben sich auch die Anforderungen 

an die gewählten Sensoren. Die im Vorgängerprojekt [2], [3], [4] genutzten LiDAR Sensoren hatten 

bspw. eine Reichweite von ca. 50 m und boten ebenfalls nur einen Scan der Umgebung mit geringer 

Auflösung. Für Anlegemanöver ist dies ausreichend. Für etwaige andere Szenarien in Hafengebieten 

reicht dies jedoch nicht aus. Weiterhin haben große Schiffe eine sehr geringe Dynamik und eine hohe 

Trägheit. Dies hat zur Folge, dass Reaktionen auf eine erkannte Gefahrenlage eine hohe Reaktionszeit 

fordern. Dementsprechend sollten Sensoren gewählt werden, die eine ausreichend weite Distanz 

abdecken, sodass frühzeitig erkannt und reagiert werden kann. Eine weitere Besonderheit im maritimen 

Bereich im Vergleich zum autonomen Auto ist die dünne Repräsentation der Umgebung durch die 

genutzten LiDAR Sensoren. Die vom Sensor genutzten Laserstrahlen werden im verwendeten 

Frequenzbereich vom Wasser entweder absorbiert oder durch die nicht-glatte Oberfläche derart 

gestreut, dass sie den Sensor nicht mehr erreichen. Ein weiteres spezifisches Problem ist der Mangel 

an öffentlich zugänglichen Daten für die Entwicklung einer Verkehrslagenerkennung. Die meisten 

Software-Module zur Erkennung von Objekten in Kamera- oder LiDAR-Daten sind KI-Modelle, die 

mithilfe von tiefem Lernen (Deep Learning) auf Beispielen trainiert werden, um später eigenständig auch 

nicht gesehene Objekte zu detektieren und zu klassifizieren. Gekoppelt mit der Eigenart der 

Sensordaten entsteht hier also ein maritimes Problem eines Mangels an Daten zum Training der 

Objekterkennung-KI. Zuletzt haben insbesondere große Schiffe das Problem, dass ein Sensor allein 

nicht ausreicht, um die Umgebung ausreichend zu erfassen. Die Größe und Geometrie können bspw. 

Verschattungseffekte erzielen, die eine ausreichende Abdeckung des Sichtfelds unmöglich machen. Um 

das Problem des Datenmangels zu beheben, werden häufig Simulationen eingesetzt. 
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Im Folgenden wird auf den im Projekt gewählten Lösungsansatz eingegangen und dabei die 

Sensorkonfiguration, die Software-Architektur und die Simulation vorgestellt. 

2.4.2 Forschungsplattform, Sensoren, Sensorkonfiguration 

Zur Erprobung der entwickelten Module für kooperative Manöver in engen Wasserstraßen wurden drei 

verschiedene Schiffe als Versuchsträger eingesetzt (siehe Abbildung 5): das Vermessungs-, 

Wracksuch- und Forschungsschiff Deneb des Bundesamts für Seeschifffahrt und Hydrographie (BSH), 

der Versuchskatamaran Bernhard Lampe (BeLa) der Universität Rostock sowie das unbemannte 

Oberflächenfahrzeug (USV) Messin. Jeder Versuchsträger verfügt über ein eigenes lokales GNC-

System in der Schiffsdomäne. 

         

Abbildung 5: Forschungs- und Wracksuchschiff Deneb des Bundesamtes für Seeschifffahrt und 

Hydrographie (BSH; links); Forschungsboot BeLa (mitte) und ROV Katamaran Messin (rechts) der 

Universität Rostock dienen als experimentelle Plattformen zur Erprobung der Systeme [1] 

Da die Deneb das größte Schiff innerhalb des Testverbundes darstellt, wurde auf ihr die zentrale 

Recheneinheit installiert, welche die Funktion der zentralen Verkehrsmanagementdomäne übernimmt. 

Dabei handelt es sich um ein System des Typs Nuvo-9006E-PoE mit einem Intel-Core-i9-14900-

Prozessor. 

Die Kommunikation zwischen den Fahrzeugen und der zentralen Einheit erfolgt über ein 4G/5G-

Mobilfunknetz. Ein MikroTik-CCR2004-16G-2S+PC dient dabei als zentraler Router und VPN-Server. 

Jedes Fahrzeug ist mit einem Teltonika-RUTC50-5G-Router ausgestattet, der abwärtskompatibel zu 

4G/LTE ist und gleichzeitig als Zeitsynchronisationsquelle fungiert, wobei sowohl GNSS als auch 5G als 

Zeitreferenzen genutzt werden. 

Während der Experimente wurden die geschätzten Fahrzeugzustände, die erkannten Objekte aus der 

Umfelderfassung sowie die initialen (noch kollisionsbehafteten) Trajektorien und die im 

Kollisionsvermeidungsplaner erzeugten kollisionsfreien Trajektorien über dieses Netzwerk 

ausgetauscht. 

2.4.2.1 Deneb 

Das Schiff Deneb besitzt eine Länge von rund 52 m, eine Breite von 11,4 m und einen Tiefgang von 

etwa 3,5 m. Ihre Höchstgeschwindigkeit liegt bei rund 11 Knoten. Angetrieben wird das Schiff durch 

einen konventionellen Festpropeller mit Ruderanlage, ergänzt um einen Bug-Pump-Jet und einen 

Heckquerstrahler. 

Durch diese Konfiguration ist das Schiff bei geringen Geschwindigkeiten voll aktuierbar und in der Lage, 

Dynamic Positioning (DP)-Funktionen umzusetzen. 
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Für die Lokalisierung ist die Deneb mit zwei GNSS-Antennen von Septentrio, einem Mosaic-H-

Empfänger (10 Hz) sowie einer Lord Microstrain GX5-25-IMU (100 Hz) ausgestattet. Der GNSS-

Empfänger erhält RTK-Korrekturdaten zur präzisen Positionsbestimmung. 

Die Sensorverarbeitung erfolgt auf einem Hochleistungsrechner mit AMD-Ryzen-Threadripper-PRO-

5975WX-Prozessor, 256 GB RAM und zwei NVIDIA GeForce RTX 4090-Grafikkarten. 

Zur Umfeldwahrnehmung kommen fünf Robosense-M1P-Solid-State-LiDARs mit einer Reichweite von 

bis zu 150 m, einem horizontalen Sichtfeld von 120°, einem vertikalen Sichtfeld von 25° und einer 

Abtastrate von 10 Hz zum Einsatz. Die Anordnung der Sensoren ist in Abbildung 6 dargestellt. Die 

Sensoren wurden so platziert, dass eine dichte Repräsentation der Umgebung im vorderen Bereich des 

Schiffes (Bug) ermöglicht wird. Die Entscheidung für diese Konfiguration wurde nach Absprache mit 

dem Kapitän getroffen. Die Sensoren unterstützen die PTP-Zeitsynchronisation, können jedoch 

aufgrund der Solid-State-Technologie nicht simultan getriggert werden. Ein sechster LiDAR-Sensor ist 

auf dem Beobachtungsdeck zur Kalibrierung installiert. 

 

Abbildung 6: Schematische Ansicht der LiDAR Sensorkonfiguration auf dem Schiff Deneb 

 

Abbildung 7: Strom- und Netzwerkanbindung Sensorik Deneb 

Für die Fernbereichserfassung wird ein NavTech-RAS6-Radar eingesetzt, das eine Reichweite von bis 

zu 1000 m und ein 360°-Sichtfeld bei einer Abtastrate von 4 Hz bietet. Das Radar besitzt eine horizontale 

Strahlbreite von 1,8° und eine vertikale von 3,6°. Zusätzlich liefert eine ZED-Stereokamera visuelle 

Aufnahmen und dient der Szenarioaufzeichnung. 
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Alle Sensoren sind über Ethernet mit dem zentralen Rechner verbunden. Ein PTP-transparenter 

Netzwerkswitch gewährleistet die zeitliche Synchronisation aller Sensordaten. Für die 

Netzwerkanbindung und Stromversorgung wurden im Rahmen ebenfalls magnetische Interface-Boxen 

angefertigt, welche an der Bord-Wand befestigt werden können und Spritzwassergeschützt sind 

(Abbildung 7). Der Aufbau der Sensorik der Deneb ist in Abbildung 8 zu sehen. 

Die extrinsische Kalibrierung erfolgt durch die Transformation der lokalen Sensorrahmen in ein 

gemeinsames Körperkoordinatensystem. Für das Multi-LiDAR-Setup wird das entwickelte Werkzeug 

SIMPLE-C (eingereicht bei IEEE RA-L) eingesetzt, das eine halbautomatische Kalibrierung ermöglicht. 

Die übrigen Sensoren werden über gemessene Abstände sowie Roll-, Nick- und Gierwinkel relativ zu 

den LiDAR-Einheiten kalibriert. 

  

Abbildung 8: Detaillierter Sensor-Aufbau und -Befestigung beispielhaft auf dem Forschungsschiff Deneb [1] 

2.4.2.2 Messin 

Das USV Messin ist ein kompakter Katamaran mit einer Länge von 3,44 m, einer Breite von 1,65 m und 

einem Tiefgang von 0,35 m. Das Fahrzeug ist mit zwei drehbaren Pod-Antrieben von jeweils 400 W 

Leistung ausgestattet, die sowohl für den Vortrieb als auch für die Steuerung verwendet werden. Die 

maximale Geschwindigkeit beträgt etwa 4 Knoten.  

Die Sensorkonfiguration ist in Abbildung 9 dargestellt. Für die Lokalisierung nutzt Messin zwei GNSS-

Antennen, die an einen Septentrio-Mosaic-H-Empfänger gekoppelt sind und sowohl Positions- als auch 

Orientierungsdaten liefern. Eine Lord Microstrain GX5-25-IMU ergänzt die Messungen durch 

Beschleunigungs- und Drehratensignale mit einer Abtastrate von 100 Hz. 

Die Umfelderfassung erfolgt über einen Robosense RSP128-LiDAR mit 128 Scan-Ebenen, einem 

vertikalen Sichtfeld von −25° bis +15°, einer 360°-Abdeckung und einer Scangeschwindigkeit von 10 

Hz. 

Die Datenverarbeitung und Sensordatenfusion werden an Bord auf einem NVIDIA Jetson Orin 

durchgeführt. Der LiDAR ist über Ethernet angebunden, während die IMU über eine serielle USB-

Schnittstelle kommuniziert. Der Jetson Orin ist über Ethernet in das Bordnetz eingebunden und 

empfängt RTK-Korrekturdaten zur präzisen GNSS-Ortung. 

Für das USV wurde eine Hardware-In-The-Box-Lösung entwickelt (Abbildung 10), um die gesamte 

Hardware mobil an einem Ort zu haben. Dabei ist der genutzte Koffer wasserfest. Zudem wurde eine 

spritzwassergeschützte Lüftung verbaut, um eine Überhitzung zu vermeiden. 
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Abbildung 9: Sensorkonfiguration des USV Messin 

2.4.2.3 BeLa 

Der Versuchskatamaran Bernhard Lampe der Universität Rostock ist 7,35 m lang, 2,44 m breit und hat 

einen Tiefgang von 0,35 m. Er wird durch zwei Außenborder mit jeweils 140 PS angetrieben und erreicht 

eine maximale Geschwindigkeit von etwa 30 Knoten. Das Schiff wurde analog zur Messin ausgerüstet, 

ebenfalls mit einem wasserfesten Koffer, wie in Abbildung 10 dargestellt. 

Während der Testphase stand das Schiff aufgrund von Instandsetzungsarbeiten nicht zur Verfügung 

und wurde daher virtuell simuliert, um die Interaktion mit den übrigen Systemen im Versuchsaufbau zu 

gewährleisten. 

 

 

Abbildung 10: Hardware in angefertigter wasserfester Box auf USV Messin 
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2.4.3 Extrinsische Kalibrierung 

Wie in Abbildung 6 gezeigt, werden auf dem Forschungsschiff Deneb mehrere LiDAR Sensoren zur 

Umfelderfassung für den nahen und mittleren Bereich verwendet. Um Module zur Interpretation der 

Umgebungsdaten nicht auf die Daten jedes einzelnen Sensors anzuwenden, sollen die Daten zunächst 

von den sensorspezifischen Koordinatensystemen in ein gemeinsames Koordinatensystem 

transformiert werden – das bezeichnet man als extrinsische Kalibrierung. So erhält man eine konsistente 

Repräsentation der Umgebung und darauf aufbauende Module wie die Objekterkennung können 

einmalig global (in der Schiffsdomäne) angewendet werden. Im Rahmen des Projektes wurde eine neue 

Methodik zur extrinsischen Kalibrierung entwickelt, die insbesondere dem Problem der spärlichen 

Darstellung von Punktwolken in Hafenszenarien begegnet. Die Methodik befindet sich zum Zeitpunkt 

der Erstellung dieses Berichts in einem Veröffentlichungsprozess. Hier soll kurz auf diese Methode 

eingegangen werden, für Details wird auf die Veröffentlichung verwiesen. 

Es wurde SIMPLE-C (Sensor-Independent Multi-LiDAR Calibration) entwickelt, um mehrere LiDAR-

Sensoren präzise zueinander auszurichten. Das Verfahren adressiert die besonderen 

Herausforderungen maritimer Umgebungen, in denen herkömmliche Kalibrierungsmethoden häufig 

versagen – etwa aufgrund geringer Umgebungsstruktur, großer Sensorabstände und eingeschränkter 

Manövrierfähigkeit der Schiffe. SIMPLE-C wurde daher als praxistaugliches, leicht einsetzbares 

Werkzeug konzipiert, das ohne fahrzeuginterne Bewegungen oder aufwendige Zielkörper auskommt. 

Das Grundprinzip besteht darin, einen beliebigen stark reflektierenden Gegenstand (z. B. eine 

Kunststoffplatte mit reflektierender Folie oder eine handelsübliche Warnweste) in das überlappende 

Sichtfeld zweier synchronisierter LiDAR-Sensoren zu bewegen. Diese einfache Zielmarke erzeugt 

punktförmige Reflexionen, die in beiden Sensordaten erkannt, nachverfolgt und für die Bestimmung der 

relativen Transformation zwischen den Sensoren genutzt werden können.  

Das Problem kann wie folgt beschrieben werden. Ein Datenpunkt in einer Punktwolke sei  

𝒑 =  (𝑥,  𝑦,  𝑧). 

Bei benachbarten LiDAR Sensoren entsteht eine Punktwolke  

𝑸 = {𝒑0, , … , 𝒑𝑁} 

eines Sensor Systems 𝐿0 und Punktwolke 𝑃 eines Sensor Systems 𝐿1. Die extrinsische Kalibrierung 

beschreibt nun die Transformation der einen Punktwolke in das Referenzsystem des benachbarten 

Sensors: 

𝒑𝐿1

𝐿0 =  𝑻𝐿1

𝐿0𝒑𝐿1

𝐿1 

mit  

𝑻 = [
𝑹 𝒕
𝟎 1

]. 

Dabei bezeichnet man die Rotation und Verschiebung (Translation) als extrinsische Parameter:  

𝜽 = [𝑹,  𝒕]. 

Zur Zielerkennung wird zunächst eine Intensitätsschwelle auf die Punktwolke angewendet, um stark 

reflektierende Punkte zu isolieren. Anschließend erfolgt eine Dichte-basierte Clusterung (DBSCAN), aus 
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der potenzielle Zielkandidaten abgeleitet werden. Um Fehlzuordnungen durch statische Objekte (z. B. 

metallische Oberflächen oder nasse Strukturen) zu vermeiden, wird jedes Cluster über mehrere 

Zeitschritte rückverfolgt und gefiltert. Dabei werden physikalisch plausible Bewegungsbedingungen 

überprüft, z.B. minimale und maximale Verschiebung, begrenzte Richtungsänderung und eine konstante 

Punktanzahl im Cluster. Nur Kandidaten, die diese Kriterien erfüllen, werden als gültige Zielpunkte 

akzeptiert. Die so erkannten Zielzentren beider Sensoren bilden korrespondierende Punktpaare, aus 

denen schrittweise eine Kalibrierungspunktwolke aufgebaut wird. Mit zunehmender Zahl an 

Beobachtungen verbessert sich die Schätzung der Extrinsik kontinuierlich. Um Störungen zu 

unterdrücken, integriert SIMPLE-C eine adaptive Ausreißererkennung, die den mittleren Abstandsfehler 

der Punktpaare auswertet und über einen dynamischen Schwellwert fehlerhafte Zuordnungen entfernt. 

Darüber hinaus werden gewichtete Beiträge einzelner Beobachtungen berücksichtigt, um 

Messunsicherheiten physikalisch zu kompensieren. Messpunkte mit größerer Entfernung erhalten ein 

geringeres Gewicht, da das LiDAR-Messrauschen mit der Reichweite zunimmt. Optional können auch 

die Orientierung des Zielclusters sowie dessen Punktanzahl als Qualitätsmaß in die Gewichtung 

eingehen. Die eigentliche Schätzung der Transformation erfolgt anschließend in geschlossener Form 

über die Singular-Value-Decomposition (SVD) nach dem Kabsch-Algorithmus. Damit werden die 

optimale Rotation und Translation zwischen den Punktwolken bestimmt, ohne iterative Optimierung oder 

Initialwerte zu benötigen. Bereits drei nicht kollineare Zielpositionen genügen, um eine eindeutige 

Lösung zu erhalten. Zur Bewertung der Beobachtbarkeit und zur Abschätzung der 

Kalibrierungsunsicherheit analysiert SIMPLE-C die Konditionszahl der Jacobi-Matrix und propagiert die 

Messkovarianzen der Zielpunkte. Kleine Singulärwerte weisen auf schlecht beobachtete Freiheitsgrade 

hin (z. B. bei rein planarer Bewegung). Zusätzlich kann die Spur der Parameterkovarianz als 

Abbruchkriterium genutzt werden, sobald keine nennenswerte Informationszunahme mehr vorliegt. 

In Experimenten mit mehreren LiDAR-Sensoren auf dem Forschungsschiff Deneb zeigte SIMPLE-C 

eine hohe Genauigkeit, selbst unter extrem strukturschwachen Bedingungen. Die erzielten mittleren 

Abweichungen betragen etwa 6 cm in der Translation und 0,3° in der Rotation bei Szenen auf der 

Wasserseite und etwa 1 cm an Land. Vergleiche mit aktuellen Kalibrierungsverfahren wie ICP [10], [11], 

FGR [12], CROON [13] und GMMCalib [14] bestätigten eine signifikant höhere Robustheit und 

Genauigkeit, insbesondere in spärlich strukturierten Szenarien. 

Damit stellt SIMPLE-C ein feldtaugliches, sensorunabhängiges und recheneffizientes 

Kalibrierungsverfahren dar, das die präzise Ausrichtung mehrerer LiDAR-Sensoren auf großen 

Plattformen wie Forschungsschiffen oder autonomen Wasserfahrzeugen ermöglicht – ohne spezielle 

Kalibrierkörper, ohne Plattformbewegung und ohne manuelle Initialisierung. 

Zur einfachen Anwendung wurde dazu eine webbasierte Benutzeroberfläche zur Visualisierung des 

Prozesses entwickelt, die in Abbildung 11 dargestellt ist. Im oberen Bild ist zunächst der Beginn des 

Kalibriervorgangs dargestellt. Die lila und gelb gefärbte Punktwolke stellt jeweils die Repräsentation der 

Daten eines LiDAR Sensors dar. Diese sind am Anfang überlappend, da die Transformation, also die 

räumliche Relation zwischen den realen Sensoren, nicht bekannt ist. Die Transformation erfolgt durch 

das Verfolgen eines externen Ziels (hier eine Warnweste). Im unteren Bild ist zu sehen, wie die 
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Punktwolken nun aneinandergefügt sind. Die räumliche Relation zwischen den Sensoren wurde 

berechnet und eine gemeinsame globale Darstellung der Daten ist nun möglich. 

 

 

Abbildung 11: SIMPLE-C Tool für die extrinsische Kalibrierung zu Beginn und am Ende des Prozesses 

2.4.4 Simulationsumgebung Gazebo 

Im Projekt sollte weiterhin die Objekterkennung verbessert werden, die im Vorgängerprojekt klassisch, 

d.h. durch eine festgelegte Datenverarbeitung umgesetzt wurde. Für moderne Ansätze wird ein 

sogenanntes Deep Learning Modell verwendet. Ein solches Modell stellt eine abstrakte Funktion dar, 

die durch das iterative Betrachten von Daten und zugehörigen Informationen (bspw.  welche Objekte 

sich wo befinden) statistische Vorhersagen über bisher ungesehene Daten machen kann. Dies 

geschieht durch das Lernen abstrakter Muster in den Daten. Für Punktwolken werden dazu, ähnlich zur 

Bildverarbeitung, tiefe Modelle eingesetzt. Darunter versteht man also Modelle, die eine hohe 

Komplexität besitzen. Für das Training des Modells werden also Daten benötigt. Diese sind in 

verwandten Bereichen, wie dem autonomen Fahren im Straßenverkehr, in hohen Mengen vorhanden. 

In dem weniger beforschten Feld der maritimen Objekterkennung gibt es solche Daten weniger. Daher 

muss auf eine Simulation gesetzt werden, die es erlaubt, möglichst realistisch Daten zu generieren. Der 
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Vorteil ist, dass man beliebig viele Daten in kurzer Zeit erstellen kann. Der Nachteil ist, dass die 

Simulation nur ein vereinfachtes Modell der Realität ist, sodass die Daten andere charakteristische 

Merkmale besitzen und statistische Aussagen, die auf abstrakten Mustern dieser Merkmale beruhen, 

möglicherweise nicht korrekt sind. Diesen Performance-Verlust nennt man Sim-to-Real-Gap – also die 

Lücke zwischen Simulation und Realität. 

Für die Datenerzeugung wurde die Open-Source-Software Gazebo eingesetzt, welche eine Schnittstelle 

zum Robot Operating System (ROS) bietet. Dabei wurde die Simulation selbst im Vorgängerprojekt 

GALILEOnautic2 entwickelt [2]. Abbildung 12 zeigt die Simulationsumgebung und die dazugehörige 

Ausgabe von simulierten Sensordaten. Ebenfalls wird die Ausgabe des Objekterkennungsmoduls 

gezeigt (die gezeigten farbigen 3D Boxen). 

 

Abbildung 12: Gazebo Simulation (links) und die erzeugten Daten visualisiert in RVIZ über ROS (rechts) 

Da das Projekt um mehrere Schiffe erweitert wurde, müssen diese ebenfalls in der Simulation abgebildet 

werden. Dazu wurden 3D Modelle der Schiffe Messin, BeLa und Deneb in Gazebo integriert, wie in 

Abbildung 13 bis Abbildung 15 abgebildet. 

 

Abbildung 13: Modell des Schiffes BeLa (links) und simulierte LiDAR Punktwolke (rechts) 
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Abbildung 14: Modell des USV Messin (links) und simulierte Punktwolke (rechts) 

 

Abbildung 15: Deneb Bug mit nachgebildeter Sensorkonfiguration (links) und simulierter Punktwolke 

(rechts) 

Weiterhin wurden auch neue LiDAR-Sensoren für die Umfelderfassung eingesetzt. Auch diese müssen 

in der Simulation berücksichtigt werden, um entsprechend realitätsnahe Daten zu generieren. Da es 

keine frei verfügbaren Lösungen für die Simulation der beschafften Robosense Sensoren gibt, wurden 

entsprechende Plugins entwickelt. Die Veröffentlichung der Plugins wird geplant. Die Visualisierung der 

simulierten Punktwolke, insbesondere im Vergleich mit der Punktwolke, die von einem realen 

Robosense M1P aufgenommen wurde, ist in Abbildung 16 dargestellt. Der Fokus bei der Entwicklung 

des Plugins lag auch auf der Erzeugung korrekter Scanning-Patterns, also der Muster, die entstehen, 

wenn der Laser sukzessive die Umgebung scannt.  
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Abbildung 16: Plugin für Robosense M1P solid-state LiDAR Sensoren zur Erzeugung realitätsnaher Daten. 

Links Realität, rechts Simulation. 

Die simulierten Sensoren unterstützen GPU-Beschleunigung und Ray Tracing für schnelle und reale 

Daten. Es wurden Plugins für den rotierenden Robosense RSP128 und den solid-state M1P entwickelt. 

2.4.5 Objekterkennung 

Zur Erfassung der Umgebung und zur Zustands­schätzung anderer Verkehrsteilnehmer werden 3D-

LiDAR-Daten zur Objekterkennung verwendet. Dabei werden die aus dem LiDAR gewonnenen 

Punktwolken zunächst in ein gemeinsames lokales NED-Referenzsystem (North-East-Down) 

transformiert. Anschließend erfolgt eine dreidimensionale Objekterkennung, die an das Verfahren aus 

[2] angelehnt ist, jedoch auf einer abweichenden Netzwerkarchitektur basiert. Demnach ist dieses Modul 

eine Weiterentwicklung des im Projekt GN2 eingeführten Objekterkennungsmoduls. Dabei wurde die 

Detektion von potenziell dynamischen Objekten sowie von statisch angenommenen Bojen durch den 

Objekterkenner realisiert und das Erkennen von statischen Landstrukturen erfolgte durch die Extraktion 

von Polygonen auf probabilistischen Verdeckungskarten. 

Zum Einsatz kommt eine angepasste Variante des effizienten PointPillars-Modells [15], umgesetzt 

mithilfe des Frameworks MMDet3D [16]. Das Modell segmentiert die 3D-Punktwolke 𝐏 = {𝒑𝑖}𝑖=1
𝑁  mit 

𝒑𝑖 = [𝑥𝑖 , 𝑦𝑖 , 𝑧𝑖]
𝑇 ∈ 𝑅𝟛  in vertikale Säulen (sog. Pillars) 𝐶𝑢,𝑣. Für jeden Punkt 𝒑𝑖 ∈ 𝐶𝑢,𝑣 wird ein erweiterter 

Merkmalsvektor 

𝒇𝑖 = [𝒑𝑖
⊤, 1, (𝒑𝑖 − 𝒑𝑢,𝑣̅̅ ̅̅ ̅)

⊤
, (𝒑𝑖 − 𝒄𝑢,𝑣)

⊤
]
⊤

 

gebildet, wobei 𝒑𝑢,𝑣̅̅ ̅̅ ̅  den Mittelwert der Punkte im jeweiligen Pillar und 𝒄𝑢,𝑣  dessen geometrisches 

Zentrum beschreibt. 

Die Merkmalsvektoren eines Pillars werden zu einem Tensor fester Größe 𝐹𝑢,𝑣 ∈ 𝑅𝑇𝑚𝑎𝑥×𝐶  gestapelt, 

wobei 𝐶 =  9 die Merkmalsdimension und 𝑇𝑚𝑎𝑥  die maximale Anzahl der pro Säule berücksichtigten 

Punkte darstellt. Unterschreitet die Punktzahl diese Grenze, erfolgt eine Nullauffüllung (zero padding). 

Anschließend verarbeitet ein Pillar Feature Net (PFN) den Tensor zu einer kompakten 

Säulenrepräsentation 𝑔𝑢,𝑣 = PFN(𝐹𝑢,𝑣). 

Alle berechneten Säulenmerkmale 𝑔𝑢,𝑣 werden zu einem Vogelperspektiven-Bild (BEV, Bird’s Eye View) 

𝐺 ∈ 𝑅𝐻×𝑊×𝐶  zusammengesetzt, das den Einsatz effizienter 2D-Faltungsoperationen ermöglicht. Eine 

einstufige Netzwerkkopfstruktur (single-stage detection head) liefert anschließend für jede Zelle im BEV-
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Gitter Klassen-Scores, Bounding-Box-Offsets zu vordefinierten Ankern sowie eine 

Orientierungsschätzung. Das Training erfolgt mit einer kombinierten Verlustfunktion 

𝐿 = 𝐿focal + λreg𝐿smooth L1 + λdir𝐿CE, 

wobei die Parameter λreg und λdir die jeweiligen Verlustanteile gewichten.  

Im Vergleich zur ursprünglichen PointPillars-Architektur wurden das Backbone und die FPN-Struktur 

durch Module der SECOND-Architektur [17] ersetzt, während die restliche Pipeline unverändert 

beibehalten wurde. Der Gesamtaufbau des Modells ist in Abbildung 17 dargestellt.  Die folgende 

Darstellung ist in [15] beschrieben. Zunächst wird die Punktwolke in dreidimensionale Säulen (Pillars) 

quantisiert (Subsampling), um die Datenmenge zu reduzieren. Im Anschluss berechnet das Pillar 

Feature Net (PFN) Merkmale je Säule und projiziert diese in eine 2D bildähnliche Darstellung 

(PointPillars Scatter). Diese wird von ein Backbone (SECOND) über Faltungsschichten auf mehreren 

Skalen verarbeitet, um abstraktere Merkmale zu extrahieren. Im weiteren Schritt fusioniert das Neck 

(SECONDFPN) diese Merkmale und übergibt sie dem Kopf-Modul, welches die eigentlichen 

interpretierbaren Vorhersagen erzeugt. 

 

Abbildung 17: Architektur der 3D Objekterkennung unter Nutzung von LiDAR Daten [1] 

2.4.5.1 Dynamische Objekterkennung 

Das Modell wurde mit simulierten Daten trainiert und getestet. Die Simulation basiert auf [2] und wurde 

entsprechend Kapitel 2.4.4 erweitert, um insbesondere neue Erfassungsmuster der Sensoren, 

Datencharakteristika und erhöhte Reichweiten in der Simulation abzubilden. Hierfür wurden zwei 

unterschiedliche Szenarien verwendet, die zusätzlich um neue Schiffsmodelle erweitert wurden, welche 

auch in der realen Erprobung eingesetzt werden. Darüber hinaus wurden die Simulationen um speziell 

entwickelte LiDAR-Plugins ergänzt, um ein realistisches Sensormodell zu gewährleisten. 

Zur Erhöhung der Generalisierungsfähigkeit und Robustheit kamen etablierte LiDAR-

Datenaugmentierungstechniken zum Einsatz. Dazu zählen das Hinzufügen von stochastischem 

Rauschen auf Objektebene, geometrischen Transformationen (Translation, Rotation und Skalierung) 

sowie Spiegelungen der Szenen [18]. Das Netz wurde auf vier Objektklassen trainiert: small boat, 

medium boat, large boat und buoy. Die Ankergrößen wurden dabei in Übereinstimmung mit den 

Einstellungen aus [2] gewählt. 

Demnach wurden hier die Klassen small boat, medium boat und large boat als potenziell dynamisch 

angenommen. Die Klasse buoy wird als statisch angenommen. Mittels der Multi-Objekt-Verfolgung 

könnte eine tatsächliche Feststellung der Dynamik erkannter Objekte erfolgen; dies bleibt eine offene 

Möglichkeit. 
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Das Ergebnis ist ein robustes, echtzeitfähiges Erkennungsmodell, das Position, Orientierung, 

Abmessungen und Klasse von Objekten in der maritimen Umgebung zuverlässig schätzt und damit die 

Grundlage für nachfolgende Tracking- und Situationsbewertungsalgorithmen bildet. 

2.4.5.2 Probabilistische Verdeckungskarte und statische Objekterkennung 

Zur Abbildung unbeweglicher Strukturen in der Umgebung, wie etwa Hafenmauern, Uferkanten oder 

Pieren, wurde ein Modul zur Erzeugung einer statischen Karte entwickelt. Zunächst werden die Punkte 

der 3D-LiDAR-Punktwolke entfernt, die dynamischen Objekten zugeordnet werden können. Hierfür 

werden die durch das Objekterkennungsmodul identifizierten Objekte (z. B. bewegte Schiffe oder Bojen) 

aus der Punktwolke subtrahiert, wodurch eine bereinigte Punktwolke verbleibt, die ausschließlich 

statische Szenenelemente enthält. 

Die vom Objekterkennungsmodul identifizierten Objekte werden parallel im Netzwerk bereitgestellt, 

sodass auch das Planungsmodul über die Positionen und Ausdehnungen beweglicher und 

unbeweglicher Hindernisse informiert ist. Anschließend wird die verbleibende 3D-Punktwolke in eine 

Vogelperspektive (Bird’s-Eye-View, BEV) projiziert und mit den 2D-Radardaten fusioniert. Diese Fusion 

erweitert den effektiven Wahrnehmungsbereich auf etwa einen Kilometer und ermöglicht eine 

vereinfachte zweidimensionale Umgebungsabbildung, die für die Erkennung von Landmassen und 

Hafenstrukturen ausreichend ist. 

Die statische Umgebung wird durch eine zweidimensionale probabilistische Belegungskarte 

(Occupancy Grid Map, OGM) 𝐺 ∈ 𝑅𝐻×𝑊  dargestellt, die das Kartengebiet in gleich große Zellen 

unterteilt. Jede Zelle 𝑐𝑖,𝑗 speichert eine Belegungswahrscheinlichkeit 𝑝𝑖,𝑗 ∈ [0,1], welche den Grad der 

Hindernisbelegung beschreibt. Zu Beginn werden alle Zellen mit einem neutralen Anfangswert 𝑝𝑖,𝑗 = 0,5 

initialisiert, was einem unbekannten Zustand entspricht. 

Zur Aktualisierung der Karte wird die aktuelle Sensorkoordinate im Gitter bestimmt und von diesem 

Ursprung aus ein Strahlengitter (ray casting) mit einstellbarer Winkelauflösung und Reichweite erzeugt. 

Trifft ein Strahl auf einen Punkt der Punktwolke, so wird die entsprechende Zelle als belegt markiert. 

Zellen, die sich im Schatten dieser befüllten Zellen befinden, bleiben unbekannt, während 

durchdrungene Zellen als frei klassifiziert werden. 

Zur effizienten Berechnung erfolgt die Aktualisierung der Belegungswahrscheinlichkeiten in Log-Odds-

Form, d. h. als logarithmisches Verhältnis von Belegt- zu Frei-Wahrscheinlichkeit: 

𝑙𝑖,𝑗 = log (
𝑝𝑖,𝑗

1−𝑝𝑖,𝑗
). 

Mit dieser Darstellung lassen sich neue Beobachtungen additiv integrieren: 

𝑙𝑖,𝑗
(𝑡) = 𝑙𝑖,𝑗

(𝑡−1)
+ 𝑙occ (falls belegt), 

𝑙𝑖,𝑗
(𝑡) = 𝑙𝑖,𝑗

(𝑡−1)
+ 𝑙free (falls frei). 

Die Parameter 𝑙occ  und 𝑙free  bestimmen dabei den jeweiligen Einfluss neuer Beobachtungen. In 

Szenarien mit mehreren autonomen Einheiten werden die lokal erzeugten Karten durch Addition der 

Log-Odds-Werte positionsgerecht fusioniert, sodass eine gemeinsame Umgebungskarte entsteht. 
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Zur Extraktion statischer Objekte aus der OGM werden die Konturen von belegten oder unbekannten, 

markierten Bereichen in jedem Iterationsschritt ermittelt. Dazu wird die Karte zunächst binär maskiert, 

anschließend wird mit dem Marching-Squares-Algorithmus [19] (wie in SciKit-Image implementiert [20]) 

eine Menge 𝒞𝓀 von Polygonen erzeugt, die die Konturen statischer Objekte beschreiben: 

𝒞𝓀 = MarchingSquares(𝐺bnr). 

Da das nachgelagerte Planungsmodul konvexe Polygonstrukturen erwartet, werden nicht-konvexe 

Formen mithilfe des ConvexHull-Algorithmus [21] in ihre konvexe Hülle überführt. Diese 

Überapproximation stellt sicher, dass alle ursprünglichen Punkte des Polygons enthalten sind und die 

Objekte konsistent verarbeitet werden können. 

Das resultierende statische Mapping-Modul liefert somit eine zweidimensionale probabilistische 

Belegungskarte der Umgebung und extrahiert daraus die Umrisse unbeweglicher Hindernisse in Form 

konvexer Polygone. Diese dienen nachfolgenden Modulen zur Pfadplanung und Kollisionsvermeidung 

als Eingangsgröße. Diese Karte kann dabei in der Visualisierung eines möglichen Assistenzsystems 

oder zur direkten Nutzung in der Pfadplanung verwendet werden. 

2.4.6 Auswertung 

Die kombinierten Tests zur Umfelderfassung und Kollisionsvermeidung mit mehreren beteiligten 

Fahrzeugen wurden vom 7. bis 9. Mai 2025 im Hafen von Rostock durchgeführt. Die 

Umweltbedingungen während der Erprobung waren insgesamt günstig. Der Wind kam aus 

nordwestlicher Richtung (ca. 300°) mit Geschwindigkeiten zwischen 2,0 m/s und 7,5 m/s (Mittelwert 4,8 

m/s). Strömung und Wellengang spielten keine relevante Rolle, die Sicht war durchgehend gut. 

2.4.6.1 Extrinsische Kalibrierung der Sensorik 

Für das Versuchsschiff Deneb wurde ein kombiniertes LiDAR-Radar-Sensorsystem eingesetzt. Die 

extrinsische Kalibrierung der LiDAR-Sensoren erfolgte mithilfe des entwickelten SIMPLE-C-Werkzeugs 

und einer einfachen reflektierenden Warnweste als Kalibriergegenstand. Ohne manuelle 

Parametrierung konnten damit alle LiDAR-Punktwolken präzise in ein gemeinsames Schiff-

Koordinatensystem überführt werden. Durch das verwendete Navigationsfilter konnten die Sensordaten 

in ein globales NED-Koordinatensystem transformiert werden. 

Nach der Kalibrierung ergaben sich klar überlagernde Punktwolken mit konsistenter Geometrie, sodass 

die verschiedenen Sensordaten (LiDAR, Radar) als einheitliches Umgebungsmodell dargestellt werden 

konnten. Die Genauigkeit der Kalibrierung war für die nachgelagerten Wahrnehmungs- und 

Navigationsmodule hinreichend. Die Ergebnisse sind in Abbildung 18 dargestellt. Im linken Teilbild ist 

eine Aufnahme während der extrinsischen Kalibrierung der LiDAR Sensoren auf dem Schiff Deneb 

mittels einer herkömmlichen Warnweste zu sehen. Im rechten Teilbild sind die LiDAR Sensor-Daten 

aller Sensoren in einem gemeinsamen NED-Koordinatensystem zu sehen. Die gute Überlappung mit 

der dahinter liegenden Karte zeigt qualitativ, dass die Kalibrierung (LiDAR Sensoren – Schiff – NED) 

erfolgreich verlaufen ist. In dieser Abbildung sind ebenfalls die Daten des Radars visualisiert. Da die 

Radar-Punktwolke ebenfalls gut überlappt, hat auch diese Kalibrierung erfolgreich funktioniert (Radar – 

Schiff – NED). Da alle Sensordaten mit der dahinter liegenden Karte inhaltlich gut überlappen, ist auch 
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die Koordinatentransformation Schiff – NED mittels Navigationsfilter als erfolgreich anzusehen. 

Aufgrund des Praxis-Einsatzes sind keine Ground-Truth Daten vorhanden, sodass nur eine qualitative 

Bewertung möglich ist. 

Mit dem SIMPLE-C-Verfahren konnte eine vollautomatische und reproduzierbare Kalibrierung des 

Mehrfach-LiDAR-Systems erzielt werden. Die Kalibrierung erwies sich als robust gegenüber äußeren 

Einflüssen und ermöglicht eine konsistente Zusammenführung der Sensordaten. Damit wurde eine 

wesentliche Voraussetzung für die zuverlässige Umfelderfassung und Sensordatenfusion geschaffen. 

 

  

Abbildung 18: Aufnahme während der extrinsischen Kalibrierung der LiDAR Sensoren mittels Warnweste 

(links) und die gemeinsamen Sensordaten nach Kalibrierung (rechts) [1] 

2.4.6.2 Dynamische Objekterkennung  

Wie in Abbildung 19 dargestellt, konnte das auf der Deneb ausgeführte LiDAR-basierte 

Objekterkennungsmodul (modifiziertes PointPillars) in Nahbereichstests sowohl das unbemannte 

Fahrzeug Messin als auch ein ferngesteuertes Schlauchboot zuverlässig detektieren und korrekt als 

kleine Boote klassifizieren. Der Klassifizierer ist eine neuronale Netz Einheit und kategorisiert die 

detektierten Objekte. Dazu gibt dieser eine Wahrscheinlichkeit an, dass das detektierte Objekt dieser 

Kategorie angehört. In diesem Fall gab der Klassifizierer eine Sicherheit von 0.84 und 9.93 an. Dies 

entspricht einer Sicherheit des Klassifizierers von 84%, bzw. 93% dass die detektierten Objekte 

tatsächlich der Klasse small boat angehören und kann als sehr sicher eingestuft werden – die Typen 

der Schiffe werden demnach korrekt erkannt. 

In den Hauptszenarien war eine weitergehende Bewertung jedoch nur eingeschränkt möglich, da die 

LiDAR-Sensoren aufgrund ihrer Montagehöhe und der Sicherheitsabstände zwischen den Schiffen 

keine gegenseitige Erfassung ermöglichen. Die Laufzeit der Objekterkennungs-Software war zudem 

hoch (Sekunden), was auf Verzögerungen bei der Datenübertragung und die Transformation der 

Sensordaten in den Körper- und Weltbezug zurückgeführt werden kann. Dadurch verringerte sich die 

effektive Aktualisierungsrate, was eine anschließende Multiobjektverfolgung verhinderte. 

Die dynamische Objekterkennung auf LiDAR-Basis konnte im Nahbereich erfolgreich demonstriert 

werden und lieferte korrekte Klassifikationen bei hoher Zuverlässigkeit. Für den praktischen Einsatz ist 

jedoch eine Optimierung der Datenpipeline erforderlich, um die Latenzen zu reduzieren und die 
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Echtzeitfähigkeit zu verbessern. Die Ergebnisse bilden eine solide Grundlage für eine spätere 

Integration in ein kontinuierliches Multi-Objekt-Tracking. 

  

Abbildung 19: Referenzkamerabild mit markierten Objekten "small boat" (links) und die dazugehörige 

Detektion mittels PointPillars (rechts) [1] 

2.4.6.3 Statische Objekterkennung und Kartierung 

Für die statische Umgebungserkennung wurde ein probabilistisches Occupancy-Grid-Mapping (OGM) 

verwendet, das LiDAR- und Radardaten fusioniert. In dieser Karte kennzeichnen helle Bereiche freie 

Zellen, dunkle Bereiche belegte und mittlere Grautöne unbekannte Regionen. Hinter belegten Bereichen 

oder außerhalb der direkten Sensorsicht werden Zellen ebenfalls als unbekannt markiert. Das Ergebnis 

des Versuchs ist in Abbildung 20 zu sehen. 

 

Abbildung 20: Statische probabilistische Verdeckungskarte mit statischen Polygonen (blau) und 

visualisierten Sensordaten (LiDARe, Radar) [1] 

Aus den belegten Zellen werden anschließend Polygone extrahiert, die statische Objekte 

repräsentieren. Das Verfahren läuft in Echtzeit und liefert konsistente Ergebnisse zur Abbildung der 
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lokalen Umgebung. In der aktuellen Implementierung entstehen teilweise viele kleine Polygone; eine 

Zusammenführung benachbarter Cluster könnte hier künftig die Karteninterpretation weiter verbessern. 

Das Grid-Mapping-Verfahren ermöglichte eine robuste und echtzeitfähige Erfassung der statischen 

Umgebung unter Nutzung von LiDAR- und Radardaten. Die erzeugten Karten wiesen eine hohe 

Plausibilität auf und lieferten eine verlässliche Grundlage für die Kollisionsvermeidung. 

Optimierungspotenzial besteht bei der Polygonfusion, um die Kartenrepräsentation zu vereinfachen und 

die Interpretierbarkeit zu erhöhen. 

2.4.7 Ausblick 

In zukünftigen Arbeiten soll auf den Ergebnissen des Projekts aufgebaut werden. Es soll die bestehende 

Sensorkette hinsichtlich Genauigkeit, Robustheit und Echtzeitfähigkeit weiterentwickelt werden. Ein 

Schwerpunkt liegt dabei auf der Verbesserung der Objekterkennung und Umgebungskartierung durch 

eine engere Verzahnung von LiDAR-, Radar- und künftig auch Kameradaten. Durch die Nutzung 

selbstüberwachter Lernverfahren und erweiterter realer Trainingsdatensätze sollen die 

Klassifikationssicherheit und die Erkennungsreichweite deutlich gesteigert werden. Gleichzeitig wird 

eine Reduktion der Inferenzzeiten angestrebt, um eine kontinuierliche, echtzeitfähige Objektverfolgung 

zu ermöglichen. 

Aufbauend auf der erfolgreichen Mehr-LiDAR-Kalibrierung mit SIMPLE-C wird die Entwicklung hin zu 

einer dynamischen Selbstkalibrierung angestrebt, die Sensordrift und mechanische Veränderungen 

während des Betriebs kompensiert. In Kombination mit einer Faktorgraph-basierten Sensordatenfusion 

kann so eine konsistente und langfristig stabile Umgebungsrepräsentation erreicht werden. 

Ziel der weiteren Arbeiten ist es, durch die Verknüpfung von präziser Kalibrierung, multimodaler 

Objekterkennung und adaptiver Umgebungskartierung eine robuste Grundlage für autonome 

Schiffsführung in komplexen maritimen Szenarien zu schaffen. 

 

2.4.8 Fazit – Gegenüberstellung Ziele & Ergebnisse 

Das Teilziel der Erweiterung der bestehenden Gazebo-Simulationsumgebung um alle drei 

Versuchsträger Messin, Deneb, Bela und der Wahrnehmungssensoren (LiDAR) konnte erfolgreich 

umgesetzt werden. Die Schiffe wurden als Modelle in die Simulation integriert. Die 

Wahrnehmungssensoren wurden ebenso in die Simulation integriert und entsprechend der realen 

Position auf den Versuchsträgern in der Simulation eingesetzt. Für die Implementation der Sensorik 

wurde ein erheblicher Zeitaufwand investiert, da Erweiterungskomponenten für die 

Simulationsumgebung programmiert werden mussten. 

Das Teilziel der Erweiterung und Anpassung der lokalen Nahfelderkennung für die Deneb konnte 

ebenso erfüllt werden, da eine neue Modellarchitektur für die Objekterkennung erstellt wurde. Diese 

wurde auf Daten der erweiterten Simulation trainiert, um die entsprechend die Datencharakteristik der 

neuen Sensoren zu berücksichtigen. Ebenso wurde das neue Modell auf den Versuchsträgern Bela und 

Messin appliziert. 
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2.5 Verkehrslagenerkennung – Zustandsschätzung Eigenschiff [AP2200] 

Ziel dieses Arbeitspakets war die Entwicklung und Integration eines Navigationsfilters zur präzisen 

Zustandsschätzung des Eigenschiffs. Dieser Filter dient der Ermittlung von Position, Geschwindigkeit, 

Orientierung sowie den Bias-Anteilen der inertialen Messeinheit (IMU). Er bildet somit die Grundlage für 

alle nachgelagerten Verfahren der Verkehrslageerkennung und Kollisionsvermeidung. Durch die Fusion 

von GNSS- und IMU-Daten soll eine hochfrequente, robuste und konsistente Schätzung des 

Schiffszustands auch unter erschwerten Umweltbedingungen oder bei kurzzeitigen GNSS-Ausfällen 

ermöglicht werden. 

Das im Folgenden dargestellte Verfahren ist detailliert in [1] publiziert. 

2.5.1 Problemstellung Zustandsschätzung Eigenschiff (Navigationsfilter) 

Für eine sichere autonome Schiffsführung ist die kontinuierliche und verlässliche Kenntnis des 

Eigenzustands essenziell. Besonders in engen oder verkehrsreichen Revieren wie Häfen können 

GNSS-Signale durch Abschattungen, Mehrwegeffekte oder aktive Störungen beeinträchtigt werden. In 

solchen Fällen liefern rein GNSS-basierte Systeme nur eingeschränkt nutzbare Positionsinformationen. 

Inertiale Messeinheiten (IMUs) liefern dagegen hochfrequente Messungen von Beschleunigungen und 

Winkelgeschwindigkeiten, sind jedoch driftbehaftet. Ohne Korrektur summieren sich kleine Fehler in der 

Beschleunigungsintegration rasch zu signifikanten Abweichungen in Position und Orientierung. Daher 

ist eine kombinierte Auswertung von GNSS- und IMU-Signalen notwendig, um sowohl die 

Kurzzeitdynamik als auch die Langzeitstabilität der Schätzung sicherzustellen. 

Ein wesentliches Problem besteht in der angemessenen Modellierung und einer numerisch stabilen 

Implementierung der Fehlerdynamik. Herkömmliche Kalman-Filter (KF) in Zustandsdarstellung 

reagieren empfindlich auf nichtlineare Rotationsdynamiken und führen bei großen Orientierungsfehlern 

zu Inkonsistenzen. Aus diesem Grund wurde ein Error-State Extended Kalman-Filter (ES-EKF) 

konzipiert, der die Vorteile einer additiven Fehlerdarstellung mit der geometrischen Struktur von SO(3) 

kombiniert. 

2.5.2 Lösungsansatz 

Der entwickelte Navigationsfilter basiert auf einem lose gekoppelten Fusionsansatz. Das bedeutet, dass 

die GNSS-Messungen (Position, Geschwindigkeit und Heading) nicht direkt in die IMU-Integration 

eingebettet, sondern auf höherer Ebene als Messupdates in das Filtermodell eingespeist werden. Diese 

Architektur erlaubt es, die GNSS- und IMU-Subsysteme weitgehend unabhängig zu betreiben und 

erhöht die Robustheit gegenüber einzelnen Ausfällen. 

Die Filterarchitektur gliedert sich in zwei Kernprozesse: 

1. Prädiktion des Zustands mit hoher Frequenz auf Basis der IMU Messwerte 

2. Korrektur des Zustands durch GNSS-Messungen niedriger Frequenz. 

Dabei wird der Zustand in zwei Komponenten aufgeteilt: den nominalen Zustand 𝒔̂ und den additiven 

Fehlerzustand δ𝒔. Die Schätzung erfolgt auf dem nominalen Zustand, während das Filter die kleinen 
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Abweichungen in linearer Form im Fehlerraum behandelt. Dies erlaubt eine stabile Behandlung der 

nichtlinearen Kinematik, insbesondere bei Rotationen. 

2.5.2.1 Navigationsfilter 

Zur Schätzung des Schiffszustands (Position, Geschwindigkeit, Orientierung und IMU-Biases) wurde 

ein lose gekoppeltes Navigationsfilter auf Basis eines Error-State Extended Kalman-Filters (ES-EKF) 

implementiert [8], das in Abbildung 21 dargestellt ist. Das ES-EKF führt einen Nominalzustand 𝒔̂ und 

einen additiven Fehlerzustand δ𝒔, welcher zur fortlaufenden Korrektur des Nominalzustands in jedem 

Update-Schritt verwendet wird. Das Filter fusioniert hochfrequente Messungen einer Inertial 

Measurement Unit (IMU) mit niederfrequenten GNSS-Daten, um eine hochauflösende und 

kontinuierliche Pose-Schätzung zu erhalten. Der Nominalzustand ist definiert als 

𝒔̂ = [𝒑𝑒𝑏
𝑒  𝒗𝑒𝑏

𝑛  𝒒𝑏
𝑛 𝑏𝑎 𝑏𝑔]𝑇, 

wobei 𝒑𝑒𝑏
𝑒  die dreidimensionale Position des Body-Frames 𝑏  relativ zum erdzentrierten, erdfesten 

(ECEF) Koordinatensystem, 𝒗𝑒𝑏
𝑛  die Geschwindigkeit des Body-Frames im 

Navigationskoordinatensystem (North-East-Down, NED), und 𝒒𝑏
𝑛 das Quaternion, das die Orientierung 

des Body-Frames relativ zum Navigationsrahmen beschreibt. Die Zustände 𝑏𝑎 und 𝑏𝑔 sind die Biases 

der Beschleunigungs- und Gyroskop-Sensoren. Der Fehlerzustand lautet entsprechend 

δ𝒔 = [δ𝒑 δ𝒗 δ𝒒 δ𝑏𝑎 δ𝑏𝑔]𝑇, 

mit den Fehlern in Position, Geschwindigkeit, Orientierung sowie den IMU-Bias-Abweichungen. 

Der Nominalzustand wird mit IMU-Rate unter Verwendung eines Strapdown-Integrators fortgeschrieben, 

der gemessene Beschleunigungen und Winkelgeschwindigkeiten integriert. Die GNSS-Messungen 

(Position, Geschwindigkeit und Orientierung) dienen als Beobachtungen für die Messupdates des 

Filters. Die geschätzten Fehlerkomponenten δ𝒔  werden anschließend zur Korrektur des 

Nominalzustands verwendet. Es gilt: 

𝒔+̂ = 𝒔−̂ ⊕ δ𝒔, 

wobei 𝒔̂−  den Zustand vor dem Update beschreibt und ⊕  die nichtlineare Addition auf der 

Mannigfaltigkeit kennzeichnet. 

Zur Verbesserung der Positionsgenauigkeit werden RTK-Korrekturdaten herangezogen, womit 

centimetergenaue Positionslösungen erreicht werden können. Zusätzlich verwendet das Filter einen 

geodätischen Referenzpunkt (LLH), um den aktuellen Zustand in einem lokalen NED-Referenzrahmen 

zu schätzen. Auf dieser Grundlage werden sämtliche Sensorsysteme (z. B. LiDAR, Radar, Kamera) 

durch Transformation ihrer lokalen Sensorkoordinaten zunächst in den IMU-Body-Frame und 

anschließend in das gemeinsame NED-Koordinatensystem überführt. Dadurch liegen alle Sensordaten 

in einem konsistenten globalen Bezugssystem vor. 
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Abbildung 21: Navigationsfilter (Error-State Extended Kalman-Filter) zur hochfrequenten Schätzung von 

Position, Orientierung und Geschwindigkeit des Eigenschiffs 

2.5.2.2 Auswertung 

In den kombinierten Testszenarien zeigte das Navigationsfilter eine konsistente und glatte Trajektorie 

des Versuchsschiffs Deneb. Die fusionierte Lösung lag qualitativ im Bereich der GNSS-Referenz, wies 

jedoch eine stabilere Bewegungsdarstellung auf. Dies ist in Abbildung 22 dargestellt. Die Trajektorie des 

GNSS Empfängers ist in Magenta und die Trajektorienlösung des ES-EKF in Grün visualisiert. Die 

geschätzte Trajektorie stimmt mit der gemessenen Trajektorie überein, sodass ein qualitativ gutes 

Ergebnis des Filters zu sehen ist. Insbesondere die Roll-Bewegung des Schiffs, die sich in der GNSS-

Position sinusförmig widerspiegelt, wurde durch die IMU-Fusion kompensiert, sodass die Trajektorie das 

tatsächliche Vorwärtsverhalten des Fahrzeugs abbildete. Dies ist in der nahen Ansicht derselben 

Abbildung zu sehen. Es ist eine wellenartige Bewegung der GNSS-Trajektorie zu sehen, die in der 

Lösung des Filters nicht zu erkennen ist, da der Einfluss der Roll-Bewegung kompensiert wurde. 

 

Abbildung 22: Qualitatives Ergebnis des ES-EKF Navigationsfilters bei einer gefahrenen Trajektorie im 

Hafen Rostock [1] 

Die Schätzung erwies sich als hinreichend genau und robust, um als Grundlage für nachgelagerte 

Wahrnehmungs- und Planungsprozesse zu dienen. Einschränkungen bestehen weiterhin bei längeren 

GNSS-Ausfällen und hoher Dynamik, die eine Erweiterung um zusätzliche Sensormodalitäten (z. B. 

visuelle oder LiDAR-Odometrie) sinnvoll erscheinen lassen. 
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Das entwickelte Navigationsfilter ermöglicht eine stabile und präzise Schätzung des Schiffs­zustands in 

Echtzeit. Das Konzept erwies sich als geeignet für den maritimen Einsatz und bildet eine tragfähige 

Basis für die weiteren Module der Umgebungserfassung und Entscheidungsfindung. 

 

2.5.3 Fazit – Gegenüberstellung Ziele & Ergebnisse 

Das Navigationsfolter konnte auf allen drei Schiffen erfolgreich appliziert werden. SAPOS 

Korrekturdaten wurde auf allen Versuchsträgern erfolgreich empfangen und konnten genutzt werden. 

Weiterhin wurden die Schnittstellen für das Teilen der Eigenposen-Schätzung im Netzwerk 

implementiert und getestet. Somit konnten alle Teilziele erfüllt werden. 

2.6 Verkehrslagenerkennung – Schätzung dynamischer Objekte [AP2300] 

Ziel dieses Arbeitspaketes war die Entwicklung eines Verfahrens zur zeitlich konsistenten Schätzung 

der Bewegungszustände erkannter Objekte in der maritimen Umgebung. Aufbauend auf den in AP2100 

detektierten Objekten (LiDAR-/Radar-basiert) soll das Verfahren eine robuste Verfolgung über die Zeit 

gewährleisten und damit ein konsistentes Lagebild dynamischer Verkehrsteilnehmer erzeugen. Dies 

bildet die Grundlage für prädiktive Manöverplanung und Kollisionsvermeidung. 

Das im Folgenden dargestellte Verfahren ist detailliert in [1] publiziert. 

2.6.1 Problemstellung Schätzung dynamischer Objekte (Tracking) 

In maritimen Szenarien stellen sich für das Multi-Objekt-Tracking besondere Herausforderungen. 

Aufgrund begrenzter Sensordatenraten, teilweiser Abschattungen und variierender 

Relativgeschwindigkeiten sind Messfolgen oft unvollständig oder verrauscht. Zudem können Objekte 

kurzzeitig aus dem Sichtbereich einzelner Sensoren verschwinden, wodurch die zeitliche Zuordnung 

und die Trajektorienfortsetzung erschwert werden. Ein weiteres Problem liegt in der Latenz der 

Sensordatenverarbeitung: Wenn Detektionen mit zeitlichem Versatz eintreffen, können asynchrone 

Zustandsaktualisierungen zu Instabilitäten im Filter führen. Ein Beispiel für stark verzögerte und 

unzuverlässige Daten sind AIS Nachrichten. Daher musste ein Verfahren entwickelt werden, das sowohl 

Positions- als auch Geschwindigkeitsinformationen mehrerer Objekte parallel verarbeitet, fehlerhafte 

oder verzögerte Beobachtungen robust kompensiert und auch bei geringer Beobachtungsfrequenz eine 

konsistente Bewegungsschätzung liefert. 

2.6.2 Lösungsansatz 

Das entwickelte Tracking-System nutzt die Objektdetektionen aus AP2100 als Eingangsdaten und 

überführt sie in ein dynamisches Bewegungsmodell. Ziel ist die Schätzung der Objektzustände (Position, 

Geschwindigkeit, Bewegungsrichtung) über aufeinanderfolgende Zeitschritte hinweg. Hierzu wird ein 

Multi-Objekt-Tracking (MOT) auf Basis eines linearen Kalman-Filters eingesetzt. Die Sensordaten 

stammen aus LiDAR- und Radarmessungen, die zuvor durch den Navigationsfilter (AP2200) in ein 

einheitliches NED-Koordinatensystem transformiert wurden. Im Vergleich zum Vorgängerprojekt mit 

einer komplexen Filter-Architektur [22] , bei der jedes zu verfolgende Objekte durch drei Kalman-Filter 



Abschlussbericht: GN2plus 

Teilvorhaben RWTH Aachen University – 50 NA 2304A 

32 

verfolgt wurde, haben wir uns bewusst für eine weniger komplexe, aber robuste und möglichst 

echtzeitfähige Lösung entschieden. 

2.6.2.1 Multi-Objekt Tracking (MOT) 

Im Gegensatz zum Vorgängerprojekt, in dem eine Kalman-Filter-Bank zur individuellen 

Zustandsschätzung jedes Objekts eingesetzt wurde, wurde im vorliegenden System ein vereinfachtes 

Tracking-Verfahren realisiert. Ziel war eine robuste und leicht integrierbare Lösung, die bei moderatem 

Rechenaufwand eine konsistente Bewegungsverfolgung ermöglicht. 

Die Eingangsdaten stammen aus der Objekterkennung (AP2100), welche in jedem Zeitschritt eine 

Menge erkannter Objekte 𝓩𝓴 = {𝒛𝒌
𝟏, 𝒛𝒌

𝟐, … , 𝒛𝒌
𝒎𝒌}  liefert. Jedes Objekt 𝒛𝒌

𝒊  beschreibt den geschätzten 

Mittelpunkt der detektierten Bounding Box im globalen NED-Koordinatensystem. 

Für jedes Objekt wird ein Zustandsvektor 𝒙𝑘 = [𝑥 𝑥̇ 𝑦 𝑦 ̇ 𝜓 𝜓̇]
𝑇
geführt, der Position, Geschwindigkeit, 

Orientierung und Orientierungsänderung in der horizontalen Ebene beschreibt. Das zugrunde liegende 

Bewegungsmodell folgt der Annahme konstanter Geschwindigkeit: 

𝒙𝑘+1 = 𝐅𝒙𝑘 + 𝒘𝑘 

Mit Modellrauschen 𝒘𝑘  ∼  𝒩(𝟎,𝐐)  als additives Gaußsches mittelwertfreies Rauschen mit 

Kovarianzmatrix 𝑸. Somit werden also die Zustände wie Position aus der letzten bekannten Bewegung 

linear extrapoliert. Für die Beobachtungen durch AIS und LiDAR Detektion nutzen wir das Modell: 

𝒛𝑘
𝑖 =  𝐇𝒙𝑘 + 𝒗𝑘

𝑖  

Dabei ist 𝒗𝑘
𝑖 ∼  𝒩(𝟎,𝐑𝒊) das mittelwertfreie normalverteilte Sensorrauschen mit Kovarianzmatrix 𝐑𝑖 für 

die Sensoren 𝑖 ∈ {𝐿𝑖𝐷𝐴𝑅, 𝐴𝐼𝑆}. Die Beobachtungs- und Übergangsmatrix sind wie folgt definiert: 

𝐅 =

[
 
 
 
 
 
1 ∆𝑡 0 0 0 0
0 1 0 0 0 0
0 0 1 ∆𝑡 0 0
0 0 0 1 0 0
0 0 0 0 1 ∆𝑡
0 0 0 0 0 1 ]

 
 
 
 
 

 , 𝐇 = [
1 0 0 0 0 0
0 0 1 0 0 0
0 0 0 0 1 0

] 

Sind AIS-Informationen verfügbar, werden sie als externe Beobachtungen genutzt, um Objektidentitäten 

zu bestätigen und die Stabilität der Zuordnung über längere Zeiträume zu erhöhen und sequentiell in 

das Kalman-Filter integriert (Sensorfusion). 

Neue Messungen werden über ein Assoziationskriterium mit bestehenden Tracks verknüpft. Hierzu wird 

die quadratische Mahalanobis-Distanz [23] 𝑑𝑀
2 = (𝒛𝑘 − 𝒛̂𝑘)

𝑇𝐒𝑘
−1(𝒛𝑘 − 𝒛̂𝑘) berechnet. Diese berechnet 

den statistischen Abstand der Beobachtung vom erwarteten Mittelwert bzw. wie gut eine Beobachtung 

der dahinterliegenden Modellannahme (Normalverteilung) folgt. Diese Vorgehensweise ist äquivalent 

zu einem Chi-Quadrat-Test, da 𝑑𝑀
2 ∼ 𝜒2. Dabei ist 𝐒𝑘 = 𝐇𝐏𝑘𝐇

𝑇 + 𝐑 die Kovarianzmatrix der prädizierten 

Beobachtung und 𝐏𝑘 die Kovarianzmatrix des prädizierten Zustands. Wir definieren eine Kostenmatrix 

𝓒𝑖,𝑗 = 𝑀𝑎ℎ𝑎𝑙𝑎𝑛𝑜𝑏𝑖𝑠(𝑇𝑟𝑎𝑐𝑘𝑖 , 𝑀𝑒𝑠𝑠𝑢𝑛𝑔𝑗). Der Hungarian-Algorithmus [24] berechnet dann die Zuordnung 

von Messung zu einem Track mit minimalen Kosten. Wenn es Messungen ohne Zuweisungen gibt, 

werden daraus neue Tracks initialisiert. Tracks, die für mehr als 10 Sekunden keine Messung 

zugeordnet bekommen, werden entfernt. 
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Der gewählte Ansatz bietet eine klare Trennung zwischen Wahrnehmung und Tracking, ist numerisch 

stabil und erlaubt eine Echtzeitverarbeitung auf der eingesetzten Rechenplattform.  

2.6.2.2 Auswertung 

Das Multi-Objekt-Tracking-Modul wurde vollständig implementiert und in die Gesamtsystemarchitektur 

integriert. Die Funktionsketten von der Objekterkennung (AP2100) über die Datenfusion bis hin zur 

Weitergabe der geschätzten Objektzustände an die Planungskomponente konnten erfolgreich 

nachgewiesen werden. 

Eine quantitative Bewertung der Tracking-Ergebnisse war im Rahmen der realen Testszenarien im 

Hafen von Rostock jedoch nicht möglich. Aufgrund der Sicherheitsabstände zwischen den beteiligten 

Fahrzeugen, sowie der begrenzten LiDAR-Reichweite, lagen während der Versuchsfahrten keine 

kontinuierlichen Beobachtungen anderer bewegter Objekte im Detektionsbereich vor. 

Zudem führte die zeitliche Verzögerung in der Verarbeitungskette zwischen Erkennung, Fusion und 

Tracking zu einem reduzierten Datenfluss, sodass das Tracking-Modul zwar aktiv, aber ohne valide 

Eingangsdaten betrieben wurde. 

Das entwickelte System wurde dennoch erfolgreich im Gesamtkontext validiert. Dabei konnte gezeigt 

werden, dass das Tracking-Modul korrekt initialisiert, assoziiert und zeitlich konsistent mit den 

Sensormodulen interagiert. Die interne Prozessierung der Objektdaten, die Zuordnungskriterien sowie 

die Schnittstellenlogik funktionierten stabil. 

2.6.2.3 Ausblick 

Zurzeit wird an einer Methode für das Multi-Objekt-Tracking am Institut für Regelungstechnik geforscht, 

die die Robustheit und Genauigkeit des Trackings durch zusätzliche Analyse vergangener Daten und 

Korrektur bei neuen Informationen erhöht. Dabei wird auf den Ergebnissen aus dem Projekt GN2plus 

aufgebaut und ein Architekturwechsel hin zu einem Faktor-Graph-basierten Ansatz gewählt. Dieser 

verspricht eine robuste Schätzung von Trajektorien und eine integrierte Optimierung der 

Datenassoziation für ein insgesamt verbessertes Tracking verschiedener Objekte. Dabei wird 

insbesondere explizit AIS als identifizierende Messung genutzt. 

2.6.3 Fazit – Gegenüberstellung Ziele & Ergebnisse 

Die. Die Validierung des Teilziels, wonach das Multi-Objekt-Tracking-Modul andere Verkehrsteilnehmer 

sowohl über lokale LiDAR-Nahfelderkennung als auch über AIS erfassen soll, konnte im Realversuch 

nicht erreicht werden. In isolierten Tests führte die hohe Inferenzzeit des Objekterkennungsmoduls dazu, 

dass Beobachtungen nur selten eintrafen und ein kontinuierliches Tracking nicht möglich war. Im 

abschließenden Gesamttest verhinderten die von der Deneb-Crew vorgegebenen Sicherheitsabstände 

Detektionen durch die LiDAR-Sensorik, sodass keine realen Beobachtungen verfügbar waren. 

Das Multi-Objekt-Tracking-Modul wurde dennoch vollständig implementiert und so ausgelegt, dass es 

LiDAR-basierte Detektionen und AIS-Informationen in einem Kalman-Filter-Ansatz fusioniert. Die 

zeitliche Länge der Bewegungsprädiktion ist dabei frei parametrierbar. Die inhaltlichen Teilziele wurden 

damit konzeptionell und softwareseitig erreicht, konnten jedoch unter Realbedingungen nicht 

experimentell bestätigt werden. 
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2.7 Verkehrslagenerkennung – Kooperative Verkehrslagenerkennung [AP2400] 

Ziel dieses Arbeitspaketes war die Erweiterung der in AP2300 entwickelten Tracking-Komponente zu 

einem kooperativen System, das die Ergebnisse mehrerer Fahrzeuge zusammenführt. 

Dadurch sollte die Verkehrslage nicht nur aus der Eigenperspektive eines Schiffes, sondern aus dem 

Zusammenspiel mehrerer Sensorplattformen beschrieben werden. Grundlage hierfür bildet die 

Kommunikation zwischen den beteiligten Fahrzeugen sowie eine geeignete Datenfusion der verteilten 

Messungen und Objektzustände. 

Das im Folgenden dargestellte Verfahren ist detailliert in [1] publiziert. 

2.7.1 Problemstellung Kooperative Verkehrslagenerkennung 

Maritime Umgebungen zeichnen sich durch begrenzte Sensorreichweiten, Abschattungen und 

dynamisch wechselnde Sichtbedingungen aus. Einzelne Fahrzeuge können die Gesamtsituation daher 

oft nur unvollständig erfassen. 

Ziel der kooperativen Verkehrslagenerkennung ist es, diese individuellen Wahrnehmungen zu einem 

gemeinsamen Lagebild zu verschmelzen. Die zentrale Herausforderung besteht darin, 

• Messungen unterschiedlicher Sensoren und Plattformen in ein gemeinsames 

Koordinatensystem zu überführen (siehe extrinsische Kalibrierung und Navigationsfilter) und 

• Beobachtungen aller Schiffe gemeinsam zu verarbeiten unter Beachtung der zeitlichen 

Verzögerungen der Messungen. 

Da die Systemarchitektur aus modularen Komponenten besteht, musste die Erweiterung so gestaltet 

werden, dass bestehende Tracking- und Kommunikationsschnittstellen weiterverwendet werden 

konnten, ohne Änderungen an den Basismodulen vorzunehmen. 

2.7.2 Lösungsansatz 

Die kooperative Lageerkennung wurde durch eine Erweiterung des Multi-Objekt-Tracking-Moduls 

(MOT) umgesetzt, das im Arbeitspaket AP2300 entwickelt wurde. 

Hierbei fungierte das Forschungsschiff Deneb als zentraler Server, der sowohl die eigenen 

Sensorinformationen (LiDAR, AIS) als auch die übermittelten Objektdetektionen von anderen Einheiten, 

insbesondere der Messin, empfing und verarbeitete. Die Architektur wurde so gestaltet, dass 

eingehende Messungen externer Plattformen als zusätzliche Beobachtungen in die bestehende 

Tracking-Struktur integriert werden konnten. Die Fusion erfolgt im MOT, indem die erweiterten 

Beobachtungen in die bestehende Assoziations- und Aktualisierungslogik integriert werden.  

Zur Synchronisation der Daten aller Schiffe wurde das Precision Time Protocol (PTP) mit Hardware-

Zeitstempeln verwendet, was zeitliche Abweichungen im Nanosekunden-Bereich erlaubt. Das Protokoll 

nutzt die zeitlich sehr akkurate Satelliten-Daten und verteilt diese priorisiert und effizient im Netzwerk. 

Als PTP-Server wurden die verwendeten GNSS-Receiver (Septentrio Mosaic H) verwendet. Die 

eingesetzten Sensoren (LiDAR) unterstützen das Synchronisations-Protokoll. Auf jedem Versuchsträger 

wurde ein PTP-Synchronisationsmodul eingesetzt, sodass alle Schiffe ein gemeinsames 

(synchronisiertes) zeitliches Referenzsystem haben. 
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Zur Positionsangleichung werden alle eingehenden Fremdbeobachtungen zunächst in das gemeinsame 

NED-Referenzsystem transformiert, dessen Ursprung in einem definierten Punkt im Hafen Rostock 

liegt. Das Forschungsschiff Deneb wurde hierbei als globaler Server zur Verarbeitung aller Daten 

genutzt. Die Synchronisation erfolgt über Zeitstempel und standardisierte Kommunikationspakete in 

ROS2. Die entwickelte Erweiterung erforderte keine strukturellen Änderungen an der Filterarchitektur. 

Sie ermöglichte die erste Umsetzung einer kooperativen, serverbasierten Verkehrslagenfusion auf 

Systemebene und bildete damit die Grundlage für zukünftige Mehrfahrzeugversuche. 

2.7.3 Auswertung 

Eine quantitative Auswertung der kooperativen Lageerkennung war im Rahmen der realen 

Testszenarien nicht möglich. Wie bereits in AP2300 beschrieben, konnten aufgrund der 

Sicherheitsabstände, der eingeschränkten LiDAR-Reichweite und der zeitlichen Verzögerung in der 

Sensordatenverarbeitung keine gleichzeitigen Objektmessungen beider Plattformen gewonnen werden. 

Die Funktionalität der Systemintegration wurde dennoch erfolgreich verifiziert: Die Kommunikation 

zwischen den Fahrzeugen konnte vollständig nachgewiesen werden. Die Fahrzeuge, bzw. deren lokale 

ROS2-Kommunikations-Domänen konnten via LTE-Netz und mittels ROS2-Bridges über die Schiffe 

hinweg kommunizieren und Nachrichten austauschen. Weiterhin konnten Nachrichten erfolgreich mittels 

IMP Protokoll mit dem zentralen Server ausgetauscht werden, sodass Nachrichten mit dem 

Optimierungsmodul zur Kollisionsauflösung der Universität Rostock ausgetauscht werden konnten. Die 

Schnittstellenlogik zur Datenfusion funktionierte somit stabil und konnte im Testbetrieb in Echtzeit 

ausgeführt werden. 

Für zukünftige Entwicklungen wird, wie in der in AP2300 angesprochenen Weiterentwicklung basierend 

auf Faktorgraphen, die Asynchronität der Sensoren und Detektionen verschiedener Schiffe 

berücksichtigt, indem Trajektorien auch verspätet Beobachtungen zugeordnet bekommen können. 

2.7.4 Fazit – Gegenüberstellung Ziele & Ergebnisse 

Das Teilziel zur Synchronisation konnte vollständig umgesetzt werden. Der auf allen Versuchsträgern 

eingesetzte GNSS-Receiver (Septentrio Mosaic-H) diente als Zeitserver, wobei das Precision Time 

Protocol (PTP) mit Hardware-Zeitstempeln genutzt wurde. Dadurch lagen sämtliche Nachrichten eines 

Versuchsträgers innerhalb eines konsistenten Zeitbezugs mit Verzögerungen im Nano- bis 

Submikrosekundenbereich. Da jeder Versuchsträger einen eigenen Zeitserver betrieb, war darüber 

hinaus eine zeitliche Synchronisation über alle Plattformen hinweg gewährleistet. Das Modul wurde 

implementiert und erfolgreich im Versuchsbetrieb validiert. 

Das Teilziel, erkannte Objekte mit einer Rate von mindestens 1 Hz an der zentralen Steuerungseinheit 

bereitzustellen, konnte hingegen nicht realvalidiert werden. Als zentrale Instanz wurde die 

Recheneinheit der Deneb genutzt, da alle Versuchsträger durchgehend vernetzt waren. Die hierfür 

entwickelte Schnittstelle bettet dynamische und statische Objektinformationen in das Inter-Module-

Protocol (IMP) ein und stellt sie netzwerkweit bereit. Aufgrund der im Realbetrieb deutlich unter 1 Hz 

liegenden Inferenzzeit des Objekterkennungsmoduls wurde das Teilziel softwareseitig zwar erreicht, 

jedoch nicht praktisch bestätigt. 
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Das Teilziel zur Bereitstellung der Zustände aller Versuchsträger an der zentralen Steuerungseinheit 

wurde vollständig erfüllt und experimentell validiert. Das Navigationsfilter liefert Eigenzustände mit 100 

Hz im IMP-Format an das Netzwerk. Alternativ wurde auch die Bereitstellung der GNSS-Rohlösung mit 

10 Hz umgesetzt und getestet. Beide Varianten funktionierten stabil, womit das Teilziel erreicht wurde. 

Das Teilziel zur Entwicklung einer Simulationsumgebung wurde ebenfalls erfüllt. Die bestehende 

Simulationsumgebung „Gazebo“ aus GALILEOnautic 2 wurde so erweitert, dass alle drei 

Versuchsträger modellhaft abgebildet werden. Das spezifizierte Begegnungsszenario wurde integriert 

und die entsprechende Sensorik in der Simulation nachgebildet. Eine Kopplung an die entwickelte 

Software erfolgt über ROS 2. Damit steht eine vollständige Simulationsumgebung zur Validierung zur 

Verfügung. 

2.8 Integrationstests Umgebungswahrnehmung und lokale Optimierung [AP5100] 

In diesem Arbeitspaket war das Ziel, die Integration, Inbetriebnahme und Durchführung von 

Integrationstests zur Umgebungswahrnehmung, sowie der lokalen Navigationslösung und der 

Schätzung der Eigenschiffzustände auf den Versuchsträgern Messin, Bela, Deneb sicherzustellen. 

Im Projektzeitraum wurden auf allen drei Versuchsträgern mehrere Betriebstests durchgeführt. 

Einwöchige Testphasen fanden im März 2024 (Bela, Messin), im Juli 2024 (Deneb) sowie im April 2025 

(Bela, Messin) und im Mai 2025 (Bela, Messin, Deneb) statt. In diesen Zeiträumen wurden Hard- und 

Software in Betrieb genommen und überprüft. Die Teilsysteme für Kommunikation, Planung und 

Regelung, Navigation sowie Objekterkennung wurden zunächst separat getestet. Anschließend erfolgte 

eine integrative Inbetriebnahme, in deren Rahmen alle Systeme gemeinsam betrieben werden konnten. 

Lediglich das objektbasierte Tracking ließ sich aufgrund hoher Laufzeiten im Modul „Objekterkennung“ 

nicht im integrativen Betrieb erproben, wurde jedoch isoliert simulativ validiert. Das Arbeitspaket wurde 

insgesamt erfolgreich abgeschlossen. 

2.9 Integrationstests System und Abschlussdemonstration [AP5300] 

Das Ziel in diesem Arbeitspaket war die Integration, Inbetriebnahme und das ganzheitliche Testen des 

Gesamtsystems unter Berücksichtigung der vorher definierten Testspezifikationen. 

Im Mai 2025 wurden im Rahmen einer einwöchigen Testphase umfassende Erprobungen des 

Gesamtsystems mit den Versuchsträgern Deneb und Messin durchgeführt. Der Versuchsträger Bela 

stand aufgrund von Wartungsarbeiten nicht zur Verfügung und wurde daher simulativ in den Testablauf 

integriert. Die installierte Hardware- und Sensorkonfiguration auf den verfügbaren Versuchsträgern 

wurde vollständig in Betrieb genommen, gefolgt von mehreren Tests der einzelnen Teilsysteme. 

Anschließend konnten die vorgesehenen Szenarien „Head-On“ und „Crossing“ erfolgreich ausgeführt 

werden. 

Die Validierung der Objekterkennung war im Gesamttest nicht möglich, da die von der Deneb-Crew 

festgelegten Sicherheitsabstände größer waren als die effektive Detektionsreichweite der eingesetzten 

LiDAR-Sensorik. Infolgedessen konnte auch das darauf aufbauende objektbasierte Tracking nicht 

geprüft werden. Die Navigationslösung zur Schätzung des Eigenschiffzustands wurde hingegen 

erfolgreich validiert und lieferte ihre Ergebnisse stabil im Netzwerk aus. Das Planungsmodul 
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klassifizierte die Kollisionsszenarien zuverlässig und generierte geeignete Ausweichtrajektorien. Die 

Regelung demonstrierte im Gesamtsystem einen fehlerfreien Betrieb und folgte den vorgegebenen 

Trajektorien wie vorgesehen. Das Arbeitspaket konnte somit erfolgreich durchgeführt werden.  

3 Wichtige Positionen des zahlenmäßigen Nachweises 

Zur Erreichung der Projektziele wurde die RWTH Aachen in den Positionen Personalmittel, Sachkosten- 

und Investitionen und Reisemittel in einer Höhe von insgesamt 439.565,22 EUR gefördert. 

Ein detaillierter Nachweis der Mittelverwendung wurde dem Projektträger bereits übermittelt. Die 

Gesamtausgaben der RWTH Aachen betrugen 434.475,12 EUR. Davon entfallen 237.927,73 EUR auf 

Personalkosten für wissenschaftliches Personal und 22.514,07 EUR auf Beschäftigungsentgelte 

(studentische und wissenschaftliche Hilfskräfte). Personalmittel wurden für wissenschaftliche 

Mitarbeitende verwendet, die direkt an der Entwicklung der Automatisierungslösung beteiligt waren. 

Aufgrund der umfangreichen Entwicklungen im Projekt war dieser Einsatz unbedingt erforderlich. Neben 

wissenschaftlichen Mitarbeitenden wurden auch über die Projektlaufzeit hinweg studentische Hilfskräfte 

eingesetzt. Diese konnten in verschiedensten Bereichen des Projekts intensiv unterstützen und haben 

maßgeblich zum Erfolg des Projektes beigetragen. 

Die Ausgaben für Aufträge betrugen 41.888,00 EUR, 7.161,36€ wurden für allgemeine 

Verwaltungsausgaben verausgabt und 9.172,43 EUR wurden für Dienstreisen ausgegeben. Weiterhin 

wurden 115.811,55 EUR in Gegenstände über 800/410/400 EUR investiert. 

Sachkosten- und Investitionen entstanden vor allem durch die messtechnische Ausstattung der 

Versuchsfahrzeuge. Die größten Posten waren die LiDAR-Sensoren (76.319,46 EUR) und das Radar 

(15.270,37 EUR). Diese waren für die Umgebungserfassung (Objekterkennung und statische 

Kartierung) und das Objekttracking unabdingbar. Reisemittel wurden primär für Messkampagnen in 

Rostock verwendet. Sekundär wurden Reisemittel für ein Projekt-Treffen und die Projekt-

Abschlusspräsentation in Hamburg, sowie ein DLR-Symposium in Braunschweig eingesetzt. 

4 Notwendigkeit und Angemessenheit der geleisteten Arbeit 

Die fortschreitende Automatisierung im maritimen Verkehr eröffnet erhebliche Potenziale zur Steigerung 

der Sicherheit, Effizienz und Nachhaltigkeit des Schiffsverkehrs. Gleichzeitig stellt der wachsende 

Fachkräftemangel in der Binnenschifffahrt sowie der Bedarf an emissionsarmen und digital vernetzten 

Transportsystemen neue Anforderungen an Sensorik, Datenfusion und Entscheidungslogik an Bord. 

Um diese Entwicklungen wissenschaftlich zu fundieren und in die industrielle Praxis zu überführen, sind 

anwendungsnahe Forschungs- und Entwicklungsarbeiten in enger Kooperation zwischen Wissenschaft 

und Industrie erforderlich. 

Das Projekt GN2plus hat hierzu einen wesentlichen Beitrag geleistet. Durch die Entwicklung und 

Erprobung einer modularen Navigations- und Wahrnehmungsarchitektur auf mehreren 

Forschungsschiffen konnten wissenschaftliche Verfahren zur Umfelderfassung, Sensorkalibrierung, 

Zustandsschätzung und kooperativen Verkehrslagenfusion praxisnah untersucht und validiert werden. 

Die Arbeiten führten zu einem funktional integrierten Gesamtsystem, das LiDAR-, Radar- und GNSS-
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Daten mit inertialen Messgrößen und AIS-Informationen kombiniert und damit die Grundlage für 

zukünftige autonome Schiffssysteme schafft. 

Im Rahmen der Projektbearbeitung wurden bestehende Ansätze aus der Literatur, bzw. dem 

Vorgängervorhaben gezielt weiterentwickelt, softwaretechnisch umgesetzt und auf reale Versuchsträger 

übertragen. Besonders hervorzuheben ist die Integration des Navigationsfilters auf Basis eines Error-

State-Extended-Kalman-Filters, sowie das neu konzipierte Verfahren SIMPLE-C zur automatischen 

Multi-LiDAR-Kalibrierung. Ergänzend wurden Methoden zur Objektverfolgung und kooperativen 

Lagefusion implementiert, wodurch die Grundlage für vernetzte autonome Schiffe geschaffen wurde. 

Die gewährte Förderung war notwendig, da die durchzuführenden Entwicklungs- und 

Integrationsarbeiten über die Möglichkeiten der Grundfinanzierung deutlich hinausgingen. Es waren 

sowohl hardware- als auch softwareseitige Anpassungen an den Versuchsträgern (Deneb, Messin) 

erforderlich, ebenso umfangreiche Systemtests in realitätsnahen Szenarien im Hafen von Rostock. Der 

finanzielle und zeitliche Aufwand lag im Rahmen vergleichbarer anwendungsorientierter 

Forschungsvorhaben. 

Die Projektziele wurden inhaltlich erreicht: Die im Antrag definierten SMART-Ziele konnten erfüllt bzw. 

in technisch gleichwertiger Form umgesetzt werden. Die entwickelten Verfahren sind dokumentiert, 

publiziert und stehen der wissenschaftlichen Community sowie den Industriepartnern als offene 

Referenz zur Verfügung. 

Das Projekt verlief trotz technischer Herausforderungen planmäßig. Die hohe Komplexität des 

Sensornetzwerks, die maritime Versuchsumgebung und die Integration mehrerer 

Kommunikationsschnittstellen führten zu einzelnen Entwicklungsrisiken, die im Verlauf der Arbeiten 

erfolgreich gelöst wurden. Der erhebliche Aufwand für Systemaufbau, Tests und Validierung war 

notwendig und angemessen, um die wissenschaftlichen Erkenntnisse in funktionsfähige 

Demonstratoren zu überführen. 

Damit hat GN2plus maßgeblich dazu beigetragen, die Forschungsposition der RWTH Aachen und ihrer 

Partner im Bereich der autonomen maritimen Navigation und Sensorfusion nachhaltig zu stärken und 

die Grundlage für weiterführende, industrieorientierte Folgeprojekte zu schaffen. 

5 Voraussichtlicher Nutzen und Verwertbarkeit der Ergebnisse 

Im Folgenden werden die Umsetzung der im Antrag genannten Verwertungsabsichten dokumentiert. 

Dabei ist zu beachten, dass die RWTH als Universität zu rein wissenschaftlichen Zwecken am Vorhaben 

beteiligt ist und keine unmittelbare wirtschaftliche Verwertung der Projektergebnisse anstrebt. Nichts-

destotrotz ist aufgrund der Veröffentlichung der Projektergebnisse und der engen Zusammenarbeit mit 

den Projektpartnern ein positiver Einfluss auf zukünftige Entwicklungen zu erwarten.  

Die wissenschaftlichen Veröffentlichungen der Projektergebnisse sind Teil des Verwertungsplans, und 

werden hier gesondert in Abschnitt 7 dargestellt. Schutzrechte wurden von der RWTH keine angemeldet 

und es sind auch zukünftig keine Anmeldungen geplant.  
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5.1 Wissenschaftlich-technische Ergebnisse des Vorhabens im Vergleich zu den 
ursprünglichen Zielen, erreichte Nebenergebnisse und gesammelte wesentliche 
Erfahrungen 

Im Teilvorhaben der RWTH Aachen wurden die vorgesehenen wissenschaftlich-technischen Ziele der 

Verkehrslagenerkennung erreicht. Dazu gehören die Weiterentwicklung der Nahfelderkennung, die 

robuste Zustandsschätzung des Eigenschiffs, die Detektion und Verfolgung dynamischer und statischer 

Objekte sowie deren Bereitstellung für die kooperative Trajektorienplanung innerhalb des Verbunds. 

Die Erweiterung der LiDAR-basierten Objekterkennung wurde erfolgreich umgesetzt. Das angepasste 

PointPillars-Modell, trainiert auf einer umfassend ausgebauten Simulationsumgebung, ermöglichte im 

Nahbereich eine Detektion und Klassifikation kleiner Boote. In den Hauptszenarien war die reale 

Validierung aufgrund sicherheitsbedingter Mindestabstände und der stark erhöhten Inferenzzeit 

eingeschränkt. Ein zentrales technisches Ergebnis ist, neben der Objekterkennung selbst, die neue 

Multi-LiDAR-Kalibriermethode SIMPLE-C, die eine präzise und praxistaugliche extrinsische Kalibrierung 

auf großen Schiffen ermöglicht. 

Das Navigationsfilter wurde vollständig entwickelt und in den Versuchen erfolgreich validiert. Durch die 

Fusion von IMU- und RTK-GNSS-Messungen werden Position, Geschwindigkeit und Orientierung des 

Schiffes mit 100 Hz geschätzt und im Netzwerk bereitgestellt. Eine alternative GNSS-basierte Schätzung 

mit 10 Hz wurde ebenfalls implementiert. Die Zielvorgaben bezüglich Robustheit und Genauigkeit 

wurden erreicht. 

Ein bedeutendes zusätzliches Ergebnis ist die Entwicklung eines probabilistischen Occupancy-Grid-

Mapping-Verfahrens zur Abbildung statischer Hafenstrukturen. Durch die Fusion von LiDAR- und 

Radardaten entstand ein robustes zweidimensionales Kartenmodell, aus dem mittels polygonaler 

Segmentierung statische Objekte extrahiert werden können. Dieses Modul arbeitet in Echtzeit und liefert 

konsistente Karten, die vom Planungssystem unmittelbar genutzt werden können. 

Die Zustände aller Versuchsträger konnten über die IMP-Schnittstelle erfolgreich im Verbund 

bereitgestellt werden. Die Bereitstellung dynamischer Objektinformationen in Echtzeit war durch die 

geringe Ausführungsfrequenz des Erkennungsmoduls im Realversuch jedoch eingeschränkt. 

Die Synchronisation der Systeme aller Versuchsträger konnte erfolgreich mittels Precision Time Protocol 

(PTP) durchgeführt werden. Die Multi-Objektverfolgung und das Bereitstellen aller nötigen Informationen 

für die zentrale Steuerungseinheit konnte implementiert und konzeptionell gezeigt werden. 

Die Erprobungen verdeutlichten spezifische Herausforderungen maritimer Sensorik: große Distanzen, 

wasserbedingte Reflexionseffekte und eine geringe strukturelle Ausprägung der Umgebung. 

Gleichzeitig zeigte sich, dass simulationsbasierte KI-Modellierung für maritime Umgebungserfassung 

aufgrund geringer realer Daten unverzichtbar ist, der Sim-to-Real-Gap jedoch gezielter Kompensation 

bedarf. 

5.2 Wissenschaftliche und/oder technische Erfolgsaussichten nach Auftragende 

Die im Projekt GN2plus entwickelten Methoden und Algorithmen bilden eine solide Grundlage für 

weiterführende Forschungs- und Entwicklungsaktivitäten im Bereich der hochautomatisierten Binnen- 
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und Seeschifffahrt. Die wissenschaftlichen Erfolgsaussichten nach Projektende sind als sehr gut 

einzuschätzen, was sich konkret in bereits initiierten Folgeprojekten manifestiert. 

Folgeprojekte und wissenschaftliche Verwertung: 

Die erzielten Ergebnisse zur multimodalen Verkehrslagenerkennung, robusten Zustandsschätzung und 

kooperativen Informationsverteilung stärken die Position der RWTH Aachen im Forschungsfeld 

autonomer maritimer Systeme nachhaltig. Die neu entwickelten Komponenten, das SIMPLE-C-

Kalibrierverfahren, KI-gestützte Objekterkennung, multi-modale Multi-Objektverfolgung und robustes 

Navigationsfilter, eröffnen konkrete Anschlussmöglichkeiten für nationale und europäische 

Forschungsprojekte. Aktuell sind fünf Anträge in Vorbereitung:  

Im Antrag DemoBin (+0 bis +3 Jahre nach Projektende, Info zur Verwertungspflicht: 06.2026) wird 

die Weiterentwicklung von digitalen Testfeldern und Versuchsträgern für die Binnenschifffahrt 

adressiert. Ziel ist es, eine risikofreie und effiziente Erprobung sowie Zertifizierung von 

Automatisierungslösungen zu ermöglichen. Dazu werden reale Versuchsschiffe (ELLA, SNGS) und das 

digitale Testfeld VERA als offene Entwicklungs- und Validierungsplattformen ausgebaut. DemoBin 

fokussiert insbesondere auf die Generierung umfassender, annotierter Referenzdatensätze, die 

Entwicklung adaptiver Modelle und Regelungsstrategien für das Manövrieren, sowie die Integration und 

Erprobung von Bahnführungs- und Fernsteuerungsassistenzsystemen. Ein besonderer Schwerpunkt 

liegt auf der methodischen Vorbereitung und Erprobung von Zertifizierungs- und Bewertungsverfahren 

für automatisierte Systeme in der Binnenschifffahrt. 

In SmartHarbor (+1 bis +4 Jahre nach Projektende, Info zur Verwertungspflicht: 10.2026) sollen 

hafenseitig befestigte Sensortürme (LiDAR, Radar, GNSS) zur Echtzeitüberwachung des gesamten 

Hafens entwickelt werden, um die notwendige Lokalisiergenauigkeit für einfahrende und ausfahrende 

Schiffe bereitzustellen. Als Projektpartner sind Hafenbetreiber, Sensorhersteller und 

Forschungseinrichtungen vorgesehen. 

In GALILEOnautic 3 (+1 bis +4 Jahre nach Projektende, Info zur Verwertungspflicht: 10.2026) 

werden robuste Lokalisierungs- und Regelungsmethoden für hochautomatisierte Schiffe bei fehlenden 

oder gestörten GNSS-Signalen erforscht. Der multimodale Sensorfusionsansatz integriert neben GNSS 

auch Kamera, Radar und LiDAR, um durchgängig zuverlässige Lokalisierung bei Jamming, Spoofing 

oder in GNSS-abgeschatteten Bereichen zu gewährleisten. Projektpartner sind 

Forschungseinrichtungen und Technologieanbieter zur Validierung unter realen Bedingungen. 

Das Projekt AutoResBin („Resilienter Betrieb automatisiert fahrender Binnenschiffe“, +1 bis +4 Jahre 

nach Projektende, Info zur Verwertungspflicht: 10.2026) adressiert die Steigerung von 

Zuverlässigkeit und Sicherheit automatisierter Binnenschiffe. Im Fokus steht die Entwicklung und 

Erprobung von Methoden, die eine resiliente (also ausfall- und störungstolerante) Automatisierung 

ermöglichen. Dazu gehören u.a. die automatisierte Streckenfahrt mit Kollisionsvermeidung, der sichere 

Übergang zwischen unterschiedlichen Wasserstraßenbereichen sowie der Aufbau robuster 

Rückfallsysteme, wie etwa virtuelle Anker oder lokale Positionsbestimmung ohne GNSS. Ein weiterer 

Schwerpunkt liegt auf der Entwicklung von Methoden zur robusten Sensorfusion und GNSS-

unabhängigen Lokalisierung. Die Praxistauglichkeit der Systeme wird auf Versuchsschiffen 
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demonstriert. Ziel ist es, marktfähige Produkte zu schaffen, die den Personalbedarf reduzieren und die 

Wettbewerbsfähigkeit der Binnenschifffahrt stärken.  

Der Projektantrag AUTOGEN (HORIZON-RIA, +1 bis +5 Jahre nach Projektende, Info zur 

Verwertungspflicht: 12.2026) soll ein EU-gefördertes Forschungsprojekt werden, das darauf abzielt, 

durch die Integration generativer KI, multimodaler Wahrnehmung und agentenbasierter 

Entscheidungsfindung neue Maßstäbe für autonome maritime Systeme zu setzen. Im Unterschied zu 

bisherigen, meist deterministischen und auf einzelne Aufgaben spezialisierten maritimen 

Automatisierungslösungen verfolgt AUTOGEN einen hybriden Ansatz: Generative KI-Modelle wie 

Transformer und Diffusionsarchitekturen werden mit kontinuierlichem und evolutionärem Lernen sowie 

neuro-symbolischem Schließen kombiniert. Dadurch können heterogene Sensordaten (z.B. Bild, LiDAR, 

Akustik, Sprache) fusioniert werden, was Zero-Shot-Generalisation, einen robusten Sim-to-Real-

Transfer und komplexe Verhaltenssynthese ermöglicht. 

Netzwerke und Wissenstransfer (2024 bis fortlaufend, Info zur Verwertungspflicht: 03.2026): 

Die Projektergebnisse werden aktiv in das Kompetenznetzwerk innocam.NRW sowie in die Initiative 

Perspektive Rheinschifffahrt 2030 des MUNV (NRW) eingebracht. Diese Netzwerke dienen als 

Transferplattformen zwischen Forschung, Industrie und Politik. Die Zusammenarbeit mit 

Industriepartnern gewährleistet direkten Technologietransfer in die maritime Praxis. Das Projekt wurde 

außerdem auf dem Synergietreffen der DLR Explorer-Initiativen STE2024III und auf dem Artificial 

Intelligence Colloquium in Aachen 2025 vorgestellt. 

Einbindung in Lehrveranstaltungen (2025 bis +3 Jahre nach Projektende , Info zur 

Verwertungspflicht: 03.2026):  

Die im Projekt erworbene Fachkompetenz wurde in die Lehrveranstaltung „Navigation & Sensorfusion 

in der Regelungstechnik“ integriert. Diese Veranstaltung vermittelt einen systematischen Überblick über 

Verfahren und Konzepte der Navigation als zentrale Grundlage zukünftiger autonomer Mobilität. 

Behandelt werden sowohl die absolute (georeferenzierte) Positionsbestimmung mittels 

Satellitennavigation als auch die Nutzung bordeigener Sensorsysteme und deren Verknüpfung durch 

Methoden der Sensorfusion. Ergänzend werden Fragen der Datenintegrität sowie 

verkehrsträgerübergreifende Anwendungsbeispiele vorgestellt, um den Studierenden einen 

praxisnahen Gesamtblick auf moderne Navigationssysteme zu vermitteln.  

Studentische Arbeiten (-2 bis +1 Jahr nach Projektende, Info zur Verwertungspflicht: 12.2026): 

Im Rahmen der Projektdurchführung wurden zwei Masterarbeiten betreut: „Faktorgraph-Optimierung für 

kooperatives Multi-Objekt-Tracking in maritimen Umgebungen" und „Enhancing LiDAR-based 3D Object 

Detection using Unlabeled Data for Autonomous Navigation in Maritime Environments". Eine weitere 

Master- sowie Bachelorarbeit sind in Ausschreibung. 

5.3 Wissenschaftliche und wirtschaftliche Anschlussfähigkeit für eine mögliche 
notwendige nächste Phase bzw. die nächsten innovatorischen Schritte 

Durch die im Projekt GN2plus erzielten Fortschritte in den Bereichen multimodale Sensorik, KI-basierte 

Objekterkennung, Multi-Objektverfolgung und robuste Navigationsfilterung wurde die wissenschaftliche 

Position der RWTH Aachen im Feld autonomer maritimer Systeme deutlich gestärkt. Die im Projekt 
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entwickelten Komponenten bilden die Grundlage für mehrere weiterführende Forschungsrichtungen, die 

in zukünftigen Vorhaben aufgegriffen und ausgebaut werden können. 

Ein zentraler Fokus liegt auf der Echtzeitfähigkeit und Skalierbarkeit der Umfeldwahrnehmung. Die im 

Projekt gewonnenen Erkenntnisse zur Latenz, Datenrate und Reichweite der LiDAR-Objekterkennung 

eröffnen neue Forschungsfragen zu effizienteren KI-Algorithmen, Datenpipelines und zu Verfahren der 

sensorübergreifenden Fusion. Diese Entwicklungen ermöglichen langfristig den zuverlässigen Einsatz 

autonomer Systeme auch in dynamischen, komplexen Hafenbereichen. 

Ein weiterer innovatorischer Schritt ist die Sensorkalibrierung. SIMPLE-C hat gezeigt, dass maritime 

Multi-LiDAR-Setups praxistauglich kalibriert werden können. 

Im Bereich der kooperativen Automatisierung bietet das Projekt eine solide Grundlage für 

Forschungsarbeiten zu vernetzten Lagebildern, prädiktiver Kollisionsvermeidung und 

mehrschiffskoordinierten Manövern.  

Ein weiterer Schwerpunkt liegt auf der Reduktion des Sim-to-Real-Gaps. Die entwickelte Gazebo-

Simulationsumgebung und die gesammelten realen Daten und neue Ansätze für die Objekterkennung 

stellen eine wertvolle Basis dar, um KI-Modelle künftig robuster für reale maritime Bedingungen zu 

trainieren. 

Insgesamt eröffnet GN2plus zahlreiche Anschlussmöglichkeiten für eine „nächste Phase“. Themen wie 

robuste Navigationsfilter unter Störung oder Abschattung von GNSS-Signalen mithilfe multi-modaler 

Fusionsansätze oder das Verfolgen mehrerer Ziele mittels Faktor-Graph-Optimierung zur Fusion 

mehrerer Datenquellen bieten erhebliches Innovationspotenzial für Wissenschaft, Industrie und 

öffentliche Einrichtungen. 

6 Fortschritt auf dem Gebiet bei anderen Stellen 

Im Rahmen der Projektlaufzeit wurde kontinuierlich eine umfassende Analyse bestehender 

Forschungsvorhaben und technologischer Entwicklungen durchgeführt, die in direkter oder indirekter 

Verbindung zu den Projektzielen stehen. Die Ergebnisse dieser fortlaufenden Analyse wurden von allen 

Projektpartnern systematisch in einem Technologieradar dokumentiert. Die Recherche ergab, dass im 

Bereich der kooperativen, regelungsbasierten Schiffsführung unter sicherheitskritischen Bedingungen 

bislang keine vergleichbaren Forschungs- und Entwicklungsergebnisse vorliegen, die mit den verfolgten 

Entwicklungszielen übereinstimmen. 

Im internationalen Kontext der maritimen Automatisierung und autonomen Schifffahrt existieren 

zahlreiche relevante Forschungs- und Entwicklungsprojekte, die unterschiedliche Schwerpunkte im 

Bereich Navigation, Sensorfusion, Künstliche Intelligenz und Systemintegration setzen. Im Folgenden 

werden zentrale europäische und internationale Initiativen skizziert und gegenüber den Ergebnissen des 

Projekts GN2plus abgegrenzt. 

Ein wegweisendes europäisches Vorhaben war das Projekt MUNIN (Maritime Unmanned Navigation 

through Intelligence in Networks), das im Rahmen des 7. EU-Forschungsrahmenprogramms 

durchgeführt wurde. MUNIN hatte das Ziel, die technische und wirtschaftliche Machbarkeit 

unbemannter, autonomer Frachtschiffe zu demonstrieren. Im Fokus standen dabei die Entwicklung einer 
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autonomen Brückentechnologie, ferngesteuerte Leitstellen und die Integration von Sensorik für die 

Umfelderfassung. Während MUNIN mit der Demonstration eines teilautonomen Transatlantiktransports 

einen Meilenstein setzte, lag der Schwerpunkt stärker auf der Fernüberwachung und -steuerung als auf 

hochintegrierter, echtzeitfähiger Sensorfusion und kooperativer Verkehrslagenfusion, wie sie im 

GN2plus-Projekt realisiert wurde. 

Das finnische AAWA-Projekt (Advanced Autonomous Waterborne Applications Initiative) befasste sich 

mit der Entwicklung und Erprobung von Konzepten für autonome Schiffe, insbesondere unter 

Berücksichtigung von Sicherheit, Wirtschaftlichkeit und gesellschaftlicher Akzeptanz. Hier wurden 

verschiedene Sensorsysteme, KI-basierte Auswertungsverfahren und Kommunikationsarchitekturen für 

die Navigation und Kollisionsvermeidung entwickelt. Die AAWA-Initiative setzte wichtige Impulse für die 

Standardisierung und Regulierung autonomer Schifffahrt, während GN2plus insbesondere die 

technische Realisierung und Validierung von Sensorfusion und Navigationsalgorithmen auf 

Forschungsschiffen in den Vordergrund stellte. 

Das europäische Großprojekt Sea Traffic Management (STM) verfolgte einen systemischen Ansatz 

zur Digitalisierung und Vernetzung des Seeverkehrs. Ziel war die Entwicklung eines digitalen 

Verkehrsleitsystems, das Schiffe, Häfen und Behörden über standardisierte Schnittstellen in Echtzeit 

miteinander verbindet. Im Rahmen von STM wurden innovative Dienste wie die Routenoptimierung, 

kollaborative Entscheidungsfindung und die Integration von Navigationsdaten in großem Maßstab 

erprobt. Im Unterschied zu GN2plus adressiert STM primär die Makroebene des 

Verkehrsmanagements, während GN2plus die mikroskopische, sensorgestützte Wahrnehmung und 

Entscheidungsfindung an Bord autonomer Schiffe in den Fokus rückt. 

Ein weiteres zentrales Testfeld für autonome Schifffahrt ist das Trondheimsfjorden Test Area in 

Norwegen. Diese maritime Testumgebung wurde geschaffen, um innovative Navigations-, Sensorik- 

und Kommunikationssysteme unter realen Bedingungen zu erproben. Zahlreiche norwegische und 

internationale Projekte, darunter das YARA Birkeland-Projekt (erstes autonomes, elektrisch 

betriebenes Containerschiff), nutzen dieses Testfeld für die Validierung von Automatisierungslösungen. 

Während in Norwegen der Schwerpunkt auf der infrastrukturellen Erprobung und der Demonstration 

autonomer Fahrfunktionen liegt, bietet GN2plus einen stärker software- und algorithmusgetriebenen 

Ansatz zur Echtzeit-Sensorfusion und kooperativen Lageerkennung. 

Im europäischen Kontext ist zusätzlich AEGIS (Advanced, Efficient and Green Intermodal Systems) von 

Bedeutung. Das Horizon 2020-Projekt entwickelt KI-gestützte und automatisierte Logistiklösungen für 

die Binnen- und Küstenschifffahrt. Ziel ist es, durch autonome und ferngesteuerte Schiffe, intelligente 

Umschlagplätze und digitale Plattformen multimodale Transportketten effizienter, nachhaltiger und 

digital vernetzter zu gestalten. Die Integration von Sensorik, Datenfusion und Entscheidungslogik steht 

dabei im Mittelpunkt, um den Gütertransport flexibler und ressourcenschonender zu machen. AEGIS 

bindet Partner aus Wissenschaft, Industrie und Logistik ein und demonstriert die entwickelten Lösungen 

in der Praxis ⁠. 

Im asiatischen Raum ist insbesondere das südkoreanische KASS-Projekt (Korea Autonomous Surface 

Ship Project) hervorzuheben, das einen ganzheitlichen Ansatz zur Entwicklung autonomer Schifffahrt 
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verfolgt. KASS adressiert alle wesentlichen Technologiebereiche: Es werden hochpräzise Navigations- 

und Pfadplanungsalgorithmen, automatische An- und Ablegemanöver, KI-basierte Situationsbewertung 

sowie neue Kommunikationsstandards wie VDES und 5G für die maritime Kommunikation entwickelt. 

Ergänzt wird dies durch umfassende Cybersecurity-Lösungen, Fernüberwachungs- und 

Steuerungssysteme, Asset Management, AR-gestützte Wartung und ein weitreichendes Test- und 

Validierungsökosystem. Das Projekt bindet zahlreiche Universitäten, Forschungsinstitute und 

Industriepartner ein und zielt auf internationale Standardisierung sowie die Kommerzialisierung 

autonomer Schifffahrt ab. Ein besonderer Fokus liegt auf der Entwicklung von Prototypen, Testbeds und 

der Definition von Standards für die IMO⁠. 

Ein weiteres Leuchtturmprojekt ist MEGURI2040 aus Japan. Unter Federführung der Nippon Foundation 

wird dort die Entwicklung und Erprobung vollautonomer Küsten- und Fährschiffe vorangetrieben. Das 

Projekt adressiert gezielt den Fachkräftemangel und die hohe Unfallrate durch menschliches Versagen 

in der japanischen Küstenschifffahrt. Im Rahmen von MEGURI2040 wurden bereits mehrere 

erfolgreiche Demonstrationsfahrten mit autonomen Schiffen durchgeführt, bei denen KI-basierte 

Navigation, Sensorfusion und Fernüberwachung zum Einsatz kamen. Ziel ist es, die entwickelten 

Technologien in die industrielle Anwendung und internationale Standards zu überführen ⁠. 

Im Bereich der Binnenschifffahrt ist das deutsche Projekt Solgenia hervorzuheben, das sich mit der 

Entwicklung und Erprobung intelligenter Navigations- und Assistenzsysteme für die Rhein- und 

Binnenschifffahrt befasst. Hier werden ähnlich wie bei GN2plus umfangreiche Sensorsysteme (u.a. 

Radar, LiDAR, Kamera) zur Umfelderfassung eingesetzt, wobei ein besonderes Augenmerk auf die 

Energieeffizienz und die Integration in bestehende Verkehrsmanagementsysteme gelegt wird. Die 

Hochschule Konstanz arbeitet zudem mit der Bodensee-Schifffahrt zusammen und testet auf der MS 

Mainau adaptive Regelungs- und Assistenzsysteme, wobei die Fusion von Sensordaten zur 

Optimierung der Fahrdynamik und Energieeffizienz im Mittelpunkt steht. Im Vergleich hierzu geht 

GN2plus mit dem SIMPLE-C-Kalibrierverfahren und der Echtzeit-Objektverfolgung einen Schritt weiter 

in Richtung automatisierter, kooperativer Navigation und Systemintegration. 

Nicht zuletzt ist das niederländische Joint Industry Project AI-Sail des MARIN-Instituts zu nennen, das 

sich auf den Einsatz von Künstlicher Intelligenz und Deep Learning für die autonome Navigation und 

Entscheidungsunterstützung konzentriert. Hier werden Methoden zur datengetriebenen 

Trajektorienvorhersage, zur robusten Objekterkennung und zur Optimierung von Manövern entwickelt 

und in realen Testumgebungen validiert. Während AI-Sail insbesondere die KI-gestützte 

Entscheidungsfindung adressiert, legt GN2plus den Fokus auf die Verbindung klassischer 

Navigationsverfahren (z.B. Extended Kalman Filter), praxistauglicher Sensorkalibrierung und 

kooperativer Lagefusion in komplexen maritimen Szenarien. 

Zusammenfassend lässt sich festhalten, dass die genannten Projekte jeweils spezifische Aspekte des 

autonomen und automatisierten Schiffsverkehrs adressieren, sei es auf der Ebene der 

Systemintegration, der KI-basierten Entscheidungsfindung, der Infrastrukturentwicklung oder der 

Echtzeitdatenfusion. Das Projekt GN2plus nimmt im internationalen Vergleich eine Vorreiterrolle ein, 

indem es die praxistaugliche Integration und Validierung modularer Navigations- und 
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Wahrnehmungssysteme mit Fokus auf Sensorfusion, Kalibrierung und kooperative Lageerkennung in 

realen maritimen Umgebungen demonstriert und damit eine Brücke zwischen Grundlagenforschung und 

industrieller Anwendung schlägt. 

7 Erfolgte und geplante Veröffentlichungen der Ergebnisse 

• N. Eisenblätter, T. Rehbronn, M. Kurowski, D. Benz, H. Vallery, und T. Jeinsch, „Automated 

Maneuvering of Networked Vessels in Confined Waters“, J. Phys. Conf. Ser., Bd. 3123, Nr. 1, S. 

012020, Okt. 2025, doi: 10.1088/1742-6596/3123/1/012020. 

• T. Rehbronn, M. Viehl, H. Vallery, T. Reuscher (2026), “SIMPLE-C: Multi-LiDAR Extrinsic 

Calibration using a Simple Moving Reflective Target in Feature-Sparse Maritime Environments”  

IEEE Robotics and Automation Letters (under review) 

Veröffentlicht – Sonstiges: 

• T. Rehbronn, “GALILEOnautic2+: Networked cooperative maneuvering in safety-critical areas,” 

Poster at Artificial Intelligence Colloquium (AIC), RWTH Aachen University, 2025, online: 

https://publications.rwth-aachen.de/record/1005433 

Veröffentlichung geplant: 

• “Improving Multi-LiDAR Calibration through Cluster-Information Weights” T. Rehbronn, C. 

Schulte, H. Vallery. Internationales, Peer-Reviewed Conference Paper 

Geplante Einreichung Q1 2026 bei IEEE International Conference on Multisensor Fusion and 

Integration for Intelligent Systems (MFI) 

• „Continuous Data Association in Factor Graph Optimization for Maritime Multi-Target Tracking”, 

T. Rehbronn, M. Viehl, C. Schulte, H. Vallery. Internationales, Peer-Reviewed Conference Paper 

Geplante Einreichung Q1 2026 bei IEEE Intelligent Transportation Systems Conference (ITSC) 
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