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1 Zusammenfassung 
Die wesentlichen Innovationen im Fahrzeug (~ 90%) beruhen auf Mikroelektronik, an deren 
Entwicklung und Produktion die gesamte Automobillieferkette beteiligt ist. Es ist daher 
unabdingbar, die sich ständig weiterentwickelnden neuen Möglichkeiten der Halbleiterindustrie 
und Elektronik möglichst schnell in die Entwicklung neuer Fahrzeuge einfließen zu lassen.  

Dieses Vorhaben adressierte in dem BMWK-Förderaufruf „Künstliche Intelligenz als 
Schlüsseltechnologie für das Fahrzeug der Zukunft“ den Teilschwerpunkt (C) KI-Verfahren in der 
Fahrzeugentwicklung <=> KI-Methoden in der Simulation. 

Um Entwurfsprozesse für zukünftige KFZ-Elektroniksysteme optimal zu unterstützen und zu 
automatisieren ist – aufgrund der deutlich zunehmenden Systemkomplexität auf dem Weg zum 
autonomen und möglicherweise elektrisch angetriebenen Fahrzeug – der Einsatz von KI-Modulen 
unbedingt erfordert. Die dabei erforderlichen F+E-Schritte sind so umfangreich, dass sie zukünftig 
nur mit Hilfe einer KI-basierten Plattform in ausreichend kurzer Zeit und mit vertretbarem 
Kostenaufwand erfolgreich umgesetzt werden können. 

Ziel des Projektes war es, durch den kooperativen Betrieb von KI-Systemen Elektroniksysteme 
(adressiert werden sollen alle in der SAE J3016 genannten Ebenen (no driving automation (level 0) 
to full driving automation (level 5)) schneller und zuverlässiger zu entwickeln, um somit für 
zukünftige Schlüsseltechnologien für die Automobilindustrie eine weltweit wirkende Innovations- 
und Technologieführerschaft der beteiligten Unternehmen zu erreichen. Typische elektronische 
Komponenten sind zum Beispiel: ABS oder ESP bzw. ACC. Weiterhin sollen hier genannt werden: 
Umfelderfassung durch kompakte Sensorik sowie die Sensordatenfusion und -interpretation in 
Echtzeit mittels leistungsfähiger Steuereinheiten und Multiprozessorsysteme. Zur Entwicklung 
sicherer und zuverlässiger elektronischer Komponenten und Systeme sind u. a. neue Entwurfs- 
und Validierungsmethoden auf KI-Basis notwendig.  

Thematisch und organisatorisch wurden die F+E-Arbeiten der Projektpartner mittels der 
Anwendungsebenen #1: PCB-Entwurf/AVT und #2: IC-Entwurf/Sensorik) (KI-Module) adressiert. 

Durch Anordnung domänen- und applikationsspezifischer Schnittstellenmodule um einen 
leistungsfähigen KI-Kern wurde eine gute Portabilität und Übertragbarkeit der technischen Lösung 
auf die individuellen Entwurfsprozesse der beteiligten Industriepartner sichergestellt. 

Durch die Einbindung von KI-Modulen in den Entwurfsprozess sollte die Systementwicklung durch 
KI-basiertes Feedback und Unterstützung des Entwicklers beschleunigt und gleichzeitig die 
funktionale Sicherheit des Entwurfes erhöht werden, um anschließend Entwurfsprozesse 
schrittweise weiter automatisieren zu können. Aufgrund der hohen Anforderungen an 
Innovationsgeschwindigkeit, Sicherheit und Effizienz besitzt dieser Ansatz insbesondere für 
elektronische KFZ-Anwendungen mit automatisierten Fahrfunktionen eine sehr hohe Relevanz. 

Die an dem Vorhaben beteiligten Partner (1 Tier1; 2 Tier2; 1 EDA-Unternehmen; 8 KMU; 6 F+E Ein-
richtungen und 1 mittelständischer Cloud-Provider (GAIA-X Schnittstelle)) decken alle 
erforderlichen Komponenten der Wertschöpfungskette ab. 

2 Ziele 

2.1.1 Bisherige Arbeiten des Antragstellers 
07-LUMI 



   

 

 

Unternehmensvorstellung 

Luminovo ist ein 2017 gegründetes Münchener Unternehmen, welches zunächst 
branchenübergreifend Firmen entlang der gesamten Wertschöpfungskette im Bereich KI 
unterstützt hat: Vom Verstehen und Beratung zu KI-Anwendungsfällen bis hin zur Umsetzung und 
nachhaltigen Implementierung von KI-Systemen. Dabei hat sich Luminovo auf die zwei Bereiche 
Natural Language Processing (NLP) und Computer Vision (CV) spezialisiert. Seit Ende 2019 hat sich 
Luminovo zu einem produktorientierten Unternehmen entwickelt, und entwickelt ein 
umfassendes Elektronik-Betriebssystem, dass auf intelligenten Algorithmen und einem 
kooperativen Ansatz basiert, um eine nahtlose Kommunikation über die gesamte 
Wertschöpfungskette zu ermöglichen und Engineering und Overhead-Prozesse zu optimieren.  

Projektbezogene Kompetenzen und Schwerpunkte 

Luminovo bringt ins Förderprojekt die langjährige Erfahrung und Kompetenz im Bereich des 
maschinellen Lernens und NLP, sowie die gesammelte Erfahrung im Bereich der 
Elektronikentwicklung ein. Ihr Team kombiniert fundierte Kenntnisse über Software und KI mit 
elektrotechnischem Know-how und ist bestrebt, den technologischen Fortschritt in der 
Elektronikindustrie mithilfe von progressivKI zu beschleunigen. Für die Bearbeitung des Projekts 
wird Luminovo vorrangig bei der Analyse der Anforderungen und Spezifikation, der 
Datengenerierung und Aufbereitung und der Implementation der modular strukturierte KI-
Plattform unterstützten. Insbesondere liegt hier der Fokus auf der KI-gestützten 
Informationsextraktion, um Informationen von elektronischen Komponenten aus semi-
strukturierten Datenblättern in Echtzeit für beteiligte Stakeholder im Entwicklungsprozess über die 
KI-Plattform verfügbar zu machen. 

Relevante Vorgängerprojekte 

Luminovo hat als Entwicklungsdienstleister über 30 Projekte mit KMUs und DAX Konzernen im 
Bereich der Bild- und Textverarbeitung durchgeführt. Im Rahmen eines erfolgreichen Projektes mit 
Infineon hat Luminovo einen KI-Algorithmus zur Erkennung von Neuerungen entwickelt, der die 
Redundanz in Simulationen reduzieren kann. Durch den Algorithmus kann der Kunde 2.400.000 
Stunden Rechenzeit, sowie einen zweistelligen Millionenbetrag pro Chipdesign einsparen und die 
Time-to-Market um 3 Monate verkürzen. In einem vom BMBF geförderten Forschungsprojekt 
hatte Luminovo die Möglichkeit eine Infrastruktur zur KI-basierten Verarbeitung von 
unstrukturierten Dokumenten zu entwickelt. Die Technologie, welche maschinelles Lernen und 
menschliche Fähigkeiten kombiniert, hilft repetitive Prozesse wie Inhaltsüberprüfung und 
Datenextraktion aus Dokumenten zu automatisieren.  

  

3 Technische Ergebnisse 

3.1.1 Teilaufgabe 1.3: KI-Module/KI-Algorithmen/Analyse Synergien 
Teilbeitrag 1.3.7:  Analyse von KI-Algorithmen zur Erkennung von Gerber-Dateien (07-LUMI) 

Ziele 

 Analyse von KI-Algorithmen und Open-Source Deep Learning-Algorithmen zur Extraktion 
relevanter Daten aus Gerber-Dateien. Analyse von Computer Vision Algorithmen zur Layer-
Klassifiizerung von Gerber-Dateien. Auswahl und Konzeption einer geeigneten Modellarchitektur 



   

 

 

zur automatischen Identifikation und Klassifikation von relevanten Informationen auf Gerber-
Dateien unter Berücksichtigung der geometrischen, visuellen und textlichen Merkmale. 

 

Problemstellung  

 Es gibt eine große Anzahl an KI-Frameworks die sich zur Implementierung der im Rahmen von 
ProgressivKI angegangenen Projekte eignet. Zunächst galt es also die besten Open-Source-
Frameworks zur späteren Implementierung auszuwählen. 

 

Lösungsweg und Ergebnisse  

Die wichtigsten Kriterien für die Auswahl der Frameworks waren 

• Bekanntheit mit unseren Mitarbeitern 

• Generelle Bekanntheit und damit verbundener Support in der Open-Source-Community 

Unsere Wahl zur Implementierung der KI-Algorithmen fiel auf PyTorch Lightning (für die 
Modellarchitektur) und ray.tune (für die Hyperparameter-Suche). Für das Pre-processing der 
Daten und die Implementierung der Metriken (zur Analyse der Performance der Modelle) fiel 
unsere Wahl auf die komplementären Open-source-Pakete torchmetrics (für die Implementierung 
der Metriken) und sklearn und torchvision (zum Pre-processing der Daten). 

 

3.1.2 Teilaufgabe 1.4: KI-Module für KI-Plattformen der Anwendungsebenen #1 - 
#2 + Struktur der KI-Plattformen 

Teilbeitrag 1.4.7:  Festlegung KI-Architektur zur Informationsextraktion aus Datenblättern (07-
LUMI) 

Ziele 

Auswahl und Konzeption einer geeigneten Modellarchitektur zur automatischen Extraktion von 
relevanten Informationen aus Gerber-Dateien aus unterschiedlichen ECAD-Programmen unter 
Berücksichtigung der geometrischen, visuellen und textlichen Merkmale. 

Problemstellung  

Um später ein KI-Modell trainieren und auswerten zu können, muss zunächst eine geeignete 
Modellarchitektur ausgewählt werden für die zwei Anwendungsfälle Gerber2Layer und PCB Panel 
Counter. 

Lösungsweg und Ergebnisse  

Da die Konzeption einer komplett neuen Architektur den Rahmen dieses Projektes sprengen 
würden, haben wir uns auf die Auswahl verschiedener in der Forschung gut dokumentierter Deep 
Learning Modelle begrenzt. 

Nach der initialen Recherche und Durchführung erster Experimente, haben wir uns auf die ResNet-
18 und ResNet-50 KI-Architekturen für die Bild-Analyse entschieden. Beide haben sich als leicht zu 
trainierende und leistungsstarke Architekturen in vielen anderen Anwendungen bewiesen. Diese 
Architektur wurde sowohl für den Gerber2Layer (mit einem KI-Modell automatisiert jede Lage der 



   

 

 

Gerber-Dateien zu klassifizieren) als auch für den PCB Panel Counter (mit einem KI-Modell 
automatisiert die Anzahl der PCBs auf einem Panel zählen) Anwendungsfall ausgewählt. Beim PCB 
Panel Counter wurde zudem ein Random Forest Modell ausgewählt (ein Standard-Algorithmus des 
klassischen Machine Learnings). 

3.2 Arbeitspaket 2: KI-Datenaufbereitung/-generierung  

3.2.1 Teilaufgabe 2.2: Test-/Lerndatenerzeugung  
Teilbeitrag 2.2.7:  Datenvorverarbeitung und Datentransformation zur Erzeugung von Ziel-
Datensätzen für das Training von aus-gewählten KI-Algorithmen (07-LUMI) 

Ziele 

Datenvorverarbeitung und Datentransformation zur Erzeugung des Ziel-Datensatzes für das 
Training von KI-Modellen (e.g., wie künstlichen Neuronalen Netzen). Vereinheitlichung der 
Datenstruktur und Datenformate der Gerber-Dateien aus unterschiedlichen ECAD-Programmen. 
Methoden zur Erkennung von Abhängigkeiten, Verteilungen und Merkmalsausprägungen in den 
strukturell unterschiedlichen Gerber-Dateien mithilfe von statistischen und numerischen 
Methoden und Datenvisualisierungen. 

 

Problemstellung  

Die Verarbeitung von Gerber-Dateien, welche aus unterschiedlichen ECAD-Programmen stammen, 
stellt eine zentrale Herausforderung dar, da diese Dateien in verschiedenen Datenstrukturen und 
Formaten vorliegen. Für das Training von KI-Modellen, wie künstlichen neuronalen Netzen, ist es 
notwendig, die Daten zu vereinheitlichen und zielgerichtet aufzubereiten. Darüber hinaus müssen 
Abhängigkeiten, Verteilungen und Merkmalsausprägungen der Gerber-Daten analysiert und 
aufbereitet werden, um einen robusten und nutzbaren Datensatz (bestehend aus Train-, 
Validation- und Test-Set) für spezifische KI-Anwendungsfälle wie die Layer-Klassifikation oder das 
Zählen von PCBs auf Panels zu erstellen. 

 

Lösungsweg und Ergebnisse  

 Eine Pipeline wurde implementiert, die Gerber-Dateien verschiedener ECAD-Programme 
verarbeitet und für jeden Layer ein Bild (.jpeg) generiert. Diese Bilder dienen als Grundlage für die 
Erstellung gelabelter Datensätze zur Entwicklung von KI-Algorithmen für den Gerber2Layer und 
PCB Panel Counter Anwednungfall. Zudem wurden alle gängigen data-preprocessing-Techniques 
im Computer Vision Bereich auf ihre Anwendbarkeit auf aus Gerber-Dateien generierten Bildern 
geprüft und als data-preprocessing-Pipeline implementiert. Diese beinhaltetet Transformationen, 
u.a. eine Normalisierung (um Mean auf 0 und Standard Deviation auf 1 zu bringen), 
Transformation in einen Tensor und Resizing-Algorithmen, Transformation von Farbe zu Grayscale 
und Salt und Pepper (eine Transformation, bei der zufällige Pixelwerte in Bildern auf 0 gesetzt und 
gelöscht werden). Gängige Augmentierungen wie Flipping und ColorJitter wurden als nicht sinnvoll 
für Gerber-Bilder erkannt.  

Die Pipeline wurde sowohl zur Datenvorbereitung für den PCB Panel Counter Anwendungsfall und 
den Gerber2Layer-Anwendungsfall genutzt.  



   

 

 

In beiden Fällen generierte ein manueller Labeling-Prozess die notwendige Ground Truth, wodurch 
ein umfangreicher Datensatz entstand, der in Trainings-, Validierungs- und Test-Sets aufgeteilt 
werden kann. Die Ergebnisse legen eine solide Grundlage für die weitere Optimierung und 
Anwendung der KI-Modelle.  

Für den PCB Panel Counter wurden 3427 Bilder generiert, die eine Vielzahl unterschiedlicher 
Leiterplatten abbilden. Für Gerber2Layer wurde ein mehrere Hundert Datenpunkte umfassendes 
Datenset erstellt. 

Die genauen Labels und Anzahl Datenpunkte der beiden Anwendungsfälle können der 
untenstehenden Tabelle entnommen werden. 

 
Tabelle 1: Übersicht des erstellten Datensatzes für den Gerber2Layer Anwendungsfall aus Gerber-
Dateien und zugehörigen Labels der Layer 

 
Abbildung 1: Auflistung des Datensets für den PCB Panel Counter Anwendungsfall 

 



   

 

 

Abbildung 2: Detaillierte Auflistung des Datensets für den PCB Panel Counter Anwendungsfall 

3.2.2 Teilaufgabe 2.4: Entwicklung und Validierung eines Meta-Algorithmus    
Teilbeitrag 2.4.7:  Entwicklung eines Meta-Algorithmus: Konzeption und Festlegung eines 
geeigneten KI-Frameworks (07-LUMI) 

Ziele 

Konzeption, Kombination und Auswahl von relevanten Open-Source Algorithmen und 
Performance-Metriken zur KI-basierten Erkennung und Extraktion der Informationen aus Gerber-
Dateien. 

Problemstellung  

Bei der Auswahl geeigneter Open-Source-Algorithmen und Performance-Metriken, stellt die  die 
Ungleichverteilung der Labels im Datensatz eine besondere Herausforderung dar, da dadurch die 
Analyse der Modell-Performance verfälscht werden kann. Darüber hinaus muss das eingesetzte 
Framework flexibel genug sein, um unterschiedliche KI-Algorithmen effizient zu implementieren 
und anzupassen. 

Lösungsweg und Ergebnisse  

Für die Entwicklung des KI-Frameworks wurden auch hier PyTorch Lightning und ray.tune 
ausgewählt, die sich gut für die Implementierung verschiedenster Open-Source Algorithmen 
eignen. In einem weiteren Schritt wurde die Performance-Metrik “Balanced Accuracy” definiert: 
einer Art “averaged Recall” die in Fällen wie unseren glänzt, wenn die Labels im Datenset sehr 
ungleich verteilt sind und wir verhindern wollen, dass einzelne Klassen die Performance-Analyse 
dominieren. Zudem haben wir die Erzeugung von sogenannten “Confusion Matrices” 
implementiert, die sowohl bei der qualitativen (welche Klassen werden mit welchen Klassen 
verwechselt) und quantitativen (wie oft?) Performance-Analyse dienlich sind. 

Das bisher entwickelte KI-Framework (inkl. der ausgewählten Open-Source Algorithmen und 
Performance-Metriken) wurde dann auf seine Anwendbarkeit auf den PCB Panel Counter-
Anwendungsfall geprüft. Das Ergebnis fiel positiv aus und es wurden nur kleine Anpassungen 
getätigt (wie die Implementierung einer standardmäßigen “Accuracy”-Metrik, statt der für 
“unbalanced” Datensets geeignete “Balanced Accuracy”). 

3.2.3 Teilaufgabe 2.5: Datenbasierte Trainings-/Lernmodule    
Teilbeitrag 2.5.7:  Datenbasierte Aufbereitung und Datenaufteilung von Bauelement-
Datenblättern (07-LUMI) 

Ziele 

Aufteilung und Aufbereitung der Eingangs- und Ausgangsdaten der Gerber-Dateien in einen 
Trainings-, Validierungs-, und Testdatensatz unter Berücksichtigung der aus B2.4.7 identifizierten 
relevanten Merkmale, um eine hohe Generalisierbarkeit der KI-Modelle zu gewährleisten. 

Problemstellung  

Die Generalisierbarkeit von KI-Modellen für die Verarbeitung von Gerber-Dateien erfordert eine 
sorgfältige Aufbereitung und Aufteilung der Daten in Trainings-, Validierungs- und Testdatensätze. 
Dabei müssen die strukturellen Unterschiede der Gerber-Dateien, die uneinheitliche Qualität der 



   

 

 

Labels sowie die Herausforderungen bei der Sicherstellung konsistenter Datenaufteilungen 
berücksichtigt werden. 

Lösungsweg und Ergebnisse  

 Für den Gerber2Layer-Anwendungsfall wurden ein paar hundert Gerber-Dateien von 
unterschiedlichen Leiterplatten und unterschiedlichen ECAD-Programmen gesammelt und mithilfe 
der Pipeline aus 2.2.7. für alle Layer Bilder aus den Dateien generiert. Der gesamte Datensatz 
wurde dann im ersten Durchgang mit Hilfe von Heuristiken (die auf den Dateiendungen, Namen 
und einer sogenannten FileFunction aus der Gerber-Spezifikation basieren) gelabelt (das Label ist 
die Art der Layer, z.B. SoldermaskTop, SoldermaskBottom, CopperTop, CopperBottom etc.). Im 
Nachgang wurde dann nochmal von Hand jedes einzelne Bild kontrolliert und gegebenenfalls 
angepasst. Im Anschluss wurde ein Train/Val Split durchgeführt, bei dem sicher gestellt wurde, 
dass alle Layers von einer Leiterplatte zusammenblieben (sich also entweder im Train oder Val-
Datensatz wiederfinden) um so eine bessere Generalisierung zu erlauben und feststellen zu 
können. 

 
Tabelle 2: Split des Datensatzes in Train, Validation und Test-Set 

Für den PCB Panel Counter Anwendungsfall, wurden 3427 Bilder von Leiterplatten (aus den 
Gerber-Dateien erstellt) gesammelt. Vor der Datenaufteilung der mehreren tausend neuen 
Gerber-Dateien, bedarf es einem “Labeling” (dem Hinzufügen des korrekten Wertes den das KI-
Modell nachher vorhersagen soll) der Dateien. Hierzu wurde ein Labeling-Frontend implementiert 
und getestet, das uns erlaubt Datei für Datei die korrekte Anzahl an Leiterplatten in den Gerber-
Dateien einzutragen.  

Das entwickelte “Labeling”-Tool wurde genutzt um die 3427 Bilder korrekt zu labeln. Bei 94 der 
Bilder war das Ergebnis zweideutig und die Bilder wurden von dem Datensatz entfernt (siehe 
Abbildung 1 und Abbildung 2). Danach wurde der Datensatz in ein Train-, Validations- und Test-Set 
gesplitted, und in die End-to-End Trainings- und Evaluierungspipelines für den Panel Counter Use-
Case integriert. Um diese Pipelines leichter zwischen mehreren Maschinen transferieren zu 
können (hilfreich um parallel Hyperparameter-Tuning durchführen zu können), wurden zusätzlich 
unterschiedlichen Bildkompression-Algorithmen ausprobiert um die Größe in MB des Datensatzes 
(aller drei Splits) zu reduzieren. Um die Performance des fertigen Modells nicht zu beinträchtigen 
wurde am Ende allerdings doch der Datensatz ohne Kompression verwendet. 



   

 

 

3.3 Arbeitspaket 3: Verzahnte Entwicklung von Automobilkomponenten 

3.3.1 Teilaufgabe 3.1: Framework KI-Module für AW-Ebenen #1 und #2 + 
Optimierung KI-Module  

Teilbeitrag 3.1.7:  Implementierung ML-Architektur und Optimierung für Datenanalyse (07-LUMI) 

Ziele 

Implementierung und Initialisierung einer geeigneten Modellarchitektur für eine KI-basierten 
Erkennung und Extraktion von relevanten Informationen auf strukturell unterschiedlichen Gerber-
Dateien.. 

Problemstellung  

Die Wiederverwendbarkeit der Modellarchitektur und Integration in eine End-to-End-Pipeline 
stellen die zentrale Herausforderung dar bei der Implementierung mit Hilfe des ausgewählten KI-
Frameworks. 

Lösungsweg und Ergebnisse  

Das in 1.4.7. erwähnten KI-Modelle (ResNet 18 und ResNet 50) wurden mit PyTorch-Lightning in 
einer End-to-End-Pipeline implementiert. Diese erlaubt die Hyperparameter-Parametrisierung, um 
eine Anpassung auf unser spezifischen Datensatz zu erlauben, und beinhaltet zudem die 
Datenaufbereitung und Pre-processing als auch die Verknüpfung der Modelle mit den 
Performance-Metriken (siehe Teilbeitrag 1.3.7.) 

Die für den Gerber2Layer-Anwendungsfall implementierte End-to-end Pipeline (basiered auf 
PyTorch Lightning) wurde wo nötig erweitert und getestet um auch für den PCB Panel Counter 
Anwendungsfall wiederverwendet werden zu können. 

3.3.2 Teilaufgabe 3.3: Implementation spezifischer und vor-trainierter KI-Module 
für die Anwendungsebenen #1 und #2 

Teilbeitrag 3.3.7:  Implementation produkt-spezifischer vortrainierter KI-Module zwecks 
Informationsextraktion auf Datenblättern/-büchern (07-LUMI) 

Ziele 

Implementation von vortrainierten KI-Modellen zur Erkennung und Extraktion von relevanten 
Informationen auf einem generellen Datensatz basierend auf der ML-Architektur aus B3.1.1. um 
ein späteres Transfer Learning (TL) zu ermöglichen. 

Problemstellung  

Durchführen eines guten Hyperparameter-Tuning und Implementierung aller ausgewählten KI-
Modelle um das beste vortrainierte Modell auswählen zu können. 

Lösungsweg und Ergebnisse  

Die zuvor ausgewählten und implementierten KI-Modelle (ResNet 50 und ResNet 18) wurden 
mehrfach trainiert und durch wiederholtes Hyperparameter-Tuning wurden die besten 
Hyperparameter für die Optimierung dieser spezifischen KI-Modelle auf die zwei spezifischen 
Anwendungsfälle ausgewählt. Zudem wurden die KI-Modelle um einen RandomForest-Classifier 
erweitert. RandomForests haben für gewöhnlich niedrige Varianz und erlauben einen neuen 



   

 

 

Trade-Off im Klassichen Bias-Variance Trade-Off. Der Classifier wurde in die End-to-End Pipeline 
integriert und die Hyperparameter (der wichtigste: Anzahl der Decision Trees) optimiert um das 
beste Modell für den PCB Panel Counter Anwendungsfall auszuwählen. 

3.3.3 Teilaufgabe 3.5: Implementierung Meta-Algorithmen     
Teilbeitrag 3.5.7:  Implementation E2E ML Pipeline + Modell-Training und Optimierung (07-LUMI) 

Ziele 

Implementierung einer End-to-End Machine-Learning Pipeline für das automatisierte Training und 
Evaluieren von den implementierten Extraktions-Modellen.  Training von Machine Learning 
Modellen für die automatisierte Extraktion von Bild-, Text- und Design-for-Manufacturing-
Informationen aus Gerber-Dateien. Training von ML-Modellen basierend auf dem Trainingsset der 
erstellten Zieldaten. 

Problemstellung  

Die Integration verschiedener Komponenten, darunter Datenvorverarbeitung, Datenaufteilung 
und Modelltraining, in eine zusammenhängende End-to-End-Pipeline. Besonders wichtig ist dabei 
die Schaffung einer flexiblen und automatisierten Struktur, die es ermöglicht, neue Daten effizient 
zu verarbeiten, Modelle neu zu trainieren und die besten Algorithmen für unterschiedliche 
Anwendungsfälle wie Gerber2Layer und PCB Panel Counter auszuwählen. 

Lösungsweg und Ergebnisse  

Eine End-to-End-Pipeline, die die Datenvorverarbeitung aus 2.2.7 mit der Datenaufteilung aus 
2.5.7 und dem implementierten Modell aus 3.1.7. verbindet, wurde implementiert und auf Fehler 
überprüft.  

Insbesondere wurden alle Bestandteile (Datenaufbereitung für Gerber-Dateien, Datenaufteilung, 
Training und Hyperparameterauswahl der ResNet-Modelle, Evaluierungsmetriken der 
unterschiedlichen Anwendungsfälle) in eine leicht, mit einem Skript ausführbare, Pipeline 
zusammengestückelt, so dass ein Neutrainieren und Neuauswahl des besten Modelles für den 
Gerber2Layer-Anwendungsfall und den PCB Panel Counter-Anwendungsfall beim Vorhandensein 
neuer Daten leicht möglich ist. Mit der fertigen Pipeline wurden weitere Experimente (e.g. für die 
Bildkompression, aber auch Standard Hyperparameter-Tuning) durchgeführt (mit den zuvor 
vorbereiteten Datensätzen) um das beste Modell und den besten Algorithmus zu finden. 

 

3.3.4 Teilaufgabe 3.6: Validierung KI-Module/KI-Framework für Plattformen 
Anwendungsebenen #1 und #2     

Teilbeitrag 3.6.7:  Modell-Evaluation und Test der trainierten Modelle (07-LUMI) 

Ziele 

Iterative Evaluierung und Dokumentation der trainierten Modelle für die automatisierte Extraktion 
von Bild-, Text- und Design-for-Manufacturing-Informationen aus Gerber-Dateien.  Evaluierung 
und Validierung des Modells auf dem Test-Datensatz, um die Leistungsbestimmung und 
Funktionstüchtigkeit nachzuweisen. 

 



   

 

 

Problemstellung  

Die Evaluierung von KI-Modellen für Anwendungsfälle wie Gerber2Layer und PCB Panel Counter 
erfordert die Auswahl und Implementierung geeigneter Metriken und Ansätze, um sowohl 
qualitative als auch quantitative Aussagen über die Modellleistung treffen zu können, 
insbesondere im Vergleich gegenüber sogenannter “Baselines” (Modelle ohne KI). 

Lösungsweg und Ergebnisse  

Das Gerber2Layer-KI-Modell, wurde sowohl qualitativ als auch quantitativ evaluiert und getestet. 
Auf dem Test-Datensatz wurde eine “Balanced Accuracy” von 52.95% erzielt. Dies entspricht einer 
Verbesserung von 42.85% gegenüber der Baseline von 9.10% wenn immer dieselbe Klasse (in 
diesem Fall SoldermaskTop mit 38 Beispielen) vorhergesagt würde.   

 

 
Abbildung 3: Konfusionsmatrix für die Evaluation des Gerber2Layer-KI-Modelles auf dem Test-
Datensatz. 

Für den PCB Panel Counter wurden unterschiedliche Evaluierungsmetriken (qualitativ wie 
quantitativ) implementiert. Dies beinhaltet einen “Confusion Scatter Plot” für eine binäre 
Klassifikation, sowie Metriken wie Regression Accuracy, ROC AUC Average, F1-Score, Average 
Precision und R^2.   

Nach Auswertung wurde das beste Modell als ein RandomForest-Classifier festgestellt (mit einer 
Accuracy von 98.8%). Die beiden Abbildungen zeigen die Ergebnisse der finalen Auswertung. 



   

 

 

 
Abbildung 3: Confusion Matrix für das beste trainierte Modell vs eine Dummy Baseline 

 
Abbildung 4: Auswertung der implementierten Metriken des besten Modells vs eine Dummy 
Baseline 

 

3.4 Arbeitspaket 4: Erstellung Teilplattformen (#1: PCB-Entwurf; #2: IC-
Anwendung/Sensorik) 

3.4.1 Teilaufgabe 4.1: KI-Plattform Anwendungsebene #1 PCB-Entwurf 
Teilbeitrag 4.1.7:  Integration der entwickelten KI-Module für die automatisierte Extraktion von 
Bild-, Text- und Tabellen-Informationen aus Datenblättern in Plattform Anwendungsebene #1 
(07-LUMI) 

Ziele 

Integration der entwickelten KI-Module für die automatisierte Extraktion von Bild-, Text- und 
Design-for-Manufacturing-Informationen aus Gerber-Dateien in die Anwendungsebene. 
Implementierung geeigneter Schnittstellen zur Übermittlung der Eingangs- und Ausgangsdaten. 

Problemstellung  

Zur Demonstration der Anwendungsfälle und Einbindung in andere Software-Applikationen muss 
ein Demonstrator mit Front- und Backend implementiert werden. 

 



   

 

 

Lösungsweg und Ergebnisse  

Erste mögliche Anwendung und Integration eines Gerber-Layer-Klassifizerungsalgorithmus in ein 
Leiterplatten-Software-Produkt, wie Stackrate, wurde konzipiert und implementiert (Frontend 
wurde web-basiert entwickelt, mit React und Typescript, und das Backend zum Deployment des 
Algorithmus wurde mit dem Frontend verknüpft um einen präsentierfähigen Demonstrator auf die 
Beine zu stellen). Analog wurde ein Prototyp für den PCB Panel Counter Anweundungsfall 
konzipiert und implementiert (etwas simpler als der Gerber2Layer-Demonstrator, mit der 
Möglichkeit zur Demo im Jupyter Notebook). 

 

3.5 Arbeitspaket 5: Projektmanagement & Dissemination 

3.5.1 Teilaufgabe 5.2: F+E-Ergebnisverbreitung + F+E-Nutzungspotentiale  
Teilbeitrag 5.2.7:  Ergebnistest via assoziierten Partnern (07-LUMI) 

Ziele 

Mittels dreistufigem Ansatz zur Umsetzung der progressivKI F+E Nutzungsplanung und F+E 
Ergebnisverbreitung werden weitere assoziierte Partner adressiert. Zur Ermittelung der F+E 
Nutzungspotentiale werden individuelle Forschungsergebnisse auf einschlägigen Konferenzen 
veröffentlicht. 

Problemstellung  

Test und Feedback einsammeln mit internen und externen Partnern um die Sinnhaftigkeit und 
Verwertungschancen des Projektes besser abschätzen zu können. 

Lösungsweg und Ergebnisse  

Vor der Festlegung auf den ersten Andwendungsfall im UseCase #07 wurde gemeinsam mit 
Hotoprint und Binder Elektronik die Sinnhaftigkeit einer automatisierten Gerber-Layer-
Klassifikation analysiert: “Würde so etwas im Alltag wirklich Arbeit abnehmen?”. Zudem wurde 
eine qualitative Status-Quo Analyse bzgl. der Häufigkeit des Anwendungsfalls, dass Gerber-Layer 
mit existierenden Heuristiken nicht zugeordnet werden können. Eine quantitativere Analyse ist 
geplant, sobald ein erstes Machine Learning Modell fertig und im Einsatz ist. 

Nach der Festlegung auf den ersten Anwendungsfall im UseCase #07 wurde gemeinsam mit 
Hotoprint ein erstes gelabeltes Datenset aus echten Gerber-Dateien erstellt, dass zur Evaluation 
unser KI-Algorithmen genutzt werden kann. Die Durchführung der Analyse steht noch aus.  

Im UseCase #07 wurde anhand der qualitativen Evalulation und Testen der existierenden KI-
Modelle gemeinsam mit Binder (noch vor Ausscheiden) eine Erweiterung der existierenden 
Pipelines um den PCB Panel Counter als mögliche Verbesserung identifiziert.  

Es wurde zudem ein erster Test der PCB-KI-Modelle mit externen Partnern sowie BetaLayout und 
SafePCB durchgeführt. Dies sind Leiterplattenhersteller aus Deutschland und Frankreich, die mit 
ihrer Expertise gutes Feedback auf die Funktion und wirtschaftliche Verwertbarkeit der KI-Modelle 
geben konnten.  

Zu guter Letzt wurde ein weiter Test des Prototypen mit dem externen Partner SIIX durchgeführt. 
Dies ist ein Elektronikfertiger aus Japan, der mit seiner Expertise weiter gutes Feedback auf die 
Funktion und wirtschaftliche Verwertbarkeit der KI-Modelle geben konnte. 



   

 

 

4 Verwertung und voraussichtlicher Nutzen 
07-LUMI 

Ausgangslage 
Vor Beginn von progressivKI gab es aufgrund der Unsicherheit bzgl. der Erfolgschancen eines PCB 
Panel Counters und Gerber2Layer-Klassifizierungsalgorithmus keine ganz konkreten Pläne oder 
Absichten die Ergebnisse der Forschung in Luminovos Produkt zu verwerten. Die Hoffnung war es 
durch positive Forschungsergebnisse weiteres Investment rechtfertigen zu können und die im 
Rahmen von progressivKI erarbeiteten Forschungsergebnise in ein neues Produkt-Modul 
überführen zu können, dass in der Elektronikindustrie sowohl an PCB-Hersteller, als auch 
Elektronikfertiger (EMS) und OEMs vertrieben werden könnte. 

Ergebnisse in progressivKI 
Es wurden im Berichtszeitraum keine Erfindungen gemacht und Schutzrechte weder angemeldet 
noch erteilt. Trotzdem wurden Fortschritte mit zwei konkreten Anwendungsfällen (Gerber2Layer, 
PCB Panel Counter) erzielt und die Grundlage für eine technische und wirtschaftliche 
Verwertbarkeit gelegt. Im Zusammenklang legen die KI-Modelle des Gerber2Layer und des PCB 
Panel Counter Anwendungsfalls die Grundlage für eine automatisierte Verarbeitung von Gerber-
Dateien. Konkret können die Lagenzuordnung und Erkennung der Anzahl Leiterplatten genutzt 
werden um zwei wichtige, sonst von Menschen manuell vollzogene Schritte, zu automatisieren. 

Trotzdem wurden einige Fortschritte mit zwei konkreten Anwendungsfällen (Gerber2Layer, PCB 
Panel Counter) erzielt und die Grundlage für eine technische und wirtschaftliche Verwertbarkeit 
gelegt. 

Nutzen und Verwertbarkeit  
 Die wissenschaftlichen und/oder technische Erfolgsaussichten nach Projektende werden auf der 
Grundlage der erzielten F+E-Ergebnisse mit gut bewertet. Ebenso weren die wissenschaftliche und 
wirtschaftliche Anschlussfähigkeit des Teilvorhabens mit gut bewertet. Eine Einbindung der 
wissenschaftlichen Ergebnisse nach Ablauf des Projektes in die Software von Luminovo wird als 
sinnvoll und wahrscheinlich bewertet. Bei Luminovo entwickeln und vertreiben wir Algorithmen 
zur automatischen Bepreisung von Leiterplatten. Hierzu müssen alle preisrelevanten Parameter 
automatisch aus Gerber-Dateien extrahiert werden und dies ist nur möglich wenn die 
Lagenzuordnung und Erkennung der Anzahl Leiterplatten korrekt ist. Der große Nutzen der 
Ergebnisses dieses Forschungsprojektes sind daher die Ausweitung der addressierbaren 
Anwendungsfälle unserer vertriebenen Algorithmen. Mit Gerber2Layer und dem PCB Panel 
Counter können theoretisch alle Gerber-Dateien automatisiert verarbeitet werden und nicht nur 
die wo wir schon vorab (aufgrund menschlichen Inputs) die Lagenzuordnung und Anzahl 
Leiterplatten kennen. So kann z.B der gesamte Service (Extrahierung der preis-relevanten 
Leiterplatten) als API-Schnittstelle an Leiterplattenhersteller zur Verfügung gestelllt und 
wirtschaftlich verwertet werden. 
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