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Das vorliegende Dokument stellt den Abschlussbericht des Vorhabens DECODE 

dar. DECODE wurde durch das Bundesministerium für Bildung und Forschung 

(BMBF, Förderkennzeichen 01IW21001) gefördert. 

 

Dieser Abschlussbericht folgt dabei den NKBF 17 Vorgaben. In Kapitel 1 wird eine 

kurze Darstellung des Projektes gegeben, Kapitel 2 stellt die inhaltlichen 

Entwicklungen in einer eingehenden Darstellung dar. Erfolgskontrollbericht und 

Berichtsblatt bzw. Document Control Sheet werden durch gesondert abgegebene 

Dokumente erfüllt. 

 

Die dargestellten Arbeiten umfassen die vom DFKI geleisteten Arbeiten im Vorhaben 

DECODE.  
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In dieser Kurzdarstellung wird zunächst die Aufgabenstellung des Projektes 

beschrieben. Anschließend wird der wissenschaftliche und technische Stand 

behandelt. Es folgen Erläuterungen zu Planung und Ablauf des Vorhabens. 

 

1.1 

Das Thema von DECODE war das visuelle und multimodale Verständnis des 

menschlichen Verhaltens und der dynamischen Umwelt unter dem Paradigma des 

kontinuierlichen Lernens (Continual Learning, CL). Die wissenschaftlichen 

Forschungsfelder von DECODE lassen sich wie folgt zusammenfassen: 1.) 

Semantisches Verständnis der Umgebung, 2.) Effiziente Schätzung der Dynamik 

(Bewegung) der Umgebung, 3.) Verfolgung der Kinematik des menschlichen 

Körpers, 4.) Schätzung der Form und Haltung von Händen und der Interaktion mit 

Objekten. Bei all diesen Problemen wurde die Entwicklung von Methoden für 

kontinuierliches Lernen untersucht. 

 

1.2 

Hinsichtlich der in DECODE enthaltenen Themen waren die wichtigsten 

Limitierungen zu Beginn des Projektes: 1) Eine Begrenzung bzw. 

Ungleichverteilung auf Bild-Klassifizierung im Kontext von CL als Lernparadigma 

des maschinellen Lernens. 2) Die getrennte Betrachtung von ähnlichen 

Segmentierungsproblemen ohne Berücksichtigung von Klassenverwandtschaften. 

3) Die Ineffizienz von Methoden zur Berechnung von Szenenfluss in Punktwolken. 

4) Eine Limitierung auf aufwändige Sensoraufbauten und einzelne Hände und bei 

deren Rekonstruktion. 5) Fehlender Kontext beim rein inertialen Tracking von 

menschlichen Bewegungen über IMUs. 

 

1.3 

DECODE war ursprünglich für 3 Jahre geplant und in 7 Arbeitspakete unterteilt. 

Davon befassten sich die ersten vier Pakete jeweils mit einem in Abschnitt 1.1 

genannten Ziel. Das fünfte Arbeitspaket überspannte die vorigen um Konzepte 
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des kontinuierlichen Lernens für Bilder, Videos, und multimodale Daten zu 

erforschen. Die letzten beiden Pakete befassten sich mit Modelloptimierung und -

Integration zur Verknüpfung der Einzelergebnisse. Insgesamt waren fünf 

Vollzeitwissenschaftler für dieses Projekt geplant. Durch Personalmangel kam es 

zu Verzögerungen zur Laufzeitmitte hinsichtlich der letzten beiden Arbeitspakte, 

weshalb eine kostenneutrale Verlängerung des Projektes um 3 Monate beantragt 

und bewilligt wurde. Bis zum verlängerten Projektende konnten alle geplanten 

Arbeiten in allen Paketen durchgeführt werden. 

 

1.4 

Das Ziel von DECODE war ein wesentlicher Fortschritt in den genannten 

Bereichen, sowohl methodisch als auch im Hinblick auf das Lernparadigma des 

kontinuierlichen Lernens. Abschnitt 2 wird die erreichten Ergebnisse im Detail 

auflisten. Zusammenfassend lässt sich sagen, dass alle Arbeitspakete 

zufriedenstellende Fortschritte in Richtung der Ziele gemacht haben. Wir haben 

den Stand der Technik bei der semantischen Segmentierung im Hinblick auf die 

Multi-Task-Segmentierung und die Beziehungen zwischen semantischen Klassen, 

z.B. Hierarchien, erweitert und verbessert. Darüber hinaus haben wir das 

inkrementelle Lernen als Teil des kontinuierlichen Lernens für die semantische 

Segmentierung ausgiebig erforscht. Unsere punktbasierten Bewegungsschätzer 

weisen im Vergleich zu früheren Arbeiten eine höhere Effizienz auf und nutzen 

Segmentierungen, um die verschiedenen Merkmale der Szene besser und 

schneller zu verarbeiten. Für die Verfolgung des menschlichen Körpers haben wir 

visuell-inertiale Fusionsstrategien integriert, die Bilder aus der Ego-Perspektive 

und am Körper angebrachte IMU-Sensoren kombinieren, um ein konsistentes und 

drift-freies Verfolgungsergebnis zu erzielen. Durch die explizite Modellierung von 

Unsicherheiten haben wir kontinuierlich anpassbare Bewegungsmodelle für die 

Verfolgung des menschlichen Gangs entwickelt. Unsere Arbeiten zur Schätzung 

von Haltung und Form menschlicher Hände haben durch die Verwendung graph-

basierter Transformatoren in modularen Pipelines zu sehr präzisen Ergebnissen 

geführt, die auch die Form und Haltung von Objekten während der Interaktion 

rekonstruieren. Darüber hinaus wurden Datensätze für diese Aufgaben erstellt, 

um Lücken in bestehenden Arbeiten zu schließen.  Das Projekt DECODE führte zu 

neuartigen Ansätzen und Lösungen, die in verschiedenen internationalen 

Konferenzen und Fachzeitschriften veröffentlicht wurden.  
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2 

Die folgenden Abschnitte beschreiben eingehend die vorgenommenen Arbeiten 

und Untersuchungen im Vorhaben DECODE sowie deren Ergebnisse. 

 

2.1 

Das Projekt DECODE befasste sich mit kontinuierlich adaptierbaren Modellen zur 

Rekonstruktion menschlicher Bewegungen im Kontext einer Szene. Zu diesem 

Zweck wurden mobile visuelle Sensoren sowie multimodale, visuell-inertiale 

Sensorsysteme eingesetzt. Für das Verständnis des Kontextes und der Umgebung 

wurden zwei Aufgaben des Szenenverständnisses betrachtet, nämlich die 

semantische Segmentierung und die 3D/4D-Bewegungsschätzung (Szenenfluss). 

Um die menschliche Bewegung zu rekonstruieren und zu interpretieren, wurde ein 

visuell-inertiales Körpersensorsystem (Kamera + IMUs) verwendet, um die 

Kinematik zu verfolgen und den menschlichen Körper innerhalb der Szene zu 

lokalisieren. Darüber hinaus werden die visuellen Sensoren verwendet, um Teile 

des menschlichen Körpers (vor allem die Hände) zu erkennen und die Pose und 

Form zu rekonstruieren. Schließlich befasste sich DECODE mit der Optimierung 

neuronaler Netze zur Steigerung von Geschwindigkeit und Effizienz auf 

eingebetteter Hardware. 

 

Die folgenden Abschnitte listen die wichtigsten Ergebnisse des Projekts und die 

Beiträge zum Stand der Technik auf, die den engsten Bezug zu den Zielen und 

Arbeitspaketen des Projekts haben. 

 

2.1.1 

Das Ziel des Szenenverständnisses ist es, den sichtbaren Bereichen der Szene 

eine semantische Bedeutung zu verleihen. In der Literatur sind zu verschiedene 

Ansätze bekannt. Im Rahmen von DECODE wurde ein Schwerpunkt auf die 

Detailebene, d.h. feingranulare Segmentierungen auf mehreren 

Abstraktionsebenen, die Verwendung von Label-Hierarchien, und das 

inkrementelle Training von Segmentierungsmodellen (domäneninkrementelles 

Lernen oder klasseninkrementelles Lernen) gelegt. 
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Abbildung 1: JPPF kombiniert semantische, Instanzen-, und Teil-Segmentierung in einem einzigen Netzwerk, um 

eine konsistente Panoptische-Teile-Segmentierung zu erzeugen. 

 

Panoptische Teilsegmentierung beschreibt die gemeinsame Schätzung von 

semantischer Segmentierung, Instanzsegmentierung, und Teilsegmentierung 

(siehe Abbildung 1). Dieses Problem wurde von de Geus et al. in [1] zusammen 

mit zwei Datensätzen (Pascal-Panoptic-Parts und Cityscapes-Panoptic-Parts) und 

einer einfachen Basislösung vorgestellt, die die einzelnen Ergebnisse in einer 

unidirektionalen Top-Down-Methode zusammenführt. Wir haben auf diesem 

Gebiet gearbeitet und haben eine Lösung entwickelt, bei der jedes Einzelergebnis 

während der Fusion gleichermaßen berücksichtigt wird, und die einen einzigen 

Encoder für alle drei Vorhersagen verwendet (vgl. Abbildung 2). 

 

 
Abbildung 2: Netzwerkdesign für JPPF. Die geteilten Module (Encoder, Neck) lernen bessere Repräsentationen für 

die drei sehr ähnlichen Aufgaben. Unser Fusionsmodul priorisiert alle drei individuellen Ergebnisse 

gleichermaßen. 
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Unsere Arbeit mit der Bezeichnung Joint Panoptic-Part Fusion (JPPF) wurde auf 

der ICPRAM 2023 veröffentlicht und später in einem Artikel für SNCS durch ein 

stärkeres Backbone mit höheren Generalisierungsfähigkeiten erweitert. Auf diese 

Weise konnten konsistentere Ergebnisse von höherer Qualität und Dichte erzielt 

werden. Wir vergleichen die Ergebnisse unseres JPPF mit früheren Arbeiten in 

Tabelle 1. 

 

Tabelle 1: Vergleich zwischen JPPF und früheren Arbeiten. 

Methode Backbone PartPQ (all) PartPQ (P) PartPQ (NP) PWQ 

Cityscapes-Panoptic-Parts 

Baseline  Separate 60.2 46.1 65.2 - 

PPF SWIN 61.9 45.6 68.0 65.3 

PPF++ ConvNext 63.1 46.4 69.1 66.5 

JPPF EfficientNet-L2 63.3 52.2 67.2 68.2 

Pascal-Panoptic-Parts 

Baseline ResNeSt269 38.3 51.6 33.8 - 

PPF ResNet101 39.3 - - 41.3 

PPF++ SWIN 49.3 - - 52.7 

JPPF EfficientNet-L2 40.5 58.8 34.4 53.7 

 

 

Im Zusammenhang mit dem vorherigen Thema haben wir untersucht, wie 

semantische Label-Hierarchien genutzt werden können, um das Lernen zu 

erleichtern, bzw. die Verwendung verschiedene Datensätze mit inhomogenen 

Label-Räumen ermöglichen. Eine Kernidee bestand darin, höhere 

Abstraktionsebenen als einheitliche Beschriftungsräume über Datensätze hinweg 

hinzuzufügen und dabei dennoch die Detailinformationen zu nutzen. Ein ähnliches 

Konzept wurde später im Zusammenhang mit dem kontinuierlichen Lernen. 

 

In DECODE haben wir zunächst separate Baselines für sechs verschiedene 

Segmentierungsdatensätze berechnet, nämlich ADE20K [2], Cityscapes [3], VIPER 

[4], Mapillary Vistas [5], ScanNet [6], and Wilddash [7]. Als Nächstes haben wir 

manuelle Arbeit in die Vereinheitlichung eines gemeinsamen, flachen Labelraum 

investiert, indem wir ähnliche semantische Klassen kartiert und zusammengeführt 

haben. Dies führte zu insgesamt 191 semantischen Klassen für mehr als 100 000 

Bilder. Schließlich haben wir auch zwei Label-Hierarchien erstellt. Die erste 
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Hierarchie wurde manuell durch Gruppierung semantischer Klassen in 

Superklassen erstellt, die zweite wurde automatisch durch Clustering des 

latenten Raums eines Segmentierungsmodells erzeugt, das auf den 191 

Klassenlabeln trainiert wurde. Das Clustering wurde so parametrisiert, dass die 

Anzahl und Größe der Cluster, denen der manuell erstellten Hierarchie entspricht. 

 

 
Abbildung 3: Hierarchisches Netzwerkdesign mit DeepLab [9] (3 Level). 

 

Für unsere Experimente haben wir ein hierarchisches Segmentierungsnetz 

implementiert, das aus einem Segmentierungsmodul pro Abstraktionsebene der 

Hierarchie und einem gemeinsamen Backbone besteht [8], wie in Abbildung 3 

dargestellt. Für die Vorhersagen der obersten Ebene werden weitere, feinere 

Segmentierungen von den entsprechenden Segmentierungsmodulen der unteren 

Ebenen gewonnen. 

 

Tabelle 2: Segmentierungsergebnisse für inhomogen annotierte Daten (mIoU). 

Experiment ADE20K 
City-

scapes 
VIPER 

Mapillary 

Vistas 

Scan-

Net 

Wild-

dash 
Avg. 

Single Dataset 22.7 68.7 52.9 31.1 43.4 48.7 44.6 

Unified Data 33.9 74.7 58.7 39.4 52.3 58.3 52.9 

Hierarchy (manual) 27.2 75.6 54.3 42.4 48.8 57.6 51.0 

Hierarchy (automatic) 28.9 74.7 60.7 41.7 51.0 58.1 52.5 

 

 



Seite 12 

 

 

Tabelle 2 zeigt unsere Ergebnisse. Es ist offensichtlich, dass jede der 

Trainingsstrategien, die die kombinierten Daten nutzt, die individuell trainierten 

Modelle übertrifft. Sowohl bei den Hierarchien als auch bei der flachen Labelliste 

variieren die Ergebnisse zwischen den Datensätzen, was darauf hindeutet, dass 

ein angemessenes Gleichgewicht erforderlich ist, um insgesamt optimale 

Ergebnisse zu erzielen. Darüber hinaus haben wir mit unseren Ergebnissen an der 

Robust Vision Challenge (RVC)1 2022 teilgenommen und den 3. Platz erreicht. 

 

Da kontinuierliches Lernen (Continual Learning, CL) ein zentraler Aspekt von 

DECODE ist, können verschiedene Ergebnisse auf dem Gebiet der semantischen 

Segmentierung berichtet werden. Bislang befasst sich die Forschung im Bereich 

CL vor allem mit der Abschwächung des katastrophalen Vergessens, d. h. mit der 

Möglichkeit, ein Modell zu aktualisieren, ohne die für frühere Aufgaben benötigten 

Repräsentationen zu überschreiben. Um die Forschung zum katastrophalen 

Vergessen zu vereinfachen, wird CL oft auf ein einfacheres Umfeld des 

inkrementellen Lernens reduziert. Beim inkrementellen Lernen wird ein Modell 

offline trainiert, und zwar sequentiell mit Datenpaketen, die jeweils eine andere 

Aufgabe darstellen. Diese Aufgaben können sich in ihrem Eingabebereich 

(domäneninkrementelles Lernen) oder im Ausgaberaum (klasseninkrementelles 

Lernen) unterscheiden. In unserer Arbeit werden beide Themen behandelt. 

 

AWT wurde auf der WACV 2023 veröffentlicht [10]. Über das katastrophale 

Vergessen hinaus befasst sich unsere Arbeit speziell mit dem Problem des 

semantischen Drift des Hintergrundes, der bei der inkrementellen semantischen 

Segmentierung von Klassen auftritt. Dazu wird die Initialisierung des inkrementell 

wachsenden Klassifizierungsmoduls verbessert. Der Grundgedanke hinter AWT 

ist, Methoden aus der erklärbaren KI (eXplainable AI, XAI) zu verwenden, um die 

gelernte Repräsentation in Dimensionen aufzuteilen, die für die bekannten 

Klassen relevant sind, und solche, die hauptsächlich zur Segmentierung des 

Hintergrunds und damit der möglichen zukünftigen Klassen verwendet wurden. 

Das Konzept ist in Abbildung 4 visuell dargestellt. 

 

 
1 http://www.robustvision.net/leaderboard.php?benchmark=semantic 

http://www.robustvision.net/leaderboard.php?benchmark=semantic
http://www.robustvision.net/leaderboard.php?benchmark=semantic
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Abbildung 4: Attribution-Aware Weight Transfer (AWT) wählt die Merkmale aus, die für das Lernen der neuen 

Klassen am wichtigsten sind und nutzt diese für die Initialisierung. 

 

Die State-of-the-Art-Initialisierung (SotA) früherer Arbeiten, z. B. MiB [11], führt 

aufgrund identischer Repräsentationen zu einem konkurrierenden Lernen 

zwischen Hintergrund und den neuen Klassen. Im Vergleich dazu hat sich gezeigt, 

dass unser Ansatz die durch den semantischen Drift verursachte Verwirrung 

reduziert und die Repräsentationskapazität des Netzwerks gleichmäßiger nutzt. 

Dies führt insgesamt zu weniger Vergessen und besseren Ergebnissen, wie in 

Abbildung 5 dargestellt. In einigen Fällen ist die Verbesserung zwar gering, aber in 

einem Experiment verdoppelt sich die mIoU-Metrik allein durch die Änderung der 

Initialisierung. Im Allgemeinen beobachten wir eine größere Auswirkung, wenn 

die inkrementellen Sequenzen länger sind und die anfängliche Menge der Klassen 

klein ist. 

 

 
Abbildung 5: Verbesserung durch die Initialisierung mit AWT für sieben Experimente auf Pascal VOC [12], 

ADE20K [2], und Cityscapes (CS) [3]. 

 

Für wechselnde Umgebungs- und Beleuchtungsbedingungen haben wir das 

Problem der semantischen Segmentierung als domänen-inkrementelles 

0.1

1
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100

Relative Verbesserung der mIoU für MiB+AWT gegenüber MiB [%]
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Lernproblem formuliert. Unsere Idee war es, eine anwachsende Anzahl von 

Domänen- und Expertenmodellen zu implementieren. Die Domänenexperten sind 

winzige Autoencoder, die darauf trainiert sind, Bilder einer bestimmten Domäne 

zu rekonstruieren. Die Experten sind Segmentierungsmodelle (oder, wie in 

Zukunft geplant, Adaptermodule), die jeweils darauf trainiert sind, 

Segmentierungen unter den jeweiligen Bedingungen, d. h. der Domäne, 

durchzuführen. Während der Inferenz werden alle Domänenexperten verwendet, 

um die am besten geeignete Domäne für ein bestimmtes Bild zu bestimmen, und 

dann wird der entsprechende Experte verwendet, um die Inferenz durchzuführen 

(siehe Abbildung 6). Dieses Design führt nur zu einem sehr geringen 

Rechenaufwand während der Inferenz, wächst aber linear mit der Modellgröße, 

d.h. es wird ein Segmentierungsnetz pro Domäne hinzugefügt. 

 

 
Abbildung 6: Konzept der Progessiven Semantischen Segmentierung (PSS), bestehend aus Domäneninferenz und 

Domänenexperten. 

 

Wir verwenden den ACDC-Datensatz [13] zur Darstellung widriger 

Wetterbedingungen und Citypscapes [3] als Domäne für ideale Bedingungen 

(tagsüber, klares Wetter). Zusätzlich verwenden wir SHIFT [14] zur Modellierung 

mehrerer, feiner unterteilter Domänen. Alle Datensätze bestehen aus denselben 

19 semantischen Klassen. 

 

Die Domäneninferenz mit Autoencodern ergibt eine perfekte Genauigkeit bei der 

Unterscheidung zwischen Cityscapes und ACDC. Für die 5 Bedingungen auf SHIFT 

(Tag, Nacht, Nebel, Regen, Bewölkung) beträgt die Genauigkeit der 

Domäneninferenz etwa 77 %. Wir haben jedoch herausgefunden, dass die 

Domäneninferenz manchmal einen Experten auswählt, der besser geeignet ist als 
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der Experte für die ursprüngliche Domäne. Der Rechenaufwand für SHIFT (d. h. 

mit 5 Experten für die Domäneninferenz) beträgt nur etwa 5 % der Laufzeit des 

Segmentierungsmodells. 

 

Tabelle 3 und Tabelle 4 zeigen die qualitative Bewertung unseres inkrementell 

trainierten Ansatzes im Vergleich zu drei Baselines. 1.) Modelle die auf einer 

einzigen Domäne trainiert werden (Single Task), ein einzelnes Modell, das 

sequenziell auf allen Domänen nachtrainiert wird, ohne jegliche Maßnahme zur 

Abschwächung des katastrophalen Vergessens (Fine-Tuning), und ein einzelnes 

Modell, das auf allen Domänen gleichzeitig trainiert wird (Joint Training). Aufgrund 

der Trennung von Expertenmodellen leidet PSS nicht unter dem Vergessen und 

besticht durch die präzise Domäneninferenz. 

 

Tabelle 3: Ergebnisse für PSS für das inkrementelle Lernen von Cityscapes und ACDC (mIoU). 

Method 
Task 0 

Cityscapes 

Task 1 

ACDC 
Avg. 

Single Task 61.5 59.5 - 

Fine-Tuning 41.6 61.8 51.7 

PSS (Ours) 61.5 59.5 60.5 

Joint Training 62.0 61.4 61.7 

. 

Tabelle 4: Ergebnisse für PSS für 5 inkrementell gelernte Domänen von SHIFT (mIoU). 

Method 
Task 0 

Day 

Task 1 

Night 

Task 2 

Fog 

Task 3 

Rain 

Task 4 

Overcast 
Avg. 

Single Task 83.6 77.8 78.5 84.1 83.6 - 

Fine-Tuning 74.8 29.5 55.9 72.6 84.2 63.4 

PSS (Ours) 83.3 77.8 79.4 83.4 83.7 81.5 

Joint Training 84.2 78.4 81.1 84.6 84.5 82.6 

 

 

Unsere Arbeit PSS wurde auf einer internationalen Konferenz eingereicht und ist 

derzeit unter Begutachtung. In der Zukunft planen wir die beiden wichtigsten 

Einschränkungen des Ansatzes zu verbessern. Erstens die lineare Skalierbarkeit 

großer Segmentierungsmodelle, die wir durch den Einsatz kleinerer Adapter (z. B. 

LoRA-Module) verbessern wollen. Zweitens schränkt die Trennung von Experten 

auch die Übertragung von Wissen aus früheren Modellen auf das aktuelle Modell 

ein. Wir planen, die Domänenexperten zu nutzen, um ein einfaches Maß für die 
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Ähnlichkeit von Aufgaben abzuleiten und das aktuelle Modell mit der ähnlichsten 

früheren Domäne zu initialisieren, um das Lernen zu erleichtern. 

 

 
Abbildung 7: Inkrementelle Verfeinerung und Erweiterung von vorhandenem Wissen , wie sie in CLEO 

vorgeschlagen wird. 

 

CLEO wurde auf der ECCV 2024 vorgestellt. In dieser Arbeit erweitern wir die 

Standarddefinition des klasseninkrementellen Lernens. Zuvor wurde 

angenommen, dass neu hinzugefügte Klassen in keiner Beziehung zu einer 

vorherigen Klasse stehen. CLEO ermöglicht es jedoch Klassenhierarchien zu 

modellieren, bei denen bekanntes Wissen verfeinert werden kann, d. h. eine 

bekannte Klasse kann in feinere semantische Klassen aufgeteilt werden, z. B. 

können Fahrzeuge in Autos, Lastwagen und Busse aufgeteilt werden. Die 

Verfeinerung des Wissens und das Hinzufügen neuer Klassen werden in Abbildung 

7 veranschaulicht. 

 

Wir haben nicht nur dieses neue Problem in den Bereich des kontinuierlichen 

Lernens eingeführt, sondern auch gezeigt, dass bestehende Methoden nicht für 

die semantische Segmentierung von sich entwickelnden Ontologien geeignet sind, 

da das Problem der Hintergrundverschiebung zu einer semantischen 

Verschiebung für potenziell jede bekannte Klasse verallgemeinert wird. In unserer 

Arbeit schlagen wir daher eine Methode vor, die diese semantische Verschiebung 

durch Verallgemeinerung des MiB-Konzepts [11] auf alle gelernten Klassen 

angeht. Wir nennen diese Basislösung MoOn (Modeling Ontologies) und 

evaluieren sie in sieben verschiedenen Experimenten mit drei Datensätzen 

(Cityscapes [3], Mapillary Vistas [5], und Pascal VOC [12]). Unsere Experimente 

decken ein breites Spektrum von Anwendungsfällen ab, z.B. die Aufteilung 

verschiedener Oberklassen im selben Schritt oder die Aufteilung mehrerer 

Unterklassen von einer Oberklasse in einem einzigen Schritt. Wir experimentieren 

auch mit unterschiedlich tiefen semantischen Ontologien, d.h. mit 
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verschachtelten Super-/Subklassen, und mit einer hohen Anzahl von 

Gesamtklassen und langen Sequenzen der Verfeinerung der Ontologien. Der 

Vergleich mit den beiden gängigsten Baselines und mit MiB [11] ist in Tabelle 5 

dargestellt. Mit Ausnahme der sehr anspruchsvollen Experimente auf Mapillary 

Vistas (MV), kommt MoOn mit der zusätzlichen semantischen Verschiebung durch 

die Verfeinerung viel besser zurecht als MiB, welches darauf ausgelegt ist, 

komplett neue Klassen zu lernen (d.h. ausschlie0liche Abspaltung von der 

Hintergrundklasse). 

 

Tabelle 5: Ergebnisse für MiB und MoOn für sequenzielles Lernen von sich weiterentwickelnden Ontologien. 

Method CS-Ex1 CS-Ex2 MV-Ex1 MV-Ex2 VOC-Ex1 VOC-Ex2 VOC-Ex3 

Fine-Tuning   0.0   8.7   8.7   0.7 29.7   7.8 23.1 

Joint Training 55.6 55.6 25.5 25.5 76.9 76.9 76.9 

MiB   9.1 18.9 21.3   6.5 47.1 22.8 40.3 

MoOn (Ours) 39.3 40.6 21.4   6.5 62.5 28.8 50.2 

 

Mit dem Ziel, unsere Modelle effizienter zu machen, insbesondere im Kontext des 

kontinuierlichen Lernens, haben wir vorgeschlagen, Methoden der parameter-

effizienten Feinabstimmung (PEFT) mit CL zu kombinieren, was als parameter-

effizientes kontinuierliches Lernen (PECL) bezeichnet wird. Der daraus 

resultierende Ansatz ist CLoRA, eine Methode die Low-Rank Adaptation (LoRA) 

[15] für klasseninkrementelle semantische Segmentierung (CISS) verwendet und 

derzeit für eine Publikation unter Begutachtung steht. Die Hauptmotivation 

besteht darin, die Hardwareanforderungen für inkrementelle Aktualisierungen 

eines großen Modells zu reduzieren. In unserem Ansatz verwenden wir LoRA-

Adapter [15], um die Anzahl der Parameter zu reduzieren, die während eines 

inkrementellen Trainingsschritts aktualisiert werden, was zu geringeren 

Speicheranforderungen, potenziell höheren Batchgrößen und auch zu einem 

geringeren Speicherbedarf für das inkrementell aktualisierte Modell führt (vgl. 

Abbildung 8). 

 

Ein Teil unseres Beitrags besteht darin, dass wir im Gegensatz zu früheren 

Arbeiten einen einzigen Adapter für alle Inkremente verwenden. Wenn bei der 

semantischen Segmentierung im Vergleich zur Bildklassifizierung ein Adapter pro 

Aufgabe trainiert werden würde, könnten mehrere Adapter für die Inferenz einer 

einzigen Probe erforderlich sein, was die Kombination von mehreren Vorhersagen 

aufgrund der semantischen Hintergrundverschiebung nicht trivial macht. Wenn 
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jedoch ein einzelner Adapter trainiert wird, muss das Vergessen abgeschwächt 

werden. Wir tun dies, indem wir den KD-Loss aus MiB [11] einbeziehen. 

 

Wir führen Experimente mit drei Datensätzen durch und verwenden ein großes 

ViT-Segmentierungsmodell [16], um den Kompromiss zwischen leistungsstarken 

Architekturen und Effizienz zu verdeutlichen. Obwohl unser Ansatz deutlich 

effizienter ist, übertrifft er MiB [11], welches alle Parameter des Modells 

aktualisiert, in Bezug auf die mIoU in den meisten Experimenten und ist in den 

restlichen Experimenten vergleichbar. Im Allgemeinen stellen wir fest, dass 

CLoRA im Vergleich zur Aktualisierung des gesamten Modells etwas weniger 

Modell-Stabilität aufweist, aber das Lernen neuer Klassen erleichtert. Aufgrund 

der Verringerung der Parameter während des Lernens stellen wir die Hypothese 

auf, dass es sogar möglich sein könnte, die Datensatzgröße für die inkrementellen 

Aktualisierungen zu verringern. 

 

 
Abbildung 8: Vergleich zwischen unserer PECL-Methode CLoRA und inkrementellen Updates des gesamten 

Modells. 

 

In dieser Arbeit erweitern wir CL durch die Einführung eines weiteren Problems: 

Modalitäten-inkrementelles Lernen (MIL). Wie der Name schon sagt, sollen 

verschiedene visuelle Modalitäten nacheinander von einem einzigen Modell 

erlernt werden, um eine einzige Aufgabe zu lösen (z.B. semantische 

Segmentierung). In seiner allgemeinsten Form stimmt das domänen-

inkrementelle Lernen mit der Formulierung von MIL überein, da jede Modalität als 
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eine andere Domäne betrachtet werden kann. Wir haben jedoch festgestellt, dass 

unterschiedliche Modalitäten eine so starke Verschiebung der Domänen mit sich 

bringen, dass herkömmliche Methoden für DIL nicht mit MIL umgehen können. 

Um die Unterschiede zwischen den Domänen zu verdeutlichen, zeigen wir in 

Abbildung 9 Bilder, die mit drei verschiedenen Kameras aufgenommen wurden. 

Ein einzelnes Modell für diese Art von Bildern schrittweise zu trainieren, ohne 

Zugang zu früheren oder zukünftigen Daten, ist eine Herausforderung. 

 

 
Abbildung 9: Drei Modalitäten des InfraParis Datensatzes [17]. Von links nach rachts: RGB-Kamera, Tiefen-

kamera, Infrarot-kamera. 

 

Auch hier schlagen wir eine Basislösung für das neu eingeführte Problem vor. Die 

gewünschten Schlüsseleigenschaften für diese Methode sind Skalierbarkeit (d.h. 

ein Netzwerk, das nicht an Größe zunimmt) und Speicherfreiheit (d.h. das Modell 

speichert keine zuvor beobachteten Daten). Die primäre Baseline, die wir für MIL 

evaluieren, sind unter anderem Relevance Mapping Networks (RMNs) [18]. Diese 

Methode ist für MIL interessant, da die inkrementellen Modalitäten zu einem 

hohen Maß an Vergessen führen und RMNs von Natur aus robust gegen Vergessen 

sind. Die Methode beruht auf der Hypothese der optimalen Überlappung von 

überparametrisierten neuronalen Netzen. Einzelne Teilnetze für jede Modalität 

teilen sich die optimale Überlappung in Abhängigkeit von der Beziehung zwischen 

den Domänen/Modalitäten. Das Konzept wird umgesetzt, indem ein neuronales 

Netz um eine Reihe von Relevanzparametern ergänzt wird, die anzeigen, ob eine 

neuronale Verbindung für die jeweilige Aufgabe relevant ist. Diese 

Relevanzparameter werden gemeinsam mit den anderen Parametern des Netzes 

gelernt. Nach dem Lernen einer Aufgabe wird die entsprechende Relevanz mit 

einem Schwellenwert beschnitten, um nur die relevantesten Verbindungen zu 

behalten, und die entsprechenden Gewichte werden eingefroren. Auf diese Weise 

wird das Vergessen vermieden. Zukünftige Aufgaben können die verbleibenden, 

ungenutzten Verbindungen nutzen, um die eingefrorene Repräsentation des 

bisherigen Wissens zu erweitern. 
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Im Zusammenhang mit der MIL argumentieren wir, dass die Modalitäten im 

Allgemeinen sehr unterschiedlich sind. Daher schlagen wir vor, die Anzahl der sich 

überschneidenden Verbindungen zwischen den Aufgaben explizit zu begrenzen, 

um dem Netzwerk beim Erlernen neuer Modalitäten zu helfen. Wir haben mit 

verschiedenen Möglichkeiten zur Vermeidung von Überschneidungen 

experimentiert und festgestellt, dass eine strikte Trennung der neuronalen 

Verbindungen im gesamten Modell die besten Ergebnisse liefert. Auf diese Weise 

wird das Modell praktisch in völlig separate Teilmodelle zerlegt. Wir nennen 

unseren Ansatz Disjoint Relevance Mapping Networks (DRMNs) und haben 

experimentell nachgewiesen, dass er die RMNs bei den meisten unserer MIL-

Experimente übertrifft. Intuitiv könnte man annehmen, dass die Reduzierung oder 

Vermeidung von Überschneidungen zu einer aufgabenbezogenen und insgesamt 

höheren Auslastung eines Netzwerks führen würde, aber wir haben gezeigt, dass 

dies nicht der Fall ist. Die Gesamtmenge der relevanten Verbindungen für eine 

feste Anzahl von Aufgaben ist für RMN und DRMN gleich. Unsere Arbeit wird 

derzeit auf der WACV 2025 geprüft. 

 

2.1.2 

Um in dynamischen Szenen navigieren und agieren zu können, haben wir an der 

Schätzung von 3D-Bewegungen gearbeitet. Insbesondere haben wir Methoden für 

eine effiziente, punktbasierte Schätzung des Szenenflusses entwickelt und die 

Segmentierung in die Schätzungspipeline integriert. 

 

Hinsichtlich der steigenden Nachfrage nach Generalisierungsfähigkeiten für 

verschiedene Szenarien (z.B. drinnen vs. draußen) bieten punktbasierte neuronale 

Netze bessere Eigenschaften als bildbasierte Lösungen. Da 3D-Punktwolken-

darstellungen aus (Stereo-)Bildern durch Tiefenrekonstruktion und Sampling 

abgeleitet werden können, haben wir uns in DECODE vollständig auf 

punktbasierte Bewegungsschätzungen konzentriert. 

 

Um genaue Ergebnisse bei relativ kurzen Laufzeiten zu erhalten, werden in 

früheren Arbeiten häufig Schätzungsstrategien für mehrere Auflösungen grob 

nach fein angewandt. Die gängigste Sampling-Technik – FPS (Farthest-Point-
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Sampling) – ist jedoch sehr rechenintensiv. Im Gegensatz dazu ist das Random 

Sampling (RS) wesentlich effizienter, führt aber zu zwei großen Problemen, die in 

Abbildung 10 dargestellt sind. Diese beiden Probleme sind 1.) die ungleichmäßige 

Abdeckung der Szene, abhängig von der lokalen Punkwolkendichte, und 2.) das 

inkonsistente Abtastmuster gleicher Objekte zu verschiedenen Zeitpunkten. 

 

 
Abbildung 10: Vergleich zwischen Farthest-Point-Sampling (FPS) und Random-Sampling (RS). 

 

 
Abbildung 11: Genauigkeit und Laufzeit von RMS-FlowNet [19] und RMS-FlowNet++ [20] im Vergleich zu früheren 

Arbeiten. Für die vollständige Liste an Referenzen verweisen wir auf [20] . 

 

Um diese Einschränkungen zu überwinden, die durch die Random Sampling 

entstehen, haben wir ein neues Netz entwickelt, das ein leistungsfähigeres Modul 
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zur Szenenfluss-Embedding verwendet. Auf diese Weise erzielen das von uns 

vorgeschlagene RMS-FlowNet [19] und die erweiterte Version RMS-FlowNet++ 

[20] Ergebnisse, die dem neuesten Stand der Technik entsprechen, und das bei 

deutlich verbesserten Rechenzeiten (siehe Abbildung 11). Daher können unsere 

Modelle mit sehr dichten Punktwolken umgehen, was eine höhere Abdeckung der 

Szene und einen größeren Erfassungsbereich ermöglicht. Darüber hinaus weisen 

unsere Methoden eine höhere Robustheit gegenüber Verdeckungen auf. Die 

entsprechenden Arbeiten zu den beiden Methoden wurden auf der ICRA 2022 

und im IJCV 2024 veröffentlicht. 

 

Um die Rechenkosten weiter zu reduzieren und die Abdeckung der Szene zu 

erhöhen, haben wir EgoFlowNet [21] vorgeschlagen. Die Motivation hinter der 

Methode ist es, die Szene in dynamische und statische Teile zu segmentieren, was 

eine schnellere und spezialisierte Schätzung der Bewegung für dynamische 

Objekte sowie eine global konsistente und dichte Schätzung des Szenenflusses 

entsprechend der Ego-Bewegung des beobachtenden Sensors ermöglicht. Die 

Segmentierung einer Punktwolke für eine Verkehrsszene ist in Abbildung 12 

dargestellt.  

 

Unsere Architektur besteht aus zwei Merkmalsextraktoren für individuelle 

punktweise Deskriptoren und eine globalere Kodierung der Gesamtbewegung der 

Szene, die in drei spezialisierten Modulen verwendet werden: Eines für die 

punktweise binäre Segmentierung in statische und dynamische Bereiche, eines 

für die Ego-Bewegungsabschätzung des Lidar-Scanners, und eines für die 

Korrelation dynamischer Punkte zur Abschätzung des genauen 3D-Szenenflusses. 

Aufgrund des beschriebenen Aufbaus können wir auf einen dichten Szenenfluss 

(d.h. 3D-Bewegungsvektor für jeden Punkt der Szene) mittels schwacher 

Überwachung trainieren, wenn Informationen über Ego-Bewegung und 

Segmentierung verfügbar sind. Dies reduziert den Annotationsaufwand im 

Vergleich zur vollständigen, punktweisen Szenenfluss-Annotation extrem. 

 

Unsere Arbeit wurde auf der BMVC 2023 vorgestellt und hat einen Preis für das 

beste Poster gewonnen. 
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Abbildung 12: Darstellung einer Punktwolke mit dynamischen Objekten (orange) und statischen Bereichen (grau). 

 

Unsere Methoden zur Bewegungsschätzung wurden auch rechnerisch weiter 

optimiert, z. B. durch eine eigene CUDA-Implementierung für den KNN-

Algorithmus auf GPUs. Im Vergleich zu bestehenden Bibliotheken, die auf der CPU 

laufen, konnten wir eine verbesserte Laufzeit und Skalierbarkeit für eine 

wachsende Anzahl von Punkten in der Szene erzielen. 

 

Schließlich haben wir die Modellgröße von EgoFlowNet reduziert und 

Quantisierung und Pruning angewendet, um den Algorithmus auf einem Jetson 

AGX Xavier einzusetzen. Auf diesem Gerät waren wir in der Lage, 8192 Punkte 

gleichzeitig bei einer Bildwiederholrate von etwa 10 Hz zu verarbeiten. 

 

2.1.3 

Das Ziel der Arbeiten in diesem Paket ist eine konsistente Fusion einer inertialen 

Schätzung der Körperpose mit einer am Körper befestigten Kamera 

(egozentrische Perspektive), um eine Pose zu erhalten, die sich automatisch in 

das Kamerakoordinatensystem einfügt. Es gibt verschiedene Herausforderungen 

im Zusammenhang mit dieser Fusion: 

1) Die Hand-Auge-Kalibrierung zwischen der Kamera und dem Skelett des 

inertialen Trackings. 

2) Die zuverlässige Erkennung von Körperteilen aus der Ego-Perspektive der 

Kamera. 



Seite 24 

 

 

3) Die Fusion zwischen Erkennung von Körperteilen und inertialem Tracking unter 

Ausnutzung der Skelettkalibrierung und Driftkompensation von Skelett und 

Kameraposition. 

 

In einer ersten Phase des Projekts haben wir mit der Datenerfassung mit einem 

inertialen Ganzkörper-Tracking begonnen, um eine Datenbasis für die Entwicklung 

der erforderlichen Methoden zur Bewältigung der oben genannten 

Herausforderungen zu erhalten. Diese Daten bilden die Basis, die zur Entwicklung 

und zum Testen der Modelle für die Generalisierungsfähigkeit auf neue 

Situationen sowie für die Leistung beim kontinuierlichen Lernen verwendet 

werden soll. Die erste Aufnahme besteht aus Daten für die Analyse des täglichen 

Lebens und des Arbeitsplatzes und zeigt ein Szenario in Innenräumen mit 

verschiedenen Objekten eines Arbeitsplatzes sowie Objekten aus dem täglichen 

Leben. Die Sensoren, die für die Aufzeichnung verwendet werden, sind 17 IMUs 

und zwei verschiedene Kameras. Die Daten wurden mit dem Robot Operating 

System (ROS) synchronisiert und als ROS-Bag gespeichert. Die Hand-Auge-

Kalibrierung wird durch Korrelation der IMU-Gyroskop-Daten jeder Kamera-IMU 

mit der Awinda-IMU während einer Bewegung mit ausreichender 

Rotationsbewegung berechnet. 

 

Eine besondere Herausforderung bei der konsistenten Darstellung der 

Körperkinematik und der umgebenden Objekte durch eine am Körper getragene 

Kamera mit einem SLAM-Ansatz (simultane Lokalisierung und Kartierung) besteht 

darin, den Drift der inertialen Körperverfolgung relativ zur Karte der 

Kameraposition (über den SLAM-Ansatz) zu kontrollieren. Um den Drift in beiden 

Systemen zu vermindern, sollen die komplementären Informationen des 

Tracking- und des Kamera-/SLAM-Ansatzes in einem statistischen Fusionsansatz 

genutzt werden. Zu diesem Zweck regressieren wir die gemeinsamen Positionen 

der Person im Kamerabild aus der Ego-Perspektive und erstellen ein Messmodell, 

um diese Informationen mit dem kinematischen 3D-Modell des Inertialtrackings 

abzugleichen. Zu diesem Zweck können wir die Reprojektion der 3D-Kinematik in 

das Kamerabild verwenden [22] und die detektierten Gelenkteile mit den 

Reprojektionen abgleichen. Hier war ein kritischer Teil die Gelenkpositions-

erkennung im Bild sowie ein Zuverlässigkeitsmaß, um Verdeckungen oder falsche 
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Erkennungen anzuzeigen. Daher haben wir die Positionen der Gelenke in der 

Bildebene mit probabilistischen neuronalen Netzen regressiert, um die 

Unsicherheit zu quantifizieren. Wir haben Modelle auf verschiedenen verfügbaren 

Datensätzen mit einer am Körper oder auf dem Kopf montierten Kamera trainiert 

und getestet [23], [24], [25], [26], [27]. 

 

 
Abbildung 13: Kinematisches Modell der Gelenke und IMUs für die entwickelte Methode [28]. 

 

Die Erfassung menschlicher Bewegungen (Huma Motion Capture, HMC) gewinnt 

aufgrund der Vielzahl von Anwendungsbereichen zunehmend an Aufmerksamkeit. 

Derzeit wird viel in kamerabasierte (markerlose) HMC investiert, die den Vorteil 

hat, dass keine Infrastruktur am Körper erforderlich ist und zusätzliche 

Kontextinformationen aus der Umgebung verfügbar sind. Die Nachteile von 

kamerabasierten Ansätzen sind jedoch das begrenzte Sichtfeld und 

Verdeckungen. Im Gegensatz dazu leidet die inertiale HMC (IHMC) nicht unter 

Verdeckungen und ist daher ein vielversprechender Ansatz für die Erfassung 

menschlicher Bewegungen außerhalb des Labors. Eine große Herausforderung 

bei diesen Methoden ist jedoch die Notwendigkeit der räumlichen Registrierung. 

In der Regel werden während einer vordefinierten Kalibrierungssequenz die 

Ausrichtung und Position jedes Inertialsensors in Bezug auf das zugrunde 

liegende Skelettmodell registriert. Unsere Arbeit hat einen Beitrag zur 

kalibrierungsfreien IHMC geleistet, da sie einen rekursiven Schätzer für die 

gleichzeitige Online-Schätzung aller Sensorposen und Gelenkpositionen eines 

kinematischen Kettenmodells wie des menschlichen Skeletts vorschlägt (vgl. 
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Abbildung 13). Unsere Arbeit präsentiert die vollständige Herleitung eines 

Optimierungszieles. Der Ansatz kann direkt auf einen synchronisierten 

Datenstrom aus einem körpereigenen Inertialsensornetzwerk angewendet 

werden. Erfolgreiche Evaluierungen werden an verrauschten simulierten Daten 

einer Dreierkette, realen Gehdaten von 25 jungen, gesunden Personen und an 

Gehdaten eines humanoiden Roboters demonstriert. Die geschätzten und 

abgeleiteten Größen, globale und relative Sensorausrichtungen, Gelenkpositionen 

und Segmentlängen können für die menschliche Bewegungsanalyse und 

anthropometrische Messungen sowie im Rahmen der hybriden markerlosen 

visuell-inertialen HMC genutzt werden. Unsere Ergebnisse wurden im Rahmen 

von Open Research Europe im Jahr 2024 veröffentlicht [28].  

 

Systeme zur Erfassung menschlicher Bewegungen schätzen in der Regel die 

Orientierung der Gliedmaßen oder des Sensors anhand eines relativ 

hochfrequenten Datenstroms (z. B. 30-60 Hz) von Messungen. Bei vielen 

Aufgaben der Bewegungsanalyse wird jedoch nur ein sogenanntes Segment einer 

Bewegung, das aus niedrigeren Frequenzen besteht, analysiert und klassifiziert. 

Dies geschieht in der Regel durch das Lernen eines aufgabenspezifischen Modells, 

das das Bewegungssegment identifiziert, z. B. eine Aktion oder eine Geste. Sind 

die Modelle zur Identifizierung von Bewegungssegmenten einmal erlernt, hängt 

ihre Anwendung zur Schätzung der niedrigen Frequenzen von der Genauigkeit der 

Unsicherheitsschätzungen der Bewegungssegmentmodelle ab. Um beides 

miteinander zu verbinden, haben wir die Genauigkeit der Verteilungs-

repräsentationen von Orientierungen unter Verwendung von Probabilistic 

Movement Primitives (ProMP) und auf Variational Inference (VI) basierenden 

Näherungsverteilungen (z. B. Sparse Gaussian Processes (SGPs)) untersucht, wie 

in Abbildung 14 dargestellt. Diese Techniken werden häufig eingesetzt, um 

Verteilungen von Bewegungssegmenten darzustellen und Unsicherheiten 

prägnant zu repräsentieren. Darüber hinaus gehen wir auf die Herausforderungen 

ein, die mit der Orientierungsregression verbunden sind, und zwar anhand einer 

Fallstudie über menschliche Bewegungsdaten. Die Darstellung menschlicher 

Bewegungsprimitive mit zuverlässigen Unsicherheitsschätzungen ist 

entscheidend für die Erkennung neuer Bewegungssegmente, die von 

Repräsentationslernmodellen für kontinuierliches Lernen noch nicht gelernt 
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wurden. Unsere Arbeit über die Unsicherheiten von Bewegungsprimitiven ist in 

der Zeitschrift IEEE Sensors veröffentlicht. 

 

 
Abbildung 14: Bewegungsprimitiv eines gehenden Menschen (oben), sowie die Streuung dieser Bewegung für 

unterschiedliche Testpersonen (unten). 

 

2.1.4 

In diesem Arbeitspaket wollen wir den Stand der Technik bei der Handverfolgung 

und -rekonstruktion durch die Entwicklung robuster Algorithmen und Modelle 

verbessern, die die komplexen und subtilen Bewegungen der Hände, und der 

Objekte mit denen interagiert wird, genau erfassen können. Diese Aufgabe ist von 

entscheidender Bedeutung für die Analyse und Simulation menschlichen 

Verhaltens und menschlicher Absichten, mit Anwendungen in verschiedenen 

Bereichen, einschließlich Virtual Reality und Augmented Reality. Genaue 

Verfolgung und Rekonstruktion von Handbewegungen und Interaktionen sind 

wichtig, um immersive und realistische VR- und AR-Erlebnisse zu schaffen. 

Insbesondere sind wir daran interessiert, die menschliche Interaktion mit der 

Szene aus einer egozentrischen Perspektive zu erfassen, bei der der Blickwinkel 

mit dem des Benutzers übereinstimmt. Diese Perspektive ist besonders relevant 

für Anwendungen, bei denen der Benutzer mit virtuellen Umgebungen 

interagieren oder virtuelle Objekte so manipulieren muss, wie er es in der realen 

Welt tun würde. 
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In einer ersten Phase unseres Projekts haben wir das allgemeine Problem der 

Verfolgung von Handobjekten unter Verwendung von monokularen 

Eingabequellen, entweder Tiefen- oder RGB-Bildern, aus verschiedenen 

Blickwinkeln, einschließlich, aber nicht beschränkt auf egozentrische 

Perspektiven, untersucht. Dieser Ansatz wurde aufgrund des Mangels an 

verfügbaren Datensätzen für die Rekonstruktion von Hand-Objekten aus der Ich-

Perspektive gewählt. 

  

In einer zweiten Phase haben wir uns mit dieser Limitierung befasst und uns 

darauf konzentriert, sowohl realistische als auch synthetische Datensätze für 

Hände aus einer egozentrischen Sichtweise zu erzeugen. Um dem Problem der 

Tiefenambiguität bei monokularen Ansichten Rechnung zu tragen, haben wir 

einen zusätzlichen Blickwinkel einer zweiten Kamera einbezogen und sind so zu 

einem Stereo-Tracking-Setup übergegangen. Mit diesem Ansatz können wir die 

binokulare Disparität nutzen, um die Tiefenwahrnehmung zu verbessern und die 

Genauigkeit der Rekonstruktion von Hand- und Objektposition und -form zu 

erhöhen. 

 

Die meisten bisherigen Forschungsarbeiten konzentrierten sich in erster Linie auf 

die Rekonstruktion von Einzelhänden und vernachlässigten dabei häufig die 

Rekonstruktion bei Objektinteraktion aufgrund der damit verbundenen 

Herausforderungen. Eine der größten Herausforderungen besteht darin, dass die 

sichtbaren Informationen von interagierenden Händen oder Objekten aufgrund 

von Verdeckungen, erheblich eingeschränkt sind. Das macht die Rekonstruktion 

im Allgemeinen schwierig. 

  

In THOR-Net [29] gehen wir diese Herausforderung an, indem wir eine Methode 

entwickeln, die sowohl die Hände als auch die Objekte selbst unter erheblicher 

Verdeckung aus monokularen RGB-Bildern genau verfolgen und rekonstruieren 

kann. Der wichtigste Beitrag für die Lösung des Problems ist die Nutzung der 

jüngsten Fortschritte im Bereich des Deep Learning unter Verwendung von Graph 

Convolutional Networks (GCNs), Transformern, und selbstüberwachtem Lernen. 

Zunächst extrahiert das Netzwerk 2D-Bildmerkmale und rekonstruiert dann 3D-

Formen mit Hilfe eines neuartigen GraFormer-Netzwerks, das dafür bekannt ist, 

die inhärente kinematische und grafische Struktur der Handhaltung und -form zu 
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bewahren. GCNs bewältigen insbesondere Tiefenmehrdeutigkeit und 

Verdeckungen, da sie die sichtbaren Teile des Handobjekts mit den nicht 

sichtbaren Teilen korrelieren. Die ausgegebene 3D-Rekonstruktion wird zusätzlich 

durch eine Textur pro Vertex verbessert, die durch Selbstüberwachung mit einem 

photometrischen Ziel erreicht wird. 

 

 
Abbildung 15: Qualitative Darstellung der Ergebnisse von THOR-Net [29] zur Rekonstruktion von Pose und Form 

für Hände und Objekte. Von links nach rechts: Eingangsbild mit geschätzter Objektlokalisierung, geschätzte 3D 

Posen, zwei Ansichten für die rekonstruierte Hand-Objekt-Interaktion. 

 

Um die Interaktionsobjekte unabhängig von ihrer Form und Größe effektiv in 3D 

zu modellieren, führen wir eine topologisch konsistente Objektdarstellung ein. 

Dies wird durch die Verformung einer Ikosphäre mit fester Geometrie erreicht, die 

der Form der Objekte genau entspricht. Jedes Objekt wird dann durch die 

entsprechenden Scheitelpunktverschiebungen beschrieben, die auf die 

ursprüngliche Sphäre angewendet werden. Dadurch wird eine topologisch 

konsistente Darstellung der Geometrie gewährleistet, die von GCNs vollständig 

genutzt werden kann. Dieser Ansatz des Resamplings von Objekten ermöglicht 

eine einheitliche und effiziente Modellierung verschiedener Objekte unter 

Beibehaltung der strukturellen Integrität, die für eine konsistente Verfolgung und 

Rekonstruktion erforderlich ist. 
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Die quantitative und qualitative Bewertung zeigt die Wirksamkeit des Ansatzes im 

Vergleich zu früheren Methoden. Unser Ansatz entspricht in Bezug auf 

Genauigkeit und Robustheit dem Stand der Technik und bietet als Vorteil eine 

umfassende Rekonstruktion der Interaktion, einschließlich beider Hände und der 

Interaktionsobjekte. Damit bietet die Methode eine vollständigere und 

realistischere Darstellung von Hand-Objekt-Interaktionen als bisher. 

 

 
Abbildung 16: Qualitative Ergebnisse von ShapeGraFormer [30]. 

 

Die realistische Modellierung von Hand-Objekt-Interaktionen erfordert eine 

sorgfältige Berücksichtigung von Kontaktpunkten und die Vermeidung 

unrealistischer Überschneidungen. Mit ShapeGraformer [30] wollen wir die 

Genauigkeit der Modellierung von Hand-Objekt-Interaktionen verbessern und 

sicherstellen, dass die rekonstruierten Szenen realistische physische 

Interaktionen widerspiegeln. Diese grundlegende Arbeit ist entscheidend für die 

Weiterentwicklung von Anwendungen in der virtuellen Realität, der erweiterten 
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Realität und anderen Bereichen, in denen eine präzise und realistische 

Modellierung von Hand-Objekt-Interaktionen unerlässlich ist. 

 

Tabelle 6: Quantitative Auswertung des Stands der Wissenschaft und unseren Methoden (THOR-Net [29] und 

ShapeGraFormer (ours) [30]) für die Rekonstruktion von Pose und Form von Händen. 

 
 

Um dies zu erreichen, führen wir explizit Anziehungs- und Abstoßungsterme in 

das Zielfunktion für das Training ein. Der Anziehungsterm erzwingt den Hand-

Objekt-Kontakt, indem er den Abstand zwischen dem Objekt und den 

Fingerspitzen bestraft. Umgekehrt bestraft der Abstoßungsterm die gegenseitige 

Durchdringung und verhindert so unrealistische Überlappungen zwischen Hand 

und Objekt. Unsere Netzwerkpipeline besteht aus einer voxel-basierten Faltung 

(Convolution) für die Hand-Objekt-Synthese und -Rekonstruktion, gefolgt von 

einer GraFormer-Pipeline für die 3D-Rekonstruktion. Die vorhergesagten 

voxelisierten Formen stellen die kompletten Oberflächen der Hand und des 

Objekts dar, einschließlich verdeckter Bereiche. Diese umfassendere Darstellung 

verbessert die Genauigkeit der 3D-Oberflächenrekonstruktion erheblich und 

gewährleistet eine realistischere und umfassendere Modellierung von Hand-

Objekt-Interaktionen. Der ShapeGraFormer enthält Graphenfaltungsschichten 

und mehrköpfige Aufmerksamkeitsschichten (Attention), die speziell für die 

effektive Umwandlung von Tiefenmerkmalen in Hand-Objekt-Position und -Form 

entwickelt wurden. 
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Die quantitative Auswertung der Handposen- und Formrekonstruktion in Tabelle 6 

zeigt, dass unsere Methode frühere Verfahren übertrifft. Eine qualitative 

Darstellung der Ergebnisse ist in Abbildung 16 gezeigt. 

 

Durch unsere Arbeit in diesem Abschnitt haben wir die Rekonstruktion von 

Objekten auf eine völlig neue Ebene gebracht, da sie eine der ersten Arbeiten ist, 

die sich mit der Interaktion von Händen mit artikulierten Objekten befasst. 

Konkret haben wir uns auf eine Reihe von chirurgischen Scheren und 

verschiedene andere chirurgische Instrumente unterschiedlicher Form und Größe 

konzentriert, die üblicherweise von medizinischen Teams verwendet werden. 

Unser System nutzt Stereo-RGB-Datenströme von einem typischen VR-Headset, 

um die globale Pose und den Gelenkwinkel von Objekten in Echtzeit auszugeben. 

Unser mehrstufiger Ansatz ist von modernen neuronalen Netzwerkarchitekturen 

wie YOLO- und Transformer-Netzen inspiriert. Durch die Integration dieser 

fortschrittlichen Techniken erreichen wir eine genaue und effiziente 

Rekonstruktion der artikulierten Objekte. Diese Innovation ist besonders 

vorteilhaft für Anwendungen in der medizinischen Ausbildung und Simulation, wo 

eine präzise Modellierung der Werkzeugmanipulation entscheidend ist. 

 

Die Pipeline von SurgeoNet [31] besteht aus drei Stufen: Objekterkennung und 

Schätzung der Keypoints, Verfolgung und zeitliche Glättung von Keypoints und 

Label, und schließlich 7D-Positionsschätzung aus Keypoints und Label. Wir 

verwenden eine verbesserte Version der YOLO-Architektur, nämlich YOLOv8, um 

chirurgische Instrumente zu erkennen und entsprechende Keypoints zu 

identifizieren. Die Keypoints werden ausgewählt und gleichmäßig über die 

Oberfläche des Objekts an signifikanten und übereinstimmenden Stellen verteilt, 

was eine effektive Erkennung und Verfolgung ermöglicht. Im Gegensatz zu THOR-

Net und ShapeGraformer, die für eine einmalige Offline-Klassifizierung und 

Posenschätzung konzipiert sind, beinhaltet SurgeoNet eine zeitliche Glättung. 

Dieser Glättungsprozess verfeinert die Keypoints und Objektboxen im Laufe der 

Zeit und verbessert die qualitativen Tracking-Ergebnisse für die Objekte. Durch 

die Aufrechterhaltung von Kontinuität und Konsistenz in den Daten verbessert 

SurgeoNet die Echtzeitleistung und gewährleistet eine stabilere und genauere 

Posenschätzung in dynamischen Umgebungen. 
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Abbildung 17: Qualitative Ergebnisse von SurgeoNet [31]. 

 

Um den Mangel an Datensätzen für die egozentrische Hand-Objekt-

Rekonstruktion zu beheben, haben wir ein automatisiertes Verfahren zur 

Erzeugung synthetischer Trainingsdaten entwickelt. Diese Daten zeigen Objekte in 

verschiedenen Posen vor unterschiedlichen Hintergründen und bei künstlicher 

Beleuchtung. Unser Algorithmus zur Erzeugung synthetischer Datensätze 

erfordert 3D-Geometrien mit vordefinierten Gelenkpunkten zur Artikulation jedes 

relevanten Objektes. Wir demonstrieren die Generalisierungsfähigkeiten von 

SurgeoNet in anspruchsvollen realen Szenarien, obwohl es ausschließlich auf 

synthetischen Daten trainiert wurde. Dies zeigt die Effektivität unseres Ansatzes 

zur Generierung von Datensätzen, da SurgeoNet in praktischen Anwendungen 

robust und genau arbeitet und die Gültigkeit und Nützlichkeit unserer 

synthetischen Daten für das Training neuronaler Netze in egozentrischen Hand-

Objekt-Interaktionsaufgaben beweist. 

 

Parallel zur Erzeugung synthetischer Datensätze, wie in SurgeoNet, haben wir eine 

grafische Benutzeroberfläche (Graphical User Interface, GUI) für die 

halbautomatische Annotation von artikulierten Objekten, einschließlich Händen, 

anhand von Stereo-RGB-Bildern entwickelt. Diese Software unterstützt den 

Benutzer bei der manuellen Annotation durch Anklicken von Schlüsselpunkten 
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und durch Posenanpassung und bietet hilfreiche Hinweise zur Rationalisierung 

des Prozesses. Zu diesen Hinweisen gehören erste Posenschätzungen für Hände 

und Objekte auf der Grundlage synthetischer Trainingsdaten, die zeitliche 

Übertragung von Keypoints und Posen aus vorherigen Frames, sowie eine erste 

Tiefenschätzung für Objekte, die auf einem Tisch liegen, wenn QR-Codes 

vorhanden sind. 

 

Die grafische Benutzeroberfläche wurde entwickelt, um die Effizienz und 

Genauigkeit des Annotationsprozesses zu verbessern und ihn zugänglich und 

benutzerfreundlich zu machen. Wir planen, mit diesem Tool einen großen 

Datensatz von Hand-Objekt-Interaktionen aus der VR-Perspektive zu erstellen 

und zu veröffentlichen, um der Forschungsgemeinschaft wertvolle Ressourcen zur 

Verfügung zu stellen und weitere Fortschritte auf diesem Gebiet zu ermöglichen. 

  

Zusätzlich zum realen Datensatz entwickeln wir einen synthetischen 

Stereodatensatz, der auf realen Bewegungsdaten basiert. Um dies zu erreichen, 

verwenden wir markerbasiertes Tracking, um Handbewegungen bei der 

Interaktion mit verschiedenen Objekten mit Hilfe von Standardausrüstung und 

Software zu erfassen. Die aufgezeichneten Bewegungen werden dann in eine 

hochwertige Rendering-Software, wie z. B. Blender, übertragen, um realistische 

3D-Hand-Objekt-Oberflächen zu erzeugen, die durch die erfassten Bewegungen 

animiert werden. 

 

Dieser Ansatz bietet erhebliche Vorteile, denn er ermöglicht es uns, eine große 

Menge an Proben zu erzeugen, die durch manuelle Annotation nur schwer zu 

erhalten wären. Durch die automatische Variation von Handformen, 

Erscheinungsbildern, Lichtverhältnissen, und Hintergründen unter Beibehaltung 

konsistenter Animationen können wir einen vielfältigen und umfangreichen 

Datensatz erstellen. Dieser synthetische Datensatz wird unseren realen Datensatz 

ergänzen und das Training und die Robustheit von Modellen verbessern, die für 

Hand-Objekt-Interaktionsaufgaben entwickelt wurden. 

 

Wir planen, die Software und die Datensätze im Zuge der nächsten Publikation zu 

veröffentlichen. Dies wird Forschern und Entwicklern Zugang zu wertvollen 

Ressourcen verschaffen, um das Feld der Hand-Objekt-Interaktionsmodellierung 

voranzubringen. Durch die gemeinsame Nutzung unserer Tools und Daten wollen 
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wir weitere Innovationen und die Zusammenarbeit innerhalb der 

Forschungsgemeinschaft fördern. 

 

2.2 

Zu den wichtigsten Positionen des zahlenmäßigen Nachweises gehören die 

Personalkosten für die wissenschaftlichen Mitarbeiter, Kosten für Konferenzreisen 

und Publikationen, sowie Beschaffungen im Zusammenhang mit dem Projekt, wie 

beispielsweise Deep Learning Hardware und Sensorik. 

 

2.3 

Sämtliche im Projekt durchgeführten Arbeiten wurden als angemessen und 

notwendig angesehen und entsprechen im Allgemeinen den im Antrag 

beschriebenen Arbeiten. Es wurden keinerlei Aufgaben durchgeführt, die nicht 

direkt mit den definierten Projektzielen im Zusammenhang standen. Es wurden 

keine Arbeiten durchgeführt, bei denen vorab bekannt war, dass sie nicht zum Ziel 

führen. Es wurden keine Arbeiten durchgeführt, bei denen bereits vorher 

ausreichende Lösungen existierten, weder im Stand der Technik noch speziell am 

DFKI. Alternative Fördermöglichkeiten für ein themenübergreifendes, 

risikobehaftetet, und grundlagennahes Projekt wie DECODE sind nicht bekannt. 

 

2.4 

Die durch DECODE erzielten Ergebnisse lassen sich entweder mittelbar oder 

direkt in wirtschaftlichen Systemen verwerten. Die Wissenschaftliche 

Anschlussfähigkeit wird aufgrund des breiten Themenspektrums als sehr hoch 

betrachtet. Bereits zur Laufzeit von DECODE sind Industriekollaborationen zum 

kontinuierlichen Lernen entstanden und auch weitere Projektziele haben zur 

erfolgreichen Akquise weiterer Projekte beigetragen. Die Verwertung der 

wissenschaftlichen Ergebnisse erfolgt außerdem durch die Integration in das 

Lehrportfolio der Abteilung. 
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2.5 

Da sich DECODE mit aktuellen und hochrelevanten Themen befasst, wurden alle 

Forschungsfelder des Projektes parallel auf internationaler Ebene von weiteren 

Forschungsgruppen bearbeitet. Die einzelnen Fortschritte lassen sich jedoch klar 

von den Zielen und Ergebnissen von DECODE abgrenzen und standen zu keinem 

Zeitpunkt im Widerspruch zur durchgeführten Arbeit. Die Anwendungsfälle von 

DECODE und die interdisziplinäre Kombination von Forschungsfragen bilden ein 

wesentliches Alleinstellungsmerkmal. Die konkreten Entwicklungen von 

Wissenschaft und Technik wurden kontinuierlich verfolgt und sind jeweils im 

aktuellen Stand in unseren Publikationen beschrieben und von den eigenen 

Arbeiten abgegrenzt. 

 

2.6 

Die folgende Liste umfasst alle Veröffentlichungen im Zusammenhang mit 

DECODE und enthält Primärarbeiten, die die unmittelbaren Ergebnisse 

beschreiben, sowie Sekundärarbeiten, die auf den wissenschaftlichen 

Ergebnissen von DECODE aufbauen und in anderem Kontext weiterverwendete 

wurden. Die Einträge sind jeweils für Konferenzen und Zeitschriften gelistet und 

nach Jahren sortiert. Schriften, die derzeit hinsichtlich ihres 

Publikationspotenzials begutachtet werden, sind separat ausgewiesen. 

Schutzrechte wurden in Zuge von DECODE nicht angemeldet. 

 

2.4.1 

• Maliket et al. “HandVoxNet++: 3D Hand Shape and Pose Estimation using Voxel-

Based Neural Networks”, T-PAMI, 2021. 

• Almadani et al. “Graph-Based Hand-Object Meshes and Poses Reconstruction with 

Multi-Modal Input”, IEEE Access, 2021. 

 

• Murthy et al. "DIVENET: Dive Action Localization and Physical Parameter Extraction 

for High Performance Training", IEEE Access, 2023. 
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• Koparde et al. "On Orientation Distribution Representations with Reliable 

Uncertainties in Inertial Motion Tracking," IEEE SENSORS, 2023. 

• Al Koutayni et al. “DeepEdgeSoC: End-to-end deep learning framework for edge IoT 

devices“, Intert of Things, 2023. 

 

• Muralidhara et al. "JPPF: Multi-task Fusion for Consistent Panoptic-Part 

Segmentation", SNCS, 2024. 

• Alghoul et al. "MSDE: Multi-Scale Disparity Estimation Model from Stereo Images", 

Journal of Autonomous Intelligence (JAI), 2024. 

• Häring et al. "Vid2Cuts: A Framework for Enabling AI-guided Grapevine Pruning", 

IEEE Access, 2024.  

• Battrawy et al. "RMS-FlowNet++: Efficient and Robust Multi-Scale Scene Flow 

Estimation for Large-Scale Point Clouds", IJCV, 2024. 

• Aboukhadra et al. "ShapeGraFormer: GraFormer-Based Network for Hand-Object 

Reconstruction from a Single Depth Map", IEEE Access. 

• Bendig et al. "ShapeAug++: More Realistic Shape Augmentation for Event Data", 

LNCS, 2024. 

• Bendig et al. "Sequence-SOD: Sequence-aware Spiking Object Detection for Event 

Cameras", Cognitive Computations. 

• Alhimdiat et al. " SFRGB-3D: Scene Flow Estimation from Monocular Camera and 

Sparse LiDAR", Pattern Recognition Letters. 

• Anwer et al. “HandFlowNet: Scene Flow based Deep Network for Hand 

Reconstruction using Depth Images”, Neurocomputing. 

 

2.4.2 

• Battrawy et al. “RMS-FlowNet: Efficient and Robust Multi-Scale Scene Flow 

Estimation for Large-Scale Point Clouds”, ICRA 2022. 

• Da Cruz et al. „Autoencoder Attractors for Uncertainty Estimation”, ICPR 2022. 
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• Da Cruz et al. “Autoencoder for Synthetic to Real Generalization: From Simple to 

More Complex Scenes”, ICPR 2022. 

• Bendig et al. "Self-SuperFlow: Self-supervised Scene Flow Prediction in Stereo 

Sequences", ICIP 2022. 

• Lorenz et al. "Towards Inertial Human Motion Tracking with Drift-Free Absolute 

Orientations using only Sparse Sources of Heading Information", FUSION 2022. 

• Lorenz et al. “Towards Artefact Aware Human Motion Capture using Inertial Sensor 

Integrated into Loose Clothing”, ICRA 2022. 

• Su et al. “ZebraPose: Coarse to Fine Surface Encoding for 6DoF Object Pose 

Estimation”, CVPR 2022. 

 

• Goswami et al. "Attribution-aware Weight Transfer: A Warm-Start Initialization for 

Class-Incremental Semantic Segmentation", WACV 2023. 

• Jagadeesh et al. "Multi-task Fusion for Efficient Panoptic-Part Segmentation", 

ICPRAM 2023. 

• Lorenz et al. "On motion artifacts arising when integrating inertial sensors into loose 

clothing such as a working jacket", International Conference on Control, Decision and 

Information Technologies (CoDIT), 2023. 

• Ali et al. "DELO: Deep Evidential LiDAR Odometry using Partial Optimal Transport", 

ICCV 2023. 

• Battrawy et al. "EgoFlowNet: Non-Rigid Scene Flow from Point Clouds with Ego-

Motion Support", BMVC 2023. Best Poster. 

• Sonthalia et al. "EvLiDAR-Flow: Attention-Guided Fusion Between Point Clouds and 

Events for Scene Flow Estimation", ICPRAM 2023. 

• Alhimdiat et al. "Accelerating the Run-Time of Convolutional Neural Networks 

through Weight Pruning and Quantization", iCRES 2023. 

• Hashmi et al. "BoxMask: Revisiting Bounding Box Supervision for Video Object 

Detection", WACV 2023. 

• Aboukhadra et al., "THOR-Net: End-to-end Graformer-based Realistic Two Hands 

and Object Reconstruction with Self-supervision", WACV 2023. 
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• Fürst et al. "Learned Fusion: 3D Object Detection using Calibration-Free Transformer 

Feature Fusion", ICPRAM 2024.  

• Bendig et al. "ShapeAug: Occlusion Augmentation for Event Camera Data", ICPRAM 

2024. 

• Taetz et al. "JointTracker: Real-Time Inertial Kinematic Chain Tracking with Joint 

Position Estimation", Open Research Europe, 2024. 

• Aboukhadra et al., "SurgeoNet: Realtime 3D Pose Estimation of Articulated Surgical 

Instruments from Stereo Images using a Synthetically-trained Network", GCPR 2024 

• Muralidhara et al., "CLEO: Continual Learning of Evolving Ontologies", ECCV 2024. 

 

• Hegde et al., "Modality-Incremental Learning with Disjoint Relevance Mapping 

Networks for Image-based Semantic Segmentation", WACV 2025. 

 

• Muralidhara et al., " CLoRA: Parameter-Efficient Continual Learning with Low-Rank 

Adaptation", CVPR 2025. 

• Muralidhara et al., "Continuous Adaptation to Adverse Driving Conditions via 

Progressive Semantic Segmentation", ICPRAM 2025. 
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3 

Das Projekt verlief fast ausschließlich entsprechend der Planung. Die 

durchgeführten Arbeiten waren zielgerichtet und insgesamt von großem Erfolg 

geprägt. Dies wird durch die Vielzahl an hochqualitativen Veröffentlichungen und 

Ergebnissen, sowie die abschließende Bewertung durch den Wissenschaftlichen 

Bereit (SAB) des DFKI deutlich. 

 

Es konnten nennenswerte Ergebnisse hinsichtlich der Genauigkeit, Dichte, und 

Auf den Gebieten der semantischen Segmentierung, der Bewegungsschätzung, 

der Hand-Objekt-Interaktion, der Schätzung menschlicher Kinematik, sowie 

anwendungsübergreifend für das kontinuierliche Lernen konnten große 

Fortschritte erzielt werden. Die entwickelten Methoden wurden auf 

internationalen Konferenzen und in renommierten Journalen publiziert und haben 

den Stand der Wissenschaft und Technik in weiten Bereichen fortentwickelt. 

 

Die Inhalte von DECODE haben zu weiteren Kollaborationen mit Industriepartnern 

geführt und werden in verschiedenen Folgeprojekten fortgesetzt.  
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