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2. Zielsetzung des Vorhabens

Digitalen Technologien wird ein hohes Potential fir die Optimierung von Bildungsprozessen zuge-
sprochen. Sie sollen ein starker personalisiertes Lernen erlauben, so dass nach Mdglichkeit alle
Schiiler:innen die fur gesellschaftliche und insbesondere berufliche Teilhabe erforderlichen Kompe-
tenzen zu erwerben. Dies setzt voraus, dass Lernverlaufe, die nicht zu Kompetenzentwicklung flih-
ren, zeitnah erkannt werden und entsprechend darauf reagiert werden kann. Dies fir alle Schiiler:in-
nen zu leisten, ist fr Lehrkrafte im herkdmmlichen Unterricht nur schwer bis gar nicht moglich.

Ziel des Verbundvorhabens ,Learning Progression Analytics“ (LPA) war daher, Erkenntnisse dar-
uber zu gewinnen, wie umfangreiche bei der Bearbeitung digital gestutzter Unterrichtseinheiten ge-
nerierte Produktdaten (z.B. Schuilerantworten) und Prozessdaten (z.B. Mausbewegungen) zu fach-
lichen Lernprozessen automatisch ausgewertet, unproduktive Lernverlaufe und die ursachlichen
Lernschwierigkeiten zeitnah erkannt, und inwieweit darauf aufbauend Lehrkraften instruktionale
Strategien zur Verfliigung gestellt werden kénnen, um unproduktive Lernverlaufe in produktive zu
Uberfihren. Hier sollte ein sogenanntes Teacher Dashboard zum Einsatz kommen, das Lehrkraften
oder auch Schiiler:innen in nahezu Echtzeit Feedback zu ihren Lernverlaufen geben kann (Jivet et
al., 2018). Damit soll die Grundlage fur die Entwicklung von Assistenzsystemen fur Schuler:innen
bzw. Lehrkrafte zur Unterstlitzung der Kompetenzentwicklung (méglichst) aller Schiler:innen ge-
wonnen werden und somit fur personalisiertes Lernen im Schulunterricht geschaffen werden.



Im Verbundvorhaben sollten Daten aus dem von der Deutschen Forschungsgemeinschaft (DFG)
geforderten Projekt ,Physikunterricht orientiert an Basiskonzepten: Kumulativer Kompetenzaufbau
am Beispiel des Energiekonzepts® (energie. TRANSFER) des Antragstellers Neumann (NE 1368/3-
1). Im Rahmen dieses Projekts wurden zwolf digital gestutzte Unterrichtseinheiten fir die Jahrgange
6 bis 9 entwickelt, die den Aufbau eines vernetzten Wissens (Wissensintegration) und dadurch die
Entwicklung physikalischer Kompetenz férdern sollen. Insgesamt lagen aus der Bearbeitung der
zwolf digital gestutzten Unterrichtseinheiten Daten von Nsus = 1514 Lernende aus Nk = 60 Schul-
klassen vor. Diese Daten sollten im beantragten Vorhaben 1) mit Hilfe von Methoden aus dem Be-
reich der Learning Analytics aus fachdidaktischer und instruktionspsychologischer Sicht ausgewertet
werden, um 2) Erkenntnisse Uber vom geplanten Lernverlauf abweichende unproduktive Lernver-
laufe (d.h. Lernverlaufe die nicht zu Kompetenzentwicklung fiihren) zu gewinnen und 3) zu untersu-
chen inwieweit diese durch die Instruktionsstrategien direkte Instruktion (direct instruction) oder ge-
fuhrte Instruktion (guided instruction) in produktive Lernverlaufe (die zur Entwicklung fachlicher Kom-
petenzen fuhren) Uberfihrt werden kdnnen. Neben den Mdéglichkeiten sollten auch die Grenzen der
automatischen Analyse von Daten zu Lernverldaufen von Schiler:innen mit Hilfe von Methoden der
Learning Analytics ausgelotet werden.

3. Planung und Ablauf des Vorhabens

Das Vorhaben wurde zeitnah zur Bewilligung, planmaRig mit dem 1. November 2020 begonnen. Es
gliederte sich in insgesamt finf Arbeitspakete, die gemeinsam, aber mit wechselnden Verantwort-
lichkeiten, von allen drei Verbundbeteiligten (IPN, RUB, DIPF) bearbeitet wurden. Die Verbundkoor-
dination (APO) oblag dabei dem IPN. Ziel von APO war die Sicherung einer engen Abstimmung zwi-
schen den Forschungsgruppen bei Bearbeitung der weiteren Arbeitspakete AP1 bis AP5 Uber die
gesamte Projektlaufzeit; insbesondere das Forschungsdatenmanagement.

Im Fokus des ersten Jahres des auf drei Jahre angelegten Projekts standen laut Planung die Ent-
wicklung von Learning Analytics Detektoren (AP1), die die von Schuler:innen bei der Bearbeitung
von Lernaktivitaten generierten Produktdaten (z.B. schriftliche Antworten) automatisch im Hinblick
auf fachdidaktische und lehr-lern-psychologische Aspekte des Lernens bewerten, sowie die Erwei-
terung der Detektoren um die Bericksichtigung von Prozessdaten (z.B. Mausbewegungen) (AP2).
Die Arbeiten in AP1 wurden wie vorgesehen aufgenommen. Der Fokus lag dabei zunachst auf der
Vor- bzw. Aufbereitung der bereits vorliegenden Daten fir die Entwicklung der Learning Analytics
Algorithmen. In der Folge wurden wie vorgesehen, aus den Lernzielen der einzelnen Lernaktivitaten
lernpsychologische und physikdidaktische Indikatoren fiir Lernerfolg im Allgemeinen (Lernziel er-
reicht / nicht erreicht) und Speziellen (physikalisch angemessene / nicht angemessene Ideen de-
monstriert) abgeleitet. Dabei zeigte sich, dass lernpsychologische Indikatoren in den vorliegenden
Produktdaten nicht oder nur in stark eingeschranktem Mal3e zu identifizieren waren. Schlielich wur-
den fir jede Lernaktivitat Learning Analytics Detektoren entwickelt, die ein automatisierte Kodierung
von Lernerfolg im Allgemeinen und Speziellen erlauben. Da sich bereits bei der Aufbereitung der
Daten fir AP1 zeigte, dass sich wider Erwarten aus den aus dem Projekt energie. TRANSFER vor-
liegenden moodle-Kursen nicht bzw. nur in eingeschréanktem Malle Prozessdaten extrahieren lie-
Ren, wurde im Gegensatz zur urspriinglichen Planung beschlossen fir AP2 neue Daten zu erheben.
Konkret wurden zwei der insgesamt zwolf Unterrichtseinheiten bzw. die entsprechenden moodle-
Kurse mit so genannten Trackern ausgestattet, die tatsachlich umfangreiche Prozessdaten erfassen
koénnen, die Informationen Uber das Lernen der Schuler:innen tragen (z.B. das Videoabspiel- und



multiple-choice-Verhalten, die Navigation durch die Lernumgebung, die Maus-Position und die Tas-
taturnutzung). Parallel wurden auch noch einmal die Testinstrumente flr die Erfassung der Kompe-
tenz der Schdler:innen vor und nach Durchflihrung der Einheiten angepasst. Die Vorbereitung der
Datenerhebung, einschliel3lich Einholens aller notwendigen Genehmigungen konnte mit dem ersten
Projektjahr abgeschlossen werden. Daraus ergab sich eine Verzégerung im Beginn der Arbeiten von
AP2. Planungskonform wurde aber parallel mit den Arbeiten zur (automatisierten) Analyse der Pro-
duktivitat von Lernverlaufen (AP3) begonnen.

Mit Beginn des zweiten Projektjahres im November 2021 startete die neu geplante Datenerhebung.
Insgesamt konnten bis zum Sommer Daten von N = 540 Schiiler:innen zu den beiden Unterrichts-
einheiten erhoben werden. Zeitgleich mit Beginn der neu geplanten Datenerhebung wurde mit der
Identifikation fachdidaktisch und lernpsychologisch fundierter Indikatoren in den Prozessdaten be-
gonnen. Dabei zeigte sich wiederum, dass sich in Prozessdaten nur schwerlich physikdidaktisch
begriindete Indikatoren ableiten kénnen. Deshalb wurde sich im weiteren Verlauf von AP2 auf die
Identifikation lernpsychologischer Indikatoren beschrankt. Dazu wurde im Rahmen der neu geplan-
ten Datenerhebung auch eine Lautes-Denken-Studie mit N = 42 Schuler:innen in beiden Unterrichts-
einheiten durchgefihrt, in deren Rahmen neben den Interaktionen der Schiler:innen mit den digital
gestutzten Unterrichtseinheiten auch deren Denkprozesse erfasst wurde. Die Bildschirmaufzeich-
nungen und die transkribierten Lautes-Denken-Protokolle sollte die Basis flir die Integration (multi-
modaler) Prozessdaten in die Analyse (un-)produktiver Lernverlaufe und ihrer Ursachen bilden. AP
2 wurde mit einer Verzégerung von ca. 7 Monaten abgeschlossen. Die Arbeiten zu AP3 haben pla-
nungskonform zeitgleich mit dem Training der Learning Analytics Detektoren begonnen. Aufgrund
des hohen Innovationsgrads der geplanten Arbeiten und damit verbunden fehlender Vorarbeiten
wurden zwei Ansatze verfolgt. Zum einen wurde zunachst der kumulative Lernerfolg im Allgemeinen
und Speziellen Uber die Zeit analysiert mit dem Ziel unterschiedliche Lernverlaufe zu identifizieren
und mit Kompetenzentwicklung in Verbindung zu bringen. Dies gelang wie geplant. Zum anderen
wurde die Entwicklung der Wissensnetzwerke der Schiler:innen Uber die Zeit analysiert. Die Erpro-
bung verschiedener Metriken zur Bewertung der Entwicklung der Netzwerke war hier nicht erfolg-
reich, so dass zunachst keine Erkenntnisse Uber die Ursachen produktiver bzw. unproduktiver Lern-
verlaufe gewonnen werden konnten; auch die Analyse der Prozessdaten brachte hier keinen Auf-
schluss. Daher wurde sich auf die qualitative Analyse, der sich entwickelnden Netzwerke mit Hilfe
epistemischer Netzwerkanalyse verlegt. Diese ergab bis zum Projektende erste erfolgverspre-
chende Ergebnisse und soll deshalb Gber das Projektende hinaus weiterverfolgt werden. Da die
Analyse des kumulativen Lernerfolgs sowohl beziglich der allgemeinen als auch der spezifischen
Lernziele erfolgreich war, war eine ausreichende Grundlage fir die automatisierte Analyse der Pro-
duktivitat von Lernverlaufen und deren Riickmeldung an Lehrkrafte gegeben. In der Folge konnten
die Arbeiten zur Vorbereitung der Erprobung der automatisierten Analyse der Lernverlaufe der Schi-
ler:innen mit Learning Analytics unter realen Bedingungen (AP4) mit nur leichter Verzégerung be-
gonnen und die Arbeiten in AP3 wie vorgesehen (jedoch ohne Erkenntnisse zu Ursachen der Pro-
duktivitat bzw. Unproduktivitat von Lernverlaufen) mit dem Ende des zweiten Projektjahres abge-
schlossen werden.

Das dritte Projektjahr stand schliel3lich im Zeichen der Erprobung der automatisierten Analyse der
Lernverlaufe der Schiler:innen mit Learning Analytics unter realen Bedingungen (AP4). Zu diesem



Zweck wurde bereits kurz vor dem Ende des zweiten Projektjahres mit einer Co-Design-Studie be-
gonnen, in deren Rahmen gemeinsam mit insgesamt N = 17 Praxispartner:innen (d.h. Physiklehr-
kraften) ein Dashboard zur Rlickmeldung von Informationen Gber die Lernverlaufe der Schiler:innen
an Lehrkrafte entwickelt wurde. Dieses enthielt auch die Moglichkeit Feedback an die Schiler:innen
zu senden. Schliellich wurde im Rahmen einer weiteren Studie das Dashboard unter realen Bedin-
gungen erprobt. Die Vorbereitungen fir diese Studie (d.h. Genehmigung durch das Ministerium,
Stichprobenrekrutierung etc.) konnte im ersten Quartal des dritten Projektjahres abgeschlossen wer-
den. Insgesamt konnten, wahrscheinlich aufgrund der erhdhten Belastung von Lehrkraften zum
Ende der Pandemie, nur N = 7 Lehrkrafte mit ihren 9 Klassen gewonnen werden. Dies sind weniger
als die urspriinglich anvisierten 10 Lehrkrafte, aufgrund der Tatsache, dass aber einzelne Lehrkrafte
mit mehreren Klassen teilnahmen, ergab sich in der Summe nahezu die gleiche Stichprobengrofie
wie im Antrag geplant. Die Datenerhebung erfolgte wiederum planungskonform in den Quartalen 2
und 3 des dritten Projektjahres. Parallel wurde die Analysen vorbereitet, so dass diese im vierten
und letzten Quartal des dritten Projektjahres und damit mit Abschluss des Projekts vorlagen.

Parallel zu den Arbeitspaketen 1 bis 4 diente ein weiteres Arbeitspaket (AP5) der Aufbereitung und
Pflege der Forschungsdaten. Da anders als beantragt bereits friih im Projekt die Entscheidung fir
eine erneute Datenerhebung fiel, ergaben sich eine Reihe von Anderungen in diesem Arbeitspaket.
Unter anderem musste quasi von Beginn des Projektes an fiir eine datenschutzkonforme Erhebung
und Speicherung der Daten gesorgt werden. Dazu wurde in enger Abstimmung zwischen den Ver-
bundbeteiligten ein Datenmanagementplan und insbesondere ein Verfahren fur die datenschutzkon-
forme Erhebung und Speicherung der Daten entwickelt, dass in samtlichen Datenerhebungen An-
wendung fand. Da mit den neu erhobenen Daten der Umfang der urspringlich anvisierten Daten
deutlich grél3er ausfallt und mehrere zusatzliche Studien durchgeflhrt wurden, war es bis zum Pro-
jektabschluss nicht moéglich alle Daten zur wissenschaftlichen Nachnutzung aufzubereiten und wie
geplant an ein Forschungsdatenzentrum zu tbermitteln. Dies soll jedoch innerhalb einer Frist von
12 Monaten nach (offiziellem) Projektende abgeschlossen werden. Die im Projekt verwendeten Ein-
heiten sind wie die Einheiten aus dem Vorgangerprojekt (iber das gemeinsame OER Portal des IPN
und der Christian-Albrechts-Universitat zu Kiel (http://oer.uni-kiel.de) verfligbar.

4. Ergebnisse des Vorhabens

Im Folgenden werden die Arbeitsschritte und Ergebnisse der einzelnen Arbeitspakete unter Beriick-
sichtigung der Notwendigkeit und Angemessenheit der geleisteten Projektarbeiten geschildert.

AP1: Learning Analytics Algorithmen (DIPF)

Ziel von AP1 war die Entwicklung von Learning Analytics Algorithmen zur Analyse der Lernverlaufen
bzw. Lernschwierigkeiten. Dazu war es zunachst notwendig, aus den fur die einzelnen Lernaktivita-
ten definierten Lernzielen Indikatoren abzuleiten, die eine erfolgreiche bzw. nicht erfolgreiche Bear-
beitung (und ggf. Zwischenstufen) reprasentieren. Darauf aufbauend sollten Learning Analytics Al-
gorithmen zur automatischen Kodierung dieser Indikatoren entwickelt bzw. adaptiert werden.

Zur Ableitung der Indikatoren aus den Lernzielen wurde zunachst auf Basis des so genannten evi-
dence-centered designs (ECD; Pellegrino et al., 2014; im Original u.a. Mislevy et al., 2006) ein Ver-
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fahren entwickelt, um Lernerfolg im Allgemeinen (Erfolgreiche / nicht erfolgreiche Bearbeitung) so-
wie im Speziellen (Demonstration fachlich angemessener / nicht angemessener Ideen) mit entspre-
chenden lernpsychologischen und physikdidaktischen Indikatoren in Verbindung bringen zu kénnen.
Dieses Verfahren sieht in einer Art reverse engineering vor, ausgehend von der Aufgabe und Mus-
terldsung zu definieren 1) welches Wissen erworben werden soll (z.B. Wissen tber Bewegungs-
energie) und 2) wie dieses Wissen erworben werden soll (z.B. durch die Planung, Durchfiihrung und
Auswertung eines Experiments). Anschliel3end wird das Lernziel als Kombination von zu erwerben-
dem Wissen und Vorgehensweise beim Wissenserwerb formuliert (z.B. Schiler:innen planen ein
Experiment, um Indikatoren der Bewegungsenergie zu bestimmen). Dieses neu entwickelte Verfah-
ren und fir entsprechende Anwendungen héchst relevante Verfahren wird ausfuhrlich in einem ent-
sprechenden Kapitel (Kubsch et al., im Druck) in dem bei Oxford University Press erscheinenden
Buch ,Uses of Artificial Intelligence in STEM Education® (Zhai & Krajcik, im Druck) beschrieben.

Mit Hilfe dieses Verfahrens wurden fir jede der insgesamt 63 Lernaktivitdten der beiden ausgewahl-
ten (und im Rahmen der neu geplanten Erhebung eingesetzten) Unterrichtseinheiten ein Evidenz-
modell erstellt, welches Lernerfolg im Allgemeinen und Speziellen mit lernpsychologischen und phy-
sikdidaktischen Indikatoren in Verbindung bringt bzw. bringen sollte. Die beiden Unterrichtseinheiten
wurden ausgewahlt, weil sie sich an die gleiche Altersgruppe richteten, eine angemessene inhaltli-
che Uberschneidung besalRen und eine maximale Anzahl verfligbarer Daten im Bezug auf Klassen,
Lernende sowie deren Bearbeitung einzelner Aufgaben aufwiesen. Die Erstellung der Evidenzmo-
delle zeigte, dass die vorliegenden Daten Uberwiegend Produktdaten (d.h. unterrichtliche Arbeitser-
gebnisse der Lernenden) sind. Diese Daten so zeigte sich weiter, erlauben zwar die Identifikation
physikdidaktischer Indikatoren fur Lernerfolg, enthalten aber zu wenig Informationen zum Lernpro-
zess fur die Identifikation lernpsychologischer Indikatoren. Damit ist ein erstes wichtiges Ergebnis
dieses Projekts, dass erfolgreiches Lernen aus physikdidaktischer Sicht am erzielten Produkt ge-
messen werden kann, aus lernpsychologischer Sicht jedoch Informationen tber den Prozess erfor-
dert.

Auf Basis der Evidenzmodelle wurden schlie3lich Kodierleitfaden erstellt und mit Hilfe der Kodier-
leitfaden samtliche Daten nicht ohnehin von moodle automatisch kodierten Daten (z.B. aus multiple-
choice-Aufgaben) von menschlichen Kodierern kodiert. Eine Doppelkodierung fir knapp 20 Prozent
der Stichprobe ergab eine minimale Ubereinstimmung von Cohens k = .41, insgesamt aber eine
beachtliche Ubereinstimmung von Cohens k = .96 Uber alle Aufgaben hinweg. Abweichungen wur-
den in der Folge durch Diskussion aufgelost. Um die Antworten der Lernenden hinsichtlich des er-
folgreichen bzw. nicht erfolgreichen Bearbeitung und Demonstration fachlich angemessener bzw.
nicht-angemessener Ideen automatisiert kodieren zu kdnnen wurden verschiedene Machine-Learn-
ing-Modelle zur Verarbeitung natirlicher Sprache entwickelt, trainiert und miteinander verglichen.
Die Ergebnisse zeigten, dass die erfolgreichsten Resultate durch fiir ein Machine-Learning-Modell
basierend auf GBERT (German Bidirectional Encoder Representations from Transformers) erreicht
werden. Das Modell konnte normative Ideen in Freitextantworten mit einem im 5x5 Kreuzvalidie-
rungsverfahren gemessenen F1 Score von tber 0.90 korrekt identifizieren (Abbildung 2; siehe auch
Gombert et al., 2022).



Electric Electric Thermal Thermal Transformation Radiant Radiant Macro.

Energy Indicator Energy Indicator Process Energy Indicator F1

Present

Multitask-GBERT- 93.29 89.29 90.53 90.36 91.89 91.07 90.46 90.98
large

Multitask-GBERT- 90.76 86.69 91.07 89.50 92.22 89.99 89.79 90.00
base

Random Forests 92.31 80.81 85.37 87.55 86.58 87.19 88.80 86.94

Explainable Boosting 90.68 78.78 83.60 87.84 86.67 86.33 89.14 86.15
Machine

Logistic Regression 87.44 78.91 83.58 85.92 81.14 84.30 88.60 84.27

Ridge Regression 89.91 78.25 82.10 83.13 82.15 87.11 86.00 84.09

Decision Tree 87.72 79.18 76.80 82.14 78.89 78.72 83.26 80.96

Keywords (Evidence 60.17 62.59 73.19 85.50 46.99 61.19 86.86 68.07
Spans)

Keywords (Odds 61.90 18.77 76.89 81.21 61.78 49.49 80.53 61.51
Ratio)

Random 19.72 32.87 2617 71.50 20.87 22.90 72.73 38.11

Abbildung 1. Bewertung der verschiedenen erprobten Machine-Learning-Modelle im Vergleich (dargestellt sind so ge-
nannte F1-Scores, als Kominbation der Prazision des Modells, d.h. das Verhaltnis der korrekt vom Modell vorhergesagten
Ereignisse zu den vom Modell vorhergesagten Ereignissen, sowie der Sensitivitat, d.h. welchen Anteil der tatsachlichen
Ereignisse das Modell korrekt vorhergesagt hat) (Gombert et al., 2022).

Da neben den Mdglichkeiten der automatischen Analyse von Daten zu Lernverlaufen von Schiler:in-
nenn mit Hilfe von Methoden der Learning Analytics auch die Grenzen ausgelotet werden sollten
und im Feld gut etabliert ist, dass Verfahren des maschinellen Lernens bias aufweisen kénnen (z.B.
Caliskan, 2017; fur einen umfassenden Uberblick siehe auch Christian, 2021) wurde sich bereits
frih im Projekt auch mit der Frage befasst, inwieweit die hier verwendeten Verfahren bias aufweisen
konnten und wie damit umzugehen ist. In der Folge sind zwei theoretische Arbeiten entstanden, die
sich mit Equity im Kontext von Learning Analytics beschaftigen. Zum einen wurden die allgemeinen
Potentiale und Gefahren von Learning Analytics im Kontext der Identitatsentwicklung, speziell der
STEM ldentitat, strukturell diskriminierter Gruppen betrachtet und insgesamt sechs Schlussfolge-
rungen als Leitlinien fir die Anwendung von und die weitere Forschung zu Learning Analytics abge-
leitet (Grimm, Steegh, Colakodlu, et al, 2023). Zum anderen wurde im Rahmen einer Fallstudie ent-
lang der konkreten Rahmenbedingungen des Projekt AFLEK erarbeitet, wo die Herausforderungen
in der chancengleichen Nutzung von Learning Analytics fir den (Physik)unterricht liegen. Hieraus
wurden Handlungsbedarfe fur die wissenschaftliche Community sowie Politik und Gesellschaft ab-
geleitet (Grimm, Steegh, Kubsch, et al., 2023).

AP2: Integration multimodaler Daten (RUB)

Ziel bzw. Gegenstand von AP2 war die Exploration von Mdglichkeiten und Grenzen der Integration
verhaltensnaherer Datenquellen, die zusatzliche Informationen Uber Lernerfolg bzw. -misserfolg
(und ggf. Zwischenstufen) enthalten kénnen. Da sich als ein zentrales Ergebnis von AP1 zeigte,
dass die vorliegenden Produktdaten nicht informativ genug fir die Identifikation lernpsychologischer
Indikatoren sind, kam den multimodalen (d.h. Prozess-)daten eine zentrale Bedeutung fur die Iden-
tifikation lernpsychologischer Indikatoren fir erfolgreiches Lernen bzw. erfolgreiche Lernprozesse
zu. Neben einer Studie zur Erfassung von Produkt- und Prozessdaten im Rahmen der (erneuten)



Durchflihrung der beiden ausgewahlten digital gestiitzten Unterrichtseinheiten wurde auch eine Lau-
tes-Denken-Studie durchgefihrt mit dem Ziel Prozessdaten und lernpsychologische Indikatoren fir
Lernerfolg in Beziehung zu bringen.

Im Rahmen der Lautes-Denken-Studie wurden deshalb neben den Interaktionen der N = 42 teilneh-
menden Schiler:innen mit der digital gestitzten Lernumgebung (d.h. Bildschirmaufzeichnungen)
auch die Denkprozesse der Schiiler:innen erhoben. Das heil}t, diese Schiiler:innen bearbeiteten die
gleichen digitalen Aufgaben wie ihre Mitschiler:innen, wurden jedoch aufgefordert, ihre Gedanken
laut zu auszusprechen. Dies wurde aufgezeichnet. Die Lautes-Denken-Protokolle und Bildschirm-
aufnahmen stellen eine externe Datenquelle dar, auf deren Basis Lernen bzw. lernrelevante Begleit-
umstande (z.B. Motivation, Emotion, Vorwissen, Lernstrategien) rekonstruiert werden kénnen.
Dadurch sollte es mdéglich, lernpsychologische Indikatoren in den Prozessdaten zu identifizieren,
und dadurch die Vorhersage von Lernerfolg im Allgemeinen und Speziellen zu verbessern.

Die Erhebung erfolgte in Kiel und wurde gemeinsam durch RUB und IPN durchgefuhrt. Zur einheit-
lichen Erhebung der Interaktionen der Schuler:innen mit der Lernumgebung wurde vorab ein Erhe-
bungsplan erstellt. Zur Auswertung wurden die erhobenen Audiodaten transkribiert. Die Transkrip-
tion erfolgte mittels eines eigens erstellten Transkriptions-Leitfadens. Anschlielend wurden die
transkribierten Texte als Untertitel in die Bildschirmaufzeichnungen eingefligt. SchlieRlich wurden
die Bildschirmaufzeichnungen mit Blick auf das Ziel, Muster in den Prozessdaten zu identifizieren,
die es erlauben, Lernerfolg vorherzusagen, in 30 Sekunden-Abschnitte segmentiert. Aulierdem wur-
den die Aufgaben, die die Schiler:innen bearbeitet haben, ausgewertet. Fir die weitere Auswertung
der Daten wurde ein Kodierschema angefertigt, dass sowohl einen bottom-up (d.h. einen datenge-
triebenen) Zugang mit einem top-down (d.h. theoriegeleiteten) Zugang kombinierte. Nachdem das
Kodierschema hinreichend ausdifferenziert und seine Qualitat durch eine Interrater-Reliabilitat fur
einen Teil (N = 9) der erhobenen Datensatze bestatigt wurde, wurden die restlichen Datensatze
ausgewertet.

Die Ergebnisse zeigten, dass die Lernenden am haufigsten mit der Testleitung interagieren (N=505;
26,5%), eine Antwort auswahlen (N=399; 21,0%) sowie elaborieren und selbstandig explorieren (N=
395; 20,8%). Mit dem Ziel tiefere Einblicke in das Vorgehen der Lernenden zu erhalten haben wur-
den u.a. eine Epistemic Network Analysis (ENA)-Analyse und eine Analyse mit HeuristicsMiner
durchgefuhrt, um Unterschiede im Lernerfolg fir einzelne Aufgaben aber auch produktiven und un-
produktiven Lernverlaufen zu identifizieren und zu charakterisieren. Dazu wurden die Lernenden
entlang ihres Kompetenzzuwachses im Vergleich zwischen Pra- und Posttest in Gruppen aufgeteilt,
sodass Lernprozesse von Schiuler:innen, deren Lernverlaufe als erfolgreich klassifiziert werden kon-
nen und solchen, deren Lernverlaufe als nicht erfolgreich zu klassifizieren sind, verglichen werden
konnten. Im Endeffekt lieRen sich zwar lernpsychologische Indikatoren identifizieren, aber nicht re-
produzierbar mit Mustern in den Prozessdaten in Verbindung bringen. Dies kann als ein weiteres
zentrales Ergebnis des Projekts gelten: Die Vorhersage lernpsychologischer Indikatoren aus Pro-
zessdaten erfordert die gezielte Stimulierung entsprechender Lernprozesse entlang einer oder meh-
rere lernpsychologischer Theorien, da ansonsten das Spektrum méglicher Indikatoren zu grof3 wird
um vollumfanglich nachtraglich (z.B. in Lautes-Denken-Studien) erfasst und zu Prozessdaten in Ver-
bindung gesetzt werden zu kdnnen.



AP3: (Automatisierte) Identifikation der Produktivitdt von Lernverlaufen (IPN)

Ziel des Arbeitspaketes war es, Lernverlaufe zu identifizieren und hinsichtlich ihrer Produktivitat zu
bewerten. Insbesondere sollten abweichende, im Hinblick auf Kompetenzentwicklung unproduktive
Lernverlaufe und ihre Ursachen (z.B. mangelndes Vorwissen oder Fehlvorstellungen) identifiziert
werden. Zur Rekonstruktion der Lernverlaufe wurden in drei parallelen Zugangen Lernverlaufe re-
konstruiert, mit dem Ziel im Hinblick auf Kompetenzentwicklung produktive (bzw. umgekehrt unpro-
duktive) Lernverlaufe zu identifizieren.

Im Rahmen des ersten Zugangs wurde der kumulative Lernerfolg im Allgemeinen und Speziellen
Uber die Zeit analysiert mit dem Ziel substantiell unterschiedliche Lernverlaufe zu identifizieren und
mit Kompetenzentwicklung in Verbindung zu bringen. Lernerfolg wird dabei auf zwei Arten betrach-
tet: 1) Aktivierung und Anwendung von normativen Ideen Uber Energie und 2) Verknlpfung von
normativen ldeen Uber Energie. Hierbei zeigt sich in den von insgesamt 16 Schulklassen vorliegen-
den Daten bisher, dass Schiiler:innen und Schiller haufiger normative Ideen zwar aktivieren, sie
aber nicht korrekt in Kontexten anwenden kénnen. Betrachtet man nun unterschiedliche Lernver-
laufe zeigt sich schon bei rein graphischer Betrachtung nur eine geringe Heterogenitat, d.h. die Lern-
verldufe sind im Wesentlichen linear (Abbildung 2). Dieses Ergebnis wird durch explorative Daten-
analysen gestutzt: Latente Profil-Analysen ergaben keine qualitativ unterschiedlichen Profile, son-
dern sprechen eher fir parallele Verlaufe. Zusatzlich ergaben Regressionsanalysen, dass sich be-
reits mit dem kumulativen Lernerfolg nach dem ersten von insgesamt funf Sinnabschnitten der Ein-
heiten der finale kumulative Lernerfolg mit hoher Giite (R? ~ .70) vorhersagen lasst. Dieser Wert
nimmt kontinuierlich zu, wenn man auf weitere Sinnabschnitte zur Vorhersage zurtickgreift. Insge-
samt ergeben die bisherigen Analysen also, dass produktive bzw. unproduktive Lernverlaufe gut
durch vergleichsweise einfache statistische Methoden vorhergesagt werden kdonnen.
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Abbildung 2. Beispielhafte Lernverlaufe



Im zweiten Zugang wurde begonnen die Entwicklung der Wissensnetzwerke der Schiiler:innen (vgl.
AP1) Uber die Zeit zu analysieren. Diese Netzwerke modellieren pro Schiler:in, wie diese:r die ver-
schiedenen Ideen innerhalb seiner:ihrer Antworten verknulpft hat und werden anhand der Ko-okku-
renzen von Ideen innerhalb der jeweiligen Antwort konstruiert. Um die Modelle zu evaluieren, wurde
der euklidische Abstand zwischen den Adjazenzmatrizen von Netzwerken, die auf Basis menschli-
cher Kodierungen erstellt wurden, und solchen, die auf den Vorhersagen der Modelle berechnet
wurden, bestimmt. Hierbei ergab sich, dass nur 54% aller Netzwerke ganzlich korrekt rekonstruiert
werden konnten, wobei die Unterschiede zwischen abweichenden Netzwerken oft sehr gering aus-
fielen. Zur Bewertung der Wissensnetzwerke (und damit zur ldentifikation von Ursachen produktiver
bzw. unproduktiver Lernverlaufe) wurden anhand ausgewahlter Netzwerke die Metriken zur Analyse
(Zentralitat von normativen ldeen sowie Koharenz der Gesamtnetzwerke, vgl. Kubsch et al., 2019)
ausgewahlt und erprobt. Allerdings ergaben sich hier keine belastbaren Erkenntnisse die Vorher-
sage der Produktivitat aus den betrachteten Metriken betreffend. In der Folge lief3en sich aus den
Netzwerken auch nicht wie geplant Ursachen produktiver und unproduktiver Lernverlaufe ableiten.
Die Integration lernpsychologischer Indikatoren konnte ebenfalls keine Abhilfe schaffen, da sich
diese wie bereits unter AP2 ausgeflihrt ebenfalls nicht belastbar mit den Prozessdaten in Verbindung
bringen liel3en.

Im dritten Zugang wurden Verfahren des maschinellen Lernens verwendet, um zunachst die Pro-
duktivitat von Lernverlaufen vorherzusagen und die dabei angepassten Modelle dann zu untersu-
chen um weitere Rickschllisse auf Merkmale, die fur produktive bzw. unproduktive Lernverlaufe
typisch sind, zu ziehen. Lernverldufe wurden auf Basis der in der Einheit richtig beantworteten Auf-
gaben charakterisiert (oberes Quartil: produktiv, unteres Quartil: unproduktiv, mittlere Quartile: Neut-
ral). Diese Klassifikation der Lernverldufe wurde dann unter systematischer Variation der Daten-
grundlage und mit einer Reihe von Modellen zunehmender Komplexitat vorhergesagt. Die Daten-
grundlage wurde dahingehend variiert, dass einerseits Daten von zunehmend mehr Abschnitten der
Unterrichtseinheit verwendet wurden und andererseits variiert wurde, ob nur die Antworten auf die
Aufgaben pro Abschnitt, die epistemischen Emotionen pro Abschnitt oder Aufgaben pro Abschnitt
sowie epistemische Emotionen verwendet wurden. Erwartungsgemal zeigt sich, dass mit zuneh-
mend mehr Daten die Vorhersagegtite im Allgemeinen steigt. Je nach Art der Daten entwickeln sich
dabei F1-Scores von ca. .6 fur Daten des ersten Abschnitts bis hin zu ca. 1 fir Daten aller Abschnitte.
Interessanterweise kann gerade zu Beginn durch die Hinzunahme von epistemischen Emotionen
die Pradiktion deutlich gesteigert werden gegeniber der alleinigen Verwendung der Antworten auf
die Aufgaben. Mit zunehmender Verwendung von Daten weiterer Abschnitte nimmt werden die Ant-
worten auf die Aufgaben jedoch pradiktiver. Es bleibt jedoch zu vermerken, dass alleine unter der
Verwendung epistemischer Emotionen, welche mit wenig Aufwand durch Likert-Skalen erfasst wer-
den, eine mittlere Vorhersagegute von .7 erreicht wird. Bezlglich der verwendeten Modelle zeigt
sich, dass jenseits von logistischen Regressionsmodellen die unterschiedlichen Modelle (konkret:
Entscheidungsbaumbasierte Verfahren, Support-Vector-Maschinen) kein nennenswerter Zugewinn
an Vorhersageglte erkennbar ist. entscheidungsbaumbasierte Verfahren erscheinen folglich auf-
grund der hohen Klassifikationsgtte und guter Interpretierbarkeit als Mittel der Wahl. Insgesamt zeigt
sich, dass bereits frih in Unterrichtseinheiten (nach dem ersten Sinnabschnitt) unter Verwendung
einer geringen Datenbasis (epistemische Emotionen) die Lernverlaufe mit entscheidungsbaumba-



sierten Verfahren vorhergesagt werden kénnen und die Vorhersagegute unter Hinzunahme der Ant-
worten auf die Aufgaben und der Daten weiterer Abschnitte der Unterrichtseinheiten zunimmt. Dies
kann die Grundlage fiir die Entwicklung von Frihwarnsystemen fir Lehrkrafte legen. Analysen, um
Ruckschlusse Uber die fur unterschiedliche Lernverlaufe typische Merkmale zu treffen, laufen noch.
Es wurden jedoch schon Analysen zum Bias der Modelle abgeschlossen. Hierbei zeigt sich, dass
ein Bias hinsichtlich Geschlecht und Klasse zwar vorhanden ist, jedoch in einem Bereich bleibt (nied-
rige, einstellige Unterschiede in den F1-Scores), welcher im Kontext eines Fruhwarnsystems als
relativ unbedenklich gelten kann.

Da jedoch grundsatzlich weiterhin davon auszugehen ist, dass sich Ursachen flir produktive und
unproduktive im (fehlenden oder fehlerhaften) Wissen der Schiiler:innen widerspiegeln sind hier
Uber das Projektende hinaus weiterfihrende qualitative Analysen vorhergesehen.

APA4: Erprobung Learning Analytics (DIPF)

Ziel von AP4 war die Erprobung der Learning Analytics Algorithmen unter realen Bedingungen. Dazu
wurde eine Datenverarbeitungs-Pipeline mit folgenden Schritten definiert: (1) Automatische Aggre-
gation der Antworten der Schiler:innen aus moodle, (2) Automatische Kodierung der aggregierten
Daten, (3) Aufbereitung der Informationen zu Lernerfolg im Allgemeinen und Speziellen fir einzelne
Aufgaben und Aufgaben hinweg und (4) Bereitstellung eines Dashboards flir Lehrkrafte, in dem In-
formationen zu Lernverldufen visualisiert werden. Die Schritte 1 bis 3 rekurrierten im Wesentlichen
auf die Vorarbeiten aus AP1 bis 3. Zur Entwicklung des Dashboards wurde zunachst eine Co-De-
sign-Studie mit N=17 Lehrkraften durchgeflhrt, um partizipativ die Anforderungen der Lehrkrafte fir
das Dashboard Design systematisch zu sammeln und anschlieRend das Dashboard entwickelt, wel-
ches Lehrkrafte Uber die Lernverlaufe ihrer Schiler:innen informiert, produktive und unproduktive
Lernverlaufe anzeigt. Das Dashboard enthalt zudem ein Feedback-System, womit die Lehrkrafte
Feedback an einzelne Schiiler:innen oder an ganze Leistungsgruppen (bspw. an alle Schiiler:innen
die im Lernziel ,Elektrische Energie* im unteren Leistungsquartil sind) Uber ein Template mit auto-
matisch generierten Textvorschlagen, die sie selbst anpassen kdnnen, senden kénnen. Auch erhal-
ten die Lehrkrafte die Moglichkeit, ihren Schuler:innen individuell Feedback innerhalb des Dash-
boards zu senden. Das Dashboard ermdglicht damit ein individuelles Monitoring der Schiler:innen
und fungiert als zusatzliche Hilfestellung fur die Lehrkrafte, die nicht nur wahrend der Schulstunde
Feedback geben kdnnen, sondern auch zwischen den Unterrichtsstunden, da sie das Dashboard
jederzeit 6ffnen und sich die Visualisierungen der Lernerfolge ansehen kdnnen. Besonders interes-
sant erscheint dabei, dass die Visualisierungen der jeweiligen Lernverlaufe innerhalb des Dash-
boards die Méglichkeit schaffen kdnnen, einen unproduktiven Lernverlauf noch wahrend einer Ein-
heit durch die Intervention durch personalisierte Feedback-Formulierungen in einen produktiven
Lernverlauf zu verbessern (fur Details siehe Karademir et al, eingereicht).

Anschlieend wurde das Dashboard im Rahmen einer weiteren Studie auf seine Lernwirksamkeit
untersucht. Hierzu wurden N. = 7 Lehrkrafte mit insgesamt Nx = 9 Klassen rekrutiert, welche die
Unterrichtseinheiten unter Nutzung des entwickelten Dashboards durchgefihrt haben. Als Kontroll-
gruppe wurden N. = 9 Lehrkrafte mit ihnren Nk = 13 Klassen aus der neu geplanten Datenerhebung
(vgl. AP1 und Abschnitt Planung und Ablauf des Vorhabens). Die als Interventions-Kontrollgruppen-



Untersuchung angelegte Studie zielte einerseits darauf Einblicke in die Nutzbarkeit (englisch: usa-
bility), Nutzlichkeit und Akzeptanz der Lehrkrafte zu erhalten und andererseits die Lernwirksamkeit
des Dashboards zu untersuchen. Zur Vorbereitung der Studie wurde eine Fortbildung zur Einfihrung
in die digitalen Einheiten sowie in die Nutzung des Dashboards entwickelt, welche die Lehrkrafte zu
Beginn der Studie erhalten. Je nach Bedingung (a) erhielten die Lehrkrafte wahrend der Nutzung
von digitalen Lerneinheiten im Unterricht keine weitere Unterstitzung hinsichtlich des Monitorings
der Bearbeitung der Lerneinheiten durch ihre Schuler:innen (Kontrollbedingung) oder (b) konnten
die Lehrkrafte auf das entwickelte Dashboard zugreifen, um Informationen Uber die Bearbeitung der
Lerneinheiten durch die Schiler:innen zu erhalten und ihren Schiler:innen tUber das Dashboard
Feedback senden (Experimentalbedingung). Die Nutzbarkeit bzw. Nutzungserfahrungen wurden
durch Interviews mit den Lehrkraften in der Interventionsbedingungen, deren Wahrnehmung der
Nutzlichkeit und der Benutzerfreundlichkeit des Dashboards durch einen Fragebogen bewertet. Der
Fragebogen auf Basis des Technology Acceptance Models (TAM, Davis, 1985) bestand aus 12
Items, von denen sich sechs Items auf die wahrgenommene Nutzlichkeit und sechs Items auf die
Benutzerfreundlichkeit des Dashboards bezogen. Zudem wurden die Lehrerfahrung der Lehrkrafte
in Jahren und bestehende Erfahrungen in der Nutzung mit Dashboards erhoben. Das versendete
Feedback der Lehrkrafte durch das LA Cockpit wurde kategorisiert. Die Gestaltung des Feedback-
Templates im LA-Cockpit gab zur Unterstitzung der Formulierung des Feedbacks der Lehrkrafte
eine viergliedrige Struktur vor, sodass die einzelnen Feedbackabschnitte auch in dieser Weise auf
Basis eines selbst entwickelten theoriegestiitzten Kodierleitfadens kodiert wurden. Fir die Einord-
nung der intendierten Funktion der einzelnen Feedbackabschnitte wurde das Feedback als positives
Feedback, als korrektives Feedback oder als Empfehlung kodiert. Auf einer zweiten Ebene wurde
die Art des Feedbacks basierend auf den Klassifikationssystemen von Molenaar et al. (2017) und
Knoop-van Campen et al. (2021) kodiert (aufgabenbezogen, prozessbezogen, persénlich, metakog-
nitiv oder sozial). Sowohl auf der ersten Ebene als auch auf der zweiten Ebene konnte jeder Feed-
backabschnitt mehreren Kategorien gleichzeitig zugeordnet werden. Die Kodierung des Feedbacks
wurde durch zwei Koder:innen durchgefiihrt. Unterschiedliche Kodierungen wurden durch Diskus-
sion geldst, sodass die Analysen auf einer einheitlichen Kodierung des Feedbacks durch die Lehr-
krafte basierten. Es wurden Werte von Cohens Kappa von 0.504 bis 1 erreicht (Positives Feedback
k=.958; Korrektives Feedback k = .858; Empfehlung k = .919; aufgabenbezogen k = .702; prozess-
bezogen k = .627; personlich k = .684; metakognitiv k = .504; sozial k = 1). Die Erfassung der Lern-
wirksamkeit erfolgte Uber den in den vorgehenden Studien zur Entwicklung der Detektoren einge-
setzten Kompetenztest. Die Skalierung des Tests erfolgte mittels Raschanalyse. Der Infit der ltems
war ausreichend und lag zwischen 0,7 und 1,3 (Bond & Fox, 2013). Die Weighted Likelihood Esti-
mates (WLEs) fur die Reliabilitat der Personentrennung lagen bei 0,7.

Die Ergebnisse aus der Befragung der Lehrkrafte zeigten, dass keine Lehrkraft vor der Studie bereits
Erfahrungen mit Teacher Dashboards im Unterricht hatte. Es ergab sich ein Mittelwert von 5.33
(SD=1.93) fur die wahrgenommene Benutzerfreundlichkeit des LA Cockpits, welcher hoher lag als
der Mittelwert fur die wahrgenommene Nutzlichkeit des Dashboards (M=4.57, SD=1.45). Auf Basis
der Ergebnisse konnten wir darauf schlielen, dass die Lehrkrafte das LA Cockpit als unterstiitzend
und unkompliziert in der Anwendung bewerteten. Die Analysen des von den Lehrkraften gegebenen
Feedbacks zeigten, dass die Lehrkrafte insgesamt 470 Feedback-Nachrichten an 147 Schiler:innen



sendeten. Der grofite Anteil des Feedbacks wurde durch Informationen des Dashboards hervorge-
rufen, die auf Schwierigkeiten oder Fehler der Schiiler:innen wahrend der Bearbeitung der Lernein-
heiten hinwiesen (62.34%, n = 293). 33.4 Prozent (n = 157) Feedback-Nachrichten fanden sich als
Reaktion auf Erfolg der Schiiler:innen wieder. Fur 4.26 Prozent (n = 20) des Feedbacks war keine
Bestimmung mdglich. Der deskriptive Vergleich der Kategorisierung der Feedback-Arten zeigte,
dass die Lehrkrafte ihren Schiler:innen am meisten prozessbezogenes Feedback (44.45%, n = 577)
und aufgabenbezogenes Feedback (37.67%, n = 489) zur Verfugung gestellt haben. Ein Anteil von
10.86% (n = 141) konnte als personliches Feedback kategorisiert werden, ein Anteil von 5.01% (n =
65) als metakognitives Feedback und ein Anteil von 0.08% (n = 1) als soziales Feedback. Ein Anteil
von 1.93% (n = 25) des Feedbacks wurde keiner Feedback-Art zugeordnet. Um die Verteilung des
prozessbezogenen Feedbacks zwischen den verschiedenen Leistungsniveaus zu untersuchen,
fuhrten wir einen Kruskal-Wallis-Test durch. Die Einordnung der Schiler:innen in Leistungsniveaus
erfolgte auf Basis der Ergebnisse im Pre-Test. Das untere Leistungsniveau umfasste Schiler im
untersten 25%-Quartil. Das mittlere Leistungsniveau umfasste die Schuler:innen im mittleren 50%-
Quartil und dem hohen Leistungsniveau wurden die Schiler:innen des oberen 25%-Quartils zuge-
ordnet. Zwischen den Leistungsniveaus zeigten sich keine signifikanten Unterschiede in dem Anteil
prozessbezogenen Feedbacks durch die Lehrkrafte (h = 1.714, p = 0.425). Die Lehrkrafte stellten
prozessbezogenes Feedback Schiler:innen mit niedrigem Leistungsniveau (M = 3.94, SD = 2.6)
gleichermalen zur Verfligung wie Schiuler:innen mit mittlerem Leistungsniveau (M = 4.16, SD=3.46)
und Schuler:innen mit hohem Leistungsniveau (M = 3.3, SD = 2.87). Post-hoc-Analysen zeigten
aulerdem keine signifikanten Unterschiede zwischen Schuler:innen mit hohem und mittleren Leis-
tungsniveau (p = 0.78), Schuler:innen mit niedrigen und hohem Leistungsniveau (p = 0.626) oder
Schiler:innen mit mittlerem und niedrigem Leistungsniveau (p = 1) in der Haufigkeit an prozessbe-
zogenen Feedback. Auch fir die Haufigkeit des aufgabenbezogenen Feedbacks durch die Lehr-
krafte zeigte der Kruskal-Wallis-Test keine signifikanten Unterschiede zwischen den Schiiler:innen
mit verschiedenen Leistungen im Pre-Test (h = 3.396, p = 0.183). Schiler:innen mit niedrigem Leis-
tungsniveau erhielten im Durchschnitt von ihren Lehrkraften 2.7 Mal (SD = 2.43) aufgabenbezoge-
nes Feedback, Schiler:innen mit mittleren Leistungsniveaus durchschnittlich 3.74 Mal (SD = 3.55)
aufgabenbezogenes Feedback und Schiler:innen mit hohem Leistungsniveau 3.41 Mal (SD = 1.89)
aufgabenbezogenes Feedback.

Zur Untersuchung der Lernwirksamkeit, wurde der Lernzuwachs als Unterschied zwischen Pre- und
Post im Vergleich zwischen der Interventions- (mit Dashboard) und der Kontrollbedingung (ohne
Dashboard) mit einem einseitigen t-Test fir unabhangige Stichproben geprift. Es wurde zusatzlich
zwischen den beiden Unterrichtseinheiten differenziert. In der Laptop-Einheit unterschieden sich die
Schiler:innen in der Interventionsbedingung beziiglich ihres Kompetenzstands zu Beginn der Ein-
heit (M = -0.27, SD = 0.95) nicht signifikant von denen der Kontrollbedingung (M = 0.13, SD = 1.01).
Auch in der Solarzellen-Einheit unterschieden sich die Schilerinnen der Interventionsbedingung (M
= -0.53, SD = 1.03) nicht signifikant von der Kontrollbedingung (M = -0.48, SD = 0.95). Die Ergeb-
nisse zeigten jedoch fur die Solarzellen-Einheit einen signifikanten Unterschied im Kompetenzzu-
wachs der Schiuler:innen in der Interventionsbedingung (M = 0.61, SD = 0.83) gegentiber den Schi-
ler:innen der Kontrollbedingung (M = 0.31, SD = 0.91), t(294) = 2,97, p = .003. Die Effektstarke
(Cohen’s d) betrug 0.34, was auf einen kleinen Effekt hindeutete. Auch fur die Laptop-Einheit konnte



ein signifikanter Effekt bezlglich des Kompetenzzuwachses der Schiller:innen der Interventionsbe-
dingung (M = 0.8, SD = 0.79) im Vergleich zu den Schiler:innen der Kontrollbedingung (M = 0.33,
SD = 0.95) festgestellt werden, t(95) = 2.62, p = 0.01. Cohen’s d betrug 0.53, was als mittlerer Effekt
gelten kann. Unabhangig davon, ob die Schiler:innen an den Einheiten zum Laptop oder zu den
Solarzellen arbeiteten, zeigten die Schiler:innen, deren Lehrkrafte das Dashboard nutzen konnten,
also einen signifikant hdheren Lernzuwachs als die Schiler:innen, deren Lehrkrafte nicht auf das LA
Cockpit zugreifen konnten.

Die Ergebnisse der Studie weisen damit auf eine positive Wirkung des Dashboards hin, auch wenn
sie — wegen der geringen StichprobengréfRe — als proof-of-concept zu betrachten sind und eine
Verifizierung im Rahmen einer gréRer angelegten Felduntersuchung erfordern.

Die Daten der Interventionsstudie wurden dartber hinaus mit Blick auf die Feedback-Praxis der
Lehrkrafte untersucht (Experimentalbedingung mit N = 7 Lehrkraften und ihren n = 225 Schduler:in-
nen). Vor dem Hintergrund, dass Lehrkrafte Informationen aus Teacher Dashboards nutzen kénnen,
um so informierter Feedback an die Schiiler:innen zu formulieren, wurde untersucht (1) welche In-
formationen des Dashboards Lehrkrafte nutzen (2) und wie sie diese Informationen verwenden, um
ihr Feedback individuell an die Unterstitzungsbedarfe der Schiler:innen anzupassen.

Die Datengrundlage fiir diese Analysen bestand zum einen aus den Feedback-Nachrichten, die die
Lehrkrafte verschickten, sowie aus den verschiedenen Ansichten des Dashboards, die die Lerner-
folge der Schiiler:innen visualisierten und tiber welche die Lehrkrafte Feedback an die Schiiler:innen
versenden konnten. Die Lehrkrafte konnten innerhalb des Dashboards auf vier Visualisierungen der
Lernverlaufe ihrer Schiiler:innen zugreifen: Die (1) Klassen-Ubersicht zeigte die Verteilung einer
Klasse auf vier Leistungsniveaus basierend auf der Gesamtpunktzahl aller bereits bearbeiteten Auf-
gaben, wahrend eine weitere (2) Klassen-Ubersicht die Leistungen der Schiiler:innen hinsichtlich
der einzelnen Lernziele, unterteilt nach Leistungsniveaus, anzeigte. In der (3) Aufgaben-Ansicht
wurden die individuellen Leistungen der Schiiler:innen fir jede Aufgabe dargestellt. In der (4) Lern-
ziel-Ansicht fanden sich die Ergebnisse der einzelnen Schiiler:innen fir jedes Lernziel wieder. Zum
anderen wurden der Zeitpunkt des Versendens des Feedbacks sowie die Kategorisierung der Schu-
ler:innen im Hinblick auf die zu erreichenden Lernziele in die Analysen einbezogen. Jede Feedback-
Nachricht konnte somit dem Leistungsniveau der:des entsprechenden Schiler:in zum Zeitpunkt des
Feedbacks zugeordnet werden. Leistungsniveau 1 umfasste die Schiler:innen mit den niedrigsten
Leistungen, wahrend Leistungsniveau 4 die Schiler:innen mit den héchsten Leistungen umfasste.

Zunachst wurde analysiert, welcher Schuler:innen Feedback erhielten. So zeigte sich, dass Lehr-
krafte insgesamt mehr Feedback an leistungsschwachere Schuler:iinnen (Leistungsniveau 1:
77.54%, n = 359; Leistungsniveau 2: 4.75%, n = 22) versendeten als an leistungsstarkere Schi-
ler:innen (Leistungsniveau 3: 4.32%, n = 20; Leistungsniveau 4: 13.39%, n = 62). Eine detaillierte
Betrachtung, ob sich verschiedene Feedback-Arten im Feedback fur Schiler:innen mit unterschied-
lichen Leistungen wiederfinden lassen, zeigte, dass Feedback fur leistungsstarkere Schuler:innen
verstarkt positiv war und die Schuler:innen lobte. Das Feedback an leistungsschwachere Schuler:in-
nen beinhaltete hingegen starker korrektives und prozessorientiertes Feedback sowie Empfehlun-
gen. Die Forschung zeigt, dass diese Feedback-Arten bestehende Schwierigkeiten im Lernprozess



adressieren und als Unterstitzung zur Anpassung von Lernprozessen dienen sollen (Hattie & Tim-
perley, 2007; Li, 2010). Die Ergebnisse des Fisher-Freeman-Halton Tests zeigten signifikante Zu-
sammenhange zwischen den Anteilen der verschiedenen Feedback-Arten und den Leistungsni-
veaus der Schiuler:innen, mit Ausnahme der Verteilung von sozialem Feedback (3.46, p = 1). Dieser
Befund deutet darauf hin, dass Lehrkrafte das Dashboard nutzten, um Schiler:innen auf verschie-
denen Leistungsniveaus unterschiedliche Arten von Feedback zukommen zu lassen.

Neben der Verteilung der Feedback-Arten im Feedback von Schiler:innen verschiedener Leistungs-
niveaus, wurde zusatzlich untersucht, ob die Haufigkeit von Feedback-Nachrichten verschiedener
Arten variiert. In Hinblick auf diese Haufigkeit der verschiedenen Feedback-Arten zeigte sich, dass
signifikante Zusammenhange zwischen den Haufigkeiten der Feedback-Arten und den Leistungen
der Schiuler:innen bestehen. Lediglich fir die Haufigkeit des sozialen Feedbacks fand sich kein sig-
nifikanter Zusammenhang (Spearman Rangkorrelation: p = -0.25, p >.05). Es liellen sich daher mit
Ausnahme des sozialen Feedbacks (Kruskal-Wallis Test: h = 0.287, p >0.5) Unterschiede in der
Haufigkeit der Feedback-Arten zwischen Schiiler:innen mit unterschiedlichen Leistungsniveaus fin-
den. So haben Schiler:innen mit hheren Leistungsniveaus sowohl mehr Feedback-Nachrichten
erhalten, die positives Feedback (Spearman Rangkorrelation: p = 0.43, p<.05) beinhalteten als auch
aufgabenbezogenes (Spearman Rangkorrelation: p = 0.09, p<.05) und persénliches Feedback (Spe-
arman Rangkorrelation: p = 0.26, p<.05). In Bezug auf die Feedback-Nachrichten, die Empfehlungen
(Spearman Rangkorrelation: p = -0.47, p<.05), korrektives (Spearman Rangkorrelation: p = -0.38,
p<.05), prozessbezogenes (Spearman Rangkorrelation: p = -0.38, p<.05) und metakognitives Feed-
back (Spearman Rangkorrelation: p = -0.2, p<.05) enthielten, weisen die Korrelationen darauf hin,
dass Schiiler:innen mit héherem Leistungsniveau in geringerem Mal3e als Schiiler:innen mit niedri-
gem Leistungsniveau diese Feedback-Arten erhielten. Weiterfihrend verdeutlichten die Post-hoc-
Analysen vor allem Unterschiede in der Haufigkeit der verschiedenen Feedback-Arten zwischen
leistungsschwacheren und -starkeren Schiler:innen.

Auch die verschiedenen Ansichten des Dashboards, die von Lehrkraften fir ihr Feedback verwendet
wurden, wurden in der Analyse berlcksichtigt. Die Ergebnisse zeigten, dass die Lehrkrafte in dem
Dashboard vorwiegend Informationen aus der Dashboard-Ansicht nutzten, die den aktuellen Leis-
tungsstand der Aufgabenbearbeitung der einzelnen Schuler:innen anzeigte, um anschliefend Feed-
back zu versenden. Insgesamt basierten 71.5% (n = 336) der versendeten Feedback-Nachrichten
auf Informationen, die aus dieser Ansicht innerhalb des Dashboards gewonnen wurden. Zudem be-
trachteten Lehrkrafte Schiler:innen auf verschiedenen Leistungsniveaus aus unterschiedlichen An-
sichten des Dashboards heraus, um verschieden leistungsstarke Schiler:innen mit Feedback zu
adressieren. Insbesondere versendeten die Lehrkrafte verstarkt Feedback an Schiler:iinnen mit
niedrigem Leistungsniveau aus dieser Ansicht heraus (Anteil der Feedback-Nachrichten an Schi-
ler:innen auf Leistungsniveau 1 aus der individuellen Leistungsansicht : 85.5%, n = 307; an Schi-
ler:innen auf Leistungsniveau 2: 77.3%, n = 17). Durch den Fisher-Freeman-Halton Test konnte der
signifikante Zusammenhang zwischen der Ansicht, die die Lehrkrafte nutzten, um Feedback an die
Schiuler:innen zu versenden, und der Leistung der Schiler:innen bestatigt werden (p = 318.84, p >
.05). Die Effektstarke (Pearson-Kontingenzkoeffizient) betrug C = 0.67, was auf einen mittleren Ef-
fekt hindeutete.



Insgesamt deuten die Analyse der Nutzung des Dashboards fiir die Feedback-Praxis der Lehrkrafte
darauf hin, dass Teacher Dashboards Lehrkraften dabei dienen, Feedback an die individuellen Be-
darfe von Schiler:innen anzupassen, um so Schiler:innen personalisierte Unterstitzung fir ihre
Lernprozesse zur Verfligung zu stellen.

4. Wichtigste Positionen des zahlenmaBigen Nachweises

Die zentrale Position des zahlenmafRigen Nachweises waren die Personalkosten fir wissenschaftli-
che Mitarbeiter:innen und studentische bzw. wissenschaftliche Hilfskrafte. Die Besetzung der Koor-
dinationsstelle (0,25 E13, IPN) erfolgte unmittelbar mit Projektbeginn. Die Besetzung zweier weiterer
Mitarbeiter:innenstellen (0,75 E13, IPN und DIPF) erfolgte zeitnah zum 01. Januar 2021 und 01.
Februar 2021. Die leichten Verzdgerungen ergaben sich aus der Kombination der Ublichen Ablaufe
fur Stellenbesetzungen und der z.T. schwierigen Marktlage, die langere Ausschreibungszeiten er-
fordert. Hinzu kamen Beschrankungen durch die COVID-19-Pandemie. Diese waren ebenfalls mal3-
geblich verantwortlich fur spatere Besetzung der dritten und letzten Mitarbeiter:innenstelle (0,75
E13, RUB). Die weiteren Positionen des zahlenmalRigen Nachweises sind Reise- und Sachkosten.
Hier ergaben sich insbesondere Verschiebungen dadurch, dass wiederum bedingt durch die Tatsa-
che, dass das Projekt in wesentlichen Teilen in die Zeit der COVID-19-Pandemie fiel. In der Folge
waren sowohl Projekttreffen, als auch die Teilnahme an Veranstaltungen des Rahmenprogramms
oder an wissenschaftlichen Tagungen nur virtuell méglich, so dass keine Reisekosten anfielen. Dies
wurde nach Abklingen der COVID-19-Pandemie, insbesondere auch aufgrund der hohen Relevanz
des Projekts und der Projektergebnisse sowie der entsprechenden Resonanz in der wissenschaftli-
chen nationalen und internationalen Community soweit moglich durch verstarkte Aktivitaten sowohl
die Teilnahme an Veranstaltungen des Rahmenprogramms als auch der Teilnahme an wissen-
schaftlichen Tagungen betreffend kompensiert. Dartiber hinaus wurden freigewordene Mittel aus
den Bereichen Personal-, Reise- und Sachkosten eingesetzt um durch weiteres Personal (je nach
Bedarf anteilig wissenschaftliche Mitarbeiter:innen aus anderen Projekten und studentische bzw.
wissenschaftliche Hilfskrafte) die aus verspateten Stellenbesetzungen und den notwendig geworde-
nen zusatzlichen Datenerhebungen resultierende Mehrarbeit, um das Projekt fristgerecht mit Ablauf
der offziellen Projektlaufzeit abzuschlieRen. Lediglich die Ubermittlung der Daten an das For-
schungsdatenzentrum steht wegen der umfangreichen Arbeiten zur Aufbereitung der zusatzlich er-
hobenen Daten aktuell noch aus.

7. Vortrage und Veroffentlichungen

Vortrédge und Poster

Hinweis: Veranstaltungen des Rahmenprogrammes sind mit einem * markiert. Die Auswahl der Ta-
gungen bzw. deren Bedeutung und Reichweite innerhalb der wissenschaftlichen Community werden
Jjeweils bei erstmaliger Nennung der Tagung kurz erlautert.

Drachsler, H. (30.03.2022). Potentiale und Grenzen von daten-gestiitzten formativen Feedback fiir
Schule und Hochschule. Keynote at LERN Jahrestagung 2022. Digitalisierungsschub in der Bildung.
Was kann Bildungsforschung dazu beitragen? https://edutec.science/openings-talk-at-lern-jahresta-

qung-2022/



https://edutec.science/openings-talk-at-lern-jahrestagung-2022/
https://edutec.science/openings-talk-at-lern-jahrestagung-2022/

Die vom IDS — Leibniz-Institut fiir Deutsche Sprache, von GESIS — Leibniz-Institut fiir Sozialwissen-
schaften und vom ZEW — Leibniz-Zentrum fiir Europaische Wirtschaftsforschung GmbH Mannheim
ausgerichtete wissenschaftliche Jahrestagung 2023 fand am 04. und 05. Mai in Mannheim statt.

Grimm, A., Kubsch, M., Steegh, A., Neumann, K. (2021). Wie kénnen Daten-getriebene Algorithmen
Lernen fiir alle erméglichen? Poster, GDCP Schwerpunkttagung ,Maschinelles Lernen und compu-
terbasierte Textanalysen — Potentiale und Herausforderungen flr die Naturwissenschaftsdidaktik®,
6. bis 7. Mai 2021.

Die (wegen der COVID-19-Pandemie virtuell stattfindende) GDCP Schwerpunkttagung zum Thema
»,Maschinelles Lernen und computerbasierte Textanalysen — Potentiale und Herausforderungen fiir
die Naturwissenschaftsdidaktik” bot eine ideale Gelegenheit das Projekt in einem friihen Stadium
vor- und zur Diskussion zu stellen.

*Grimm, A., Bohm, |., Gombert, S., Karademir, O., Kubsch, M., Neumann, K., Drachsler, H. & Rum-
mel, N. (2021). LPA-AFLEK: Lernen analysieren mit Learning Analytics - Herausforderungen fiir die
Kommunikation mit Anwender:innen. Poster, Ed-Tech Research Forum, 30. September bis 1. Okto-
ber 2021.

Grimm, A. (2022). Kritisches Bewusstsein von Physiklehrer:innen. Vortrag, DACH-Nachwuchsaka-
demie, 22. Februar, 2022.

Die DACH-Nachwuchsakademie ist eine Akademie von und fiir junge Wissenschaftler:innen an Pa-
dagogischen Hochschulen und Universitéten, die am Anfang ihrer wissenschaftlichen Laufbahn ste-
hen. Der inhaltliche Fokus liegt auf empirischer Bildungsforschung. Die Akademie bietet Raum fir
inhaltlichen Austausch zu einer breiten Basis an Forschungsschwerpunkten. Im Rahmen der Aka-
demie kbnnen eigene Arbeiten in verschiedenen innovativen Formaten vorgestellt und diskutiert
werden.

*Kubsch, M., Neumann, K., Drachsler, H. & Rummel, N. (2021). Learning Progression Analytics:
Analyse und Foérderung von Lernverldufen zur Entwicklung von Kompetenzen. Vortrag, BMBF-Bil-
dungsforschungstagung, 9. und 10. Marz, 2021.

*Neumann, K., Drachsler, H. & Rummel, N. (2022). Learning Progression Analytics: Analyse und
Férderung von Lernverldufen zur Entwicklung von Kompetenzen. Vortrag, Veranstaltungsreihe "In-
side Bildungsforschung", 15. Marz, 2022.

Kubsch, M., Neumann, K. (2022). Towards Learning Progression Analytics — Designing Learning
Environments for the Automated Analysis of Learning. Vortrag, Jahrestagung der NARST-A global
organization for improving science education through research, 27. bis 30. Marz, 2022, Vancouver,
Kanada.

Die Jahrestagung der NARST—-A global organization for improving science education through rese-
arch ist neben der alle zwei Jahre stattfindenden Tagung der European Science Educaiton Resarch
Assocation (ESERA) die zentrale internationale Tagung fiir empirische naturwissenschaftsdidakti-
sche Forschung. Sie eignet sich in besonderer Weise fiir die Vorstellung innovativer Ergebnisse aus
naturwissenschaftsdidaktischen Forschungsvorhaben.


https://www.leibniz-bildung.de/ueber-uns/netzwerkmitglieder/leibniz-institut-fuer-deutsche-sprache-ids/
https://www.leibniz-bildung.de/ueber-uns/netzwerkmitglieder/gesis/
https://www.leibniz-bildung.de/ueber-uns/netzwerkmitglieder/zew/

Grimm, A., Kubsch, M., Steegh, A., Neumann, K., Gombert, S., Bohm, |. & Karademir, O. (2022).
Automatisierte Auswertung von kurzen Freitext-Antworten zu Energie. Vortrag, Jahrestagung der
Gesellschaft fiir Didaktik der Chemie und Physik (GDCP), Aachen, 12.9.2022-15.09.2022.

Die GDCP-Jahrestagung ist die zentrale Tagung fiir empirische chemie- und physikdidaktische For-
schung im deutschsprachigen Raum und deshalb erste Wahl fiir die Prdsentation und Diskussion
innovativer Forschung. Sie eignet sich in besonderer Weise fiir die regelméBlige Vorstellung und
Diskussion des Fortschritts in naturwissenschaftsdidaktischen Forschungsvorhaben.

*Bohm, I., Falhs, A.-K., Straul3, S., Grimm, A. Gombert, S., Karademir, O., Kubsch, M., Neumann,
K., Drachsler, H. & Rummel, N. (2022). LPA-AFLEK: Identifikation von (un)produktiven Lernverléu-
fen. Poster, Ed-Tech Research Forum, Essen, 1.9.2022.

Grimm, A. (2023). Eine Welt, in die viele Welten passen: De-Biasing von Algorithmen. Vortrag, Jah-
restagung der Gesellschaft fur Didaktik der Chemie und Physik (GDCP), Hamburg, 11.9.2023-
14.09.2023

Grimm, A. (2023). Focusing Bias Analyses: Responsible Learning Analytics in the Context of STEM
Identity Development. Vortrag, EARLI 2023: 20th Biennial EARLI Conference (EARLI), Thessaloniki,
22.08.2023-26.08.2023

Die Jahrestagung der European Association for Research in Learning and Instruction (EARLI) ist
eine Gelegenheit Ergebnisse fachbezogener Lehr-Lern-Forschung mit hoher Relevanz jenseits des
Fachkontexts vorzustellen. Sie eignete sich daher in besonderer Weise fiir die Vorstellung der Ar-
beiten zu bias in Learning Analytics Detektoren.

Grimm, A. (2023). Algorithmic Justice in Physics Education. Vortrag, Sommertagung des Wissen-
schaftsausschusses, IPN Kiel, 12.07.2023-13.07.2023.

*Neumann, K. (2023). Das Lernen mit Kl begleiten — aktuelle und zukunftige Entwicklungen der
Lernstandsanalyse. Vortrag, Dialogreihe Schulentwicklung digital, 21.11.2023.

Kubsch, M., Grimm, A., Karademir, O., Gombert, S., Neumann, K. (2024). Using ML to Predict the
Productivity of Learning Trajectories in a Digitally Enhanced Classroom. Vortrag, Jahrestagung der
NARST-A global organization for improving science education through research, 17. bis 20. Marz,
2024, Denver, USA.

Veroffentlichungen

Hinweis: Open Access Publikationen sind mit einem * markiert.

*Gombert, S., Di Mitri, D., Karademir, O., Kubsch, M., Kolbe, H., Tautz, S., Grimm, A., Bohm, I.,
Neumann, K., & Drachsler, H. (2022). Coding energy knowledge in constructed responses with ex-
plainable  NLP  models. Journal of Computer Assisted Learning, jcal.12767.
https://doi.org/10.1111/jcal.12767.



*Grimm, A., Steegh, A., Kubsch, M., & Neumann, K. (2023). Learning analytics in physics education:
Equity-focused decision-making lacks guidance! Journal of Learning Analytics, 10(1), 71-84.
https://doi.org/10.18608/jla.2023.7793

*Grimm, A., Steegh, A., Colakoglu, J., Kubsch, M., & Neumann, K. (2023). Positioning responsible
learning analytics in the context of STEM identities of under-served students. Frontiers in Education,
7,[1082748]. https://doi.org/10.3389/feduc.2022.1082748

*Kubsch, M., Grimm, A., Neumann, K., Drachsler, H. & Rummel, N. (im Druck). Using Evidence
Centered Design to Develop an Automated System for Tracking Students’ Physics Learning in a
Digital Learning Environment. In X. Zhai & J. S. Krajcik (Hrsg.), Uses of Artificial Intelligence in
STEM Education. Oxford: Oxford University Press.

Karademir, O., Borgards, L., Di Mitri, D., Strauf3, S., Kubsch, M., Brobeil, M., Grimm, A., Gombert,
S., Rummel, N., Neumann, K. & Drachsler, H. (im Druck). Following the Impact Chain of the LA
Cockpit: An intervention study investigating a teacher dashboard’s effect on student learning. Jour-
nal of Learning Analytics.

Karademir, O., Di Mitri, D., Schneider, J., Jivet, I., Allmang, J., Kubsch, M., Neumann, K. & Drachsler,
H. (2023). | don’t have time! But keep me in the loop: Co-Designing Requirements for a Learning
Analytics Cockpit with teachers. Submitted to J. Comput. Assist. Learn.

Uber die wissenschaftlichen Veréffentlichungen hinaus wurden auferdem die im Projekt verwende-
ten digital gestitzten Unterrichtseinheiten als Open Educational Resources (OER) aufbereitet und
stehen auf der gemeinsamen OER-Plattform von IPN und CAU zum Download zur Verfugung:
http://oer.uni-kiel.de.
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Projektleitung: Prof. Dr. Knut Neumann (IPN), Prof. Dr. Nikol Rummel (RUB), Prof. Dr. Hen-
drik Drachsler (DIPF)

Projektlaufzeit: 01.11.2020 — 31.10.2023

Das Projekt ,, Learning Progression Analytics — Analyse und Férderung von Lernverlaufen zur Entwick-
lung von Kompetenzen” (LPA-AFLEK, Forderkennzeichen: 01JD2008) ist ein vom Bundesministerium
flr Bildung und Forschung (BMBF) im Forderbereich ,,Forschung zur Gestaltung von Bildungsprozes-
sen unter den Bedingungen des digitalen Wandels” der Fordermalnahme ,,Digitalisierung im Bil-
dungsbereich” gefordertes Verbundprojekt, das in enger Zusammenarbeit der Ruhr-Universitat Bo-
chum (Prof. Dr. Nikol Rummel), des Leibniz-Institut fiir Bildungsforschung und Bildungsinformation
(Prof. Dr. Hendrik Drachsler) und des Leibniz-Institut fiir die Padagogik der Naturwissenschaften und
Mathematik (Prof. Dr. Knut Neumann) durchgefiihrt wurde.

Ausgangspunkt des Verbundprojekts war das mit dem Einsatz digitaler Technologien im Schulunter-
richt verbundene Versprechen einer starkeren Individualisierung des Lehrens und Lernens und
dadurch mehr Schiiler:innen, die die fiir das Ende der Schulzeit minimal geforderten Kompetenzen
erreichen. Dies erscheint insbesondere vor dem Hintergrund der Ergebnisse der aktuellen Iteration
der PISA-Studie dringend notwendig, um die Wettbewerbsfahigkeit Deutschlands, insbesondere im
Bereich der Naturwissenschaften zu sichern. Eine entsprechende Individualisierung des Lehrens und
Lernens setzt jedoch voraus, dass Lernverlaufe, die nicht zu Kompetenzentwicklung fiihren, zeitnah
erkannt werden und entsprechend darauf reagiert werden kann. Dies fir alle Schiilerinnen und
Schiiler zu leisten, ist flr Lehrkrafte im herkémmlichen Unterricht nur schwer bis gar nicht moglich.
Digitale Technologien kénnen hier in der Tat helfen. Bei der Arbeit mit digitalen Technologien wer-
den in groBem Umfang Daten generiert, die (in der Theorie) Informationen lber den Lernprozess
der Schiler:innen tragen. Ziel des Verbundvorhabens ,Learning Progression Analytics” (LPA) war
daher, Erkenntnisse dariiber zu gewinnen, wie die bei der Bearbeitung digital gestltzter Unterrichts-
einheiten generierten Produktdaten wie z.B. Schiilerantworten und Prozessdaten wie z.B. Mausbe-
wegungen automatisch ausgewertet konnen, um Lernverlaufe zu rekonstruieren und in der Folge,
unproduktive Lernverldufe und deren Ursachen zu erkennend, und inwieweit darauf aufbauend
Lehrkraften instruktionale Strategien zur Verfligung gestellt werden kénnen, um unproduktive Lern-
verldufe in produktive zu Gberfiihren.

Zu diesem Zweck wurden aus einem vorherigen Projekt vorliegende entsprechende Unterrichtsein-
heiten in eine vom Antragsteller Drachsler entwickelte Trust and Interoperability Infrastructure for
Learning Analytics Plattform integriert und anschlieBend mit N = XX Lehrkraften und ihren N = XX
Klassen erprobt. Die erhaltenen Produktdaten sollten anschlieBend auf Basis fachdidaktischer und
lehr-lern-psychologischen Indikatoren hinsichtlich Lernerfolg im Allgemeinen (Aufgabe erfolgreich




bearbeitet / nicht bearbeitet) und Speziellen (Demonstration fachlich angemessener / nicht ange-
messener Wissenselemente) kodiert werden. Dabei zeigte sich jedoch, dass lernpsychologische In-
dikatoren in den vorliegenden Produktdaten nicht oder nur in stark eingeschranktem Mal3e zu iden-
tifizieren waren. Auf Basis der anhand fachdidaktischer Indikatoren kodierten Produktdaten wurde
schlieBlich Learning Analytics Detektoren zur automatisierten Kodierung von Lernerfolg im Allge-
meinen und Besonderen trainiert. Dabei wurden verschiedene Modelle erprobt, wobei sich zeigte
dass die so genannten Transformermodelle, klassischen machine learning Modellen Gberlegen wa-
ren. Die deutschsprachige Version des Bidirectional Encoder Representations from Transformers (G-
BERT) erzielte dabei die beste Vorhersagequalitat.

In einem nachsten Schritt sollten die Prozessdaten in die Vorhersage integriert werden. Dabei ergab
sich analog zu den Ergebnissen fiir die Produktdaten, dass sich hier fachdidaktische Indikatoren nur
schwer finden lieRen. Allerdings konnten auch die identifizierten lernpsychologischen Indikatoren
nicht zuverlassig mit Mustern in den Prozessdaten in Verbindung gebracht werden. Scheinbar ist die
Voraussetzung fiir eine Vorhersage von Lernerfolg aus Prozessdaten anhand lernpsychologischer
Indikatoren, die gezielte Stimulierung von Lernprozessen entlang entsprechender Theorien, da an-
sonsten das Spektrum moglicher Indikatoren zu groB wird um vollumfanglich nachtraglich (z.B. in
Lautes-Denken-Studien) erfasst und zu Prozessdaten in Verbindung gesetzt werden zu kénnen.

In der Folge wurde sich auf die Rekonstruktion von Lernverlaufen und die Identifikation unproduk-
tiver Lernverlaufe auf Basis der automatischen Analyse der von den Schiiler:innen erzeugten Pro-
duktdaten beschrankt. Dabei wurden drei verschiedene Ansatze verfolgt. Im Rahmen des ersten
Ansatzes wurde der kumulative Lernerfolg im Allgemeinen und Speziellen (ber die Zeit analysiert.
Dabei erwiesen sich die Lernverldufe durchweg als linear und unterschieden sich im Wesentlichen
hinsichtlich ihrer Steigung. Regressionsanalysen ergaben, dass sich die Kompetenzentwicklung auf
Basis dieser Lernverlaufe bereits friih in der Einheit vorhersagen ldsst. Produktive bzw. unproduktive
Lernverlaufe lieRen sich also gut durch vergleichsweise einfache statistische Methoden vorhersa-
gen. Im zweiten Ansatz wurde die Entwicklung der Wissensnetzwerke der Schiiler:innen Uber die
Zeit analysiert. Der Versuch aus klassischen Metriken der Netzwerkanalyse die Produktivitat vorher-
zusagen scheiterte allerdings. Deshalb sollen in einem Nachfolgeprojekt qualitative Zugdnge der
Analyse angewandt werden, um Erkenntnisse fiir die Entwicklung neuer Indikatoren zu gewinnen.
Im dritten Ansatz wurden Verfahren des maschinellen Lernens verwendet, um die Produktivitat von
Lernverldufen vorherzusagen und weitere Riickschliisse auf Merkmale dieser Lernverlaufe zu schlie-
Ren. Es bestatigten sich hier die wesentlichen Erkenntnisse des ersten Zugangs.

Die Erkenntnisse miindeten in die Entwicklung eines Dashboards fiir Lehrkrafte im Rahmen eines
Co-Design-Paradigmas und die Erprobung des Dashboards — einschlieRlich der Funktionalitat Schi-
lerinnen und Schilern individuell Feedback zu geben. Die Ergebnisse einer Interventionsstudie mit
N = 7 Lehrkraften und ihren N = 9 Klassen ergaben, dass die Schiiler:innen von Lehrkraften, die mit
dem Dashboard arbeiteten gegeniiber Schiilerinnen und Schiilern, deren Lehrkrafte nicht mit dem
Dashboard arbeiteten mit einer mittleren Effektstarke signifikant besser abschnitten.

Die Ergebnisse des Verbundprojekts belegen damit das Potential digitaler Technologien fir die Indi-
vidualisierung und zeigen wie dieses genutzt werden kann. Sie zeigen aber auch, dass fir eine effek-
tive Nutzung noch weiterer Forschungsarbeit notig ist, insbesondere die Analysen von Lernprozes-
sen innerhalb einzelner Unterrichtsaktivitaten (Gber Prozessdaten) und die Identifikation von Ursa-
chen unproduktiver Lernverldufe betreffend. Daflir hat das Verbundprojekt jedoch eine wichtige
Grundlage geschaffen.
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