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Kurzfassung 

Um im internationalen Wettbewerb der Automobilentwicklung zu bestehen, wird eine KI-
gestützte Entwicklungsplattform entwickelt, die effizientere Fahrzeugentwicklungen 
ermöglicht. Kern des Projekts ist ein strukturiertes Datenmanagement, das Mess- und 
Simulationswerkzeuge verknüpft und eine belastbare Datenbasis aus realen und virtuellen 
Tests schafft. Neuronale Netze sollen daraus schnelle Modelle komplexer transienter Systeme 
generieren. Aufbauend darauf wird ein KI-Expertensystem entwickelt, das Ingenieure bei 
Routineaufgaben unterstützt. Validiert wird die Plattform anhand eines 
Brennstoffzellenantriebs (FCEV). Das FKFS übernimmt zwei Aufgaben: Erstens die 
Entwicklung einer KI-Methodik zur automatisierten Kategorisierung von Simulationsmodellen, 
die Qualität, Analyse und Effizienz steigert. Zweitens wird ein Ultra-Fast-Running-Model 
(UFRM) eines Brennstoffzellensystems entwickelt, das mithilfe neuronaler Netze dynamisches 
Verhalten präzise und extrem schnell abbildet. Ziel ist es, die Plattform von TRL 3 auf TRL 7 
zu bringen. 

Die KI-basierte Kategorisierung von GT-Modellen erfolgt durch die Analyse der hierarchischen 
XML-Datenstrukturen der GTM-Dokumente. Diese bestehen aus einer Objekt-Liste und einer 
Zusammenbau-Liste, die sowohl die Architektur als auch Parameter der Modelle enthalten. 
Zur Verarbeitung der Daten werden relevante Größen wie Objekttypen und Verbindungen 
extrahiert und in Graphstrukturen überführt. Dabei repräsentieren Objekte die Knoten und ihre 
Verbindungen die Kanten. Verschiedene Ansätze zur Auswertung dieser Daten wurden 
untersucht. Regelbasierte Systeme, die Kategorien anhand definierter Regeln festlegen, sind 
zwar präzise, erfordern jedoch vollständiges Vorwissen über alle Varianten. Statistische 
Ansätze, wie Machine Learning, bieten mehr Flexibilität, da sie Muster und Überschneidungen 
in den Daten erkennen und auswerten können. 

Ein erster Ansatz setzte Convolutional Neural Networks (CNN) ein, die Modelle auf Basis von 
Sequenzen kategorisieren. Die extrahierten Daten wurden durch One-Hot-Encoding in 
Matrizen transformiert. Das CNN zeigte vielversprechende Ergebnisse, stieß jedoch bei stark 
verzweigten Graphen auf das Problem der charakteristischen Länge, die das Labeling der 
Sequenzen stark beeinflusst. Zudem war die Berechnung von Kreuzkorrelationen zwischen 
Pfaden bei komplexen Modellen mit hohem Verzweigungsgrad aufgrund der enormen 
Rechenleistung begrenzt. 

Um diese Einschränkungen zu überwinden, wurde ein Graph Neural Network (GNN) 
entwickelt. Dabei wurden die Modelle ebenfalls als Graphen interpretiert, wobei das GNN aus 
vier Schritten bestand: Message Passing, Aggregation, Pooling und Kategorisierung. Die 
Objekte der Modelle wurden als Knoten und ihre Verbindungen als Kanten betrachtet. Im 
Message Passing wurden Informationen zwischen den Nachbarknoten ausgetauscht, in der 
Aggregation zusammengeführt und schließlich im Pooling reduziert, bevor die finale 
Klassifikation erfolgte. Der GNN-Ansatz zeigte mit einer Median-Genauigkeit von 95% eine 
deutlich bessere Leistung als der CNN-Ansatz und ermöglichte die erfolgreiche 
Kategorisierung aller 49 getesteten Klassen. 

Die Anwendung des GNN bietet darüber hinaus die Möglichkeit, Modelle hinsichtlich ihrer 
Architektur und Parameter miteinander zu vergleichen. So lassen sich etwa Ähnlichkeiten in 
der Struktur oder Unterschiede in der Parametrierung effizient analysieren. Insgesamt stellt 
der GNN-Ansatz eine deutlich verbesserte und flexiblere Methode dar, um GT-Modelle zu 
kategorisieren und weiterführend zu bewerten. 

Die Methoden aus AP1.3 und AP1.4 wurden mit Nutzern unterschiedlicher Erfahrung validiert. 
Besonders unerfahrene Anwender profitierten von der KI-gestützten Kategorisierung, da sie 
Informationen schneller extrahieren und Modelle besser verstehen konnten. Erfahrene Nutzer 
fanden und verglichen Modelle effizienter, insbesondere bei detaillierten Unterschieden wie 
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der Diskretisierung. Alle Nutzergruppen erzielten Zeitgewinne, die mit der Größe der Modell-
Datenbank zunahmen. Suchalgorithmen erleichterten die Analyse großer Datenmengen und 
senkten die Hemmschwelle für gezielte Suchen. 

Im Rahmen der Integration virtueller Fahrversuche in reale Tests wurde in AP2 und AP3 ein 
Fahrzeug der 45 km/h-Klasse ausgewählt, basierend auf den Eigenschaften des Opel e-
Rocks. Dieses Fahrzeug nutzt eine Brennstoffzelle (BSZ) mit 6 kW Leistung und eine Batterie, 
deren Größe und Kapazität an die Leistungsanforderungen angepasst wurden. Die 
Energieversorgung erfolgt durch verschiedene Betriebsmodi: reiner BSZ-Betrieb, 
Batterieladebetrieb, gemischter Betrieb oder reiner Batteriebetrieb, gesteuert durch die 
Leistungsanforderung und den Batterieladezustand (SOC). Das gewählte Fahrprofil entspricht 
dem Niedriggeschwindigkeitsteil des WLTC, wobei dynamisches Verhalten der BSZ betrachtet 
wird. 

Ein 0d/1d-Simulationsmodell wurde in GT-Suite erstellt, um das BSZ-System inklusive 
Komponenten wie Abgasdrosselklappe und Verdichter zu regeln. Virtuelle Sensoren wurden 
implementiert, um das Modell durch reale Messdaten zu validieren. Das Modell ermöglicht den 
Abgleich von Lastprofilen zwischen Simulation und Prüfstandsmessung und wird durch ein 
automatisiertes Datenimportsystem unterstützt. 

In AP 3 wurde eine Methodik zur Nutzung neuronaler Netze entwickelt, um komplexe, 
transiente Prozesse eines BSZ-Systems abzubilden. Trainingsdaten wurden mit 
Simulationsmodellen erzeugt, die unterschiedliche Randbedingungen, dynamische 
Lastwechsel und Regelungsstrategien abdecken. LSTM-Netzwerke erwiesen sich aufgrund 
ihrer Fähigkeit, zeitliche Zusammenhänge zu modellieren, als besonders geeignet. 

Die Datenvorbereitung umfasste Plausibilitätsprüfungen, Interpolation und Skalierung. 
Trainingsparameter wie Batchgröße und Sequenzlänge wurden mittels 
Hyperparameterstudien optimiert. Modelle mit einem bis drei LSTM-Schichten zeigten hohe 
Vorhersagegenauigkeiten, insbesondere bei weniger dynamischen Größen wie der 
Kühlmitteltemperatur. Herausforderungen bestanden in der Abbildung hochdynamischer 
Größen wie der Stackspannung. Trotz dieser Dynamik konnte die Modellgenauigkeit durch 
geeignete Netzarchitekturen verbessert werden. 

Die datenbasierte Modellierung mittels LSTM-Netzen reduziert die Simulationsdauer drastisch 
um 99,95 % im Vergleich zu klassischen physikalischen Modellen. Weiterhin wurden 
neuronale Netze in eine grafische Benutzeroberfläche integriert, die Echtzeit-Vorhersagen 
ermöglicht. Die universelle Struktur des Systems erlaubt eine einfache Anpassung an 
verschiedene Anwendungen, wie etwa die Optimierung von Betriebsstrategien durch direkte 
Vorhersagen von Zielgrößen wie Spannung bzw. Stack Effizienz. 
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1. Aufgabenstellung 

Zur Behauptung im internationalen Wettbewerb ist im automotiven Umfeld die Einbindung von 

KI-Methoden in den Entwicklungsprozess geboten, um auf effizienterem Weg noch bessere 

Fahrzeuge entwickeln zu können. Im Rahmen dieses Projektes soll daher eine umfangreiche 

und allgemeingültige KI-gestützte Entwicklungsplattform entwickelt werden. Durch den Aufbau 

eines gut strukturierten Datenmanagements sollen zunächst die bei den Projektpartnern 

verfügbaren Mess- und Simulationswerkzeuge miteinander verknüpft werden. Über das 

optimale Zusammenspiel von realen und virtuellen Testversuchen soll eine breite und 

belastbare Datenbasis erzeugt werden. Mit dieser lassen sich auf Basis von Neuronalen 

Netzen extrem schnell ausführbare Modelle von komplexen transienten Systemen aufbauen. 

Nach diesen Vorarbeiten erfolgen schließlich die Entwicklung und Validierung eines KI-

Expertensystems, das Ingenieuren bei wiederkehrenden Aufgaben beratend zur Seite steht. 

Die Validierung erfolgt einerseits anhand des interdisziplinären Beispiels eines Antriebstrangs 

eines Brennstoffzellenfahrzeugs (FCEV) begleitet. 

Im Rahmen der dreijährigen Projektlaufzeit ist geplant, die KI-gestützte Entwicklungsplattform 

ausgehend von TRL 3 bis voraussichtlich auf TRL 7 weiterzuentwickeln. 

Die Aufgaben des FKFS zur Erfüllung der Projektziele sind zweigeteilt: Zum einen ist die 

Entwicklung einer KI-basierten Methodik zur Bewertung von Simulationsmodellen ein Ziel der 

Arbeitspakete am FKFS. Im Rahmen von Entwicklungsprojekten entsteht häufig die Situation, 

dass zu einer bestimmten Fragestellung grundsätzlich Modelle und Ergebnisse aus 

vergleichbaren bzw. vorherigen Projekten vorliegen. Ob die Nutzung möglich ist, hängt jedoch 

bisher von der Art und Qualität der Dokumentation des alten Projektes ab, bzw. davon, ob 

Kontakt zum damaligen Bearbeiter besteht. Ziel ist es daher, vorhandene Modelle und 

Simulationen automatisiert mit „Tags“ zu versehen, die auf deren Inhalt und gegebenenfalls 

auch Qualität schließen lassen. Darauf aufbauend soll eine Analysemethode für neue 

Simulationsmodelle entwickelt werden, die Fehlbedatungen an einem Modell frühzeitig 

erkennt. Dies steigert die Effizienz in der Modellerstellung und erhöht zusätzlich die 

Qualitätssicherheit der Simulationsergebnisse.  

Die zweite Aufgabe besteht darin, eine Methodik zur Erstellung datenbasierter Modelle im 

dynamischen Betrieb zur Abbildung eines Brennstoffzellensystems zu entwickeln. 

Konventionelle Multi-Physics Umgebungen stellen zwar bisher einen guten Kompromiss 

zwischen Genauigkeit und erforderlicher Rechenzeit dar, sind aber meist langsamer als 

Echtzeit. Im Bestfall sind Fast-Running Models (FRM) ca. 10-mal schneller als Echtzeit. Zum 

Agententraining im Rahmen des Reinforcement-Learnings ist dies zu langsam. 

Wünschenswert wäre dafür eine Umgebung, die ca. 100 bis 1000-mal schneller als Echtzeit 

ist. Für das im Rahmen des Gesamtprojektes entwickelte Expertensystem könnte eine solch 

schnelles Modell ebenfalls hilfreich sein, um Plausibilitätsüberprüfungen von Simulationen 

oder Messungen durchzuführen. Ein solches Ultra-Fast-Running-Model (UFRM) eines 

Brennstoffzellenantriebstrangs soll mittels eines Neuronalen Netzes realisiert werden. Dazu 

sollen eine Methodik verwendet werden, mit der Ergebnisdaten von GT-Modellen zum Training 

von neuronalen Netzen verwendet werden. Dieser Schritt ist wissenschaftlich herausfordernd, 

wenn man nicht nur das globale Systemverhalten abbilden möchte, sondern durchaus auch 

Detailaspekte oder transientes Verhalten. 
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2. Voraussetzung, unter denen das Vorhaben durchgeführt wurde 

Das Projekt wurde im Rahmen des seit 2015 laufenden Fachprogramms “Neue Fahrzeug- und 

Systemtechnologien“ des Bundesministeriums für Wirtschaft und Klimaschutz (BMWK, 

ehemals BMWi) im Schwerpunkt „Künstliche Intelligenz als Schlüsseltechnologie für das 

Fahrzeug der Zukunft“ beantragt und durchgeführt.  
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3. Planung und Ablauf des Vorhabens 

 

  



9 
 

4. Wissenschaftlicher und technischer Stand 

Im AP1 sollen physikalische Systemmodelle am Beispiel von der GT-Suite Softwareumgebung 

kategorisiert werden. Das Thema Kategorisierung ist im Machine Learning Umfeld ein 

gängiges Anwendungsgebiet, um Objekte wie z.B. Bilder oder Datenpunkte zu kategorisieren. 

In diesem Kontext gibt es in vielen Bereichen bereits gängige KI-Architekturen, die demnach 

für die Kategorisierung von Daten herangezogen werden. Hierzu zählen auch klassische 

Convolutional Neural Networks (CNN) [1] und Graph Neural Networks (GNN) [2]. Für beide 

Anwendungsfelder gibt es Anwendungsbeispiele, die im Rahmen dieses Forschungsprojekt 

als Grundlage herangezogen werden, um das Modell-Tagging umzusetzen. 

Im Bereich der physikalischen Systemmodellierung gibt es, der vorangehenden 

Literaturrecherche zufolge, keine bekannten Quellen, die ein Klassifizierung in diesem Bereich 

umgesetzt haben. Demnach entsteht an dieser Stelle eine Forschungsfrage, inwieweit die 

Daten interpretiert und vorverarbeitet werden müssen, damit eine Klassifizierung der 

Systemmodelle erfolgen kann. Basierend auf dieser Lücke gibt es auch keine bekannten 

Anwendungsbeispiele im Bereich der Vergleichsanalyse verschiedener Modelle. Diese 

werden im Allgemeinen händisch verglichen. Ein Einsatz von Machine Learning Algorithmen 

ist nicht bekannt. 

Die in AP3 untersuchten Long short-term Memory Netze (LSTM, deutsch: langes 

Kurzzeitgedächtnis) sind eine Verbesserung üblicher künstlicher neuronaler Netze, indem den 

Neuronen zusätzliche Möglichkeiten verschaffen werden. Diesen wird ein Eingangstor (Input 

Gate), ein Merk- und Vergesstor (Forget Gate) und ein Ausgangstor (Output Gate) 

implementiert. LSTM ermöglicht auf diese Weise im Gegensatz zu herkömmlichen rekurrenten 

neuronalen Netzen eine Art Erinnerung an frühere Erfahrungen: Ein Kurzzeitgedächtnis, das 

lange anhält. Diese wurden 1997 von Sepp Hochreiter und Jürgen Schmidhuber [3] 

veröffentlicht und haben in den letzte Jahren aufgrund der gestiegenen Rechenkapazitäten 

einen Aufschwung erfahren. 

Auch im Bereich der Polymerelektrolyt (PEM) Brennstoffzellentechnik finden LSTM Netze 

immer stärkere Anwendung, beispielsweise zur Vorhersage der Degradation [4]. Eine 

Weiterentwicklung der LSTM Netzte, sogenannte „stacked LSTM“ wird in [5] verwendet . Auch 

die Vorhersage der Spannung basierend auf dem aktuellen Strom der Brennstoffzelle wurde 

bereits mit LSTM Netzen vorhergesagt [6]. In AP3 dieses Projektes wird darüber hinaus jedoch 

das gesamte BSZ System betrachtet. Das System wird sowohl mit einem einzigen LSTM Netz 

abgebildet, aber auch in eigenständig trainierten Subnetzen, die nur Teile des Systems 

abbilden. Zusätzlich entsteht durch die Einbindung in die Entwicklungsplattform ein 

wissenschaftlicher Neugewinn. 

Bei der Betrachtung des BSZ Systems berücksichtigt der Systemwirkungsgrad, tatsächliche 

oder effektive Wirkungsgrad eines BSZ Systems den Strom- und Spannungswirkungsgrad, 

der stark von der Betriebsweise (Temperatur, Druck, Brennstoff-Luft-Verhältnis, 

Brennstoffausnutzung etc.) abhängig ist. Zudem ist er von den Systemkomponenten 

(Verdichter, Wasserstoffrezirkulation) beeinflusst, da deren elektrische Leistung von der des 

BSZ Stacks abgezogen werden muss, um die effektive Leistung zu erhalten [7]. Diese Größen 

dienen daher später auch als Features für die LSTM Netze. 
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4.1 Bekannte Konstruktionen, Verfahren und Schutzrechte, die für die Durchführung 

des Vorhabens benutzt wurden 

 

• Als 0d/1d-Simulationswerkzeug für die Brennstoffzelle und das Fahrzeug-

Längsdynamikmodell sowie für das Modell-Tagging wird GT Suite verwendet [8] 

• Als Programmierumgebung wird Python verwendet [9] 

• Als Framework zur datenstromorientierten Programmierung wird TensorFlow 

verwendet [10] 

• Basis der Fahrzeugmodellierung  

o Opel Rocks-e [11] 

 

4.2 Verwendete Fachliteratur sowie benutzte Informations- und 

Dokumentationsdienste 

 

Siehe Literaturverzeichnis.  
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5. Zusammenarbeit mit anderen Stellen 

Im Zuge der Arbeiten am FKFS wurden Daten, Ergebnisse und Erkenntnisse mit folgenden 

Projektpartnern im Rahmen des Gesamtprojektes ausgetauscht: 

• Geometriedaten und Messdaten des Brennstoffzellenstacks von STG 

• Fahrzeugdaten, Geschwindigkeitsprofil und Lastprofil des Brennstoffzellenstacks 

an STG 

• Datenbasiertes Ultra-fast running Modell des BSZ Systems an :em AG 

Im Rahmen der halbjährlich stattfindenden Konsortialtreffen wurden Ergebnisse und 

Erkenntnisse ausgetauscht und den anderen Projektpartnern vorgestellt. Zudem fand alle zwei 

Wochen ein Austausch zwischen den Projektleitern der Konsortialpartner statt. 

Zudem gab es Workshops, um die einzelnen Arbeitspakete voranzutreiben. Dazu gehörten: 

• Workshop zur Konsolidierung von Dienstleistungsaufträgen am FKFS mit der :em AG 

• Workshop zur Analyse der Datenstrukturen in der Simulationssoftware GT-Suite 

• Workshops mit allen Projektpartnern zu den Themen: 

o Ordnerstruktur Simulationsdaten/Testdaten 

o Simulations Use Cases 

o Expertenwissen rund um Simulationskonfiguration 

o Vorgehensweise bei der Implementierung, Bedarfsfeststellung 

  



12 
 

6. Verwendung der Zuwendung und erzieltes Ergebnis im Einzelnen 

Das FKFS war inhaltlich an den Arbeitspaketen (AP) 

• 1.3 KI-basiertes Modell-Tagging innerhalb der GT-Simulationsumgebung 

• 1.4 Ähnlichkeitsbewertung von Modellen 

• 2 Integration realer Test, virtuelle Fahrversuche 

• 3 Neuronale Netze zur Beschreibung komplexer, transienter Systeme (UFRM) 

• 4.3 Integration UFRM 

• 5.2 Anwendungsfall "Powertrain FCEV" 

beteiligt. Die Ergebnisse der jeweiligen AP werden im Folgenden genauer erläutert. 

6.1 AP 1.3 + AP 1.4: KI-basiertes Modell-Tagging & Ähnlichkeitsbewertung von GT-

Modellen 

Der erste Schritt zur KI-basierten Kategorisierung von GT-Modellen ist die Interpretation und 

Vorbereitung der Datenstrukturen. Diese sind primär in der hierarchischen XML-Struktur der 

sogenannten GTM-Dokumente enthalten. Im Wesentlichen haben diese folgende Struktur: 

- Meta-Daten 

- Objekt-Liste 
o Welche Objekte werden assembly-übergreifend verbaut? 

o Welche Parameter sind mit diesen Objekten verbunden und wie sind diese 

bedatet? 

- Zusammenbau-Liste (Assembly) 

o Welche Objekte sind in einem Subassembly (Subsystem) verbaut? 

o Wie sind diese Objekte miteinander verlinkt? 

- Plot Übersicht 

- Cases Übersicht 
- Parameterliste 

Diese hierarchische Struktur muss für die Nutzbarkeit automatisiert ausgelesen und gefiltert 

werden. Folgende Fragen haben sich dabei ergeben? 

- Was sind die relevanten Größen, die die Architektur eines GT-

Modells/Antriebssystems ausmachen? 

- Wie sind diese Größen aufzubereiten (pre-processing) damit sie ausgewertet werden 

können? 
- Welche Ansätze sind hierfür nützlich, um die Architektur zu klassifizieren? 

6.1.1 Relevante Größen zur Kategorisierung von GT-Modellen 

Die ausschlaggebenden Merkmale eines Antriebsstrangs sind hauptsächlich in den 

enthaltenen Subysystemen beinhaltet. Zusätzlich können manche Eigenschaften in der 

Bedatung dieser Subsysteme enthalten sein. Basierend auf diesen beiden Inhalten kann die 

hierarchische Struktur der Simulationsmodelle auf zwei Komponenten reduziert werden. 

- Objekt-Liste 

- Zusammenbau-Liste 

Diese beiden Listen beinhalten sowohl die Architektur als auch die Bedatung einzelner Objekte 

(Templates). Die Architektur ist hauptsächlich dadurch charakterisiert, welche Objekte 

enthalten sind und wie diese angeordnet bzw. verknüpft sind. Die Bedatung auf der anderen 

Seite hat eine deutlich komplexere Dimensionierung und hat für jedes Subsystem oder Objekt 

eine individuelle Charakteristik. 
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Zunächst wird sich deshalb und aufgrund der fehlenden Datengrundlage für die 

Parameterebene auf die Architektur basierend auf Objekten und deren Anordnung fokusiert. 

6.1.2 Pre-Processing der relevanten Größen der GT-Modelle 

Da die relevanten Größen nun ausgearbeitet wurden, müssen die Größen extrahiert und weiter 

gefiltert werden. Die Objektlisten werden reduziert auf die den Typ, da die Parameterebene 

vorerst nicht relevant ist. Der Objekttyp entspricht hier einem spezifischen Objekt, das ein 

physikalisches, chemisches oder mathematisches Verhalten aufweist. 

Darüber hinaus werden die Verbindungen aus der Assembly-Liste extrahiert. Diese zeigen 

über die Existenz von Objekten hinaus deren Anordnung auf. 

6.1.3 Ansätze zur Auswertung der extrahierten Strukturen 

Für die Analyse stehen verschiedene Ansätze zur Verfügung. Zum einen sind dies 

regelbasierte Systeme, wie z.B. Entscheidungsbäume als auch statistische Systeme wie 

Machine Learning Ansätze.  

Regelbasierte Systeme 

Antriebsstrang-spezifische Systeme können anhand von "hard facts" regelbasiert definiert 

werden. Beispielsweise kann ein Antriebstrang nur hybrid sein, wenn mind. zwei verschiedene 

Energiequellen zur Verfügung stehen. Ist beispielsweise nur eine Batterie und kein 

Verbrennungsmotor verbaut, kann regelbasiert ein Hybrider Antriebstrang ausgeschlossen 

werden. Der Nachteil der regelbasierten Auswertung ist jedoch, dass vorab alle Varianten 

bekannt sein müssen, um garantiert alle Varianten und Unterscheidungen zu klassifizieren. 

Ebenso müssen teilweise gewisse hierarchische Abfolgen eingehalten werden. Ist der 

Verbrennungsmotor beispielsweise zweistufig aufgeladen ist die Voraussetzung dafür, dass 

überhaupt zunächst die beiden Turbolader erkannt werden, um sie anschließend 

aufzusummieren. 

Statistische Systeme 

Statistische Systeme wie z.B. Machine-Learning Algorithmen können auf einer 

Datengrundlage statistische Maxima bzw. Minima finden, um eine Ansammlung an Objekten 

zu kategorisieren. Hierfür ist im Unterschied zu regelbasierten Systemen zunächst eine 

Datengrundlage erforderlich, die diese Kategorien in ihrer statistischen Varianz und 

Charakteristik enthält. Werden beispielsweise 5 Simulationsmodelle mit einem ML-

Algorithmus verarbeitet so ermittelt dieser die Überschneidungspunkte, sodass eine Kategorie 

für all diese Simulationsmodelle im Mittel zutrifft. Dabei werden Abweichungen, wie z.B. eine 

unterschiedliche Anordnung von Objekten, für den Algorithmus als statistische Abweichung 

vom Mittelwert gesehen. Dieser Fehler wird beim Training mithilfe der Daten möglichst 

reduziert. 

Nach dieser Überlegung gibt es folgende Ansätze, die verfolgt und bewertet wurden: 

- Kategorisierung mit Convolutional Neural Networks (CNN) 
- Kategorisierung mit Graph Neural Networks (GNN) 

6.1.4 Erste KI-Architektur mit Convolutional Neural Networks 

Die folgenden Ergebnisse sind in der Veröffentlichung [12] detailliert ausgeführt. Zunächst ist 

für die Kategorisierung von Simulationsmodellen mithilfe von klassischen Convolutional Neural 

Networks (CNN) ist eine spezielle Aufbereitung der Objekt- und Assembly-Liste erforderlich. 

Abbildung 1: Prozessschaubild des Pre-Processings der XML-Datenstrukturen zur 

Kategorisierung mithilfe von CNNs [12] zeigt ein Prozessschaubild des Pre-Processings. Im 



14 
 

Grunde werden hierfür zwei Abfolge-Stränge durchgeführt. Zum einen werden die Daten 

gefiltert nach Objekten, Verbindungen und Parametern und daraufhin in Sequenzen formatiert. 

Zum anderen werden die Modelle gelabelt, da bei dieser Anwendung ein Supervised Learning 

Ansatz verwendet wird. 

Die Umwandlung der Daten aus der XML-Struktur in Sequenzen erfolgt durch die 

Interpretation der Objekte und Parameter als Knotenpunkte. Diese werden über die 

Verbindungen miteinander verbunden, woraus sich ein Graph aufspannt. Durch die Extraktion 

der Start- und End-Knoten können von allen Start-Knoten zu allen End-Knoten alle möglichen 

Pfade ermittelt werden, die im Graphen enthalten sind.  

 

Abbildung 1: Prozessschaubild des Pre-Processings der XML-Datenstrukturen zur Kategorisierung mithilfe von 
CNNs [12] 

Da CNNs eine feste Größe des Inputs benötigen, müssen diese Pfade schließlich in 

Sequenzen aufgetrennt werden. Die abschließende Transformation mithilfe des One-Hot-

Encodings in eine zweidimensionale Matrix ermöglicht die eindeutige Zuweisung von Objekten 

zu Vektoren und damit einen eindeutigen Input. 

Die im parallelen Strang erfolgte Kategorisierung der GT-Modelle liefert eine Kategorisierung 

auf einer Objekt-Ebene. Abbildung 2 zeigt einen extrahierten Pfad von einem Start-Knoten 1 

zu einem End-Knoten 8. Dieser wird in Sequenzen mit einer definierten Länge aufgeteilt. Die 

Anzahl der Objekte der Kategorie X werden anschließend mit den Objekten in den beiden 

Sequenzen in diesem Beispiel verglichen. Ist eine charakteristische Länge von 

beispielsweisen zwei Objekten in der jeweiligen Sequenz enthalten, so wird die Sequenz mit 

der Kategorie versehen. In diesem Beispiel würde mit dieser Definition der charaktieristischen 

Länge nur Sequenz 2 mit der Kategorie X versehen. 
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Abbildung 2: Beispiel zur Definition der Labelzuweisung der Sequenzen [12] 

Nach erfolgter Extraktion und Labelling der Sequenzen wird ein CNN mit 90% aller 

vorhandenen Simulationsmodellen trainiert und mit den restlichen Sequenzen der restlichen 

Modelle getestet. 

Für die Anwendung wurden für den CNN Ansatz folgende Kategorien ausgewählt: 

1. Keine Kategorie 

2. Turbolader (einstufig und zweistufig) 

3. Zentrale Drosselklappe 

4. Injection Control 

5. Umgebung 

6. Direkteinspritzung 

7. Abgasnachbehandlung 

8. Car Model 

9. Driver Model 

10. Verbrennungsmotor 

11. Antriebsachse und Übersetzung 

12. Zwischenkühler 

Diese Kategorien wurden so ausgewählt, dass Kategorien verschiedener Komplexität zur 

Kategorisierung herangezogen werden. Dabei wurde der Fokus zum einen auf die Anzahl an 

Objekten und zum anderen auf die Varianz in der Anzahl der Objekte gelegt. 

 

Abbildung 3: Schematischer Aufbau der Netzwerkarchitektur des CNNs 
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Abschließend ergibt sich die in Abbildung 3 zu sehende Architektur des Neuronalen Netzes. 

Für das Training wurden insgesamt 55 verschiedene Modelle zur Kategorisierung 

herangezogen.  

Abbildung 4 zeigt die dazugehörigen Receiver-Operation-Characteristics (ROC-Kurven) des 

kategorisierten Testdatensatzes. Hierbei stellt eine ROC-Kurve die Richtig-Positiv-Rate 

(Sensitivität) der Falsch-Positiv-Rate (Spezifität) gegenüber. Je größer die Fläche unter der 

Kurve (AUC – area under curve), desto besser ist die Güte des Modells bzw. desto besser 

kann das Modell die Kategorie richtig kategorisieren. 

Aus dem abgebildeten Ergebnis zeigt sich ein sehr gutes Ergebnis für alle Kategorie. Lediglich 

die Kategorie 1 hat einen geringeren AUC-Wert von 99.5%, welcher zurückzuführen ist auf die 

große Varianz der Daten in dieser Klasse. 

Unter kritischer Betrachtung der vorgestellten Methodik zeigt sich jedoch auf, dass die Wahl 

der charakteristischen Länge der einzelnen Klassen einen großen Einfluss auf die 

Kategorisierung der Sequenzen aufweist. Zum einen wird dies in der bereits beschriebenen 

Abbildung 2 deutlich. Wird beispielsweise eine charakteristische von einem Objekt bzw. drei 

Objekten gewählt, so unterscheidet sich das Labeling der Sequenzen zu zwei bzw. keiner 

kategorisierten Sequenz. Diesem Effekt kann in der Regel entgegengewirkt werden, sofern die 

Objekte einer Kategorie entlang eines Pfades verlaufen. 

 

 

Abbildung 4: ROC-Kurven der zwölf Klassen des kategorisierten Testdatensatzes [12] 

Sind die Objekte hingegen auf mehrere Abzweigungen aufgeteilt, so ergibt sich ein Dilemma 

der charakteristischen Länge. In Abbildung 5 ist dies beispielhaft abgebildet. Aus dem 

abgebildeten Graphen können drei Pfade abgeleitet werden. Betrachtet man demgegenüber 

die Kategorie X, so erstreckt sich diese über mehrere Abzweigungen des Graphen. Daraus 

wird ersichtlich, dass die charakteristische Länge bei 33% bzw. 3 Objekten einen Kipppunkt 
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erreicht. Unterhalb dieser Grenze wird jedem Pfad die Kategorie X zugewiesen, oberhalb 

wiederum keinem Pfad. 

 

Abbildung 5: Das Dilemma der charakteristischen Länge, welches aufzeigt, welchen Einfluss die Wahl der 
charakteristischen Länge auf das Labeling der Sequenzen aufweist [12] 

Mit diesem Dilemma zeigen sich auch die Grenzen der vorgestellten Methodik mit dem CNN-

Ansatz. Um dieses zu adressieren, könnte man die Kreuzkorrelationen zwischen den Pfaden 

betrachten, um die Überschneidung zu ermitteln und diese schließlich zu kategorisieren. 

Jedoch werden bei gewissen GT-Modellen mit hohem Verzweigungsgrad mehrere Millionen 

Pfade extrahiert. Um die Kreuzkorrelation für all diese Pfade zu errechnen ist eine sehr hohe 

Rechenkapazität notwendig, was die Anwendung der Methodik aus Kosten- bzw. Zeitgründen 

generell in Frage stellen würde. Aus diesem Grund wurde ein neuer Ansatz gesucht, um die 

Methodik zu erweitern. 

6.1.5 Zweite KI-Architektur mit Graph Neural Networks 

Im zweiten Ansatz werden die Simulationsmodelle ebenso als Graphen verstanden. Mithilfe 

eines Graph Neural Networks (GNN) werden die Simulationsmodelle mithilfe von vier Schritten 

ausgewertet und kategorisiert. 

1. Massage Passing 

2. Aggregation 

3. Pooling 

4. Normalization und Categorization 

Im Allgemeinen werden Graphen als vernetzte Knotenpunkte verstanden. Hierbei sind, 

übertragen auf unser Problem, die Objekte die entsprechenden Knoten und deren Anordnung 

bzw. Verbindungen die sog. Kanten. Über die Kanten werden im übertragenen Sinne die 

Informationen im Message Passing an die Nachbarknoten übergeben. Die Informationen sind 

hierbei sog. Embeddings, die während des Trainings angepasst werden. Die Liste an 

Embeddings, die sich in Nachbarknoten sammeln werden im zweiten Schritt aggregiert. Dies 

erfolgt, um die Reihenfolge der übertragenen Embeddings der Nachbarknoten zu verschleiern. 

Die Informationen werden anschließend in einem Pooling Step reduziert und zum Abschluss 

kategorisiert. 

Für diese Anwendung ergibt sich die in Abbildung 6 abgebildeten Netzwerkarchitektur. 

Zunächst werden die Templates und deren Verbindungen als Eingangswerte des GNNs 

interpretiert. Dabei stellen die Templates die Knoten dar. Die Paar-Indizes entsprechen dem 

paarweisen Abstand der Knoten und sind optional, sofern der graphische, nutzerspezifische 

Aufbau der GT-Modelle mit analysiert werden möchte. Das darauffolgende Message Passing 
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und anschließende Kategorisierung mit einem Transformer Layer und zwei weiteren Dense 

Layern führt zur abschließenden Kategorisierung des Graphen. 

 

Abbildung 6: Schema der Netzwerkarchitektur des GNNs 

Die Ergebnisse in Abbildung 7 zeigen die Genauigkeit der Kategorisierung für alle Testdaten. 

Die Genauigkeit über alle Samples erstreckt sich bei 4 Message Steps, 10 Attention Heads 

und 32 Units im Dense Layer auf 98%. Dabei liegt die Genauigkeit über die Klassen im Median 

bei 95%. Wenige Ausreißer wie z.B. Kategorie 4 und 5 liegen bei 73% bzw. 83%. Andere 

Hyperparameter-Konfigurationen zeigen jedoch, dass eine Genauigkeit von über 90% für alle 

Klassen möglich ist. Daraus lässt sich schließen, dass mehrere Netzwerke mit verschiedenen 

Hyperparametern parallel herangezogen werden sollten, um flächendeckend die höchste 

Genauigkeit über alle Klassen zu erreichen. [13] zeigt hierfür eine Parameterstudie auf, die die 

Genauigkeit und Vergleichbarkeit dieser Ergebnisse genauer analysiert. 

 Im Anbetracht der Limits, die der CNN Ansatz aufgezeigt hat, schafft es der GNN Ansatz alle 

49 Kategorien erfolgreich zu kategorisieren. Daraus ergibt sich eine deutliche Verbesserung 

der Kategorisierfähigkeit des KI-Modells. 

Basierend auf diesen Modellen kann nun eine Vergleichsanalyse der Modelle erfolgen. Dabei 

kann in erster Linie ein Vergleich der Modelle auf Grundlage der erfolgten Kategorisierung 

umgesetzt werden. Hierfür werden Suchalgorithmen herangezogen, um die Datenbank, die 

die GT-Modelle enthalten, nach der Übereinstimmung mit vorgegebenen Kategorien zu filtern. 

Der GNN-Ansatz erlaubt auch einen Vergleich der Graphen im Hinblick auf den 

Diskretisierungsgrad und vergleichbare Architektur-Strukturen. Durch die Erweiterung des 

Graphen um die Parameter-Ebene der GT-Templates kann ein zusätzliches Modell verwendet 

werden, um z.B. das Turbolader-Kennfeld zu kategorisieren. Hierbei können weitere 

Kategorien ergänzt werden und die Bedatung verglichen werden. 
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Abbildung 7: Genauigkeit der Kategorisierung für 4 Message Steps, 10 Attention Heads der Transformer-Schicht 
und 32 Units in den Dense Layern [13] 

6.2 AP 2: Integration realer Test, virtuelle Fahrversuche 

Zur Integration virtueller Fahrversuche in die reale Testumgebung wird zunächst ein Fahrzeug 

und ein Fahrzyklus definiert. Aufgrund der maximalen Leistung der Brennstoffzelle von 6 kW, 

wird ein Fahrzeug in der 45 km/h Klasse gewählt, das mit der 2021 bundesweit eingeführten 

Führerscheinklasse AM gefahren werden darf. Die Eigenschaften des Fahrzeuges wurden an 

den Opel e-Rocks [11] angelehnt und sind in Tabelle 1 zusammengefasst. Passend zur 

Leistungsstärke des Antriebes und Gesamtgewicht wurde die Kapazität und Größe der 

Batterie gewählt. Die Energiebereitstellung wird sowohl von BSZ, als auch von der Batterie 

übernommen. Die genaue Form der Aufteilung hat einen großen Einfluss auf den Betrieb der 

BSZ, da diese unter sehr dynamischen Bedingungen deutliche Nachteile bezüglich Effizienz 

und Alterungseffekten aufweist [14–16]. Je nach Leistungsanforderung und 

Batterieladezustand (SOC) wird ein reiner BSZ-Betrieb, Batterieladebetrieb, gemischter 

Betrieb oder reiner Batteriebetrieb gewählt. Das gewählte Geschwindigkeitsprofil entspricht 

dem Niedriggeschwindigkeitsteil des WLTC und ist in Abbildung 8 zusammen mit dem sich 

daraus ergebenden Leistungsprofil für das Brennstoffzellenstack dargestellt.  

 

Tabelle 1: Charakteristische Größen des Fahrzeugs und des Antriebssystems 

Beschreibung Einheit Wert 
Fahrzeugmasse kg 471 
Zuladung (inkl. Fahrer) kg 140 
Querschnittsfläche m2 2,117 
Luftwiderstandsbeiwert - 0,4 
Maximalgeschwindigkeit km/h 45 
Nennleistung e-Motor kW 6 
Nennleistung BSZ kW 6 
Nennleistung Batterie kW 26 
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Kapazität Batterie Ah 2 
 

 

Abbildung 8: Geschwindigkeitsprofil und sich daraus ergebendes Lastprofil für die Brennstoffzelle 

Der SOC der Batterie fällt über den gesamten Zyklus minimal von 50 % auf 45 %. Der Fokus 

bei der Erstellung eines Lastkollektives liegt allerdings darin einen realistischen Lastverlauf zu 

erhalten und nicht darin eine gesamtenergetische Analyse durchzuführen. 

Von der elektrischen Leistung des Brennstoffzellenstacks werden Verbraucher des Systems 

direkt versorgt. Dazu gehören die Kühlpumpe, Wasserstoff-Rezirkulationsgebläse, Fan und 

Verdichter. Erst nach Abzug deren Leistungen erhält man die Nettoleistung, die dem 

Fahrzeugantriebssystem zur Verfügung steht. In Abbildung 9 ist das Brennstoffzellensystem 

ohne Kühlkreislauf schematisch dargestellt. Dieses System wurde in der 0d/1d-

Simulationssoftware GT-Power [8] erstellt. Zur Regelung der Betriebszustände des Stacks 

können folgende Komponenten gesteuert werden: 

➔ Wasserstoffexpansionsventil 

➔ Wasserstoff-Rezirkulationsgebläse 

➔ Purge-Ventil (Spülventil) 

➔ Verdichter Bestromung 

➔ Befeuchter Ventil/Bypass Ventil 

➔ Auslass-Gegendruckventil 
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Abbildung 9: Schematischer Aufbau des Brennstoffzellensystems mit Wasserstoffpfad (blau) und Luftpfad (rot)  

Folgende virtuelle Sensoren wurden in die Simulation implementiert, um die gleiche Position 

wie in der Messung zu erhalten: 

• Drucksensoren: 

o Luftpfad vor Verdichter 

o Luftpfad vor Stack 

o Luftpfad nach Stack 

o Wasserstofftank 

o Wasserstoff nach Expansionsventil 

• Temperatur Sensoren: 

o Luft vor Stack 

o Luft nach Stack 

o Kühlmittel vor Stack 

o Kühlmittel nach Stack 

o Wasserstofftank 

• Feuchtigkeitssensor 

o Luft vor Stack 

• Sensyflow (Massenstrom) 

o Luftmassenstrom 

o Wasserstoffmassenstrom 

Zusätzlich werden Strom und Spannung des Brennstoffzellenstacks gemessen. 

 

Diese Sensoren werden für die Modellabstimmung verwendet, um unter verschiedensten 

Randbedingungen ein vorhersagefähiges, valides Simulationsmodell zu erhalten.  

Mit dem abgestimmten Simulationsmodell wird das in Abbildung 8 gezeigte Lastkollektiv 

simuliert und mit den Ergebnissen des Prüfstandes verglichen. Dieser Vergleich ist in 

Abbildung 10 zusammengefasst. Hierfür wird der zeitliche Stromverlauf vorgegeben und die 

sich einstellende Spannung miteinander verglichen. 

humid.

stack

H2 tank hydrogen 

recirculation blower

exhaust valve

purge valve
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Abbildung 10: Vergleich der Spannung Messung/Simulation 

Im letzten Teil des AP wurde dabei unterstützt, einen automatisierten Abgleich zwischen Mess- 

und Simulationsdaten in die Entwicklungsplattform zu integrieren. Hierfür wurde ein Format für 

die Simulationsdaten definiert, das als Standard für den Datenimport dient.  

 

6.3 AP 3: Neuronale Netze zur Beschreibung komplexer, transienter Systeme 

In diesem Arbeitspaket ist das Ziel der Aufbau einer Methodik zum Trainieren künstlicher 

neuronaler Netze (KNN) basierend auf Zeitreihenanalysen. Diese Methodik wird anhand des 

Betriebsverhaltens eines Brennstoffzellensystems entwickelt. 

Mithilfe des in AP 2 erstellten 0d/1d-Simulationsmodells werden die für das Training des KNN 

benötigten Trainingsdaten generiert. Diese Daten sollen eine möglichst große Varianz 

bezüglich der Dynamik, den Randbedingungen, den Reglereigenschaften sowie des 

Lastbereiches aufweisen. Entsprechend werden transiente Simulationen mit unterschiedlichen 

Lastwechseln bei verschiedenen Umgebungs- und Starttemperaturen durchgeführt. Zudem 

wird der Kühlmittelmassenstrom, die Kühlmitteltemperatur, der Ziel-Luftdruck an der Kathode, 

sowie der Anodendruck und die Steuerung des Anoden-Rezirkulationsgebläse kontinuierlich 

variiert. Da für hohe Lasten mehr Wasserstoff und Sauerstoff benötigt werden, müssen der 

Wasserstoff- und Sauerstoffpartialdruck entsprechend hoch sein. Daher wird in Abhängigkeit 

der Zielleistung ein Minimum für diese Drücke festgelegt. Die Simulationsergebnisse werden 

mithilfe einer Vorlage aus GT-Suite exportiert und in Textdateien geschrieben. In der Vorlage 

ist beschrieben, welche Signale exportiert werden. 

Alle folgenden Schritte der Datenverarbeitung erfolgen in einem gemeinsamen Programm in 

Python. Für den Aufbau und das Training der KNN wird auf die Bibliothek von Tensorflow 

zurückgegriffen. Die Methodik wird so universell wie möglich aufgebaut, um Anpassungen 

möglichst einfach umsetzbar zu machen. Dies ermöglicht die Untersuchung verschiedener 

Parameter und Einflüsse. Die meisten Einstellungen können mittels einer Parameterdatei 

vorgegeben werden. In dieser werden sowohl die Kanalnamen der Ein- und Ausgangsgrößen 
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des KNN (Feature und Targets) vorgegeben, wie auch für das Preprocessing oder Training 

spezifische Einstellungen.  

Ziel der Datenaufbereitung, die als erstes durchgeführt wird, ist es die Datenqualität für das 

Netztraining zu erhöhen, indem unplausible Datenpunkte entfernt werden. Eine mögliche 

universelle Plausibilisierungsmethode ist die Inter Quantile Range (IQR) Outlier-Detection (dt.: 

zwischenquantiler Abstand Ausreißer Detektion). Diese Methode betrachtet Datenpunkte, die 

zu weit weg vom Mittelwert liegen, als Ausreißer, welche aus dem Datensatz entfernt werden. 

Zudem muss der zeitliche Abstand zwischen zwei Datenpunkten konsistent über den 

gesamten Datensatz sein. Um dies zu gewährleisten werden die Rohdaten zwischen zwei 

gewünschten Zeitpunkten gemittelt. Wenn der Abstand in den Rohdaten zu groß ist wird 

interpoliert. 

Bevor die Daten für das Training Anwendung finden, müssen sie in die entsprechende Form 

gebracht werden. Diesen Schritt nennt man Datenvorbereitung. Um keine Features oder 

Targets zu überbewerten, werden diese in einen ähnlichen Größenbereich skaliert. Ansonsten 

könnte es passieren, dass große Werte zu stark gewichtet werden. Durch das Skalieren 

befinden sich alle ein- uns Ausgangswerte im gleichen Bereich (üblicherweise zwischen minus 

und plus eins).  

Im Vergleich zu Schichten mit einfachen Neuronen weisen sogenannte LSTM-Zellen (long 

short-term memory [3]) die Möglichkeit auf, durch den Zellstatus zeitliche Zusammenhänge 

abzubilden. Der Zellstatus wirkt wie eine Art Gedächtnis, sodass für die Berechnung eines 

Zeitschrittes auch die vorher durchgeführten Berechnungen eingehen. Hinzukommt, dass die 

Datenpunkte der Zeitreihen in ihrer chronologischen Ordnung bleiben müssen. Neben der 

Sequenzlänge muss in der Datenvorbereitung die Batchgröße berücksichtigt werden. Diese 

gibt an, wie viele Datenpunkte während eines Trainingsschrittes parallel für die Optimierung 

der Gewichte verwendet werden. Bei einer Batchgröße größer als eins werden die Zeitreihen 

der Simulationsdurchläufe in entsprechend viele kürzere Reihen geteilt. Als letzter Schritt 

werden die Zeitreihen zufällig in Trainings-, Validierungs- und Testdaten eingeordnet.   

Im nächsten Prozessschritt wird das KNN schichtweise aufgebaut. Es hat sich gezeigt, dass 

eine einfache Struktur bestehend aus einer Eingangsschicht, mehreren (ein bis drei) LSTM-

Schichten und einer kompakten Schicht (dense layer) als Ausgangsschicht ausreichend ist. 

Die Anzahl der LSTM-Zellen pro Schicht ist variabel.  

Eine zeitliche Verzögerung tritt an verschiedenen Stellen im BSZ-System auf, die dazu führen, 

dass mit dem zeitlichen Speicher ein genaueres Ergebnis erzielt werden kann. Die Zeitskalen 

der Effekte sind dabei entscheidend. Im BSZ-Stack wird davon ausgegangen, dass die 

Elektrolytausrichtung und die Bewegung der Elektronen sofort stattfinden, da sie sehr kurze 

Zeitskalen haben (im Bereich Mikrosekunden bis Millisekunden). Die zeitliche Abbildung dieser 

Effekte würde eine hohe zeitliche Abtastrate benötigen und damit auch eine lange 

Rechendauer. Diffusionseffekte, Änderungen der Stoffkonzentrationen an Anode und Kathode 

und thermische Prozesse wie die Wärmefreisetzung sind hingegen deutlich gedämpfter und 

benötigen mehrere Sekunden, um sich bemerkbar zu machen. Diese Effekte können sehr gut 

mithilfe der LSTM-Zellen abgebildet werden. Langsamere Effekte wie die Wasserbildung und 

Stackalterung wurden nicht in den Trainingsdaten berücksichtigt. Daher kann keine Aussage 

zur Nachbildung dieser Effekte getroffen werden. Neben dem Stack kommt es beispielsweise 

auch beim Ladedruckaufbau im Luftpfad oder dem Verlauf der Kühlmitteltemperatur zu 

Änderungen, die sich über einen gewissen Zeitraum hinziehen.  

Die Gewichtungen zwischen den Zellen bzw. Neuronen werden während des Trainings 

angepasst, damit mit den Werten der Features die der Targets möglichst gut vorhergesagt 

werden können. Hierfür wird der Gradient-Descent Algorithmus in Kombination mit dem Adam 
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Optimierer [17] verwendet. Um während des Trainingsvorgangs mehr Möglichkeiten zur 

Steuerung des Trainingsvorganges und zum Durchführen von Funktionen am Anfang einer 

Zeitreihe zu erhalten, wurde die Trainingsschleife weitestgehend selbst programmiert, anstatt 

auf vorhandene Funktionen zurückzugreifen. Zu Beginn einer neuen Zeitreihe wird eine 

Initialisierung durchgeführt, indem die States zurückgesetzt werden und mit den ersten Werten 

der Zeitreihe für mehrere Zeitschritte neu initialisiert wird. Auch die Validierung am Ende jeder 

Trainingsepoche wurde angepasst, indem mehrere Metriken (MSE, MAE, MSLE, R2) zur 

Bewertung des Trainingsfortschrittes implementiert wurden. Wenn sich eine Metrik verbessert, 

werden die Gewichte der jeweiligen Epoche gespeichert. Findet über mehrere Epochen kein 

Trainingsfortschritt mehr statt, wird davon das Training beendet.  

Damit der Umgang mit den KNN in der Anwendung vereinfacht wird, wird das KNN im 

Nachgang des Trainings neu zusammengesetzt. Die Skalierer für die Eingangs- und 

Ausgangsgrößen werden als Schicht in das Netzt implementiert. Messgrößen können so 

beispielsweise direkt in das Netz gegeben werden, ohne vorher weitere Schritte 

durchzuführen. Der Mittelteil mit den LSTM-Schichten bleibt bestehen und es werden die 

Gewichtungen der besten Trainingsepoche übernommen. Zudem wurden Schichten erstellt, 

die das Speichern eines Wertes ermöglichen. Diese werden benötigt, wenn der berechnete 

Wert für den nächsten Zeitschritt wieder als Eingangswert verwendet wird. Dies wird so direkt 

von dem KNN übernommen. In dem Fall der Vorhersage der Änderung eines Wertes während 

eines Zeitschrittes werden diese Schichten ebenfalls verwendet. Der Berechnete Delta-Wert 

wird automatisch zu dem gespeicherten Wert des letzten Zeitschritts addiert und für den 

nächsten Zeitschritt gespeichert.  

Da je nach Anwendungsfall der KNN unterschiedliche Features und Targets benötigt werden, 

soll im Folgenden nur auf den Fall einer Betriebsstrategieoptimierung eingegangen werden. In 

diesem Fall sind keine Regler in den Modellen implementiert. Stattdessen sind alle Stellgrößen 

Features des KNN (H2 Einlassventil, H2 Rezirkulationsgebläse, Luftverdichter, Luft-

Gegendruckventil, Kühlmittelpumpe). Zusätzlich werden die Umgebungsbedingungen sowie 

der elektrische Strom als Features verwendet. Vorhergesagt werden die elektrische 

Spannung, elektrische Leistung, Wasserstoffverbrauch, Stacktemperatur und 

Membranfeuchtigkeit. Abbildung 11 zeigt den allgemeinen Aufbau der Modelle mit den 

Features und Targets. Dieser Aufbau ist für beide in den folgenden beschriebenen Ansätzen 

gültig, die sich nur in der Umsetzung der „Blackbox“ unterscheiden. 

 

Abbildung 11: Allgemeiner Aufbau der UFRM 

Features

Verdichterspannung

Gegendruckventil

Befeuchterventil

Wasserstoffexpansionsventil

HRB

Kühlwassertemperatur

Kühlwasserdurchfluss

Umgebungstemperatur

Umgebungsluftfeuchtigkeit

„B
la
ck

b
o
x“

Targets

Spannung

Wasserstoffverbrauch

El. Leistung



25 
 

Für das Training des Systems sind zwei verschiedene Ansätze denkbar: Die Abbildung des 

gesamten BSZ-Systems als ein KNN und die Aufteilung des Systems in Subsysteme für 

Wasserstoffpfad, Luftpfad, Kühlkreislauf und Stack. Das Trainieren eines Netzes für das 

gesamte System hat den Vorteil, dass keine Folgefehler entstehen können. Zudem können je 

nach Anwendungsfall auch die Regler des Systems in das KNN integriert werden. Auf der 

anderen Seite müssen für das gesamte System neue Trainingsdaten generiert werden und ein 

neues neuronales Netz trainiert werden, falls sich eine Komponente ändert. Da eine Aufteilung 

in Subsysteme meist mit einer geringeren Anzahl an Zielgrößen einhergeht, ist es mit 

mehreren KNN einfacher eine geeignete Metrik zu finden und die Genauigkeit ist in der Regel 

etwas höher. Zur besseren Illustration des Aufbaus mit mehreren Subsystemen ist in 

Abbildung 12 das Modell mit Subnetzen für Anode, Kathode und Stack skizziert. Manche 

Targets aus dem Anoden- und Kathodennetz werden als Features für das Stack verwendet. 

Andere werden direkt als Features in die Output-Schicht übergeben.  

 

Abbildung 12: BSZ-Modell zusammengesetzt aus mehreren Submodellen 
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nicht mit ausreichender Genauigkeit wiedergegeben werden kann, der als Feature für das 

Subsystem des Stacks benötigt wird. Die Position des Expansionsventils alleine sagt nicht 

genug über den Druckverlauf an der Anode aus. Bei gleicher Position kann der Druck je nach 

Wasserstoffverbrauch bzw. aktueller Stackleistung der Anodendruck steigen, stagnieren oder 

fallen. Daher wird mit dem neuronalen Netz die Druckdifferenz zwischen den Zeitschritten 

bestimmt und auf den initialen Druck addiert. Mit dieser Methode konnten ausreichend genaue 

Ergebnisse erzielt werden. Damit in der Anwendung der neuronalen Netze keine 

Programmierarbeiten für solche Fälle notwendig sind, wird die Addition und Speicherung des 

absoluten Wertes des vorangegangenen Zeitschrittes in zusätzliche Schichten des Netzes 
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implementiert. Abbildung 13 zeigt exemplarisch den Anodendruck der Simulation verglichen 

mit der beschriebenen Methodik. Man sieht, dass das datenbasierte Modell mit der Zeit 

minimal von der Kurve der Simulation abdriftet. In der Anwendung der LSTM-Netze wird die 

Öffnung des Wasserstoffexpansionsventils üblicherweise auf einen Ziel-Anodendruck 

geregelt. Damit würden sich minimale Abweichungen in der Öffnung ergeben, die sich auf das 

Gesamtergebnis jedoch kaum auswirken. Wichtiger ist vor allem, dass der Verlauf und die 

Druckänderung bei entsprechender Ventilstellung qualitativ sehr gut nachgebildet werden 

kann. Im Gegensatz zu den anderen Subsystemen hat sich beim Wasserstoffpfad mit den 

Berechnungen der Änderungen in jedem Zeitschritt gezeigt, dass die genauesten Ergebnisse 

mit einer Batchsize von eins erzielt werden. 

 

Abbildung 13: Zeitlicher Verlauf des Anodendruckes eines Testdatensatzes für Simulation und datenbasiertes 
Modell 

Die Fehlerverteilung dieses Datensatzes ist in Abbildung 14 dargestellt. Mehr als 90 % der 

Punkte haben eine Abweichung von weniger ist als 2 mbar.  

 

 

Abbildung 14: Fehlerverteilung der berechneten Änderung des Anodendrucks pro Zeitschritt 
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Im Weiteren Verlauf des Arbeitspaketes wurden zudem Untersuchungen zur Vorhersage der 

Stacktemperatur und der Temperatur des Kühlmittels am Stackauslass durchgeführt. Hierzu 

wurden sowohl LSTM-Modelle auf Systemebene mittels der Systemfeatures und auf 

Komponentenebene mittels thermodynamischer Größen erzeugt. Durch eine DOE der 

Hyperparameter Sequenzlänge, Anzahl der Neuronen pro Schicht und Schichtanzahl wurde 

die jeweils beste Modellarchitektur auf Basis des MAE ausgewählt und mittels des 

Testdatensatzes evaluiert. 

Tabelle 2: Beste Modellarchitekturen nach Durchführung der Hyperparameterstudie 

 

Die hierbei erzielen Modellgenauigkeiten sind in nachstehender Tabelle dokumentiert und 

werden im Folgenden anhand einer repräsentativen Zeitreihe der Test-Partition 

veranschaulicht. 

Tabelle 3: Erzielte Modellgenauigkeiten auf System- und Komponentenebene 

 

Das Lastprofil der exemplarischen Zeitreihe ist in nachstehender Grafik abgebildet. Die 

ausgewählte Zeitreihe deckt den Leistungsbereich des Brennstoffzellenstacks nahezu 

vollständig ab und weist eine Variation der Leistungsdynamik im Bereich von -350W/s und 

260W/s auf und entspricht des am Prüfstand gemessenen Leistungsdynamikbereichs.  

Aufgrund der näherungsweisen instantanen elektrochemischen Reaktionen ist die Vorhersage 

der Stackspannung die herausforderndste Regressionsaufgabe für das LSTM-Netzwerk. 
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Dennoch liefern die LSTM-Netzwerke gute Ergebnisse, wie in Abbildung 16 dargestellt. Die 

weniger dynamische Stacktemperatur weitaus trägerem zeitlichen Verhalten wird von den 

entwickelten LSTM-Netzwerken sowohl auf Komponenten- als auch auf Systemebene sehr 

gut erfasst (Abbildung 17). Die Vorhersage der Kühlmitteltemperatur am Stackausgang liefert 

die besten Ergebnisse und ist in Abbildung Abbildung 18 visualisiert. 

 

Abbildung 15: Exemplarisches Stackleistungsprofil (a) und die entsprechende Häufigkeitsverteilung der 
Leistungsänderung (b) 
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Abbildung 16: Vorhersage der Stackspannung auf Systemebene (a) und auf Komponentenebene (b) 

 

 

Abbildung 17: Vorhersage der Stacktemperatur auf Systemebene (a) und auf Komponentenebene (b) 
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Abbildung 18: Vorhersage der Kühlmitteltemperatur am Stackauslass auf Systemebene (a) und auf 

Komponentenebene (b) 

Während die klassische physikalische Modellierung Simulationsdauern in der Größenordnung 

von mehreren Stunden aufweisen, liegen diese für die daten-basierte Modellierung mittels 

LSTM-Netze in der Größenordnung von mehreren Sekunden und weisen folglich eine 

drastische Reduktion der Berechnungsdauer von rund 99.95% auf.  

6.4 AP 4.3: Integration UFRM in das Expertensystem 

Für die Integration des UFRM wurde eine einfache GUI mittels dem Python Package Kivy 

erstellt. Diese ermöglicht es, die Feature eines neuronalen Netzes live zu ändern, während die 

Vorhersage in Echtzeit angezeigt wird. Die Implementierung erfolgt mithilfe der 

Ergebnisdateien des Netztrainings, sodass sie universell auf alle Trainierten Modelle 

anwendbar ist. Benötigt werden die Dateien des trainierten Netzes sowie des Skalierers.  

 

6.5 AP 5: Validierung des Expertensystems mit dem Anwendungsfall FCEV 

Die in AP1.3 + 1.4 definierten Methoden konnten anhand von diversen Antriebsstrang-

Konfigurationen im Expertensystem für verschiedene Expertenniveaus (Absolvent/Anfänger, 

<2 Jahre Erfahrung, >2 Jahre Erfahrung) validiert werden. Hierfür wurde den Nutzern zwei 

Modelle vorgelegt. Diese Modelle sollten verglichen und kategorisiert werden. Zusätzlich 

sollten Unstimmigkeiten erkannt werden. Zudem sollten aus der Datenbank von 55 Modellen, 

Modell mit einer gewissen Antriebsstrangkonfiguration so schnell wie möglich gefunden 

werden. Es stellte sich heraus, dass insbesondere Absolventen mit kaum bzw. keiner 

Erfahrung von der Kategorisierung profitieren. Sie konnten hierdurch mehr Informationen in 

kürzerer Zeit aus dem Modell extrahieren. Sobald die Informationen der KI zur Verfügung 

gestellt wurden, konnte das Modell übersichtlicher verstanden werden. Mitarbeiter, die mit 

GT-Suite Erfahrung hatten profitierten weniger von der Kategorisierung der KI beim 

Verständnis des Modells. Sie konnten jedoch schneller Modelle miteinander finden und 

vergleichen, da man nicht wiederholt die Fenster wechseln musste. Insbesondere detaillierte 

Unterschiede, wie z.B. die Diskretisierung konnte mit den Informationen der KI besser 

unterschieden werden. Für alle Expertenniveaus konnte abhängig von der Aufgabenstellung 

ein Zeitgewinn gemessen werden. Dieser skaliert sich mit der Anzahl der Modelle in der 
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Datenbank und zeigt, dass die große Menge mit der Nutzung von Suchalgorithmen besser 

analysiert und genutzt werden kann. Je mehr Modelle in der Datenbank existieren, desto 

höher ist die Hemmschwelle, nach speziellen Modellen zu suchen. Dem wirkt der 

Suchalgorithmus und die Vergleichsanalyse entgegen. 

7. Wichtigste Positionen des zahlenmäßigen Nachweises für den 

Zuwendungsempfänger 

Siehe zugehöriger Erfolgskontrollbericht. 

8. Notwendigkeit und Angemessenheit der geleisteten Arbeit 

Die Projektziele der Arbeitspakete des FKFS lassen sich zusammenfassen als: 

• Entwickeln einer Methodik zur automatisierten Kategorisierung von physikalischen 

0D/1D-Simulationsmodellen 

• Entwickeln einer Methodik zur automatisierten Vergleichsanalyse und Filtrierung 

der Simulationmodelle 

• Erstellen eines virtuellen Versuchsträgers des untersuchten 

Brennstoffzellensystems 

• Erstellen datenbasierter Modelle des Brennstoffzellensystems mit deutlich 

reduzierter Rechenzeit 

• Implementierung der Ergebnisse in die Entwicklungsplattform 4.0 

Diese Ziele wurden unmittelbar in den Arbeitspaketbeschreibungen abgebildet. 

Daraus wird ersichtlich, dass die im Projekt geleistete Arbeit mittelbar oder unmittelbar zur 

Erreichung der Projektziele beiträgt und notwendig für deren Erreichung ist. 

Die durchgeführten Arbeiten waren für die Erfüllung der Aufgaben notwendig und ausreichend. 

Die durch das FKFS durchgeführten Arbeiten hätten ohne die bereitgestellte Förderung nicht 

durchgeführt werden können. Die erzielten Ergebnisse des Vorhabens und die bei der 

Projektbearbeitung gewonnenen Methodenkenntnisse bieten dem FKFS aufgrund ihrer 

Praxisrelevanz am Markt einen unmittelbaren Mehrwert. 
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9. Voraussichtlicher Nutzen, insbesondere Verwertbarkeit des Ergebnisses 

im Sinne des fortgeschriebenen Verwertungsplans 

Kurz- bis mittelfristig: Am FKFS werden die Ergebnisse der einzelnen Arbeitspakete im 

Bereich 0D/1D Simulation sehr zeitnah im Arbeitsalltag zum Einsatz kommen. Das im Rahmen 

von AP 1 aufgebaute Modell-Tagging sowie das Klassifikationssystem sollen schnellstmöglich 

ausgerollt werden. Es ist geplant, neue Förderprojekte zu gewinnen um in der Forschung die 

Verbindung des Taggings von komplexen Systemmodellen mit Large-Language-Models zu 

untersuchen, damit Sprachmodelle ein Verständnis von Systemmodellen gewinnen können.    

Für die in AP 3 aufgebauten Ultra-Fast Running Models sind kurzfristig direkte 

Forschungsbeauftragungen des FKFS von OEMs und Tier-1 zu erwarten, bei denen 

weiterentwickelter Ansätze in anderen Anwendungsfällen genutzt werden. Aktuell sind zwei 

Förderanträge eingereicht, bei denen das FKFS verschiedene Aspekte von Ultra-Fast-

Running-Models in Anschlussforschungsprojekten weiter untersuchen möchte. 

Grundlegende Erkenntnisse und vereinfachte Beispiele aus dem Projekt werden durch FKFS-

Mitarbeiter in Vorlesungen an der Universität Stuttgart an Studierende der 

Ingenieurswissenschaften weitervermittelt. Dies geschah bereits im Sommersemester 2024 

im Rahmen der Vorlesung „Virtuelle Entwicklung und Analyse von Fahrzeugantriebssystemen“ 

und soll fortgeführt werden. Ferner wird die Methodik bereits in einfacher Form Studierenden 

im Zuge eines APMB ("Allgemeines Praktikum Maschinenbau") vermittelt. Zudem konnten 

beim angegliederten Institut für Fahrzeugtechnik weitere Förderungen für Forschungsprojekte 

gewonnen werden, in denen die Methodik der Ultra-Fast Running Modelle zum Einsatz 

kommen wird und weiterentwickelt werden kann (bspw. FVV/Cornet geförderte Projekte 

„LDCI2027 Light-Duty Diesel 2027“ und „Modellbasierte Werkzeuge für BZ-Antriebssysteme“). 

Hierüber werden die Erkenntnisse aus dem Vorhaben auch in den Themencluster „Künstliche 

Intelligenz“ der Forschungsvereinigung Verbrennungskraftmaschinen eingebunden. 

Langfristig: Der Bereich Fahrzeugantriebe am FKFS befindet sich in einer langfristigen 

Transformation hin zu einem breit aufgestellten Portfolio an Dienstleistungen für die 

Antriebsentwicklung. Während im Bereich 0D/1D Simulation bisher Konzeptstudien 

gegenüber Serienentwicklung dominierten, könnte mit den in AP 3 aufgebauten UFRM der 

letztgenannte Bereich stärker adressiert werden und eventuell sogar auf die Feldbetreuung 

ausgeweitet werden. Ein Einsatz zur Funktionsüberwachung ist dabei aus regulatorischer 

Sicht wahrscheinlicher, gleichwohl ist die Nutzung zur direkten Steuerung durchaus technisch 

denkbar. Über die Ausweitung des Portfolios hin zu breiteren Entwicklungsbereichen soll eine 

Stabilisierung des Umsatzes gegenüber den zunehmenden Strategiewechseln in der Branche 

erreicht werden. 
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10. Während der Durchführung des Vorhabens dem ZE bekannt gewordener 

Fortschritt auf dem Gebiet des Vorhabens bei anderen Stellen 

In der Kategorisierung von physikalischen Systemmodellen sind während der Projektlaufzeit 

keine Fortschritte zu verzeichnen. Die Fortschritte beziehen sich lediglich auf die 

Weiterentwicklung der grundlegenden Netzarchitektur von CNNs und GNNs. Hier ist ein 

starker Wissenszuwachs zu verzeichnen, jedoch bleibt die Anwendung daher bisher 

unberührt. Hier wurde während der Projektlaufzeit vom FKFS eine neue Anwendung 

geschaffen, die den Transfer des Wissens in der Literatur auf die Kategorisierung und 

Vergleichsanalyse von physikalischen Systemmodellen aufzeigt. 

Für die Vorhersage des Betriebes von PEMFC mittels LSTM-Netzen wurden während des 

Projektzeitraumes und schon davor Veröffentlichungen von anderen Stellen getätigt. Diese 

können unterteilt werden in die Vorhersage zur  Betriebsstrategie [18] [19], Vorhersage der 

Leistung unter dynamischen Bedingungen durch Anpassung der Polarisationskurve [20] und 

die Vorhersage der Alterung und der Restnutzungsdauer [21–23].  

Zudem wurde in verschiedene Softwaretools die Verwendung von neuronalen Netzen bzw. 

LSTM-Netzen implementiert. Zum einen bietet MATLAB/Simulink die Möglichkeit eine 

Vorhersage der Restnutzungsdauer (RUL) unter Verwendung eines LSTM-Netzwerkes zu 

machen [24]. Zudem wurde in GT-SUITE die Möglichkeit eingerichtet, kennfeldbasierte 

Bedatungen durch neuronale Netze zu ersetzen, die eine genauere Bestimmung der 

Parameter ermöglicht. Zur Generierung der neuronalen Netze wurde ein Optimierer für die 

Hyperparameter eingeführt [25]. 

Die im Arbeitspaket 3 entwickelte Methodik geht über die genannten Fortschritte der anderen 

Stellen in folgenden Punkten hinaus: 

• Ein Schwerpunkt liegt auf der Beantwortung der Fragen: Wie wende ich die Netze 

bestmöglich an? Wie müssen sie gehandhabt werden? 

• Universell einsetzbar; Umwandlung in FMU für alle gängigen Simulationstools 

• Zusammensetzen mehrerer separat trainierter Netze für die Abbildung eines gesamten 

Systems 

• Die Implementierung in das Expertensystem ermöglicht ein breites Spektrum an 

Anwendungen; dafür ist Implementierung des gesamten Workflows notwendig, da ein 

Modell mit anderen Hardwarekomponenten neu trainiert werden muss. Beispiele für 

Anwendungen sind die Messdatenüberwachung oder Optimierungsaufgaben. 
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11. Erfolge oder geplante Veröffentlichungen des Ergebnisses 

M. Angerbauer, M. Grill, und A. C. Kulzer, „Virtual Fuel Cell System Development with Physics- 

and Data Based Models”; Conference on Renewable Energy Carriers, Stuttgart, 2023 

Conference on Renewable Energy Carriers, Stuttgart. in 2023 Conference on Renewable 

Energy Carriers, Stuttgart. 2023. 

M. Angerbauer, M. Grill, und A. C. Kulzer, „Long Short-Term Memory Networks for the 

Prediction of Fuel Cell Voltage and Efficiency”, ITISE 2022 International Conference on Time 

Series and Forecasting, 2022 

Andrija Grbavac, et al., “Categorizing Simulation Models using Convolutional Neural 

Networks”; Stuttgart International Symposium 2023 

Andrija Grbavac, et al., “Data-Driven Model Categorization: Advancing Physical Systems 
Analysis through Graph Neural Networks”; Data 2024 

Andrija Grbavac, et al. “Kategorisierung von physikalischen Systemmodellen mithilfe von 

Graph Neural Networks“; VDI Simvec, 2024 

Geplante Veröffentlichungen: 

L. Weller “Long Short-Term Memory Networks for data-based Modeling of Proton Exchange  

Membrane Fuel Cell Systems”, IEEE CAI 2025, Californien 

Andrija Grbavac, „Sensitivitätsanalyse der Kategorisierung von 0D/1D Simulationsmodellen“ 

Zudem sind die erzielten Ergebnisse Grundlage für die Anfertigung einer vollständigen 

Dissertationen und zweier weiterer Dissertationen in Teilen. 

Durch die enge Zusammenarbeit des FKFS mit dem IFS der Universität Stuttgart entstanden 

zudem mehrere Themen für studentische Abschlussarbeiten sowie ein SF/APMB-Versuch 

(„Spezifalisierungfach-Praktikum“, "Allgemeines Praktikum Maschinenbau").  
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