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1. Darstellung der durchgeführten Arbeiten 

Arbeitspaket 1 

Wir haben Reinforcement Learning als beste Methodik identifiziert, um adaptive 
Werkzeugpfade in bahngeführten Fertigungsverfahren zu generieren, insbesondere unter 
Berücksichtigung von im Prozess variabel auftretenden Phänomenen und Messgrößen, wie 
beispielsweise dem beim WAAM-Prozess sehr hohen Energieeintrag. 

In Ergänzung zum Reinforcement Learning können wir dasselbe Modell ergänzend in einem 
sogenannten Imitation Learning Ansatz trainieren. Hierbei stellen wir dem Neuronalen Netz 
bekannte, erprobte und als gut befundene Geometrie-Werkzeugpfad-Datenpaare für seinen 
Trainings-Prozess bereit. So kann es ergänzend zum mehr oder weniger zufälligen 
Ausprobieren im Reinforcement Learning auch auf entsprechende Realdaten zurückgreifen 
und von diesen lernen, wie heutige, durch starre Algorithmik erzeugte Werkzeugpfade 
aussehen und damit deren grundlegende Charakteristiken erlernen und verbessern. 

Arbeitspaket 2 

Zusammen mit beiden Projektpartnern haben wir uns dazu entschieden, zusätzlich zu vom 
IPT und von ModuleWorks bereitgestellten realen Prozessdaten und -geometrien, aus 
öffentlich zugänglichen, frei verfügbaren und lizenzrechtlich einsetzbaren Quellen im 
Internet, wie beispielsweise Thingyverse oder GrabCAD, eine möglichst große Anzahl von 
3D-Modellen zu beziehen, die ohnehin für die additive Fertigung vorgesehenen sind, um 
hieraus die Neuronalen Netze in Ergänzung zu den durch die Projektpartner bereitgestellten 
Geometrien zu trainieren und evaluieren. 

Um eine umfangreiche Datenbasis für das Training und die Evaluierung der entwickelten KI-
Modelle und des Gesamtsystems zu schaffen, wurden zwei ergänzende Crawler-
Anwendungen entwickelt. Diese dienen dazu, aus öffentlich zugänglichen Quellen eine 
große Anzahl an 3D-Modell-Daten zu extrahieren, die speziell für den 3D-Druck konzipiert 
wurden. Im Rahmen des Projekts konnten so insgesamt 44.333 Modelle über die 
Schnittstellen der Plattformen Thingiverse und GrabCAD abgerufen werden. Diese Daten 
wurden exemplarisch genutzt, um den Lernfortschritt und die Performance der KI-Modelle 
auch unter der Verarbeitung großer Datenmengen umfassend zu bewerten. 

 

 

Abb. 1: Auszug aus den öffentlich verfügbaren Modellen  
 



Ergänzend zu den Daten aus öffentlichen Quellen wurden von beiden Projektpartnern mehrere 
exemplarische sowie in der realen Produktion eingesetzte CAD-Modelle zur Verwendung im 
Rahmen des Projekts geliefert und in die Menge der Trainings- und Testdaten aufgenommen. 

 

Abb. 2: Auszug aus den Modellen der Projektpartner 

 

Durch die zur Verfügung stehenden Daten ergeben sich folgende Kenngrößen: 

 Öffentlich ModuleWorks Fraunhofer IPT 

Prozessart FDM/FFF WAAM WAAM 

Anzahl 44.333 28 11 

Dateigröße Gesamt 75.642 MB 15 MB 0,21 MB 

Dateigröße Ø 1,71 MB 0,54 MB 0,02 MB 

Slices Gesamt 170.726.383 2.156 506 

Slices Ø 3.851 77 46 

Tabelle 1: Kennzahlen zu den 3D-Modellen. 

Arbeitspaket 3 

Im Rahmen des AP3 haben wir die Projektpartner, insbesondere das Fraunhofer IPT, bei der 
Suche und Auswahl von untersuchungswerten Prozessparametern und -Methodiken 
unterstützt. So wurden beispielsweise verschiedene Standard-Geometrien gefunden, anhand 
derer eine Bewertung und Validierung der Projektergebnisse im AP6 erfolgen kann. Von 
besonderem Interesse stellte sich gemäß den Untersuchungen des Fraunhofer IPT heraus, 
dass der Wärme- und damit Energieeintrag in das Material der mit großem Abstand 
entscheidendste Faktor für die Qualität des Fabrikats und dadurch für das KI-System von 
besonderer Bedeutung ist. 

 



Arbeitspaket 4 

Für die Implementierung des Reinforment-Learning-Verfahrens setzen wir auf Actor-Critic-
Netzwerke, die verschiedene interessante und vielversprechende Policy-Ansätze vereinen. 
Genauer handelt es sich um Policy-Gradient-Algorithmen, die sich zusätzlich die Vorteile des 
bekannten Q-Learnings zunutze machen. Diese Algorithmen eignen sich besonders gut für 
Umgebungen mit kontinuierlichem Aktionsraum und einem großen Zustandsraum, wie wir 
diese bei additiven Fertigungsverfahren vorfinden. 

 

Abb. 3: Durchschnittliche Kosten/Return in unserem RF-Loop. 
 

Um mehrere verschiedene Neuronale Netze zu testen, haben wir bereits jetzt die erste 
Version einer Reinforcement-Learning-Trainingsschleife implementiert, auf der wir im 
weiteren Projektverlauf aufbauen werden. 

Für die Verarbeitung der Rohdaten haben wir eine Geometrie-Pipeline entwickelt, die es 
ermöglicht, die 3D-Meshes der komplexen Halbfabrikate in einen eigens definierten Tensor-
Raum zu überführen. Diese Tensoren repräsentieren den Zustandsraum, der sowohl im 
Reinforcement-Learning-Loop als auch während der späteren Inferenz der Modelle 
verwendet wird. 

Die Geometrien der Objekte werden zunächst aus den entsprechenden Dateien geladen und 
mithilfe einer Slicer-Software, die vom Projektpartner ModuleWorks bereitgestellt wird, in 
Schichten entlang der Z-Achse zerlegt. Jede dieser Schichten wird anschließend in das 
Tensor-Datenformat konvertiert. Dieses Format dient als Eingabe für die Neuronalen Netze 
und kann mithilfe einer integrierten Visualisierungsfunktion auch für den Menschen 
anschaulich dargestellt werden. 

Aus den einzelnen Schichten wird der Zustandsraum in Form von Tensoren generiert, 
innerhalb dessen der Reinforcement-Learning-Agent basierend auf seiner gelernten Policy 
agiert. Dabei wählt und berechnet der Agent schrittweise den nächsten Pfad für den 
Materialauftrag. 

Der Agent kann dabei beliebige Parameter berücksichtigen, die ihm zur Verfügung stehen. 
Dazu zählen beispielsweise die durch den Energieeintrag während des WAAM-Prozesses 
entstehende Wärmeverteilung oder die zuletzt angewandten Druckparameter. 

Um die für das Training und die Tests verfügbare Datenmenge automatisiert zu erweitern, 
haben wir in die Daten-Pipeline verschiedene Verarbeitungsschritte integriert. Diese 
ermöglichen es, die bestehenden Daten gezielt zu modifizieren und dadurch zusätzliche 
synthetische Datensätze zu generieren. 

Ein Beispiel hierfür ist die Ausrichtung der geladenen 3D-Modelle in unterschiedlichen, 
zufällig gewählten Rotationswinkeln. Dieser Ansatz soll sicherstellen, dass das KI-Modell, 
dessen Convolution-Operationen derzeit strikt kartesisch arbeiten, möglichst alle 
Rotationsvariationen erlernen und verarbeiten kann. 



 

 

Abb. 4: Darstellung beispielhafter Mesh-Daten mit jeweils einem Slice. 
 

Nachdem die erste Version einer Reinforcement-Learning-Trainingsschleife entwickelt und 
verbessert wurde, konnten dem KI-Agenten erste Geometrien zum Training zur Verfügung 
gestellt werden. Da für die Trainingsschleife die Actor-Critic-Architektur gewählt wurde, ist 
sowohl für den Actor als auch den Critic ein neuronales Netz zu implementieren. Hierfür 
wurden zwei unterschiedliche Ansätze verwendet. Der erste Ansatz war die Implementierung 
von zwei Fully-Connected-Netzwerken. Während der zweite Ansatz aus Convolutional-
Neural-Networks für jeweils den Actor und den Critic besteht. Hierbei hat sich herausgestellt, 
dass die einfachen Fully-Connected-Netzwerke mit der komplexen Aufgabenstellung nicht 
zurechtkommen. Die Convolutional-Neural-Networks (CNN) konnten hingegen bessere 
Ergebnisse vorweisen, weswegen der Fokus auf die Weiterentwicklung der CNN-basierten 
Modelle gelegt wurde. 

Auch für diese Modelle stellte sich jedoch im Verlauf des Jahres heraus, dass die anfangs 
verwendeten Geometrien zu komplex für das Reinforcement-Learning sind. Der Agent 
konnte nur schwer mit zuvor nicht gesehenen Geometrien aus dem Validierungs- und Test-
Datenset umgehen und zeigte praktisch keinen Lernfortschritt auf diesen. Das Ergebnis des 
Agenten auf eine komplexe Geometrie ist nachfolgend in der Abbildung 5 zu sehen. 

Erst durch das Hinzuziehen von primitiven Geometrien (Kreise, Ringe, etc.) konnte dies 
verbessert werden, was in Abbildung 6 dargestellt ist. Daraus lässt sich schließen, dass es 
dem Agenten schlichtweg nicht möglich ist, auf Basis einer reinen Reinforcement-Learning-
Methodik die komplexen Geometrien von Grund auf zu lernen.  Wird dem Agenten jedoch 
davor beigebracht, wie die Werkzeugpfade für einfache Geometrien auszusehen zu haben, 
so hat der Agent die Möglichkeit dieses Wissen auf die komplexeren Geometrien anwenden.  

Hieraus ergibt sich die Notwendigkeit eines nach Komplexitätsgrad und eventuell auch 
anderen Eigenschaften der jeweiligen Modelle gestaffelten Lernprozesses. Als möglichen 
Lösungsansatz wird im übrigen Projektzeitraum das sog. Imitation Learning betrachtet 
werden, welches statt dem aktuell verwendeten Reinforcement Learning einen Ansatz auf 
Basis von Supervised Learning verfolgt, um zu Beginn des Trainings dem Modell die 
grundsätzliche Aufgabe näher zu bringen, bevor auf Reinforcement Learning umgeschaltet 
wird. 

 



 

Abb. 5: Soll (grün) und Ist (rot) des Werkzeugpfads einer komplexen Geometrie 

 

 

Abb. 6: Soll (grün) und Ist (rot) des Werkzeugpfads einer einfachen Geometrie 

 

Bei solch einfachen Geometrien ohne Füllung lernt der Agent deutlich schneller bessere 
Werkzeugpfade. Sind die Geometrien jedoch gefüllt, so kann der Agent nicht mehr mit der 
Geometrie umgehen. Vor allem nicht, wenn es sich um zwei Geometrien gleichzeitig handelt, 
was in Abbildung 7 deutlich zu sehen ist und uns in der Annahme bestärkt, dass dem 
Agenten zunächst per Imitation Learning ein grundsätzliches Verständnis der Materie 
beizubringen ist. 

 



 

Abb. 7: Berechneter Werkzeugpfad für gefüllte Geometrien 

 

Der erste Ansatz hat sich leider als nicht erfolgreich erwiesen und lieferte nicht die 
gewünschten Ergebnisse. Aus diesem Grund haben wir beschlossen, zu einem alternativen 
Ansatz zu wechseln, der als Imitation Learning bezeichnet wird. 

Imitation Learning ist eine Methode des maschinellen Lernens, bei der ein Modell aus 
Beispieldaten lernt, anstatt eine Aufgabe rein durch Versuch und Irrtum zu meistern, wie es 
bei Reinforcement Learning der Fall ist. Das Modell wird dabei mit bekannten, hochwertigen 
Beispielen trainiert, die als Vorbild dienen, um bestimmte Verhaltensweisen oder 
Entscheidungen nachzuahmen. Dadurch kann es bereits in einer frühen Trainingsphase gute 
Ergebnisse erzielen, indem es von den bereitgestellten Beispielen lernt, bevor es 
eigenständig optimiert wird. 

In der ersten Implementierung des Imitation Learning haben wir dem Agenten explizit 
vorgegeben, welche Aktion an welcher Position auszuführen ist. Dabei wurden ihm die 
aktuelle Position in Form von x- und y-Koordinaten sowie die Information über die aktuell 
verarbeitete Schicht (Layer) übermittelt. Hierbei sind wir jedoch auf folgendes Problem 
gestoßen. Da der Agent nur in den explizit vorgegeben Situationen mit den Aktionen vertraut 
ist, wird bei einer auch nur sehr kleinen Abweichung der Position die Aktion ungenau 
bestimmt werden. Dies hat zur Folge, dass dem Agenten jede erdenkliche Position im Raum 
vorgegeben werden muss, sodass dieser Ansatz erfolgreich umgesetzt werden kann. Der 
Raum ist jedoch kontinuierlich, weshalb es unendliche viele Positionen gibt, die 
einzutrainieren sind. Um diesen Algorithmus zu testen wurde der Raum daher in diskrete 
Teile unterteilt. Das Ergebnis kann in Abbildung 8 betrachtet werden. Dieser Ansatz wurde 
durch den PPO Algorithmus ersetzt, da dieser nicht nur mit diskreten sondern auch mit 
kontinuierlichen Räumen zurechtkommt. 



 

Abb. 8: erstes Ergebnis mit dem neuen Ansatz Imitation Learning 

Der Proximal Policy Optimization (PPO)-Algorithmus ist ein beliebter Reinforcement-
Learning-Algorithmus, der entwickelt wurde, um stabile und effiziente Policy-Updates 
durchzuführen. Er ist eine Weiterentwicklung von früheren Policy-Gradient-Methoden und 
gehört zur Klasse der aktionsorientierten (Policy-Based) Methoden. 

PPO verwendet eine spezielle Zielfunktion, um die Policy zu optimieren. Es vergleicht die 
neue Policy mit der alten Policy anhand eines Verhältnisses. Um extreme Änderungen zu 
verhindern, wird dieses Verhältnis "geclippt". Dadurch wird sichergestellt, dass die neue 
Policy nicht zu stark von der alten abweicht. Dies verhindert große Updates, welche die 
Policy instabil machen könnten und führt daher zu stabileren und effizienteren 
Lernprozessen. PPO maximiert dabei nicht nur die Belohnung, sondern berücksichtigt auch 
zusätzliche Regularisierungsbegriffe, wie z. B. eine Funktion, die sicherstellt, dass die 
Entropie der Policy nicht zu niedrig wird, damit die Exploration nicht verloren geht. 

Die Ergebnisse des Algorithmus können in Abbildung 9 und 10 betrachtet werden. Durch 
diesen Algorithmus konnte der beste Agent des Projektes trainiert werden. Dieser hat es 
geschafft eine Trajektorie zu bestimmen, um die geforderte Form abzufahren und auch zu 
drucken. Da es der Algorithmus ermöglicht, dem Agenten auch einen kontinuierlichen Raum 
einzutrainieren, kann dieser mit leichten Abweichungen der Position umgehen. In beiden 
erfolgreichen Beispielen ist zu erkennen, dass der Agent an manchen Stellen ein wenig 
ruckelig ist.  



                         

Abb. 9: Ergebnis von PPO an einem Kreis                                           Abb. 10: Ergebnis von PPO an einer  

                                                                                                                   weiteren einfachen Geometrie 

 

Ein Problem, dass mit diesem Algorithmus leider nicht gelöst worden ist, ist das Drucken von 
zwei Objekten, die räumlich voneinander getrennt sind. In Abbildung 11 ist zu erkennen, 
dass der Agent den ersten Kreis abfährt, danach jedoch nicht den Weg zum zweiten Kreis 
findet. 

 

Abb. 11: erstes Ergebnis von PPO an zwei räumlich getrennten einfachen Geometrien 

 

Dieses Ergebnis zeigte, dass der Agent das Objekt priorisiert, auf welchem er sich bereits 
befindet und sich weniger dafür interessiert, alle Objekte im Raum abzufahren. Daher 
wurden die Parameter des PPO-Algorithmus angepasst, um dem Agenten genau diese 
Schwierigkeit zu erlernen. 

Das Ergebnis dieser Anpassung ist in Abbildung 12 zu sehen. 



 

Abb. 12: weiteres Ergebnis des PPO-Algorithmus 

 

Hier lässt sich gut erkennen, dass der Agent es geschafft hat, den zweiten Kreis zu finden, 
nachdem er den ersten Kreis gedruckt hat. Dabei hat er auf dem Weg zum zweiten Kreis 
nicht gedruckt, sondern startet den Druckvorgang erst, wenn er sich beim zweiten Kreis 
befindet. Es lässt sich jedoch auch erkennen, dass die Druckqualität des Agenten deutlich 
nachgelassen hat. 

Das Trainieren eines Reinforcement Learning Agenten beansprucht sehr viele Iterationen 
und dementsprechend auch sehr viel Zeit. Umso größer der Raum ist, den der Agent zu 
lernen hat, desto intensiver ist auch die Berechnung. 

Es hat sich gezeigt, dass sich hier der Einsatz von Reinforcement Learning gravierend auf 
die Lerngeschwindigkeit und damit den Lernfortschritt auswirkt, da durch die Einbindung 
einer rechenintensiven Simulation nach jedem Trainingsschritt eine Zwangspause eingelegt 
werden muss, bis die Simulation aktualisiert wurde. Bei einer Umgebungsgröße von 128x128 
Pixeln beträgt der Durchsatz 30 Trainingsiterationen pro Sekunde (siehe Abbildung 13). Dies 
ist jedoch nicht die gewünschte Größe. Wird diese auf 256x256 Pixeln erhöht, so reduziert 
sich der Trainingsdurchsatz auf 7 Iterationen pro Sekunde.  

In Abbildung 14 ist zu erkennen, dass mindestens 3.000.000 Iterationen benötigt werden, um 
im aktuell verwendeten Modell eine erste Konvergenz zu erreichen. Bei 30 Iterationen pro 
Sekunde entspricht das einer Trainingsdauer von über einem Tag; das Modell hat dabei nur 
eine einzige Geometrie gelernt. Für eine Umgebungsgröße von 256x256 Pixeln würde das 
Training mindestens 5 Tage dauern. In den ersten Trainingsanläufen war die Umgebung 
sogar noch größer. Dies hat zur Folge, dass für die notwendige Hyperparameter-
Optimierung des eingesetzten Modells ein beträchtlicher zeitlicher Aufwand notwendig ist. 

 



 

Abb. 13: Trainingsiterationen pro Sekunde 

 

 

Abb. 14: Konvergenz der Kostenfunktion 

Arbeitspaket 5 

Zusammen mit ModuleWorks haben wir uns auf eine einfache, container-basierte Integration 
der durch das KI-System generierten Werkzeugpfade geeinigt. Diese Schnittstelle wird im 
weiteren Projektverlauf an die bestehende Software von ModuleWorks angebunden, sobald 
unsererseits das KI-System in einem entsprechend testbaren Zustand vorliegt. 

 

 

 

 

 

 

 



2. Positionen des zahlenmäßigen Nachweises 

 

Im Projektverlauf sind neben den Kosten für das Personal lediglich noch Reisekosten für die 
Projekttreffen bei den Partnern vor Ort und der Mittelstandskonferenz angefallen. 

 

3. Notwendigkeit und Angemessenheit der geleisteten 
Projektarbeiten 

 

Das übergeordnete Ziel dieses Projekts besteht in der Entwicklung einer Künstlichen 
Intelligenz (KI), die den Bahnplanungsprozess im WAAM-Verfahren (Wire Arc Additive 
Manufacturing) effizient unterstützt. Um dieses Ziel zu erreichen, wurde ein Reinforcement-
Learning-Algorithmus entwickelt, der die Grundlage für das Training eines Reinforcement-
Learning-Agenten bildet. Dieser Agent soll in der Lage sein, optimierte Bahnplanungen zu 
erstellen, die den spezifischen Anforderungen des WAAM-Prozesses gerecht werden. Ein 
weiterer Bestandteil des Projekts war die gründliche Evaluierung der eingesetzten Hardware 
und Software. Diese Tests dienen dazu, die technischen Anforderungen für das Training des 
Reinforcement-Learning-Agenten zu definieren und sicherzustellen, dass die 
Systemumgebung optimal auf die Anforderungen des Trainingsprozesses abgestimmt ist. 

 

4. Sind inzwischen von dritter Seite relevante FE-Ergebnisse 
auf dem Gebiet des Vorhabens bekannt geworden? 

 

Nein, von dritter Seite ist weiterhin kein vergleichbarer Ansatz bekannt. 

 

5. Fortgeschriebener Verwertungsplan 

a) Erfindungen, Schutzrechtsanmeldungen und erteilte Schutzrechte, die 
vom Zuwendungsempfänger oder von am Vorhaben Beteiligten 
gemacht oder in Anspruch genommen wurden sowie deren 
standortbezogene Verwertung (Lizenzen u.a.) und erkennbare 
Verwertungsmöglichkeiten. 

 

Es haben sich keine Änderungen gegenüber der Antragstellung ergeben. 



b) Wirtschaftliche Erfolgsaussichten nach Projektende (mit Zeithorizont) - z.B. 
auch funktionale/wirtschaftliche Vorteile gegenüber Konkurrenzlösungen, 
Nutzen für verschiedene Anwendergruppen/-industrien am Standort 
Deutschland, Umsetzungs- und Transferstrategien (Angabe sowie die Art des 
Vorhabens dies zulässt). 

 

Wir schätzen das Potenzial des im Projekt entwickelten Systems sowie ähnlicher 
Technologien weiterhin als sehr hoch ein. Die Ergebnisse des Projekts können von allen 
beteiligten Partnern auf ähnliche Vorhaben übertragen werden, und das gewonnene Wissen 
lässt sich auf andere Problemstellungen anwenden. Dies umfasst beispielsweise andere, 
mittlerweile weit verbreitete 3D-Druckverfahren wie FFF/FDM sowie verschiedene simulative 
Optimierungsverfahren auf Basis von Künstlicher Intelligenz. Allerdings erkennen wir aufgrund 
des aktuellen Projektstands und der Entwicklungen am Markt, dass in diesem Bereich noch 
weitere Forschungsarbeiten erforderlich sind, bevor ausgereifte Lösungen für eine breite 
Anwendung verfügbar sind. 

c) Wissenschaftliche und/oder technische Erfolgsaussichten nach Projektende 
(mit Zeithorizont) - u.a. wie die geplanten Ergebnisse in anderer Weise (z.B. 
für öffentliche Aufgaben, Datenbanken, Netzwerke, Transferstellen etc.) 
genutzt werden können. Dabei ist auch eine etwaige Zusammenarbeit mit 
anderen Einrichtungen, Firmen, Netzwerken, Forschungsstellen u.ä. 
einzubeziehen. 

 

Die im Rahmen des Projekts entwickelten Systeme und Methodiken können von allen 
Projektpartnern auf unterschiedliche Weise auf andere Forschungs- und Industrieprojekte 
übertragen werden. Collective mind konnte seinen Wissens- und Technologie-Pool im Bereich 
Reinforcement Learning erweitern, was bereits in anderen Projekten mit ähnlichen 
Herausforderungen von Nutzen war. ModuleWorks und das Fraunhofer IPT haben ihr 
Prozesswissen zum WAAM-Verfahren, das im Projekt beispielhaft eingesetzt wurde, vertieft. 
Insbesondere konnte ModuleWorks seine bestehenden Systeme für die Bahnplanung und 
CAM-Software weiterentwickeln, sodass die Integration adaptiver Systeme, wie das im Projekt 
entwickelte KI-System, nun möglich ist. Dies wird in Zukunft die Einbindung ähnlicher 
innovativer Ansätze erleichtern. 

 

 

 

 

 



d) Wissenschaftliche und wirtschaftliche Anschlussfähigkeit für eine mögliche 
notwendige nächste Phase bzw. die nächsten innovatorischen Schritte zur 
erfolgreichen Umsetzung der Ergebnisse. 

Nach dem aktuellen Stand zeigt sich eine vielversprechende Anschlussfähigkeit für weitere 
Forschungsprojekte ähnlicher Art. Einerseits bedarf es noch weiterer Ausarbeitung der 
Trainingsmethodik für die KI-Modelle, andererseits kann die entwickelte Technologie auf 
andere Fertigungsprozesse und deren spezifische Eigenheiten angepasst werden. 

Im Verlauf der Entwicklung der Reinforcement Learning-Methodik für KI4ToolPath wurde 
festgestellt, dass der KI-Agent bei der Arbeit mit komplexen Geometrien aufgrund der Größe 
des Suchraums kaum Lernfortschritte erzielen konnte. Das Hinzuziehen simplerer 
Geometrien führte jedoch zu einer deutlichen Verbesserung. Daraus ergibt sich die 
Empfehlung, die Trainingsszenarien gestaffelt aufzubauen, etwa mithilfe des Curriculum 
Learning. In dieser Methodik werden Trainingsdaten nach Schwierigkeitsgrad geordnet, 
sodass das KI-Modell und der Reinforcement Learning-Agent zunächst einfache Aufgaben 
lernen und diese später zunehmend verfeinern können. 

Zusätzlich erscheint es sinnvoll, den im Rahmen des Projekts verfolgten Ansatz des Imitation 
Learning weiter zu untersuchen und auszubauen. Hierbei könnten zum Beispiel durch eine 
umfangreiche Offline-Simulation zunächst eine Vielzahl von als gut bewerteten 
Werkzeugpfaden erzeugt werden, um die Trainingsdatenbasis des Modells signifikant zu 
erweitern. 

Ein weiterer Punkt ist die Modellarchitektur, die möglicherweise durch größere Modelle oder 
neuere Topologien ersetzt werden sollte. Eine Vision-Transformer-Architektur (ViT) scheint 
hier eine interessante Option, da diese Architektur hochparallel trainiert werden kann und 
somit den entscheidend für die Modellqualität relevanten Trainingsdurchsatz erheblich 
steigern würde. Zudem könnte eine ViT-Architektur möglicherweise direkt die 
Werkzeugpfade im gewünschten Zielformat, z.B. in einem maschinenspezifischen G-Code-
Dialekt, erzeugen, ohne dass zusätzliche Übersetzungsalgorithmen notwendig wären. Dies 
würde die Adaptivität des Systems weiter erhöhen. 

Schließlich bleiben auch die im ersten Zwischenbericht erwähnten 
Erweiterungsmöglichkeiten, wie die Ausweitung von 2,5-Achs- auf 6-Achs-Systeme, 
weiterhin relevant und sollten in zukünftigen Forschungsprojekten berücksichtigt werden. 

 


