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1 Kurzdarstellung

1.1 Aufgabenstellung

In AI-NET-ANTILLAS entwickelte Fraunhofer FOKUS eine Edge-Cloud-Anwendung fiir das Teleoperierte
Fahren auf Basis von LIDAR-Daten und KI-Methoden zur Objekterkennung. Bei diesem Ansatz teilen
Fahrzeuge mit LIDAR-Sensoren ihre Daten mit einem Service in einem Data Center, um die Daten zu
fusionieren und eine ganzheitlichere Sicht auf die Umgebung zu erzeugen. Die Anwendung stellt Her-
ausforderungen in Bezug auf Latenz, Jitter, Datenvolumen, Skalierbarkeit und Ausfallsicherheit.

Die zwei Hauptkomponenten fir dieses System sind:

e COOL Fusor (Cloud-based Object Or LIDAR Fusor) fir das Zusammenfihren der LIDAR-Punkt-
wolken verschiedener Sender / Fahrzeuge aus verschiedenen Perspektiven

e Object Detector fiir die letztliche Objekterkennung zur Ermoglichung der Automatisierten und
Teleoperierten Fahrfunktion

Diese Komponenten sollten als modulare Micro-Services implementiert, so dass sie in einem realen
Data Center als auch in einer virtuellen Testumgebung lauffahig sind. Die Lésung wird unter Verwen-
dung von realen Datensdtzen sowie mittels der Eclipse MOSAIC Simulationsumgebung, welche Mo-
delle flr Fahrzeugbewegungen, Fahrzeug-Sensorik, Kommunikation sowie ein 3D-Umfeld einbeziehen,
entwickelt und evaluiert.

Die letztliche Fragestellung war, ob und in welchen Anwendungsszenarien die Verarbeitung von LIDAR-
Daten zur Objekterkennung und Sensorfusion in einer Edge-Cloud vorteilhaft fiir das Teleoperierte
Fahren ist und welche Anforderungen an wichtige Komponenten wie Sensorik aber vor allem auch das
Kommunikationsnetz existieren, um die digitale Transformation zu ermdéglichen. Damit ordnet sich die
Aufgabe von Fraunhofer FOKUS in die Hauptziele von AI-NET bezlglich Intelligenter Netze ein.

1.2 Voraussetzungen, unter denen das Vorhaben durchgefiihrt wurde

Fraunhofer FOKUS fiihrte das Projekt AI-NET-ANTILLAS wurde unter spezifischen Voraussetzungen
durch, die den Stand der Technik im Bereich des Teleoperierten und Automatisierten Fahrens bertick-
sichtigen. Die Forschung baut auf bestehenden Technologien auf, insbesondere im Hinblick auf die
Vernetzung von Fahrzeugen und die Nutzung von Cloud-gestitzten Algorithmen. Das Teleoperierte
Fahren wird als Ubergangstechnologie zur Unterstiitzung des Autonomen Fahrens angesehen, insbe-
sondere in Situationen, in denen die Algorithmen Unsicherheiten bei der Objekterkennung feststellen.

Die Erfahrungen des Fraunhofer FOKUS in der Vernetzung und Objekterkennung, gesammelt liber
mehrere in zahlreichen Projekten, bilden dementsprechend die Grundlage fir die erfolgreiche Umset-
zung von AI-NET-ANTILLAS. Die Verwendung von realen sowie synthetischen Datensatzen, simuliert
mit Eclipse MOSAIC ermdoglichen Training und Test der Neuronalen Netze fiir Objekterkennung und
Sensorfusion in verschiedenen relevanten Anwendungsszenarien.
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1.3 Planung und Ablauf des Vorhabens

Die Tatigkeiten von Fraunhofer FOKUS waren in WP4 angesiedelt und konnten in der Planung des FO-
KUS zeitlich linear nacheinander abgearbeitet werden. Die wichtigsten Meilensteine sind in Tabelle 1
aufgelistet:

Tabelle 1: Meilensteine in AP4

Meilen- Beschreibung Partner Monat

steine

M4.2 Umsetzung Modellerweiterungen, Simulation in initialen DCAITI M24
Test-Szenarien FOKUS

M4.5 Demonstrator fiir die Cloud-Anwendung und Visualisie- FOKUS M36
rung

Als wichtigste Unteraufgaben haben sich liber die Projektlaufzeit folgende Themen ergeben.

1. Jahr (2021-2022):

e Definition Gesamtarchitektur und Schnittstellen zum Einbinden der Anwendung in Simulation
e Erste Schritte Entwicklung der Cloud-Services, speziell fir Komponente Objekterkennung
e Auswertung existierender Datenquellen fiir Training / Test des KI-Netzes zur Objekterkennung

2. Jahr (2022-2023):

e Weiterentwicklung der Objekterkennung, speziell fir multiple Perspektiven (COOL Fusor)

e Definition und Visualisierung erster Metriken fiir Performance-Auswertung

o Verfeinerung und Automatisierung der Trainings- und Test-Methode mit Datensatzen aus re-
alen Messkampagnen sowie Simulation

3.Jahr (2023-2024):

e Weiterfliihrung von Training und Test des KI-Netzes fiir Objekterkennung

o  Weiterflihrung der Entwicklungsarbeiten fiir COOL-Fusor und Objekterkennung, bei kontinu-
ierlicher Auswertung und entsprechender Erweiterung der Metriken

e Erweiterung der Simulations-Modelle fir Integration wichtiger Aspekte von LIDAR-Sensorik,
GPS-Sensorik sowie vor allem Netzwerk- und Kommunikationseigenschaften in Zusammenar-
beit mit DCAITI
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e Auswertung der Performance von Objekterkennung und Sensorfusion in relevanten Anwen-
dungsszenarien

e Entwicklung und Prasentation der interaktiven Demonstration zur Anwendung "Teleoperiertes
Fahren" durch Simulation zur Ergebnisvorstellung bei verschiedenen Anldassen

1.4 Wissenschaftlicher und technischer Stand, an den angekniipft wurde

Teleoperiertes Fahren dient als Briickentechnologie zum autonomen Fahren. In der Vision kdnnen
Fahrzeuge Uber ein Operator-Interface ferngesteuert werden, allerdings hauptsachlich im Forschungs-
kontext und noch nicht kommerziell. Die Verlagerung der autonomen Fahrfunktionen in die Cloud, also
eine Steuerung durch Backend-Algorithmen und die Fusion von Sensordaten mehrerer Fahrzeuge, ist
noch nicht weit verbreitet. Ein Mensch kann durch erweiterte Sensordaten, wie Kamera- oder LiDAR-
Streams, Entscheidungen treffen und manuell eingreifen. Zur Unterstiitzung des Operators ist eine er-
weiterte Objekterkennung durch Sensorfusion notwendig, was neuronale Netze und Bildverarbeitung,
mit entsprechender Anforderung an Trainingsdaten und -methoden, erfordert.

Das Simulationsframework Eclipse MOSAIC bietet umfassende Maoglichkeiten zur Simulation vernetz-
ter und automatisierter Fahraspekte und kann verschiedene Simulatoren aus den Bereichen Verkehr,
Fahrzeugfunktion, (Cloud-)Anwendung und Kommunikation zu einer Gesamtsystemsimulation kop-
peln. Im Projekt SENDATE-TANDEM wurde festgestellt, dass teleoperiertes Fahren hohe Anforderun-
gen an Datenrate und Latenz des Kommunikationsnetzes stellt.

Das Forschungsziel im Projekt AI-NET-ANTILLAS ist es, die Cloud-basierte Services flr Objekterkennung
und Sensorfusion mit realen Frameworks wie Kubernetes, Docker und Apache Kafka umzusetzen. LI-
DAR-Sensorik soll zum einen auf Basis existierender Datensatze im Forschungsbereich, aber auch mit
dem Simulationsframework MOSAIC realisiert werden.

1.5 Zusammenarbeit mit anderen Stellen

Die Zusammenarbeit der Projektpartner war eine wichtige Voraussetzung zum Gelingen des Projektes.
Fiir die Teilaufgabe des Fraunhofer FOKUS war insbesondere die Zusammenarbeit mit den Partnern
des Work Packages wichtig. Konkret erfolgte die Arbeit in enger Kooperation mit dem DCAITI (fur An-
teile der Simulationsumgebung von Eclipse MOSAIC) und TWT (fiir die Kopplung zum Simulator
CARLA). Im gesamten SENDATE-Konsortium wurde sich Gber Forschungsfragen ausgetauscht.
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2 Eingehende Darstellung (wissenschaftlich-technische Ergebnisse)

2.1 Gesamtarchitektur und Schnittstellen der Anwendung zur Simulation

Abbildung 1 zeigt die vorgesehene Gesamtarchitektur zur Anbindung der Applikationen fiir Teleope-
riertes Fahren an die Simulationsumgebung Eclipse MOSAIC.
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Abbildung 1: Gesamtarchitektur und Schnittstellen der Anwendung zur Simulation

Auf Seite der Simulation kommt dem Server Proxy eine besondere Funktion zu. Dieser ist die Haupt-
schnittstelle von simulierter Anwendung und realen Applikationsprotokoll. Der Server Proxy tberfiihrt
die simulierten Nutzdaten in Protobuf-Format und kommuniziert Gber zwei alternative Publish / Sub-
scribe Frameworks MQTT und Apache Kafka mit den externen Services, welche in realen DCs laufen
kénnen. Somit ist diese Architektur fiir den Einsatz in einem realen System vorbereitet. In solch einem
System wiirde der Server Proxy durch die realen Fahrzeuge, welche direkt ihre Punktwolken an den
Broker senden, ausgetauscht.

Die Services aullerhalb der Simulationsumgebung bestehen aus den zwei Hauptkomponenten COOL
Fusor (Cloud-based Object Or LIDAR Fusor) fir das Zusammenfiihren der LIDAR-Punktwolken verschie-
dener Sender / Fahrzeuge aus verschiedenen Perspektiven und Object Detector fir die letztliche Ob-
jekterkennung zur Ermdglichung der automatisierten und teleoperierten Fahrfunktion Weiterhin gibt
es einen Visualisierungs-Service, welcher fiir die Entwicklung und Demonstration verwendet wird. Alle
Services sind durch Docker-Containerisierung verteilt lauffahig.

Folglich werden die Punktwolken in einer Protobuf-Serialisierung an den COOL Fusor und im
Anschluss die fusionierten / gemergten Punktwolken im selben Format an den Object Detec-
tor weitergereicht. Dieser Datenfluss ist in Abbildung 2 verdeutlicht. Weitere technische Details
werden in den folgenden Abschnitten erlautert.
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Abbildung 2: Datenfluss der Datacenter Services zur Fusion und Objekterkennung in den Punktwolken

2.2 Methodik und technisches Vorgehen
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Abbildung 3: Methodik der Entwicklung des COOL Fusors und des Detektors

Zur Entwicklung der Data Center Services wird iterativ vorgegangen. Wie in Abbildung 3 schematisch
dargestellt, produziert eine LiDAR-Quelle Punktwolken, welche entweder simuliert sind oder aus rea-
len Daten stammen, insbesondere aus dem Datensatz ,The KITTI Vision Benchmark Suite — A project
of Karlsruhe Institute of Technology and Toyota Technological Institute at Chicago” (KITTI-Datensatz).
Die anschlieRende Fusion der Sensordaten durch den COOL Fusor (COOL Fusion) produziert eine er-
weiterte Punktwolke, auf der die vortrainierte Objekterkennung ausgefiihrt wird. Bounding Boxen der
zu erkennenden Fahrzeuge aus dem KITTI-Datensatz und den Simulationen bilden die Ground Truth,
welche in die Auswertung einflieRt. In diesen aufwendigen Auswerteroutinen entstehen fortlaufend
Diagramme und Metriken, anhand derer die LiDAR-Quelle, COOL Fusion und Objekterkennung bewer-
tet und iterativ angepasst werden, was in Abbildung 3 als ,,Beeinflussung” gekennzeichnet ist. Hierbei
wurde zusammen mit dem DCAITI eine Pipeline zur Auswertung unter Einsatz des Frameworks Prefect
(https://www.prefect.io) aufgesetzt, welche das Vorgehen aus Abbildung 3 implementiert.
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2.3 Entwicklung Komponente fiir Objekterkennung / Aufbau und Training des Detektors

LIDAR PointCloud Occupancy Grid Map Environment Object

Abbildung 4: Datenlevel fiir Objekterkennung

Ziel des Detektors ist das Erkennen von Fahrzeugen in einzelnen Punktwolken. Dazu wird eine Punkt-
wolke, welche in der Simulation aus tausenden Punkten besteht, auf ein zweidimensionales Gitter, in
Anlehnung an ein Occupancy Grid, reduziert, wie in der Ubersicht in Abbildung 4 veranschaulicht. Auf
diesem Gitter, wird ein Neuronales Netzwerk, bestehend aus dem etablierten Inception v2 Model in
Kombination mit einem Single Shot Detector (SSD) aus der Bilderkennung angewendet. Dieses Neuro-
nale Netz wird im Folgenden Modell genannt. Technisch ist das Training sowie die Vorhersage (Predic-
tion, Inference) des Modells mit dem Machine Learning Framework TensorFlow implementiert.

Zum Training des Modells ist eine Kostenfunktion (Loss Function) definiert, welche die Abweichung
zwischen der Ground Truth und der Prediction festlegt. Die Trainingsdaten bestehen aus Punktwolken
und Bounding Boxen, welche die zu detektierenden Fahrzeuge markieren. Fiir das Training kommen
15487 Punktwolken, welche aus 14 der vom DCAITI simulierten 16 verschiedenen Szenarien mit einer
Lange von jeweils 10 s bis 313 s ausgewahlt werden, zum Einsatz. Weitere nicht simulierte Datensatze
sind im Zwischenbericht aus dem Jahr 2022 aufgefiihrt und evaluiert. Die Wahl und Aufbereitung der
Trainingsdaten haben einen bedeutenden Einfluss auf die Performance des Modells, was eine Heraus-
forderung des Trainings darstellt. Rotation Augmentation, d. h. Erweiterung des Datensatzes mit
Punktwolken durch rotierte Versionen ihrer selbst, dient zur Beschleunigung des Trainingsprozesses
und erzeugt ein robusteres Modell, das Fahrzeuge beliebiger Orientierung besser erkennt. Zur Uber-
wachung des Trainings anhand der Precision, dem Recall und der Loss wird TensorBoard
(https://www.tensorflow.org/tensorboard) eingesetzt. Abbildung 5 zeigt den Loss und die Precision
verschiedener Trainingsprozesse im Vergleich wahrend des Trainings.

TotalLoss AP_Car

| |
. Bt
r

|
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Smoothed Value Step Time Relative

Name Smoothed Value Step Time Relative
d o 999_merged_rot5/log/train  0.8069 07224 499.1k Wed Mar 27,23:04:29 1d 5h 3m 43s

999_rot5/log/train 1175 1029 4956k Wed Mar27,14:46:32 20h 49m 44s

K O 999_merged_rot5/log/eval_999_merged_sim-rot5_fix-test.tfrecord 0.7397 07417 497.5k Wed Mar 27,23:01:03 1d 4h47m 37s
‘ 999_rot5/log/eval_999_sim-rot5_fix-test tfrecord 0.8389 0.8915 497.5k Wed Mar 27, 14:50:51 20h 48m 6s

Abbildung 5: TensorBoard-Visualisierung von Loss (links) und Precision (rechts) wahrend des Trainings
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Anpassungen des Modells finden vornehmlich durch Wahl der Trainingsdaten statt. Wie bereits ein-
gangs erwahnt, bedingt die Auswertung die LiDAR-Quelle, d. h. die Routen der simulierten Fahrzeuge,
die Abtastungsrate der simulierten LIDAR-Scanner sowie das gesamte simulierte Szenario. So wurden
beispielsweise Szenarien, welche zusatzliche Verkehrssituationen modellieren, im Verlauf des Projekts
vom DCAITI ergdnzt, was zu einem besseren Detektor fiihrte. Des Weiteren ist ein Detektormodell auf
einem Datensatz, der mit durch den COOL Fusor erweiterten Punktwolken angereichert wurde, trai-
niert worden.

2.4 Auswertung

Zur Bewertung der Detektion ist ein Vergleich der Prediction mit der Ground Truth notwendig, wozu
die etablierten Metriken Precision und Recall zur Bewertung von Klassifikatoren herangezogen wer-
den. Fur unseren Anwendungsfall werden die zusatzlichen speziellen Metriken Gap Recall und
Weighted Gap Recall zur Bewertung von Zeitreihen entwickelt, im Konkreten dienen diese Metriken
der Bewertung der durchgdngigen Erkennung einzelner Fahrzeuge. Abschnitt 2.6 beschreibt die Preci-
sion, den Recall sowie die Entwicklung unserer Metriken. Zur Untersuchung der Netzwerkeinflisse bei
der Datenibertragung werden groRere Testdatensdtze herangezogen, sodass die Precision und der
Recall die geeignetsten Metriken zur Beurteilung sind.

2.4.1 Occlusion States

Da die LiDAR-Abtastung auf Reflexion bzw. Streuung beruht, ist wie auf Kamerabildern eine Verde-
ckung bzw. Abschattung von Objekten moglich. Um diesem Umstand Rechnung zu tragen haben wir
die Klassifizierung aus der KITTI Object Detection Challenge Gbernommen:

e Fully Visible (0): Das Objekt ist vollstandig sichtbar, ohne jegliche Verdeckung.

e Partly Occluded (1): Das Objekt ist teilweise verdeckt, aber noch erkennbar.

e Largely Occluded (2): Das Objekt ist groRtenteils verdeckt und schwer zu erkennen.

e Fully Occluded / Unknown (3): Das Objekt ist vollstdndig verdeckt und nicht sichtbar oder es
liegt keine Information tber die Verdeckung vor.

Abbildung 6 zeigt diese Klassifizierung anhand einer Visualisierung mit dem Verkehrssimulator Phab-

macs des DCAITI. Die Zuordnung dieser Klassen zu den Objektpunktwolken ist im Abschnitt 2.5 unter-
sucht und behandelt.
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Abbildung 6: Fahrzeuge werden in Abhangigkeit von ihrer Sichtbarkeit in vier Occlusion States gruppiert

2.5 Vorbereitung und Optimierung des Detektor-Services

In einer Analysephase zu Beginn des Projekts war eine Evaluation existierender LIDAR-Datenquellen,
d. h. von Datensdtzen aus LIDAR-Scans im realen Straflenverkehr, zur Entwicklung der Data Center
Services notwendig. Wie bereits im Zwischenbericht 2021 aufgefiihrt, haben diverse Institutionen der-
artige Datensatze zur Verfligung gestellt, wovon sich der KITTI-Datensatz am besten geeignet heraus-
gestellt hat.

Neben den Herausforderungen der Kommunikation mussten Hyperparameter des Detektors bestimmt
werden. Die ZellgroRe des Gitters, auf welchem der Detektor arbeitet, ist ein Beispiel. Sie musste klein
genug gewahlt werden, um eine Erkennung der Fahrzeuge zu gewahrleisten, wobei das Gitter mit zu-
nehmender Zellenanzahl zu einer Erhdhung des Rechenaufwand fiihrte. Fiir diese Untersuchung ist die
Precision aussagekraftig, da sie angibt wie viele Fahrzeuge korrekt erkannt wurden. Flr eine Zellen-
groRe von 15 cm wird die Precision auf dem KITTI-Datensatz maximal, was im Zwischenbericht 2022
ausgefihrt wurde. Folglich ist diese GroRe optimal und wurde fir alle weiteren Arbeiten verwendet.

Ein weiterer Parameter ist die Anzahl der Rotation Augmentations. Die Punktwolken werden vor dem
Training um eine senkrecht zum Boden stehende Achse rotiert. In dieser Voruntersuchung hat sich
herausgestellt, dass vier zusatzliche Rotationen einer jeden Punktwolke zu dem performantesten De-
tektor bei gleicher Anzahl an Trainingsschritten fihren.

Eine Verschiebung der Punktwolken vor dem Training als weitere Augmentation stellte neue techni-
sche Herausforderungen in den Auswertungsroutinen, fiihrte fiir kleine Offsets aber zu keiner Verbes-
serung. Somit hat sich diese Methode als nicht praktikabel herausgestellt.
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Abgesehen von den Detektorparametern sind die An-
zahl von Punkten relevant, welche auf ein Objekt tref-
fen (LiDAR Hits). In der simulierten Ground Truth sind
auch Objekte enthalten, welche aus der Perspektive
des LiDAR-Fahrzeugs nicht oder schlecht erkennbar
sind und daher fiir das Labeling entfernt werden sol-
len. Da diese Objekte nicht oder nur selten vom LiDAR
getroffen werden, kann ein Grenzwert auf die Treffer
gesetzt werden, um diese Fahrzeuge auszusortieren.
Ein fester Grenzwert ist nicht ideal, da die Anzahl der
LiDAR Treffer mit der Distanz abnimmt. Deshalb wird
der Grenzwert fiir jede Bounding Box individuell be-
rechnet, basierend auf der LiDAR Konfiguration, Fahr-
zeuggrolRe und Distanz r. Aus der Geometrie folgt nahe-
rungsweise die Proportionalitat Hits o« 1/r?, d. h. mit

number of hits

—— expected minimum hits
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. ground truth number of hits
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Abbildung 7: Anzahl der LIDAR Hits auf einem Fahr-
zeug (rot) in Abhéangigkeit von der Entfernung zum LI-
DAR-Scanner; erwartete Hits sind blau, exemplari-
scher Schwellwert fiir Occlusion State gelb darge-

wachsender Entfernung steigt der Abstand zwischen  gtellt.
den emittierten Sensorstrahlen.

Abbildung 7 zeigt die Anzahl von Hits (rot) in deren Abhangigkeit die Schwellwertfunktion (gelb) empi-
risch bestimmt wird. Anhand dieses Schwellwertes, welche das Verhaltnisses von Hits zu erwarteten
Hits ist, findet die Klassifizierung in die Occlusion States statt.

2.6 Entwicklung des Gap Recalls

Die Precision (Genauigkeit) ist das Verhéltnis der richtig vorhergesagten Beobachtungen (True Positive,
tp) zu allen vorhergesagten positiven Beobachtungen (True + False Positive, tp + fp):

tp

Precision = ———
tp+ fp

Der Recall (Trefferquote) ist das Verhaltnis der richtig vorhergesagten positiven Beobachtungen zu al-
len moglichen positiven Beobachtungen (True Positive, tp, False Negative, fn):

tp

Recall = ——
eca tp+ fn

Die Precision misst also die Qualitat der Detektionen, wahrend der Recall angibt wie viele der Fahr-
zeuge erkannt werden (Quantitat).

In einer Serie von regelmaRig erfassten und Gbertragenen Punktwolken ist eine durchgangige Erken-
nung der Fahrzeuge nicht erforderlich, um dem Tele-Operator eine Unterstlitzung zu bieten. Deshalb
operiert der Detektor in der aktuellen Version nur auf einzelnen Punktwolken, was allerdings ein au-
tomatisiertes Tracking der erkannten Fahrzeuge nicht ermdoglicht. Das bedeutet, ein detektiertes Fahr-
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zeug in einer Punktwolke kann in einer spater aufgenommenen Punktwolke nicht als dasselbe Fahr-
zeug identifiziert werden, was fiir den Operator von keiner besonderen Bedeutung ist. Diese Informa-
tion ist nur in der Ground Truth vorhanden. Jedoch ist somit ist die etablierte Metrik HOTA fiir das
Multi-object Tracking! nicht anwendbar. Sie benétigt die Identifizierung der Fahrzeuge. Aus diesem
Grund definieren wir eine weitere Metrik, die dem Recall entspricht, jedoch auch kurze Erkennungs-
aussetzer als Erkennung wertet. Im Folgenden werden aufeinander folgende ausgebliebene Erkennun-
gen eines spezifischen Fahrzeugs als Detektionsliicke bezeichnet und die Position dieser False Negati-
ves (fn) in einer Detektionsliicke wird als gis, bezeichnet. Alle fn einer Detektionsllicke werden als
True Positives gewertet, solange die Liicke nicht langer als ein Schwellwert t ist, was in Abbildung 8
dargestellt ist. Damit ergibt sich folgende Definition des Gap Recalls:

itp| + [{fn: gif, <t}
tp| + [ fn|

detecti
NN EEE EEE  EEE EEEEEE R $ $2EEEEN

onveh_0

recall =

time
threshold = 1 (Gaps up to 1 frame are counted as true positive)
tp=25

fn=2
r=0.93

Abbildung 8: Gap Recall anhand einer Zeitserie von Detektionen (griin) und ausgebliebenden Detektionen (rot)
visualisiert. Der Recall ist 0,73, der Gap Recall ist hier 0,93.

Eine Weiterentwicklung ist der Weighted Gap Recall, welcher die fn unterschiedlich gewichtet:

|tp|
tp| + >, w(gifn, t, d)

recall =

Diese Gewichtung w hangt von dem Schwellwert t und der zuvor definierten Breite der Detektionsli-
cke ab:

ifgi >t

1
wigi t,d) = | g if gi < t

1 |n folgender Veréffentlichung definiert: Luiten, Jonathon, et al. "Hota: A higher order metric for evaluating
multi-object tracking." International journal of computer vision 129 (2021): 548-57
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Flr den Formfaktor d=2 und den Schwellwert t=5 ist w in Abbildung 9 (a) exemplarisch dargestellt. Sie
sorgt fur eine geringe Gewichtung von fn in kleinen Detektionsliicken und eine zunehmend starkere
Gewichtung mit der GréRe der Detektionsliicke. Somit werden kleine Aussetzer in der Erkennung we-
niger stark gewichtet, was die gesamte Metrik beeinflusst im Vergleich zum Recall (siehe Abbildung 8
und Abbildung 9 (b)).

] | —— t=5 |
t d=2
=
a2
£
) 2 4 6
window size (a)
detections
onveho L B [T W T T WO T T W TTT T WO TTTT]
time
threshold = 2
r=0.94

(b)

Abbildung 9: (a) Gewichtung der False Negatives (weight) in Abhangigkeit von der Detektionsliicke (window
size); (b) Weighted Gap Recall fiir gleiche Detections wie in Abbildung 8)

Aufbauend auf dem Weighted Gap Recall, definieren wir eine leicht verbesserte Variante, den Cumu-
lative Weighted Gap Recall, welchem wir das Ausmal’ eines falsch-negativen Ergebnisses basierend auf
der aktuellen Genauigkeit unseres besten Wissens bewerten. Je langer die letzte Erkennung zurlick-
liegt, desto weniger wissen wir Gber die aktuelle Position des Fahrzeugs.

2.6.1 Anwendung des Gap Recalls

Der Gap Recall und seine Weiterentwicklungen ist fiir einzelne zusammenhangende Fahrten von Fahr-
zeugen, bzw. von potenziellen Hindernissen, im Sichtfeld des LIDAR-Fahrzeugs am aussagekraftigsten,
weil er die durchgéngige Erkennung in einer Serie Momentaufnahmen mit Aussetzern bewertet. Ab-
bildung 10 zeigt den Cumulative Weighted Gap Recall (CWGR) mit dem Liickenparameter t=3 (rechts
in Abbildung 10) im Vergleich zum Recall (links in Abbildung 10). Der CWGR ist fiir alle Occlusion States
groRer als der Recall, da kleine Detektionsliicken nicht als ausgebliebende Erkennung gewertet wer-
den. Somit ist das Tracking durch einen Tele-Operator weniger beeintrachtigt als es der Recall vermu-
ten ldsst.
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Abbildung 10: Recall (links) im Vergleich zum Cumulative Weighted Gap Recall (rechts) fiir zwei unterschiedli-
che Simulationen (orange mit Positionsfehler / blau ohne Positionsfehler)

2.7 COOL Fusor

Veh_0 w/o COOL-Fusor: Veh_0 with COOL-Fusor: Veh_1 w/o COOL-Fusor: Veh_1 with COOL-Fusor:
own perspective own + other perspective own perspective own + other perspective

Abbildung 11: Vogelperspektive (Bird Eye View) der LiDAR-Punktwolken (Occupancy Grid Maps) fiir zwei Fahr-
zeuge Veh_0 und Veh_1 ohne und mit COOL Fusor

Der COOL Fusor (Cloud-based Object Or LIDAR Fusor) fungiert als zentrale Komponente in unserer Ser-
vice-Architektur, indem er die Punktwolken der verschiedenen Fahrzeuge zusammenfihrt (siehe Ab-
bildung 11). Somit dient der COOL Fusor als Fusionsplattform zur Integration mehrerer Punktwolken
in eine zusammenhadngende Darstellung der Umgebung. Durch die Zusammenfiihrung dieser Punkt-
wolken, die aus verschiedenen Blickwinkeln aufgenommen wurden, entsteht eine ganzheitliche Abbil-
dung der Umgebung. AnschlieRend extrahiert der COOL Fusor Teilmengen aus der zusammengefihr-
ten Punktwolke, die fiir jedes betrachtete, in unserem Fall teleoperierte, Fahrzeug zentriert sind. Diese
Teilmengen liefern einen erweiterten Umgebungsscan fiir jedes Fahrzeug und verbessern so die Ob-
jekterkennung im Vergleich zu den Punktwolken eines einzelnen Fahrzeugs. Durch diese Fusion von
LiDAR-Punktwolken aus verschiedenen Quellen ermdglicht der COOL Fusor eine verbesserte Erken-
nung und Erfassung von nicht sichtbaren und verdeckten Verkehrsteilnehmern, sodass der COOL Fusor
dazu beitrdgt das Situationsbewusstsein des Tele-Operators in dynamischen Umgebungen zu verbes-
sern.

Zudem bietet der COOL Fusor durch seinen modularen Aufbau zwei Betriebsarten: Echtzeitverarbei-
tung (Live Setup) und Verarbeitung von gespeicherten Simulationsergebnissen (Simulation Setup). Im
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Live Setup werden eingehende Punktwolken in Echtzeit verarbeitet, wobei Verbindungen iber MQTT
oder Kafka nach dem Publish-Subscribe-Pattern moglich sind. Zur Weiterentwicklung des Services
dient das Simulations-Setup, welchem der COOL Fusor die Software Punktwolken aus dem Dateisys-
tem liest und zusammengefiihrte Punktwolken wieder in Dateien schreibt. Der hier beschriebene Auf-
bau des COOL Fusors ist in Abbildung 12 dargestellt.

Der Verarbeitungsablauf des COOL Fusor beginnt damit, dass die am Connector (siehe Abbildung 12)
eingehenden Punktwolken nach ihrem Empfangszeitpunkt sortiert und in eine Warteschlange gestellt
werden. Die empfangenen Punktwolken werden im Anschluss mit der globalen Punktwolke zusam-
mengefiihrt, wobei veraltete Punktwolken sofort verworfen werden. Ein Garbage Collector sortiert in
regelmaRigen Zeitabstanden veraltete Punkte aus, um die Verarbeitungseffizienz zu maximieren und
die globale Punktwolke aktuell zu halten.

Der Fusion Trigger initiiert die Ausgabe von Punktwolken, wobei eine lokale Punktwolke um jedes sen-
dende Fahrzeug vom Processor aus der globalen Punktwolke extrahiert wird, die die letzte bekannte
Position des Fahrzeugs widerspiegelt. Diese Modularitdt ermdglicht den Betrieb mit verschiedenen
Ausgabestrategien, welche greedy sein kann, d. h. sofort bei Ankunft von neuen Daten eine Ausgabe
triggert, oder in festen Zeitintervallen unabhangig von den empfangenen Punktwolken die Ausgabe
der fusionierten Punktwolke initiiert.

merge of

point clouds
merged local

A

Queue 8 point cloud
Connector > —> — Processor —>{ PC
LFﬁl LI:EJ |\Pﬁ| global point cloud

MQTT, Kafka Y

or filesystem

deletes outdated? triggers

points i output
Garbage Fusion
Collector Trigger

Abbildung 12: Architektur des COOL Fusors

2.8 Einfliisse und Herausforderungen

Nachdem der COOL Fusor implementiert und der Objektdetektor trainiert wurde, bestand das Haupt-
forschungsziel von FOKUS im Projekt in der Evaluierung des Nutzens des auf Sensorfusion basierenden
Perception Services in einem Datenzentrum, sowie der Einschrankungen unter realengetreuen Bedin-
gungen. Insbesondere bei der Berlicksichtigung realistischer Systemeigenschaften ergeben sich einige
Herausforderungen.
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Die realistischen Systemeigenschaften wurden in Zusammenarbeit mit dem DCAITI in der Simulation
modelliert und beinhalten:

e Messfehler (Positionen, Sensorrauschen)
e Asynchrone LiDAR-Erfassungszeiten
e Netzwerkaspekte (Latenzen, Jitter, Paketverluste, Kapazitaten)

Ergebnis der realistischen Eigenschaften sind verzerrte bzw. verschwommene Punktwolken zu erwar-
ten. Diese sind flir den COOL Fusor nicht ohne Weiteres aggregierbar, was wiederum die Objekterken-
nung negativ beeinflussen kann. Abbildung 13 zeigt ein solches Verhalten der moglichen Fehlerquelle
der asynchroner Lidarerfassung, bei der statische Objekte (und Wéande) zwar gut zusammengefihrt
werden konnten, bewegte Objekte aber zu einer unscharfen Punktwolke als Ergebnis fihren.

Abbildung 13: zwei liberlagerte Punktwolken in verschiedenen Farben dargestellt und von zwei
verschiedenen Fahrzeugen zu unterschiedlichen Zeitpunkten aufgenommen (Positionsfehler))

Da jede Punktwolke mit einem Zeitstempel des Aufnahmezeitpunktes versehen ist, operiert der COOL
Fusor auf Basis dieser Zeit beim Fusionieren. Asynchrone Aufnahme oder synchrone Aufnahme mit
fehlerbehafteten Zeitstempeln fiihren so den in Abbildung 13 dargestellten Positionsfehlern. Unpra-
zise Bestimmung der Fahrzeugposition aufgrund der GNSS-Ungenauigkeit bzw. Odometrie fihrt eben-
falls zu einem Positionsfehler aus Abbildung 13. Latenzen, lJitter, Paketverluste und Erreichen von
Ubertragungskapazititen fiihren dazu, dass Punktwolken nicht oder verspiatet beim COOL Fusor ein-
treffen und somit nicht in das Zeitfenster der Fusion fallen. Dieser Aspekt ist als Transmission Delay
zusammengefasst. Ohne zusatzliche Fehlerquellen zeigt der COOL Fusor eine Verbesserung der Erken-
nung von verdeckten Fahrzeugen, was in Abbildung 14 dargestellt ist. Fiir bereits klar sichtbare (fully
visible) und teilweise verdeckte (partly occluded) Fahrzeuge hat die Fusion keinen Einfluss auf die De-
tektion. Im Folgenden werden die Einfliisse des Positionsfehlers und des Transmission Delays auf den
COOL Fusor mit anschlieBender Detektion von Fahrzeugen im Detail behandelt.
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10 Effect of point cloud fusion on recall

N No Fusion
N Fusion

0.8

0.6

0.4 4

Recall

0.2 4

=

=l

fully visible partly occluded  largely occluded unknown

0.0-

Abbildung 14: Effekte der Fusion ohne Positionsfehler oder Transmission Delay

2.8.1 Positionsfehler

Die Simulation des DCAITI implementiert ein realistisches GPS-Modell, das die Grundlage zur Untersu-
chung des Positionsfehler und deren Einflusses auf den COOL Fusor folgt einer bietet. D. h. ein Offset
wurde zum Punktwolkenursprung vor der Ubergabe an den COOL Fusor addiert. Die Auswertung ist
fir zehn verschiedene Verteilungen mit oberen Grenzen des 95 %-Konfidenzintervals von 0 m bis 1,5
m durchgefiihrt. Abbildung 15 zeigt den Recall dieser fiir diese Verteilungen auf die Occlusion States
aufgeschlisselt. ,,0.0“ bedeutet die vollstandige Abwesenheit eines Positionsfehlers. Zum Vergleich ist
der Recall ohne Fusion (mit ,no CF“ markiert) in hellem Violett dargestellt.

o Effect of position error

upper threshold of the
95% confidence interval
of the position error [m]

= 0.0 (no CF)
0.0 (CF)
. 0.1 (CF)
. 02 (CF)
. 03 (CF)
. 0.4 (CF)
. 0.5 (CF)
0.6 (CF)
== 0.7 (CF)
= 0.8 (CF)
1.5 (CF}

0.8

0.6

Recall

0.4+

0.24

0.0+
fully visible partly occluded largely occluded unknown
ground truth occlusion level

Abbildung 15: Effekte des Positionsfehlers

Firr vollstandig sichtbare Fahrzeuge (fully visible, links in Abbildung 15) sowie nur teilweise verdeckte
Fahrzeuge (partly occluded) bringt der COOL Fusor keine Verbesserung, da bereits ausreichend Infor-
mation in den nicht fusionierten Punktwolken fir den Detektor vorhanden sind. Erst bei starker Ver-
deckung, fihrt die Zusammenfiihrung mehrerer LIiDAR-Quellen durch den COOL Fusor zu einer Verbes-
serung des Recalls.
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2.8.2 Transmission Delay

Die eingangs beschriebenen zum Transmission Delay zusammengefassten Netzwerkaspekte sind nach
einer im DCAITI im Rahmen von Eclipse MOSAIC entwickelten approximierten Wahrscheinlichkeitsver-
teilung berechnet. Diese Verteilung wurde fiir sechs verschiedene Erwartungswerte von 0 ms bis 30
ms Delay berechnet und jeweils mit und ohne COOL Fusor anhand des Recalls bewertet. Ohne COOL
Fusor kann der Recall sinken, da die Ground Truth zum simulierten Empfangszeitpunkt bereits anders
aussieht und die Detektionen mit dieser verglichen werden. Abbildung 16 zeigt den Recall fir diese
Verteilungen nach den Occlusion States aufgeschlisselt. Die Werte ohne COOL Fusor sind in hellen
Farben von Violett bis Griin dargestellt, wobei die Werte mit COOL Fusor zu gleichen Erwartungswer-
ten in den gleichen Farbténen von Violett bis griin in ihrer korrespondierenden dunklen Version dar-
gestellt sind.

10 Effects of transmission delay

Expected value of delay
distribution [ms]

0 (no CF)
0 (CF)

10 (no CF)
10 (CF)
15 (no CF)
15 (CF)
20 (no CF)
20 (CF)
25 (no CF)
25 (CF)
30 (no CF)
30 (CF)

0.8 1

0.6 1

Recall

0.4+

0.2

0.0-

fully visible partly occluded largely occluded unknown
Ground truth occlusion level

Abbildung 16: Effekte des Transmission Delays

Auch hier sorgt der COOL Fusor fir vollstandig sichtbare Fahrzeuge (fully visible) und teilweise ver-
deckte Fahrzeuge (partly occluded) fiir keine verbesserte Erkennen, bzw. grolReren Recall. Erst ab star-
kerer Verdeckung (largely occluded) wird die positive Auswirkung durch den COOL Fusor deutlich, die
einen bis zu einem Drittel hoherem Recall mit COOL Fusor verursacht. Fiir hohe Transmission Delays
ab 20 ms sinkt die durch den COOL Fusor verbesserte Erkennung wieder merklich. AuRerdem stellte
sich heraus, dass kurze Transmission Delays bei bis zu 10 ms immer noch zu einer angemessenen Er-
kennung, bzw. einem hohen Recall fihren.

Zusammenfassend wurde klar, dass der COOL Fusor die Erkennung von stark verdeckten Fahrzeugen
sowohl bei Positionsfehlern als auch bei Transmission Delays deutlich verbessert und somit im tele-
operierten Fahren die Moglichkeit erschliet dynamische Hindernisse wie Fahrzeuge automatisiert
hervorheben zu lassen.
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2.9 Zusammenfassung der Ergebnisse

Es wurden Data Center Services zur Unterstiitzung im teleoperierten Fahren entwickelt. Diese Services
aggregieren LIDAR-Scans von verschiedenen Fahrzeugen und reichern diese durch automatisierte Mar-
kierung von Fahrzeugen in den fusionierten Scans an. Dies erleichtert Teleoperatoren die schnelle
Wahrnehmung von Hindernissen in der unmittelbaren Umgebung.

In enger Zusammenarbeit mit dem DCAITI gelang die Entwicklung der Simulationsszenarien, in denen
simulierte Fahrzeuge mit LIDAR-Scannern Punktwolken produzieren. Die Objekterkennung wurde
durch erneutes Training mit angepassten Datensdtzen aus den Simulationen verbessert, sodass eine
adaquate Evaluation des entwickelten COOL Fusors ermoglicht wurde.

Im Allgemeinen verbessert die Fusion der LIDAR-Scans die Erkennung des Detektors. Fir nicht oder
kaum verdeckte Fahrzeuge hat die Fusion keinen signifikanten Einfluss, verbessert allerdings die Er-
kennung von stark verdeckten Fahrzeugen deutlich und sinkt erst fiir Ubertragungsverzdgerungen ab
ungefahr 20 ms wieder deutlich ab (siehe Abbildung 16). Positionsfehler der Scans haben bis 0,8 m
einen geringen Einfluss auf die Verbesserung der Erkennung, welche erst bei 1,5 m mittlerer Abwei-
chung einen deutlichen Einfluss zeigt (siehe Abbildung 15).

Zudem sind die Metriken Gap Recall und Weighted Gap Recall zur Bewertung einer durchgehenden
Fahrzeugerkennung fiir das teleoperierte Fahren entwickelt worden. Diese zeigten in Detailauswer-
tungen von einzelnen Fahrzeugen in kurzen simulierten Simulationssequenzen ihre Starken.

Da der Ansatz selbst keine Ausrichtung der Punktwolken aneinander mit Verfahren wie Iterative Clo-
sest Points, wie in manchen SLAM-Umsetzungen angewandt, vorsieht, sind gute Lokalisierungstechni-
ken (Odometrie, GNSS) erforderlich. State-of-the-Art-Ansatze kénnen hier helfen, die Positionsgenau-
igkeit in einem Bereich von 0,8 m Abweichung zur urspriinglichen Position der mit LiDAR ausgeriisteten
Fahrzeuge so gut wie moglich zu halten. Bei Ubertragungsverzdgerungen von bis zu 10 oder 15 ms
funktioniert unser Ansatz noch gut; dartiber hinaus werden die Abweichungen der Detektionen zu den
realen Objektpositionen zu grol3. Mit dem aktuellen und zukiinftigen 5G-Kommunikationsstack und
einer effizienten Edge-Cloud-Architektur sind diese Anforderungen aus unserer Sicht erfillbar. Wir er-
kennen an, dass weitere Fortschritte notwendig sind, um die Fusions- und Erkennungsalgorithmen zu
verfeinern. So kdnnte beispielsweise ein SLAM-basierter Ansatz dazu beitragen, Ungenauigkeiten bei
der relativen Positionierung zu beseitigen. Wir beabsichtigen auch, die Erkennung robuster zu machen,
indem wir Techniken zur Objektklassifizierung und Objektverfolgung implementieren. Darliber hinaus
ware im Zusammenhang mit der Sensordatengenerierung ein ausgefeilteres Modell der 3D-Umgebung
erforderlich, um das Erkennungsmodell auf reale Szenarien lbertragbar zu machen.
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3 Wichtigste Positionen des zahlenmaBigen Nachweises

Tabelle 2: Wichtigste Positionen des zahlenmidBigen Nachweises

Position Benennung im Antrag Verwendung

0837 Personalkosten Beschaftigung von Personal zur Bearbeitung des Arbeits-
pakets UAP4.1

0838 Reisekosten Reisen zu gemeinsamen Statustreffen innerhalb der Lan-
der Deutschland, Frankreich, und Finnland

0850 Sonstige Sachkosten Jahrliche Beitrdage an CELTIC-NEXT sowie Beitrdge zur Er-
stellung und Pflege der Projektwebseite

4 Notwendigkeit und Angemessenheit der geleisteten Projektarbeiten

Die durchgefiihrten Arbeiten im Arbeitspaket UAP4.1 von Fraunhofer FOKUS sowie die dafiir aufge-
wandten Ressourcen waren angemessen und notwendig.

Urspriinglich war aus der (Vor-Corona-) Antragsphase des Projekts initial eine eigene Messkampagne
fiir einen Real-Welt Datensatz geplant. Aufgrund der guten Verfligbarkeit von multiplen hochwertigen
Datensatzen von Dritten sowie der Notwendigkeit eines simulierten Datensatzes (fir den Sensorfu-
sions-Anteil) wurde diese Messkampagne ausgelassen, womit Ressourcen gespart werden konnten.
Dafir sehr viel detaillierter auf die Entwicklung und Auswertung der Cloud-Services fiir Object Detec-
tion und Sensor-Fusion eingegangen. Dies fuhrte insgesamt zu héherem Erkenntnisgewinn. Die Ar-
beitsumfange entsprachen in Summe also denen im Projektantrag beschriebenen und im Férderbe-
scheid bewilligten.

5 Voraussichtlicher Nutzen, inshesondere Verwertbarkeit des Ergebnisses

Die Ergebnisse von AI-NET-ANTILLAS sind fiir das Fraunhofer FOKUS als Forschungsinstitut, das eine
Verbindung zwischen verschiedensten Stakeholdern wie Industrieunternehmen, KMUs, Smart Cities
und Universitaten pflegt, in wissenschaftlicher und wirtschaftlicher Hinsicht auch liber das Projekt-
ende hinaus relevant. Die im Projekt gewonnene Expertise unserer Mitarbeiter, wird im Rahmen neuer
offentlich geforderte Forschungsprojekte, als auch fiir Industrieprojekte eingesetzt.
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Konkret liegt der voraussichtliche Nutzen des Projekts AI-NET-ANTILLAS in den Komponenten zur Um-
gebungserkennung, insbesondere des Object Detectors und des COOL Fusors, welche in Zukunft weiter
optimiert, und auf eine breite Hardware-Palette portiert werden konnten. Dies eréffnet neue Einsatz-
moglichkeiten in vielfaltigen Anwendungsbereichen, wie Smart Cities und autonomen Fahrzeugen.

Dank des modularen Aufbaus der Gesamtarchitektur ist es denkbar, den Object Detector durch neuere
Ansdtze wie Voxel- und Point-Pillar-Modelle oder SLAM-basierte Losungen zu ersetzen, um die Leis-
tungsfahigkeit weiter zu erhéhen.

Die Automatisierungspipeline fiir Trainings- und Testprozesse sollte nicht nur erhalten, sondern auch
kontinuierlich verbessert werden, um die Effizienz und Qualitat der Objekterkennung sicherzustellen.
Dies ermoglicht es, gezielt Netzwerke fir spezielle Nutzergruppen wie kleine und mittelstandische Un-
ternehmen (KMUs) zu trainieren und anzupassen. Die daraus gewonnenen Erkenntnisse und Techno-
logien haben das Potenzial, in weiteren Forschungs- und Entwicklungsprojekten, auch in weiteren
Branchen wie dem Bahnbetrieb, zur Anwendung zu kommen und somit einen erheblichen wirtschaft-
lichen Wert zu schaffen.

6 Wahrend des Vorhabens bekannt gewordene Fortschritte bei Anderen

Wahrend des Projekts erfolgten laufend und umfassend Recherchen zu Forschungsergebnissen bzw.
Veroffentlichungen Dritter mit Bezug zu den Inhalten des Vorhabens. Entsprechend der aktuell duRerst
schnellen Entwicklung im Feld von Kl-Ansédtzen zur Bild- und Objekterkennung wurden interessante
Fortschritte bekannt. Besonders hervorzuheben sind neuere Ansatze und Reprasentationen wie Voxel
/ Point-Pillar Modelle bzw. SLAM-basierte Losungen zur Verbesserung der Positionierungsgenauigkeit
sowie der Einsatz stationarer LiDAR-Sensoren an festen Standorten, wie etwa an Ampeln, die zusatzli-
che Perspektiven liefern konnten.

Diese Entwicklungen konnten wertvolle Erganzungen zur bestehenden Lésung bieten, ohne jedoch die
Notwendigkeit zu schaffen, von unserem Ansatz, der auf der Bird-Eye-View-Bilderkennung mit Incep-
tion V2 Netz basiert, abzuweichen. Durch Fokus der Untersuchungen auf dem Verbesserungspotential
der Sensorfusion fiir Objekterkennung in Data Centern sowie den Anforderungen an darunterliegende
Kommunikationsnetze war das verwendete Object Detector Modell als Baseline weiterhin sehr gut
geeignet.

7 Erfolgte oder geplante Veroffentlichungen des Ergebnisses

Die Fortschritte und Ergebnisse des Projekts wurden regelmaRig in Vortragen im Konsortium prasen-
tiert und detailliert mit interessierten Projektpartnern diskutiert. In Zusammenarbeit mit dem DCAITI
wurde ein interaktiver Demonstrator entwickelt, der die im Projekt erarbeiteten Ansatze zur Objekter-
kennung und Sensorfusion sowie die Teleoperierte Fahrfunktionen anschaulich vorstellt. Diese De-
monstration fand sowohl beim Final Review als auch auf der ,Berlin 6G-Conference” grofSe Beachtung.
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Neben verschiedenen Abschlussarbeiten wurden auch zwei Veroffentlichungen eingereicht, die aus-
gewadhlte Aspekte und Ergebnisse der Projektarbeiten zusammenfassen und somit die wissenschaftli-
che Verwertbarkeit unserer Ergebnisse unterstreichen.

Paper-Veroffentlichungen:

e K. Schrab, R. Protzmann, |. Radusch: A Large-Scale Traffic Scenario of Berlin for Evaluating
Smart Mobility Applications. Smart Energy for Smart Transport. CSUM 2022. Lecture Notes in
Intelligent Transportation and Infrastructure. Springer, Cham. Skiathos, Greece, 2022, DOI:
10.1007/978-3-031-23721-8 24.

e K.Schrab, F. Hilgerdenaar, R. Protzmann, |. Radusch: Improving Object Detection Based on Col-
laborative Collection of Lidar Point Clouds. unveroffentlicht - eingereicht auf VEHITS 2025.

Abgeschlossene Master- und Bachelorarbeiten:

e Franziska Vogt: Filtering Static Geospatial Data from Point Clouds to Improve Object Detection

e Quang Viet Long Nguyen: Development and Evaluation of Cooperative Environment Object De-
tection

e Trung Han Nguyen: Vorverarbeitete Umgebungsdaten fiir Verkehrsinformations-Anwendun-
gen in MOSAIC
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Kurzbericht zum Teilvorhaben ,Teleoperiertes Fahren als Anwendung flir robuste, verteilte
Data Center Architekturen® im Verbundprojekt AI-NET-ANTILLAS durch den Projektpartner
Fraunhofer-Gesellschaft zur Forderung der angewandten Forschung e.V. FOKUS

Ziele

Im Projekt AI-NET-ANTILLAS hat Fraunhofer FOKUS eine innovative Edge-Cloud-Anwen-
dung fiir das Teleoperierte Fahren entwickelt, die auf LIDAR-Daten und Kl-Methoden zur Ob-
jekterkennung basiert. Die Fahrzeuge mit LIDAR-Sensoren teilen ihre Daten mit einem zent-
ralen Service in einem Data Center, um eine umfassendere Umgebungserkennung zu ermdg-
lichen. Zwei wesentliche Komponenten sind der COOL Fusor, der die LIDAR-Punktwolken aus
verschiedenen Fahrzeugen fusioniert, und der Object Detector, der die Objekterkennung rea-
lisiert. Diese Komponenten wurden als modulare Micro-Services konzipiert, um sowohl in rea-
len als auch in virtuellen Testumgebungen zu funktionieren. Die Entwicklung erfolgt unter Ver-
wendung realer Datensatze und der Eclipse MOSAIC Simulationsumgebung, die verschie-
dene Aspekte des Fahrverhaltens und der Sensorik bertcksichtigt. Ziel war es, herauszufin-
den, in welchen Szenarien die LIDAR-Datenverarbeitung vorteilhaft ist und welche Anforde-
rungen an Sensorik und Kommunikationsnetze bestehen, um die digitale Transformation im
Bereich des teleoperierten Fahrens zu unterstitzen.

Ergebnisse

Entwicklung von Data Center Services: Im Rahmen des Projekts wurden spezialisierte Data
Center Services geschaffen, die LIDAR-Scans von verschiedenen Fahrzeugen aggregieren
(COOL Fusor) und die Erkennung der Objekte in der Umgebung eines Teleoperierten Fahr-
zeugs vornehmen (Object Detector). Durch diese Services kdénnen Informationen wie
Bounding Boxen visualisiert werden, die es Teleoperatoren ermdglichen, Hindernisse in der
Umgebung schnell zu erkennen und darauf zu reagieren. Dies ist entscheidend fiir die Sicher-
heit und Effizienz im Teleoperierten Fahren.

Training mit realen und synthetischen Daten: Da die entwickelten Losungen, speziell der
Object Detector, auf KI-Methoden und Neuronalen Netzen basieren, war ein Trainings- und
Testprozess unter Verwendung entsprechend geeigneter Datensatze notwendig. Dazu wurde
zum einen auf etablierte reale Datensatze zurlickgegriffen. Zum anderen wurden in enger Zu-
sammenarbeit mit Projektpartner DCAITI auf Basis von Eclipse MOSAIC realistische Simula-
tionsszenarien entwickelt, in denen Fahrzeuge mit LIDAR-Scannern Punktwolken erzeugen.
Diese Szenarien erlaubten das Training der Objekterkennungssysteme mit spezifischen Da-
tensatzen mit mehreren ausgestatteten LIDAR Fahrzeugen. Damit wurde die Evaluierung und
Optimierung des COOL Fusors, welcher zu einer héheren Erkennungsgenauigkeit flhrt, Gber-
haupt erst moglich.

Verbesserung der Objekterkennung durch Fusion: Die Fusion der LIDAR-Scans aus ver-
schiedenen Perspektiven erwies sich als besonders vorteilhaft fir die Erkennung stark ver-
deckter Objekte bzw. Fahrzeuge. Wahrend die Fusion bei klar sichtbaren Fahrzeugen weniger
signifikanten Einfluss hat, verbessert sie die Erkennungsleistung bei verdeckten Objekten er-
heblich, was entscheidend flr die Sicherheit im teleoperierten Fahren ist.



Entwicklung neuer Metriken: Im Projekt wurden die Metriken Gap Recall und Weighted Gap
Recall zur objektiven Bewertung der Fahrzeugerkennung eingefuhrt. Diese Metriken ermogli-
chen eine detaillierte Analyse der Erkennungsleistung und zeigen ihre Starken in simulierten
Szenarien auf. Sie sind entscheidend flr die kontinuierliche Verbesserung der Objekterken-
nung im teleoperierten Fahren.

Lokalisierungs- und Kommunikationsanforderungen: Der Ansatz erfordert bestimmte Lo-
kalisierungstechniken wie Odometrie und GNSS, um eine Positionsgenauigkeit innerhalb von
0,8 m zu gewahrleisten. Bei Ubertragungsverzdégerungen bis zu 15 ms bleibt die Erkennungs-
genauigkeit erhalten, wahrend Verzdgerungen dartber hinaus die Detektion beeintrachtigen.
Das ist eine positive Erkenntnis fir zuklnftige Entwicklungen im 5G / 6G-Kommunikationsbe-
reich und Edge-Cloud-Architekturen, die diese Anforderungen unterstitzen sollten.

Demonstration der Ergebnisse: Fir die Prasentation der Ergebnisse bei verschiedenen An-
lassen wie z.B. der Berlin 6G Conference wurde in Zusammenarbeit mit Projektpartner DCAITI
eine visuelle und interaktive Anwendung entwickelt, die zum einem die Systemeigenschaften
des Anwendungsszenarios interaktiv verandern lasst (bspw. Kommunikationseigenschaften
oder Systemfunktionen), als auch eine Visualisierung der Sensorik, Fusion, Objekterkennung,
und Tele-Operation bereitstellt.

Nutzen und Verwertung

Die Ergebnisse von AI-NET-ANTILLAS sind fiir das Fraunhofer FOKUS als Forschungsinstitut,
das eine Verbindung zwischen verschiedensten Stakeholdern wie Industrieunternehmen,
KMUs, Smart Cities und Universitaten pflegt, in wissenschaftlicher und wirtschaftlicher Hinsicht
auch Uber das Projektende hinaus relevant. Die im Projekt gewonnene Expertise unserer Mit-
arbeiter, wird im Rahmen neuer 6ffentlich geférderte Forschungsprojekte, als auch fur Indust-
rieprojekte eingesetzt.

Konkret liegt der voraussichtliche Nutzen des Projekts AI-NET-ANTILLAS in den Komponen-
ten zur Umgebungserkennung, insbesondere des Object Detectors und des COOL Fusors,
welche in Zukunft weiter optimiert, und auf eine breite Hardware-Palette portiert werden kénn-
ten. Dies er6ffnet neue Einsatzmaoglichkeiten in vielfaltigen Anwendungsbereichen, wie Smart
Cities und auto-nomen Fahrzeugen.

Dank des modularen Aufbaus der Gesamtarchitektur ist es denkbar, den Object Detector
durch neuere Ansatze wie Voxel- und Point-Pillar-Modelle oder SLAM-basierte Losungen zu
ersetzen, um die Leistungsfahigkeit weiter zu erhdéhen.

Die Automatisierungspipeline flr Trainings- und Testprozesse sollte nicht nur erhalten, son-
dern auch kontinuierlich verbessert werden, um die Effizienz und Qualitat der Objekterkennung
sicher-zustellen. Dies ermdglicht es, gezielt Netzwerke flir spezielle Nutzergruppen wie kleine
und mittel-standische Unternehmen (KMUs) zu trainieren und anzupassen. Die daraus gewon-
nenen Erkenntnisse und Technologien haben das Potenzial, in weiteren Forschungs- und Ent-
wicklungsprojekten, auch in weiteren Branchen wie dem Bahnbetrieb, zur Anwendung zu kom-
men und somit einen erheblichen wirtschaftlichen Wert zu schaffen.
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