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2. Motivation und Zielsetzungen des Forschungsvorhabens

Die Digitalisierung im Gesundheitswesen schreitet voran und eréffnet neue Méglichkeiten zur
Pravention, Diagnostik und Therapie. Vor allem bei chronischen Erkrankungen koénnte der
Einsatz von Machine Learning (ML) groRe Vorteile bieten (Contreras & Vehi, 2018; Dinh et
al.,, 2019). Im Rahmen des Forschungsprojekts “AddIChron: Akzeptanz digitaler,
datenbasierter Interventionen fir chronische Erkrankungen am Beispiel Typ-2-Diabetes”
wurde untersucht, wie digitale Assistenzsysteme auf Basis eines Kl-gestiitzten Chatbots
sowie ML-basierter Prognosemodelle zur Steigerung der Verhaltensadharenz von
Patient:innen mit Diabetes mellitus Typ 2 beitragen kénnen. Der Fokus lag dabei auf der
Akzeptanz, Individualisierung und Erklarbarkeit datengetriebener Interventionen (Mhizha, Han
& Latha, 2022; Alharthi & Aljaser, 2022), um die Patient:innen-Bot-Interaktion optimal an
individuelle Bedurfnisse anzupassen und nachvollziehbare sowie individuelle Vorhersagen
und Empfehlungen zu ermdglichen (Plis et al., 2014; Zhang et al., 2020). Wahrend des
Bewilligungszeitraums von August 2022 bis Oktober 2024 wurde in enger Zusammenarbeit
zwischen wissenschaftlichen Einrichtungen und Industriepartnern ein interaktiver
Demonstrator angestrebt, der unter anderem durch ML-Modelle personalisierte Prognosen
und Handlungsempfehlungen generieren kann.

Die Friedrich-Alexander-Universitat Erlangen-Nurnberg (nachfolgend FAU) beteiligte sich als
wissenschaftlicher Partner an der Konzeption, der Gestaltung, der technischen
Implementierung und der begleitenden Evaluation der KI-Komponente. Im Kern umfasste
diese die Entwicklung transparenter, nachvollziehbarer und individuell zugeschnittener ML-
Modelle, um im Rahmen der Patient:in-Bot-Interaktion eine individualisierte Kommunikation
zu ermdglichen, personalisierte Einblicke in ihre Gesundheitsentwicklung zu erméglichen und
mittels automatischer Mustererkennung geeignete praventive MalRnahmen zur
Aufrechterhaltung der Verhaltensadharenz von Diabetes-Patient:innen abzuleiten.

Ein besonderes Augenmerk lag hierbei auf der Verwendung intrinsisch interpretierbarer ML-
Modelle, die nicht nur hohe Vorhersagegenauigkeit bieten, sondern auch transparente und
nachvollziehbare Prognosen ermdglichen (Chang et al.,, 2021; Yang, Zhang & Sudjianto,
2021a). Die entwickelten, erweiterten und evaluierten Modellvarianten stellen in diesem
Kontext einen innovativen Ansatz dar, um die Prognosefahigkeit und Erklarbarkeit
datenbasierter Vorhersagen zu verbessern.

Aus der Perspektive der FAU verfolgte das Forschungsprojekt mehrere Ziele: (1) Zunachst
erfolgte eine konzeptionelle Auseinandersetzung mit der Mensch-Maschine-Interaktion im zu
untersuchenden Anwendungskontext von Typ-2-Diabetes-Patientiinnen. (2) Darauf
aufbauend wurden zentrale Datenattribute bzw. Eingabeparameter identifiziert, die fur die
Entwicklung entsprechender ML-basierter Prognosemodelle von Bedeutung sein kénnten. (3)
Im né&chsten Schritt wurden verschiedene Datenquellen - darunter demographische
Informationen, Vitaldaten aus Smart Sensoren (z.B. Smartwatches), arztlich erhobene
Gesundheitsdaten sowie Nutzungsdaten aus der App - identifiziert, um eine verlassliche
Trainingsgrundlage fur die Modelle zu schaffen. (4) Parallel dazu wurden bestehende



interpretierbare ML-Algorithmen technisch weiterentwickelt und an die spezifischen
Anforderungen des Anwendungsfalles angepasst. Die vielversprechenden Modelle wurden
anschlielend sowohl hinsichtlich ihrer Vorhersagegite als auch hinsichtlich der
Verstandlichkeit ihrer Ergebnisse evaluiert - unter Einbeziehung doménenspezifischer
Expertise aus der medizinischen Praxis. (5) Ergdnzend wurden ethische, rechtliche und
soziale Anforderungen an eine faire und diskriminierungsfreie Erstellung und Anwendung ML-
basierter Prognosen analysiert und ihre Bedeutung fir den medizinischen Einsatz kritisch
reflektiert.

Aufgrund regulatorischer Hurden konnte die urspriinglich geplante empirische Feldstudie nicht
wie vorgesehen umgesetzt werden. Stattdessen wurden zur Entwicklung und Evaluation der
angestrebten ML-Modelle alternative Datenquellen — etwa aus der Intensivmedizin — sowie
synthetisch generierte Datenséatze herangezogen. Die konzeptionellen und methodischen
Zielsetzungen konnten dennoch weitgehend erfillt werden: Die theoretischen Grundlagen zur
Datenstrukturierung und Modellierung wurden erfolgreich erarbeitet, alternative Szenarien flr
Evaluation und Validierung erschlossen und Verfahren zur Generierung synthetischer Daten
entwickelt, mit denen sich das Verhalten interpretierbarer ML-Modelle gezielt untersuchen
lieBe. Da im Projektverlauf keine Datenpunkte von der angestrebten Zielgruppe erhoben
werden konnten, wurde der Aspekt der Datenintegration lediglich konzeptionell in anderen
Kontexten betrachtet.

Der vorliegende Abschlussbericht dokumentiert die erzielten wissenschaftlichen und
technischen Fortschritte wahrend des Projektverlaufs, die entwickelten Konzepte und
Algorithmen sowie die daraus resultierenden Erkenntnisse fir die zukinftige Nutzung
interpretierbarer Kl im Gesundheitswesen. Dartiber hinaus werden die Herausforderungen
und Limitationen diskutiert, die sich bei der Umsetzung datengetriebener, Kl-basierter
Assistenzsysteme ergeben, sowie Perspektiven fir eine nachhaltige Integration der
Forschungsergebnisse in die Praxis aufgezeigt.



3. Zeitlicher Ablauf des Projekts

Das Projekt erstreckte sich gemafl des Bewilligungszeitraums vom 01.08.2024 bis zum
31.10.2024 (vgl. Abb. 1). Nach der offiziellen Bewilligung des Projekts im August 2022 fand
im September ein erstes Projekttreffen im Konsortium statt, in dem die Aufgaben, Rollen und
Verantwortlichkeiten aller Verbundpartner definiert und abgestimmt wurden. Seitens der FAU
erfolgte im September eine Stellenausschreibung, wodurch Lasse Bohlen gewonnen werden
konnte, der seit November 2022 als wissenschaftlicher Mitarbeiter und Promotionsstudent die
inhaltlichen Aufgaben des Forschungsprojekts an der FAU vorantreiben konnte. Zeitgleich
begannen erste konzeptionelle Uberlegungen zur Entwicklung von Prognosemodellen auf
Basis exemplarischer Datensétze. Parallel dazu wurden erste Mockup-Anséatze zur
Kommunikation der Prognosen — einschlieB3lich méglicher Visualisierungen — erarbeitet (vgl.
Abb. 2).

Jan. Feb. Marz Apr. Mai Juni Juli Aug. Sept. Okt Maow Dez.

Einstellung

Start 1_Maating
Lasse Bohleg

Erstellen arste Konzepte
basirend auf Beispieldate

2022 2 Meeting

Literaturrachercha zu
refevanten Pradikioran

FAE IML-Methodan

Absprache und Auflistung Entwichlung eines Tools um syntetische Datensatze
relvanter Pradiktoren

Aufbau ML-Pipeline mit Tests und Verbesserung der Pipeling

Fokus auf Interpretiarbarkeit

mit komplexen relation zu erstellen

‘orbereitung von Expertenbefragungen

basierend auf Daten der Intensivmedizin

2023 Durchfiihmmng einer Nutzerbefragung zur Wahr- ‘ Mutzerstudie zur Quantifizierung der Interpretierbarkeit

nelunung der verschisdensn interpretierbaran Modelle wverschisdener Modells

‘ Zuarbeit Ethikantrag: Einordnung wned ‘

Begrii Wk i ML |dentifizierung relevanter und frei verfigbarer Datensatza
riinung von Intorpratibanen

FAE IML-Methoden

Erweiterung der ML-Pipeline zur Modell-
Obertragharkeit zwischan Pati cpaudationen

Druchfihrung von Expertenbefragungen >

2024 3.Meaating Beantragung DZD Datensatze

‘ Projektabechluss

FAE IML-Methoden

Abb. 1: Gantt-Diagramm zur Abbildung des zeitlichen Projektablaufs

Im Dezember 2022 fand das zweite Projekttreffen in Lineburg statt. Dort wurde Feedback zu
potenziellen Kommunikationsstrategien eingeholt und es erfolgte eine Vorstellung erster
Visualisierungskonzepte. Ergadnzend dazu wurde eine umfassende Literaturrecherche
durchgefuhrt, mit dem Ziel, relevante Datenattribute fir die Entwicklung der transparenten und
nachvollziehbaren ML-Modelle zu identifizieren.

Zu Beginn des Jahres 2023 wurden in den ersten drei Monaten samtliche relevanten
Datenattribute systematisch zusammengestellt, ihre Relevanz begrindet sowie die
Anforderungen an ihre Erfassung dokumentiert. Die vollstandige Ubersicht (iber relevante
Datenattribute ist in Tabelle 1 zusammengestellt. Parallel dazu begann der Aufbau einer
leistungsfahigen ML-Pipeline, die bis Juni 2023 kontinuierlich weiterentwickelt wurde (vgl.
Kapitel 5, Forschungsbeitrage F5, F7 und F8).



Zwischen Marz und Juni 2023 wurden erste Tests der ML-Pipeline mit 6ffentlich verfligbaren
Datensatzen, insbesondere dem MIMIC-IlI-Datensatz?, durchgefiihrt. Die dabei gewonnenen
Erkenntnisse flossen in einen ersten wissenschaftlichen Beitrag ein (vgl. Kapitel 5,
Forschungsbeitrag F5).

Im selben Zeitraum wurde in Kooperation mit der Leuphana Universitat und dem Unternehmen
DOCYET eine Nutzerstudie geplant und umgesetzt. Am Standort der FAU wurden hierzu
gezielt Fragen zur Wahrnehmung verschiedener interpretierbarer ML-Modelle entwickelt und
untersucht. Die Ergebnisse dieser Vorstudie bildeten die Grundlage fiir eine umfangreichere
Nutzerstudie, in der die Interpretierbarkeit verschiedener Modelle quantifiziert wurde. Die
daraus gewonnenen Erkenntnisse wurden in einem weiteren Forschungsbeitrag verdffentlicht
(vgl. Kapitel 5, Forschungsbeitrag F6).

Parallel dazu wurde zwischen April und Juli 2023 an der Ausarbeitung des Ethikantrags
mitgewirkt — mit besonderem Fokus auf die Begrindung und ethische Bewertung
interpretierbarer ML-Modelle und -Methoden.

Ab September 2023 zeichnete sich ab, dass die notwendige Ethikfreigabe fiir geplante
Feldstudien eine Herausforderung darstellen und die Datenerhebung verzégern kdnnte. Um
proaktiv auf diese Situation zu reagieren, wurden bereits existierende Datensétze identifiziert
und zur weiteren Modellentwicklung genutzt. Gleichzeitig wurden Interviews mit Expert:innen
im Gesundheitswesen vorbereitet und durchgefiihrt, um die interpretierbaren Modell-Outputs
gemeinsam mit Fachleuten aus der Medizin zu analysieren, zu validieren und
weiterzuentwickeln. Ein zentrales Ziel dieser Befragungen war die Identifikation und Reflexion
moglicher Risiken beim Einsatz von ML-Technologien in der klinischen Praxis.

Zwischen Juli und Dezember 2023 wurde zudem untersucht, inwiefern unterschiedliche Arten
von ML-Modellen unbeabsichtigte soziale Benachteiligungen hervorrufen kdnnen und welche
Strategien zur Risikominimierung geeignet erscheinen. In diesem Zusammenhang wurde von
August bis Dezember 2023 ein Tool zur Generierung synthetischer Datenséatze entwickelt, um
die Validierung interpretierbarer ML-Methoden weiter zu unterstitzen (vgl. Kapitel 5,
Simulationstool).

Der Projektfokus zu Beginn des Jahres 2024 lag auf der Frage der Ubertragbarkeit der
entwickelten Modelle auf Patient:innengruppen anderer Kohorten und Standorte. Zwischen
Januar und Marz 2024 wurde dazu eine systematische Literaturrecherche durchgefthrt.
Zeitgleich begannen ab Februar 2024 erste Tests mit intensivmedizinischen Datensétzen, die
in einen weiteren wissenschaftlichen Beitrag miindeten (vgl. Kapitel 5, Forschungsbeitrag F8).

Erganzend zu den beschriebenen Arbeiten wurde Uber die gesamte Projektlaufzeit hinweg
kontinuierlich an der Weiterentwicklung neuer interpretierbarer ML-Modelle gearbeitet. In
diesem Bereich konnten bedeutende Fortschritte erzielt und in mehreren wissenschatftlichen
Veroffentlichungen dokumentiert werden (vgl. Kapitel 5, Forschungsbeitrage F1-F4).

1 https://paperswithcode.com/dataset/mimic-iii
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4. Zentrale Ergebnisse des Forschungsprojekts

Im nachfolgenden Kapitel werden die zentralen Ergebnisse des Forschungsprojekts
widergespiegelt. Die Ergebnisse untergliedern sich in die folgenden sechs Teilaspekte:

e Recherche nach relevanten Datenattributen (vgl. Unterkapitel 4.1)

e Erstellung interaktiver Prognosen (vgl. Unterkapitel 4.2)

e Nutzerzentrierte Evaluation interpretierbarer ML-Modelle (vgl. Unterkapitel 4.3)

e Entwicklung und Validierung der wiederverwendbaren ML-Pipeline (vgl. Unterkapitel 4.4)
e Generalisierbarkeit von interpretierbaren ML-Modellen (vgl. Unterkapitel 4.5)

e Weiterentwicklung interpretierbarer ML-Modelle (vgl. Unterkapitel 4.6)

4.1. Recherche nach relevanten Datenattributen

Im Rahmen einer systematischen Literaturrecherche wurden relevante wissenschaftliche
Publikationen identifiziert, in denen bereits ML-Modelle zur Vorhersage und Analyse von
Gesundheitsverlaufen bei Diabetes-Erkrankungen eingesetzt wurden (Khunti et al., 2022; Zhu
et al., 2021). Nach Prifung der dort verwendeten Parameter wurde entschieden, den HbAlc-
Wert als zentralen Prognosewert zu verwenden, da er einen etablierten Marker fur die
langfristige Blutzuckerkontrolle darstellt (Dinh et al., 2019; Zhang et al., 2020). Ergénzend
wurde das Erreichen individueller Bewegungsziele als sekundares Zielkriterium
aufgenommen, um auch verhaltensbezogene Aspekte in die Modellierung einzubeziehen
(Suhara, Xu & Pentland, 2017). Insbesondere der Einsatz von Wearables zur kontinuierlichen
Erhebung physiologischer Daten (z.B. Puls, Schrittzahl, Blutzuckerspiegel/ CGM) wurde als
vielversprechend eingestuft (Lehmann et al., 2023; Maritsch et al., 2024), da entsprechende
Daten eine zeitnahe und adaptive Prognose ermdglichen. Friihere Studien zeigen zudem,
dass durch die Kombination unterschiedlicher Sensoren, prazisere Modelle zur
Blutzuckervorhersage moglich sind (Alharthi & Aljaser, 2022).

Darlber hinaus wurde besonderes Augenmerk auf die Auswahl von erklarbaren und fairen
Pradiktoren gelegt, um Bias-Risiken bei der Modellierung zu minimieren (Utkin, Satyukov &
Konstantinov, 2022; Mhizha et al., 2022). In mehreren Arbeiten wurde beispielsweise das
subjektive Wohlbefinden als relevante EinflussgroRe fir Diabetes-Risiken identifiziert
(Contreras & Vehi, 2018; Dinh et al., 2019). Die Integration dieser Parameter ermdglicht ein
breites Verstandnis Uber individuelle Gesundheitsverlaufe und eréffnet neue Ansatze fir
personalisierte Praventionsmal3nahmen.

In Abstimmung mit den Projektpartnern wurde eine vollstandige Liste relevanter Parameter
erstellt, gegliedert nach soziodemografischen Merkmalen, sensorbasierten Daten (z.B.
Smartwatch-Sensorik) und App-Nutzungsverhalten. Im Folgenden wird in Tab. 1 ein Auszug



dieser Parameterliste dargestellt. Die vollstandige Ubersicht mit allen Merkmalen und
zugehorigen Erlauterungen ist online verfiigbar?.

Kategorie Merkmal Einheit/ Erhebungs- Relevanz Bemerkung
Skala methode (1-10)
Soziodemo- | Alter Jahre Fragebogen 8 Einfluss auf
grafisch Krankheitsverlauf und
Technikaffinitat
Geschlecht m/w Fragebogen 7 Standardvariable fur
Differenzierungen
BMI (GrolRe/ | kg/m? Fragebogen 9 Zentrale Pradiktor-
Gewicht) variable fur Diabetes
Wohl- Skala (z.B. | Fragebogen 6 Relevanz fur Gesamt-
befinden/ Hamilton) gesundheit und
Depression Interventionserfolg
Sensorik Schritte Anzahl/Ta | Smartwatch 6 Einfach messbar,
(Wearables) g (Thryve) motivierend fiir
Patient:innen
Puls BPM Smartwatch 7 Erfasst Aktivitats-
(Thryve) intensitat
Aktivitats- MET Smartwatch 7 Zusammenfassung
level (Thryve) mehrerer Messwerte
CGM: mmol/l CGM-Gerét 4 Fur Echtzeit-
Blutzucker (App/Thryve) Risikoeinschatzung bei
Glukose-
Management
App-/Bot- Chatbot- Interaktion | App-Logdaten 9 Wichtig fur Akzeptanz
Interaktion Nutzung en/Tag und Wirksamkeit der
Intervention
Chatbot-Typ | — Zuteilung im 10 Zentrale Variable zur
Studiendesign Bewertung der
Systemwirkung
Ernahrung kcal / App (Selbst- 4 Erganzende Variable zur
qualitative | eingabe) Verhaltensanalyse

Tab. 1: Identifizierte Pradiktorvariablen fir die geplante AddIChron-
Gesundheitsanwendung und die zu integrierende Diabetes-Prognose

4.2.

Erstellung interaktiver Prognosen

Fir die Entwicklung erster Prognosemodelle griffen wir auf einen vielfach zitierten und gut
dokumentierten Diabetes-Datensatz® zurlick. Ziel war es, die Zusammenhange zwischen
verschiedenen Gesundheitsparametern — darunter Body-Mass-Index (BMI), Blutzucker- und

2https://github.com/HB-Dynamite/Addichron_Files

3 https://archive.ics.uci.edu/dataset/34/diabetes
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Glukosewerte — und dem daraus resultierenden individuellen Diabetesrisiko zu analysieren.
Basierend auf diesen Analysen wurden erste Modelle entwickelt, die das Risiko auf Basis
einzelner Merkmalsauspragungen abschatzen konnen. In enger Abstimmung mit den
Projektpartnern wurden diese Erkenntnisse in mehreren Online-Meetings weiterentwickelt, um
konkrete Ideen fir eine benutzerfreundliche Darstellung in der finalen App-Anwendung zu
erarbeiten. Dabei lag der Fokus insbesondere auf der verstédndlichen und intuitiven
Visualisierung der Risikofaktoren, um eine transparente Kommunikation mit den spéteren
Nutzer:innen der AddIChron-App zu ermdglichen.
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Abb. 2: Mdgliche Darstellungsform einer transparenten und nachvollziehbaren
Diabetes-Prognose mit Feedback und Handlungsempfehlungen fir Anwender:innen.

In Abb. 2 ist exemplarisch eine Visualisierung des Risikofaktors BMI dargestellt. Das
allgemeine Diabetesrisiko wird auf Basis verschiedener Gesundheitsparameter berechnet.
Nutzer:innen haben anschlieBend die Mdglichkeit, einzelne Einflussfaktoren wie z.B. BMI oder
Blutdruck auszuwahlen, um dartber nachzuvollziehen, in welchem Male sich jene
Einflussfaktoren auf das personliche Risiko auswirken. Perspektivisch kénnte die Darstellung
zudem um eine zeitliche Komponente erganzt werden, um die Entwicklung individueller
Risikofaktoren Uber einen bestimmten Zeitraum hinweg sowie deren Einfluss auf die
Risikoabschéatzung transparent darzustellen.

Die in Abb. 2 gezeigten grafischen Darstellungen basieren auf verschiedenen Generalized
Additive Models (GAMs), die mithilfe unterschiedlicher algorithmischer Implementierungen
erstellt wurden. Zum Einsatz kamen unter anderem Explainable Boosting Machines (EBM)
(Lou et al., 2012; Caruana et al., 2015), Interpretable Generalized Additive Neural Networks
(IGANN) (Kraus et al., 2024) und Modelle auf Basis von Splines pyGAM (Servén et al., 2018)
sowie klassische linearen Regressionsmodelle. Diese Modelle ermgglichen eine transparente
und differenzierte Darstellung der Zusammenhéange zwischen einzelnen Risikofaktoren und
dem prognostizierten Diabetesrisiko und dienen somit als Grundlage fir eine verstandliche
und interaktive Visualisierung.

Ziel einer solchen Darstellung ist es, die prognostizierten Ergebnisse fur die Nutzer:innen
nachvollziehbar und verstandlich aufzubereiten. Gleichzeitig sollen  mdbgliche



Handlungsoptionen aufgezeigt werden, mit denen die Betroffenen aktiv zur Verbesserung
ihrer individuellen Prognose beitragen kénnen.

4.3. Nutzerzentrierte Evaluation interpretierbarer ML-Modelle

Ziel der Nutzerstudien war es, zu untersuchen, wie unterschiedliche interpretierbare ML-
Modelle — insbesondere verschiedene Arten von Generalized Additive Models — in ihrer
grafischen Darstellung von Nutzer:innen wahrgenommen werden. Wahrend eine erste
explorative Studie in Zusammenarbeit mit der Leuphana Universitat und DOCYET mit einer
kleinen Anzahl an Probanden im Sinne einer Vorstudie durchgefiihrt wurde, um erste
Erfahrungen mit verschiedenen User Feedbacks zu erhalten, erfolgte anschlieend eine
umfangreichere Untersuchung im Rahmen einer Online-Studie mit einer groReren Anzahl an
Probanden. Ziel der groReren Studie war es, eine systematische Auswahl an objektiven
Interpretierbarkeitsmetriken zu entwickeln, um die visuelle Interpretierbarkeit von visuellen
ML-Modellausgaben messen und quantifizieren zu kénnen.

Diese sogenannten GAMetrics beschreiben Eigenschaften wie z.B. die Anzahl an
Extrempunkten, Lange der Graphen oder visuelle Segmente innerhalb einer Kurve. Ein
besonders einfacher, aber wirkungsvoller Pradiktor war dabei die Anzahl der Extrempunkte,
welche — logarithmisch transformiert — 86,4 % der Varianz in der wahrgenommenen
Schwierigkeit der Visualisierungen erklaren konnten. Daraus wurde ein leicht anwendbares
Vorhersagemodell zur Einschatzung der Komplexitat entwickelt, das es erlaubt, bereits in
frihen Entwicklungsphasen ohne zusatzliche Nutzerbefragung Ruckschlisse auf die
Verstandlichkeit eines Modells zu ziehen. Abb. 3 zeigt eine Visualisierung der entwickelten
Metriken zur Beschreibung der grafischen Komplexitat interpretierbarer, grafischer
Modellausgaben. Dargestellt ist jeweils der Einfluss des Blutzuckerspiegels auf eine
Diabetesprognose. Alle 15 Kurven reprasentieren dasselbe zugrunde liegende Merkmal des
gewahlten Diabetes-Datensatzes. Horizontal sind jeweils drei unterschiedliche GAM-
Implementierungen dargestellt: Links ein EBM-Modell im Sinne eines baumbasierten
GAMs (Lou et al., 2012; Caruana et al., 2015), in der Mitte ein Spline-basiertes GAM (Hastie
& Tibshirani, 1987) und rechts ein IGANN-Modell, das auf Gradient Boosting und speziell
angepassten neuronalen Netzen basiert (Kraus et al.,, 2024). Die vertikalen Reihen
visualisieren jeweils eine der fiunf entwickelten und untersuchten Metriken zur Bewertung der
grafischen Komplexitat, darunter z.B. die Anzahl der Hoch- und Tiefpunkte oder visuelle
Segmente. Diese GAMetrics greifen dabei auf etablierte Wahrnehmungsmodelle aus der
Visual-Analytics-Forschung zurick (Graziani et al.,, 2022) und verbinden diese mit
Erkenntnissen Uber kognitive Belastung beim Lesen von Graphen (Sun et al., 2022).
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Abb. 3: Visualisierung verschiedener Metriken zur Messung der Interpretierbarkeit im

Sinne der grafischen Komplexitat verschiedener Generalized Additive Models.

Im Rahmen der Studie wurde zudem ein einfaches Vorhersagemodell entwickelt, das die
wahrgenommene Komplexitat in Form von kognitiver Belastung (Cognitive Load) beim Lesen
von GAM-Visualisierungen quantitativ schatzt. Abb. 4 zeigt hierfur beispielhaft fir drei GAM-
Visualisierungen sowohl die gemessene als auch die vom Modell vorhergesagte kognitive
Belastung (mean perceived cognitive load vs. predictive cognitive load). Die Ergebnisse
zeigen, dass das Modell insgesamt gut geeignet ist, um die Verstandlichkeit verschiedener

Modellvarianten zu bewerten.

Die Ergebnisse der Nutzerstudie wurden im Rahmen eines Konferenzbeitrags veréffentlicht

(vgl. Kapitel 5, Forschungsbeitrag F6).
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Abb. 4: Visualisierung von drei verschiedenen GAM-Implementierungen auf Basis
eines Eingabeparameters, einschlieB3lich der durch unser Modell vorhergesagten
wahrgenommenen Komplexitat und der empirisch gemessenen Komplexitét.

4.4. Entwicklung und Validierung der wiederverwendbaren ML-Pipeline

Im Rahmen des Projekts wurde eine wiederverwendbare und leistungsfahige Machine-
Learning-Pipeline entwickelt, die urspringlich fur die Analyse der im Projekt geplanten
Patient:innendaten konzipiert wurde. Da sich die Erhebung dieser Daten jedoch verzégerte,
wurde die Pipeline zunachst anhand des o6ffentlich verfiigbaren MIMIC-III-Datensatzes im
Kontext der Intensivmedizin erprobt. Ziel war es, sowohl die technische Funktionsfahigkeit als
auch die Modellarchitektur vorab zu validieren. In der Pipeline wurden unterschiedliche
Modelltypen integriert — von klassischen Ansatzen wie linearer/logistischer
Regressionsmodelle Uber leistungsstarke Black-Box-Modelle (z.B. Gradient Boosted Trees
oder neuronale Netzwerke) bis hin zu intrinsisch interpretierbaren Modellen wie EBM, IGANN
und weiteren GAM-basierten Modellvarianten.

Diese Vorarbeiten dienten nicht nur dem Performance-Vergleich, sondern legten auch die
Grundlage fur eine spatere Anwendung auf die geplanten Studiendaten. Ein wesentlicher
Fokus lag zudem auf der Validierung interpretierbarer Modelle: In Gesprachen mit
medizinischen Expertiinnen wurden die gelernten Zusammenhdnge — etwa zwischen
Vitalparametern und Mortalitatsrisiko — auf ihre Plausibilitait und Ubereinstimmung mit
medizinischem Wissen gepriift. Die Ergebnisse bestatigten die fachliche Nachvollziehbarkeit
und Relevanz der generierten ML-Modellausgaben und zeigten das Potenzial interpretierbarer
ML-Modelle fur den praktischen klinischen Einsatz.

Ein weiterer wichtiger Aspekt dieser Arbeit war die Bertcksichtigung soziodemografischer
Merkmale wie Alter, Geschlecht und ethnische Zugehérigkeit. Die Pipeline wurde gezielt so
konzipiert, dass sie systematische Vergleiche der Vorhersagegenauigkeit sowohl mit als auch
ohne Einbezug solcher sensiblen Merkmale ermdglicht. Dadurch lassen sich potenzielle
Verzerrungen erkennen, die etwa durch indirekte Zusammenhénge (sogenannte Proxy-
Effekte) entstehen kdnnen — d.h. wenn sensible Merkmale nicht direkt, aber durch korrelierte



Variablen unbewusst innerhalb des Modells in die Prognoseerstellung einflieRen. Diese
Variablen wurden bewusst in die Modelle integriert, um Fairness-Aspekte explizit
berticksichtigen und mogliche Diskriminierung friihzeitig identifizieren zu konnen. In der
Diskussion mit medizinischen Expertiinnen wurde insbesondere betont, dass solche
Merkmale zwar zur Prognoseleistung beitragen konnen, gleichzeitig jedoch kritisch reflektiert
und ethisch sensibel gehandhabt werden missen — ein Aspekt, der in der auch in der Literatur
zunehmend betont wird (Utkin et al., 2022; Mhizha et al., 2022). Alle gewonnenen
Erkenntnisse wurden in einem Forschungsbeitrag verdffentlicht (vgl. Kapitel 5,
Forschungsbeitrag F5) und sind als Open-Access-Material frei verfligbar.

4.5. Generalisierbarkeit von interpretierbaren ML-Modellen

Ein weiterer zentraler Schwerpunkt der Arbeit lag auf der Untersuchung der
Generalisierbarkeit ~und  Ubertragbarkeit ~ der  entwickelten =~ ML-Modelle  auf
Patient:innengruppen anderer Kohorten und Standorte. Diese Fragestellung ist insbesondere
fur die urspringlich geplante Diabetes-Anwendung von hoher Relevanz. Gerade bei
komplexen ML-Modellen ist unklar, wie gut diese auf andere Kontexte Ubertragbar sind (Khunti
et al., 2022; Zhu et al., 2021). Unterschiede in der verwendeten Sensorik (z.B. durch
unterschiedliche Hersteller) oder die Anwendung bei Bevoélkerungsgruppen auf3erhalb der
urspringlich betrachteten Grundgesamtheit — etwa bei Patient:innen auf3erhalb Deutschlands
— kdnnen zu Fehlklassifikationen und potenziell gefahrlichen Vorhersagen filhren (Yang et al.,
2021a; Wang et al., 2022).

Vor diesem Hintergrund wurde die bestehende Pipeline gezielt erweitert, sodass Modelle auf
einem Datensatz trainiert und auf einem anderen getestet werden konnten. Zudem wurde die
Mdglichkeit geschaffen, verschiedene Kombinationen beider Datensatze fiir Training und
Evaluation zu konfigurieren. Ziel war es, besser zu verstehen, welche Modelltypen auch bei
begrenzter Datenverfligbarkeit zuverlassig arbeiten und unter welchen Bedingungen es
sinnvoll sein kann, externe Datenquellen in gesundheitsbezogene ML-Anwendungen zu
integrieren.

Da jedoch absehbar war, dass im Rahmen der geplanten Erhebung fir die Diabetes-
Anwendung bzw. die angestrebt AddIChron-App nur wenige bzw. keine verwertbaren
Datenpunkte zur Verfigung stehen wirden, wurde der Fokus auf einen anderen
medizinischen Anwendungskontext gelegt, wo bereits ein absehbarer Datenzugang in
Aussicht stand. Konkret handelt es sich hierbei um einen intensivmedizinischen
Anwendungskontext im Rahmen einer Kooperation mit dem Universitatsklinikum Dresden und
der Professur fir Betriebswirtschaftslehre, insbes. Industrielles Management, der
Technischen Universitat Dresden, wo gemeinsam mit Prof. Dr. Peter Spieth und Prof. Dr. Udo
Buscher der Gesundheitsverlauf von Patient:innen untersucht wurde. In diesem Zuge konnte
der Zugriff auf einen umfangreichen klinischen Datensatz mit patientenbezogenen
Informationen des Universitatsklinikums Dresden hergestellt werden. Der Datensatz stammt
von einer internistischen Intensivstation und enthélt eine Vielzahl klinischer Routinedaten.
Aufgrund seiner inhaltlichen und strukturellen Ahnlichkeit zum bereits zuvor verwendeten



MIMIC-Datensatz (vgl. Kapitel 3) eignete er sich besonders gut, um die Ubertragbarkeit und
Robustheit der entwickelten ML-Modelle unter realitatsnahen klinischen Bedingungen zu
evaluieren.

Unsere empirischen Experimente und Untersuchungen zeigten, dass ML-Modelle fir
einfachere Vorhersageziele wie z.B. Mortalitdt und Verlegbarkeit grundsatzlich zwischen
verschiedenen Standorten (z.B. Krankenhausern in verschiedenen Kontinenten) tbertragbar
sind. Allerdings variiert die Generalisierbarkeit je nach Modelltyp. Wéahrend komplexere
Modelle wie Gradient Boosted Trees und neuronale Netze in der Regel eine etwas héhere
Vorhersagegenauigkeit auf dem Trainingsdatensatz erzielen, zeigen die untersuchten GAM-
Varianten als Vertreter der intrinsisch interpretierbaren Modelle beim Transfer auf externe
Datensatze eine deutlich hohere Robustheit. zudem weisen GAMs geringere
Leistungsverluste auf und sind weniger anféllig flr verzerrte populationsspezifische Muster.
Insbesondere bei begrenzter lokaler Datenverfiligbarkeit bieten einfachere Modelle wie GAMs
eine verlassliche Alternative, da sie weniger zur Uberanpassung (engl.: “Overfitting”) neigen
und somit eine bessere Generalisierbarkeit gewahrleisten.

Zusatzlich konnte mithilfe von systematischen Analysen der nachvollziehbaren visuellen
Modellergebnisse der GAMs gezeigt werden, dass die von den Modellen erlernten
Zusammenhange zwischen Patientendaten und klinischen Vorhersagezielen weitgehend
konsistent sind — sowohl zwischen unterschiedlichen Modelltypen auf demselben Datensatz
als auch zwischen Modellen, die auf standortiibergreifenden Datensatzen trainiert wurden.
Diese Erkenntnisse haben eine hohe praktische Relevanz. Sie unterstitzen die Auswahl
geeigneter Modelltypen fur den klinischen Einsatz unter unterschiedlichen datenbezogenen
Rahmenbedingungen und betonen zugleich die Notwendigkeit einer standardisierten
Erfassung und Dokumentation medizinischer Daten. Darlber hinaus verdeutlicht die Studie
die Bedeutung systematischen Analysen von granularen Modellergebnissen bei der
Einflhrung externer Modelle in neue klinische Umgebungen — insbesondere, um potenzielle
Abweichungen frihzeitig zu erkennen, Vertrauen bei medizinischem Fachpersonal
aufzubauen und die Patientensicherheit zu gewdhrleisten. Die visuelle Transparenz und
Nachvollziehbarkeit der interpretierbaren Modelle wird hierbei als Schlissel fir eine sichere
Ubertragung von Modellen in neue Kontexte gesehen.

Alle gewonnenen Erkenntnisse wurden in einem Forschungsbeitrag zur Einreichung in eine
Fachzeitschrift gebracht (vgl. Kapitel 5, Forschungsbeitrag F8). Im Marz 2025 gab es bereits
eine positive Antwort zur Moglichkeit einer Uberarbeitung des Manuskripts, die aktuell
durchgefihrt wird.

4.6. Weiterentwicklung interpretierbarer ML-Methoden

Ein zentraler methodischer Schwerpunkt des Forschungsvorhabens war die kontinuierliche
Weiterentwicklung interpretierbarer ML-Modelle mit dem Ziel, nicht nur leistungsfahige,
sondern auch transparente und nachvollziehbare Vorhersagemodelle - insbesondere flir den
Einsatz im medizinischen Kontext - zu entwickeln. Ein erster Ansatzpunkt war die haufig



diskutierte Frage, ob eine hohe Vorhersageleistung zwangslaufig mit einer geringen
Nachvollziehbarkeit/Interpretierbarkeit einhergehen muss. Im Rahmen des Vorhabens wurde
dieser Zielkonflikt systematisch untersucht, indem verschiedene interpretierbare
Modellklassen - darunter inshesondere sieben verschiedene GAM-Implementierungen in
Form verschiedener Architekturvarianten (Kim et al., 2022; Kraus et al., 2024; Sun et al., 2022)
- mit komplexeren, nicht interpretierbaren Modellen wie Gradient Boosted Trees, Random
Forests oder Neuronalen Netzen verglichen wurden.

Die Ergebnisse der umfangreichen Analyse auf Basis von 20 verschiedenen Benchmark-
Datenséatzen zeigen, dass moderne, gut konzipierte GAM-Varianten in vielen Fallen mit der
Prognosegiite komplexer Modelle mithalten kénnen, dabei aber ein deutlich héheres Mal3 an
Transparenz bieten. Mit Hilfe verschiedener Evaluationsmethoden wurden die verschiedenen
Arten von ML-Modellen hinsichtlich des Zielkonflikts zwischen Leistungsfahigkeit und
Interpretierbarkeit qualitativ sowie quantitativ bewertet. Abb. 5 zeigt das aggregierte Ergebnis
des umfangreichen Modellvergleichs. Die Erkenntnisse der Untersuchung wurden in einem
Forschungsbeitrag verdéffentlicht (vgl. Kapitel 5, Forschungsbeitrag F7).

Results for Classification and Regression Tasks
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Abb. 5: Empirische Einordnung verschiedener Machine-Learning-Modelle
hinsichtlich der Bewertungsdimensionen “Vorhersagegiite” und “Interpretierbarkeit”.

Aufbauend auf diesen Erkenntnissen wurden mehrere algorithmische Weiterentwicklungen
vorgenommen. So wurde eine GAM-Variante entwickelt, die auf neuronalen Netzen basiert
und die Fortschritte auf diesem Gebiet nutzen kann (z.B. parallele Berechnungen auf
mehreren GPU-Clustern oder Integration von Monotonie) (vgl. Kapitel 5, Forschungsbeitrag



F1). Weiterhin wurden neue Modelle konzipiert, umgesetzt und evaluiert, die komplexere,
semi-strukturierte  Datenformate — wie z.B. Zeitreihen, Prozessverlaufe oder
hochdimensionale tabellarische Daten — verarbeiten kénnen, ohne dabei an mangelnder
Transparenz bzw. Nachvollziehbarkeit zu leiden (vgl. Kapitel 5, Forschungsbeitrage F3 und
F4).

Weiterhin wurde gezielt an methodischen Weiterentwicklungen zur automatischen Feature
Selection gearbeitet, um bei einer grof3en Anzahl an potenziellen Eingabeparametern die
kognitive Belastung fur Nutzer:innen zu reduzieren und die Modellinterpretation auf die
wesentlichen Zusammenhénge zu fokussieren (vgl. Kapitel 5, Forschungsbeitrag F2).

Dabei wurden die entwickelten Modelle nicht nur auf ihre Performance im Sinne der
Vorhersagegtite hin evaluiert, sondern auch darauf, inwieweit die gelernten Zusammenhange
mit medizinischem Fachwissen Ubereinstimmen und ob die Visualisierungen dieser
Zusammenhange fir Anwender nachvollziehbar sind (vgl. Kapitel 5, Forschungsbeitrage F5
und F8). Damit tragen die methodischen Arbeiten des Projekts entscheidend zur Frage bei,
wie Kl-gestitzte Systeme im Gesundheitswesen vertrauenswirdig, erklarbar und sicher
gestaltet werden kdnnen.



5. Verwertbarkeit der Projektergebnisse

5.1. Wissenschaftliche Veroffentlichungen in Fachzeitschriften und Konferenzen

Ein Grofdteil der im Rahmen des Projekts gewonnenen wissenschaftlichen Erkenntnisse
wurde bereits in Fachzeitschriften oder auf hochrangigen wissenschaftlichen Konferenzen mit
jeweiligen Begutachtungsverfahren veroffentlicht. Weitere Beitrdge befinden sich derzeit im
Review-Prozess oder sind bereits zur Veroffentlichung angenommen. Die Publikationen
behandeln zentrale Fragestellungen des Projekts — insbesondere im Bereich interpretierbarer
ML-Modelle, deren Anwendung im medizinischen Kontext sowie der Evaluation von
Vorhersagegute, Erklarbarkeit und Generalisierbarkeit. Nachfolgend sind die wichtigsten
Veroffentlichungen aufgelistet, die auf zentralen Erkenntnissen des Forschungsvorhabens
aufbauen:

e Der Forschungsbeitrag F1 “Interpretable Generalized Additive Neural Networks” wurde
im Juni 2023 im European Journal of Operational Research (VHB-Rating 2024 - Teilrating
WINF: A) zur Veréffentlichung angenommen und im September 2024 abgedruckt. Der
Beitrag beschaftigt sich mit der Entwicklung eines neuartigen interpretierbaren ML-Modells
mit dem Namen “IGANN”, welches es ermoglicht, die erfassten Zusammenhange
zwischen Pradiktoren und Zielvariablen in einer verstandlichen und leicht
nachvollziehbaren Form darzustellen. Im Rahmen des Projektes wurde das Modell fir die
Diabetes-Prognose getestet, um die Pradiktoren fir eine Verbesserung oder
Verschlechterung der Diabetes-Prognose fir Patienten verstandlicher zu machen und mit
Expert:innen aus dem Fachgebiet zu diskutieren. Das Modell fokussiert dabei zunéachst
primar auf einfache Input-Variablen, die in tabellarischer Form gegeben sind (z.B. Alter,
Geschlecht, aufgenommene Nahrungsmittel, gelaufene Schritt, aggregierte Biomarker-
Daten).

Referenz: Kraus, M., Tschernutter, D., Weinzierl, S., & Zschech, P. (2024). Interpretable
generalized additive neural networks. European Journal of Operational Research, 317(2),
303-316. https://doi.org/10.1016/j.ejor.2023.06.032

e Forschungsbeitrag F2 “IGANN Sparse: Bridging Sparsity and Interpretability with Non-
linear Insight” wurde im April 2024 auf der European Conference on Information Systems
2024 (VHB-Rating 2024 - Teilrating WINF: A) angenommen und anschlief3end im Juni
2024 auf der Konferenz in Zypern prasentiert. Der Beitrag beschéftigt sich mit der
Weiterentwicklung des zuvor genannten IGANN-Modells zur Verbesserung der
Interpretierbarkeit im Fall einer gro3en Anzahl an Input-Variablen. Das weiterentwickelte
Modell mit dem Namen “IGANN-Sparse” ist somit in der Lage, die relevanten
EingangsgroRen automatisiert zu selektieren und damit die Komplexitat im Zuge der
Modelldiagnose und -interpretation deutlich zu reduzieren. Im Rahmen des Projektes


https://doi.org/10.1016/j.ejor.2023.06.032

sollte untersucht werden, welche Anzahl von Eingangsvariablen eine Prognose mit hoher
Genauigkeit ermoglicht, ohne die Nutzer:innen der Anwendung zu Uberfordern.

Referenz: Stoecker, T., Hambauer, N., Zschech, P., & Kraus, M. (2024). IGANN Sparse:
Bridging Sparsity and Interpretability with Non-linear Insight. Proceedings of the 32nd
European Conference on Information Systems (ECIS), Paphos, Cyprus.
https://aisel.aisnet.org/ecis2024/track22 innrm/track22 innrm/1

Der Forschungsbeitrag F3 “Best of Both Worlds: Combining Predictive Power with
Interpretable and Explainable Results for Patient Pathway Prediction” wurde im April 2023
auf der European Conference on Information Systems 2023 (VHB-Rating 2024 - Teilrating
WINF: A) angenommen und anschlieRend im Juni 2023 auf der Konferenz in Kristiansand
prasentiert. Der Beitrag beschaftigt sich mit der Entwicklung eines weiteren ML-Modells
mit dem Namen “HIXPred”, welches in der Lage ist, neben tabellarischen Datenstrukturen
auch Prozess- und Zeitreihendaten zu verarbeiten, wéhrend die Erklarbarkeit bzw.
Interpretierbarkeit der Ergebnisse dank der Einbettung einer post-hoc-analytischen
Erklarungsmethode gewéhrleistet bleibt. Die Verarbeitung solcher Datenstrukturen ist von
besonderem Interesse, da Biomarker-Daten typischerweise in Form von hochauflésenden
Zeitreihen aufgezeichnet werden.

Referenz: Zilker, S., Weinzierl, S., Zschech, P., Kraus, M., & Matzner, M. (2023). Best of
Both Worlds: Combining Predictive Power with Interpretable and Explainable Results for
Patient Pathway Prediction. Proceedings of the 31st European Conference on Information
Systems (ECIS), Kristiansand, Norway. https://aisel.aisnet.org/ecis2023 rp/266/

Forschungsbeitrag F4 “A Machine Learning Framework for Interpretable Predictions in
Patient Pathways” wurde im April 2024 in der Fachzeitschrift “Health Care Management
Science” (VHB-Rating 2024 - Teilrating WINF: A) verdffentlicht. Der Beitrag beschaftigt
sich mit der Weiterentwicklung HIXPred-Modells aus Forschungsbeitrag F3, welches es
erlaubt, neben tabellarischen Datenstrukturen auch Prozess- und Zeitreihendaten zu
verarbeiten. In der Erweiterung wurde einerseits eine neuartige interpretierbare LSTM-
Zelle zur Verarbeitung von sequentiellen Datenstrukturen entwickelt und andererseits
wurde eine GAM-basierte Verarbeitung von tabellarischen Datenstrukturen integriert, um
tabellarische Input-Variablen mit hoherer Flexibilitdt (z.B. Blutzucker mit tagesgenauer
Auflésung) abzudecken und somit hohe Vorhersagegenauigkeiten zu erreichen.

Referenz: Zilker, S., Weinzierl, S., Kraus, M., Zschech, P., & Matzner, M. (2024). A
machine learning framework for interpretable predictions in patient pathways: The case of
predicting ICU admission for patients with symptoms of sepsis. Health Care Management
Science, 27(2), 136—-167. https://doi.org/10.1007/s10729-024-09673-8
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https://doi.org/10.1007/s10729-024-09673-8

Der Forschungsbeitrag F5 “Leveraging Interpretable Machine Learning in Intensive
Care” wurde im September 2024 in der Fachzeitschrift “Annals of Operations Research”
(VHB-Rating 2024 - Teilrating WINF: B) verotffentlicht. Im Rahmen des Beitrags werden
verschiedene Arten von interpretierbaren ML-Modellen im Bereich Klinischer
Prognoseaufgaben getestet und miteinander verglichen. Neben einem Leistungsvergleich
der Modelle gegeniber traditionellen Black-Box-Modellen wird insbesondere die
Interpretierbarkeit der Modelle untersucht. Dazu wurden medizinische Experten zu den
von den Modellen gelernten Zusammenhangen befragt und deren klinische Validitat
diskutiert. Daruber hinaus wurde untersucht, wie im Rahmen des Modelltrainings mit
kritischen bzw. sensiblen Variablen (z.B. Geschlecht, Herkunft, Alter) umzugehen ist, um
einerseits eine hohe Vorhersagegenauigkeit zu gewdhrleisten und andererseits
Diskriminierungseffekte aufgrund soziodemographischer Merkmale auszuschlieZen.

Referenz: Bohlen, L., Rosenberger, J., Zschech, P., & Kraus, M. (2024). Leveraging
interpretable machine learning in intensive care. Annals of Operations Research.
https://doi.org/10.1007/s10479-024-06226-8

Forschungsbeitrag F6 “Quantifying Visual Properties of GAM Shape Plots: Impact on
Perceived Cognitive Load and Interpretability” wurde im September 2024 auf der Hawaii
International Conference on System Sciences (HICSS) (VHB-Rating 2024 - Teilrating
WINF: B) angenommen und im Januar 2025 auf der Konferenz auf Hawaii prasentiert. Im
Forschungsbeitrag werden verschiedene Mdglichkeiten untersucht, wie die
Interpretierbarkeit von GAMs mithilfe von quantitativen Metriken ausgedrickt werden
kénnen, um dadurch die Subjektivitét zu reduzieren und ML-Modelle hinsichtlich ihrer
Interpretierbarkeit optimieren zu kénnen. Aus Sicht des Verbundprojekts kdnnen so die in
der AddIChron-App dargestellten Prognosen hinsichtlich Ihrer Interpretierbarkeit fur
unerfahrene Endnutzer optimiert werden.

Referenz: Kruschel, S., Bohlen, L., Rosenberger, J., Zschech, P., & Kraus, M. (2025).
Quantifying Visual Properties of GAM Shape Plots: Impact on Perceived Cognitive Load
and Interpretability. Proceedings of the 58th Hawaii International Conference on System
Sciences (HICSS). https://hdl.handle.net/10125/109009

Forschungsbeitrag F7 “Challenging the Performance-Interpretability Trade-off: An
Evaluation of Interpretable Machine Learning Models” wurde im Februar 2025 in der
Fachzeitschrift “Business & Information Systems Engineering” (VHB-Rating 2024 -
Teilrating WINF: B) verdffentlicht. Im Beitrag wurde eine umfangreiche Evaluationsstudie
auf Basis von 20 Datensatzen durchgefuhrt, wo die Performance und Interpretierbarkeit
von sieben GAMs sowie sieben traditionellen ML-Modellen systematisch ausgewertet und
miteinander verglichen wird. Darlber wurde eruiert, ob nur komplexe ML-Modelle in der
Lage sind, hohe Vorhersagegenauigkeiten zu erzielen. Im Rahmen des vorliegenden
Forschungsprojekts spielen die Ergebnisse eine zentrale Rolle, um fir den konkreten


https://doi.org/10.1007/s10479-024-06226-8
https://hdl.handle.net/10125/109009

Anwendungskontext Handlungsempfehlungen aussprechen zu koénnen, fir welche
Einsatzszenarien, welche Klasse von Modellen besser geeignet ist.

Referenz: Kruschel, S., Hambauer, N., Weinzierl, S., Zilker, S., Kraus, M., & Zschech, P.
(2025). Challenging the Performance-Interpretability Trade-Off: An Evaluation of
Interpretable Machine Learning Models. Business & Information Systems Engineering.
https://doi.org/10.1007/s12599-024-00922-2

e Forschungsbeitrag F8 “Toward Generalizable and Interpretable Machine Learning
Models in Healthcare” wurde im Oktober 2024 in der Zeitschrift “Health Care Management
Science” (VHB-Rating 2024 - Teilrating WINF: A) eingereicht. Im Februar 2025 gab es
eine erste positive Riickmeldung und befindet sich derzeit in einer Uberarbeitung. Der
Beitrag beschaftigt sich mit der Generalisierbarkeit und Ubertragbarkeit von ML-Modellen
im medizinischen Kontext. Hierbei wird untersucht, in welchem Malf3e sich einmal trainierte
Modelle auf neue Szenarien anwenden lassen, um die gelernten Zusammenh&nge zu
Ubertragen. Die Erkenntnisse von interpretierbaren Modellen bieten hierbei einen
vielversprechenden Weg, um die Ubertragung von Modellen im medizinischen Kontext
sicherer zu machen und unser Verstandnis der Faktoren zu vertiefen, die flr die
Verallgemeinerbarkeit von Modellen wesentlich sind.

Referenz: Bohlen, L., Rosenberger, J., Zschech, P., Kraus, M., Hambauer, N., Zahringer,
D. (2025) Toward Generalizable and Interpretable Machine Learning Models in
Healthcare: Insights from ICU Mortality Predictions. Health Care Management Science.
(befindet sich im Begutachtungs- bzw. Uberarbeitungsprozess und ist daher nicht
zur vorzeitigen Veroffentlichung der Ergebnisse geeignet)

5.2. Entwickelte Werkzeuge

Um im Rahmen unserer Modelluntersuchungen und -vergleiche unabhangig von realen
Datensammlungen zu sein und dennoch das Verhalten sowie die Vorziige und Limitationen
der einzelnen Modellklassen zu eruieren, wurde ein umfangreiches Simulationstool
entwickelt. Mit dem Tool ist es méglich, verschiedene reale Anwendungsszenarien abzubilden
und sowohl die Vorhersagegenauigkeit als auch die Interpretierbarkeit der ML-Modelle
hinsichtlich einer vorab definierten Ground Truth zu evaluieren. Somit lassen sich
beispielsweise Untersuchungen anstellen, wie die entwickelten ML-Modelle mit
verschiedenen Datenverteilungen zurechtkommen oder wie sie in der Lage sind, bestimmte
Bias-Effekte zu erkennen und explizit in der Modellausgabe darzustellen. Das Tool wurde in
Python geschrieben und kann als Open-Source-Werkzeug von anderen Forschungsgruppen
Uber  folgender Repository  wiederverwendet  werden: https://github.com/HB-
Dynamite/DataGenerator
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5.3. Akademische Qualifizierungen

Neben den entwickelten Tools und vertffentlichten Forschungspapieren leistete das
Forschungsvorhaben einen wesentlichen Beitrag zur akademischen Qualifizierung der
beteiligten Projektteilnehmer.

So wurde mit Beginn des AddIChron-Projekts Herr Lasse Bohlen Uber die finanzierte
Drittmittelstelle an der FAU Erlangen-Nurnberg angestellt. Herr Bohlen hat einen Hintergrund
in Mathematik und Wirtschaftsinformatik und nutzte das finanzierte Forschungsvorhaben, um
sein Promotionsvorhaben unter dem Titel “Interpretable Machine Learning for Healthcare
Applications® durchzuflihren. Dank der gewonnenen Erkenntnisse aus dem Verbundvorhaben
sowie seinen hochrangig veréffentlichten wissenschaftlichen Beitrdgen wird Herr Bohlen
voraussichtlich im Herbst 2025 seine Doktorarbeit zur Begutachtung einreichen und somit das
Promotionsvorhaben erfolgreich abschlielen kénnen.

Des Weiteren gelang es Prof. Dr. Patrick Zschech mithilfe des AddIChron-Projekts im
nationalen sowie internationalen Raum hohere Sichtbarkeit fir seine Forschung im Bereich
Explainable Al und Interpretable Machine Learning zu erlangen. Wahrend das
Forschungsprojekt im Rahmen seiner Tatigkeit als Juniorprofessor an der FAU Erlangen-
Nurnberg startete und dort wesentlich zur erfolgreichen Zwischenevaluierung beitrug, erhielt
er in der Zwischenzeit mehrere Rufe an anderen Universitaten - darunter einen W2-Ruf an die
Universitat Leipzig im Marz 2023, einen W3-Ruf an die BTU Cottbus-Senftenberg im Februar
2024 sowie einen W2-Ruf an die TU Dresden im November 2024. Nachdem Herr Zschech im
Januar 2024 bereits an die Universitét Leipzig wechselte, steht im Mai 2025 voraussichtlich
der Wechsel an die TU Dresden bevor, wo mit verschiedenen Kollaborationspartnern (u.a. mit
Prof. Dr. udo Buscher, Prof. Dr. Peter Spieth) an die bisher erzielten Erkenntnisse und
wissenschaftlichen Erfolge des Projekts angekntipft werden soll.
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Kurzbericht zum BMBF-Forschungsprojekt

“AddIChron: Akzeptanz digitaler, datenbasierter Interventionen flir chronische Er-

krankungen am Beispiel Typ-2-Diabetes”

Hintergrund und Ziele

Das Verbundprojekt AddIChron zielte darauf ab, digitale Assistenzsysteme fur Patient:innen mit
Typ-2-Diabetes zu entwickeln und zu evaluieren. Hierbei sollten Kl-gestiitzte Chatbots und interpre-
tierbare Machine-Learning-(ML)-Modelle die Verhaltensadhéarenz férdern, individuelle Prognosen
ermdglichen und fur Patient:innen transparent nachvollziehbar sein. Im Fokus standen:

Die Identifikation relevanter Datenattribute (z. B. HbAlc, Bewegungsdaten, Wohlbefinden)

Die technische Entwicklung interpretierbarer ML-Modelle (z. B. Generalized Additive Mo-
dels, GAMs)

Die konzeptionelle Einbettung in eine nutzerfreundliche App mit verstandlicher Visualisie-
rung von Vorhersagen

Die Evaluation der Fairness und Erklarbarkeit der Prognosen unter Einbezug medizinischer
Expert:innen

Die Erstellung synthetischer Datensétze, um Modellverhalten zu testen (insb. bei verzdger-
ter Real-Datenerhebung)

Methodisches Vorgehen

Systematische Recherche nach Datenattributen fur Diabetes- und Gesundheitsanwendun-
gen (z. B. BMI, CGM-Blutzuckerwerte, Puls, subjektives Wohlbefinden).

Entwicklung einer ML-Pipeline fir tabellarische Daten, Zeitreihen und Prozessinformationen
(u. a. EBM, IGANN).

Nutzerstudien (Online-Studien und Expert:innen-Interviews) zur Bewertung der Interpretier-
barkeit verschiedener GAM-Visualisierungen.

Simulationstool zur Erzeugung synthetischer Datenséatze zur Validierung und Fairness-Ana-
lyse interpretierbarer ML-Modelle.

Evaluation auf offentlich verfiigbaren Datenséatzen (z. B. MIMIC-III) und auf intensivmedizini-
schen Daten in Zusammenarbeit mit dem Universitatsklinikum Dresden.

Zentrale Ergebnisse

1.

Relevante Datenparameter (z. B. HbAlc, Puls, Schritte, Chatbot-Interaktion) wurden syste-
matisch abgeleitet, um personalisierte Prognosen zu ermdglichen.

Interaktive GAM-Visualisierungen erwiesen sich als besonders verstandlich und verlassli-
che Grundlage fur Handlungsempfehlungen.

Nutzerzentrierte Studien bestétigten, dass grafische Komplexitat (z. B. Anzahl von Extrem-
punkten in Kurven) einen starken Einfluss auf die wahrgenommene Interpretierbarkeit hat.

Interpretierbare ML-Modelle (z. B. EBM, IGANN) kdnnen mit komplexen Black-Box-Modellen
konkurrieren, bieten aber deutlich mehr Transparenz.

Generalisierbarkeit: Modelle vom Typ GAM zeigten bei Transfer auf andere Datensétze eine
héhere Robustheit als komplexere Methoden.

Aufgrund regulatorischer Hirden und fehlender Ethikfreigaben konnten in diesem Projekt-
verlauf keine umfangreichen Realdaten von Typ-2-Diabetes-Patient:innen erhoben werden.
Der Fokus lag daher auf simulierten Daten und bestehenden Datenséatzen aus anderen me-
dizinischen Bereichen.



Ausblick und Verwertbarkeit

e Die im Projekt entwickelten interpretierbaren ML-Anséatze und Visualisierungsmethoden
sind generisch einsetzbar und kénnen in verschiedenen medizinischen Anwendungsfel-
dern (z. B. Intensivmedizin) zur fairen und transparenten Prognose verwendet werden.

e Das Simulationstool bietet Forschenden eine Open-Source-Grundlage, um ML-Modelle
ohne groRen Datenaufwand zu testen.

e Die Erfahrungen aus dem Projekt liefern wichtige Impulse, um in Zukunft individuelle Gesund-
heits-Apps unter strengen ethischen und datenschutzrechtlichen Anforderungen zu entwi-
ckeln und zu evaluieren.

e Die erzielten Forschungsergebnisse fuihrten zu hochrangigen wissenschaftlichen Publika-
tionen (vgl. Tabelle 1), stérken die Nachwuchsfdrderung (Promotion) und erhdhen die Sicht-
barkeit der Forschung auf nationaler und internationaler Ebene.

Tabelle 1: Ubersicht der wichtigsten projektbezogenen Publikationen

Forschungs-
beitrag

Titel

Quelle / Status

Kurzbeschreibung

F1

F2

F3

F4

F5

F6

F7

F8

Interpretable Generalized Additive Neural
Networks

IGANN Sparse: Bridging Sparsity and In-
terpretability with Non-linear Insight

Best of Both Worlds: Combining Predictive
Power with Interpretable and Explainable
Results for Patient Pathway Prediction

A Machine Learning Framework for Inter-
pretable Predictions in Patient Pathways

Leveraging Interpretable Machine Learn-
ing in Intensive Care

Quantifying Visual Properties of GAM
Shape Plots: Impact on Perceived Cogni-
tive Load and Interpretability

Challenging the Performance-Interpretabil-
ity Trade-Off: An Evaluation of Interpreta-
ble ML Models

Toward Generalizable and Interpretable
Machine Learning Models in Healthcare

EJOR (2024),
publiziert

ECIS (2024),
publiziert

ECIS (2023),
publiziert

Health Care
Management Science
(2024), publiziert

Annals of OR
(2024), publiziert

HICSS (2025),
publiziert

Business & Informa-
tion Systems Enginee-
ring (2025), publiziert

Health Care
Management Science
(2025), Uberarbeitung

Neuartiges neuronales GAM-Modell
(IGANN) fir interpretierbare Vorhersagen

Weiterentwicklung mit automatischer Fea-
ture-Selektion

Kombinierter Ansatz fir tabellarische Da-
ten und Prozess-/Zeitreihen

Einsatz von LSTM + GAM fir sequentielle
Daten (z.B. Sepsis-Prognose)

Vergleich interpretierbarer ML-Modelle in
der Intensivmedizin

Entwicklung quantitativer Interpretierbar-
keitsmetriken (GAMetrics)

Umfangreicher Vergleich interpretierbarer
vs. Black-Box-Modelle auf 20 Datenséatzen

Untersuchung der Modelltibertragbarkeit
und Robustheit zwischen verschiedenen
Kohorten/Standorten
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