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Teil I: Kurzbericht

1.1 ursprungliche Aufgabenstellung sowie der wissenschaftliche und technische

Stand an den angeknupft wurde

Die zentrale Motivation unseres Projektes ,Klnstliche Intelligenz zur Erfassung der Atmung
bei Milchkiihen (KAMI)“ war es, die Atmung der Kihe erstmals fiir landwirtschaftliche Betriebe
nutzbar zu machen, indem ein Prototyp zur automatisierten, bildbasierten und individuellen
Erfassung und Charakterisierung der Atmung von Kuhen in einer Zusammenarbeit zwischen
Wissenschaft, Industrie und Praxis entwickelt und in bestehende Melk- und Herdenmanage-
mentsysteme integriert wird. KAMI nutzt aus der Grundlagenforschung stammende Kl-Werk-
zeuge der Bereiche des  maschinellen Lernens, der  Mustererkennung,
-analyse und -vorhersage. Das KAMI-System wird z.B. durch neuronale Netze zur Erkennung
der Atemfrequenz (AF) aus der Flankenbewegung der Kiihe und aus Warmebildern der ein-
und ausgeatmeten Luft mit Hilfe des am ATB entwickelten druckbasierten Atemsensors trai-
niert. Untersuchungen haben bereits gezeigt, dass die AF von Milchkihen ein sehr sensitiver
Parameter ist, der schon friihzeitig eine Belastungssituation (z.B. Hitzestress, Stress in unge-
wohnter Umgebung, Schmerzen) sowie krankhafte Prozesse (Atemwegs-erkrankungen) und
die Schwere des Stresszustandes aufzeigen kann (Gaughan et al., 2000, Newby et al., 2013).
Die gangige Methode zur Bestimmung der AF von Rindern ist dabei das visuelle Zahlen der
Flankenbewegungen pro Zeiteinheit (Atemzige pro Minute) (DiBmann et al., 2022), was je-
doch sehr zeit- und arbeitsintensiv ist und durch die Anwesenheit einer Person zu einer Ver-
falschung der Atemfrequenz flhren kann. Bisherige Sensortechniken zur Erfassung der AF
mussen am Tier angebracht werden und benétigen haufig WLAN- bzw. Internetanbindung im
Stall (Eigenberg et al., 2000, Milan et al., 2016, Atkins et al., 2018, Strutzke et al., 2019).

1.2 Ablauf des Vorhabens

Der zeitliche Ablauf erfolgte weitestgehend wie in der Arbeitsplanung vorgesehen (s. Tab. 1).

1.3 Wesentliche Ergebnisse und Zusammenarbeit mit anderen Stellen

¢ Die Erfassung der Atmung ist grundsatzlich moglich mit Infrarotkameras, Tiefenkame-
ras und RGB Kameras.

¢ Am genausten scheint zum jetzigen Zeitpunkt die Erfassung mit Infrarotthermographie.

o Die Erfassung der Atmung funktioniert am besten in der Liegebox, da hier die Kihe
immer in der gleichen Position liegen und der Winkel zur Kamera ungefahr gleichbleibt,
keine anderen Tiere ins Bild treten und die Kiihe im Liegen wenig Bewegung zeigen.

e InderLiegebox kénnen mit Infrarotthermographie maximal 3 Kiihe parallel erfasst wer-

den, durch die Tiefenkamera kdnnen maximal 2 Kihe gleichzeitig erfasst werden.



Tab. 1: KAMI-Zeitplan (MS=Meilenstein)

Projektjahr 1 Projektjahr 2 Projektjahr 3
Ql 1Q2 | Q3 | Q4 | QI | Q2 | Q3 | Q4 | QI | Q2 | Q3 | Q4
I E;ntwicklung MS1
Aufnahmesystem
2: Integration in
AMS MS2
3: Daten-

MS3
erhebung
4: KI-Modelle fiir
Wirmebilder MS4
5: KI-Modelle fiir
Flankenbewegung uEy
6: Extrapolation MS6

Arbeitspaket

7: Evaluierung MS7

8: Vollstindiger MSS8
Prototyp
9: Projekt- MS9
management

Infrarotkamera (Zusammenarbeit: ATB, Uni Hildesheim, LVAT)

Durch Kombination der Tools Yolo, Kalman Filter und Savitzky-Golay Filter ist eine
automatische Erfassung mit der Infrarotkamera von maximal 3 Kiihen parallel mdglich.
Es bestehen Unterschiede in der Genauigkeit zwischen Sommer und Winter. Da im
Winter eine hdhere Temperaturdifferenz zwischen Ein- und Ausatmung besteht,
scheint hier die Erfassung der AF leichter als im Sommer. Die mittlere Abweichung
zwischen Referenzmethode und Infrarotkamera lag bei 3,6 Atemziige/pro Minute im
Winter.

Tiefenkamera (Zusammenarbeit: ATB, dida, LVAT)

Es wurden 4 verschiedene Methoden (M) der Auswertung der Tiefenkameradaten ver-
glichen: RGB-Punktverfolgungsmodell (M1), geometrische Grofien unter Verwendung
der Tiefeninformationen (M2), ,End-to-End-Modell* unter Verwendung einzig der RGB-
Daten (M3) und ein End-to-End Modell unter Kombination der RGB- und Tiefendaten
als 4-Kanal-Eingang (M4).

Die Ergebnisse zeigen, dass M1 und M4 die AF mit dhnlich hoher Genauigkeit erfas-
sen.

Die Verwendung von Tiefeninformationen allein scheint fur die genaue Erfassung der
AF nicht geeignet zu sein. Die bertihrungslose Erfassung der AF mit M1 oder M4 bietet
eine vielversprechende, kostengunstige Alternative zu herkdmmlichen Methoden und
koénnte in Zukunft zu einer prazisen und stressfreien Erfassung der AF in Milchviehbe-

trieben beitragen.



Tell II: Eingehende Darstellung

2.1 Verwendung der Zuwendung und der erzielten Ergebnisse und Gegenuber-

stellung mit vorgegebenen Zielen

MS 1 Entwicklung des Aufnahmesystems

Siehe Finalbericht des Projektpartners ATB.

MS 2 Integration in ein automatisches Melksystem

Siehe Finalbericht des Projektpartners ATB.

MS 3 Datenerhebung

Siehe Finalbericht des Projektpartners ATB.

MS 4 Kl-Modelle fiir Warmebilder

Der grundsétzliche Ansatz fir den Meilenstein MS 4, Entwicklung von Kl-Modellen fir Warme-
bilder, bestand in der Erfassung der Temperatur der Nusternregion der Kiihe, um aus charak-
teristischen Temperaturschwankungen wahrend der Atmung die Atemfrequenz abzuleiten.
Beim Einatmen fiihrt die kihle Luft zu einer Abkihlung der Oberflache der Nistern, wahrend
die warme Atemluft aus der Lunge beim Ausatmen die Oberflache der Nistern erwarmt. Diese
Temperaturanderungen sollen mit Hilfe einer IR-Kamera erfasst werden, und aus der entspre-

chenden Temperaturkurve die Atemfrequenz abgeleitet werden.

Um dieses Konzept umzusetzen, wurden im Projektverlauf Kl-Algorithmen entwickelt, die den
Kopf der Kuh und die Nasternregion bzw. einzelne Nustern in einem IR-Video erkennen und
Uber die Zeit robust verfolgen kdnnen. Dies ist notwendig, da die Extraktion der Temperatur-
schwankungen prazise aus den relevanten Bereichen (Nisternregion bzw. Nistern) erfolgen
muss, um die charakteristischen Temperaturschwankungen der Atmung zuverlassig erkennen
zu koénnen. Weiterhin wurden Algorithmen entwickelt, um anhand der extrahierten Tempera-
turkurven die einzelnen Atemziige zu erkennen und daraus schlieBlich die Atemfrequenz zu
berechnen. Im Einzelnen waren die durchgefiihrten wesentlichen Arbeitsschritte zur Errei-

chung des Meilensteins MS 4 wie folgt:

Datenvorverarbeitung und -extraktion
Bilderzeugung fur die Kl-Pipeline
Annotation der Daten bezlglich der Position von Nusternregion und Kopf der Kuh

A w0 DN~

Training eines Objekterkennungs-Modells fir Einzelbilder



5. Entwicklung eines Tracking-Algorithmus zur Verfolgung von Objekten iber die Zeit
6. Pipeline zur Extraktion der Temperaturkurven

7. Entwicklung eines Algorithmus zur finalen Berechnung der Atemfrequenz

In einem ersten Ansatz haben wir dabei Modelle entwickelt, die die gesamte Nisternregion
zur Extraktion der Temperaturkurve erfassen. Allerdings hat sich in der Evaluierung dieses
ersten Ansatzes gezeigt, dass die Temperaturkurve der gesamten Nisternregion in manchen
Fallen nicht charakteristisch genug fir die Erkennung der Atemfrequenz ist. Im weiteren Ver-
lauf haben wir daher sowohl den Prozess der Datenannotation als auch die KI-Modelle und
Tracking-Algorithmen so Uberarbeitet, dass die rechte und linke NUster unabhangig vonei-
nander verfolgt werden kénnen, soweit diese zuverlassig sichtbar sind. Dies ist nétig, da je
nach Winkel zwischen dem Kopf der Kuh und der Kamera nur die rechte, nur die linke, oder
auch beide Nustern sichtbar sind. Die weitere detaillierte Beschreibung bezieht sich auf diese

zweite Generation der KI-Modelle und Gesamtpipeline.

1. Datenvorverarbeitung und -extraktion

Die von der Infrarotkamera erfassten Daten werden in einem proprietdren sogenannten SEQ-
Format aufgezeichnet. Dieses Format erfordert spezielle Software fir die Dekodierung und
Visualisierung. Das SEQ-Format verwendet eine Matrixstruktur zur Speicherung der aufge-
zeichneten Temperaturwerte, wobei jede Matrix dem Temperaturbild zu einem bestimmten
Zeitpunkt im Video entspricht. Der verwendete Datentyp flr die Matrizen sind ganze Zahlen,
wobei die Werte als Hundertstel eines Grades Celsius ausgedruckt werden. Ein Wert von
37,42 Grad Celsius wird somit als 3742 in der Matrix gespeichert. Um ein Objekterkennungs-
und Trackingmodell zu trainieren, ist es notwendig, die Daten in ein Bildformat (3-Kanal-RGB-
Daten) zu konvertieren, da existierende Implementierungen dieser Modelle Eingaben im
RGB-Format verarbeiten. Die genauen Details zur Konvertierung eines SEQ-Frames in ein
RGB-Bild werden im nachsten Abschnitt erldutert. Neben dem RGB-Bild werden in der Vor-
verarbeitung auch die tatsachlichen Temperaturwerte in Grad gespeichert, da diese fir die

spatere Erzeugung der Temperaturkurven bendtigt werden.

Zu Beginn der Projektarbeiten wurde zunachst eine semi-automatische Prozedur zur Konver-
tierung der proprietdren SEQ-Daten in Bilddaten und Temperaturwerte verwendet. Dabei
wurden Videos zunachst mit der proprietdren Software als SEQ-Dateien aufgenommen.
Diese Dateien wurden dann anschliefend mit entsprechenden Werkzeugen zunachst als
Rohdaten in CSV-Dateien konvertiert. Aus diesen wurden anschlieRend flr jeden Zeitpunkt
im Video einerseits Bilddaten (RGB-Bilder als JPEG) und andererseits Temperaturdaten

(Numpy-Dateien fur die weitere Verarbeitung in Python) erstellt.

Ziel war letztendlich jedoch ein Prototyp, der die Inferenz der Atmung in Echtzeit anhand

eines Videobildes ermdglicht, ohne manuelle Zwischenschritte zur Konversion. Daher wurde



die beschriebene semi-automatische Prozedur im Projektverlauf durch eine vollstandig auto-
matisierte und echtzeitfahige Variante ersetzt. Dazu haben wir ein direktes Interface zur IR-
Kamera in Python entwickelt, so dass die aus der Kamera eingehenden Daten ohne weitere
Zwischenspeicherung konvertiert und analysiert werden kdnnen. Dieses Interface empfangt
die Daten als Echtzeit-Datenstrom im SEQ-Format. Die Daten werden dann direkt in Bildda-
ten (JPEG-Format) und Temperaturwerte konvertiert. Die Bilddaten kénnen dann direkt an
die KI-Modelle weitergeleitet werden, die Kopf und Nustern der Kihe in Echtzeit verfolgen.
Zusatzlich kénnen Bilddaten, Videoausschnitte und Temperaturkurven natirlich auch fur die

spatere Analyse gespeichert werden.

2. Bilderzeugung fir die Kl-Pipeline

Verbreitete KI-Modelle zur Objekterkennung, die wir als Basis flir unsere Arbeiten im Projekt
nutzen wollten, erwarten als Eingabe ein Bild mit drei Farbkanéalen (sog. RGB-Bilder). Daher
mussten die Warmebilder der IR-Kamera in entsprechende RBG-Bilder umgewandelt wer-
den. Die Warmebilder lieferten einen Temperaturwert fur jedes Pixel im Bild. Zur Umwand-
lung in ein RGB-Bild musste eine entsprechende Farbskala gewahlt werden. Ein weiteres
Problem betrifft die Datentypen. RGB-Bilder werden durch ganzzahlige Werte im Bereich von
0 bis 255 fir die drei Kanale dargestellt. Im Gegensatz dazu decken die Originaldaten der IR-
Kamera einen gréReren Bereich ab, namlich von -2500 bis 13500 (entspricht -25 bis 135
Grad Celsius). Um mdglichst viel Informationen des urspriinglichen Bildes fir die Erkennung
von Temperaturveranderungen im Nusternregion der Kihe zu erhalten, wurden die Daten
des IR-Sensors zunachst auf einen kiirzeren Bereich von 800 bis 4200 (entspricht 8 bis 42
Grad Celsius) beschnitten. Anschlielend wurden die Daten in ein RGB-Bild umgewandelt,
wobei die ,inferno“-Farbskala fur das Kl-Modell und die ,nipy_spectral“-Farbskala fur die Vi-
deogenerierung verwendet wurde. Die ,Inferno“-Farbskala wurde aufgrund ihrer sequentiel-
len Natur ausgewahlt, bei der die Helligkeit linear mit dem Eingabewert zunimmt. Dadurch
erhielt das Objekterkennungsmodell konsistente Farbverlaufsinformationen. Die Farbskala
»Nipy_spectral“ wurde ausgewahlt, weil sie sich fir die Visualisierung als besonders geeignet
erwies; insbesondere um als menschlicher Beobachter die Atemvorgange auf dem Video
manuell zu zahlen. Eine andere Farbzuordnung, ,coolwarm®, wurde ebenfalls zu Visualisie-
rungszwecken getestet, spater aber durch ,nipy_spectral” ersetzt. Der Unterschied zwischen

den verschiedenen Farbskalen ist in Abbildung 1 zu sehen.



Abbildung 1. lllustration verschiedener Farbskalen: Originaldaten — Grauwerte (links
oben), CoolWarm (rechts oben), Nipy_Spectral (links unten) und Inferno (rechts unten).

3. Annotation der Daten bezliglich der Position von Nusternregion und Kopf der Kuh

Zielstellung des Kl-Modells ist es, bestimmte Zielregionen im Bild zu identifizieren, insbeson-
dere den Kopf, die NiUsternregion und einzelne Nustern aller Kiihe, die im aktuellen Bild sicht-
bar sind. Um ein solches Modell zu trainieren, musste ein Datensatz von Bildern erstellt wer-
den, in dem die relevanten Bereiche entsprechend annotiert waren. Der Prozess der Anno-
tation der Daten ist relativ zeitaufwandig; die Annotation wurde daher in mehreren Runden
durchgeflnhrt.

In der ersten Phase der Annotation wurden ca. 13.000 Bilder zufallig aus den konvertierten
IR-Videos extrahiert und von einer studentischen Hilfskraft der Universitat Hildesheim Uber
einen Zeitraum von drei Monaten annotiert. Dieser Prozess wurde ausschlief3lich fur die Nis-
ternregion und den Kopf der Kuh bzw. Kiihe (und noch nicht fir einzelne Nustern) durchge-
fuhrt. Aus den urspriinglich annotierten 13.000 Bildern wurden ca. 6000 Bilder fiir das Trai-
ning des Modells herausgefiltert, in denen die entsprechenden Zielregionen nicht verdeckt

und angemessen grofd waren.



Wie bereits erwahnt, war eine Erkennung der Nisternregion der Kiihe als Ansatz zur Verfol-
gung der Temperaturkurve nicht prazise genug. Daher haben wir in einer weiteren Annotati-
onsphase Daten in einer feineren Granularitat annotiert, indem einzelne Nustern separat an-
notiert wurden. Um die Effizient des Annotationsprozesses zu erhdhen und den Arbeitsauf-
wand zu verringern, wurde ein Selbstdestillationsprozess wie folgt eingesetzt. Aus der ersten
Runde der Datenbeschriftung wurden ca. 1.400 Bilder ausgewahlt, und die in diesen Bildern
vorhandenen Nustern wurden manuell annotiert. Anschlieffend wurde mit den 1.400 Bildern
ein Objekterkennungsmodell trainiert, das dann zur Annotation der restlichen Bilder verwen-
det wurde. SchlieRlich wurden die Bilder, die vom Modell annotiert worden waren, einer ma-
nuellen Uberpriifung unterzogen und soweit erforderlich Korrekturen vorgenommen. Zusétz-
liche Videos, die zur Verfiigung gestellt wurden, wurden ebenfalls in den Datensatz aufge-

nommen.

Insgesamt wurden im Rahmen der Annotation aus insgesamt ca. 100 IR-Videos mit einer
Gesamtdauer von ca. 1.000 Minuten etwa 17.000 Bilder extrahiert und annotiert. Auf diesen
Bildern wurden insgesamt 13.138 Kopfregionen, 11.943 Nusternregionen und 14.173 ein-

zelne Nustern annotiert.

4. Training eines Objekterkennungs-Modells fur Einzelbilder

Aus methodischer Sicht ist das Problem, den Kopf, die Nusternregion und auch einzelne
Nustern in einem gegebenen Bild zu finden (grundsatzlich auch fir mehrere Kiihe), ein Prob-
lem der sogenannten Objekterkennung. Ergebnis der Objekterkennung ist die Lokalisierung
der Zielregionen durch rechteckige Rahmen (Bounding Boxes), siehe auch Abbildung 3. Zur
Lésung des Problems haben wir auf dem YOLOv4-CSPDarknet-53-Modell (Bochkovskiy,
2020) aufgesetzt, das in verschiedenen Studien in der Literatur eine hervorragende Kombi-
nation von Genauigkeit, Robustheit und Effizienz (fir Echtzeitanwendungen) gezeigt hat. Das
Modell basiert auf einem sogenannten Convolutional Neural Network und kann Objekterken-
nung in einem einstufigen Durchlauf durch das Netzwerk durchfiihren, was die Effizienz des
Ansatzes erhdht.
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Abbildung 2. Trainingsverlauf (Verlust auf den Trainingsdaten als Funk-
tion der Iteration) flir das Training des Objekterkennungs-Modells

Einerseits hatten wir fir unsere Anwendung nur eine begrenzte Menge annotierter Daten zur
Verfligung (siehe oben); andererseits ist die Zielstellung der Erkennung von Gesichts- und
Nisternregionen von Kiihen in IR-Bildern deutlich verschieden von typischen Objekterken-
nungsaufgaben aus der Literatur (wie beispielsweise im MS-COCO Datensatz, der als Ziel
die Erkennung von Alltagsgegenstanden auf RGB-Farbbildern definiert). Zum Training unse-
res Modells haben wir daher einen Finetuning-Ansatz verwendet: wir starten mit einem auf
MS-COCO Datensatz vortrainierten Modell, und trainieren das Modell dann auf den oben
genannten annotierten Daten mit Kopfregionen, Nusternregionen und Nustern weiter. Die
zweite Trainingsstufe umfasste 6000 Iterationen, und dauerte etwa 9 Stunden auf einer GPU
vom Typ Nvidia RTX A5000. Abbildung 2 veranschaulicht die Trainingskurve des Objekter-

kennungsmodells.

Das so erhaltene Modell hatte Schwierigkeiten mit der Erkennung einzelner Nustern, da diese
im IR-Bild oft sehr klein (weniger als 6x6 Pixel) erscheinen, siehe auch Abbildung 3 fir eine
Visualisierung. In einem zweiten Durchgang haben wir das Modell daher darauf optimiert,
kleinere Objekte zu erkennen, indem die RastergroRe in der YOLO-Architektur angepasst
wurde. Aufderdem wurden Experimente zur optimalen Einstellung der Hyperparameter des
YOLO-Modells durchgeflihrt. Insgesamt ist damit die Erkennung auch sehr kleiner Objekte
wie Nistern zuverlassig mdglich. Abbildung 3 zeigt eine reprasentative Darstellung der Aus-
gabe des Objekterkennungs-Modells: Kopfe (violett), Nusternregion (dunkelgriin) und ein-
zelne Nistern (hellgriin) werden fiir zwei Kiihe im Bild erkannt. Dabei ist fir die Kuh links im

Bild aufgrund des Winkels nur die Erkennung einer Nlster moglich.
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Abbildung 3. Visualisierung der Ausgabe des Objekterkennungsmodells. The Rechtecke visualisieren
die erkannte Zielregion (Kopfregion, Nisternregion, einzelne Nistern). Nur die sichtbaren Nistern
werden erkannt. Die Werte in Klammern bezeichnen die Konfidenz des Objekterkennungmodells.

5. Entwicklung eines Tracking-Algorithmus zur Verfolgung von Objekten Uber die Zeit

Im Anwendungsfall wird das oben diskutierte Objekterkennungsmodell auf jedes Einzelbild
im IR-Videostream angewendet, bei 30 Einzelbildern pro Sekunde. Es markiert im Bild die
Zielregionen (Kopf, Nusternregion, einzelne Nustern) durch rechteckige Bounding Boxes,
siehe auch Abbildung 3. Um die durch die Atmung hervorgerufenen Temperaturveranderun-
gen im Laufe der Zeit beobachten zu kdnnen, muss jedoch eine konsistente Verfolgung der
Zielregionen Uber alle Einzelbilder im Video gewahrleistet sein. Dies wurde durch die Ver-
wendung eines Kalman-Filters mit konstanter Geschwindigkeit (Kalman, 1960) erreicht, um
konsistente Bounding Boxes (des Gesichts, der Nusternregion und der einzelnen Nistern der
Kuh) fir die gesamte Videoeingabe zu erhalten. Der Kalman-Filter bestimmt aus den poten-
ziell verrauschten Einzelvorhersagen des Modells fir die Zielregionen die wirkliche Position

der Zielregion moglichst genau und robust zu schatzen.



Dardber hinaus wurde die intrinsische hierarchische Beziehung zwischen den Zielregionen
ausgenutzt, um den Trackingprozess zu verbessern. Die oberste Zielregion innerhalb der Hie-
rarchie ist die Kopfregion der Kuh. Wenn eine Nusternregion innerhalb der Bounding Box der
Kopfregion identifiziert wird, wird sie mit der Kopfregion verknipft. Wird innerhalb der Bounding
Box der Nusternregion eine Nuster identifiziert, so wird diese Nuster der Nusternregion zuge-
ordnet. Dieser Prozess ermoglicht die bessere Erkennung von Fehlern und eine konsistente

Verfolgung aller Zielregionen Uber lange Sequenzen von Einzelbildern.

Unser Tracking-Algorithmus implementiert auch eine gewisse Toleranz gegenuber Fehlern
des Objekterkennungsmodells. Falls eine Zielregion in einem Einzelbild nicht erkannt wird,
verwenden wir die Position der Zielregion im vorigen Einzelbild, um die aktuelle Position zu
schatzen. Unser Algorithmus ist so konzipiert, dass Zielregionen bis zu 30 Einzelbildern lang
verfolgt, wenn eine Zielregion voriibergehend nicht erkannt wird. Dies in beispielhaft in Abbil-
dung 3 zu sehen, wo die linke Nuster der rechten Kuh vom Objekterkennungsmodell nicht
erkannt wird und daher einen in Klammern angegebenen Konfidenzwert von Null hat. Der Tra-
cking-Algorithmus merkt sich jedoch die Position der Niister aus den vorhergehenden erfolg-

reichen Erkennungen.

6. Pipeline zur Extraktion der Temperaturkurven

Nachdem fir jede Kuh im Bild alle Zielregionen (in ihrer hierarchischen Verknipfung) identifi-
ziert wurden, kann die Temperaturkurve fir die Kuh extrahiert werden. Dazu wird in jeder ein-
zeln getrackten Nuster der jeweils hochste Temperaturwert extrahiert, und (falls zwei Nistern
getrackt werden) der Durchschnitt Gber beide Nustern gebildet. Falls fur eine Kuh keine ein-
zelne Nuster aktuell getrackt wird, wird stattdessen die hdchste Temperatur in der Nusternre-

gion verwendet.
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Abbildung 4. Illustration der extrahierten Temperaturkurve und ihrer geglatteten Version. Die
Ergebnisse des Peak-Detection-Algorithmus sind ebenfalls dargestellt.



7. Entwicklung eines Algorithmus zur finalen Berechnung der Atemfrequenz

Die aus den Daten extrahierte Temperaturkurve ist von Natur aus verrauscht und muss daher
vor der weiteren Verarbeitung geglattet werden. Zur Glattung verwenden wir einen Savitzky-
Golay-Filter (mit einer Starke von 3 und einer Fensterlange von 31). Das Ergebnis der Glattung

ist in Abbildung 4 dargestellt.

Anschlie3end wird die eigentliche Atemfrequenz anhand eines Zeitfensters von 60 Sekunden
(1800 Einzelbilder) geschatzt. Wir verwenden zunachst einen einfachen Peak-Detection-Algo-
rithmus, um die lokalen Maxima und Minima der Kurve und damit die einzelnen Atemzlige zu
identifizieren. AnschlieRend wird die Atemfrequenz aus dem durchschnittlichen Zeitintervall

zwischen den Atemzigen berechnet.

Vergleich zur urspriinglichen Vorhabensbeschreibung

Insgesamt zeigt sich im Vergleich zu der im Antrag enthaltenen Skizze des Arbeitspakets/Mei-
lensteins 4, dass die geplanten Fahigkeiten des Systems erreicht werden konnten und die
grundsatzliche Vorgehensweise (KI-Modelle zur Analyse der Infrarot-Aufnahmen) sich als ziel-
fuhrend erwies. Wie im Antrag skizziert haben wir technologisch vor allem auf tiefe neuronale
Netze, insbesondere Convolutional Neural Networks, zur Bildanalyse zurtckgegriffen. Im De-
tail sind wie oben beschrieben leicht andere technologische Losungen (z.B. Kalman-Filter statt
Long-Short-Term-Memory Networks) zum Einsatz gekommen, da sich diese nach genauerer

Analyse als passender herausgestellt haben.

M5 Kl-Modelle fiir Flankenbewequng

Siehe Finalbericht des Projektpartners dida Datenschmiede.

M6 Extrapolation

Siehe Finalbericht des Projektpartners ATB.

M7 Evaluierung

Wir berichten hier lber die Evaluierung der Bestimmung der Atemfrequenz anhand der Infra-
rotkamera. Fur die Evaluierung der Methode auf Basis der Tiefenkamera siehe den Finalbe-

richt des Projektpartners dida Datenschmiede.

Es wurden zwei Evaluationsdurchlaufe zur Abschatzung der Genauigkeit der Atemfrequenz-
bestimmung anhand der Infratorkamera durchgefiihrt. Um mdgliche saisonale Einflisse zu



untersuchen, basiert die erste Evaluierung auf Daten, die in den Wintermonaten November —
Januar aufgenommen wurden, die zweite auf Daten aus den Sommermonaten Juni und Juli.
Ziel der Evaluierung ist es, die von der oben beschriebenen KiI-Pipeline bestimmten Atemfre-
quenzwerte mit der echten Atemfrequenz in einem Zeitintervall zu vergleichen. Als Referenz
fur die echte Atemfrequenz wurden die Werte des physischen Atemsensors (siehe auch Final-
bericht des ATB) verwendet.

1 Evaluierung in den Wintermonaten

In den Wintermonaten wurden zur Evaluierung Infrarotvideos manuell aufgenommen wie im
Bericht Gber den Meilenstein MS 3 Datenerhebung beschrieben. Um realistische Abschatzun-
gen der Genauigkeit zu erhalten, werden fir die Evaluierung vollstandig neue Videos verwen-

det, die nicht zum Training der entsprechenden Modelle verwendet wurden.

Zur Evaluierung wird der anhand der oben beschriebenen KI-Pipeline extrahierte durchschnitt-
liche Atemfrequenzwert fir jeweils ein Fenster von 30 Sekunden im Video mit der durchschnitt-
lichen vom Atemsensor gemessenen Atemfrequenz im selben 30-Sekunden Fenster vergli-
chen. Fir die Wintermonate haben wir 45 Datenpunkte zur Verfligung (entsprechend etwa
22,5 Minuten Videozeit). Es ergibt sich ein durchschnittlicher absoluter Fehler in der Atemfre-
quenz pro Minute von 3,6, bei typischen extrahierten Atemfrequenzen pro Minute von etwa 30
im Winter (siehe auch Abbildung 5). Das entspricht einem relativen Fehler von etwa 12%.
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Abbildung 4. Scatterplot der von der KI-Pipeline vorhergesagten Atemfrequenz versus
der durch den Atemsensor gemessenen realen Atemfrequenz (Daten fiir Winter und
Dieser niedrige durchschnittliche Fehler zeigt, dass sich die Atemfrequenz zuverlassig und

relativ prazise mit Hilfe der beschriebenen Kl-Pipeline bestimmen I&sst.



2 Evaluierung in den Sommermonaten

Far die Evaluierung in den Sommermonaten wurden Evaluierungsvideos automatisch mit dem
in Abschnitt M8 beschriebenen Prototyp, der inzwischen zur Verfiigung stand, aufgenommen.
Ansonsten entspricht die Evaluierungsmethodik der fir die Wintermonate. Fir die Sommer-
monate standen insgesamt 71 Datenpunkte (entsprechend ca. 31,5 Minuten Videozeit) zur

Verfligung.

Ergebnis der Evaluierung in den Sommermonaten ist ein durchschnittlicher absoluter Fehler
in der Atemfrequenz pro Minute von 6,2, bei durchschnittlich extrahierten Atemfrequenzen von
etwa 40. Dieser Fehler ist relativ etwas hoher (ca. 15%) als in den Wintermonaten, was ver-
mutlich an den geringeren Temperaturdifferenzen zwischen ausgeatmeter Luft und Umge-
bungsluft in den Sommermonaten liegt. Insgesamt zeigt sich aber, dass sich auch in den Som-
mermonaten die Atemfrequenz zuverlassig bestimmen Iasst, wenn auch etwas weniger pra-

zise als in den Wintermonaten.

Abbildung 4 zeigt die Korrelation zwischen den mit Hlife der Kl-Pipeline geschatzten Atemfre-
quenzen und den mit dem Atemsensor gemessenen realen Werten. Es zeigt sich eine grund-
satzlich gute Korrelation, entsprechend dem geringen gemessen absoluten Fehler. Fir ein-

zelne Datenpunkte gibt es allerdings auch starkere Abweichungen.

3 Diskussion der Ergebnisse

Es Iasst sich feststellen, dass die Genauigkeit der geschatzten Atemfrequenz durch hohere
Temperaturen der Umgebungsluft im Stall tendenziell negativ beeinflusst wird. Die Werte der
vorhergesagten Atemfrequenzen liegen etwa bei 31-33 fUr die Wintermonate und 38-41 fiir die
Sommermonate. Dabei liegt die Standardabweichung der Vorhersagen im Bereich 0.4 — 0.7
fur die Wintermonate und 0.05 — 0.25 fir die Sommermonate. Abbildung 6 verdeutlicht die
tendenziell héheren Fehlerraten fir hdhere Atemfrequenzen, und damit auch fur die Sommer-
monate insgesamt, indem sie den absoluten Fehler als Funktion der realen Atemfrequenz
zeigt. Abbildung 7 zeigt einen Bland-Altman Plot fir die gemeinsamen Daten aus den Som-

mer- und Wintermonaten, der die Differenz zwischen der realen und der geschatzten Atemfre-



quenz als Funktion der Atemfrequenz (gemittelt zwischen Vorhersage und realer Atemfre-

quenz)

zeigt. Wir sehen wiederum, dass die gréRReren Fehler tendenziell bei hdheren Atemfre-
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Abbildung 6 — Absoluter Fehler zwischen geschatzter und realer (vom Atem-
sensor gemessener) Atemfrequenz, als Funktion der realen Atemfrequenz.

guenzen auftreten.

4 Gewonnene Einsichten und Schlussfolgerungen beziiglich der Methode insgesamt

Nach Abschluss des Forschungsprojekts lassen sich gewisse prinzipielle Einsichten und Er-
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sse zur Berechnung der Atemfrequenz mithilfe von Warmebildkameras festhalten. Ers-
nn das Kl-Modell die Atemfrequenz mehrerer Kiihe in einem Stall genau messen. Fur

ssige und korrekte Ergebnisse mussen jedoch bestimmte Bedingungen erflllt sein.

Faktoren wie der Kamerawinkel und die Nahe zu den Tieren tragen wesentlich zur Leistung

des Modells bei. Fir dieses Projekt haben wir das Training unseres Modells auf einen einzigen
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chrankt, sodass seine optimale Leistung nur an diesem bestimmten Ort und mit diesem
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Figure 6 — Bland-Altman Plot, zeigt die Differenz zwischen gemessener und realer Atemfrequenz

als Funktion der Atemfrequenz (Durchschnitt zwischen realer und geschéatzter Frequenz).



Kamerawinkel gewahrleistet werden kann. Die Methode lasst sich jedoch fiir andere Beobach-
tungsperspektiven verallgemeinern, indem entsprechende Trainingsdaten aus anderen Per-

spektiven aufgenommen und in das Training des Modells integriert werden.

Zweitens wurde beobachtet, dass ein Anstieg der Umgebungstemperatur zu einem leichten
Anstieg der Fehlerrate fur die Methode fiihrt. Die Atemfrequenz Iasst sich aber auch bei héhe-

ren Umgebungstemperaturen insgesamt immer noch recht zuverlassig schatzen.

Dariiber hinaus wurde auch beobachtet, dass das Modell Schwierigkeiten hat, die Atemfre-
guenz genau zu bestimmen, wenn die Kihe schnelle Kopfbewegungen ausfihren. Dies liegt
daran, dass durch solche Bewegungen erhebliches Rauschen in das Temperaturextraktions-
verfahren eingebracht wird, was die Genauigkeit beeintrachtigt. Verbesserungen kénnten hier
erreicht werden, indem eventuell das Trackingverfahren verfeinert wird oder schnelle Kopfbe-
wegungen erkannt werden und die Berechnung der Atemfrequenz fur diese Bereiche des Vi-

deos dann ausgesetzt wird.

M8 Volistandiger Prototyp

Es wurden zwei Prototypen erstellt, zur Bestimmung der Atemfrequenz anhand der Infratorka-
mera und der Bestimmung der Atemfrequenz anhand der Tiefenkamera. Wir berichten hier
Uber den Prototyp auf Basis der Infrarotkamera. Fiur den Prototyp zur Tiefenkamera siehe Fi-

nalbericht des Projektpartners dida Datenschmiede.

Die in MS 4 beschriebene Kl-Pipeline zur automatischen Bestimmung der Atemfrequenz an-
hand der Infrarotaufnahmen wurde in einem Software-Prototyp implementiert, der direkt im
Versuchsstall in Gro3 Kreutz installiert wurde und dort in Echtzeit die Anwesenheit von Kiihen
im Kamerabild erkennen und ihre Atemfrequenz bestimmen kann. Weiterhin kann dieser Pro-
totyp vollautomatisch und Uber langere Zeitrdume Daten (ermittelte Atemfrequenzen und dazu
gehdrige Beispielbilder und -videos) erheben und speichern. Dies erlaubt grundsatzlich die
Sammlung umfangreicher Daten Uber die gemessenen Atemfrequenzen, auch im zeitlichen
Verlauf, ohne gréRRere manuelle Intervention. Solche Daten kdnnen fur die weitere wissen-
schaftliche Analyse potentiell sehr interessant sein. Die Speicherung von Bild- und Videodaten
erfolgt im Wesentlichen falls eventuell eine manuelle Verifikation gewlnscht ist oder fur even-

tuelle Fehleranalysen.

Zur Entwicklung des Prototyps wurde tber das ATB ein leistungsstarker Laptop (Lenovo Le-
gion 5, mit einer RTX 3080 GPU, Prozessor i7-12700H, 32 GB Hauptspeicher) beschafft und
im Versuchsstall in Grol3 Kreutz installiert. Das in MS 4 trainierte KI-Modell zur Objekterken-
nung sowie die weitere Pipeline mit Tracking-Algorithmus und Analyse der Temperaturkurve

wurde auf diesem Laptop installiert. Der Prototyp greift dabei direkt auf die mit dem Laptop



verbundene FLIR A65 Infrarotkamera zu. Der Prototyp nutzt zunachst das Objekterkennungs-
modell, um zu priifen, ob sich aktuell mindestens eine Kuh im Kamerabild befindet. Falls keine
Kuh detektiert wird, wird die Analyse des Videobilds fir 4 Minuten pausiert, und danach erneut
gepruft. Dies dient dazu, die thermische Belastung des Laptops in der Zeit zu minimieren, in

der sich keine Kiihe im Bild befinden.

Sobald Kiihe im IR-Videobild erkannt werden, werden die Kopfregion und einzelnen Nustern
aller Kiihe zunachst fir mindestens eine Minute verfolgt, bevor die Berechnung der Atemfre-
quenz startet, um eine hinreichend zuverlassige Datengrundlage fir die Schatzung der Atem-
frequenz zu gewahrleisten. Nach dieser initialen Minute startet die kontinuierliche Berechnung
der Atemfrequenz flr alle Kiihe im Bild, und die entsprechenden Atemfrequenzen werden in
CSV-Dateien gespeichert. Alle zehn Minuten wird zusatzlich ein einminttiger Ausschnitt aus
dem aktuellen IR-Video gespeichert. Diese Parameter (mindestens einminitiges Tracking,
Speicherung eines einmindtigen Abschnitts alle 10 Minuten) haben sich als zweckmaRig her-
ausgestellt, sind aber auch einfach zu andern.

Beim Test des aktuellen Prototyps hat sich gezeigt, dass der verwendete Laptop nach langerer
kontinuierlicher Ausfuihrung der Kl-Pipeline mdglicherweise thermisch zu stark belastet wird,
was zu einem Absturz des Systems fluhren kann. Um dieses Problem zu vermeiden, wird die
kontinuierliche Ausfihrung der Pipeline aktuell auf 15 Minuten begrenzt, und das System pau-
siert danach fiir funf Minuten. Diese Einschrankung konnte durch eine effektivere Kiihlung des

Laptops eventuell umgangen werden.

MS 9 Projektmanagement

Das Projektmanagement wurde vornehmlich von Projektpartner ATB durchgefihrt. Fir eine

detaillierte Beschreibung siehe den Projektbericht des ATB.

2.2 die wichtigsten Positionen des zahlenmalligen Nachweises
Der zahlenmaRige Verwendungsnachweis wurde vom Finanzdezernat der Universitat Hildes-
heim erstellt und gesondert eingereicht. Die fiir das Projekt wichtigsten Positionen sind der

Tab. 4 zu entnehmen.



Bezeichnung Beschreibung

Beschaftigungsentgelte Fur die Durchfihrung des Projektes wurde
eine Doktorandenstelle im Umfang von ins-
gesamt 23,5 Personenmonate besetzt.
Weiterhin wurden zwei studentische Hilfs-
krafte zur Datenannotation eingesetzt (Lohn-
kosten ca. 5800€).

Dienstreisen Es wurden Dienstreisen zu Projektbespre-

chungen in Potsdam und Berlin und einem
Besuch des Versuchsstalls in Grof3 Kreutz fi-

nanziert.

Tab. 4 wichtigsten Positionen des zahlenmé&ligen Nachweises

2.3 die Notwendigkeit und Angemessenheit der geleisteten Projektarbeiten

Die Universitat Hildesheim war im Projekt vor allem fur technologische Forschungs- und Ent-
wicklungsarbeiten im Bereich Kl zustandig. Diese Arbeiten waren fokussiert auf die Bearbei-
tung der Arbeitspakete/Meilensteine MS 4, MS 7 und MS 8, und damit zentral fir das Gelingen

des Projekts insgesamt.

Die entsprechenden Arbeiten wurden von den wissenschaftlichen Mitarbeiter:innen auf der
Doktorandenstelle und den studentischen/wissenschaftlichen Hilfskraften geleistet. Diese Ar-
beiten hatten nicht aus den reguldaren Haushaltsmitteln der Arbeitsgruppe geleistet werden
koénnen, insofern waren entsprechende Zuwendungen durch das Projekt notwendig. Die Uni-
versitat hat aus eigenen Mitteln beispielsweise entsprechende Recheninfrastruktur ins Projekt
eingebracht: so wurden alle im Projekt verwendeten KI-Modelle auf haushaltfinanzierten GPU-
Servern trainiert. Weiterhin erhielten Projektmitarbeiter administrative Unterstiitzung durch

existierende personelle Kapazitadten der Arbeitsgruppe und Universitat.

2.4 der voraussichtliche Nutzen, insbesondere die Verwertbarkeit des Ergebnis-
ses — auch konkrete Planungen fur die nahere Zukunft - im Sinne des fortge-

schriebenen Verwertungsplans

Eine wirtschaftliche Verwertung kommt vor allem fiir die wissenschaftlichen und technologi-

schen Gesamtergebnisse des Projekts in Frage, beispielsweise in Form von einer zukiinftigen



Zusammenarbeit mit entsprechend am Markt fir Tierwohimonitoring und Tiergesundheit akti-
ven Firmen. Diese moglichen Perspektiven zur wirtschaftlichen Verwertung der Gesamtergeb-

nisse des Projekts sind in Abschnitt 2.4 im Finalbericht des Projektpartners ATB skizziert.

Die spezifisch in den Arbeiten an der SUH gewonnen wissenschaftlichen Ergebnisse und Er-
kenntnisse werden durch Publikationen in Form von Fachzeitschriften und/oder als Fachbei-
trage auf Tagungen oder Konferenzen zielgruppenspezifisch prasentiert und verdffentlicht
(siehe Abschnitt unten bezlglich der in Arbeit befindlichen und geplanten Publikationen). Ge-
wonnene Erkenntnisse zur Entwicklung von Methoden zur Echtzeit-Objekterkennung und -
tracking kénnen mdglicherweise in anderen, ahnlich gelagerten Projekten unserer Arbeits-
gruppe (beispielsweise im Horizon-Europe Projekt BioMonitord CAP zum Biodiversitatsmoni-

toring) verwendet werden.

SchlieBlich flieRen Projektergebnisse unter Umstanden in die Lehre an der Universitat Hildes-
heim ein, und werden in Form von Projekt- und Abschlussarbeiten an Studierende weiterge-

geben.

2.5 der wahrend der Durchfihrung des Vorhabens dem Zuwendungsempfanger
bekannt gewordenen Fortschritt auf dem Gebiet des Vorhabens bei anderen

Stellen

Der relevante wahrend der Projektlaufzeit bekannt gewordene Fortschritt liegt einerseits (in
Bezug auf die Gesamtergebnisse des Projekts) im Bereich der Technologien fir das Monito-
ring von Atemfrequenz und anderen Gesundheitsparametern bei Milchkthen. Diese Entwick-
lungen werden im Abschnitt 2.5 des Finalbericht des Projektpartners ATB zusammengefasst.

Andererseits gibt es bekanntlich sehr schnelle und komplexe Entwicklungen im Bereich der
kunstlichen Intelligenz, die ebenfalls zu den im Projekt bearbeiteten Themen in Beziehung
stehen. Speziell im Bereich der Bildverarbeitung gibt es in Form sogenannter Vision Transfor-
mer-Architekturen (Dosovitskiy et al., 2021; Li et al., 2022) alternative Anséatze zu den im Pro-
jekt verwendeten Convolutional Neural Networks. Fir einige Bildverarbeitungsprobleme gelten
Transformer-basierte Ansatze inzwischen als Stand der Technik und liefern etwas genauere
Vorhersagen als Convolutional Neural Networks (CNNs). Transformer-Architekturen sind je-
doch typischerweise rechenaufwendiger als CNNs, so dass flir Systeme, die echtzeitfahig sein
mussen, CNNs weiterhin als Stand der Technik gelten kdnnen.

Verfahren der Echtzeit-Objekterkennung im Besonderen werden immer weiter bezliglich Ge-
schwindigkeit und Erkennungsgenauigkeit entwickelt, siehe beispielsweise (Jiang et al., 2022)

fur einen Uberblick Gber die Entwicklung der im Projekt verwendeten YOLO-Modellreihe. Wir



haben im Projekt auf dem Modell YOLOv4 (Bochkovskiy et al., 2020) aufgesetzt, welches be-
reits viele bekannte Optimierungen enthalt. Eventuell kdnnte sich die Erkennungsgenauigkeit
durch einen Umstieg auf noch neue Modellarchitekturen noch leicht steigern lassen; existie-
rende Implementierungen dieser neueren Modelle waren jedoch lizenzrechtlich flr den Einsatz

im Projekt problematisch.

2.6 die erfolgten oder geplanten Veroffentlichungen des Ergebnisses nach Nr.
5 der NKBF/NABF

Verdéffentlichungen der Projektergebnisse betreffen im Wesentlichen Gesamtergebnisse des
Projektes, und werden daher als gemeinsame Publikationen der verschiedenen Projektpartner
angefertigt. Eine Ubersicht (iber die erfolgten, in Arbeit befindlichen und geplanten Publikatio-
nen ist im Abschnitt 2.6 des Finalberichts des Projektpartners ATB aufgefiihrt.
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