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1. Ursprüngliche Aufgabenstellung 

Das Ziel des Bündnisses war es, innovative Schnelltests mit deutlich über den Stand der 

Technik hinausgehenden Produktkonzepten und Funktionalitäten für die Bereiche 

Veterinärmedizin und Humanmedizin (= Point of care (POC)-Tests) sowie Forensik, Umwelt- 

und Gefahrstoffanalytik zu entwickeln. Dabei sollen die in Südniedersachsen vorhandenen 

technologischen Kompetenzen in diesem Bereich um neueste wissenschaftliche Erkenntnisse 

ergänzt und durch kooperative Zusammenarbeit entlang der Wertschöpfungskette die 

Entwicklungszyklen bei den einzelnen Akteuren deutlich verkürzt werden. Göttingen soll damit 

zu einem „hot spot“ für die Entwicklung diagnostischer Schnelltests werden. 

Im Teilvorhaben von Castalytics wurde eine neuartige, digitale KI-Auswerteplattform für 

Schnelltests entwickelt. Diese ermöglicht es, erfasste Schnelltests (z. B. mittels Reader- oder 

Foto-aufgenommene Schnelltest-Ergebnisse) auf einer modularen Cloud-Plattform 

auszuwerten: die QUORUM-Plattform. 

2. Wissenschaftlicher und technischer Stand, an den angeknüpft wurde 

Big-Data-Plattform  

Die Sammlung großer Mengen an Daten zur Analyse und Vorhersage von Krankheiten ist 

bereits seit ca. 25 Jahren ein aktives Entwicklungsfeld1: Das Nationale Register für 

Infektionskrankheiten in Finnland sammelt seit 1995 das Auftreten von Infektionskrankheiten. 

Etwa 70 spezifizierte Mikroben sowie alle Blut- und Rückenmarksflüssigkeit-Befunde werden 

an das Infektionskrankheitenregister gemeldet. 

Geo-Tracking-Ressourcen in Echtzeit, wie z. B. Outbreak Near Me, nutzen das Feedback der 

Benutzer, Nachrichten und offizielle Berichte, um Ausbrüche in Echtzeit zu verfolgen. Diese 

App wurde vom Bostoner Kinderkrankenhaus, Google und der CDC entwickelt. Darüber 

hinaus hat die US-Bundesregierung unter dem Dach der Bioinformatik-Ressourcenzentren 

(BRCs) für Infektionskrankheiten des National Institute of Health mehrere frei zugängliche 

Datenbanken geschaffen, um Forscher bei der Erforschung von Infektionskrankheiten zu 

unterstützen. Auch bspw. die Regierung von Taiwan veröffentlicht detaillierte 

Gesundheitsstatistiken in Form einer regelmäßig aktualisierten Open-Access-Datenbank.  

 
1 O’Sullivan, Shane, et al. "Developments in transduction, connectivity and AI/machine learning for point-
of-care testing." Sensors 19.8 (2019): 1917. 
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Hierbei werden jedoch immer nur die finalen Analysen zur Verfügung gestellt. Eine Big-Data-

Plattform zur Sammlung und insbesondere Auswertung sowie Analyse von Schnelltest-

Ergebnissen existiert bisher nicht.  

KI-Schnelltestanalyse 

Der Stand der Technik im Bereich KI-Analyse für Labortests wird durch das Produkt PCR.AI 

repräsentiert, eine Plattform zum Hochladen von PCR-Testergebnissen, welche mittels eines 

patentierten Machine Learning Algorithmus ausgewertet werden. Studien zeigen dabei, dass 

die KI-basierte Auswertung akkurater und schneller als eine manuelle Auswertung ist. Der 

genutzte Algorithmus ist jedoch spezialisiert auf die Auswertung von PCR-Tests und kann 

nicht für Schnelltests - Spektren, besonders Multispektrale sowie Fotoaufnahmen - eingesetzt 

werden.  

Schnelltestergebnisse mittels Smartphone 

Der Stand der Wissenschaft und Technik bezüglich Smartphone-Analysen wird im Review-

Paper: 

Urusov, Alexandr E., Anatoly V. Zherdev, and Boris B. Dzantiev. "Towards lateral flow 

quantitative assays: detection approaches." Biosensors 9.3 (2019): 89. 

dargestellt. Die Autoren schreiben hier: „Unter solchen Lösungen ist die Verwendung von 

Fluoreszenzdetektion erwähnenswert. So haben Hou et al. ein Dual-Modality-Imaging-System 

auf Basis eines Smartphones entwickelt, das in der Lage ist, quantitative Messungen für 

Teststreifen mit farbigen oder fluoreszierenden Etiketten zu liefern. Zangheri et al. entwickelten 

ein tragbares Analysegerät, dass ein Smartphone in einen Chemilumineszenz-Detektor für die 

quantitative Lateral-Flow-Analyse verwandelt. Das Gerät besteht aus einem Smartphone mit 

Zubehör, das mit einem Desktop-3D-Drucker hergestellt werden kann. 

[…] Es ist zu beachten, dass die Reproduzierbarkeit der Ergebnisse bei 

Teststreifenaufnahmen, die mit herkömmlichen Methoden erstellt wurden, nicht sehr hoch ist. 

Der Grund dafür liegt in der Unmöglichkeit, die Positionen von Kamera und Teststreifen zu 

koordinieren und eine gleichmäßige Beleuchtung zu gewährleisten. Die Position eines 

Teststreifens zu fixieren und ihn gleichmäßig auszuleuchten, ist keine technische 

Herausforderung, erfordert aber für jedes Handymodell und jeden Test eigene Adapter.“ 

3. Ablauf des Vorhabens 

Zunächst wurde eine Datenplattform entwickelt, sodass die Projektpartner ihre generierten 

Testdaten hochladen konnten. Parallel dazu wurden Schnittstellen für verschiedene 
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Datenquellen entwickelt und der Grundaufbau der Smartphone-App konzipiert. Nachdem die 

ersten Testdaten des Giardien-LFA, der im sichtbaren Licht ausgewertet wird, vorhanden 

waren, wurde ein neuronales Faltungsnetzwerk (Convolutional Neural Network (CNN)) zur 

qualitativen Testauswertung trainiert. Die Erklärbarkeit der Auswertung wurde mit Hilfe von 

Saliency Maps realisiert. Die beiden Funktionen wurden in die App integriert und anhand eines 

realen Anwendungsfalls getestet. Als absehbar wurde, dass die multispektralen Daten nicht 

mehr rechtzeitig verfügbar sein würden, erfolgte aushilfsweise die Nutzung von CRP-

Teststreifen. Hierbei wurde das QUORUM-Verfahren zur Bestimmung des Weißabgleichs 

entwickelt. 

Für das Training der verschiedenen neuronalen Faltungsnetzwerken wurde eine 

Trainingsarchitektur entwickelt, die das effiziente Training von convolutional neural networks 

mit variierenden Parametern ermöglicht. Durch Festlegung definierter Parametervariation 

wurde ein semi-auomatisches Verfahren zur Parameteroptimierung entwickelt. Dieses wurde 

an einem experimentellen LFA-Test mit Fluoreszenzauswertung des Projektpartners Fassisi 

einem Praxistest unterzogen. Danach konnte die semi-automatische Parametrisierung bei 

einem kommerziell erhältlichen COVID-19-Test erfolgreich demonstriert werden. 

4. Wesentliche Ergebnisse 

 Big Data Plattform 

 Neuronales Netz zur Auswertung von Giardien-LFAs im sichtbaren Licht 

 Neuronales Netz zur Auswertung von fluoreszenzbasierten Giardien LFAs 

 Neuronales Nez für den Weißabgleich zwischen verschiedenen Chargen eines CRP-

Tests von nal von minden 

 Semi-automatisches Parametrisierungsverfahren zum Training neuronaler Netze 

 Smartphone-App für die KI-basierte Auswertung von LFA-Tests 

5. Zusammenarbeit mit anderen Stellen 

Im Zuge des Projekts fand eine Zusammenarbeit mit den Projektpartnern Fassisi GmbH, 

FiSens GmbH, Institut für Nanophotonik e.V. (IFNANO), Sartorius Stedim Biotech GmbH, nal 

von minden GmbH, Universitätsmedizin Göttingen, Gustav-August Universität Göttingen - 

Tierärztliches Institut statt. Zusätzlich fanden Netzwerkaktivitäten mit der Life Science Factory 

Göttingen, dem Science Park Kassel, dem Life Sciences Cluster Straßburg und dem MaRS 

Discovery District in Toronto statt. 
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1. Ergebnisse des Projekts 

AP 2.4.1: RUBIN-Projekt: Erweiterung des Netzwerkes mit Fokus auf die Start-Up und 
Gründerszene 

Übergeordnetes Ziel des RUBIN-Verbundes „SNiPoCC“ ist der Aufbau eines regionalen 

Clusters in Südniedersachsen für die Erforschung und Entwicklung neuartiger und innovativer 

Schnelltests. Hierzu werden die Kompetenzen verschiedener Akteure entlang der 

Wertschöpfungskette erstmals optimal verknüpft. 

Im Jahr 2022 wurde verschiedenen Akteuren der Verbund sowie das Projekt vorgestellt. Zu 

nennen sind hier insbesondere die Life Science Factory in Göttingen, der Science Park Kassel 

(hier besonders die Gründerszene) aber auch der Life Sciences Cluster in Straßburg. 

Im Jahr 2023 wurden die bereits begonnen Aktivitäten weitergeführt. Dabei wurde der MaRS 

Discovery District in Toronto, Kanada besucht. Dieser ist einer der größten Start-up-Hubs der 

Welt. Im Rahmen des Besuchs wurde das Projekt erörtert, um mögliche Kooperationspartner 

zu identifizieren. 

Im Jahr 2024 wurde mit der Planung des Hackathons begonnen und Kontakte zu den 

Hochschulen und Universitäten in der Region, wie beispielsweise Uni Kassel, Uni Göttingen 

und der HAWK vertieft. 

Aufgrund von mangelndem Interesse seitens der Studierenden wurde der für 2025 geplante 

Hackathon abgesagt. 

AP 2.4.2: Requirement-Analyse; Aufbau der Onthologie 

Ziel des Teilvorhabens ist die Analyse von Schnelltestverfahren mittels modularer 

Auswertealgorithmen. Zu diesem Zweck müssen die „Testaufnahmen“ (z. B. die Reader-

Ergebnisse oder die Fotos) zunächst in einer geeigneten Datenbank hinterlegt und später 

ausgewertet werden. Fokus dieses Arbeitspaketes ist die Untersuchung und Festlegung der 

benötigten Onthologie der Datenbank. 

Hierzu wurden umfassende Gespräche mit den Partnern geführt und die Anforderungen 

definiert. So hat sich bspw. herausgestellt, dass die Meta-Informationen eine deutlich größere 

Rolle spielen als ursprünglich gedacht: 

- Membranen: Für das Multiplexing können verschiedene Membranen eingesetzt 

werden. Diese wiederum verändern den Hintergrund (Weißabgleich), welcher 

abgezogen werden kann. Eine Möglichkeit ist die Vorverarbeitung der Daten, ggf. muss 

aber auch pro Membran eine KI speziell trainiert werden oder die KI mit der Zahl der 
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Membranen skaliert werden. Hierbei sind die Meta-Informationen, welche Membran 

genau genutzt wurde, sehr ausschlaggebend. 

- Fluorophore: Ähnlich verhält es sich mit den Fluorophoren. Auch hier werden für die 

verschiedenen Tests verschiedene Fluorophore genutzt, so dass auch hier die 

Baseline angepasst werden muss. Dies kann auch über Meta-Informationen 

berücksichtigt werden. 

Eine weitere wichtige Erkenntnis war, dass für den späteren Transfer der Verfahren 

(Datenbank, KI, etc.) ein möglichst automatisches Verfahren angestrebt werden sollte. So 

sollte die KI möglichst automatisch trainiert werden können, um Änderungen an den Targets, 

Membranen, etc. schnell einfließen lassen zu können. Eine manuelle Parametrierung ist zwar 

möglich, würde jedoch die Skalierbarkeit negativ beeinflussen. Dies wird im weiteren 

Projektverlauf berücksichtigt. 

Als Struktur der Datenbank wurden SQL und NoSQL (präferiert) untersucht. Dies hängt 

schlussendlich von der Anzahl der Fotos und Spektren ab und ob diese ggf. vorverarbeitet 

werden sollen. 

Die Datenbank konnte in der Cloud angelegt werden, sodass Schnelltestinformationen 

abgelegt werden können. Zudem können Schnelltests gruppiert werden und eine vorläufige 

Nutzerverwaltung ist angelegt. 

Innerhalb der Datenbank werden Bilddaten (z. B. Bilddateien) nicht direkt gespeichert, sondern 

können auf verschiedenen anderen Systemen abgelegt werden (z. B. lokale Speicher oder 

Amazon S3). Dadurch kann die Datenbank sehr flexibel genutzt werden, da je nach Art der 

gespeicherten Daten unterschiedliche Regularien eingehalten werden können. Beispielweise 

müssen menschliche Gesundheitsdaten lokal gespeichert werden, während zur Speicherung 

veterinärer Daten üblicherweise Cloud-Systeme genutzt werden. 

2.4.3: Interne Schnittstellenentwicklung 

Die Analyse von neuartigen Schnelltests wurde im Projekt an zwei beispielhaften Schnelltests 

umgesetzt: Einem ß-Laktam-Schnelltest (Auswertung mittels Reader) und einem Giardia-

Schnelltest (Auswertung mittels Fotos). 

Ziel des Arbeitspaketes ist die Entwicklung geeigneter Schnittstellen zum Input der Daten 

sowohl aus dem Reader als auch aus einer Handy-App. Hierzu wurden umfangreiche 

Voruntersuchungen mit den Partnern durchgeführt. 

Gemeinsam mit dem Partner FiSens wurde ein bestehender Reader untersucht, welcher über 

eine Bluetooth-Schnittstelle verfügt. Hierzu wurde ein Raspberry-PI genutzt, um die 
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Informationen des Readers zu übertragen. Ebenfalls wurde untersucht, inwiefern eine 

Netzwerkanbindung möglich ist. 

Die Handy-App zur Aufnahme der Fotos wurde ebenfalls untersucht. Grundlegende Fragen zu 

Störgrößen (bspw. Variationen in der Blut-Schnelltest-Interaktion) wurden dabei erörtert. 

Die Schnittstelle für FISens (Auswertung mittels Reader) wurde entwickelt. Da sich der 

zugehörige Reader noch in der Entwicklungsphase befindet, werden über die Schnittstelle 

derzeit nur Nullliniendaten verarbeitet werden. In der Zwischenzeit wurde die Schnittstelle 

anhand von realen Daten eines existierenden Readers für einen CRP-Schnelltest erprobt. 

Parallel dazu wurde eine Webapp zur Nutzung von Handykameras zum Upload von 

Schnelltestfotos entwickelt. Diese ist für die Handynutzung optimiert. 

AP 2.4.4 Externe Schnittstellenentwicklung  

Die externe API wurde entwickelt. 

Zunächst wurde versucht Kotlin dafür zu nutzen, eine einheitliche Schnittstelle für 

verschiedene Plattformen zu schaffen. Aufgrund des experimentellen Charakters dieses 

Ansatzes konnte allerdings keine Multiplattform-Kotlin-Schnittstelle entwickelt werden. 

Für die erste Iteration der Schnittstelle wurde deshalb eine RESTful Services-API 

programmiert. Diese kann durch alle Interessenten angesprochen werden und ist aufgrund 

des – gegenüber Kotlin – weniger experimentellen Charakters der Softwarelösung 

zuverlässiger. Gleichzeitig konnte das Ziel erreicht werden, keine proprietären Schnittstellen 

zu nutzen, wodurch die Interoperatibilität des Systems gestärkt wird. 
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Abbildung 1: Darstellung des API-Entwicklungsstands in Swagger 

In 2024 konnte die erste Stufe der OpenAPI-Schnittstelle fertiggestellt werden. Im Jahr 2025 

wurden die bestehenden Schnittstellen konsolidiert, sodass nun ein bidirektionaler 

Datenaustausch in vorhergesehenem Maße stattfinden kann (Daten können in die Plattform 

hochgeladen und aus der Plattform heruntergeladen werden). 

Kurz vor Ende des Projektes wurde seitens des Partners FiSense ein neues Ausgabeformat 

für die Reader-Dateien hinzugefügt. Das neue Format wird von nal von minden für die 

Aufnahme der Testdaten des entwickelten POC-Tests verwendet. Aufgrund der Kurzfristigkeit 

der Neuerung kann das Format noch nicht durch die Testplattform verarbeitet werden. Es ist 

derzeit unklar, ob dieses neue Dateiformat nach dem Ende des Projekts noch zur Plattform 

hinzugefügt wird. 

AP 2.4.5 UI-Entwicklung der Big-Data-Plattform 

Die ersten Ebenen des User Interfaces (UI) wurden entwickelt (siehe Abbildung 2). Dies 

umfasst sowie die Darstellung der erfassten Tests als auch die Visualisierung von 

Datenauswertungen, die in den anderen Projektmodulen durchgeführt wurden. 
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Abbildung 2: Screenshots des entworfenen User Interfaces 

In 2024 wurde die UI cloud-native aufgesetzt, um die Betriebskosten zu senken und den CO2-

Fußabdruck zu reduzieren. Hierfür wurde Platform-as-a-code-Technologie genutzt. Das 

Konzept ist in Abbildung 3 dargestellt. 

Das Benutzermanagement wurde in die AWS-Landschaft integriert, wobei die gängigen 

Compliancerichtlinien erfüllt wurden. 

Zwei Arten von Benutzergruppen wurden definiert: Menschen, die qualifizierte Daten 

(Testergebnisse) für das Training hochladen können und „normale User. Die Daten der ersten 

Gruppe können durch die Anwender für das Training gelabelt werden. Für „normale“ User Ist 

diese Funktionalität nicht verfügbar. Das System funktioniert als Webanwendung auf Handys 

und Tablets. 
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Abbildung 3: Darstellung des genutzten cloud-native-Konzepts 

AP 2.4.6: Entwicklung Algorithmus Steuerungssystem 

Die Subroutinen für die Batch-Auswertung konnten entwickelt werden. Das entwickelte 

Steuerungssystem wurde zur internen Qualitätssicherung in den anderen Arbeitspaketen 

genutzt. 

In 2024 wurden verschiedene Konzepte für die Trainingsautomatisierung ausgearbeitet (z. B. 

bei wie viel neuem Input in welcher Zeitspanne soll neu trainiert werden). 

Das erste Konzept war ein zentrales Verzeichnis mit verschiedenen Versionen trainierter 

Netze für unterschiedliche Anwendungsfälle, das von der UI des Algorithmus-Steuersystems 

zur Auswertung angesteuert wird. Die Laufzeit-Umgebung (Container), die von der UI zur 

Auswertung benutzt wird,  ist unabhängig von der verwendeten Cloud-Technologie und wurde 

dynamisch automatisiert durch das Algorithmus-Steuersystem für den Anwendungsfall neu 

erstellt und dann gestartet. Diese dynamische Vorgehensweise hat sich in der Praxis als zu 

langsam herausgestellt. Aus diesem Grund wird für jedes trainierte Netz nach 

Qualitätssicherung und Freigabe mit Hilfe eines halb-automatisierten Prozess eine cloud-

unabhängige Laufzeit-Umgebung (Container) durch das Algorithmus-Steuersystem erstellt 
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und in einem besonderen Verzeichnis (Repository) abgelegt. Dieses Verzeichnis, dass bereits 

ausführbare Container enthält, wird nun von der UI angesprochen, was den Vorgang 

beschleunigt. Der große Vorteil bei dieser Architektur ist, dass die UI für unterschiedliche 

Einsatzgebiete verwendet kann.  

Um die Betriebskosten und den CO2-Fußabdruck zu senken, wurde das bisher entwickelte 

System auf ein cloud-native-System portiert. 

 

 

AP 2.4.7: Entwicklung statistische Auswertemodule 

Die Auswertung erfolgt mit Hilfe von zwei Modulen: einem für die Fluoreszenzdaten des 

Readers und einem für die Bilddaten der Schnelltests. 

Für die Auswertung der Bilddaten wurde ein Datensatz zum Training der KI-Modelle 

zusammengetragen. Nach unseren Berechnungen wurden 3.000 Bilder benötigt. Leider 

konnten innerhalb des Konsortiums nur 100 Bilder zusammengetragen werden (Abbildung 4 

und Abbildung 6). Aus diesem Grund wurden diese Bilder mit Hilfe von verschiedenen 

Bildbearbeitungsmethoden modifiziert (Abbildung 5 und Abbildung 7). Dabei wurden die Bilder 

gedreht, verrauscht und künstlich verwackelt. Zusätzlich wurde die Belichtungsempfindlichkeit 

modifiziert und die Farben verfälscht. Mit Hilfe dieser Methoden konnte ein Trainingsdatensatz 

generiert werden. 
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Abbildung 4: Positiver Test 
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Abbildung 5: Beispiele für die Trainingsaufbereitung des positiven Tests 

 

Abbildung 6: Negativer Test 
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Abbildung 7: Beispiele für die Trainingsaufbereitung des negativen Tests 

Mit Hilfe dieses Datensatzes wurde ein CNN-ResNet-Modell darauf trainiert die 

Schnelltestergebnisse zu erkennen. Die Trainingsergebnisse sind in Abbildung 8 dargestellt. 

Als Programmbibliothek für die Entwicklung des Bilderkennungsmodells wurde PyTorch 

genutzt. 

 

Abbildung 8: Ergebnisse für die Auswertung von Schnelltests im sichtbaren Licht durch das trainierte 
neuronale Netz 

Da festgestellt wurde, dass aufgrund des technischen Fortschritts im Bereich KI-Methoden, 

statistische Auswertemethoden für die Fluoreszenzauswertung definitiv unterlegen sind, 

wurden keine statistischen Auswertemethoden für die Fluoreszenz-Tests entwickelt. 

AP 2.4.8: Parametrisierung statistische Auswertemodule 

Mit der  Erprobung der automatischen Parametervariation wurde 2023 begonnen. 

Die Ersatzdaten des Readers wurden erst 2024 geliefert, weswegen mit den Schnelltest-Daten 

begonnen wurde. Hierfür erfolgten Tests mit verschiedenen quantitativen Kategorien (z. B. wie 

stark ist die Testbande). Aufgrund der zu geringen Anzahl an Testdaten (bei quantitativer 

Auswertung kann die Datenmenge nicht wie in AP 2.4.7 durch Bildverfremdung erhöht werden) 

zeigte sich dieser Ansatz leider nicht zielführend. Nach Rücksprache mit dem 

Kooperationspartner wurde stattdessen eine binäre Auswertung weiter verfolgt. Aus diesem 

Grund wird für die Auswertung der LFT-Tests keine Parametervariation benötigt. 
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Die Ersatzdaten wurden mit Erfolg zum Training eines neuronalen Faltungsnetzwerkes 

genutzt.  

Ein eigenes neuronales Faltungsnetzwerk wurde entwickelt, da aufgrund des neuartigen Use 

Cases kein Transfer Learning (wie bei den Veterinär-Tests) möglich war. Als Modellarchitektur 

wurde ein eindimensionales Convolutional Neural Network gewählt. Dieses besteht aus 4 

Layern (zu Beginn 3, aber nicht mehr als 4). Bei jedem Durchlauf (pro Trainingschritt, 

Validierung, Test oder Auswertung) werden die Daten in den  verschiedenen Layer des 

Faltungsnetzwerkes auf bis zu 2.048 Dimensionen aufgefaltet. Diese Auffaltung ermöglicht es, 

dem neuronalen Netz Zusammenhänge zu erkennen. Am Ende der Architektur wurde ein 2D-

adaptiver Durchschnittspool implementiert, um die in der Spitze 2.048 Dimensionen zu 

reduzieren. 

Die Gründe für diese Modellauswahl sind die effiziente Auswahl sinnvoller Einzelkomponenten 

und die Beschränkung der Größe des Netzwerks. 

Aufgrund des Projektendes wird ggf. zukünftig für die fluoreszenzbasierte Reader-Auswertung 

eine statistische Auswertung realisiert, da diese schneller und günstiger zu realisieren ist als 

ein KI-Ansatz. 

AP 2.4.9: Entwicklung KI-Auswertemodule 

Im Zuge der Entwicklung der KI-Auswertemodule wurde das entwickelte ResNet-System 

erprobt. Dabei wurden die Fehlermaße untersucht. Folgende Fehlermaße wurden hierbei als 

relevant betrachtet: Recall (TPR) und Precision. 

Zum Ende von 2024 waren für zwei der vier benötigten Datenanalysen (Reader-CRP-LFA, 

Reader-Fluoreszenz, LFA mit sichtbarem Licht in Handyauswertung und LFA mit Fluoreszenz 

in Handyauswertung) ausreichend Trainingsdaten verfügbar: Die Auswertung der CRP-Daten 

im sichtbaren Spektrum mittels  Reader und die visuelle Auswertung der Veterinärdaten. Die 

Auswertung des CRP-Teststrips mit statistischen Methoden ist möglich und wurde im Projekt 

untersucht. Dabei zeigte sich, dass KI-basierte Methoden (neuronale Netze, 1D-CNN) 

aufgrund des technischen Fortschritts zwischen Antragsstellung und Projektdurchführung den 

statistischen Methoden in allen Anwendungsfällen überlegen oder ebenbürtig waren. Bei der 

statistischen Methode für die Auswertung des CRP-Teststrips wird für jede Charge eine 

manuelle Anpassung der Funktionskoeffizienten benötigt (z. B. Eingabe eines Koeffizienten, 

der die Differenz des Weißwertes zwischen den Chargen berücksichtigt). Bei der KI-basierten 

Methode für die Auswertung der CRP-Tests entfällt die manuelle Parameter-Anpassung der 

Funktionskoeffizienten durch den Einsatz der entwickelten Quorum-Technologie. Aus diesem 

Grund wurde das Auswertemodul für die visuelle CRP-Test-Auswertung ohne statistische 

Verfahren realisiert.  
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Bei der zweiten Datenanalyse handelt es sich um die Auswertung der veterinärmedizinischen 

Lateral Flow Tests. Diese sind mit statistischen Methoden nicht auswertbar, weshalb hier 

ausschließlich KI-Methoden (ResNet, als 2D-CNN-Architektur) untersucht wurden. 

In 2025 wurden die Schwarzlichtdaten der fluoreszenzbasierten Veterinär-Tests des Partners 

Fassisi erhalten. Hierfür wurden neue neuronale Netze trainiert (ResNet101), die mit guter 

Performance die Tests auswerten können (siehe Abbildung 9), jedoch schlechtere Werte 

zeigen als die Tests im sichtbaren Bereich (Accuracy 97,85 %, Abbildung 10). 

 

Abbildung 9: Testbilder eines vom neuronalen Netz korrekt erkannten, positiven Schnelltests (obere 
Bande: Kontrolle, untere Bande: Test) 

 

Abbildung 10: Ergebnisse für die Auswertung von fluoreszenzbasierten Schnelltests durch das trainierte 
neuronale Netz 

Die Auswertemethoden für die Spektraldaten müssen anhand von Trainingsdaten trainiert 

werden, die mit Hilfe der Analysegeräte selbst aufgenommen wurden. Da diese erst kurz vor 

Ende des Projekts fertig wurden, standen zum Projektende nur eingeschränkt Trainingsdaten 

in nicht verarbeitbarem Dateiformat zur Verfügung. Deshalb konnte kein Training neuronaler 

Netze erfolgen. Ein vergleichbares Netz wurde für die CRP-Spektraldaten (siehe Abbildung 

11) bereits im Jahr 2024 entworfen und trainiert. 
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Abbildung 11: Darstellung der Trainingsspektren (x-Achse: Längsrichtung des Teststreifens, y-Achse: 
Intensität des detektierten Lichts) 

AP 2.4.10: Parametrisierung KI-Auswertemodule 

Die Groboptimierung der Auswertemodule wurde durchgeführt. Für das Finetuning ist 

Castalytics auf die endgültigen Daten angewiesen. Diese wurden für die readerbasierte 

Auswertung von CRP-LFAs im Jahr 2025 vom Projektpartner nal von minden geliefert. 

Daraufhin konnte die überwachte Parametrisierung erfolgreich durchgeführt werden. 

Dabei wurde eine Teilautomatisierte Parametrisierung entwickelt, bei dem der  Vektorraum der 

möglichen Parameter auf sinnvolle Parameter durchsucht und eingeschränkt wird. Das 

bedeutet, es findet ein Meta-Training statt, in dem jeweils verschiedene neuronale 

Netzarchitekturen mit unterschiedlichen Parametern (z. B. Messbereich, Komplexität des 

ResNets, Drop-Out-Rate und Ort des Drop-Outs in der Architektur) auf Basis vorhandener 

Testdaten eines neuen Schnelltests trainiert werden. Die dabei resultierenden Netze 

unterscheiden sich u. a. in ihren Eingangsparametern und Gewichtungsfaktoren. Nachdem 

Einzel-Training erfolgt eine automatisierte Qualitätsauswertung der trainierten Netze. Die 

Entscheidung, welche Netze am besten zur Bewertung des jeweiligen Schnelltests geeignet 

ist, erfolgt in einem manuellen Schritt. 

Der Ansatz des Meta-Trainings führte zu einer signifikanten Verbesserung der 

Trainingsergebnisse und damit der Testauswertung. 

Anschließend wurde der Testansatz mit einem kommerziellen COVID-Test ausprobiert. Dabei 

konnte die teilautomatisierte Parametrisierung dazu genutzt werden, ein neuronales Netz zu 

trainieren, das das konkret genutzte Testmodell zuverlässig auswerten konnte. 

AP 2.4.11: Entwicklung „QUORUM“-Verfahren  



Castalytics GmbH Fkz: 03RU1U092D Seite - 18 - 
 
 
 
Das Kernproblem ist der Unterschied in der Hintergrundfarbe zwischen den verschiedenen 

Chargen des CRP-Tests. Zwar ist der Grundton immer weiß, jedoch ergeben sich zwischen 

den Chargen geringe Unterschiede im konkreten Weißton. Dies führt zu 

Klassifizierungsfehlern innerhalb des neuronalen Netzes. Ursprüngliche Ansätze, dies durch 

einen vorgelagerten Weißabgleich zu beheben, erwiesen sich nicht als zielführend, weshalb 

das realistisch zu erwartende Konzentrationsspektrum aufgeteilt wurde.  

Die Trainingsdaten bestehen aus Aufnahmen des CRP-LFAs, für die jeweils die analysierte 

CRP-Konzentration in der Probe bekannt ist. Dieser Datenbestand wurden nicht nach 

Chargen, sondern nach Konzentrationsbereichen eingeteilt. Dadurch existieren 10 Gruppen 

mit Daten, die sich innerhalb der Gruppe in der verwendeten Charge unterscheiden und 

außerhalb der Gruppe in der analysierten Konzentration. Innerhalb einer Gruppe bestehen nur 

geringe Konzentrationsunterschiede, sodass diese feinen Variationen vor wechselndem 

Hintergrund gezielt trainiert werden können.  

Mit den Daten jeder Gruppe wurden die Gewichte je eines neuronalen Faltungsnetzes mit 

eigen entwickelter Netz-Architektur (1D-CNN) trainiert, sodass am Ende zehn neuronale Netze 

existierten, die den gleichen Aufbau aber unterschiedliche Parameter- und 

Gewichtungsmatrizen aufwiesen.  

Im Rahmen der Analyse wird die Probe durch alle zehn neuronalen Netze analysiert. Das Netz, 

in dessen Trainingsbereich der zu bestimmende Konzentrationswert liegt, liefert dabei die 

Konzentrationsangabe mit der höchsten statistischen Sicherheit und wird ausgewählt. Liegt 

der Konzentrationswert im Übergang zwischen zwei Trainingsdatengruppen, wird der 

Ausgabewert durch Kombination der Ausgaben der korrespondierenden neuronalen Netze 

gebildet. Folglich findet das QUORUM nicht innerhalb des neuronalen Netzes oder einer 

anderen KI-Architektur statt, sondern wird auf Basis der Ausgabe mehrerer, getrennt 

arbeitender KI-Module berechnet.  

Es wurde erwogen diesen Schritt bereits in die CNN-Architektur aufzunehmen, allerdings 

stellte sich heraus, dass durch die Trennung des QUORUM-Prozesses vom Netz die 

Trainingszeit verringert werden kann und das Netz kompakter wird. 

AP 2.4.12: Erforschung „Explainability“ 

Um die Explainability der genutzten Bildauswertesysteme sicherzustellen wurden Saliency-

Maps untersucht. Saliency Maps für die KI-Bildklassifizierung sind Darstellungen, bei denen 

die Pixel des Bildes, die für die Klassifizierungsentscheidung besonders wichtig sind eingefärbt 

sind (siehe Abbildung 12). Bei der automatischen Testklassifizierung ermöglicht dies Fehler 

im Training zu erkennen. Ist auf den Saliency Maps nicht der Teststreifen für die 
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Bildklassifizierung verantwortlich, sondern z. B. die Produktbezeichnung des Schnelltests, 

liegt ein Trainingsfehler vor. 
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Abbildung 12: Beispiele für die Darstellung der Saliency-Maps 

Im Jahr 2024 konnte die Explainability für die humanmedizinischen Teststreifen realisiert 

werden. Der Grundansatz ist das im JB 2023 für die veterinärmedizinischen Schnelltests 

beschriebene Saliency-Verfahren. Dabei wird berechnet und ausgegeben, welcher Bereich 

der eingegebenen Daten für die Klassifizierung des neuronalen Netzes besonders relevant 

war. Im Fall visueller Informationen handelt es sich um den vom neuronalen Netz 

„betrachteten“ Bereich des Bildes. Der Unterschied zwischen Veterinär- und Humanmedizin 

im vorliegenden Projekt besteht darin, dass die Lateral Flow Test-Datenklassifizierung in der 

Veterinärmedizin mittels Saliency Maps (also einer zweidimensionalen Auflösung des 

„Betrachtungsbereiches“) und die Dipstick-Testdatenklassifizierung in der Humanmedizin 

mittels Saliency-Stripes (also einer eindimensionalen Auflösung des „Betrachtungsbereiches“) 

analysiert wird. 

In 2025 wurde die Explainability mit Hilfe eines analogen Vorgehens für die 

fluoreszenzbasierten Schwarzlicht-LFA-Tests von Fassisi und die Reader-Daten von nal von 

minden realisiert. 
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Abbildung 13: Saliency map für den in Abbildung 10 dargestellten fluoreszenzbasierten Schnelltest, 
schwarze Bereiche wurden durch das neuronale Netz zur Beurteilung des Tests herangezogen 

 

Abbildung 14: Saliency map für einen CRP-Test, weiß hinterlegte Bereiche im Spektrum wurden durch 
das neuronale Netz zur Bestimmung des Weißabgleichs genutzt 

 

 

 

AP 2.4.13: Erforschung Schnelltest-App 

In Absprache mit dem Partner Fassisi wurde die Auswertung der Schnelltests binär und nicht 

quantitativ ausgelegt. 

Die Möglichkeit zur Unterscheidung der einzelnen Schnelltests basierend auf individuellen QR-

Codes wurde in der Datenbankstruktur berücksichtigt. 
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Im Jahr 2024 wurde ein Prototyp der Schnelltest-App erstellt. Hierfür wurde das User Interface 

der App geplant und designt. Dieses ist in Abbildung 15 dargestellt. Zusätzlich wurden das 

Backend der App programmiert und interne Funktionalitätstests des Systems durchgeführt.  

 

Abbildung 15: : links: Anmeldemaske der App (Die Ausführung erfolgte neutral, sodass späteres Branding, z. B. 
durch Fassisi, möglich ist.) Mitte: Darstellung des Auswertungsinterfaces für Fotoaufnahmen von Schnelltests 

rechts: Darstellung eines positiven Testergebnisses 

Anschließend fanden externe Praxistests statt. Dafür wurde eine Katze identifiziert, die von 

Giardien befallen war. In regelmäßigen Abständen wurde die Katze mit Hilfe von Schnelltests 

und App getestet. Durch Abgleich der Ergebnisse mit Labortests konnte die Zuverlässigkeit 

des App-Prototypen beurteilt werden. Zusätzlich wurden Praxiserfahrungen im Handling der 

App gesammelt. Nach ersten Erkenntnissen ist die App funktional.  

Der beschriebene Prototyp wurde als Progressive Web App realisiert, da diese 

Vorgehensweise die Benutzung sowohl als mobile Webseite als auch als App ermöglicht, was 

sonst nur mit erhöhtem Arbeitsaufwand möglich ist (es muss sowohl eine mobile Website als 

auch eine App programmiert werden). Gegen Mitte des Jahres 2024 wurden Progressive Web 

Apps unvorhersehbarerweise im App-Store von Apple innerhalb der EU verboten. Damit war 

die Nutzung des Systems auf einem der meistverbreitetsten mobilen Betriebssystemen nicht 

mehr möglich, weswegen auf die Realisierung einer nativen App für die beiden wichtigsten 

mobilen Plattform Apple und Google (Android) umgestellt werden musste. Dieser Prozess ist 

gegenwärtig abgeschlossen. Die App durchlief im Jahr 2025 erfolgreich den 

Zulassungsprozess für die App-Stores von Apple und Google. 
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Im gleichen Jahr wurde mit Infektions-Monitor eine zusätzliche Webseite programmiert 

(inklusive Datenbank und Backend). Diese ermöglicht eine geographische Analyse des 

epidemiologischen Geschehens der Daten, die im Rahmen dieses Projektes von der Uni 

Göttingen erfasst worden sind. 

 

 

Abbildung 16 Der Infektionsmonitor 

 

AP 2.4.14: Intelligente Kompensation der Aufnahme 

Bei den Handyaufnahmen der Schnelltests wurde zunächst ein Weißabgleich erprobt, dieser 

Ansatz führte jedoch nicht zum Erfolg. Mit zunehmenden Trainingsergebnissen stellte sich 

heraus, dass ein Weißabgleich aufgrund der stark modifizierten Trainingsdaten nicht 

notwendig war. 

Da in AP 2.4.7. stark verrauschte Bilder zum Training des KI-Modells genutzt wurden, ist das 

Modell in der Lage auch ohne einen Weißabgleich die Tests auszuwerten. Vergleichbares gilt 

für die Kantenerkennung des Schnelltests. Durch die Drehung der Testbilder kann das 

ResNet-Modell ohne vorgelagerte Kantenerkennung den benötigten Bildausschnitt finden und 

klassifizieren. 

AP 2.4.15: Laborversuche Beta Laktam-Test 
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Bis zum Projektende wurden keine Versuchsdaten übermittelt. Das Arbeitspaket konnte somit 

nicht bearbeitet werden. 

AP 2.4.16: Laborversuche Giardien-Test 

Aus Zeitmangel wurde das Arbeitspaket nicht mehr durchgeführt. Allerdings wurden das 

Zusammenspiel aus Schnelltest und App bereits in Praxistests erfolgreich untersucht. 

AP 2.4.17: Entwicklung Demonstrator, Feldversuche 

Für den Giardien-Test fand ein Feldversuch mit einer erkrankten Katze statt (siehe AP 2.4.13). 

Für die übrigen Tests konnten aufgrund des Zeitmangels keine Feldversuche durchgeführt 

werden. Da die Fertigstellung der zweiten Reader-Iteration erst kurz vor dem Projektende 

möglich war, konnte die Verarbeitung des neuen Dateiformats in der Testplattform nicht 

innerhalb der Projektdauer realisiert werden. Demzufolge existiert kein vollständiger 

Demonstrator der Testplattform. Gleiches gilt für die KI-Auswertemodule. Für drei der vier 

Datenquellen konnten funktionale Auswerteeinheiten entwickelt werden, die menschlichen 

Beobachtern überlegen sind. 

Abgleich der Meilensteine: 

Die geplanten Meilensteine konnten trotz der aufgetretenen Projektverzögerungen 

größtenteils erreicht werden. Abweichungen gab es lediglich bei folgenden Meilensteinen: 

 Meilenstein 5: Es konnten durch die Projektpartner keine multispektralen Daten geliefert 

werden. Stattdessen wurde das Training mit ortsaufgelösten Spektren einer Wellenlänge 

durchgeführt, die von einem Teststreifen aufgenommen wurden. 

 Meilenstein 10: Es waren keine multispektralen Daten vorhanden, weswegen nur mit 

Einzelspektren gearbeitet werden konnte (siehe Meilenstein 5) 

 Meilenstein 11: Es wurde keine PAG-Analyse durchgeführt. Stattdessen wurde eine 

qualitative Analyse eines Giardien-Schnelltests entwickelt. Diese ist veterinärmedizinisch 

hochrelevant, da die KI-basierte Auswertung der optischen Auswertung durch Menschen 

klar überlegen ist. 

2. Wichtigste Positionen des zahlenmäßigen Nachweises 

Der größte Teil (über 95 %) der Kosten fiel in Form von Personalkosten an. Dies entspricht 

den Erwartungen, da das vorliegende Teilprojekt stark softwarebasiert war. Der nächstgrößere 

Posten (unter 4 %) entfiel auf sonstige Kosten, wo vor allem Cloudkosten und Kosten für die 

Nutzung von großen KI-Sprachmodellen anfielen. 
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3. Notwendigkeit und Angemessenheit der geleisteten Projektarbeiten 

Die geleisteten Projektarbeiten waren notwendig, um die Auswertbarkeit der im Projekt 

erforschten Schnelltests zu verbessern. Für die Lateral Flow Tests des Projektpartners Fassisi 

konnte eine App-basierte Auswertung erarbeitet werden, die veterinärmedizinische 

Schnelltests besser auslesen kann als Menschen. Dies ist besonders beim Nachweis von 

Giardien von Bedeutung. Diese werden in Form von Zysten ausgeschieden, die zur 

Ansteckung von anderen Tieren aufgenommen werden. Dabei ist bereits eine sehr kleine 

Anzahl an Zysten für eine Krankheitsübertragung ausreichend. Aus diesem Grund ist die 

falsch-negative Interpretation eines Schnelltests hier besonders fatal. Gerade bei der 

Vermeidung dieses Auswertefehlers zeigte die entwickelte KI ihre größte Stärke. 

Gleichzeitig wurde der Projektplan während der Durchführung den auflaufenden 

Verzögerungen angepasst, wodurch nur die Arbeitspakete bearbeitet wurden, von denen 

erwartbar war, dass im Laufe der Projektlaufzeit ein Mehrwert generiert werden konnte. 

Dadurch wurde die Angemessenheit der geleisteten Projektarbeiten sichergestellt. 

4. Voraussichtlicher Nutzen / Verwertbarkeit der Ergebnisse 

Auf wissenschaftlicher Seite existiert die Idee, den Infektionsmonitor in Betrieb zu nehmen. 

Hierfür ist noch eine Finanzierung notwendig. Prof. Neumann vom Veterinärmedizinischen 

Institut der Uni Göttingen bewertet aktuell mögliche Finanzierungsquellen. 

Der im Projekt entwickelte Giardien-Schnelltest soll durch Fassisi und nachgeschaltete 

Distributoren vermarktet werden. Dabei ist eine Kombination mit der entwickelten Schnelltest-

App zur Auswertung geplant. Die Testspezifität kann über QR-Codes gewährleistet werden, 

sodass nur Tests zahlender Distributoren durch die App auswertbar sind. 

Die Verwertung der Reader-Auswertung ist derzeit unklar. Durch Nutzung des 

Auswertesystems kann die Chargen-Kalibrierung des Readers unterbleiben. Die Nutzung des 

teilautomatisierten Parametrisierungssystems für multispektrale Tests hängt von der 

Finalisierung des Multispektralreaders ab. 

Das teilautomatisiertes Parametrisierungssystem wird voraussichtlich durch Castalytics für 

andere Anwendungsfälle neuronaler Netze genutzt werden (z. B. im Bergbau zur Steigerung 

der Vorhersagegenauigkeit von geologischen Modellen). Im Projekt wurde wichtiger und 

anwendungsangnostischer Infrastrukturaufbau für das Training von KI-Modellen geleistet. 

Neben der automatischen Parametrisierung ermöglicht die entwickelte Lösung auch eine 

Kostenreduktion für das Training von KI-Modellen, da die Durchführung des Trainings 

abhängig vom Strompreis am Spotmarkt durchgeführt werden kann. 
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5. Während der Durchführung des Vorhabens bekannt gewordener Fortschritt bei 

anderen Stellen 

Keine 

6. Veröffentlichung der Ergebnisse 

Keine 


