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I. Kurzdarstellung 

I.1 Aufgabenstellung 

Im Projekt Künstliche Intelligenz für hochaufgelöste Baumartenerkennung (kurz: KIHBA) wurde 

untersucht, welche Möglichkeiten es gibt, basierend auf der KI-Methodik ein Modell zur automa-

tisierten Baumartenklassifikation, das auf gesamt Bayern anwendbar ist, zu entwickeln. Der An-

stoß für das Projekt sind die dynamischen, klimawandelinduzierten Veränderungen in den baye-

rischen Wäldern die neben präzisen und genauen Einzelmessungen, auch eine kurzfristige vor 

allem flächenhafte Verteilung verschiedener Zustandsmerkmale wie z. B. Baumvitalität bzw. -

mortalität für die forstliche Bewirtschaftung und Planung erfordern. Um dies zu ermöglichen 

wäre eine flächendeckende, ausreichend genaue Übersicht der Baumartenverteilung notwendig. 

Diese liegt jedoch derzeit für die bayerischen Wälder nicht flächendeckend vor. Insbesondere 

über den nicht-staatlichen Waldbesitz (ca. 66 % der bayerischen Waldfläche, d.h. ca. 1.8 Mio. ha) 

gibt es nur punktuelle Aussagen auf der Grundlage der weitmaschigen Bundeswaldinventur (4x4 

km bzw. 2,8x2,8 km). Dieses bedeutende Informationsdefizit erschwert sowohl dem forstlichen 

Fachpersonal vor Ort die Beratung und finanzielle Förderung der Waldbesitzer als auch die Ent-

scheidungsfindung im Rahmen strategischer forstlicher Planungen an den Ämtern sowie dem zu-

ständigen Ministerium. 

Basierend auf dem im vorherigen Absatz beschriebenen Informationsdefizit und einer im Vorfeld 

durchgeführten umfangreichen Literarturrecherche, ergab sich die folgende Forschungsfrage: 

Kann eine KI-basierte Methodik zur automatisierten Baumartenklassifikation auf Basis von hoch- 

und höchstauflösenden Luft- und Satellitenbilddaten (z. B. Digitale Orthofotos des LDBV, Pla-

netScope, SkySAT, WorldView) entwickelt werden?  

Die zu entwickelnde Methodik soll im Kern zwei Merkmale erfüllen: 

1. Die Anwendbarkeit soll für alle Waldflächen in Bayern sowie mit ggf. relativ geringem Mehr-

aufwand für andere Regionen in Deutschland möglich sein. => Großflächigkeit der Anwendung 

 

2. Die Methodik soll auf unterschiedlichen hochaufgelösten Sensoren (VHR-Satellitenbilddaten, 

digitale Orthophotos (DOP)) innerhalb der maßgeblichen Belaubungsperiode einsetzbar sein.  

Für die Untersuchung der Forschungsfrage wurden tiefe neuronale Netze (Deep Learning) für die 

Entwicklung der Methodik verwendet. Sie ermöglichen die wichtigen Aspekte wie Merkmalsaus-

prägung – Spektralverhalten und Struktur/Textur in den Fernerkundungsdaten zu berücksichti-

gen. Weitere Vorteile im Vergleich zu herkömmlichen Verfahren des maschinellen Lernens sind 

neben der Erkennung von Mustern und Strukturen, die bessere Übertragbarkeit auf andere 

räumliche Gebiete. Aufgrund der Nutzung unterschiedlichster Fernerkundungsdaten („Datenbe-

schaffung“, Arbeitspaket (AP)100 und „Datenaufbereitung“, AP200), gekoppelt mit terrestrisch 

und visuell erfassten Daten („Trainingsdaten“, AP300) wurde eine KI-basierte Methodik entwi-

ckelt („KI-Modell“ AP400; „Post-Processing“, AP500) und getestet („Testgebiet und Validierung“, 

AP600), die eine Differenzierung der in Bayern (und Deutschland) wirtschaftlich bedeutsamsten 
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Baumarten Fichte (Picea abies), Kiefer (Pinus sylvestris), Buche (Fagus sylvatica) und Eiche (Quer-

cus spec.) ermöglicht (Ergebnisse, Dokumentation und Management“, AP700). 

Im Kontext des Projektes wurde die Übertragbarkeit eines bereits entwickelten KI-Ansatzes für 

die Baumartenklassifizierung auf den im Projekt erzeugten Referenzdatensatz getestet (Kapitel 

II.5). Zusätzlich wurde der Mehrwert eines umfangreichen Referenzdatensatzes im Rahmen einer 

durch Dritte erzeugte Baumartenkarte mit niedriger räumlicher Auflösung validiert. 

I.1.1 Untersuchungsgebiet 

Die gesamte Landesfläche des Freistaates Bayerns umfasst ca. 7 Millionen Hektar (ha) und liegt 

im Südosten Deutschlands. Die Geländehöhen sind divers und reichen vom Maintal in Nordbay-

ern von 100m bis zu 3000m ü. NN im Hochgebirge der Ostalpen im Süden. Durchzogen ist das 

Bundesland von Mittelgebirgen wie Spessart, Fichtelgebirge, bayerischem Wald und Teilen der 

Schwäbischen Alb sowie zahlreichen Flussniederungen beispielsweise der Donau.  

Bayern liegt in der warm-gemäßigten Klimazone, wobei es eine Übergangszone zwischen mariti-

mem Klima im Westen und kontinentalem Klima im Osten bildet. Durchschnittlich gibt es hier ca. 

100 Frosttage und durchschnittlich 700mm Niederschlag. Aufgrund der heterogenen Land-

schafts- und Höhenstruktur variiert das regionale Klima stark, beispielweise treten in der Alpen-

region Niederschläge bis zu 1800mm pro Jahr auf, während im Maintal 706mm Niederschlag pro 

Jahr typisch ist. Allgemein ist Nordbayern gegenüber Südbayern trockener und wärmer. 

Die Landesfläche Bayerns teilt sich auf in 46.1% Landwirtschaftsfläche, 35.3% Waldfläche und 

12,2% Siedlungsfläche. Mit ca. 2,5Mio. ha Wald besitzt der Freistaat fast ein Viertel (23,3%) der 

gesamtdeutschen Waldfläche und ist damit das waldreichste Bundesland. 30,1% der bayerischen 

Waldfläche sind Staatswald, 2,2% Bundeswald und 13,5% meist kommunaler Körperschaftswald. 

Mit 54,2% und ca. 1,4Mio. ha weist Bayern einen deutlich höheren Privatwaldanteil gegenüber 

dem Bundesdurchschnitt von 43% auf (Bayerisches Staatsministerium für Wirtschaft, Landesent-

wicklung und Energie 2023; Statistisches Bundesamt 2023).  

Der bayerische Privatwald ist im Besitz von ca. 700.000 Waldbesitzenden, davon rund 313.000 

Alleineigentümer und 145.000 Eigentümergemeinschaft, zu 71% mit Waldflächenbesitz <2 Hek-

tar. Die hohe Anzahl einzelner Waldbesitzenden, insbesondere der hohe Anteil mit 70% von 

Waldbesitzenden, die nicht in forstlichen Zusammenschlüssen organisiert sind, stellt für die 

Forstverwaltung eine große Herausforderung und Verwaltungsaufwand dar. Zu Waldzusammen-

setzung, Bewirtschaftung usw. besteht wenig Kenntnis und geringer Informationsfluss (Bundes-

ministerium für Ernährung und Landwirtschaft 2023; Schreiber, Schaffner & Hastreiter 2012). 

Bayernweite Hochrechnungen auf Basis der Bundeswaldinventur (BWI, 2012) weisen als domi-

nante Hauptbaumarten Fichte (41,8%), gefolgt von Kiefer (17,1%), Buche (13,9%) und 6,8% Eiche 

aus. Sonstige Nadelhölzer wie Tanne, Lärche und Douglasie kommen zusammen auf einen ge-

schätzten Flächenanteil von 5,3%. Sonstige Laubbaumarten machen insgesamt ca. 15% aus. Mit 

entsprechend ~64% der Waldfläche dominieren somit Nadelholzarten. Der Laubholzanteil hat 

sich in den letzten 40 Jahren im Zuge des Waldumbaus von 22% auf bereits 36% gesteigert. Die 

Baumartenzusammensetzung der bayerischen Wälder variiert, zu Teilen abhängig von der Geo-

graphischen Lage und den klimatischen Bedingungen, stark zwischen den Regionen (Statistisches 

Bundesamt 2023; StMWi 2023). 
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Im Flach- und Hügelland, primär im Nordwesten Bayerns, herrschen Laubdominierte Mischwäl-

der vor. In den Flussniederungen sind Auwälder typisch. Die Wälder in Höhenlagen der Mittelge-

birge sind dominiert von Nadelhölzern, oft Fichten oder Kiefern in Monokultur. Die Ausbreitung 

der Kiefer beschränkt sich dabei zum Großteil auf die nordbayrischen Gebiete Ober- und Mittel-

franken sowie Oberpfalz. In Südbayern dominiert die Fichte. Im Bereich der Alpen sind 

Bergmischwälder und Fichtenwälder typisch.  

I.2 Voraussetzungen unter denen das Vorhaben durchgeführt wurde 

Das Vorhaben wurde gefördert unter FKZ: 50EE2014 durch das Bundesministerium für Wirtschaft 

und Klimaschutz (BMWK) über den Projektträger DLR Raumfahrtdirektion im Rahmen des Pro-

gramms „BMWi-Förderung“. Ausführende Stellen im Verbundvorhaben sind die Bayerische Lan-

desanstalt für Wald und Forstwirtschaft (LWF) und die Industrieanlagen-Betriebsgesellschaft 

mbH (IABG). Die Expertise der beteiligten Institutionen ergänzt sich synergistisch.  

I.3 Planung und Ablauf des Vorhabens 

Die Bewilligung des Vorhabens galt für den Zeitraum 01.05.2021-30.04.2023. Aus personellen 

Gründen wurde eine kostenneutrale Verlängerung bis zum 30.11.2023 sowie aufgrund umfang-

reicher methodischer Validierungen bis zum 31.01.2024 gewährt. 

Das Projekt wurde in mehrere Arbeitspakete (AP) mit den jeweiligen Arbeitsschritten aufgeteilt. 

Die AP waren nach Arbeitsbereichen thematisch aufgegliedert und wurden zumeist von je einem 

Projektpartner bearbeitet. Die Partner trugen jedoch unterstützend zu jedem AP bei. 

In folgenden AP mussten im Laufe der Projektphase die Arbeitsschritte neu angepasst wer-

den: 

• Unter AP200 wurde das AP220 „Bilddaten (Luftbilder auf Zielauflösung (50cm) skalieren)“ 

geändert. Es wurde basierend auf einer Literaturrecherche eine Zielauflösung von 20cm fest-

gelegt, da eine höhere Erfolgsaussicht für die Muster- und Strukturerkennung erwartet 

wurde. Die Daten mussten daher nicht skaliert werden. → An dieser Stelle wurde der Arbeits-

schritt „Auswahl geeigneter AOI“ gelegt.  

• Unter AP200 wurde das AP240 „ggf. Erfassung zusätzlicher Punktdaten mit Bauminforma-

tion“ verschoben → AP310 „Ableitung Baumpunkte“ 

Verantwortlichkeiten: 

• IABG: Teile der Datenaufbereitung (AP200), KI-Modellierung inkl. Anpassung der Architektur-

gesteuerten Trainingsdatenerzeugung und Post-Processing (AP300, AP400, AP500), Prozes-

sierung von Testgebieten und Ableitung von Handlungsbedarf auf Grundlage der Validie-

rungsergebnisse (Teile von AP600), Projektkoordination und übergeordnetes Projektma-

nagement sowie Dokumentation der IABG-Ergebnisse (AP 700) 

• LWF: Datenbeschaffung (AP100), Großteil der Datenaufbereitung (AP200), Architekturge-

steuerte Trainingsdatenerzeugung (AP300), Modellvalidierung und Qualifizierung der 
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entdeckten Fehler (Großteil AP600), Projektmanagement und Dokumentation der LWF-Er-

gebnisse sowie finale Bewertung der Ergebnisse (AP 700) 

I.4. Wissenschaftlich-technischer Stand vor dem Projekt 

I.4.1 Baumartenerkennung mit Fernerkundung 

Die automatisierte Erkennung und Klassifizierung von Baumarten auf Basis von Erdbeobach-

tungsdaten ist ein aktuelles Thema im Bereich der forstlichen Fernerkundung. Wie aus dem Re-

view von Fassnacht et al. (2016) hervorgeht, erhoffen sich 90% der befragten Personen aus dem 

Forstsektor eine Verbesserung der Informationslage insbesondere zur Baumartenverteilung 

durch die Nutzung von Fernerkundung. Veröffentlichte Studien zur Baumartenerkennung basie-

ren dabei größtenteils auf passiven optischen, hyper- oder multispektralen Fernerkundungsda-

ten. Diese werden laut Fassnacht et al. (2016) oft mit aktiven Systemen wie LiDAR kombiniert. 

Die Auflösungen der genutzten Sensoren variieren dabei stark in Abhängigkeit der Zielsetzung. 

So sind zur Einzelbaumerkennung entsprechend hohe Auflösungen notwendig, um eben diese 

abbilden zu können, während z. B. Klassifikationen auf Bestandesebene niedrigere Auflösungen 

zulassen können. Genutzte Methodiken und Daten variieren in der Literatur abhängig von den 

Zielgrößen der Studien bezüglich Klassenanzahl, Habitat und (Wald-)Struktur, Lage und Größe des 

Untersuchungsgebiets sowie räumlicher und spektraler Auflösung der optischen Fernerkun-

dungsdaten. 

Nach Fassnacht et al. (2016) sowie Waser & Straub (2015) sind die häufigsten, zur Baumartener-

kennung genutzten Satellitensysteme dabei u. A. Sentinel-2, LandSAT, WorldView-2 & 3, Gaofen-

2 und SkySAT mit räumlichen Auflösungen zwischen 0,3 und 30m. Für die Nutzung hochaufgelös-

ter Satellitendaten mit einer räumlichen Auflösung <3m, stellen jedoch die hohen Kosten, geringe 

Datenverfügbarkeit sowie spektrale und geometrische Inhomogenitäten ein Hindernis dar. Grö-

bere Auflösungen erlauben zwar keine Identifizierung von Einzelbäumen, ermöglichen jedoch 

Vorhersagen auf Mischpixeln oder Bestandesebene und eignen sich somit primär zur Anwendung 

in Reinbeständen, Hintergrundeffekte sind jedoch nur schwer zu quantifizieren. Höher aufgelöste 

Fernerkundungsdaten wie flugzeuggestützte Luftbildaufnahmen mit Auflösungen zwischen 0,1m 

und 0,3m, sowie UAV-Aufnahmen mit Auflösungen <0,1m finden zur Baumartenerkennung eben-

falls Anwendung. Die höheren Auflösungen ermöglichen z. T. Aussagen auf Einzelbaumebene, 

Einzelbaumerkennung und Abgrenzung zum Hintergrund. Nachteilig wirkt sich hier jedoch die 

geringe Flächenleistung aus, welche insbesondere bei Studien mit Nutzung von UAV-Daten zu 

räumlichen Einschränkungen führt. Dies kann zu Problemen bei der räumlichen Übertragbarkeit 

der trainierten Modelle führen.  

Bezüglich der untersuchten Baumarten und deren Anzahl unterscheiden sich die Studien abhän-

gig ihrer Zielsetzung und geographischen Lage. So widmen sich einige Studien der Erkennung und 

Lokalisierung einer einzelnen Baumart auf Einzelbaumebene (Freudenberg et al. 2019; Gibril et 

al. 2021; Li et al. 2017), während andere Studien eine gleichzeitige Erkennung mehrerer Baumar-

ten oder Baumartentypen anstrebten (Guo et al. 2021; Guo et al. 2022; Modzelewska et al. 2020; 

Mäyrä et al. 2021; Fricker et al. 2019). 

Zur Baumartenerkennung werden sowohl bewährte Methoden des maschinellen Lernens wie 

beispielsweise Random-Forest-Klassifikatoren oder Support-Vector-Machines, als auch moderne 
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Methoden aus dem Bereich des Deep Learning angewendet. Insbesondere letztere erlebten in 

den letzten Jahren einen Trend in verschiedensten Wissenschaftsbereichen, stecken jedoch im 

Bereich der Vegetationsfernerkundung noch in ihren Kinderschuhen (Kattenborn et al. 2021). 

Allgemein wird zwischen objektbasierten (Instance Segmentation) und pixelbasierten (Semantic 

Segmentation) Methoden der Segmentierung unterschieden. Instance Segmentation zielt dabei 

auf eine pixelgenaue Identifikation von Einzelobjekten (Einzelbäumen) und deren Abgrenzung ab, 

während Semantic Segmentation Pixel klassenweise segmentiert und dabei keine Objektabgren-

zung voraussetzt. Gegenüber klassischen Verfahren des ML zeichnet sich DL dadurch aus, dass 

räumliche und spektrale Strukturen und Beziehungen selbstständig erlernt und genutzt werden 

können. Diese Art von Information muss bei klassischen ML-Methoden durch Feature-Enginee-

ring explizit vorgegeben werden, deren Relevanz als Eingabefeature also vorab bekannt sein (Kat-

tenborn et al. 2021). 

Eine häufig genutzte Methode des DL zur Baumartenerkennung sind dabei sogenannte Convolu-

tional Neural Networks (CNN, deutsch: „faltendes neuronales Netzwerk“). CNN nutzen sog. Fil-

terkernels, vergleichsweise kleine Faltungsmatrizen, die über die Eingabe bewegt werden und 

auch die räumliche Umgebung eines Pixels betrachten. Diese Filter reagieren auf räumliche oder 

spektrale Strukturen innerhalb des betrachteten Bildausschnitts und sind somit zur Erkennung 

von beispielsweise Kanten, Rundungen oder anderer Muster geeignet.  

Insbesondere VHR-Fernerkundungsdaten weisen oft eine spektrale Inhomogenität zwischen Ein-

zelaufnahmen auf welche i.d.R. aus einem zeitlichen Versatz der Erfassung aufgrund geringer Flä-

chenleistung stammt. Dies schränkt die ausschließliche Nutzung der enthaltenen Spektralinfor-

mation erheblich ein. Die zusätzliche Nutzung der in optischen Fernerkundungsdaten bereits ent-

haltenen, räumlichen Strukturen verspricht insbesondere bei VHR-Bilddaten von Vorteil zu sein. 

Bezüglich Baumartenerkennung können diese räumlichen Strukturen auf verschiedenen Skalen 

von Pflanzungsmustern auf Bestandesebene, Kronenbeziehungen zwischen Einzelbäumen bis hin 

zu arttypischen Kronenstrukturen innerhalb der Krone selbst reichen. Zum selbstständigen Ler-

nen relevanter Features benötigen DL-Methoden viele Trainingsdaten und das Training der Mo-

delle benötigt viel Rechenleistung. Im Kontext von DL in der Fernerkundung fallen dadurch 

schnell sehr hohe Datenmengen an, sodass das Modelltraining in der Regel sequenziell oder 

blockweise durchgeführt wird (Kattenborn et al. 2021). 

I.4.2 Referenzdatenerfassung in der Literatur 

Im Rahmen der Litertaurecherche zeigte sich, dass Referenzdaten − Trainings-, Validierungs- und 

Testdaten – nur selten in ausreichender Qualität und Anzahl direkt verfügbar waren. Die daraus 

resultierende Neuerfassung oder eine Ergänzung und Anpassung bestehender Datensätze unter-

scheidet sich abhängig von der Zielsetzung und genutzten Methodik stark. Dabei wird häufig auf 

bestehende Datensätze von Vorstudien, terrestrische Inventuren oder Forsteinrichtungsdaten 

zurückgegriffen.  

Genutzte terrestrische Inventurdaten enthalten i.d.R. per GPS eingemessene, punktförmige 

Stammkoordinaten von Einzelbäumen und zusätzliche Informationen wie Brusthöhendurchmes-

ser, Baumart und Gesundheitszustand. Jedoch spiegeln terrestrisch erhobene Inventurdaten 

nicht dieselbe Aufnahmesituation wider wie sie in den Fernerkundungsdaten zu sehen sind, da 

die Aufnahme hier aus der Vogelperspektive erfolgte. Des Weiteren sind GPS-Messungen sehr 
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anfällig für räumliche Lagefehler, die insbesondere bei Studien auf Einzelbaumebene problema-

tisch sein können. So mussten beispielsweise Beloiu et al. (2023) eine aufwändige, manuelle La-

gekorrektur der genutzten Inventurdaten durchführen. Ebenso ist die Sichtbarkeit der Krone ei-

nes eingemessenen Stammes in den Fernerkundungsdaten nicht zwingend gegeben. Um dies zu 

verhindern, nutzten Beloiu et al. (2023) einen minimalen Brusthöhendurchmesser und nur 

Bäume der Kraft’schen Baumklassen „herrschend“ und „mitherrschend“. Die Anpassung existie-

render Referenzdaten, aber auch eine Neuerfassung in ausreichender Menge und Qualität ist 

kosten- und zeitaufwendig. Neuerfassungen wurden in der Literatur durch Geländebegehung 

oder durch visuelle Luftbildinterpretation durchgeführt.  

Punkförmige Lageinformationen von Einzelbäumen können bei einigen objektbasierten Metho-

den des DL angewendet werden, typischerweise werden jedoch flächige Labels der Kronenflä-

chen benötigt. Für einige Ansätze kann dazu ein einfacher kreisförmiger Puffer mit definiertem 

Radius oder eine sog. Bounding-Box um die Punkte ausreichend sein (Beloiu et al. 2023; Fricker 

et al. 2019; Freudenberg et al. 2019; Modzelewska et al. 2020). 

Alternativ wurden Kronenpolygone auch manuell im Rahmen der Luftbildinterpretation im GIS 

abgegrenzt und digitalisiert oder durch automatisierte Bildsegmentierung abgeleitet (Fassnacht 

et al. 2017; Mäyrä et al. 2021). Die automatisierte Delinierung von Einzelkronen bildet ein eigen-

ständiges Forschungsthema im Bereich der forstlichen Fernerkundung und benötigt i.d.R. hoch-

aufgelöste Bild- und Höheninformation wie UAV- und LiDAR-Messungen. 

I.4.3 Verwendete Fachliteratur 

Eine vollständige Auflistung der genutzten Fachliteratur findet sich im Kapitel Literatur. 

I.5. Zusammenarbeit mit anderen Stellen 

Das Verbundvorhaben wurde durch Abteilungen der LWF, den Bayerischen Staatsforsten und 

durch das Landesamt für Digitalisierung, Vermessung und Breitband mit ihrer Expertise und/oder 

terrestrischen Daten sowie Fernerkundungsdaten unterstützt. Für den Austausch der Daten wur-

den Nutzungsvereinbarungen abgeschlossen oder die gemeinsame Ressortvereinbarung mit dem 

LDBV genutzt. Dadurch war für das Projekt eine kostenfreie Datenbeschaffung möglich. 

Stelle und verwendete Daten: 

• LWF, Abt. 5 Waldbau und Bergwald (UAV-Daten zur Unterstützung der Baumartenanspra-

che, WZE-Baumarteninformationen) 

• LWF, Abt. 9 Forschungsförderung, Großrauminventuren, Controlling (Daten der Bundeswal-

dinventur für die Validierung) 

• BaySF (Betriebsinventurdaten für die Validierung) 

• LDBV (Abgeleitete Produkte aus Luft- und Laserscanning Befliegungen als Fernerkundungs-

datengrundlage) 
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II. Eingehende Darstellung  

II.1 Verwendung der Zuwendung 

Der Bericht folgt den festgelegten Arbeitspaketen und den jeweils chronologischen Arbeitsabläu-

fen. Teilergebnisse werden in den entsprechenden Arbeitspaketen beschrieben. Die Endergeb-

nisse sind im AP700 zusammengefasst aufgeführt. 

II.1.AP100 – Datenbeschaffung 

II.1.AP110 – Waldinventurdaten 

Die Bundeswaldinventur ist eine deutschlandweite, forstliche Stichprobeninventur zur Erfassung 

großräumiger Waldverhältnisse und forstlicher Produktionsmöglichkeiten. Sie wird alle zehn 

Jahre durchgeführt und richtet sich an einem 4km x 4km Gitternetz aus, wobei an jedem Gitter-

punkt ein Inventurtrakt angelegt wird. Jeder dieser Trakte besteht aus einem Quadrat mit 150m 

Seitenlänge, begrenzt von 4 Traktecken. Der Datensatz der in Bayern liegenden BWI-Traktecken 

enthält insgesamt 8080 Trakteckenmittelpunkte (Abbildung 1 links). Neben der Erfassung von 

Probenbäumen und deren Attribute werden bei der BWI auch generelle Eigenschaften des Wald-

bestandes im Bereich der Traktecken erfasst. Dazu zählen beispielsweise die anteilige Baumar-

tenzusammensetzung des Bestandes, das bekannte oder geschätzte Bestandsalter, Biomasse-

schätzungen und Geländeinformationen. Die im Rahmen der BWI erhobenen Bauminformatio-

nen sind frei zugänglich, können jedoch ohne Kenntnis der Lage der Trakteckenmittelpunkte nicht 

verortet werden (Riedel et al. 2017). Letztere Information wird geschützt, um Einflussnahmen auf 

die Ergebnisse der BWI zu vermeiden. Im Rahmen des Projekts wurde eine Nutzungsvereinbarung 

mit der Landesinventurleitung der BWI getroffen anhand derer die Koordinaten der in Bayern 

liegenden BWI-Traktecken zur Verfügung gestellt wurden. 

Die bayerische Waldzustandserhebung (WZE) wird jährlich durch die LWF geplant, organisiert 

und ausgewertet, sodass die Daten fürs Projekt direkt zur Verfügung gestellt wurden. Die WZE 

orientiert sich am Gitternetz der BWI, wird jedoch nur in 16km x 16km Abständen mit lokalen 

Verdichtungen auf 8km x 8km durchgeführt. Der Punktdatensatz der WZE 2020 umfasst ca. 1500 

Probenbäume an 350 Standorten (Abbildung 1 rechts). Ähnlich zur BWI werden bei der WZE-

Baumattribute wie Höhe, Brusthöhendurchmesser und Bestandsinformationen erfasst. Der Fo-

kus der WZE liegt dabei auf der Erfassung von Vitalitätsinformationen und Schädigungen zur Ein-

schätzung der Waldgesundheit. 

Auf jeder im Wald liegenden Traktecke werden im Zuge von BWI und WZE in verschiedenen Auf-

nahmeeinheiten (Probenkreise oder Winkelzählprobe) Daten an unterschiedlichen Objekten er-

hoben. Individuen, bspw. Bäume oder Totholzstücke, die sich innerhalb einer definierten kreis-

förmigen Probefläche befinden oder auf Grund ihrer individuellen Abstand-Durchmesser-Bezie-

hung und den daraus abgeleiteten Grenzkreisen von der Winkelzählprobe nach Bitterlich erfasst 

werden, werden hinsichtlich der gewünschten Parameter begutachtet oder vermessen. Die 

Baumpositionen werden in Polarkoordinaten (Azimutwinkel und horizontale Entfernung) im Be-

zug zum Trakteckenmittelpunkt angegeben. Unter den erfassten Parametern der BWI- und WZE-
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Probebäume sind für diese Studie insbesondere die Informationen zu Lage und Baumart der Pro-

benbäume relevant.  

 

 

Abbildung 1: Stichprobennetze der BWI 3 in Bayern (links, eigene Abbildung) und der bayerischen WZE 2014 (rechts, 
aus Wauer 2014). 

Zur Verbesserung, Unterstützung und Weiterentwicklung der Waldinventuren werden durch die 

LWF und Projektpartner die Projekte „WZE-UAV: Erfassung des Zustands der Wälder in Bayern 

mit Hilfe von UAV-Technologie“ und „BY-CS-UAV: Waldkohlenstoffinventur mit Drohnen“ durch-

geführt. Beide Projekte zeichnen sich durch die Nutzung von UAV zur Erfassung hochaufgelöster 

Luftbildaufnahmen aus, die dem Projekt KIHBA zur Referenzdatengewinnung zur Verfügung ge-

stellt wurden.  

Das Projekt WZE-UAV (LWF 2023) untersucht die Möglichkeiten der Ergänzung der WZE durch 

Erfassung der Einzelbaumvitalität mit drohnenbasierten Luftbildern. Dazu wurden im Jahr 2020 

263 und im Jahr 2021 insgesamt 245 der WZE-Trakte mit einem „DJI-Phantom 4 Multispectral“ 

bei einer Flughöhe von ~60m beflogen, um Zeitreihenanalysen zu ermöglichen. Die genutzte Mul-

tispektralkamera erzeugte 2,12-Megapixel-Bilder mit 5 Bändern im Spektralbereich 450 – 840nm. 

Die durch photogrammetrische Prozessierung erzeugten Orthofotos haben eine Bodenauflösung 

von <6cm. 

Im Projekt BY-CS-UAV (HSWT 2021) kam eine DJI-Phantom 4 RTK-Drohne mit hochauflösender 

RGB-Kamera zum Einsatz. Dabei wurden 2019 Traktecken von insgesamt 185 Trakten der Koh-

lenstoffinventur (CI-Punkte) - die auf dem Gitternetz der BWI liegen - beflogen und RGB-Ortho-

fotos mit einer Bodenauflösung <4cm abgeleitet. Wie in Abbildung 2 erkennbar, sind baumarten-

typische Kronenstrukturen detailreich abgebildet. 
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Abbildung 2: Beispiel der hochaufgelösten Drohnenaufnahmen aus „BY-CS-UAV“ an einer Traktecke RGB (links) und 
CIR (rechts). 

II.1.AP120 – LDBV BY 

 
II.1.AP121 -True Orthophotos 

True Orthophotos (tDOP) wurden aus den Befliegungskampagnen der Jahre 2017-2019 sowie 

2021-2022 LDBV bereitgestellt. Die tDOP sind orthorektifizierte Luftbilder mit einer Bodenpixel-

größe von ca. 20cm x 20cm und 8-Bit Farbtiefe. Ausgeliefert wurden für alle Jahre jeweils zwei 

separate 3-Band Datensätze in RGB und CIR in 2km x 2km Kacheln. Die Befliegungskampagnen 

des LDBV decken in einem jährlichen Turnus jeweils Nord- oder Südbayern ab, sodass beispiels-

weise im Jahr 2018 Südbayern und im Jahr 2019 Nordbayern beflogen wurde (Abbildung 3). Die 

tDOP aus dem Jahr 2018 wurden im zu dieser Zeit üblichen Gauß-Krüger-Koordinatensystem 

(EPSG:31464) ausgeliefert und seitens LWF ins UTM-Koordinatensystem (EPSG:25832), über-

führt, während die tDOP ab 2019 bereits in Letzterem bereitgestellt wurden. Wie ebenfalls Ab-

bildung 3 zu entnehmen ist, wurde das Fluglos im Gebiet Pegnitz im Jahr 2019 nicht beflogen, da 

sich dort der US-Stützpunkt Grafenwöhr befindet. Die entstandene Lücke in der Abdeckung 

wurde mit den zu diesem Zeitpunkt aktuellen Archivdaten für das Gebiet Pegnitz aus dem Jahr 

2017 gefüllt. 

Die Wetterabhängigkeit und vergleichsweise hohe Auflösung der Befliegungen führt zu einer ver-

ringerten Flächenleistung gegenüber satellitengestützten Systemen. Daraus folgt, dass sich die 

Befliegungskampagnen über mehrere Monate erstrecken und in sog. Fluglose und Einzelflüge 

aufgeteilt sind. Die Befliegung 2019 wurde zwischen den Monaten April und Juli abgeschlossen, 

während 2018 von April bis in den September hinein beflogen wurde (Abbildung 3). Luftbildflüge 

im September, insbesondere im alpennahen Bereich, wiesen jedoch bereits einsetzende Herbst-

verfärbung und Entlaubung der Laubbaumbestände auf. Die frühste Befliegung im Jahr 2019 fand 

am 25. April im Gebiet Roth statt und wies einen großflächig fehlenden oder unvollständigen 

Laubaustrieb auf. Entsprechende Fluglose mit fehlendem oder unvollständigem Laubaustrieb 

oder bereits einsetzender Herbstverfärbung wurden für die weitere Verwendung im Projekt aus-

geschlossen. 



    II. Eingehende Darstellung 19 

 

 

 

  

Abbildung 3: Übersicht über die Befliegungszeitpunkte der genutzten LDBV-Daten 

Neben den temporalen Unterschieden weisen die tDOP eine spektrale Inhomogenität auf und 

wurden zwischen den einzelnen Befliegungen nicht normalisiert oder harmonisiert (Abbildung 

4). Zwar wurden die tDOP nur an wolkenfreien Tagen erzeugt und durch die Orthorektifizierung 

die Verkippungen minimiert, dennoch blieben Beleuchtungsunterschiede durch die unterschied-

liche Tageszeit, dem saisonalen Sonnenstand und dem Aufnahmewinkel erhalten. Ebenfalls 

schwankte die Aufnahmequalität in Hinsicht auf Schärfe und Kontrast und somit Erkennbarkeit 

von Oberflächendetails innerhalb und zwischen der Teildatensätzen. 

 

Abbildung 4: Beispiel der spektralen Inhomogenität der tDOP zwischen angrenzenden Fluglosen verschiedener Auf-
nahmezeitpunkte im Jahr 2018 (links RGB, rechts CIR). 
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II.1.AP122 -Höhendaten 

Bayernweite Höhendaten liegen in Form von amtlichen Rasterdaten mit einer räumlichen Auflö-

sung von 1m vor. Die Höhenmodelle sind aus flugzeuggestützten Laserscanning-Daten sowie pho-

togrammetrisch aus Luftbildern durch das LDBV abgeleitet. Das Digitale Oberflächenmodell be-

inhaltet Höheninformationen aller Oberflächen und somit auch Bäume, Gebäude und weitere 

Strukturen, während das Digitale Geländemodell das zugrundeliegende Terrain ohne oberfläch-

liche Strukturen abbildet (LDBV 2023). Im Projekt finden Höheninformationen als Eingangsdaten 

in der Modellierung sowie zur Maskierung von Verjüngung und Nicht-Wald-Flächen Verwendung. 

II.1.AP130 – VHR-Satellitenbilddaten 

Satellitendaten für die Verwendung im Projekt müssen verschiedene, im folgenden erläuterte 

Kriterien erfüllen. Da eine Baumartenklassifikation auf Baum- bzw. Baumgruppenebene ange-

strebt wird, muss eine Abgrenzbarkeit zwischen benachbarten Bäumen verschiedener Baumart 

möglich sein. Zusätzlich sollen möglichst baumartentypische Struktureigenschaften als Variable 

in der Klassifikation Anwendung finden. Daraus ergeben sich die folgenden Anforderungen an 

Satellitendaten: 

• Spektralkanäle im sichtbaren und nahem Infrarot Bereich 

• Räumliche Auflösung von 30 cm oder besser 

• Die Satellitenbilddaten müssen als aus Tri-Stereo-Bilddaten abgeleitete True Orthomosaike vor-

liegen 

Die Nutzung von True Orthobildern ist nötig um Labeldaten z. B. bei einer Aktualisierung des 

Trainingsdatensatzes, wiederverwenden zu können. Darüber hinaus stellt auch die ausreichende 

Verfügbarkeit von Archivdaten eine wichtige Rolle für die Einsetzbarkeit der Satellitenbilder dar. 

Zum einen werden weiträumig verteilte Bilddaten für die Erstellung repräsentativer Trainingsda-

ten, zum anderen flächendeckend verfügbare Bilddaten für die anschließende Vorhersage durch 

das Modell benötigt. 

Ein initiales Ziel des Projektes war die Verwendung von Satellitenbilddaten für das Training der 

Modelle. Im Rahmen der Beschaffung zeigte sich jedoch, dass nur für einen kleinen Anteil der 

Trainingsgebiete adäquate Bilddaten (WorldView-3) in den Archiven der Provider vorliegen. Zu-

dem handelte es sich um georeferenzierte bzw. orthorektifizierte Szenen, jedoch nicht um True 

Orthobilder. Das Tasking von Satellitenbildszenen für alle benötigten Trainingsgebiete war aus 

Zeit- und Kostengründen nicht möglich. Die Verwendung von an der LWF vorhandenen Satelli-

tenbilddaten wurde aus zwei Gründen verworfen. Zum einen decken die verfügbaren Bilddaten 

nur einen kleinen Bereich der Trainingsgebiete ab und zum anderen handelt es sich nicht um True 

Orthorektifizierte Bilder. Eine Nachträgliche True Orthorektifizierung monoskopischer Satelliten-

bilder ist mit Hilfe des vorhandenen 1m-DOM nicht möglich (vgl. Abbildung 5). 

Aufgrund der sehr beschränkten Verfügbarkeit der Satellitenbilddaten und da diese nicht als True 

Orthobilder vorliegen wurden diese nicht für das Training der Modelle herangezogen. 
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Abbildung 5: tDOP vs. Orthosatellitenbild (SRTM Plus) vs. nachträglich erzeugtes True Orthosatellitenbild (DOM 1m) 

II.1.AP200 – Datenaufbereitung 

II.1.AP210 Waldinventurdaten mit Bilddatengrundlage co-registrieren 

Ziel dieses Arbeitspaketes war es, die Waldinventurdaten aus BWI und WZE als Trainings- und 

Validierungsdaten nutzbar zu machen. Die Lage der Probebäume wird abhängig vom zugehörigen 

Trakteckenmittelpunkt durch einen Azimutwinkel (in Gon) und eine Horizontaldistanz angegeben 

und musste somit erst berechnet werden. Grundlage für die Berechnung bildeten dabei die durch 

die Landesinventurleitung der BWI zur Verfügung gestellten Trakteckenkoordinaten der BWI. Ein 

anschließender visueller Abgleich der abgeleiteten Probebaumpunkte mit den tDOP brachte fol-

gende Erkenntnisse: 

• Oft deutliche Lageabweichungen zwischen Stammfußpunkten und im tDOP sichtbaren 

den Punkten zuordbaren Baumkronen. Ein teils systematischer Versatz der Stammfußpunkte 

lässt auf Ungenauigkeiten bei der Einmessung des Trakt- bzw. Satellitenmittelpunktes via GPS 

schließen, wie er besonders in dichter Vegetation (Wald) üblich ist. Da die Stammfußpunkte re-

lativ zu diesem angegeben sind ergibt sich eine systematische Verschiebung innerhalb der ge-

samten Traktecke. Des Weiteren ergeben sich Abweichungen, da in der terrestrischen Messung 

Stammfußkoordinaten, in den Luftbilddaten jedoch die Baumkronen abgebildet sind und diese 

von der Lage nicht zwingend übereinstimmen. Im späteren Projektverlauf wurden die während 

der BWI 4 mit aktuellerer Technik neu eingemessenen Trakteckenkoordinaten bereitgestellt. Eine 

Ableitung der Baumkoordinaten auf Basis der BWI und WZE-Daten zeigte jedoch meist ähnliche 

Lageabweichungen und brachte nur in wenigen Fällen eine deutliche Verbesserung. 

• Der zeitliche Abstand von mehreren Jahren zwischen der BWI (2012) und der tDOP 

(2017+) Aufnahmen stellte in einigen Fällen ein Problem dar. So können ehemalige Probebäume 

zum Aufnahmezeitpunkt bereits entnommen oder durch andere Umweltereignisse nicht mehr 

im Bestand vorhanden sein.  

• Durch die Winkelzählprobe werden Bäume aufgrund der Abstand-Durchmesser-Bezie-

hung selektiert. Insbesondere bei der BWI, bei der nur eine einzelne Winkelzählprobe nach Bit-

terlich durchgeführt wird, wurden oft <10 Bäume pro Traktecke und diese nur nahe den 

Traktecken-Zentren erfasst. Eine gleichmäßige räumliche Verteilung und somit vollständige Er-

fassung der Bäume im Umfeld der Traktecke sind somit i.d.R. nicht gegeben.  

Die Probleme der Lageungenauigkeit von Inventurdaten werden auch in der Literatur erwähnt. 

So führten Beloiu et al. (2023) aufgrund von Lageungenauigkeiten eine manuelle Korrektur der 
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Punktpositionen durch. Da für die in unserer Studie gewählte Modellarchitektur eine vollständige 

Erfassung aller Bäume innerhalb der AOI angestrebt wurde, wäre eine manuelle Lagekorrektur 

der Inventurpunkte jedoch nur eine Teillösung. Die Problematik der teils eingeschränkten Sicht-

barkeit von terrestrisch erfassten Bäumen in Fernerkundungsdaten aus der Vogelperspektive 

führte in vielen Studien dazu, dass entweder bereits während der terrestrischen Erfassung oder 

im Nachgang eine gezielte Vorauswahl getroffen wurde. So beschränkten sich Beloiu et al. (2023) 

bei der Auswahl von Bäumen aus Inventurdaten auf Laubbäume mit BHD >25cm und Nadel-

bäume mit BHD >20cm sowie solche die als dominant oder co-dominant definiert waren. Eine 

ähnliche Auswahl trafen Mäyrä et al. (2021) die nur Bäume mit BHD >15cm nutzten.  

Die uns verfügbaren, terrestrischen Inventurdaten aus WZE und BWI kamen entsprechend der 

o.g. Erkenntnisse nicht direkt als Trainingsdaten für die Modelle zur Baumartenklassifikation in-

frage, sodass eine manuelle, visuelle Erfassung auf Basis der tDOP durchgeführt wurde (Kapitel 

II.1.AP310 Ableitung Baumpunkte). Wobei die Probebaumpunkte aus WZE und BWI als wertvolle 

Unterstützung und Referenz genutzt werden konnten. 

 

II.1.AP220 Auswahl geeigneter AOI 

Die Auswahl geeigneter AOI zur Erhebung der Trainings-, Validierungs- und Testdaten wurde ab-

hängig von den bereits verfügbaren und in Kapitel II.1.AP100 – Datenbeschaffung vorgestellten 

Daten getroffen. Dabei wurde auch angestrebt eine maximale Verteilung über die Landesfläche 

für möglichst viele Fluglose zu erreichen, um die Variation der klimatischen und geographischen 

Einflussfaktoren im Datensatz abzudecken, für die Generierung eines möglichst robusten Mo-

dells. Entsprechend wurden die Traktecken der WZE 2020 und BWI 3 als Zentren der AOI gewählt. 

Ein Abgleich zwischen Inventurpunkten und UAV-Daten zeigte, dass für ca. 920 Traktecken eine 

räumliche Überlappung gegeben war und diese somit potenzielle AOI bilden konnten. An diesen 

potenziellen AOI wurden die Trakteckenmittelpunkte mit einem quadratischen 25m Buffer ver-

sehen um ein 50m x 50m Quadrat (2.500m²) um jede Traktecke aufzuspannen. Einige dieser po-

tenziellen AOI lagen jedoch in den 2018/19 von unvollständigen Laubaustrieb oder eingesetzter 

Herbstverfärbung betroffenen Fluglosen und schieden somit aus. Während der Bearbeitung wur-

den weitere potenzielle AOI ausgeschlossen, da sie beispielsweise in der Zeit zwischen BWI und 

Bildflug (teil-) gerodet wurden, unter Stromleitungen lagen oder von Fraß- und Sturmschäden 

betroffen waren. Entsprechend ergab sich eine Anzahl von 809 AOI mit einer Gesamtfläche von 

~202ha. Da im späteren Verlauf des Projekts neuere Befliegungsdaten der Jahre 2021/2022 ver-

fügbar wurden, wurden 237 ursprüngliche AOI wiederverwendet. Die Verteilung der AOI über die 

bayerische Landesfläche und Befliegungsjahre ist in Abbildung 6 visualisiert. 
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Abbildung 6: Verteilung der zur Referenzdatenerfassung genutzten AOI über Bayern 

 
II.1.AP230 Geländemodelle  

Bei der manuell-visuellen Baumartenansprache auf Basis von Luft- und UAV-Aufnahmen zeigte 

sich früh, dass junge Bäume in der Verjüngung i.d.R. kaum zuverlässig zu bestimmen waren. Die 

geringe Kronenoberfläche, fehlende oder unvollständig ausgebildete baumartentypische Kro-

nenstrukturen, dichte Bestände ohne Durchforstung oder die Lage der Verjüngung im Unterstand 

sind hierbei nennenswerte Faktoren. Daraus folgend wurde beschlossen Verjüngung aus der 

Baumansprache und Modellierung auszuschließen. Zu diesem Zweck wurde für jede tDOP-Bild-

kachel eine Verjüngungsmaske auf Basis eines normalisierten Digitalen Oberflächenmodells 

(nDOM) erzeugt.  

Dieses wurde durch Nutzung der durch das LDBV zur Verfügung gestellten Höheninformationen 

seitens der LWF für jede Befliegung erzeugt. Das nDOM bildet die Höhendifferenz zwischen DOM 

und DGM ab und enthält somit die Höheninformation von Objekten auf der Erdoberfläche (z. B.: 

Gebäude, Bäume) mit einer räumlichen Auflösung von 1m. 

Zur Ableitung der Verjüngungsmaske wurde das nDOM nach Höhenwerten klassifiziert und Ver-

jüngung als Objekthöhe im Bereich von 3-12m definiert. Objekthöhen <3m wurden als „Bo-

den/niedrige Vegetation“ und Objekthöhen >12m als „Altbestand“ klassifiziert. Die Referenzda-

tenerfassung und Modellierung wurden entsprechend auf Bildbereichen der Klasse „Altbestand“ 

beschränkt (Abbildung 7). 
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Abbildung 7: Beispiel der aus dem nDOM abgeleiteten Verjüngungsmaske (blau="Boden/niedrige Vegetation", 
grün="Verjüngung", keine Farbe="Altbestand") 

II.1.AP300 Trainingsdaten 

Die Erfassung der Referenzdaten (Gesamtheit der Trainings-, Validierungs- und Testdaten) stellte 

sich seitens LWF als größtes Arbeitspaket heraus, da sich die ursprünglich geplante Nutzung der 

Inventurdaten als nicht zielführend erwies (vgl. II.1.AP110 – Waldinventurdaten). Die durchge-

führte Referenzdatenerfassung teilte sich in die im Folgenden erläuterten Arbeitsabschnitte auf. 

II.1.AP310 Ableitung Baumpunkte 

Bei der Erzeugung der Baumpunkte wurde für jeden Baum des Altbestandes innerhalb der quali-

fizierten AOI ein Punkt an der (visuell abgeschätzten) Kronenspitze und die jeweilige Baumart 

durch visuelle Interpretation zugewiesen. Die visuelle Baumartenansprache fand dabei primär 

auf Basis der CIR-tDOP statt, da hier durch gezielte Anpassung der Bilddarstellung (Stretch) eine 

bestmögliche Differenzierung gegeben war. Die variable Anpassung der Bilddarstellung war ins-

besondere durch die Heterogenität der spektralen- und Beleuchtungseigenschaften innerhalb 

des tDOP-Datensatzes notwendig, erlaubte beispielsweise aber auch eine verbesserte Differen-

zierung zwischen Laub- und Nadelholz durch spektrale Differenzen insbesondere im NIR-Kanal. 

Inventurdatenpunkte aus WZE und BWI wurden als zusätzliche Layer eingebunden und dienten 

trotz o.g. Lageungenauigkeit und fehlender Flächenabdeckung als wertvolle Referenz und zur ini-

tialen Einordnung des lokalen Baumbestandes und zum Teil direkt bei der Baumansprache. Eben-

falls unterstützend standen die in Kapitel II.1.AP110 – Waldinventurdaten vorgestellten UAV-Bil-

der zur Verfügung. Besonders in dichten, heterogenen Laubholzbeständen lieferten diese einen 

erheblichen Mehrwert, da die zuverlässige Differenzierung, insbesondere zwischen den Laubhol-

klassen, abhängig von Belichtung und allgemeiner Bildqualität nicht trivial war. Eng verwandte 

oder in ihrer Merkmalsausprägung sehr ähnliche Baumarten wurden in den Anfangs definierten 

Baumartenklassen entsprechend zusammengefasst. So war beispielweise eine verlässliche Diffe-

renzierung von Rotbuche und Hainbuche anhand der tDOP nicht möglich und eine Zusammen-

fassung sinnvoll. 
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Tabelle 1: Klassen der erzeugten Trainings-, Test- und Validierungsdaten und dazugehörige Baumarten 

Klassen Kürzel Spezies je Klasse 

Eiche Ei Stieleiche (Quercus robur) 

Traubeneiche (Quercus petraea) 

Roteiche (Quercus rubra) 

Buche Bu Rotbuche (Fagus sylvatica) 

Hainbuche (Carpinus betulus) 

Fichte Fi Gemeine Fichte (Picea abies) 

Kiefer Kie Gemeine Kiefer (Pinus silvestris) 

Sonstiges 

Laubholz 

sLbh Sonstige Laubgehölze z. B. Esche, Erle, Pappel, Weide, Ahorn, Vo-

gelbeere und weitere. 

Sonstiges 

Nadelholz 

sNdh Sonstige Nadelgehölze z. B. Tanne, Lärche, Douglasie und wei-

tere. 

Bereits zu Beginn der Baumpunkterzeugung zeigte sich, dass eine zuverlässige visuelle Baumar-

tenansprache von Verjüngung ausschied, sodass die abgeleitete Verjüngungsmaske zum Einsatz 

kam. Aufgrund der gröberen Auflösung der Verjüngungsmaske von 1m x 1m gegenüber der 0,2m 

x 0,2m Auflösung der tDOP sowie des festgesetzten Grenzwertes von 12m Höhe zwischen Ver-

jüngung und Altbestand kam es stellenweise zu Inkonsistenzen. So wurden beispielsweise nied-

rigere Kronenteile von Bäumen des Altbestandes oder auch Kronenteile in Randbereichen zu of-

fenen Bodenflächen durch die gröber aufgelöste Maske miterfasst. Hier musste fallabhängig ab-

gewogen werden, ob entsprechende Bereiche und Bäume erfasst werden sollten. Umgekehrt gab 

es Fälle, in denen Verjüngung großflächig ausmaskiert wurde bis auf einzelne 1m x 1m Pixel, da 

hier Kronenteile über den Höhengrenzwert von 12m hinausragten. Hier musste ebenfalls abge-

wogen werden, ob eine zuverlässige Identifizierung möglich und somit die Erzeugung eines 

Baumpunktes zielführend ist. 

 

Abbildung 8: Beispiel einer Traktecke mit erzeugten Baumpunkten im CIR-tDOP (grüne und blaue Pixel = Verjün-
gungsmaske). 
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Trotz o.g. Zusatzinformationen und Hilfestellungen konnte es zu Unsicherheiten bei der Baumar-

tenbestimmung kommen. Da dennoch jedem Baum des Altbestandes eine Baumart zugewiesen 

werden sollte, um die flächige Abdeckung zu optimieren, wurde die Option eingeführt die Baum-

artenzuweisung als unsicher zu markieren und gleichzeitig die Qualität der erfassten Daten zu 

erhalten. Ca. 5% der erfassten Bäume konnten nicht zuverlässig identifiziert werden und wurden 

als unsicher markiert, wobei der prozentuale Anteil innerhalb der Klassen für Laubholz höher 

ausfiel als bei den Nadelhölzern (Abbildung 9). 

Anschließend an die visuelle Baumartenansprache wurde eine Qualitätssicherung in Form einer 

zweiten Betrachtung der Baumpunkte (4-Augen-Prinzip) durch einen anderen Bearbeiter durch-

geführt. Hierbei wurden die zugewiesenen Baumarten erneut betrachtet, bestätigt oder abgeän-

dert. Ebenfalls wurden fehlende Punkte gesetzt, Punktpositionen optimiert und überzählige 

Punkte entfernt. 

 

Abbildung 9: Anzahl der gesetzten Punktlabels nach Baumartenklasse und jeweilige als "unsicher" markierte Anteile 

Die Erfassung der Baumpunkte wurde im Laufe ca. eines Jahres (05/2021 – 05/2022) durch 1-4 

Bearbeitende seitens der LWF geleistet. Diese Arbeit wurde in ArcMap 10 durchgeführt. Zunächst 

wurde die Baumpunkterfassung innerhalb von 809 AOI auf Basis der tDOP 2018/2019 durchge-

führt, wobei ca. 82.000 Baumpunkte gesetzt wurden. Da im späteren Verlauf des Projektes neu-

ere Bildflüge aus den Jahren 2021 und 2022 verfügbar wurden, wurde eine – aufgrund der fort-

geschritten Projektlaufzeit nur teilweise – Aktualisierung der bereits erfassten Referenzdaten 

durchgeführt, um den Referenzdatensatz zu erweitern. Durch die ausgezeichnete Lagegenauig-

keit der durch das LDBV bereitgestellten tDOP musste dabei keine Lagekorrektur durchgeführt 

werden. Punkte von ausgefallenen Bäumen durch Entnahme, Rodung oder Sturmwurf mussten 

jedoch entfernt werden. Diese ließen sich durch die Nutzung eines Differenzrasters zwischen den 

nDOM der jeweiligen Aufnahmejahre schnell und zuverlässig identifizieren (siehe Abbildung 10). 

 



    II. Eingehende Darstellung 27 

 

 

 

 

Abbildung 10: Beispiel eines AOI an dem eine Aktualisierung der Referenzdaten durchgeführt wurde. Links das RGB-
tDOP aus 2018, rechts das RGB-tDOP aus 2022. Mitte: Differenz der nDOM 2018/2022 mit Höhenzuwachs in Grün- 

und Höhenverlusten in Rottönen. 

Gegenteilig wurden durch Zuwachs aus der Verjüngung in den Altbestand übergegangene Bäume 

ergänzt und nach dem bisherigen Verfahren bestimmt. Gegenüber der Entfernung ausgefallener 

Bäume war dieser Vorgang entsprechend aufwändiger, durch die Zeitdifferenz von maximal 4 

Jahren war dies jedoch nur selten notwendig. Die Anzahlen und deren Klassenverteilung der 

nacherfassten Punktlabels sind in Abbildung 9 (rechts) dargestellt. Insgesamt konnten 102.500 

Bäume angesprochen und mit einem Punktlabel versehen werden, wobei die bereits aus den 

Hochrechnungen bekannten Klassenungleichheiten beobachtet werden konnten. So dominiert 

die Fichte mit einem Anteil von ca. 38% aller Baumpunkte, während Eichen nur 6% und Totholz 

nur ca. 1,7 % aller Punktlabels ausmachen. 

II.1.AP320 Polygone um co-registrierte Punkte 

Sowohl für KI-Modelle aus dem Bereich der „Instance Segmentation“ (Objektdetektion und ob-

jektbasierte Klassifikation) als auch „Semantic Segmentation“ (pixelbasierte Klassifikation) wer-

den flächige Labels zum Training und Validierung benötigt. Während objektbasierte Modelle der 

Instance Segmentation für jedes Objekt ein einzelnes flächiges Label benötigen, können für Se-

mantic Segmentation angrenzende Objekte derselben Klasse in einem Label zusammengefasst 

werden.  

II.1.AP321 Automatisierte Segmentierung 

Die ursprünglich vor Projektbeginn geplanten Ansätze zur automatisierten Ableitung von flächi-

gen Labels (Kronenpolygone) aus den Rasterdaten via Thiessen-Polygone oder Watershed-Algo-

rithmus auf Basis von Höhendaten erwiesen sich als unzureichend und zu ungenau. Thiessen-

Polygone zerlegen den Raum in Regionen wobei jede Region durch einen Punkt (Zentrum/hier 

Baumpunkt) definiert wird. Die Abgrenzung zwischen den Regionen erfolgt über eine euklidische 

Metrik, klassischerweise werden hierbei die Mittelsenkrechten der Verbindungen zu den direkt 

benachbarten Zentren als Regionsgrenzen genutzt. Dieser Ansatz berücksichtigt jedoch nicht die 

inhomogene Größenverteilung der Baumkronen und führt bei heterogenen Beständen zu Über- 

oder Unterschätzung der tatsächlichen Kronengröße. Ebenso stellen Lücken innerhalb des Be-

standes ein Hindernis dar, da diese keine Baumpunkte enthalten und somit bei der Erzeugung 

von Thiessen-Polygonen einer angrenzenden (Baum-)Region zugeschlagen würden. Eine automa-

tisierte Segmentierung mit einem Watershed-Algorithmus, basierend rein auf Höheninformatio-

nen erbrachte ebenfalls unzureichende Abgrenzungen, insbesondere in dichten Beständen, da 
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die Übergänge der Baumkronen oft fließend sind und durch die 1m-Auflösung des Höhenmodells 

nicht abgebildet werden. 

 

Abbildung 11: Beispiel einer räumlichen Aufteilung mit Thiessen-Polygonen mit Über- und Unterschätzung der tat-
sächlichen Kronengrößen und erkennbarem Einfluss von Bestandslücken auf die Ergebnisse. 

Dem folgend wurden weitere automatisierte Segmentierungsansätze verfolgt und getestet, da-

runter der Large Scale Mean Shift (LSMS), Quickshift und SLIC-Algorithmus. Das Prinzip von Mean 

Shift Segmentierung basiert darauf, dass Pixel iterativ einem lokalen Mittelwert zugeordnet wer-

den. Quickshift funktioniert ähnlich wie Mean Shift, allerdings wird ein Verbindungsbaum zum 

nächsten Nachbarn aufgebaut. SLIC ist ein Clustering-Algorithmus, der Pixel nach Ähnlichkeit im 

LAB-Farbraum gruppiert. Dabei zeigte sich, dass eine Abgrenzung der Baumkronen zu Boden/Hin-

tergrund und Schatten allgemein sehr gut möglich ist. Die besten Ergebnisse erzielte der LSMS-

Algorithmus. Dazu wurde die entsprechende Funktion in der Orfeo-Toolbox mit einem Mindest-

größe-Parameter von 200 Pixeln verwendet (vgl. Grizonnet et al. 2017). Die Segmentierung fand 

auf den NIR-Rot-Grün-Kanäle der Luftbilder statt. Zur Erhöhung des Kontrastes wurde zudem zu-

nächst ein Histogramm-Ausgleich über den Sättigungskanal im HSV-Farbraum durchgeführt. Die 

Abgrenzung zwischen angrenzenden Kronen jedoch erfolgte auch bei diesen Ansätzen oft sehr 

ungenau oder überhaupt nicht. Dieser Mangel zeigte sich besonders bei dichten Laubbaumbe-

ständen, wobei auch Kronen verschiedener Baumarten zu Segmenten zusammengefasst wurden.  

Abhängig von der Parametrisierung der Segmentierungsalgorithmen konnte es jedoch auch zu 

einem umgekehrten Effekt kommen, sodass auch einzelne Baumkronen aufgrund ihrer unregel-

mäßigen Struktur und Beleuchtung in mehrere Segmente zerlegt wurden. Hieraus ergab sich die 

komplexe Aufgabe der optimalen Zuordnung der Segmente zur punktförmig erfassten Lage der 

Einzelbäume. Die Zuordnung der erzeugten Segmente zu den Baumpunkten mit klassischen Ent-

fernungsmetriken erwies sich als komplex und fehleranfällig. Eine manuelle Nachbearbeitung 

und Fehlerkorrektur, insbesondere der Inkonsistenzen bei der Baumartenabgrenzung erwiesen 

sich als unverhältnismäßig arbeitsintensiv, sodass eine semiautomatische Vorgehensweise vor-

gezogen wurde. 
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Abbildung 12: Ungenauigkeiten der Segmentierung ; links: zu viele Einzelsegmente je Krone; rechts: unsaubere Ab-
grenzung zwischen den Baumarten (pink: tatsächliche Baumartengrenzen). 

Die Thematik der Baumkronensegmentierung bzw. Einzelbaumabgrenzung aus Fernerkundungs-

daten ist ein sehr aktuelles Thema in der Fachliteratur, zu dem es verschiedenste, eigenständige 

Studien und Forschungsprojekte gibt. Diese Studien stützen sich hauptsächlich auf aus räumlich 

hochaufgelösten 3D-LiDAR-Punktwolken (Laserscanning) oder photogrammetrisch aus hochauf-

gelösten UAV-Befliegungen abgeleitete Oberflächenmodelle (Weinstein et al. 2019; Dalponte & 

Coomes 2016; Miraki 2021; Huang, Li & Cheng 2018). Diese Art der Höheninformationen liegen 

zum aktuellen Zeitpunkt jedoch nicht in der entsprechenden Auflösung für ganz Bayern und somit 

nicht für alle AOI vor. Die manuelle Korrektur der Über- und Untersegmentierungen aus den im-

plementierten Ansätzen erwies sich als überaus arbeitsintensiv, auch im direkten Vergleich zu 

einer komplett manuellen Erzeugung der Kronenpolygone. Entsprechend wurde der automati-

sierte Ansatz verworfen.  

Zum Einsatz kam der Segmentierungsansatz nur als nachgelagerte Methode um die Abgrenzung 

der Baumkronen zu Hintergrundpixeln zu verbessern. Dabei wurden manuell abgegrenzte Poly-

gone mit den anhand des LSMS-Algorithmus erstellten Segmenten (vgl. Kapitel II.1.AP322 Manu-

elle Erzeugung von Kronenpolygonen) verschnitten. Die manuelle Trennung zwischen aneinan-

dergrenzenden Baumkronen unterschiedlicher Arten wurde beibehalten (vgl. Abbildung 13). 

Dazu wurden die Segmente, die von einer Außengrenze der manuellen Polygone geschnitten 

werden, selektiert. Wenn mehr als 60% der Fläche eines Segments von einem Polygon abgedeckt 

wurde, so wurde die Außengrenze des Segments verwendet, um die manuell abgegrenzte Poly-

gongrenze zu ersetzen. Die Auswahl der entsprechenden Segmentgrenzen wurde durch einen 

Workflow in ArcGIS umgesetzt. 
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Abbildung 13: Manuelle Abgrenzung der Baumarten (gelb) und automatisiert erzeugte Segmentgrenzen (grün). 

 
II.1.AP322 Manuelle Erzeugung von Kronenpolygonen 

Entsprechend der Erkenntnisse aus dem vorherigen Kapitel wurde eine manuelle Erzeugung der 

benötigten flächigen Labels in Form von Baumkronenpolygonen durchgeführt. Um einen einheit-

lichen Datensatz, auch bei Bearbeitung durch mehrere Bearbeitende sicherzustellen, wurden von 

Beginn an folgende Regeln zur Erfassung eingeführt: 

• Erzeugung der Baumartenpolygone auf Basis der RGB-tDOP-Mosaike 

• Einheitliche Darstellungseinstellungen des RGB-tDOP 

• Erfassung der Lichtkrone - stark schattierte Kronenbereiche wurden nicht erfasst 

• tiefe Schatten und Bodenpixel wurden nicht erfasst, kleinere Lücken <1m² dürfen bestehen 

bleiben, um die Bearbeitung nicht übermäßig zu verlangsamen  

• flache Schatten innerhalb eines Bestandes oder einer Krone gelten als Strukturmerkmal und 

wurden miterfasst 

• Angerenzende Kronen derselben Baumart wurden zu Gruppen zusammengefasst 

• Bäume die als „sicher“ bestimmt waren, durften nicht mit als „unsicher“ bestimmten Bäumen 

in einer Gruppe zusammengefasst werden 

Für die gewählte Vorgehensweise war entscheidend, dass zu diesem Zeitpunkt bereits die Netz-

werkarchitektur – Semantic Segmentation (siehe Kapitel II.1.AP410 Festlegung Netzwerkarchi-

tektur) – festgelegt war. Dadurch war es möglich, angrenzende Kronenbereiche mehrerer Bäume 

derselben Baumart in einem Polygon zusammenzufassen. Dies führte zu einer erheblichen Ar-

beitserleichterung gegenüber einer sonst notwendigen Abgrenzung jeder individuellen Baum-

krone. Die im ersten Erfassungsschritt erzeugten Baumpunkte dienten als Basis für die Polygo-

nerzeugung und erlaubten eine schnelle Erkennung der Baumarten und somit welche Kronen 

zusammengefasst werden konnten. Obwohl als arbeitsintensiv angesehen, erwies sich die manu-

elle Delinierung der Kronen als zuverlässige Methode und hatte den Vorteil, dass Fehler bei der 

Baumartenerkennung korrigiert oder fehlende Baumpunkte/Kronen ergänzt werden konnten. 

Durch die Festlegung auf die ausschließliche Erfassung der gut belichteten Kronenanteile (Licht-

kronen) mussten einige der bereits in Kapitel II.1.AP310 erzeugten Baumpunkte von der weiteren 
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Verwendung ausgeschlossen werden. Dies waren Punkte die zwar einer, in tDOP und UAV-Auf-

nahmen lokalisierbaren Krone zugeordnet waren, welche jedoch stark schattiert waren und so-

mit bei der Polygonerzeugung ausgeschlossen wurden. Eine vollständige Qualitätssicherung der 

erzeugten Polygone in Bezug auf Korrektheit der Abgrenzung konnte Aufgrund des Umfangs der 

Aufgabe nicht durchgeführt werden. Stichprobenhafte Kontrollen während des Erstellungspro-

zesses wurden genutzt, um die Qualität und Vergleichbarkeit der von mehreren Bearbeitenden 

parallel erzeugten Daten sicherzustellen. In einem abschließenden Schritt zur Qualitätssicherung 

wurde sichergestellt, dass jeder Punkt des Punktdatensatzes innerhalb eines der Baumart ent-

sprechenden Polygons liegt, dabei keine als sicher/unsicher markierten Bäume im selben Polygon 

liegen und die Polygone topologisch korrekt und überlappungsfrei waren. 

Wie bereits bei der Erzeugung der Baumpunkte erläutert, konnte der Referenzdatensatz auf Basis 

der später im Projektverlauf verfügbaren tDOP aus 2021/22 erweitert werden. Parallel zur Aktu-

alisierung der Punktdaten wurden auch die erfassten Kronenpolygone innerhalb der 237 erneut 

angesprochenen AOI aktualisiert. Die Vorgehensweise dabei ist nahezu identisch, sodass die Hö-

hendifferenz zwischen den nDOM insbesondere bei Ausfällen oder Entnahmen zuverlässig ge-

nutzt werden konnte, um nötige Anpassungen zu identifizieren. Als aufwändiger hingegen erwies 

sich die Anpassung der Polygone, wenn starker Flächenzuwachs der Kronen vorlag. Ebenfalls 

wurde Mehrarbeit nötig, wenn nachwachsende Verjüngung neu aufgenommen und abgegrenzt 

werden musste.  

 

Abbildung 14: Fläche der erfassten Kronenpolygone nach Baumartenklasse mit jeweiligem Anteil der als „unsicher“ 
markierten Polygone. 

 

Insgesamt wurden 21.826 Polygone erzeugt, wovon 17.677 auf Basis der tDOP 2017-2019 und 

4.149 Polygone im Rahmen der Aktualisierung auf Basis der tDOP 2021/22 erfasst wurden. Da 

jedoch mehrere Baumindividuen derselben Klasse pro Polygon erfasst werden können, ist die 

Betrachtung der erfassten Flächen zielführender. Es konnten 186,5ha reine Kronenfläche – 

131,1ha für 2017-2019 und 37,4ha für 2021/22 - in den Polygonen abgebildet und abgegrenzt 
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werden. Die insgesamt erfasste Kronenfläche (Polygonfläche) der einzelnen Baumartenklassen 

ist in Abbildung 14 visualisiert. Große Teile des Hintergrunds – Schatten, Boden – wurden mithilfe 

der in erzeugten Verjüngungsmaske auf Basis der Höhenwerte des nDOM ausmaskiert. Da diese 

jedoch nicht perfekt ist und Bestandlücken nicht immer erfasst, verbleiben einige nicht maskierte 

Hintergrundflächen in den Traktecken. Diese wurden in der Auswertung als Klasse Hintergrund 

(HG) definiert und genutzt, um die Abgrenzung der Baumkronen vom Hintergrund zu bewerten. 

Ein Vergleich zu Abbildung 9 zeigt, dass die Dominanz der Fichtenklasse zwar weiter besteht, flä-

chig jedoch geringer ausfällt. Dies ist mit der geringeren Kronenfläche pro Baumindividuum in 

der Fichtenklasse gegenüber den anderen Klassen zu erklären. So weisen insbesondere die Laub-

hölzer durchschnittlich größere Kronen auf, sodass eine Betrachtung der flächigen Anteile gegen-

über den zahlenmäßigen, punktbasierten Anteilen vorteilhaft ist, sofern keine Identifizierung von 

Einzelbäumen angestrebt wird. 

II.1.AP330 Ableitung Feature -Label-Datensatz 

Die Referenzdaten müssen für das Modelltraining in ein vordefiniertes Format gebracht werden. 

Dabei werden sie in Feature-Label-Paare mit vordefinierter Größe konvertiert. Die als Vektorda-

ten vorliegenden Labels werden dazu ins Rasterformat konvertiert. Die Feature-Label-Chips be-

sitzen die folgenden Eigenschaften: 

•  256 x 256 Pixel 

• Label-Chips:      1 Band, rasterisierte Polygone 

• Feature-Chips:  5 Bänder, RGB+NIR+nDOM 

• Data Augmentation 

Die erstellten Feature-Label-Paare werden in Trainings- und Validierungsdaten (welche für das 

Training des Modells genutzt werden) sowie Testdaten (für die unabhängige Überprüfung des 

Modells) aufgeteilt. Die Aufteilung erfolgte nach einem regelbasierten Ansatz. Folgende Kriterien 

spielten dabei eine Rolle: 

• Nur ganze Fluglose 

• Anzahl der AOIs pro Fluglos  

• Räumliche Verteilung (Umwelteinflüsse) 

• Abdeckung mit dominanten Baumarten 

• Berücksichtigung der verschiedenen Jahre und Jahreszeiten  

• Unterschiedliche Bedeckungsgrade 

Die Auswahl der Testdaten erfolgte durch iterative Auswahl von Fluglosen, die die genannten 

Kriterien erfüllten. Zunächst wurden alle Fluglose ausgeschlossen, die an ein Fluglos angrenzen, 

das am selben Tag beflogen wurde, da davon auszugehen ist, dass beide Fluglose in derselben 

Befliegung erfasst wurden und damit eine besonders hohe Ähnlichkeit aufweisen. Anschließend 

wurden diejenigen Fluglose ausgewählt, die maximal 6 AOIs beinhalten. Dadurch wurde eine 

hohe räumliche Streuung der Test-AOIs erreicht. Danach wurden alle möglichen Kombinationen 

aus den Kriterien Aufnahmejahr, Jahreszeit und dominante Baumart gebildet. Fluglosen wurde 

eine dominante Baumart zugeordnet, wenn mehr als 50% der Fläche einer bestimmten Klasse 

zugehörten. Wenn dies nicht der Fall war, wurde das Fluglos als „gemischt“ betrachtet. Dies kam 

v.a. bei Laubwaldflächen häufig vor. Es ergaben sich 11 Gruppen von Fluglosen, die jeweils eine 
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Kombination dieser Kriterien darstellten. Aus jeder dieser Gruppen wurde nun ein Fluglos zufällig 

ausgewählt. Um die gewünschte Abdeckung von 10% der Fläche zu erreichen, ohne die Hetero-

genität der Trainings- und Validierungsdaten zu stark einzuschränken, wurde nun für jede domi-

nante Baumart ein Fluglos mit mehr als 6 Traktecken zufällig ausgewählt und zu den Testdaten 

hinzugefügt. Da nur wenige Fluglose mit dominantem Buchen- oder Eichenbewuchs vorhanden 

waren, wurden stattdessen zwei Fluglose mit „gemischtem“ Bewuchs gewählt. 

Die Aufteilung der Trainings- bzw. Validierungsdaten und den Testdaten ergab ein Verhältnis von 

ca. 90/10. Unter Berücksichtigung der oben genannten Kriterien gelang es die Verteilung des ge-

samten Datensatzes auch in den Testdaten widerzuspiegeln. 

Die Aufteilung Trainings- und Validierungsdaten erfolgte ebenfalls in einem Verhältnis 90/10. Das 

Vorgehen zur Aufteilung in Trainings- und Validierungsdaten basiert auf einer zufälligen Auswahl 

mit einer möglichst breiten räumlichen Verteilung. Dazu wurde aus jedem Trakt der mindestens 

2 Traktecken enthält, eine Traktecke zufällig ausgewählt. Die Gesamtanzahl an Traktecken pro 

Fluglos wurde zusätzlich auf eins beschränkt. 

Die Anzahl an Trainings- und Validierungskacheln wurde durch Datenaugmentierung versechs-

facht. Dazu wurde auf jede Kachel und das zugehörige Label fünfmal eine zufällig ausgewählte 

Sequenz von drei Veränderungen aus einer gegebenen Liste angewendet. Die verwendeten Aug-

mentierungsmethoden beinhalten horizontales und vertikales Umklappen, Ausschneiden eines 

zufällig gewählten Bereichs, Skalierung, Affine-Transformation, Drehung, Stauchung und Verzer-

rung. 

II.1.AP400 KI-Modell 

Künstliche Intelligenz (KI) ist ein Fachgebiet der Informatik. Es beschäftigt sich mit Systemen, die 

Eingabedaten verarbeiten und zur Wahrnehmung, Logik und zum Lernen fähig sind. Besonderes 

Merkmal ist dabei die Imitierung menschlich kognitiver Fähigkeiten. Erste Beispiele der KI basier-

ten Vertreter waren programmierte Abläufe z. B. regelbasierte Chatbots (z. B. telefonischer Kun-

denservice). Ein wichtiger Teilbereich der KI ist das Maschinelle Lernen. Bei diesem lernt die Ma-

schine selbständig Strukturen und Muster in Daten (z. B. Bildern) zu erkennen und darauf basie-

rend Vorhersagen oder Entscheidungen zu treffen, ohne explizit programmiert zu werden. Ent-

sprechend des Lernvorgangs wird in überwachtes, unüberwachtes und verstärkendes Lernen un-

terschieden. 

Deep Learning (DL) ist eine spezifische Methode des Maschinellen Lernens, die auf künstlichen 

neuronalen Netzwerken mit vielen Schichten (daher der Begriff „tief“) basiert. DL wird derzeit als 

die fortgeschrittenste Anwendung von künstlichen neuronalen Netzen angesehen (Segl et al. 

2017). Bei der Verarbeitung von Bilddaten kommen insbesondere Varianten des Convolutional 

Neural Network (LeCun et al. 2015) zum Einsatz. Diese eignen sich in besonderem Maße, um 

Muster, Texturen und Objekte in Bildern zu identifizieren. Im Unterschied zu den klassischen Ver-

fahren des maschinellen Lernens werden beim DL in der Regel sehr viel größere Lerndatensätze 

eingesetzt. Aufgrund der rechenintensiven Trainingsphase wird sehr leistungsfähige Hardware 

(GPU, TPU) benötigt. 
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Wichtige Eigenschaften von Deep Learning Methoden sind: 

• Es müssen keine Features (NDVI, Texture Layer) extrahiert werden, wie es z. B. beim Maschi-

nellen Lernen der Fall ist, sondern es werden die Eingangsdaten (Rohdaten wie z. B. Spektral-

bänder) direkt verarbeitet. 

• Fähigkeit zur Repräsentation beliebig komplexer Zusammenhänge durch nicht-lineare Trans-

formationen (in der Aktivierungsfunktion: u.a. ReLU). 

• Die zahlreichen Hidden-Layers führen zu einer hohen Abstraktionsfähigkeit der Modelle. 

Die wichtigsten Bestandteile eines Convolutional Neural Network sind: 

• Convolutional Layer (Extraktion von Merkmalen durch Faltung = Convolution). Das Ergebnis 

sind sogenannte Feature Maps. 

• Pooling Layer (Reduzierung der Bildgröße / Komprimierung der Feature Maps) 

• Aktivierungsfunktion (verleihen dem Neuronalen Netz eine nicht-lineare Eigenschaft, womit es 

in die Lage versetzt wird komplexere Beziehungen und Muster in den Daten zu modellieren) 

• Fully Connected Layer (befindet sich am Ende der CNN-Architektur und dient der Bildklassifika-

tion) 

 

Auf eine genaue Beschreibung des Trainingsprozess eines Tiefen Neuronalen Netzwerkes soll an 

dieser Stelle verzichtet werden (Backpropagation-Verfahren). Die Architektur des CNN ergibt sich 

aus der Aufgabenstellung bzw. dem Anwendungsfall. In der Computer Vision unterscheidet man 

in (vgl. Abbildung 15): 

 

• Semantic Segmentation (keine Objekte, Klassifizierung von Pixeln im räuml. Kontext) 

• Classification (+ Localization) 

• Object Detection (Identifizierung, Lokalisierung und Klassifizierung von Einzelobjekten) 

• Instance Segmentation (Identifizierung und Klassifizierung von Einzelobjekten in Form von Seg-

menten) 
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Abbildung 15: Aufgabenstellungen im Bereich Computer Vision.1 

 

II.1.AP410 Festlegung Netzwerkarchitektur 

Die Wahl der Modellarchitektur orientiert sich im Wesentlichen am Anwendungsfall und den da-

ran geknüpften Anforderungen: 

• Umgang mit Heterogenität der Bilddaten und geographischen Bedingungen 

• Großräumige Anwendbarkeit des Modells 

• Keine Verwendung von Zeitreihen 

• Einzelbaumgenaue Erfassung 

• Pixelgenaue Abgrenzung und Klassifikation 

Erfüllen lassen sich die genannten Anforderungen mit dem Ansatz der semantischen Segmentie-

rung. Diese ermöglicht eine pixelgenaue Abgrenzung und Klassifikation (hier der Baumarten) un-

ter Berücksichtigung der lokalen Nachbarschaft der Pixel (Strukturen, Texturen, Grauwerte). 

Eine Instanz-Segmentierung, welche auch die Unterscheidung einzelner Objekte ermöglicht 

wurde verworfen. Grund dafür ist die zu aufwendige Trainingsdatenerzeugung und die teils 

schwierige Abgrenzbarkeit von Baumindividuen der gleichen Baumart. 

Zur semantischen Segmentierung wurde eine U-Net (Ronneberger et al. 2015) basierte Model-

larchitektur verwendet. Diese wurde ursprünglich zur Bildsegmentierung bzw. Abgrenzung von 

Zellstrukturen in mikroskopischen Aufnahmen entwickelt, aber später auch auf die Analyse von 

Fernerkundungsdaten übertragen. Beispiele sind die Erfassung von Sturmschäden im Wald 

 

 

 

 

 

 
1 Quelle: http://cs231n.stanford.edu/slides/2017/cs231n_2017_lecture11.pdf (CC0 1.0 DEED) 

http://cs231n.stanford.edu/slides/2017/cs231n_2017_lecture11.pdf
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(Hamdi et al. 2019) oder die Erfassung von Buchentrockenheit und Borkenkäferkalamitäten in 

den Projekten BeechSAT und IpsSAT. Im Rahmen von KIHBA wurden neben der klassischen U-Net 

Architektur auch Weiterentwicklungen wie das U-Net3+ (Huang et al. 2020) untersucht. 

Ansätze des klassischen Machine Learning wurden auf Grundlage der Ergebnisse der Projekte 

BeechSAT und IpsSAT verworfen. In letzteren konnte deutlich gezeigt werden, dass Ansätze des 

Deep Learning insbesondere bei der Erkennung von Mustern und Strukturen (z. B. Strukturen der 

Baumkrone) den Verfahren des klassischen maschinellen Lernens überlegen sind. Die alleinige 

Unterscheidung der Baumarten anhand der spektralen Signatur (Farbe) ist nicht möglich, da sich 

diese je nach Alter und Vitalität der Bäume teils überschneidet. Zur korrekten Bestimmung der 

Baumart ist deshalb die Betrachtung der baumartenspezifischen Struktur der Baumkrone essen-

ziell. Ein weiterer Vorteil von DL ist ein höheres Maß an Übertragbarkeit auf andere räumliche 

Gebiete. 

Auf die Auswertung von Zeitreihen zur Berücksichtigung phänologischer Aspekte wurde verzich-

tet. Der Erfolg dieser Ansätze (z. B. Recurrent Neural Networks, wie z. B. das Long Short-Term 

Memory (LSTM) Netzwerk) ist im hohen Maße abhängig von der Verfügbarkeit wolkenfreier Auf-

nahmen zu Zeitpunkten, die die Phänologie gut beschreiben. Bilder mit einer solchen zeitlichen 

Auflösung stehen als Luftbilder nicht zur Verfügung und besitzen in der Regel eine geringere 

räumliche Auflösung (z. B. Sentinel-2). Die Berücksichtigung der Baumstrukturen ist hierbei nicht 

oder nur eingeschränkt möglich. Die Güte dieser Verfahren hängt außerdem im besonderen 

Maße von der Zusammensetzung der Bestände ab (Misch- vs. Reinbestände). 

Auf die Verwendung von vortrainierten Modellen und deren anschließendes Weitertainieren (vgl. 

Transfer Learning) wurde verzichtet, da deren Eingabedaten sich bezüglich Anzahl und Inhalt 

(NIR-Kanal, nDOM) der Bänder von denen in KIHBA unterscheiden.  

II.1.AP420 Implementierung der Netzwerkarchitektur 

Für die gesamte Prozesskette zur Aufbereitung der Eingabedaten, der Durchführung des Trai-

nings sowie einer anschließenden Prediction konnte auf ein leistungsstarkes IABG internes Py-

thon Framework zurückgegriffen werden, welches auch die Verarbeitung großer Geodatensätze 

erlaubt. Die Implementierung der DL-Architektur basiert auf TensorFlow, einem Open-Source-

Framework für maschinelles Lernen und künstliche Intelligenz von Google. Als Schnittstelle 

wurde die Python High-Level API und Programmbibliothek Keras genutzt. 

II.1.AP430 Training und Optimierung des KI-Modells 

Im Rahmen der Modelloptimierung wurden verschiedene Architekturen von CNNs verglichen (U-

Net, U-Net3P). Darüber hinaus erfolgte eine umfangreiche Hyperparameter Optimierung, die 

Verwendung verschiedener Verlustfunktionen sowie der Einsatz von Klassengewichten. Mit Letz-

terem wurde versucht, dem Einfluss der stark variierenden Objektanzahl zwischen den Klassen 

entgegenzuwirken. Die folgenden Parameter wurden u.a. optimiert. 

• Gewichtung der Klassen 

• Anzahl der Epochen  

• Learning rate  

• Batch size  

• Minimale Anzahl der Filter  
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• Filtergröße 

Untersucht wurden auch der Einfluss von Bildaugmentierung sowie der Einsatz zusätzlicher Ein-

gabedaten (z. B. Baumhöhen). Bei der Bildaugmentierung wird das Originalbild geometrisch ver-

ändert (z. B. drehen, spiegeln) oder die Pixelwerte manipuliert (z. B. hinzufügen von Rauschen) 

mit dem Ziel die Diversität des Trainingsdatensatzes zu steigern, die Robustheit des Modells zu 

stärken und den Datensatz zu vergrößern.  

Im Rahmen des Trainings wurden verschiedene Kombinationen von Trainingsparametern und 

Eingangsdatensätzen untersucht. Die entsprechenden Kombinationen werden hierbei als Konfi-

gurationen bezeichnet. Neben den oben genannten optimierten Modellparametern wurden die 

Konfigurationen aus den folgenden Merkmalen gebildet: 

• Label Uncertainty (nur sichere Labels / sichere und unsicher Labels)  

• Augmentierung (mit / ohne)  

• Segmentierte Label-Grenzen vs. manuell abgegrenzte Polygone 

• Erweiterung des Trainingsdatensatzes um aktuellere Befliegungen (2021, 2022) 

• Berücksichtigung der Güte der Bilddaten  

• Zusätzliche Nutzung des nDOM als Eingabedatensatz 

Die Dauer eines Trainings betrug je nach Menge der Eingangsdaten ca. 10-12 Stunden auf einer 

handelsüblichen Grafikkarte (NVIDIA GeForce RTX 2080 Ti). Umfangreiche Hyperparameter Tu-

ning-Experimente dauerten mehrere Tage. Die erzeugten Modelle wurden anschließend anhand 

von Validierungs- und Testdaten bewertet und so das beste Modell ermittelt. 

II.1.AP440(Optional) Feinjustierung KI-Modell 

Es erfolgte kein explizites Fine Tuning, da bereits ein iteratives Vorgehen während der Trainings-

phase stattfand. 

II.1.AP500 Post-Processing 

Post-Processing bezeichnet die Nachbearbeitung und Aufbereitung der Prediction-Ergebnisse un-

ter Verwendung von Methoden der Bildverarbeitung. Sie dient u.a. der Beseitigung von Fehlklas-

sifikationen, Kleinstflächen (Einzelpixel oder kleine Pixelgruppen) oder der Ausmaskierung irrele-

vanter Bereiche im Bild (Siedlungsbereich, landwirtschaftliche Nutzflächen). Die folgenden Post-

Processing Methoden wurden im Rahmen des Projektes betrachtet. 

II.AP510 Verschneidung Waldmasken 

Mit Hilfe einer Waldmaske können Bereiche außerhalb der Waldflächen aus dem Ergebnis der 

Baumartenklassifikation entfernt werden. Das ist wichtig, da solche Flächen nicht im Training ent-

halten waren und somit anfällig für Fehlklassifikationen sind. Insbesondere bei großflächiger An-

wendung der Modelle kommen Bildmosaike zum Einsatz, die nicht-bewaldete Flächen enthalten. 

Der Einsatz von Waldmasken ist hier zu empfehlen. Als Grundlage für eine solche Waldmaske 

kann z. B. der Waldflächenbasislayer (LWF) genutzt werden. 
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II.AP520 Filterung 

Mit Hilfe der Filterung können einzelne isolierte Pixel oder kleine Pixelgruppen, das so genannte 

Rauschen, aus dem Ergebnis der Bildklassifikation entfernt werden. Werkzeuge wie der Majority-

Filter oder morphologische Filter (Erosion, Dilatation) werden hierbei meist iterativ oder in einer 

definierten Abfolge auf das Klassifikationsergebnis angewandt (vgl. Abbildung 16). 

 

Abbildung 16: Zweifache Anwendung des Majority-Filters (links: vorher, rechts: nachher). 

Da die Klassifikationsergebnisse fast ausschließlich kompakte Pixelsegmente und nur sehr wenige 

fehlklassifizierte Einzelpixel enthalten (vgl. Abbildung 17), wurde auf eine Filterung der Ergeb-

nisse verzichtet. Die in diesem Bericht enthaltene statistische Validierung beruht demzufolge auf 

den unveränderten Klassifikationsergebnissen. 

 

Abbildung 17: DOP (links) und Prediction ohne anschließende Nachbearbeitung (rechts). 
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II.AP530 Kleinstflächeneliminierung 

Bei Kleinstflächen im Klassifikationsergebnis kann es sich um Fehlklassifikationen oder Objekte 

unterhalb der Größe der Mindestkartiereinheit handeln. Diese werden auf Grund ihrer Größe 

und teils unter Berücksichtigung ihrer Form aus dem Klassifikationsergebnis eliminiert. Dabei 

kommen Bildverarbeitungsmethoden wie z. B. „Sieve“ und „Clump“ zum Einsatz. 

Da es sich bei Kleinstflächen bereits um Einzelbäume handeln kann, würde die Eliminierung sol-

cher Segmente das Klassifikationsergebnis in einigen Fällen negativ verändern und einer einzel-

baumgenauen Klassifizierung entgegenstehen. Bei der statistischen Auswertung zur Güte des 

Klassifikationsergebnisses wurde deshalb auf eine Eliminierung von Kleinstflächen verzichtet. 

II.1.AP600 Testgebiet und Validierung 

II.1.AP610 Prozessierung von Testgebieten (Prediction) 
 
II.1.AP611 Testquadrate 

 

Zur Anwendung der trainierten Modelle auf Bilddaten (Prediction) werden fünf getrennt vonei-

nander auf denselben Trainings- und Validierungsdaten trainierte Modelle jeweils auf die Bildda-

ten angewendet. D.h., für jede Klasse und jedes Modell liegt pro Pixel ein Wert vor, der eine 

Aussage dazu liefert, wie „sicher“ das Modell ist, dass der jeweilige Pixel zu der entsprechenden 

Klasse gehört. Aus den fünf Sicherheitswerten wird der Mittelwert pro Klasse berechnet. An-

schließend wird dem Pixel die Klasse mit dem höchsten Wert zugeordnet.  

 
II.1.AP612 Testflächen 

 

Die Prediction erfolgt jeweils über Kacheln in einer festgelegten Größe (z. B. 10000x10000 Pixel, 

also 2kmx2km). Wenn eine größere Luftbildszene zugrunde gelegt wird, so wird diese zunächst 

mit Überlappung gekachelt. Anschließend werden die Modelle wie in Kapitel II.1.AP611 Test-

quadrate beschrieben angewendet. Schließlich werden diese kachelweisen berechneten Ergeb-

nisse wieder zu einem flächigen Mosaik zusammengefügt. 

Der im vorigen Kapitel auf Basis einer Auswahl aus dem Referenzdatensatz gewonnene Testda-

tensatz erlaubt die Validierung innerhalb der abgegrenzten, kleinräumigen 50mx50m Traktecken. 

Um einen räumlichen Eindruck der Modellergebnisse zu gewinnen und etwaige übergeordnete 

Effekte (z. B. Randeffekte durch Wege, Kachelgrenzen durch Unterteilung während der Berech-

nung) zu untersuchen, wurden verschiedene, großräumige Testflächen ausgewählt und prozes-

siert. Es wurden fünf über Bayern verteilte Flächen zwischen 94km² und 480km² Größe gewählt.  
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Abbildung 18: Lage und Größe der zur großräumigen Modellanwendung ausgewählten Flächen 

II.1.AP620 Erstellung eines Testdatensatzes 
II.1.AP621 Auswahlvorgang aus den Referenzdaten 

Aus der beschriebenen Aufteilung in Trainings-, Validierungs- und Testdaten ergaben sich zu-

nächst 86 Testkacheln, 70 Kacheln zur Validierung und 653 Trainingskacheln. Nach Hinzunahme 

neuer Befliegungsdaten und Ausschluss qualitativ besonders schlechter Kacheln ergab sich ein 

Datensatz aus 106 Test-, 77 Validierungs- und 750 Trainingskacheln. Es konnte gezeigt werden, 

dass die Baumartenabdeckung der Testdaten der des Gesamtdatensatzes sehr ähnlich ist (Abbil-

dung 19). Der Anteil sicher klassifizierter Baumkronen beträgt im Durchschnitt 94,40% über den 

Gesamtdatensatz, 95,10% für die Testdaten und 93,76% in den Validierungsflächen. Der durch-

schnittliche Bedeckungsgrad beträgt 65,26% über die Gesamtdaten, 61,80% für Testdaten und 

64,88% in den Validierungsdaten. 

 

Abbildung 19: Klassenverteilung innerhalb der drei erzeugten Teildatensätze auf Basis der erhobenen Baumpunkte 
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Abbildung 20: Links: Räumliche Verteilung der Testflächen mit dominanten Baumarten. Rechts: Anteil sicherer 
Bäume nach Fluglos.  

II.1.AP622 Ableitung Testdaten in flächigen Testgebieten 

Durch die Zusammenfassung von Klassen (vgl. Kapitel II.1.AP652 Ergebnisse zusammengefasste 

Klassen) wurde es möglich, Testdaten einfacher nachzuerfassen, da leicht zu verwechselnde Klas-

sen vereinigt wurden. Die großräumigen Testflächen wurden in Abhängigkeit von der Verfügbar-

keit und zeitlichen Nähe von Stichprobeninventuren der BaySF ausgewählt. Zwar zeigte sich, dass 

die 12m-Stichprobenkreise nicht zur direkten Anwendung als Referenz, jedoch als Unterstützung 

bei der manuellen Erfassung neuer Testdaten geeignet waren. Pro Testfläche wurden 60-160 

Stichprobenkreise zufällig ausgewählt und Kronenpolygone der zusammengefassten Klassen 

Laubholz, Fichte+ sonst. Nadelholz, Kiefer, und Totholz manuell im GIS erzeugt. Für die Testflä-

chen Ebrach und Waldbrunn konnten Baumkronenpolygone aus dem Projekt BeechSAT als Test-

daten genutzt werden. Aufgrund der zufälligen Auswahl der Probenkreise sind die erfassten Flä-

chen pro Klasse sehr ungleich verteilt. 

In der Fläche Nordbayern1 wurden zusätzlich 450 Totholz-Polygone erzeugt und mit der Klasse 

der ursprünglichen Baumart (Laubholz, Fichte + sonst. Nadelholz, Kiefer) attributiert, da bei den 

ersten Betrachtungen der Modellergebnisse auf den Testquadraten Differenzen in der Erfas-

sungsgenauigkeit zwischen diesen vorzuherrschen schienen und die Menge an Totholz-Labels in 

den neuerfassten Stichprobenkreisen nicht ausreichend für eine Analyse waren. 

II.1.AP630 Modellvalidierung durch statistische Auswertung 

Die Güte des Modells wird quantitativ mit statistischen Maßzahlen (Precision, Recall, Intersection 

over Union (IoU), F1- Score, etc.) und qualitativ durch visuelle Interpretation bestimmt. Letztere 

ermöglicht eine erste Charakterisierung der Qualität aus Sicht der Forstexperten. Zur Validierung 

werden mehrere repräsentative Testgebiete ausgewählt. Sowohl Label- als auch Bilddaten der 

Testgebiete dienen ausschließlich der Evaluierung und sind damit nicht Bestandteil des Trainings. 

Zusätzlich werden zeitnah terrestrisch erhobene Inventurdaten zur Validierung herangezogen. 

Während sich die qualitative Bewertung von Klassifikationsergebnissen vor allem auf die visuelle 

Interpretation der Ergebnisse stützt, werden für eine quantitative Bewertung statistische Maß-

zahlen herangezogen: 
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Die Fehlermatrix, auch bekannt als Konfusions- oder Wahrheitsmatrix, ist ein weitverbreitetes 

Werkzeug zur Evaluierung von Klassifikationsmodellen. Die zweidimensionale Matrix fasst die An-

zahl der richtigen und falschen Vorhersagen mit Zählwerten (oder prozentualem Anteil) aufge-

schlüsselt nach den einzelnen Klassen zusammen. Die Zeilen repräsentieren die vorhergesagten 

Klassen und die Spalten die tatsächlichen Labels (Referenz) für den Testdatensatz. 

Somit bietet die Fehlermatrix einen schnellen Überblick zu den wahren Positiven (true positive), 

falsch Positiven (false positive), falsch Negativen (false negative) und wahren Negativen (true ne-

gative) Werten der Vorhersage. Darauf basierend können weitere Metriken abgeleitet werden, 

wie z. B. Precision ((2), Maß für Genauigkeit) und Recall ((3), Maß für Vollständigkeit). 

Zum Vergleich unterschiedlicher Konfigurationen aus Hyperparametern und Trainingsdaten wur-

den Labels und Klassifizierungsergebnisse zunächst pixelweise für die jeweiligen Klassen vergli-

chen. Ein Pixel kann für eine bestimmte Klasse k entweder true positive (TP; dem Pixel wurde die 

Klasse k sowohl im Label als auch im Ergebnis zugewiesen), true negative (TN; der Pixel hat weder 

im Label noch im Ergebnis die Klasse k), false positive (FP; Klasse k im Ergebnis, jedoch nicht im 

Label) oder false negative (FN; Klasse k im Label, jedoch nicht im Ergebnis) sein. Aus diesen Zu-

weisungen können die genannten Metriken wie folgt berechnet werden. 

(1) 𝐼𝑜𝑈 =
𝑇𝑃

𝑇𝑃+𝐹𝑃+𝐹𝑁
 

(2) 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑃

𝑇𝑃+𝐹𝑃
 

(3) 𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃+𝐹𝑁
 

(4) 𝐹1 =
2∗𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛∗𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛+𝑅𝑒𝑐𝑎𝑙𝑙
=

2∗𝑇𝑃

2∗𝑇𝑃+𝐹𝑃+𝐹𝑁
 

Der F1-Score (4) bildet das harmonische Mittel aus Precision und Recall und kombiniert damit 

Genauigkeit und Vollständigkeit in einer einzigen Metrik. Der Ergebniswert liegt zwischen 0 und 

1, wobei höhere Werte besser sind. Die Formeln zeigen, dass sich IoU (1) und F1-Score (4) ähnlich 

verhalten, der F1-Score jedoch true positives stärker gewichtet. Zur Berechnung einer Ge-

samtgüte über alle Klassen wurde der Micro-F1-Score verwendet. Dabei werden globale Werte 

für TP, FP und FN verwendet, sodass unterschiedliche Klassengrößen miteinfließen. Im Fall einer 

Zuordnung jedes Pixels zu genau einer Klasse bei mehreren möglichen Klassen entspricht der 

Micro-F1-Score der Gesamtgenauigkeit (=Overall Accuracy). Zusätzlich wurden auch Fehlermat-

rizen erstellt, um die Verwechslungen zwischen Klassen nachvollziehbar zu machen. 

Da der gesamte Testdatensatz, die auf Basis der BWI geschätzten Flächenanteile der Klassen grob 

widerspiegelt, kann für diesen der Micro-F1-Score genutzt werden. Auf Kachelebene kann diese 

Repräsentativität allerdings nicht mehr gelten. Die pixelweise Gesamtgenauigkeit der einzelnen 

Kacheln (=Micro-F1-Score), aber auch klassenweise Metriken wie Precision und F1-Score hängen 

davon ab, in welchem Verhältnis gut und weniger gut klassifizierbare Klassen innerhalb einer Ka-

chel vorhanden sind. Um diesen Einflussfaktor auf Ebene einzelner Traktecken zu umgehen, 

wurde auf Pixelebene ein stratifiziertes Sampling durchgeführt. Dabei werden von jeder Klasse 

1000 zufällige Pixelpositionen innerhalb jedes Klassenlabels gewählt, welche repräsentativ für die 

Ergebnisse der Klasse innerhalb der Traktecke herangezogen und ausgewertet werden (siehe Ab-

bildung 21: Beispiel des Samplings einer Traktecke ). Somit sind die betrachteten Klassenanteile 
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gleich und die Bewertungsmetriken auf Trakteckenebene wieder anwend- und vergleichbar, so-

fern dieselben Baumarten vertreten sind. 

 

 

Abbildung 21: Beispiel des Samplings einer Traktecke zur Erzeugung balancierter Klassen-Stichproben 

Die Werte an den gewählten Pixelpositionen werden anschließend aus den Label- und Vorhersa-

gerastern ermittelt und können in einer Fehlermatrix ausgewertet werden. Sofern eine Klasse im 

Labelraster nicht mindestens 1000 Pixel bedeckt, so wird ihre Labelfläche sowohl im Label- als 

auch im Vorhersageraster ausmaskiert und nicht ausgewertet. Fehlklassifizierte Pixel entfernter 

Klassen außerhalb deren Labelfläche werden erhalten, da diese als false negatives in die Auswer-

tung der anderen Klassen miteingehen.  

Es wurde die Hypothese aufgestellt, dass die Klassifizierungsergebnisse in der Kronenmitte 1.) in 

der Praxis relevanter sind als die genaue äußere Abgrenzung der Krone und 2.), dass i.d.R. die 

gesamte Krone falsch klassifiziert wird, wenn ihr Zentrum der falschen Klasse zugeordnet wurde. 

Hypothese 1 basiert auf der manuellen Abgrenzung der Kronen. Diese kann zu Unterschieden in 

der Zuordnung von Pixeln im Randbereich führen. Hypothese 2 basiert auf der Beobachtung, dass 

die Klassifizierungsergebnisse zumeist homogen über Baumkronen sind und kaum Salz-und-Pfef-

fer-Effekte aufweisen. Insbesondere um Hypothese 2 zu testen, wurde zusätzlich zur 
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pixelbasierten Auswertung auch eine punktbasierte Auswertung durchgeführt. Dazu wurden die 

erhobenen Baumpunkte innerhalb der Testflächen verwendet. Um Grenzeffekte zu minimieren, 

wurden diese Punkte mit einem Buffer mit einem Radius von 50cm umgeben. Anschließend 

wurde den Punkten die häufigste Klasse innerhalb des Radius zugewiesen und diese mit dem 

Label des Punktes verglichen. Basierend auf diesem Vergleich konnten erneut die o.g. Metriken 

berechnet werden. Als weitere Metrik kam die Accuracy zum Einsatz: 

(5) 𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑁+𝐹𝑃
 

Zusätzlich zur KI-Methodik ist erfahrungsgemäß eine Datennachprozessierung (post-processing) 

durchzuführen. Unter Verwendung weiterer qualifizierter Daten (Waldmaske, nDOM, etc.) kann 

mittels Verschneidung und Filterung eine Plausibilisierung des Ergebnisses und eine Minimierung 

von Fehlklassifizierungen erreicht sowie die Eliminierung von Kleinstflächen (z. B. Einzelpixel) er-

wirkt werden.  

 

II.1.AP640 Qualifizierung entdeckter Fehler durch visuelle Überprüfung  

Vor einer statistischen Auswertung wurde eine visuelle Betrachtung der Modellergebnisse durch-

geführt, um einen ersten Eindruck zu gewinnen und Fehler der Modellierung zu identifizieren. 

II.1.AP641 Originalklassen 

Eine visuelle Betrachtung der Modellergebnisse auf Basis der Testquadrate mit den originalen 

Klassen Buche, Eiche, Fichte, Kiefer, sLbh, sNdh und Totholz erbrachte folgende Erkenntnisse: 

• Keine erkennbaren Randeffekte im Randbereich der Testkacheln 

• Zusammenhängende Segmente einer Baumart, kein „Salt & Pepper“ 

• Hintergrund: 

• Nicht-ausmaskierter Hintergrund und Schattenbereiche werden zuverlässig erkannt 

• Abgrenzung zu Hintergrund weicht meist nur gering von den erzeugten Labels ab 

• Verwechslung zwischen den Laubholzklassen Buche, Eiche und sLbh sind sehr häufig 

• Eiche wird kaum erkannt und nur selten vorhergesagt (vgl. Abbildung 22: Beispiel einer Ver-

wechslung zw. Eiche und Buche.  

 

 

Abbildung 22: Beispiel einer Verwechslung zw. Eiche und Buche 
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• Verwechslung zwischen den Nadelholzklassen Fichte und sNdh sind häufig 

• Kiefer wird recht zuverlässig erkannt 

• Trennung zwischen Laubholz- und Nadelholz Arten: 

• Allgemein sehr gute Trennung Laubholz/Nadelholz 

• Vital schwaches und/oder strukturarmes Laubholz wird z.T. als Kiefer vorhergesagt 

• Verwechslungen zwischen Laubholz/Nadelholz oft bei vorkommen von Bildartefakten wie 

künstlicher Kanten oder Verschmierungen durch die Orthorektifizierung (Abbildung 23, Ab-

bildung 24). 

 

 

Abbildung 23: Beispiel einer als Fichte (hellblau) fehlklassifizierten Buche (gelb).  Darüber hinaus zeigt die Abbildung 
auch Bäume der Klassen sonstiges Nadelholz (Magenta) und Kiefer (dunkelblau), welche fälschlicherweise als Fichte 
klassifiziert worden sind. Anzunehmen ist, dass die verwaschene Struktur, die aus der Orthorektifizierung der tDOP 
stammt, ausschlaggebend ist. 

• Erfassung von stehendem Totholz scheint für Nadelholz besser zu funktionieren als Laubholz: 

• Nadelholz meist komplett abgestorben und kompakt, kaum Hintergrund sichtbar 

• Bei Laubholz oft Verjüngung im Unterstand oder Ausbildung einer Sekundärkrone, sodass 

diese durch die kahle Krone durchscheinen kann. 

 

Abbildung 24: Artefakte in Form unnatürlicher Kanten, welche aus der Orthorektifizierung stammen, führten zu Fehl-
klassifikationen 

II.1.AP642 Zusammengefasste Klassen 

Durch Zusammenfassung der originalen Klassen zu den übergeordneten Klassen Laubholz, Fichte 

+ sonst. Nadelholz, Kiefer und Totholz entfielen die meisten der o.g. Fehler. Bei der Betrachtung 
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der Modellierungsergebnisse sowohl auf Basis der Testquadrate als auch der in Kapitel II.1.AP611 

definierten flächigen Testgebiete konnten folgende visuelle Beobachtungen gemacht werden: 

• Randeffekte: 

• Keine erkennbaren Randeffekte im Randbereich innerhalb der Testquadrate 

• Keine erkennbaren Randeffekte im Randbereich der zur flächigen Prozessierung genutzten 

Teilkacheln 

• Keine Randeffekte am Übergang zwischen enthaltenen Fluglosen 

 

 

Abbildung 25: Auszug aus der flächigen Modellvorhersage auf der Fläche Nordbayern1. Gut erkennbar ist die Trennung 
zwischen den Reinbeständen.  

 

• Zusammenhängende Segmente einer Klasse, kein „Salt & Pepper“ (nur sehr selten isolierte 

Kleinstflächen) 

• Hintergrundabgrenzung: 

• Nicht-ausmaskierter Hintergrund und Schattenbereiche wird zuverlässig erkannt (vgl. Abbil-

dung 26: Beispiel der Vorhersage auf einem Mischbestand 

•  , gut erkennbar ist die Erfolgreiche Abgrenzung des nicht zuvor ausmaskierten Hintergrunds. 

(links: maskiertes CIR-tDOP, rechts: Modellvorhersage) 

• Abgrenzung zu Hintergrund weicht meist nur gering von den erzeugten Labels ab 
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Abbildung 26: Beispiel der Vorhersage auf einem Mischbestand , gut erkennbar ist die Erfolgreiche Abgrenzung des 
nicht zuvor ausmaskierten Hintergrunds. (links: maskiertes CIR-tDOP, rechts: Modellvorhersage) 

• Verwechslung zwischen den Klassen meist begrenzt auf schmale Übergangszonen  

• Vital schwaches und/oder strukturarmes Laubholz wird z.T. als Kiefer vorhergesagt 

• Junge, undurchforstete und eng stehende Fichtenbestände mit Höhen knapp über 12m werden 

teils großflächig als Laubholz vorhergesagt. Vermutete Einflussfaktoren sind hierbei: 

• zu wenig ausgeprägte oder zu feine Kronenstruktur aufgrund des Baumalters 

• kein Abstand zu Nachbarbäumen durch fehlende Durchforstung und somit gegenüber älteren 

Beständen untypische Bestandstruktur 

• gegenüber ausgewachsenen Fichtenbeständen untypische, hohe NIR-Reflektanzen durch fri-

schen Zuwachs und durch den dichten Bestand. 

 

II.1.AP650 Ergebnisse  
II.1.AP651 Ergebnisse Originale Klassen 

Es wurden verschiedene Möglichkeiten zur Erweiterung des Trainingsdatensatzes und zur Ver-

besserung des Modells getestet. Einen positiven Einfluss auf die Ergebnisse hatten die Anwen-

dung von Bildaugmentierung, die Hinzunahme des nDOMs mit 1 m Auflösung als zusätzlicher 

Bildkanal und Ausschluss der „unsicher“ klassifizierten Labels. Die Hinzunahme neuerer Bilddaten 

derselben Trainingsgebiete führte nur dann zu einer Verbesserung, wenn die Bilddaten eine aus-

reichende Qualität aufwiesen (siehe  

Tabelle 2). Hier musste zwischen Bildqualität und Datenmenge abgewogen werden. Ein Aus-

schluss von Randbäumen und die Verwendung von Segmentgrenzen brachten keine weitere Ver-

besserung. 
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Tabelle 2: Validierung verschiedener Konfigurationen 

Konfigurationen Pixelbasiert Punktbasiert (50cm Buffer) 

Erweiterter 
Datensatz 

Nur sichere 
Bäume 

nDOM 
Data Aug-
mentation 

F1 IoU Accuracy 
Accuracy 
Bu, Ei, Fi, 
Kie 

Accuracy 
Laub / Na-
del 

      x 0,56 0,39 0,57 0,65 0,88 

x x x x 0,57 0,40 0,61 0,73 0,88 

x   x x 0,56 0,39 0,59 0,69 0,89 

x   x   0,51 0,35 0,50 0,61 0,85 

x x   x 0,55 0,38 0,61 0,70 0,88 

 

In der besten Modellkonfiguration konnte ein pixelbasierter Micro-F1-Score von 0,57 und ein 

Micro-IoU-Score von 0,40 erreicht werden. Die punktbasierte Validierung zeigte, dass rund 60% 

der Baumpunkte korrekt identifiziert wurden. Zwischen den Einzelklassen zeigen sich große Un-

terschiede (Tabelle 3). Insbesondere zwischen den Klassen Buche und Eiche sowie Fichte und 

sonstiges Nadelholz kommt es zu zahlreichen Verwechslungen (Tabelle 4). 

 

Tabelle 3: Validierung des besten Modells mit allen Klassen 

 Punkte Pixel 

 Precision Recall F1-Score Precision Recall F1-Score 

Bu 0,47 0,53 0,50 0,51 0,52 0,51 

Ei 0,18 0,3 0,22 0,16 0,30 0,21 

Fi 0,75 0,75 0,75 0,58 0,79 0,67 

Kie 0,88 0,75 0,81 0,78 0,72 0,75 

TH 0,73 0,38 0,50 0,60 0,31 0,41 

sLbh 0,36 0,49 0,42 0,33 0,45 0,38 

sNdh 0,6 0,14 0,22 0,68 0,19 0,30 

OA/MicroF1  0,60  0,57 
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Tabelle 4: Fehlermatrix - alle Klassen (pixelbasiert) 
 Referenz 

K
la

ss
if

ik
at

io
n

 

 HG Bu Ei Fi Kie TH sLbh sNdh 

HG 771.549 49.333 5.955 45.885 39.657 7.726 32.586 28.011 
Bu 75.264 518.215 59.742 39.307 24.574 15.444 240.022 41.144 
Ei 35.318 204.065 64.371 2.851 46.975 1.492 44.337 788 
Fi 204.467 22.149 333 817.363 87.097 11.654 21.378 236.549 
Kie 92.786 16.620 2.208 32.539 736.699 10.237 11.844 47.127 
TH 4.056 543 1.308 1.992 5.457 23.374 1.709 805 
sLbh 135.659 186.388 80.965 71.568 74.720 4.609 290.845 30.791 
sNdh 8.919 5.729 9 17.099 7.632 100 4.266 92.906 

Um mögliche Einflussfaktoren auf die Klassifizierungsergebnisse zu identifizieren, wurden 

traktecken- und baumartenweise Genauigkeitsmaße ermittelt. Die Vorgehensweise dazu ist in 

Kap II.1.AP630 beschrieben. Anschließend wurden diese mit den pro Traktecke verfügbaren At-

tributen aus der BWI verknüpft. 

Die auf Basis der klassenweisen 1000-Pixel-Samples erreichten F1-Scores zeigen für keine Klasse 

einen Zusammenhang mit ihrem Flächenanteil. Dies bedeutet, dass die Zusammensetzung inner-

halb der Traktecke - Einzelbäume, Misch- oder Reinbestände - keinen Einfluss auf die Klassifizie-

rungsergebnisse hat (Abbildung 27). 

 

Abbildung 27: Scatterplot klassenweise erreichter F1-Scores pro Traktecke gegenüber gelabelter Flächenanteile  

In Abbildung 28 und Abbildung 29 sind die klassenweisen Verteilungen der auf Trakteckenebene 

erreichten F1-Scores nach Jahren und Monaten getrennt visualisiert. Insbesondere für die insge-

samt am besten klassifizierten Klassen Fichte und Kiefer können hier keinen signifikanten Varian-

zen der Mediane beobachtet werden. Die unsichereren Klassen zeigen Differenzen zwischen den 

Aufnahmejahren und -monaten, ein klarer Trend über alle Klassen ist jedoch nicht erkennbar. 

Dies weist darauf hin, dass der Aufnahmezeitpunkt keinen signifikanten Einfluss auf die erreich-

ten Genauigkeiten hat. 
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Abbildung 28: Boxplots der pro Traktecke ermittelten, klassenweisen F1-Scores nach Aufnahmejahr. 

 

 

Abbildung 29: Boxplots der pro Traktecke ermittelten, klassenweisen F1-Scores nach Aufnahmemonat. 

Ein Zusammenhang mit den Attributen Neigung, Exposition und Bestandesalter konnte nicht be-

obachtet werden. Für die Allgemein besser modellierten Klassen Fichte und Kiefer zeigten sich 

auch keine signifikanten Unterschiede der erreichten F1-Scores in Abhängigkeit von den natürli-

chen Höhenstufen. 
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Abbildung 30: Boxplots der pro Traktecke ermittelten, klassenweisen F1-Scores nach Höhenstufe (kollin links, montan 
Mitte und submontan rechts). 

 

Abbildung 31: Boxplots der pro Traktecke ermittelten, klassenweisen F1-Scores nach Entwicklungsphase des 
Bestandes. 

Zwar konnte kein direkter Zusammenhang zwischen Bestockungsalter und klassenweisen F1-

Scores beobachtet werden, jedoch zeigten die erreichten F1-Scores für einige Klassen interes-

sante Zusammenhänge mit der Entwicklungsphase (Abbildung 31). Insbesondere die Modellie-

rungsgenauigkeit der Buche steigt mit fortschreitender Entwicklung. Hier ist anzunehmen, dass 

die Struktur der Buche in den Bilddaten erst bei ausgereifterer Kronenstruktur für eine zuverläs-

sige Erkennung ausreicht. Fichte in Entwicklungsphase 1 zeigt gegenüber den späteren Entwick-

lungsphasen hohe Varianz in den erreichten F1-Scores, was auf hohe Verwechslungsraten zurück-

zuführen ist. Dies bestätigt die bereits visuell beobachteten Fehler, bei denen jüngere Fichtenbe-

stände teilweise als Laubholz klassifiziert wurden. 

II.1.AP652 Ergebnisse zusammengefasste Klassen 

Aufgrund der im vorigen Abschnitt beschriebenen Ergebnisse wurde die Entscheidung getroffen, 

die Klassen Buche, Eiche und sonstiges Laubholz (→Klasse „LH“) sowie Fichte und sonstiges Na-

delholz (→Klasse „Fi+sNdh") zusammenzufassen. Mit diesen zusammengefassten Klassen wurde 

anschließend ein neues Modell in der oben beschriebenen Konfiguration trainiert. Damit konnte 

ein Micro-F1-Score von 0,76 und ein Micro-IoU-Score von 0,62 erreicht werden (Tabelle 5: 
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Pixelbasierte Validierung - zusammengefasste Klassen). In der punktbasierten Validierung wur-

den rund 82% der Baumpunkte korrekt klassifiziert. 

Tabelle 5: Pixelbasierte Validierung - zusammengefasste Klassen 

 Precision Recall F1-Score 

HG 0,80 0,57  0,67 

LH 0,80  0,87 0,83 

Fi+sNdh 0,69 0,84 0,76 

Kie 0,78 0,76 0,77 

TH 0,56 0,33 0,41 

OA/MicroF1   0,76 

Tabelle 6: Fehlermatrix - zusammengefasste Klassen (pixelbasiert) 

 Referenz 

  HG LH Fi+sNdh Kie TH 

K
la

ss
if

ik
at

io
n

 HG 754.112 82.950 64.182 29.173 5.963 
LH 212.101 1.608.860 108.948 53.897 21.058 
Fi+sNdh 251.728 137.709 1.260.423 151.147 13.241 
Kie 105.107 30.607 70.475 781.974 9.916 
TH 4.970 4.794 2.697 6.620 24.458 

Äquivalent zur Auswertung auf Basis der Einzelklassen wurden die trakteckenweisen Modellie-

rungsergebnisse mit zusammengefassten Klassen mit trakteckenweisen Attributen verknüpft.  

Die Betrachtung des Aufnahmejahrs (Abbildung 32) zeigte insbesondere für die Klassen HG und 

LH signifikant niedrigere F1-Scores für 2021 gegenüber den anderen Aufnahmejahren. Während 

Fichte+sNdh nur leicht niedrigere Medianwerte aufzeigte, erreichte die Kiefer für 2021 sogar bes-

sere F1-Scores im Median. 

Bei Betrachtung der Monate zeigte sich, dass Aufnahmen aus September allgemein signifikant 

schlechtere F1-Scores und hohe Varianzen aufwiesen. Somit ist dieser Monat weniger für die 

Modellierung geeignet. 

 

Abbildung 32: Boxplots der pro Traktecke ermittelten, klassenweisen F1-Scores nach Aufnahmejahr. 
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Abbildung 33: Boxplots der pro Traktecke ermittelten, klassenweisen F1-Scores nach Aufnahmemonat. 

Wie bei den originalen Einzelklassen konnten auch für die zusammengefassten Klassen keine Zu-

sammenhänge zwischen Modellierungsqualität (F1-Score) mit Neigungsgrad, Exposition oder Be-

stockungsalter festgestellt werden. Ebenfalls waren keine signifikanten Differenzen der gruppen-

weisen F1-Scores bezüglich Entwicklungsphasen zu identifizieren. Die erhöhte Streuung der er-

reichten F1-Scores der Klasse Fi+sNdh in Entwicklungsstufe 1, die bereits bei der Fichte als Ein-

zelklasse beschrieben wurde, zeigte sich auch nach Zusammenfassung der Klassen. 

 

Abbildung 34: Boxplots klassenweiser F1-Scores getrennt nach natürl. Höhenstufe (kollin links, montan Mitte und 
submontan rechts). 

Während die Modellierungsgenauigkeiten von HG und LH über alle in den Daten repräsentierten 

natürlichen Höhenstufen hinweg stabil sind, zeigt die kolline Höhenstufe bei Fi+sNdh und Kie sig-

nifikant niedrigere F1-Scores mit Trends zu höheren Genauigkeiten bei steigender Höhenstufe 

über submontan zu montan. 

Die in Kapitel II.1.AP622 Ableitung Testdaten in flächigen Testgebietenerzeugten Testdaten wur-

den nach Prozessierung der flächigen Testgebiete zur Auswertung genutzt und klassenweise F1-

Werte berechnet. Nicht-annotierte Flächen innerhalb der Testdaten-Stichprobenkreise, die nicht 

durch die Verjüngungsmaske ausmaskiert wurden, werden dabei als Hintergrund gewertet. Die 

genutzten Testdaten aus dem Projekt BeechSAT enthielten nur Polygone in den Kernbereichen 

der Krone und wurden dadurch nicht mit Hintergrund verwechselt, sodass eine Aussage zur Ab-

grenzung/Erkennung Hintergrund auf den Flächen Waldbrunn und Ebrach nicht möglich war.  
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Tabelle 7: Pixelbasierte Genauigkeitsmaße auf Basis der Testdaten innerhalb der großflächigen Anwendungsgebiete 

  Alpenraum Nordbayern1 Nordbayern2 Waldbrunn Ebrach 

  
61  

Probenkreise 
160  

Probenkreise 
64  

Probenkreise 
2096  

Kronenpolygone 
3911  

Kronenpolygone 

  Pr Re F1 Pr Re F1 Pr Re F1 Pr Re F1 Pr Re F1 

HG 0,82 0,81 0,82 0,81 0,71 0,75 0,73 0,75 0,74 - - - - - - 

LH 0,89 0,75 0,81 0,90 0,89 0,90 0,80 0,87 0,83 0,98 1,00 0,99 0,98 0,99 0,98 

Fi+sNdh 0,71 0,86 0,78 0,77 0,84 0,81 0,84 0,82 0,83 0,70 0,73 0,71 0,78 0,90 0,84 

Kie 0,81 0,71 0,76 0,80 0,82 0,81 0,45 0,06 0,11 0,24 0,94 0,38 0,58 0,91 0,71 

TH 0,70 0,58 0,64 0,62 0,65 0,64 0,40 0,15 0,22 1,00 0,71 0,83 0,99 0,52 0,68 

 

Klassenweisen F1-Werte (vgl. Tabelle 7) zeigen F1-Werte für die Klassen Laubholz von 0,81-0,99 

und Fichte+sNdh mit 0,71-0,84 über alle Testflächen hinweg. Kiefer wurde mit F1-Werten von 

0,71-0,81 auf den Testflächen Alpenraum, Nordbayern1 und Ebrach gut vorhergesagt, während 

auf den Flächen Waldbrunn und Nordbayern 2 nur niedrige F1-Werte von 0,11 und 0,38 erreicht 

werden konnten. Der Recall von 0,06 für Kiefer auf der Fläche Nordbayern2 zeigt auf, dass die 

Erkennung der gelabelten Kiefern nicht möglich war und nahezu alle Kiefernpixel als „Fi+sNdh“ 

vorhergesagt wurden. Im Gegensatz dazu wurden die Kiefern im Gebiet Ebrach zuverlässig wie-

dererkannt, was sich durch einen Recall von 0,94 widerspiegelt. Die Precision für die Klasse Kiefer 

von nur 0,24 impliziert jedoch, dass es zu vielen falsch-positiven Vorhersagen für Kiefer kam, d.h. 

im Verhältnis zur Klassengröße viele Nicht-Kiefer-Pixel als Kiefer klassifiziert wurden. Eine mögli-

che Erklärung ist die bereits mehrfach beobachtete Verwechslung geschädigter bzw. vitalschwa-

cher Laubbäume mit Kiefer. 

Wie bereits beschrieben, erweckte die visuelle Betrachtung der Modellierungsergebnisse den 

Eindruck, dass totes Laub- und Nadelholz nicht gleich gut erkannt wurde. Anhand der auf der 

Fläche Nordbayern1 erfassten Totholzpolygone wurde diese Hypothese getestet. Dazu wurde zu-

nächst für jedes Einzelpolygon (Einzelobjekt) der korrekt als Totholz modellierte Flächenanteil 

abgeleitet und so die mittlere Erkennungsquote innerhalb der Klassen bestimmt (Tabelle 8).  

Tabelle 8: Anzahl und durchschnittlich als korrekt erfasster Flächenanteil der Totholzpolygone nach Ursprungsklasse 

 Anzahl Polygone Fläche [ha] Ø erkannter Flächenanteil [%] 

LH 106 0,34 59,97 

Fi+sNdh 319 0,60 94,88 

Kie 25 0,03 96,80 

Dabei zeigte sich, dass tote Kronen der Klassen „Fi+sNdh“ und „Kie“ durchschnittlich zu >90% 

erkannt wurden. Der mittlere, korrekt modellierte Flächenanteil bei totem Laubholz hingegen 

beträgt nur 60%. Somit ist ein direkter Einfluss durch die jeweiligen Flächenanteile von totem 

Laub- und Nadelholz auf die Gesamtgenauigkeit einer gemischten Totholzklasse zu erwarten. 
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II.1.AP660 Ableitung von Handlungsbedarf 

Die unter II.1.AP651 und II.1.AP652 aufgeführten Ergebnisse zeigen ihre Grenzen in Hinblick auf 

die Trennbarkeit der Baumarten auf. Auch die verschiedensten Einflussfaktoren wurden aufge-

zeigt und diskutiert. In Tabelle 9 werden Potential, Limitierungen und Erwartungen verschiedens-

ter Ansätze aufgezeigt. Des Weiteren lassen sich anhand dieser Handlungsempfehlungen Ansätze 

für die Fortführung von KIHBA ableiten. 

Tabelle 9: Handlungsempfehlungen für eine Verbesserung der KI-basierten Baumartenklassifizierung. 

Maßnahme Potential 

Erhöhung Anzahl 
Trainingsdaten 

Mäßiges Potential, da nicht bekannt ist, ab welcher Größe der Trainingsda-
ten eine signifikante Verbesserung eintritt.  
Aber: Limitierender Faktor für diesen Ansatz ist neben der Anzahl vor allem 
auch die Qualität und Auflösung der Bilddaten. 
Erwartung: Werden weitere Trainingsdaten für unterrepräsentierte Klassen 
(wie die Eiche) erhoben, kann es zu (leichten) Verbesserung dieser Klassen 
führen. Allerdings ist davon auszugehen, dass insbesondere für Laubgehölze 
die Auflösung der Bilddaten der limitierende Faktor ist. 

5cm aufgelöste UAV-
Daten 

Sehr großes Potential, da UAV-Daten aufgrund ihrer räumlichen Auflösung 
einen hohen Strukturreichtum besitzen.  
Aber: Ein entsprechender flächiger Datensatz steht für das Training nicht zur 
Verfügung. Flächendeckende homogene Datensätze werden für ganz Bayern 
auch in naher Zukunft nicht vorhanden sein. 
Erwartung: Verbesserung für die Trennung der Hauptbaumarten, speziell für 
die Trennung innerhalb der Laubbäume. 

10cm aufgelöste 
tDOP 

Großes Potential für bestimmte Baumarten, wenn Bilder als True Orthopho-
tos vorliegen und keine Artefakte aufweisen.  
Aber: Für die flächendeckende Anwendung müssen 10cm Daten für ganz 
Bayern vorliegen. 
Erwartung: Verbesserung für die Trennung von Fichte und Kiefer sowie Laub-
/Nadelholz. Deutlich bessere Trennung Buche/Eiche ist nicht zu erwarten. 

Wahl anderer DL-Ar-
chitekturen 

Potential durch andere Ansätze, wie z. B. Vision Transformer Ansätze im Ver-
gleich zu verwandten Ansätzen (U-Net). 
Aber: Ob dem so ist, kann nur experimentell herausgefunden werden, da 
Beispiele für deren Anwendung in anderen Anwendungsbereichen zu finden 
sind (Segmentierung von Tieren, Personen, Gegenständen).  
Erwartung: Verbesserung der Baumartendifferenzierung. 

40cm nDOM Großes Potential, da eine höhere Auflösung des nDOM beispielsweise die 
Hintergrundabgrenzung, die Strukturen innerhalb der Kronen/Kronenform 
besser abbilden. 
Aber: Höhendaten in dieser Auflösung müssen für Bayern erst aufbereitet 
werden. 
Erwartung: Verbesserung der Baumartendifferenzierung.  

Baumartenspezifi-
sche spektrale Refle-
xionen 

Potential durch Einbeziehung der Baumartenspezifischen spektralen Refle-
xion. 
Aber: Für diesen Ansatz gibt es bisher keine Erfahrungen und der Zugang zu 
einer Reflexionsdatenbank ist zu klären. 
Erwartung: Verbesserung der Baumartendifferenzierung speziell von Laub-
bäumen. 
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Altersklassen Großes Potential, da eine Differenzierung in Altersklassen die Struktur- und 
Texturmerkmale der Bäume besser unterscheidet. 
Aber: Je Klasse müssen ausreichend Trainingsdaten vorhanden sein. Eine 
räumliche Auflösung der Höheninformationen entsprechend den Ferner-
kundsdaten ist notwendig. 
Erwartung: Verbesserung der Baumartendifferenzierung. 

Phänologie Potential für die Bestimmung einzelner Baumarten aufgrund unterschiedli-
cher phänologischer Zeitpunkte. 
Aber: Bilddaten zu verschiedenen phänologischen Zeitpunkten werden be-
nötigt. Ausreichend Trainingsdaten je Baumart und Zeitpunkt sowie Zusatz-
information zu den phänologischen Phasen (Austrieb, Blüte) der jeweiligen 
Region beispielsweise durch den DWD oder Waldklimastationen.  
Erwartung: Verbesserung der Baumartendifferenzierung. 

Trennung Totholz-
klasse 

Großes Potential, da die Klasse Totholz bisher nicht differenziert zwischen 
Laub- und Nadelholz betrachtet wurde sowie eine klare Trennung zwischen 
geschädigt und tot noch fehlt.  
Aber: Entsprechender Trainingsdatensatz muss vorliegen. Umgang mit teils 
geschädigten Bäumen ist zu klären. 
Erwartung: Verbesserung durch Aufteilung der Totholzklasse in Laub- und 
Nadeltotholz. 

 

II.1.AP700 Dokumentation und Management 

II.1.AP710 Dokumentation 

07.05.2021 Projekt-Kick-off Meeting der Projektpartner 

18.02.2022 Projektbesprechung LWF und IABG mit erweitertem Teilnehmerkreis (Vorgesetzte, 

Fachexperten). Ziel der Besprechung war die Vorstellung des aktuellen Projektfortschrittes. 

Darüber hinaus fanden regelmäßige Arbeitstreffen (Tabelle 10) statt. Sie dienten der Projektor-

ganisation, dem fachlichen Austausch und der gegenseitigen Präsentation des Arbeitsfortschrit-

tes. Bis auf das 23. Arbeitstreffen in Freising fanden alle Arbeitstreffen per Videokonferenz statt. 

Tabelle 10: Durchgeführte Arbeitstreffen im Projektzeitraum. 

Nr. Datum Themen 

1 11.05.2021 Trainingsdatenaufbereitung (Mindestbaumhöhe, Verwendung ei-
ner Waldmaske, zu verwendende Referenzdaten, GDB-Struktur) 

2 27.08.2021 Einheitliches räumliches Koordinatensystem für die Datengrund-
lage und Datenformate 

3 13.12.2021 Datenbeschaffung, Trainingsdaten, Testgebiete und Validierungs-
methoden 

4 26.02.2022 Qualität der Bilddaten, Erfassung der Trainingspunkte, Ableitung 
der Trainingspolygone 

5 25.03.2022 Best Practice Empfehlung zur Polygon Erzeugung, Segmentie-
rungsansätze, Abstract für ForestSAT Beitrag 

6 13.05.2022 Feedback zur manuellen Polygonabgrenzung, Segmentierungser-
gebnisse, Abstract für ForestSAT 
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7 15.07.2022 Vorbereitung ForestSAT 2022 Vortrag, Testdaten Aufteilung (Dis-
kussion verschiedener Ansätze) 

8 23.08.2022 Vorbereitung ForestSAT 2022 Vortrag, Trainingsdatenerzeugung 
(Umgang mit Randbäumen, kleinen Baumkronen, in RGB nicht 
sichtbaren Baumkronen) 

9 16.09.2022 Öffentlichkeitsarbeit (Abstimmung zum Beitrag in LWF Aktuell, In-
ternetauftritt KIHBA bei LWF und IABG), Trainingsdatenerzeugung 
(Umgang mit Randbäumen, Schattenbäumen), Stratifizierung (Ge-
meinsame Überlegungen zur Aufteilung in Test-/Validierungs-
/Trainingsdaten), Absprache zur Datenlieferung an IABG (Bildda-
ten, Labeldaten) 

10 10.10.2022 Trainingsdatenerzeugung Randbäume/Schattenbäume (LWF prä-
sentiert Umsetzung des zuvor beschlossenen Vorgehens), Auftei-
lung Trainings-, Validierungs- und Testdaten (IABG präsentiert 
Konzept) 

11 28.11.2022 Trainingsdatenerzeugung (Feedback IABG zur Dateneingangsprü-
fung), Aufteilung Trainings-, Validierungs- und Testdaten (IABG 
präsentierte das überarbeitete Konzept, Beschluss der Testdaten), 
Training (IABG untersucht geeignete U-Net basierte Methoden für 
das Training), Öffentlichkeitsarbeit (LWF Aktuell Beitrag), Möglich-
keiten zur Beschaffung von Satellitenbilddaten 

12 06.02.2023 Aufteilung Trainings-, Validierungs- und Testdaten, Modell-Trai-
ning, Möglichkeiten der Beschaffung von Satellitenbilddaten 

13 07.03.2023 Aktueller Stand Implementierung und Training der Modelle, Pla-
nung der Präsentation des KIHBA Projektes auf dem 4. EO-Sympo-
sium des DLR, Möglichkeiten des Vergleichs mit anderen Publikati-
onen (https://www.mdpi.com/2072-4292/15/5/1463), Diskussion 
zu Möglichkeiten der Erweiterung des Trainingsdatensatzes auf 
Basis von Bildern aus 2021 und 2022 

14 05.04.2023 Aktueller Stand Implementierung und Training der Modelle, Ein-
reichung eines Abstracts für die Tagung FowiTA 2023, Abstim-
mung zu Vortrag und Posterbeitrag auf der 4. EO-Symposium des 
DLR, Erweiterung des Trainingsdatensatzes um neue True Ortho-
bilder 

15 15.05.2023 Aktueller Stand Training der Modelle (gemeinsame Bewertung der 
Ergebnisse), Optimierung des Trainingsdatensatzes durch 
Reduktion der Bilder mit schlechter Bildqualität 

16 12.06.2023 Aktueller Stand Training der Modelle (z. B.: Nutzung des nDOM als 
weiteren Input für das Modell), Implementierung des Vergleichs 
mit Ansatz von Beloiu et al. 2023, Rückmeldung zur Auswertung 
der Predictions durch LWF, Vorbereitung Vortrag und Poster für 4. 
EO-Symposium des DLR 

17 03.07.2023 Aktueller Stand Training der Modelle, Statistische Auswertung, 
Rückblick auf Konferenz „Neue Perspektiven der Erdbeobach-
tung“, Nächste Schritte besprochen und Diskussion aktueller Er-
gebnisse  

18 14.08.2023 Aktueller Stand Training der Modelle, Validierung der Modelle, 
Totholzklassifizierung, Öffentlichkeitsarbeit (Beitrag für LWF aktu-
ell, FowiTa 2023), Endbericht, Verwertungsmöglichkeiten der Pro-
jektergebnisse 

19 18.09.2023 Abstimmung LWF-Aktuell Beitrag 
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20 29.09.2023 Abstimmung LWF-Aktuell Beitrag 

21 05.10.2023 Öffentlichkeitsarbeit (Beitrag für LWF aktuell), Verwertungsplan, 
Projektergebnisse 

22 25.10.2023 Flächige Modellanwendung (Nordbayern), Planung Projekttreffen 
in Freising, Endbericht 

23 17.11.2023 Treffen in erweiterter Runde an der LWF in Freising: Präsentation 
der Projektergebnisse, Verwertungsmöglichkeiten und Weiterent-
wicklungspotential, Abstimmung zur Nutzung der Projektergeb-
nisse, Öffentlichkeitsarbeit 

24 27.11.2023 Endbericht, Vorgehensplanung für die verbleibende Projektzeit 
(Trainings, Validierung, flächige Anwendung) 

25 11.12.2023 Endbericht, LWF aktuell (Einarbeitung der Revision), Beseitigung 
der Randeffekte in Prediction-Algorithmus, Abstimmung zur Pre-
diction weiterer Mosaike 

26 10.01.2024 Abstimmung zum Endbericht 

27 24.01.2024 Abstimmung zum Endbericht, Abstimmung zu den Validierungs-
metriken 

28 30.01.2024 Finalisierung des Endberichtes 

I.1.AP720 Bewertung der Ergebnisse (Verwertungsanalyse)  

Siehe Kapitel II.4 Voraussichtlicher Nutzen und Verwertbarkeit des Ergebnisses im Sinne des 

fortgeschriebenen Verwertungsplans. 

II.2 Positionen des zahlenmäßigen Nachweises 

Die wichtigsten Positionen sind dem Anhang zahlenmäßiger Nachweis zum Verwendungsnach-

weis zu entnehmen. 

II.3 Notwendigkeit und Angemessenheit der geleisteten Arbeit 

Die geleisteten Arbeiten waren angemessen und in vollem Umfang notwendig, um die Vorhabens 

Ziele zu erreichen. 

II.4 Voraussichtlicher Nutzen und Verwertbarkeit des Ergebnisses im 
Sinne des fortgeschriebenen Verwertungsplans 

Die im Rahmen des Projektes entstandenen Ergebnisse und daraus gezogenen Erkenntnisse las-

sen sich, wie in Tabelle 11 aufgeführt im Sinne der forstlichen Praxis in unterschiedliche Anwen-

dungsbereiche integrieren. Das besondere an diesen Produkten ist die räumliche Pixelauflösung 

von 20cm. Diese ermöglicht eine räumlich präzise Trennung von Laub- und Nadelwald sowie Tot-

holz und der abgeleiteten Baumartenklassen und Baumartengruppenklassen. Der Vorteil liegt 

neben der Lagegenauigkeit in der Aktualität der Daten, da der Ansatz auf den Befliegungsdaten 

der 2-jährigen Luftbildbefliegungen des LDBV angewendet werden kann. Durch die Ressortver-

einbarung der LWF mit dem LDBV entstehen der LWF keine Kosten für die Datennutzung. Jedoch 
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muss mit Kosten gerechnet werden für eine bayernweite Erstellung und Aktualisierung der Pro-

dukte durch einen Dienstleister.  

Die entstandenen Ergebnisse können als Einzelprodukt, aber auch als Zusatzinformation für un-

terschiedlichste Fragestellungen verwendet werden. Der Anwendungsbereich innerhalb der 

Forstverwaltung ist vielfältig, wie in Tabelle 11 zu sehen und stellt eine große Bereicherung für 

den hoheitlichen Bereich der Beratung für die Ämter für Ernährung, Landwirtschaft und Forsten 

dar. Auch für Forstbetriebe wie beispielsweise die BaySF kann ein hoher Mehrwert für die Pla-

nung und das Management geliefert werden. Nicht nur für den Bereich Forsten sondern auch für 

den Naturschutz können die Produkte eine gute Grundlage für manche Fragestellungen bieten. 

Sicherlich gibt es noch weitere Anwendungsfelder außerhalb des Forstbereiches die bisher noch 

nicht bekannt sind.  

Eine kommerzielle Verwertung der Ergebnisse wird Dritten vorbehalten sein. Der Bereich der 

kommerziellen Verwertung obliegt dem Projektpartner IABG. Die Replikationswirkung wurde 

über Fachpublikationen und Fachveranstaltungen beispielsweise Konferenzen umgesetzt und un-

terstützt die Markteinführung. 

Tabelle 11: Übersicht über die Nutzer, das Produkt und den jeweiligen Anwendungsbereich. 

Nutzer Produkt Anwendungsbereiche 

Forstbetriebe 
Forstverwaltung 
Kommunale Waldbesitzer 
BaySF 
Großprivatwaldbesitzer 
Forstbetriebsgemeinschaften 

Trennung von Laub- und Na-
delwald 

• Bundeswaldinventur 

• Betriebsinventur 

• Waldnaturschutz 

• Verbesserung von beste-

henden Produkten z. B. 

Waldflächenbasislayer 

der LWF 

Forstverwaltung 
Naturschutz 
Landesamt für Umwelt 
Großprivatwaldbesitzer 
Forstbetriebsgemeinschaften 

Totholz-Layer • Waldnaturschutz 

• Waldschutz 

Forstbetriebe 
Forstverwaltung 
Kommunale Waldbesitzer 
BaySF 
Großprivatwaldbesitzer 
Forstbetriebsgemeinschaften 

Baumarten-Layer z. B. Fichte 
und sonst. Nadelholz, Kiefer 

• Forsteinrichtung 

• Forstmanagement 

• Waldlogistik 

• Waldschutz 

• Bundeswaldinventur 

• Betriebsinventur 

Forstverwaltung 
BaySF 

Nutzung des Trainingsdaten-
satzes 

• Forschung 

• Validierung von Ferner-

kundungsprodukten 

Forstverwaltung 
BaySF 

Labels als Validierungsgrund-
lage 

• Forschung 

• Validierung von Ferner-

kundungsprodukten 
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II.5 Bekannt gewordene Fortschritte Dritter 

Während der Projektlaufzeit wurden die Ergebnisse weiterer Studien zur Baumartenerkennung 

mit Fernerkundungsdaten publiziert. Nennenswert sind dabei insbesondere die Studien von 

Welle et al. (2022), Blickensdörfer et al. (2022) sowie Beloiu et al. (2023). 

Welle, Torsten; Aschenbrenner, Lukas; Kuonath, Kevin; Kirmaier, Stefan; Franke, Jonas (2022): 

Mapping Dominant Tree Species of German Forests. In: Remote Sensing 14 (14), S. 3330. DOI: 

10.3390/rs14143330. 

Welle et al (2022) nutzten die Stichprobeninventuren der BWI aus 2012 in Kombination mit Sen-

tinel-2 Zeitreihen aus 2017 zur Klassifizierung der Klassen Fichte, Douglasie, Lärche, Buche, Eiche 

und sonstiges Laubholz. Die Ergebnisse wurden im Wald-Monitor der Naturwald Akademie 

gGmbH (https://map3d.remote-sensing-solutions.de/waldmonitor-deutschland/) als eine 

deutschlandweite Baumartenkarte mit 10m x 10m Auflösung publiziert. Eng verwandte Baumar-

ten wurden in den o. g. Klassen zusammengefasst. Das zur Klassifikation der Zeitreihen genutzte 

Modell ist XGBoost (kurz für „Extreme Gradient Boosting“), ein auf Entscheidungsbäumen basie-

render ML-Algorithmus. Durch iterative Implementierung neuer Entscheidungsbäume unter Be-

rücksichtigung der Residuen werden diese immer weiter minimiert (Gradient Boosting). Als Trai-

ningsdaten wurden nur Zeitreihen von Reinbeständen (80% einer Spezies) mit „ausreichender“ 

Bedeckung genutzt, um Vermischung der Klassen und Hintergrundeffekte zu verhindern. Vier re-

gionalisierte Modelle wurden in einem dreistufigen Prozess trainiert. Dabei wurde erst zwischen 

Wald und Nicht-Wald, zwischen laubabwerfenden und immergrünen Baumarten und abschlie-

ßend zwischen den Baumarten selbst unterschieden. Bei der Unterscheidung von laubabwerfen-

den und immergrünen Beständen konnte dabei ein F1-Wert von 0,95 erreicht werden. Laubab-

werfende Baumarten erreichten F1-Werte von 0,77 – 0,91, während immergrüne Baumarten mit 

F1-Werten zwischen 0,85 und 0,94 leicht besser klassifiziert wurden. Die Ergebnisse zeigen dabei 

plausible Verteilungsmuster der Baumarten, dennoch kam es insbesondere in Bereichen mit 

nicht waldtypischem Untergrund (z. B. entlang v. Verkehrswegen) sowie in Gebieten mit einer 

sehr komplexen Waldstruktur (kleinräumig diversen Mischbeständen) zu gewissen Ungenauig-

keiten.  

Blickensdörfer, L., Oehmichen, K., Pflugmacher, D., Kleinschmit, B., Hostert, P., 2022. Dominant 

Tree Species for Germany (2017/2018). https://doi.org/10.3220/DATA20221214084846 

Im Jahr 2022 veröffentlichten Blickensdörfer et al. ebenfalls eine auf Sentinel-Daten basierende 

Baumartenkarte für ganz Deutschland mit einer Auflösung von 10m Metern. Dabei wurden Sen-

tinel-2 Zeitreihen in 5-Tages-Intervallen, monatliche Sentinel-1 Backscatter-Komposite und Infor-

mationen über Topografie, Meteorologie und Klima zur Erfassung der arttypischen und regiona-

lisierten Phänologie aus den Jahren 2017/18 genutzt. Für Training und Validierung der Random-

Forest Klassifikationsmodelle kamen die Daten der BWI3 (2012) zum Einsatz. Um Einflüsse der 

zeitlichen Differenz zwischen Aufnahme der EO-Daten (2017/18) und Referenzdaten (2012) zu 

minimieren wurden die Waldstörungskarten von Senf et al. (2020) genutzt. Insgesamt wurden 11 

Baumartenklassen unterschieden, inklusive zweier generischer Laubbaumklassen. Die Genauig-

keit der Karte wurde auf der Grundlage eines stratifizierten Schätzers nach Stehman et al. (2014), 

geschätzt, wobei zwischen Reinbeständen und Mischbeständen unterschieden wurde. Für Rein-

bestände konnten dabei Gesamtgenauigkeiten von 87.07 ± 0.3 %, für die gesamte Modellierung 

inklusive Mischbestände 75.53 ± 0.07 % erreicht werden. 
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Nach Veröffentlichung der Karte wurde diese seitens LWF angefragt, um eine eigene Einschät-

zung der Ergebnisse im Abgleich mit eigenen Modellierungen und Referenzdatensätzen durchzu-

führen. Hierzu wurden die Baumkronenpolygone des KIHBA-Referenzdatensatzes mit den 10m-

Pixeln verschnitten, um Baumartenanteile und Überlappungsanteil pro erfasstem Pixel zu erhal-

ten. Zur Auswertung wurden nur Pixel genutzt, die zu mind. 60% durch die KIHBA-Referenzpoly-

gone abgedeckt waren und anschließend ein gewichtetes Sampling der Klassen durchgeführt. Die 

11 Baumartenklassen von Blickensdörfer et al. wurden sinngemäß zu den 6 Baumartenklassen 

der KIHBA-Modellierung – Buche, Eiche, Fichte, Kiefer, sLbh, sNdh – zusammengefasst. Für Rein-

bestände (Pixel zu mind. 80% durch Polygone einer Baumart überlagert) konnte eine Genauigkeit 

(OA) von 79,8%, für Mischpixel 61,1% und für den gesamten Datensatz von 69,1% erreicht wer-

den. Dies bestätigte den optischen Eindruck, dass insbesondere Mischbestände nicht zuverlässig 

abgebildet werden konnten. Die besten Ergebnisse über alle Daten zeigten dabei die Klassen 

Fichte und Kiefer mit F1-Score von 0,82 und 0,75, während die Laubbaumarten Buche und Eiche 

mit F1-Werten von 0,65 und 0,59 deutlich schlechter modelliert werden konnten. Als einzige 

Klasse konnte Fichte sowohl in Rein- als auch in Mischbeständen zuverlässig erkannt werden. 

Auffällig waren die Fehlklassifikation von Buchen in Mischbeständen die oft fälschlicherweise als 

Fichten erkannt wurden, eine Überschätzung der Fichte allgemein und die geringe Verwechs-

lungsquote zwischen Eiche und Buche.  

Eine äquivalente Auswertung auf Basis von Stichprobeninventuren der bayerischen Staatsforsten 

(BaySF) erbrachte eine Gesamtgenauigkeit von 63,5% für alle Bestände, 74,9% für Rein- und nur 

54,6% für Mischbestände. Auch diese Auswertung bestätigt die bereits auf Basis der KIHBA-Refe-

renzdaten gewonnen Erkenntnisse. 

BELOIU, MIRELA; HEINZMANN, LUCCA; REHUSH, NATALIIA; GESSLER, ARTHUR; GRIESS, VERENA 

C. (2023): INDIVIDUAL TREE-CROWN DETECTION AND SPECIES IDENTIFICATION IN HETEROGE-

NEOUS FORESTS USING AERIAL RGB IMAGERY AND DEEP LEARNING. IN: REMOTE SENSING 15 

(5), S. 1463. DOI: 10.3390/RS15051463. 

Beloiu et al. untersuchten das Potenzial von Digitalen Orthophotos mit drei Kanälen (RGB) und 

10cm Auflösung zur Identifizierung und Verortung von Einzelbäumen der Baumarten Fichte 

Weißtanne, Waldkiefer und Rotbuche in Wäldern der Nordschweiz. Somit handelt es sich hier um 

eine Studie zur Identifizierung und Klassifizierung von Einzelobjekten. Die genutzten Bilddaten 

wurden zwischen 2017 und 2021 aufgenommen und nur solche gewählt, die innerhalb der vege-

tativen Periode liegen. Als Referenzdaten für Training und Test der Modelle wurden 17.610 

Baumpunkte aus terrestrischen Inventuren genutzt, die aufgrund von Lageabweichungen zu-

nächst manuell korrigiert wurden. Ebenfalls wurden nur Referenzpunkte von Bäumen genutzt, 

deren sozialer Status „dominant“ oder „co-dominant“ war, um die Erkennbarkeit der Baumkrone 

in den Bilddaten sicherzustellen. Die Ableitung flächiger Labels wurde auf Basis von Tests durch 

einen Buffer mit 4m für Nadel- und 5m für Laubholz festgelegt. Verwendet wurde das Fast-R-

CNN-Modell basierend auf einem ResNet-101, wobei zunächst Regionen vorgeschlagen werden 

welche anschließend von einem Detektor genutzt werden. Modelle zur Vorhersage einzelner 

Spezies konnten F1-Scores zwischen 0,59 und 0,86 erreichen, wobei Fichte am besten und Kiefer 

am schlechtesten vorhergesagt wurde. Zusätzlich wurden mehrere Konfigurationen von Multi-

Spezies-Modellen getestet, wobei das Modell aller 4 Klassen in Bezug auf unsere Studie größte 

Relevanz hat. Dieses erreichte einen Makro-F1-Score von 0,68, wobei Buche (0,47) und Weiß-

tanne (0,55) schwache und Kiefer (0,92) und Fichte (0,77) starke F1-Scores erreichten. Während 

Datenaugmentierung für die Modelle mit Einzelklassen keine Verbesserung brachten, erwies sie 

bei den Multi-Spezies-Modellen von Vorteil.  
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Ein direkter Vergleich dieses Ansatzes mit den Ergebnissen des Projekts ist schwierig, da sich die 

zugrundeliegenden Datensätze in der räumlichen Auflösung (10cm vs. 20cm), der spektralen Auf-

lösung (RGB vs. RGB-NIR) und der Vorprozessierung (Orthofotos vs. True Orthofotos mit entspre-

chenden Artefakten) unterscheiden. Zudem wurden unterschiedliche Klassen verwendet. Es 

wurde die Hypothese aufgestellt, dass die höhere Auflösung der Trainingsdaten zu den besseren 

Ergebnissen führt. Die von Beloiu et al. genutzten Trainingsdaten und Labels wurden der IABG 

von Frau Beloiu zur Verfügung gestellt. Da die für die Validierung verwendeten Testdaten jedoch 

nicht bereitgestellt werden konnten, konnten nur Modellparameter aus dem Training miteinan-

der verglichen werden. Dazu wurden unsere Trainingsdaten gemäß der Methodik von Beloiu et 

al. für das Training des Fast-R-CNN Modells aufbereitet. Anschließend wurden Average Precision 

sowie Validation Loss der Modelle mit gleichen Parametern, aber unterschiedlichen Trainingsda-

ten über 50 Epochen miteinander verglichen. Mit unseren Trainingsdaten konnte eine maximale 

Average Precision von 0,22 erreicht werden, mit den Trainingsdaten von Beloiu et al. wurden 

jedoch 0,25 erreicht. Analog ist auch der erreichte minimale Validation Loss mit Trainingsdaten 

von Beloiu et al. mit 0,44 deutlich niedriger als mit unseren Trainingsdaten (minimaler Validation 

Loss 1,23). Dies weist darauf hin, dass Orthofotos mit einer Auflösung von 10cm ein hohes Po-

tential für die Klassifizierung von Baumarten haben, selbst wenn sie keinen Nahinfrarot-Kanal 

enthalten. Gleichzeitig weist die geringe Average Precision im Training des Fast-R-CNN Modells 

darauf hin, dass die semantische Segmentierung mit der UNET-Architektur eine geeignetere Wahl 

für die zur Verfügung stehenden Daten darstellt. 

II.6 Erfolgte oder geplanten Veröffentlichungen 

Publikationen in Zeitschriften, Tagungsbänden 

- WALLNER, A.; GÜNSTER, S.; SCHAUER, P.; SCHMEITZNER, N.; FELTEN, B., POLEPALLY, R. (2023): MIT KÜNSTLICHER INTELLIGENZ 

BAUMARTEN ERKENNEN, LWF AKTUELL, AUSGABE 139 

- FELTEN, B.; GÜNSTER, S.; SCHAUER, P.; SCHMEITZNER, N.; SEITZ, R.; WALLNER, A. (2024): KIHBA – MIT KÜNSTLICHER INTELLI-

GENZ BAUMARTEN ERKENNEN, LWF AKTUELL, AUSGABE 144 

Online-Veröffentlichungen 

- KIHBA – MIT KÜNSTLICHER INTELLIGENZ BAUMARTEN ERKENNEN, WALDWISSEN.NET, HTTPS://WWW.WALDWISSEN.NET/DE/TECH-

NIK-UND-PLANUNG/WALDINVENTUR/KIHBA-MIT-KUENSTLICHER-INTELLIGENZ-BAUMARTEN-ERKENNEN, ABRUF: 05/2024 

- KIHBA – FORSCHUNGSPROJEKT ÜBER KÜNSTLICHE INTELLIGENZ FÜR HOCHAUFGELÖSTE BAUMARTENERKENNUNG IST BEENDET, 

NEWSLETTER NETZWERKBÜRO WALD, AUSGABE 14, FEBRUAR 2024, HTTPS://WWW.THUENEN.DE/MEDIA/INSTITUTE/WO/WAL-

DOEKOLOGIE_UND_BIODIVERSITAET/COPERNICUS_NETZWERKBUERO_NEWSLETTER/AUSGABE_14__FEBRUAR_24.PDF, ABRUF: 

05/2004 

Konferenz Vorträge, Poster 

- SEITZ, R., SCHAUER, P. ET AL. (2021): KIHBA - KI-BASIERTE METHODIK ZUR AUTOMATISIERTEN BAUMARTENKLASSIFIKATION AUF 

BASIS VON HOCH- UND HÖCHSTAUFLÖSENDEN SATELLITENBILDDATEN, VORTRAG, NEUE PERSPEKTIVEN DER ERDBEOBACHTUNG – 3. 

SYMPOSIUM ZUR ANGEWANDTEN SATELLITEN-ERDBEOBACHTUNG, ONLINE, 16.06.2021 

 
- GÜNSTER, S., ET AL. (2022): VORSTELLUNG DES PROJEKTES DLR KI-KICKOFF 

 
- GÜNSTER, S., ET AL. (2022): LARGE SCALE TREE SPECIES IDENTIFICATION USING AI METHODS WITH VERY HIGH-RESOLUTION REMOTE 

SENSING DATA. VORTRAG, FORESTSAT 2022, BERLIN, 19.08.-03.09.2022 
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- SCHAUER, P., ET AL. (2023): KIHBA – KÜNSTLICHE INTELLIGENZ FÜR HOCHAUFGELÖSTE BAUMARTENERKENNUNG. VORTRAG, 

NEUE PERSPEKTIVEN DER ERDBEOBACHTUNG - 4. SYMPOSIUM ZUR ANGEWANDTEN SATELLITENERDBEOBACHTUNG, BONN, 26.-

28.06.2023 

 
- GÜNSTER, S., ET AL. (2023): REFERENZDATEN FÜR KI-BASIERTE BAUMARTENKARTIERUNG  

AUF BAUMEBENE. POSTER, NEUE PERSPEKTIVEN DER ERDBEOBACHTUNG - 4. SYMPOSIUM ZUR ANGEWANDTEN SATELLITENERDBE-

OBACHTUNG, BONN, 26.-28.06.2023 

 

- GÜNSTER, S., ET AL. (2023): PROJEKT KIHBA -KÜNSTLICHE INTELLIGENZ FÜR HOCHAUFGELÖSTE BAUMARTENERKENNUNG. VOR-

TRAG, FORSTWISSENSCHAFTLICHE TAGUNG, DRESDEN, 11.-13.09.2023 
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