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1. Teil 1 - Kurzdarstellung 

1.1 Aufgabenstellung 

Der Forschungsschwerpunkt des Projekts „KI-Methoden zur optimierten Regelung 

elektrischer Traktionsantriebe“ (KIRA) ist die Nutzung KI-basierter Verfahren zum optimalen 

Betrieb elektrischer Antriebsstränge in Fahrzeugen. Der Schlüssel dazu liegt in exakteren, KI-

basierten Modellansätzen zur Beschreibung der verschiedenen physikalischen Domänen des 

E-Antriebs. 

Siemens fokussiert sich in diesem Vorhaben auf die Nutzung von KI-Methoden zum einen zur 

Schätzung von Fahrzeugzuständen auf Basis von möglichst vorhandener Sensorik im 

Antriebsstrang sowie zum anderen für die Verbesserung der akustischen Eigenschaften des 

Antriebsstrangs und einer optimierten Regelungs- und Betriebsstrategie.  

1.2 Voraussetzungen, unter denen das Vorhaben durchgeführt wurde 

Das Teilvorhaben wurde im Juni 2021 vom BMBF im Rahmen der Ausschreibung Neue 

Fahrzeug- und Systemtechnologien – Künstliche Intelligenz als Schlüsseltechnologie für das 

Fahrzeug der Zukunft bewilligt und von August 2021 bis Juli 2024 von folgenden 

Projektpartnern planmäßig durchgeführt, die insbesondere folgende Kenntnisse, Fähigkeiten 

und Aktivitäten einbrachten: 

• Bosch: KI-basierten Offline-Optimierungsverfahren für die Ansteuerung von 

elektrischen Maschinen, Minimierung der Verluste und Maximierung des 

Wirkungsgrades, Ersatz klassischer Modulationsverfahren durch KI, Modellbildung  

• AVL SET: Anpassung und Validierung von Emulator-basierten Leistungselektronik-

Prüfständen hinsichtlich Anforderungen kommender Inverter Generationen, 

Leistungselektronik-Prüfstände mit hoher Emulationsgenauigkeit, 

elektromagnetisches Verhalten bei Synchronmaschinen, Steigerung der 

Emulationsqualität 

• AVL SFR: Entwurf von Online-Dynamikmodellen zur Vorhersage des thermischen 

Verhaltens des E-Motors/Umrichters, Aufbau von PMSM-Demonstrator zum Training, 

Testen und Validieren von KI-Modellen, Offline-Optimierung von 

Elektronikhardwareteilen  

• IFAG: Festlegung von Verbesserungspotentialen innerhalb Motorregelung hinsichtlich 

Ressourcen, direkte Verwendung passender KI-Methoden zur Regelung, 
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Echtzeitfähigkeit, Hardwarebeschleuniger AURIX zur performanten Verarbeitung, 

Optimierung der KI-Algorithmen auf optimierte Hardware 

• Metaphacts: Verbesserung der Modellierung und regelbasierten Algorithmen mit 

explizierter Wissensrepräsentation, Methoden zur semantischen Modellierung mittels 

Knowledge Graphen, hybride KI aus neuronaler und symbolischer Repräsentation, 

Entwicklung von Erklärungskomponenten für KI-Modelle 

• AixControl: Störgrößenaufschaltung, Beobachterstrukturen, Lösungsansätze zur 

Kompensation von Strom- und Spannungsverzerrungen aufgrund der Halbleiter-

Totzeiten, Einsatz von neuronalen Netzen, selbstlernender Ansatz 

• Maccon: Entwicklung von praxistauglichen KI-basierten Algorithmen und 

Systemmodellen zur Verwendung in Inbetriebnahme (offline) und Betrieb (online) von 

isotropen und anisotropen Synchronmaschinen, KI-basierte Maschinenmodelle, 

Optimierung hinsichtlich Energieeffizienz und Dynamik, Prüfung unterschiedlicher 

Motortechnologien 

• IISB: Erforschung und Implementierung von KI-Algorithmen auf skalierbare 

Controlboard-Plattform, Künstliche Neuronale Netze, Genetische Algorithmen, 

Reinforcement Learning, online und offline Evaluation, zeitlich deutlich effizientere 

Einstellung der Regler Parameter, Erweiterung des Stabilitätsbereichs der Regelung 

• ISEA: Regelung der akustischen Emissionen durch vereinfachte KI-basierte akustische 

Modellierung, Echtzeitfähigkeit des akustischen Modells, Abbildung des thermischen 

Verhaltens der elektrischen Maschine, Neuronale Netze, Thermische 

Überlastregelung, optimale Generierung von Trainingsdaten 

• Siemens: Deep-Learning-basierte Schätzung von Fahrzeugparametern auf 

Systemebene anhand von Sensordaten, Modell-basierte Entwicklung und Software-in-

the-Loop Modellierung, skalierter Fahrzeugdemonstrator zum Nachtrainieren, Testen 

und Validieren der KI-basierten Parameterschätzung, verbesserte akustische 

Eigenschaften des Antriebsstrangs durch KI-basierte Regelalgorithmen, Reduktion der 

Streuung der Antriebsgeräusche aufgrund von Fertigungs- oder Materialtoleranzen 

Die Rolle des Projektkoordinators wurde von Bosch übernommen. Dieses Dokument 

erstattet Bericht über das Vorhaben aus Sicht der Siemens AG. 

1.3 Planung und Ablauf des Vorhabens 

Das Vorhaben wurde in folgende Arbeitspakete unterteilt, welche die Matrix-Struktur des 

Optimierungsansatzes widerspiegelt: 
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Abbildung 1 Struktur der Arbeitspakete 

Außerdem illustriert Abbildung 1 die Abhängigkeiten zwischen den einzelnen Arbeitspaketen, 

insbesondere die aus den identifizierten Anforderungen und Betrachtungen auf Systemebene 

(AP1) folgenden Arbeiten an Regelung (AP2) und Modellierung (AP3), deren Evaluation (AP1) 

und schließlich deren Prototypische Umsetzung (AP4) auf dem skalierten 

Fahrzeugdemonstrator. (AP4.3) 

 

Abbildung 2 Projektplan 

Abbildung 2 zeigt den nach Plan durchgeführten Projektplan, die jeweiligen AP-

Verantwortlichkeiten und definierten Meilensteine, die ebenfalls nach Plan erreicht wurden. 

(vgl. Fehler! Verweisquelle konnte nicht gefunden werden.) 
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Tabelle 1 Übersicht der Meilensteine 

Nr. Meilenstein Beschreibung Erreichungsdatum 

M1 Anwendungsfälle KI-Methoden definiert,  
Anforderungen an Komponenten und Verfahren definiert 

31.01.2022 

M2 Prüfstands- und Validierungskonzepte erarbeitet und fixiert,  
Versuchsplan erstellt 

31.10.2022 

M3 Bewertungsmatrizen für Regelungsverfahren und Modelle 
identifiziert und aufgestellt 

31.01.2023 

M4 Hochpräzise Modelle zum Training von KI erstellt 30.07.2023 

M5 Wechselwirkungen zwischen Fahrzeug und KI-basiertem 
Traktionsantrieb untersucht, 
Fahrzeugparameterschätzung evaluiert 

31.08.2024 

M6 KI-basierte Regelungsverfahren und Modelle konzeptioniert, 
Implementierung auf Rapid-Control-Prototyping-Systemen 
abgeschlossen 

31.08.2024 

M7 KI-Methoden zur Regelung elektrischer Antriebe simulativ 
evaluiert 

30.07.2024 

M8 KI-basierte Regelungsverfahren und Modelle am Prüfstand 
umgesetzt und validiert, 
Ziele werden erreicht 

30.07.2024 

1.4 Wissenschaftlicher und technischer Stand, an den angeknüpft wurde 

In der Antriebstechnik sind klassische Regelungsverfahren in der Lage, teilweise 

hochkomplexe Systemzusammenhänge auf Basis von festen Parametern und Modellen zu 

steuern und können bezüglich vieler Zielfunktionen (Energieeffizienz, Lebensdauer, 

Sicherheit, …) optimiert werden. 

Zur präzisen und effizienten Regelung elektrischer Antriebe ist eine genaue Kenntnis der 

Auswirkung der Stellgrößen (wie z.B. Strom- und Spannungsverläufe, Regelungsparameter, 

etc.) auf die Ausgangsgrößen (z.B. Drehmoment und Drehzahl am Rad) erforderlich. Klassisch 

werden elektrische Antriebe auf Basis von wenigen Messgrößen geregelt, wie z.B. der 

Drehzahl kombiniert mit parametrischen Maschinenmodellen. Diese Maschinenmodelle 

werden aus Simulationen und/oder Messungen generiert. Gegebenenfalls werden die 

parametrischen Maschinenmodelle in dem Sinne dynamisiert, dass bekannte 

Grundzusammenhänge (z.B. Temperaturabhängigkeit der Remanenzflussdichte von 

Permanentmagneten in permanentmagnetisch erregten Synchronmotoren) über relativ 

einfache mathematisch-physikalische Gesetzmäßigkeiten oder Lookup-Tabellen im Regler 

hinterlegt sind.  

Limitiert sind diese bewährten Ansätze immer dann, wenn stark nichtlineare Einflüsse 

vorliegen und sich überlagern. Dies liegt insbesondere dann vor, wenn Parameter nicht sehr 
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genau beschreibbar sind oder sich verändern, etwa durch die kurz- oder langfristige 

Betriebshistorie, durch Umwelteinflüsse oder durch Ungenauigkeiten bzw. Toleranzen in der 

Fertigung. Auch eine hohe Systemkomplexität stellt hohe Anforderungen an die 

Regelungsstrategie und -ausführung, etwa bei der Kopplung von Antriebssträngen (Beispiele: 

Mehrachsantriebe, Radnabenantriebe). Wenn mehrere Antriebe zusammenwirken, 

überlagern sich Abweichungen von der Realität und können besonders bei nichtlinearen 

Zusammenhängen und komplexen Regelaufgaben in Summe den Fehler in der Regelung 

verstärken. KIRA kann den dafür benötigten Vermessungsaufwand erheblich reduzieren. 

Das Projekt zielt auf verschiedene Domänen ab, in denen die Optimierungsprobleme jeweils 

eine Komplexität und Abhängigkeit aufweisen, bei der die gängigen Modellierungsansätze 

längst ihre Grenzen erreicht haben.   

Die Arbeiten der Siemens AG zielen dabei auf eine Verbesserung der akustischen 

Eigenschaften des Antriebsstrangs und einer optimierten Regelungs- und Betriebsstrategie 

einerseits, sowie auf eine Schätzung von Fahrzeugzuständen (insbesondere hinsichtlich 

hochgradig nichtlinearer Reibwerteffekte) auf Basis von möglichst vorhandener Sensorik im 

Antriebsstrang. 

Der Geräuschpegel eines elektrischen Antriebs ist im Vergleich zu einer 

Verbrennungsmaschine klein, aber das Geräusch ist eher tonal ausgeprägt und damit 

psychoakustisch recht präsent. Gleichzeitig besteht beim Elektroantrieb in hohem Maß eine 

Erwartung an Geräuscharmut. Eine Betrachtung des Geräuschverhaltens findet daher 

standardmäßig bei der Entwicklung eines elektrischen Antriebs statt. 

Der klassische, analytische Weg der Vorausberechnung bestimmt die in der elektrischen 

Maschine entstehenden Radialkraftwellen auf die Statorzähne und die dadurch 

hervorgerufenen Schwingungszustände des Stators bzw. des Motorgehäuses. Während eine 

solche Bestimmung der Radialkraftwellen im Designprozess wichtige Hinweise gibt, ist die 

analytische Berechnung der mechanischen Schwingungen mit den dabei hinterlegten 

einfachen Ringmodellen in der Regel nicht mehr ausreichend. 

Eine numerische Berechnung erlauben inzwischen viele im Markt erhältliche 

Programmpakete, meist auf Basis einer Finiten-Element-Modellierung. Eine Kopplung von 

zumindest der elektromagnetischen und mechanischen Rechendomäne ist dabei 

unabdingbar. Bei der transient erfolgenden Berechnung der elektromagnetischen 

geräuschanregenden Kräfte ist zur Auflösung ausreichend hoher Harmonischer eine feine 

örtliche und zeitliche Diskretisierung nötig. Mit den Anregungen werden im nächsten Schritt 

mechanische Schnellen bestimmt, die gegebenenfalls mit einer akustischen Rechnung in 

Schallpegel umgesetzt werden. Da der Simulationsgang in Gänze relativ komplex, aufwändig 

und fehlerträchtig ist, werden üblicherweise mindestens ergänzende akustische 

Prüfstandsmessungen durchgeführt. 



6 Teil 1 - Kurzdarstellung  

 

19I21030J KIRA – KI-Methoden zur optimierten Regelung elektrischer Traktionsantriebe 

 

Die in diesem Projekt angestrebte Einbeziehung der Fehlertoleranzen in diesem 

Berechnungsgang ist aufgrund der erwähnten Komplexität der Simulation nicht üblich. Ein 

Weg zur Ableitung eines aussagekräftigen reduzierten Modells, das diese Einbeziehung 

ermöglicht, ist nicht allgemein vorgezeichnet. Messtechnisch ist naturgemäß die Anzahl der 

Messkandidaten limitiert; falls zulassungsmäßige Auflagen bestehen, erfolgt eine Typprüfung 

anhand eines Einzelmusters. Im Feld kann aber durchaus eine relevante Serienstreuung im 

Geräuschverhalten eines elektrischen Antriebs beobachtet werden. 

Was die Parameterschätzung von Fahrzeugzuständen angeht, bringen unterschiedliche 

Reibeffekte, z.B. die Reibung zwischen Reifen und Fahrbahn oder die auftretende Reibung im 

Antriebsstrang, stark nichtlineare Einflüsse mit sich. Bestehende Modelle, z.B. LuGre oder 

Stribeck, bilden dabei bereits einige Effekte, wie z.B. Haft- und Gleitreibung zufriedenstellend 

ab, wohingegen weitere Einflüsse, beispielsweise Temperatur, nicht berücksichtigt werden.  

Hier kann ein mehrstufiger KI-Ansatz Abhilfe schaffen, welcher zunächst lediglich ausgehend 

von bestehenden Modellen die entsprechenden Parameter, wie Reibeffekte, lernt und iterativ 

mithilfe von zusätzlichen synthetischen und realen Daten, weitere Einflüsse, beispielsweise 

Temperatur, abbildet.  

Bei der Umsetzung dieses iterativen KI-Ansatzes, erscheint eine Integration mit der Modell-

basierten Entwicklung als sehr vielversprechend, da sie eine vereinfachte Datengenerierung 

und nahtlose Überführung vom Software-in-the-loop Modell bis zum realen System, dem 

Fahrzeugdemonstrator ermöglicht. 

1.5 Zusammenarbeit mit anderen Stellen 

Im Rahmen dieses Vorhabens hat keine Zusammenarbeit mit anderen Stellen, in Form von 

Unteraufträgen etc. stattgefunden. 

Innerhalb der Siemens AG wurden von den Geschäftsbereichen CV PLM M und LDA PLM 

elektrische Maschinendesigns und Akustikdaten zur Verfügung gestellt und im Projekt 

genutzt. Die Ergebnisse wurden zudem vorgestellt und diskutiert mit den Geschäftsbereichen 

DI SW STS, SMO RS CP und DI MC LVM (aktuell InnoMotics GmbH). Außerdem fand ein 

regelmäßiger Austausch zu den partnerspezifischen Inhalten der Siemens AG betreffend 

Fahrzeugdemonstrator und Parameterschätzung mit den Siemens Geschäftseinheiten DI FA, 

DI MC (Digital Industries) sowie SMO RS (Siemens Mobility) statt.  
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2. Teil 2 – Eingehende Darstellung 

2.1 Verwendung der Zuwendung und der erzielten Ergebnisse im 
Einzelnen, mit Gegenüberstellung der vorgegebenen Ziele 

2.1.1 AP 1: Bewertung von KI-Methoden in Traktionsantrieb 

Die Schritte in AP 1 bestehen aus der Identifikation von Anforderungen (AP 1.1), der 

Betrachtung auf Systemebene (AP 1.2) sowie der Evaluation der Regelungsverfahren (AP 1.3) 

und der Evaluation der Modellierung (AP 1.4).  

AP 1.1: Identifikation von Anforderungen 

Im Rahmen von AP 1.1 befasst sich die Siemens AG mit der Identifikation von Anforderungen 

insbesondere für die Parameterschätzung auf Fahrzeugebene sowie für den skalierten 

Fahrzeugdemonstrator zur prototypischen Umsetzung. 

Als Anwendung für die Parameterschätzung auf Fahrzeugebene stehen Nutzfahrzeuge, wie 

beispielsweise Mining Trucks. Zur Realisierung einer Fahrsteuerung für Nutzfahrzeuge sollen 

zunächst für eine Fahrsteuerung relevante und zur Schätzung mit KI geeignete 

Fahrzeugparameter identifiziert werden. Zur Identifizierung wurden zum einen 

Voruntersuchungen und Analysen bestehender Fahrzeugmodelle sowie Literaturrecherchen 

herangezogen.  

Insgesamt wurden die folgenden Parameter nach eingehender Untersuchung für diese 

Anwendung als geeignet befunden: Beladungszustand, Schlupf / Reibwerte, Getriebeverluste, 

Antriebssteifigkeiten, Bereifung 

Im Folgenden werden die detaillierten Problemstellungen und Anforderungen exemplarisch 

anhand der Reibwertschätzung des Antriebssystems näher dargestellt. 

Für ein Antriebssystem ist grundsätzlich das abgegebene Drehmoment an der Abtriebswelle 

relevant. Das Problem besteht dabei, dass das Wellenmoment nicht dem Luftspaltmoment 

entspricht, welches berechnet werden kann.  

Denn zwischen dem Luftspaltmoment und dem Wellenmoment gibt es in jedem Fall eine 

Lagerreibung, die bei kleinen Bewegungen um Drehzahl 0 hochgradig linear und stark 

temperaturabhängig ist (vgl. Abbildung 1). Dieses Phänomen ist auch bekannt als „Stick-Slip“ 

Effekt. Zusätzlich zur Lagerreibung enthalten viele Antriebssysteme außerdem ein Getriebe 

zur Anpassung der Drehzahlen/Momente, welches ebenfalls eine gewisse Reibung, zusätzlich 

Steifigkeiten und typischerweise auch Lose aufweist.  
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Abbildung 3 Soll-Drehzahl vs. Ist-Drehzahl 

Insbesondere im Bereich der Nutzfahrzeuge für Positionieraufgaben oder bei Reversierbetrieb 

mit langsamen Drehzahlen spielen diese Effekte eine relevante Rolle.  

Im Rahmen von AP 1.2 gilt es folglich u.a. als Ziel, das Wellenmoment genau zu stellen, so dass 

die überlagerten Positions- und Drehzahlregler diese nichtlinearen Störgrößen nicht ausregeln 

müssen. Bei robotischen Antrieben beispielsweise wird das oft durch einen 

Drehmomentsensor am Wellenende realisiert, dessen Drehmoment dementsprechend 

geregelt wird. Diese Lösung verursacht allerdings zusätzliche Kosten. 

Literaturrecherchen und Voruntersuchungen haben verschiedene Reibwertkompensationen 

ergeben, welche häufig kennfeldbasiert sind. Die identifizierte Reibkennlinie wird dabei als 

Vorsteuerung auf das Sollmoment gegeben. Insbesondere bei Antrieben mit kleinen 

Trägheiten ist aber aufgrund der Verzögerungszeit in der Stromregelung nur eine zu langsame 

Kompensation zu erwarten. Häufig verwendete Reibmodelle sind dabei beispielsweise die 

statische Stribeck-Funktion, welche den Übergang von Haft zu Gleitreibung abbildet oder das 

dynamische Reibmodell Lund-Grenoble (LuGre), welches einen zusätzlichen Hysterese Effekt 

darstellt. Nichtsdestotrotz weisen sämtliche existierende Reibmodelle deutliche 

Limitierungen insbesondere hinsichtlich der Dynamik und Temperaturabhängigkeit auf.  

Insgesamt stellt die Reibwertschätzung eines Antriebssystems ein stark nicht-lineares und 

hoch-dynamisches Problem dar, welches mithilfe von geeigneten KI-Methoden in AP 1.2 

insbesondere durch das Trainieren eines KI-Modells zur Reibwertschätzung gelöst werden soll. 

Die entsprechenden Anforderungen an die KI zur Parameterschätzung auf Systemebene 

wurden generell mithilfe eines Top-Down Ansatzes erarbeitet. 

Im ersten Schritt steht dabei die Frage im Vordergrund, ob der jeweilige Parameter – hier 

exemplarisch die Reibwertschätzung im Antriebstrang – losgelöst vom zugrundeliegenden 

Systemsetup prinzipiell mit KI lernbar ist. 

Aufgrund der Vielzahl an bestehenden Reibmodellen stellt die Generierung von Daten zum KI-

Training keinerlei Problem dar. Aus diesem Grund erscheint ein Deep Learning Ansatz auch 

hinsichtlich der notwendigen Rechenkapazitäten zur Lösung des Problems am 
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vielversprechendsten.  Es wurden mithilfe von Simulink Modellen zunächst synthetische 

Daten unterschiedlicher Reibwertmodelle generiert und anhand derer verschiedene Deep 

Learning Methoden erprobt, insbesondere MLPs für statische und GRUs und LSTMs für 

dynamische Reibwertmodelle. Zur möglichst umfassenden Modellierung der Reibung, 

konzentrieren wir uns im Folgenden auf dynamische Reibwertmodelle und deren zugehörige 

sequenzielle Daten. 

So wird ein Deep Learning Ansatz benötigt, der sequenzielle Daten sinnvoll verarbeiten kann. 

RNNs (Recurrent Neural Networks) erfüllen mit ihren Rückkopplungen diese Anforderung, 

wobei insbesondere die Sonderform GRU (Gated Recurrent Units) der LSTMs (Long Short Term 

Memory) aufgrund zusätzlicher Speichergates besonders erfolgsversprechend erscheint. 

Im zweiten Schritt steht die Umsetzbarkeit der KI-Methoden in Zusammenklang mit System 

und Anwendung im Vordergrund. Eine besondere Herausforderung stellt dabei die zur 

Verfügung stehende Zeit pro Rechenschritt in der Inferenzphase von 40µs dar. Dadurch ist die 

zulässige Komplexität des Deep Learning Modells erheblich eingeschränkt. Für diese 

Einschränkung wurden zwei Lösungsansätze konzipiert. Zum einen können die (im Vergleich 

zu LSTMs/GRUs) wesentlich weniger komplexen MLPs sequenzielle Daten abbilden, wenn pro 

Zeitschritt x vorangegangene Zeitschritte zusätzlich als Input fungieren. Zum anderen können 

GRUs und LSTMs sequenzielle Daten variabler Länge verarbeiten, sodass es denkbar ist immer 

nur die x letzten vorangegangenen Zeitschritte mitzuführen oder nur jeden „xten“ Zeitschritt, 

was trotz ausreichend großer Zeitschritthistorie Rechenkapazität einspart. Generell sind 

hierbei GRUs im Vergleich zu LSTMs zu bevorzugen, da sie bei vergleichbarer Performance 

weniger Rechenschritte aufweisen. 

Zusätzlich zu den Anforderungen an die Parameterschätzung wurden die Anforderungen an 

den skalierten Fahrzeugdemonstrator (AP 4) erarbeitet. So wurde ein skalierbares 

Lenkungskonzept für Nutzfahrzeuge mit einem passiv aktuierten Gelenk u.a. zur besseren 

Manövrierfähigkeit entwickelt. 

In AP 1.1 wurden ebenfalls Anforderungen identifiziert für die ROM / KI-basierte Modellierung 

des akustischen Verhaltens von Elektromotoren und Antriebssträngen. Die konkretesten 

Anforderungen betreffen die KI-Beschreibung und sind folgendermaßen: 

• Möglichkeit zu „lernen“ aus zwei Arten von Trainings-Datensätzen: 

o Direkt aus dem Präzisen Modell. Diese Datensätze können umfangreich und 

genau sein. Wegen der langen Rechenzeit wird die Zahl dieser Datensätze 

jedoch nicht groß sein (z.B. Hunderte, jedoch keine Hunderttausende). 

o Generiert im reduzierten Modell, das wiederum auf dem präzisen Modell 

basiert. Hier kann mit vertretbarem Zeitaufwand eine größere Zahl von Daten 

erzeugt werden, die jedoch weniger umfangreich und weniger genau sein 

werden. 
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• Die KI-Beschreibung liefert nach dem Training eine ausreichend genaue Beschreibung 

des akustischen Verhaltens, z.B. in den relevanten Betriebspunkten eines 

Beispielmotors. „Ausreichend genau“ ist z.B. maximal 20% Abweichung von den 

akustischen Vorhersagen des präzisen Modells, bei einer bestimmten Drehzahl, in der 

Hauptfrequenz. (Bei Frequenzen, bei denen deutlich weniger Schall entsteht, sind 

höhere relative Abweichungen akzeptabel.) Die Abhängigkeit von relevanten Design- 

und Regelparametern sollte im sinnvollen Bereich korrekt beschrieben werden. 

• Die KI-Beschreibung sollte ausreichend schnell Vorhersagen machen. Hier kann 

unterschieden werden zwischen einer KI, die „offline“ den Designprozess unterstützt, 

und eine die „online“ den Betrieb des Motors optimiert. Für die Designoptimierung 

wäre eine KI-Beschreibung hilfreich, wenn damit z.B. 10 000 Designvarianten an einem 

Tag durchgespielt und bewertet werden können. Eine KI-Beschreibung als 

Komponente einer Regelung sollte z.B. in 1sec das akustische Verhalten im 

vorgegebenen Betriebspunkt vorhergesagt und eine für die Akustik optimale 

Einstellung der Regelung bereitgestellt haben. 

AP 1.2: Betrachtung auf Systemebene 

Im Rahmen von AP 1.2 sollen die in AP 1.1 identifizierten Anforderungen auf Systemebene 

umgesetzt werden. Der Fokus liegt dabei auf der Parameterschätzung, insbesondere der 

Reibwertschätzung, auf Fahrzeug-Systemebene, welche schließlich anhand des in AP 4 zu 

entwickelnden skalierten Fahrzeugdemonstrators erprobt werden soll. Daher geht die 

Entwicklung von AP 1.2 Hand in Hand mit der von AP 4.3.  

Im Hinblick auf die für Deep Learning Algorithmen notwendige Datengenerierung wurde 

gemäß dem entwickelten Lenkungskonzept mithilfe der Game Engine Unity und der NVIDIA 

PhysX Engine ein High-Fidelity 3D Fahrzeugmodell (vgl.  Abbildung 4) implementiert, welches 

komplexe Fahreffekte wie beispielsweise Schlupf simuliert. Zur Realisierung der modell-

basierten Entwicklung wurde außerdem eine Co-Simulation zwischen 3D Fahrzeugmodell und 

1D Regler in Form einer synchronen Kopplung zwischen den involvierten Simulationstools 

realisiert. 
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Abbildung 4 High-Fidelity 3D Fahrzeugmodell der finalen Konstruktion 

Mithilfe eines Bottom-Up Ansatzes wurde eingehend untersucht, welche Reibeffekte das 

Fahrzeug auf Systemebene beeinflussen. Diese umfassen zum einen Reibeffekte auf 

Antriebsebene, die das resultierende Fahrzeugverhalten auf Systemebene beeinflussen und 

dadurch für die ganzheitliche Systembetrachtung durchaus relevant sind. Zum anderen wurde 

der auftretende Schlupf näher betrachtet, welcher sich durch die spezielle Fahrzeugkinematik 

auch auf den zugrunde liegenden Lenkwinkel auswirkt. 

AP 1.2: Reibeffekte im Antriebsstrang 

Im ersten Schritt wurden mithilfe von Simulink synthetische Daten des statischen Modells 

Stribeck sowie des dynamischen Modells LuGre generiert. Von besonderem Interesse sind 

dabei Drehzahlen um 0, weswegen die Daten mit einem Mittelwert von 0 und 

unterschiedlichen Varianzen erzeugt wurden. Mit diesen Daten wurden außerdem Deep 

Learning Modelle trainiert, wobei MLPs für das statische Modell und GRUs und LSTMs 

vereinfacht mit fixer Sequenzlänge für das dynamische Modell benutzt wurden. Abbildung 

5Fehler! Verweisquelle konnte nicht gefunden werden. zeigt dabei eine Gegenüberstellung 

von Ground Truth und durch das KI-Modell vorhergesagte Daten. Damit ist die grundsätzliche 

Machbarkeit bestätigt. 
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Abbildung 5 Ground Truth vs. Vorhergesagte Daten von Datensequenz und resultierender 
Reibkennlinie mit Neuronalem Netz (GRU 30, FullyConnected 10, Dropout 
0.25, FullyConnected 1) 

Im zweiten Schritt werden die bereits untersuchten KI-Methoden sowie deren zugrunde 

liegende Daten modifiziert und erweitert, um sie in Zusammenklang mit System und 

Anwendung zu bringen.  

Bezüglich des Lösungsansatzes der Verwendung von MLPs mit x vorangegangenen 

Zeitschritten erfordert das zum einen eine Umstrukturierung der Daten von ganzen 

Sequenzen auf eine Vielzahl wesentlich kleinerer zusammenhängender Datenausschnitte. 

Zum anderen ist eine umfassende Hyperparametersuche notwendig. Diese 

Hyperparametersuche umfasst neben gängigen Parametern, wie Learning Rate, Layer Anzahl, 

Layer Größe etc., auch die Anzahl x an vorangegangenen Zeitschritten. Ein hoher Wert von x 

hat eine höhere Rechendauer zur Folge, bei einem niedrigen Wert von x können essenzielle 

Daten verloren gehen. Hier galt es, einen Kompromiss zwischen Performance und 

Rechendauer zu finden. 

Bezüglich des Lösungsansatzes der Verwendung von GRUs mit variierenden Sequenzlängen ist 

ebenso eine Umstrukturierung der Daten notwendig. Insbesondere sollen Daten mit 

variierenden Sequenzlängen (insbesondere sehr kurze Sequenzen) stark im Datenset 

repräsentiert sein. Während der Inferenzphase soll in jedem Zeitschritt der vorangegangene 

bzw. die (wenigen) vorangegangenen Zeitschritte mitgeführt werden und das Modell während 

der Inferenz nach jedem Zeitschritt angepasst werden. Dies erfordert einen Eingriff in das 
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Simulink Modell, wobei die Matlab Deep Learning Toolbox bereits Blöcke mit ähnlichen 

Funktionalitäten bereitstellt, die als hilfreicher Ausgangspunkt dienten. 

Im dritten Schritt werden die bestehenden Datensets zum Training iterativ mit weiteren 

auftretenden Effekten, wie Temperaturabhängigkeit, erweitert und erneut ins Training 

integriert. 

AP 1.2: Schlupf auf Fahrzeugebene 

Der Fahrzeugdemonstrator besteht aus zwei Wagenteilen, die mit einem passiven Gelenk 

miteinander verbunden sind und durch je zwei getrennt antreibbare Räder aktuiert werden. 

Je nach Einstellung der Drehmomente an den vier Rädern, stellt sich ein entsprechender 

Lenkwinkel ein. Unter der Voraussetzung, dass kein Radschlupf auftritt, d.h. dass das Fahrzeug 

auf einer Oberfläche mit sehr hoher Reibung fährt, liegen durch diese spezielle Kinematik des 

Fahrzeugs redundante Informationen vor: 

• Geschwindigkeiten der vier Räder 

• Lenkwinkel 

Die Odometrie des Fahrzeuges ohne auftretende Schlupf- bzw. Reibeffekte kann nämlich 

durch Bewegungsgleichungen unter Einbeziehung der Fahrzeuggeometrie exakt bestimmt. 

Gleichzeitig wird die Kinematik der finalen Fahrzeugkonstruktion und die Eigenschaften der 

Fahrzeugumgebung echtheitsgetreu mithilfe des High-Fidelity 3D-Fahrzeugmodells 

abgebildet. (vgl. Abbildung 4) So wird die Odometrie des Fahrzeugs nun mit den auftretenden 

Schlupf- bzw. Reibeffekten simuliert. 

Durch diese zwei Arten der Odometriebestimmung aus Bewegungsgleichungen zum einen 

und 3D-Modellierung zum anderen, ergibt sich eine Differenz, aus der Rückschlüsse auf die 

tatsächlich auftretenden Reibeffekte geschlossen werden können.  

Diese Redundanz wird mithilfe eines KI-basierten Ansatzes, bei dem das simulierte Fahrzeug 

auf unterschiedlichen Oberflächen mit variierenden Reibeigenschaften fährt, ausgenutzt, um 

den sich durch die Radgeschwindigkeiten und auftretenden Schlupf einstellenden Lenkwinkel 

zwischen den beiden Wagenteilen zu ermitteln. Dieser Lenkwinkel ist entsprechend eines der 

Inputs der Fahrzeugregelung. 

Analysen ergaben, dass der mithilfe von Bewegungsgleichungen errechnete Lenkwinkel bei 

auftretendem Schlupf stark und unwiderruflich vom tatsächlichen Lenkwinkel abdriftet. 

(Abbildung 6, ab 𝑡 ≈ 1,9) 
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Abbildung 6 Vergleich Simulation Lenkwinkel gamma bestimmt durch Bewegungsgleichungen 
(gamma_est), durch vorher antrainiertes Neuronales Netz (gamma_ai) und 
durch 3D Simulation (gamma_true) 

Dadurch sind die Bewegungsgleichungen nur in sehr begrenztem Umfang zur Schätzung des 

Lenkwinkels nutzbar. Um im Fahrzeugdemonstrator trotzdem langfristig ohne 

Lenkwinkelsensor auszukommen, wurde ein Supervised Learning Ansatz gewählt, bei dem ein 

klassisches MLP anhand von Trainingsdaten, erzeugt durch die Co-Simulation von 

Unity/Simulink antrainiert wird und als Output den Lenkwinkel bestimmt. Der Aufbau des 

MLPs ähnelt stark dem bereits beschriebenen Setup zur Schätzung der Reibeffekte im 

Antriebsstrang. So bestehen die Inputs aus den Drehzahlen und Drehmomenten der vier 

Räder zum aktuellen Zeitschritt (𝑡0) sowie der 9 vorangegangenen Zeitschritte (𝑡−1…𝑡−9). 

Dadurch wird die Dynamik des Lenkwinkels berücksichtigt, ohne dass rechenintensive 

Recurrent Neural Networks benötigt werden, was im Hinblick auf das spätere Deployment auf 

den realen Fahrzeugdemonstrator möglicherweise problematisch werden könnte. Abbildung 

6 stellt die durch Bewegungsgleichungen, MLP und Simulation bestimmten Lenkwinkel 

gegenüber, wobei sich insgesamt der NN-basierte Lenkwinkelschätzer bei auftretenden 

Reibeffekten (ab 𝑡 ≈ 1,9) durch eine wesentlich bessere Genauigkeit auszeichnet. Der NN-

basierte Lenkwinkelschätzer weist wie erwartet zu Beginn der Aufzeichnung eine gewisse 

Unsicherheit auf, die sich hier als Rauschen äußert, welches sich aber bereits nach ca. ab 𝑡 =

1,5 überwiegend eingestellt hat. 
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Zur effizienten Datengenerierung wurde ein mehrstufiger Trainingsansatz gewählt und 

implementiert. In der ersten Stufe wurde das Neuronale Netzwerk lediglich mit synthetischen 

simulativ erzeugten Daten trainiert, wobei Abbildung 6 die bereits sehr guten Ergebnisse zeigt. 

Dieser Ansatz kann beliebig oft wiederholt werden, d.h. wenn eine neue Simulation 

durchlaufen wurde, währenddessen Daten mitgeloggt werden, können diese neuen Daten 

benutzt werden, um das vorher bereits trainierte Neuronale Netzwerk nochmals 

nachzutrainieren. Dabei wird das Neuronale Netzwerk nicht von Scratch neu trainiert, sondern 

der Ausgangspunkt sind die bereits antrainierten Gewichte, welche lediglich mit den neu 

aufgenommenen Trainingsdaten etwas nachjustiert werden. 

In der zweiten Stufe kommt erneut dieser Nach-Trainingsansatz bzw. Transfer Learning Ansatz 

zum Einsatz. Dabei wird das Neuronale Netzwerk nicht mit synthetischen Daten nach-trainiert, 

sondern mit realen Fahrzeugdaten, die im laufenden Betrieb des skalierten 

Fahrzeugdemonstrators aufgenommen wurden. Besonders vorteilhaft an diesem Vorgehen 

ist die vereinfachte Datengenerierung mithilfe der Simulation, wobei die synthetisch 

generierten Trainingsdaten 90% der insgesamt genutzten Trainingsdaten ausmachen. Die 

Datengenerierung der realen Daten ist wesentlich aufwendiger, aber dennoch wichtig, um die 

Realitätslücke zu überwinden. Mit dem zweistufigen Trainingsansatz konnten die benötigten 

realen Daten und der damit einhergehende Aufwand jedoch auf ein notwendiges Minimum 

reduziert werden. 

Abbildung 7 zeigt auf dem realen Fahrzeugdemonstrator aufgenommene Zeitläufe von auf 

unterschiedliche Art und Weise bestimmten Lenkwinkeln gamma. Der Benchmark-Verlauf 

aufgenommen durch den Winkelsensor ist grün dargestellt. Der Lenkwinkel, welcher durch 

das mit synthetischen Daten in erster Iteration trainierte, Neuronale Netzwerk wird durch den 

orangenen Graphen beschrieben. Hier wird insgesamt der Trend korrekt vorausgesagt, wobei 

doch einige Schwankungen, v.a. zurück auf Lenkwinkel 0 (z.B. für 𝑡 = 4,833) erkennbar sind. 

Blau dargestellt ist das finale Neuronale Netz, welches mit dem zweistufigen Trainingsansatz 

mithilfe von synthetischen und realen Trainingsdaten trainiert wurde. Im Vergleich zum 

Benchmark zeigt sich hier ein annähernd identisches Ergebnis, welches lediglich um ein kleines 

Rauschen bei unverändertem Lenkwinkel abweicht. (z.B. für 𝑡 > 5)  
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Abbildung 7 Auf dem realen Fahrzeugdemonstrator aufgenommene Zeitverläufe von auf 
unterschiedliche Art und Weise bestimmte Lenkwinkel gamma (mit 
Winkelsensor gemessenes gamma, mit NN bestimmtes gamma unter 
Benutzung synthetischer Trainingsdaten, mit NN bestimmtes gamma unter 
Benutzung synthetischer Trainingsdaten und nachtrainiert mit realen 
Fahrzeugdaten) 

AP 1.2: Akustisches Verhalten 

Eine Analyse der Möglichkeiten zur Geräuschreduktion auf der zur Antriebsregelung 

übergeordneten Systemebene wurde angegangen. Zum Beispiel wurde mit einer Simulation 

des Anfahrverhaltens eines Antriebsstranges nachgewiesen, dass nur in der Nähe ganz 

bestimmter „kritischer“ Drehzahlen die höchste und potenziell störende (weil tonale) 

Geräuschintensität auftritt, verursacht durch Resonanzen in der Motorstruktur. Beim 

Anfahren sind diese kritischen Drehzahlen nicht komplett vermeidbar. Können sie jedoch mit 

einer KI-basierten Beschreibung des akustischen Verhaltens vorhergesagt werden, so kann 

man diese kritischen Betriebspunkte schneller durchfahren, z.B. durch kurzzeitige Erhöhung 

des Drehmoments (evtl. unter Inkaufnahme eines kurzzeitig geringeren Wirkungsgrades). So 

erreichen die entsprechenden strukturellen Teile evtl. gar nicht ihre maximale 

Resonanzamplitude. Somit wird das Schallvolumen dann verringert, und auf jeden Fall wird 

die Dauer des störenden Geräusches verkürzt. 

AP 1.3: Evaluation der Regelungsverfahren 

Eine „Silent Mode“ Regelung hat das Ziel, den erforderlichen Betriebspunkt (Drehzahl n, 

Drehmoment M) eines Antriebsstranges anzusteuern, mit den Motor-Stromkomponenten (Id, 

Iq) so optimiert, dass die Schallemission (z.B. dargestellt durch SPoLint) minimiert oder 

zumindest bei der Gesamt-Optimierung berücksichtigt wird. Eine mögliche Funktionsweise 

(Algorithmus), die auf eine KI-Beschreibung des akustischen Verhaltens basiert, wird in 

Abschnitt 2.1.2 unter AP 2.2 beschrieben. Zur Evaluierung wurde dieser Regelalgorithmus in 

Python simuliert, um für eine Reihe von Drehzahlen n bei konstantem Mziel (ein „Fahrspiel“) die 

optimale (Id, Iq) zu finden und die evtl. Verbesserung zu berechnen. 

Für Mziel = 145 N·m (etwa Nennmoment des Motors) ist das Ergebnis in Abbildung 8 dargestellt. 

Der optimale Iq (blau) bleibt nahe dem Ursprungswert 400 A, der optimale Id (rot) kann bis 

≈180 A ansteigen. Dies ergibt Gesamtströme Itot bis 445 A, etwas außerhalb der Lerndaten (mit 

Itot = max. 400 A), die Ergebnisse sind also extrapoliert und nicht ganz sicher. Der Schall SPoLint 
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(grün) kann bei 4000rpm um max. 2 dB reduziert werden. Die Änderung der resistiven Verluste 

(lila) sind berechnet mit 10 m effektivem Widerstand. 200 W Zunahme entspricht einen um 

0.3% verringerten Wirkungsgrad. Oberhalb 4600rpm ist keine Schallreduktion mehr möglich.  

 

Abbildung 8 Für Zieldrehmoment 145 N·m: für „silent mode“ optimale (Id, Iq)-Werte vs. 
Drehzahl n, und dadurch erreichte Abnahme des Schalls (repräsentiert 
durch SPoLint) und Zunahme der resistiven Verluste. 

Abbildung 9 zeigt das gleiche Fahrspiel für Mziel = 120 N·m. Hier bleibt der Gesamtstrom 

unterhalb 341 A, also sind Ergebnisse sicherer. Bei geringer Drehzahl kann der Schall um bis 

zu 4 dB verringert werden, fast ohne zusätzliche Verluste. Hier ist die „silent mode“ Regelung 

also auf jeden Fall sinnvoll. Bei noch kleinerem Mziel sind keine oder nur sehr geringe 

Reduktionen im Schall möglich.  
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Abbildung 9 Für Zieldrehmoment 120 N·m: für „silent mode“ optimale (Id, Iq)-Werte vs. 
Drehzahl n, und dadurch erreichte Abnahme des Schalls (repräsentiert 
durch SPoLint) und Zunahme der resistiven Verluste. 

Eine solche „silent mode“ Regelung kann also für bestimmte Drehzahlen / Drehmomente 

sinnvoll sein, und kann mit einem KI-basierten Modell (oder zumindest mit einer dadurch 

erzeugten Lookup Tabelle) voraussichtlich schnell genug arbeiten, um in der Praxis angewandt 

zu werden. 

AP 1.4: Evaluation der Modellierung 

In Abschnitt 2.1.3 (AP 3.2) wird die KI-Modellierung der akustischen Eigenschaften eines 

Elektromotors beschrieben. Die dort beschriebenen Qualitätsmerkmale (ABS und RMS-Fehler) 

stellen eine erste Evaluation dar und sind befriedigend. Eine weitere Evaluation wurde 

durchgeführt, indem untersucht wurde, wie gut das KI-Modell das akustische Verhalten 

vorhersagt, für „neue“ Kombinationen von Parametern, die im Trainings-Dataset noch nicht 

vorhanden waren. Diese Parameterwerte können entweder innerhalb des Bereichs der 

Trainingsdaten liegen (Interpolation) oder außerhalb (Extrapolation). Die hier gewählten 

neuen Parameterwerte sind in Tabelle 2 dargestellt. Für alle Kombinationen dieser Werte 

wurden mit dem präzisen Modell die akustischen Kennzahlen (siehe AP 3.2) neu berechnet. 
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Tabelle 2 Motorparameter: neu hinzugefügte (interpolierte und extrapolierte) Werte 

Parameter Luftspalt 

[mm] 

Remanenz 

der PM, von 

µr [ ] bestimmt 

E-Modul des 

Gehäuse [GPa] 

Drehzahl des 

Motors [rpm] 

Bereich der 

Trainingsdaten 

0.15 … 3.65 µr =  

0.824 … 1.236 

1 … 200 1000 … 6000 

Neuen Werte 2.15,   4.65 0.721,   0.9785 170,    210 3500,    7000 

Bisherige Werte 

wieder benutzt 

- - - 1000,   2000, 

3000,   4000, 

5000,   6000 

Für jeden Parameter wurde mindestens ein interpolierter und ein extrapolierter neuer Wert 

gewählt. Somit entstehen 2 x 2 x 2 x 8 = 64 Parameter-Kombinationen mit unterschiedlichem 

„Extrapolationsgrad“ Ex: hier definiert als: 

• Ex = 0 Alle Parameterwerte sind interpoliert (= im Bereich der Trainingsdaten) 

• Ex = 1 Ein Parameterwert ist extrapoliert, die anderen sind interpoliert 

• … 

• Ex = 4 Alle vier Parameterwerte sind extrapoliert (außerhalb des Trainingsbereichs). 

Für zunehmende Ex hat das KI-Modell einen „schwierigeren Job“ und somit wird erwartet, 

dass die Qualitätsmerkmale des Ergebnisses weniger gut sind. Im Folgenden werden die 

Qualitätsmerkmale gegen den Ex-Wert aufgetragen. Dabei wird zusätzlich definiert: 

• Ex = -1  Qualitätsmerkmale, erreicht mit den Lerndaten selbst (Test-Dataset). 

Für die bisher benutzten Drehzahlwerte sind die erreichten Qualitätsmerkmale in Abbildung 

10 gezeigt. Dies basiert auf insgesamt 48 Parameter-Kombinationen. Erwartungsgemäß 

steigen die Fehler mit zunehmendem Extrapolationsgrad Ex an. Bei Ex = 0 und -1 sind sie 

vergleichbar. Das ist zu erwarten: in beiden Fällen geht es um rein interpolierte 

Parameterwerte, die nicht im Trainings-Dataset waren. Bis Ex = 3 gibt es eine klare 

Verbesserung in Vergleich zur Referenz (siehe Abschnitt 2.1.3, AP 3.2), somit sind dort die 

Ergebnisse aus dem KI-Modell brauchbar. 
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Abbildung 10 Qualitätsmerkmale vs. Extrapolationsgrad Ex, mit Solver ADAM, für die 
Parameter-Kombinationen mit bereits vorher benutzten Drehzahlwerten. 
Waagrechte Linien: Referenz mit „Vorhersage“ = Mittelwert. 

Für die neuen Drehzahlwerte sind die erreichten Qualitätsmerkmale in Abbildung 11 gezeigt. 

Dies basiert auf nur 16 Parameter-Kombinationen, ist also statistisch etwas weniger 

relevant. Jedoch sind die Fehlerwerte vergleichbar mit denen in Abbildung 10 (gestrichelte 

Linien). Wiederum bringt die KI-Vorhersage eine Verbesserung bis zum Extrapolationsgrad Ex 

= 3. Erst bei voller Extrapolation (Ex = 4) werden die Fehler ähnlich der Referenz ohne KI. 

 

Wie unter AP 3.2 beschrieben, wurden diese Ergebnisse erreicht mit dem KI-Modell Multi-

Layer Perceptron und Solver „ADAM“. Basierend nur auf den Lerndaten, schien der 

alternative Solver „LBFGS“ bessere Ergebnisse zu liefern. Jedoch stellte sich bei dieser 

Interpolations-Untersuchung heraus, dass LBFGS hier schlechtere Qualitätsmerkmale (= 

größere Fehler) ergibt. Mit LBFGS sind die Ergebnisse nur brauchbar bis zur 

Extrapolationsgrad Ex = 1. Daher werden hier nur die mit dem ADAM Solver erreichten 

Ergebnisse gezeigt. 
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Abbildung 11 Qualitätsmerkmale vs. Extrapolationsgrad Ex, mit Solver ADAM, für komplett 
neue Parameter-Kombinationen (gezogene Linien mit Symbolen). 
Waagrechte Linien: Referenz mit „Vorhersage“ = Mittelwert. 

Das KI-Modell kann also auch sinnvolle Vorhersagen machen, für neue (= noch nicht vorher 

benutzte) Parameter-Kombinationen. Dies innerhalb (Interpolation) und auch etwas 

außerhalb des Bereichs der Trainingsdaten (Extrapolation), solange nicht alle 

Parameterwerte außerhalb liegen (hier Ex = 4). Vermutlich sollte auch kein Parameterwert 

zu weit außerhalb liegen: z.B. ein Modell angelernt auf E-Modul 10…30GPa, wird keine 

sinnvollen Vorhersagen bei E-Modul 200 GPa machen können. 

 

Das hier beschriebene KI-Modell ist natürlich nicht physik-basiert und wurde nur mit 

Lerndaten eines einzigen Motortyps trainiert. Die Vorhersagen gelten daher nur für diesen 

Motortyp (mit 3 Designparameter variiert). Für andere Motortypen müsste mit einem 

präzisen Modell neu simuliert und dann die KI neu trainiert werden, was ein Nachteil dieser 

Methode ist. 

2.1.2 AP 2: KI-Ansätze zur Verbesserung der Antriebsregelung 

Das AP 2 besteht aus zwei Teilarbeitspaketen. Im ersten Teilarbeitspaket (AP 2.1) wurden 

klassische Regelungsverfahren offline durch KI optimiert. Im zweiten Teilarbeitspaket (AP 2.2) 

wurden KI-basierte Regelungsverfahren zur Optimierung von Effizienz, akustischen 

Emissionen und Drehmomentgenauigkeit untersucht.  
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AP 2.1: Regelung optimiert durch KI 

Gemäß Projektplan finden in diesem AP keine Arbeiten seitens Siemens statt. 

AP 2.2: KI-basierte Regelung 

Skalierter Fahrzeugdemonstrator 

Dieses Arbeitspaket vereint die Arbeiten zur Entwicklung des KI-basierten 

Lenkwinkelschätzers aus AP 1.2 mit den Arbeiten in AP 4.3 bzgl. der Entwicklung des skalierten 

Fahrzeugdemonstrators. Abbildung 12 beschreibt dabei die zugrundeliegende Regler Struktur, 

welche im Fahrzeugdemonstrator einerseits zur Drehmoment- und andererseits zur 

Trajektorien-Regelung zum Einsatz kommt.  

 

Abbildung 12 Regler Struktur der KI-basierten Regelung des skalierten Fahrzeugdemonstrators 

Die Drehmoment-Regelung der vier Räder erfolgt mittels eines Linear-Quadratischen Reglers 

(LQ-Regler), bei welchem es sich um einen Zustandsregler für ein lineares dynamisches System 

handelt. Dieser Regler ermittelt aus Soll-Winkelgeschwindigkeit (𝜔𝑠𝑝), Soll-

Lineargeschwindigkeit (𝑣𝑠𝑝), Ist-Motor-Drehmomenten (𝑡𝑞𝑚𝑜𝑡), Ist-Motor-Drehzahlen (𝜔𝑚𝑜𝑡) 

und mittels Neuronalem Netzwerk bestimmtem Lenkwinkel (𝛾) die entsprechende Position 

(𝑥, 𝑦) und Orientierung (𝑎) des Fahrzeugs, sowie die vier Soll-Motor-Drehmomente (𝑡𝑞𝑚𝑜𝑡𝑠𝑝). 

Die Soll-Motor-Drehmomente (𝑡𝑞𝑚𝑜𝑡𝑠𝑝) werden an den Antriebseinheiten eingestellt, was 

wiederum die Ist-Motor-Drehzahlen (𝜔𝑚𝑜𝑡) und Ist-Motor-Drehmomente (𝑡𝑞𝑚𝑜𝑡) ergibt. 

Diese Kenngrößen sind wiederum die Eingänge des Neuronalen Netzwerks zur 

Lenkwinkelbestimmung (𝛾).  
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Zur Trajektorien-Regelung wird der Pfadfindungs-Algorithmus „Pure Pursuit“ verwendet, 

welcher aus der aktuellen Fahrzeugposition (𝑥, 𝑦), -orientierung (𝑎) und gewünschter 

Trajektorie die Soll-Lineargeschwindigkeit und Soll-Drehrate des Fahrzeugs bestimmt, welche 

wiederum Eingangsgrößen des LQ-Reglers sind.   

Silent-Mode Regelung 

Klassische Regelungsverfahren können nichtlineare Effekte (z.B. akustisches Verhalten) nur 

durch zusätzliche Beobachterstrukturen (hier Mikrophone) oder komplexe adaptive 

Regelungskonzepte berücksichtigen. Die Standard-Regelung eines Antriebsmotors steuert 

eine Ziel-Drehzahl nziel und Drehmoment Mziel an und optimiert unter diesen Vorgaben z.B. 

den Wirkungsgrad des Systems. Zusätzlich könnte eine verbesserte Regelung auch das 

akustische Verhalten optimieren, damit z.B. in Wohngebieten durch Einschalten eines „silent 

mode“ das Fahrzeug insgesamt leiser gemacht werden kann, idealerweise, ohne auf ein 

Mikrophon zurückzugreifen. Dazu muss die Regelung für jede Drehzahl n und für jede 

Kombination der Stromkomponenten (Id, Iq), die sie dem Motor einspeist, das akustische 

Verhalten vorhersagen können. Auch das damit erzeugte Drehmoment M muss berechnet 

werden können. Das kann realisiert werden mit entweder: 

• Einem ausreichend schnellen (z.B. KI-basiertes) Modell, das Drehmoment M und 

akustisches Verhalten aus (n, Id, Iq) vorhersagt, oder 

• Einer ausreichend genauen Lookup-Tabelle für M und akustischem Verhalten für alle 

relevanten (n, Id, Iq). 

Beide Varianten wurden angegangen. Für ein relativ einfaches Motormodell (Beispielmotor 3, 

siehe Abschnitt 2.1.3) wird hier untersucht, wie viel Verbesserung eine „silent mode“ bringen 

kann. In Abschnitt 2.1.3 wird in AP 3.2 auch die KI-Modellierung der akustischen Eigenschaften 

dieses Motors beschrieben. Das dort beschriebene Modell wird folgendermaßen angepasst: 

• Es wird nur das Referenzdesign des Motors betrachtet. Inputdaten sind also keine 

variierten Designparameter, sondern nur (n, Id, Iq). 

• Als Outputwert wird das Drehmoment M [N·m] hinzugefügt. 

• Akustische Outputwerte basieren nur auf das Sound Power Level: ausgegeben werden 

also die 4 Werte (M, SPoLmax, fmax, SPoLint) wie unter AP 3.2 definiert. Für die weiteren 

Schritte wird hier der integrierte Wert SPoLint als repräsentativ für das akustische 

Verhalten betrachtet. 

Um das KI-Modell zu trainieren, werden mit dem präzisen Modell (siehe Abschnitt 2.1.3) 

wiederum Lerndaten erzeugt. Um mögliche und relevante Betriebspunkte abzubilden, werden 

der Gesamtstrom Itot und der Vorsteuerwinkel  variiert, und (Id, Iq) daraus berechnet. Die 

benutzten Werte sind in Tabelle 3 aufgelistet. So entsteht ein Trainings-Datensatz mit 5 x 6 x 

6 = 180 Datensätzen. 
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Tabelle 3 Variierte Betriebsparameter und deren Werte 

Parameter Gesamtstrom 

Itot [A] 

Vorsteuerwinkel 

 [°]  

Daraus: Ströme 

(Id, Iq) [A] 

Drehzahl des 

Motors [rpm] 

Referenzdesign 400 0° (0, 400) 6000 

Anzahl Werte 5 6 30 6 

Benutzte Werte 50,   100, 

200,   300, 

400 

0°,   37°, 

53°,   66°,   78°, 

85° oder 90° 

(0 … 400, 

0 … 400) 

100,   1200, 

2400,   3600, 

4800,   6000 

Mit diesen Trainingsdaten wird das modifizierte KI-Modell trainiert wie unter AP 3.2 

beschrieben. Nach etwas Optimierung werden folgende Werte der Qualitätsmerkmale 

erreicht: ABS- und RMS-Fehler in SPoLint (1.06, 1.30) [dB]. Erwartungsgemäß ist dies etwas 

weniger gut als die in AP 3.2 mit wesentlich mehr Trainingsdaten erreichten Werte (0.785, 

1.08) (siehe Abschnitt 2.1.3, Tabelle 6), aber nicht viel schlechter. ABS- und RMS-Fehler im 

Drehmoment: (0.92, 1.24) [N·m]. Über 11 zusätzlich erzeugte Datensätze (nicht in den 

Trainingsdaten enthalten) sind die ABS- und RMS-Fehler in SPoLint (0.88, 1.06) [dB]. Das Modell 

interpoliert also recht gut.  

Mit diesem trainierten KI-Modell wurden zunächst für einige Drehzahlen nziel Lookup-Tabellen 

M (Id, Iq)  und SPoLint (Id, Iq) erzeugt. Daran ist zu sehen: 

• Erwartungsgemäß ist das Drehmoment M fast nur von Iq abhängig. Eine traditionelle 

Regelung für maximalen Wirkungsgrad würde den Gesamtstrom minimieren und 

daher auf Id ≈ 0 regeln. 

• Auf einer Linie mit gleichem Drehmoment, kann sich bei Id > 0 ein Minimum an Schall 

(hier SPoLint) ergeben, geringer als bei Id = 0. (Weitere Minima wurde nicht 

beobachtet.) Eine „silent mode“ Regelung ist also möglich, auf Kosten von geringerem 

Wirkungsgrad. 

Eine solche „silent mode“ Regelung könnte ein Kompromiss zwischen Wirkungsgrad und 
Schallreduktion suchen. Hier wird jedoch angenommen, dass die Regelung für die 
gegebenen nziel und Mziel einfach nur SPoLint minimieren soll. Basierend auf dem KI-Modell, 
sucht die Regelung dann erst den Wert der Stromkomponente Iq, wo der Zielwert Mziel 
erzeugt wird, und lässt dann die andere Komponente Id ausgehend von Startwert 0 
schrittweise zunehmen, bis SPoLint nicht mehr abnimmt (wobei Iq etwas nachjustiert wird um 
Mziel zu halten.) Dies könnte online gemacht werden, oder die Regelung könnte eine Lookup 
Table mit optimalen (Id, Iq) Werten als zusätzliches Input bekommen.  
Die mit diesem Regelalgorithmus erreichbaren Ergebnisse (Schallreduktion) werden in 

Abschnitt 2.1.1 unter AP 1.3 beschrieben. 
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2.1.3 AP 3: Verbesserung der Antriebsmodellierung 

AP 3 teilt sich ebenfalls auf zwei Teilarbeitspakete auf. In AP 3.1 wurde untersucht, wie 

klassische Modelle verbessert werden können, um zum Training von KI genutzt zu werden. In 

AP 3.2 wurden KI-basierte Modellierungsverfahren untersucht.  

AP 3.1: Präzise Modelle zum Training von KI 

Innerhalb AP 3.1 fokussierte sich die Siemens AG auf die Simulation akustischer Geräusche aus 

dem Antriebsmotor selbst. Zusammenfassend: 

• Akustisches Verhalten wird bestimmt von komplexen nicht-linearen Einflussfaktoren. 

Eine geringe Kraftanregung bei der richtigen (Resonanz-)Frequenz ergibt erhebliche 

akustische Erscheinungen. Eine zuverlässige Modellierung des akustischen Verhaltens 

der Antriebsmotors erfordert daher eine ausreichend genaue Beschreibung von: 

o Elektromagnetischen Verhalten des Motors: dies ergibt die Kraftanregungen. 

o Geometrie und mechanische Eigenschaften (evtl. parametriert: Material- und 

Fertigungstoleranzen), dies ergibt Körper- und Oberflächenschwingungen. 

o Evtl. Modellierung der Umgebung / Luft, die die Oberflächenschwingungen 

akustisch weiterträgt. 

• Wegen des hohen Rechenaufwands wird ein solches „präzises Modell“ aktuell nicht 

standardmäßig für Designoptimierung (= Bewertung vieler Varianten) benutzt. Daher 

müsste ein solches Modell zunächst in Größe und Komplexität reduziert werden. Ein 

solches reduziertes Multiphysik-Modell (reduced order model, ROM) sollte das 

akustische Verhalten und dessen Abhängigkeit von wichtigen Parametern weiterhin 

ausreichend gut beschreiben. Danach kann mit dem ROM eine größere Datenmenge 

als Input für die Entwicklung der KI-basierten Beschreibung erzeugt werden. 

Für das präzise Model (als Referenz für die geplante Modellreduktion und KI-Beschreibung) 

wurde folgende Toolkette gewählt: 

• Elektromagnetisches Modell (2D): SimCenter MotorSolve. 

• Übertragung zu 3D und zu Frequenzdomäne, mechanische Simulation: SimCenter 3D 

• Akustische Simulation: SimCenter 3D Pre / Post (Acoustics & Vibration) 

Diese Werkzeuge befinden sich unter „Siemens SimCenter“. Somit sind für die 

Datenübertragung zum nächsten Tool in der Kette hausintern zumindest Support und 

Erfahrungen verfügbar. Im Projektverlauf stellte sich heraus, dass die Beschreibung der 

Akustik in SimCenter 3D bereits ein reduziertes Modell darstellt und in vertretbarer Zeit 

ausreichend große Datenmengen zum Training der KI erzeugen kann. Die anfangs geplante 
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Erstellung eines (weiter) reduzierten Modells (ROM) war also in diesem Fall nicht erforderlich, 

die Validierung des präzisen Modells wurde jedoch umso wichtiger. 

Zunächst wurden zwei PM-Synchronmaschinen (Beispielmotor 1 und 2) in MotorSolve 

komplett modelliert. Die Ergebnisse der Modellberechnung (Drehmoment im Nennbetrieb 

und bei verschiedenen Strömen / Drehzahlen, Wirkungsgrad) sind für beide Motoren plausibel 

und stimmen überein mit dem, was zu den Beispielmotoren bekannt ist. Für den weiteren 

Verlauf dieses Projekts wurde jedoch ein neuer PMSM-Beispielmotor 3 gewählt („EM4 Half 

motor“). Gründe dafür sind die Validierung mit Ergebnissen aus anderen Berechnungstools 

sowie leichtere Veröffentlichung der Modelle und Ergebnisse in KIRA und anderweitig. 

Beispielmotor 3 wurde in MotorSolve modelliert (siehe Abbildung 13, links), das berechnete 

Drehmoment und weitere Ergebnisse sind wie erwartet. Anschließend wurde die 

Oberflächenkraftdichte (surface nodal force density, [N / m]) der elektromagnetischen Kräfte 

für eine Reihe von Drehzahlen, auf Konturen an der Oberfläche des Statoreisen (siehe 

Abbildung 13, rechts), mit ausreichend hoher zeitlicher Auflösung, über eine elektrische 

Periode berechnet. Diese Daten sind Input für die mechanische Berechnung in den nächsten 

Schritten, die in SimCenter 3D (mit Erweiterung „Acoustics“) stattfinden. 

  

Abbildung 13: Beispielmotor 3: Links: Modellierung in MotorSolve, mit Spulenverbindungen. 
Rechts: Oberflächenkraftdichten auf Konturen am Statoreisen. 

Zunächst werden die für die Akustik meist relevanten Teile der Maschine (Statoreisen und 

Gehäuse) mechanisch modelliert. Das FEM enthält die Geometrie der Teile, ihre 

Verbindungen, Materialien und die mechanischen Randbedingungen (constraints): siehe 

Abbildung 14. Die Modellgeometrie ist zur besseren Validierung der Ergebnisse einfach 

gehalten. Durch eine Struktursimulation werden die mechanischen Eigenmoden (bei einer 

Reihe von Eigenfrequenzen) gefunden und für weitere Schritte gespeichert. 
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Abbildung 14: Beispielmotor 3: Links: mechanisches Modell (Gehäusedeckel weggelassen, 
Statoreisen bereits vernetzt). Rechts: Beispiel-Eigenmode bei 2719.8Hz. 

In SimCenter 3D wird die Schallübertragung von der Stator-Außenfläche bis hin zu 

vordefinierten Mikrofonpositionen oder -flächen beschrieben mit „acoustic transfer vectors“ 

(ATVs). Diese Übertragungsfunktion von Geschwindigkeit eines Oberflächenelementes [m³/s] 

zum Schalldruck [Pa] wird für eine Reihe von Frequenzen von jeder Oberflächen- zu jeder 

Mikrofonposition berechnet (siehe Abbildung 15), und wird ebenfalls gespeichert für weitere 

Schritte. Diese aufwändige Berechnung muss für eine bestimmte Motor-Außengeometrie nur 

einmal durchgeführt werden, muss also nicht für jeden neuen Betriebspunkt oder jede kleine 

Änderung im Inneren wiederholt werden. Darin steckt die oben erwähnte Modellreduktion. 

  

Abbildung 15: Beispielmotor 3: Motormodell (dunkelgrün) mit Umhüllender („automatically 
matched layer: blau), Luft dazwischen (hellgrün) und eine Kugelfläche 
(gelb) auf derer hier Mikrofonpositionen definiert werden. 



28 Teil 2 – Eingehende Darstellung  

 

19I21030J KIRA – KI-Methoden zur optimierten Regelung elektrischer Traktionsantriebe 

 

Als letzter Schritt werden in einer vibro-akustischen Simulation in SimCenter 3D sowohl die 

strukturelle Eigenmoden, die ATV’s, als auch die mit MotorSolve berechneten elektro-

magnetischen Kräfte importiert und zusammengebracht. In einem teilweise automatisierten 

Prozess werden die Kräfte von der in MotorSolve benutzten 2D-Kontur auf dem SimCenter 

3D-Netz abgebildet und mit FFT von Zeit- zu Frequenzdomäne transformiert: siehe Abbildung 

16. Mit diesen Kräften wird dann wiederum automatisiert für eine Reihe von Drehzahlen der 

Maschine, entweder für einen Bereich einzelner Orden oder über alle Orden summiert, der 

Schalldruck (für einzelne Mikrofonpositionen) und Schallleistung (für eine umhüllende Fläche: 

gelb in Abbildung 15) berechnet. 

 

Abbildung 16: Elektromagnetische Kräfte auf der Statorinnenfläche, für eine bestimmte 
Drehzahl (600rpm) und eine Anregungsfrequenz (119.2Hz). 

Als Beispielergebnis zeigt Abbildung 17 einen „waterfall plot“ der Schallleistung [dB] abhängig 

von der Frequenz (waagrecht) und Drehzahl (senkrecht). Abbildung 18 zeigt das berechnete 

Frequenzspektrum bei Nenndrehzahl 6000rpm für Beispielmotor 3. Viele andere 

Auftragungsarten und Auswertungen sind möglich. 
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Abbildung 17: Beispielmotor 3: waterfall plot der Schallleistung für Drehzahlen 
1400…4600rpm. 

 

Abbildung 18: Beispielmotor 3: Frequenzspektrum der Schallleistung bei 6000rpm. 

Zur Validierung dieser Simulationsergebnisse, wurden sie für Beispielmotor 3 verglichen mit 

Ergebnissen aus einem länger bei Siemens Technology etablierten Workflow (FEMAG, ANSYS). 

Dieser Workflow beschreibt (noch) nicht die Akustik in Luft. Jedoch konnten auf dem Weg 

dorthin folgende Zwischenergebnisse verglichen werden: 
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1) Die elektromagnetischen Kräfte auf den Statorzahnköpfen, berechnet mit SimCenter 

MotorSolve und mit FEMAG: siehe z.B. Abbildung 19. Für dieses erste 

Zwischenergebnis ist die Übereinstimmung zwischen den beiden Werkzeugen recht 

gut, auch für andere Fälle. 

 

Abbildung 19 Vergleich der Zahnkräfte in Radialrichtung über die Zeit auf drei Zähne des 
Beispielmotors 3 bei 600 rpm ohne statischen Offset. 

2) Mechanische Antwort des Stators auf eine Einheitsanregung: z.B. 100 N sinusiodale 

Radialkraft pro Zahn, auf die Zahninnenflächen, mit verschiedenen Frequenzen: siehe 

Abbildung 20. Auch hier gibt es eine gute Übereinstimmung zwischen den Werkzeugen 

ANSYS und SimCenter 3D, zumindest im Frequenzbereich 120…4800 Hz. Für diese 

Berechnung wurde in beiden Workflows nach strukturellen Eigenmoden bis 10 kHz 

gesucht. Oberhalb der Hälfte dieser Frequenz (5 kHz) treten erwartungsgemäß 

Ungenauigkeiten und daher Unterschiede zwischen den Werkzeugen auf. 
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Abbildung 20 Vergleich Geschwindigkeitsamplitude (Mittelwert entlang einer Auswertekurve 

außen am Gehäuseumfang) für den Stator des Beispielmotors 3, durch eine Einheitsanregung 

mit nur einer Frequenz, linear (links) und logarithmisch skaliert (rechts). 

3) Die Vibration des Stators durch die elektromagnetischen Kräfte aus Punkt 1). Hier 

entspricht die Auslenkung (und auch die Geschwindigkeit) einer Welle, die den 

Statorumfang entlangläuft mit der Rotationsgeschwindigkeit des Rotors. Räumlich gibt 

es 6 Wellenberge und 6 Wellentäler in Umfangsrichtung (360°), denn Beispielmotor 3 

hat 6 Polpaare. Als Beispiel zeigt Abbildung 21 eine momentane Geschwindigkeit über 

90° des Umfangs, bei der Grundfrequenz (=120 Hz bei 600 rpm) aus den beiden 

Werkzeugen. Hier ist das SimCenter Ergebnis um etwa 31% geringer als das ANSYS 

Ergebnis. In der detaillierten Modellbeschreibung gibt es Gründe, die diesen 

Unterschied erklären können, bisher aber noch nicht behoben werden konnten. 

 

Abbildung 21 Vergleich der radialen Geschwindigkeit (Momentaufnahme) entlang einer 
Auswertekurve außen am Gehäuseumfang, für Beispielmotor 3, durch 
dieselben elektromagnetischen Kräfte. 
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Akustische Ergebnisse konnten in ANSYS noch nicht erzeugt und somit noch nicht verglichen 

werden. Die bisherigen Validierungsergebnisse lassen jedoch Vertrauen in den SimCenter 

Workflow für die präzise Modellierung für PMSM zu. Zusammenfassend kann gesagt werden, 

dass die präzise Modellierung für PM-Synchronmaschinen weitgehend funktioniert und ein 

Startpunkt für die Modellreduktion in AP 3.2 bietet. Auch für Asynchronmaschinen ist die 

präzise Modellierung mit ähnlichen Methoden möglich und wurde erprobt. 

AP 3.2: KI-basierte Modelle 

Vorversuch mit KI in einem einfacheren Fall 

Es stand die Frage im Raum, wie gut ein „nur“ auf KI basiertes Modell das akustische Verhalten 

eines Elektromotors aus Inputparametern überhaupt beschreiben kann. In diesem 

Themengebiet wäre eine möglichst „einfache“ Aufgabe für ein KI-Modell, akustisches 

Verhalten auf Basis von mechanischen Kraftwellen, die aus einer vorhergehenden 

mechanischen Simulation stammen, für eine Reihe von Drehzahlen der Maschine, entweder 

für einen Bereich einzelner Orden oder über alle Orden summiert, zu bestimmen. Diese 

Aufgabe wurde erprobt. 

Aus einem parallelen Projekt standen für einen getesteten Motor (Asynchronmaschine, 

1200kW) akustische Messdaten aus etwa 40 Betriebspunkten zur Verfügung. Auch wurden für 

diese Betriebspunkte mit einem mechanischen Modell die Kraftwellen simuliert. In KIRA 

wurden mithilfe dieser Kraftwellen (Lern-Input) und Geräuschdaten (Lern-Output) KI-Modelle 

angelernt. Hierbei wurde von folgenden Ansätzen ausgegangen: 

1) Eine Kraftwelle bei bestimmter Frequenz f verursacht Schall nur mit Frequenz f. 

2) Der erwartete Schalldruck [Pa] ist proportional zur Amplitude der Kraftwelle [N / mm²]. 

Die Proportionalitätskonstante (Transferfunktion) kann jedoch abhängig sein von 

Frequenz und räumlicher Mode der Kraftwelle. 

3) Nur räumliche Moden nahe 0 und nahe der Nutzahl der Maschine sind relevant. 

Eine Schwierigkeit ist die geringe Menge der Daten (simulierte Kraftwellen) pro Frequenz und 

Mode: maximal etwa 40, meist viel weniger oder gar keine. Daher wurden die Daten unter 

Annahme einer konstanten Transferfunktion pro Frequenzgruppe nach Frequenzbereichen 

gruppiert (z.B. 0…39Hz, 40…79Hz, …). Benutzte KI-Modelle sind Multi-Layer Perceptron (MLP) 

und Gradient Boosting Regressor (GBR), wobei GBR bessere Ergebnisse lieferte. 

Die mit GBR gefundene Transferfunktion, kombiniert mit simulierten Kraftwellen (evtl. für 

einen noch nicht untersuchten Betriebspunkt) ergeben eine Vorhersage des Schallspektrums. 

Wie „gut“ ist nun diese Vorhersage? Das hier benutzte Qualitätsmaß ist RMS (root mean 

square) der Unterschiede in Schalldruckpegel (SDP) in [dB], zwischen Vorhersage und 

Messwert, über alle Betriebspunkte, Moden und Frequenzen. Wegen Ansatz 1) (oben) macht 
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das Modell jedoch nur wirkliche Vorhersagen für diejenigen Frequenzen / Moden, wo auch 

simulierte Kraftwellen vorhanden sind. Für andere Frequenzen wurde daher eine plausible 

konstante SDP angesetzt. Für die RMS-Berechnung kann jetzt gemittelt werden über alle 

Frequenzen 0…4kHz (Methode 1) oder nur für diejenigen Frequenzen, wo es Kraftwellen gibt 

(Methode 2). In Tabelle 4 unten sind Ergebnisse beider Methoden aufgelistet. 

Tabelle 4: „Qualität“ der mit KI erreichten Vorhersagen für das Schallspektrum. 

 Methode 1: RMS über 

alle Frequenzen 0…4kHz 

Methode 2: RMS nur für 

f wo es Kraftwellen gibt. 

Keine KI-Beschreibung 

(Referenz SDP benutzt) 

10.94 dB 0) 21.68 dB 3) 

Beste gefundene 

KI-Beschreibung 

9.93 dB 1) 8.78 dB 4) 

„Ideale“ KI-Beschreibung 

(Messwerte benutzt) 

9.75 dB 2) 0 dB 5) 

 

1) Etwa 10dB mittlere Abweichung bedeutet einen Faktor 10 Unterschied in 

Schalleistung, dies erscheint nicht hervorragend. 

2) Selbst mit der bestmöglichen Beschreibung, für alle Punkte wo es Kraftwellen gibt, 

wird das RMS nicht viel besser, wegen der vielen Punkten ohne Kraftwellen. 

3) Deutlich höher als 0): dort wo es Kraftwellen gibt, ist auch der gemessene SDP häufig 

klar oberhalb der angenommenen Referenz-SDP. 

Die erreichte KI-Beschreibung ist noch nicht ideal, aber das Ergebnis 1), 4) in Tabelle 4 liegt 

deutlich näher am „idealen“ Ergebnis 2), 5) als am Ergebnis ohne KI-Beschreibung 0), 3). 

Wesentlich mehr ist für dieses komplexe Problem mit vielen Parametern und relativ geringen 

Datenmengen nicht zu erwarten. 

Auswertung präzises Modell; Variation von Designparametern 

Untersucht wurde, ob der Effekt mehrerer Designparameter auf das akustische Verhalten 

eines Elektromotors mit einem KI-Modell beschrieben werden kann. Wenn ja, können solche 

Modelle für eine Designoptimierung genutzt werden. Alle ab hier beschriebenen 

Untersuchungen wurden am Beispielmotor 3 (PMSM mit Oberflächenmagneten, siehe AP 3.1) 

durchgeführt. Für diesen Motor kann das akustische Verhalten mit einem präzisen Modell 

beschrieben werden. 
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Entgegen den ursprünglichen Erwartungen, konnte bereits mit dem präzisen Modell 

(SimCenter, siehe oben für AP 3.1) mit vertretbarem Aufwand eine große Menge an 

akustischen Daten erzeugt werden, und zwar nicht nur für verschiedene Betriebspunkte eines 

Motordesigns, sondern auch unter Variation bestimmter (jedoch nicht aller denkbaren) 

Designparameter. Diese berechneten Daten konnten dann zum Anlernen einer KI-basierten 

Beschreibung benutzt werden, die dann auch für andere (nicht vorberechnete) Punkte im so 

aufgespannten „Design-Raum“ schnell akustische Vorhersagen machen kann. So musste nicht 

mehr auf das Verfügbarwerden (oder selbst Entwickeln) von physik-basierten Methoden für 

reduced order modelling (ROM) für diese spezielle Anwendung gewartet werden. 

Ausgegangen wurde vom Beispielmotor 3 (PMSM). Folgende Designparameter wurden 

variiert: 

1) Luftspaltbreite zwischen Statorzähnen und Rotormagneten: im Ausgangsdesign ist 

dies 1.65 mm. Auch in der Realität kann wegen Fertigungstoleranzen diese Breite 

schwanken. Die Außenkontur des Motors wird beibehalten. Unwucht des Rotors 

wurde nicht betrachtet. Um auch die EM-Eigenschaften möglichst wenig zu ändern, 

bleibt die Rotorgeometrie und die Statornuttiefe unverändert. Bei z.B. 1 mm größerem 

Luftspalt muss dann die Statorjochdicke um 1 mm geringer werden, was 

elektromagnetisch jedoch nur einen geringen Effekt hat. Somit sind berechnete 

Änderungen im Verhalten des Motors hauptsächlich der Luftspaltänderung 

zuzuschreiben. 

2) Material der Permanentmagnete: insbesondere ihre Remanenzflussdichte Br. In 

SimCenter MotorSolve wird diese geändert über die relative Permeabilität µr, (im 

Ausgangsdesign 1,03) die proportional zu Br ist. Um einen kontinuierlich variablen 

Designparameter zu bekommen, werden hier keine reellen Magnetmaterialien 

ausgetauscht, sondern es wird lediglich µr für alle Magnete des Rotors um einen 

bestimmten Faktor geändert. Andere Eigenschaften der Magnete werden beibehalten. 

3) Material von Motorgehäuse und „Deckel“. Im Ausgangsdesign ist dies Aluminium mit 

Elastizitätsmodul 70 GPa. Auch hier werden keine reellen Materialien eingesetzt, 

sondern es wird nur das E-Modul über einen sinnvollen, weiten Bereich variiert. Dichte 

und anderen Eigenschaften des Aluminiums werden beibehalten. 

Parameter 1) und 2) beeinflussen die Ergebnisse nur über die Elektromagnetik, Parameter 3) 

nur über die mechanischen Eigenschaften. Als vierter Eingangsparameter wurde außerdem 

die Drehzahl variiert. Die benutzten Werte der vier variierten Designparameter sind in Tabelle 

5 aufgelistet und bilden das Lern-Input für die KI. Diese Parametervariation führt zu 6 x 5 x 10 

x 6 = 1800 Datensätze, wofür das akustische Verhalten simuliert wurde. All diese Simulationen 

werden durchgeführt mit Statorstrom 400 Apeak, Vorsteuerwinkel 0°, also Stromkomponenten 

Id = 0 und Iq = 400 Apeak. 
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Tabelle 5 Variierte Motorparameter und deren Werte 

Parameter Luftspalt 

[mm] 

Remanenz 

der PM, von 

µr [ ] bestimmt 

E-Modul des 

Gehäuse [GPa] 

Drehzahl des 

Motors [rpm] 

Referenzdesign 1.65 µr = 1.03 70 6000 

Anzahl Werte 6 5 10 6 

Benutzte Werte 0.15,   0.65, 

1.15,   1.65, 

2.65,   3.65 

µr = 0.824, 

0.927,   1.03, 

1.133,   1.236 

1,   3,   10,,   30, 

50,   70,   100, 

130,   150,   200 

1000,   2000, 

3000,   4000, 

5000,   6000 

 

Als akustische Ausgangsdaten wurden ausgewertet: 

a) Gesamt-Schalleistungspegel (sound power level, SPoL) [dB] der Maschine, berechnet 

auf einer Fläche die z.B. in 1 m Abstand die komplette Maschine umfasst. 

b) Schalldruckpegel [dB] an einigen ausgewählten Mikrofon-Positionen, 1 m Abstand von 

der Maschine, in Axialrichtung (Z) und in den 2 weiteren Richtungen (X und Y).  

Beide werden zunächst als Frequenzspektren berechnet, mit meist hohen und scharfen 

Spitzen: Abbildung 22 unten zeigt ein Beispiel für das Ausgangsdesign. Beschreibung dieser 

kompletten Spektren mit KI wäre ambitioniert und nicht direkt sinnvoll, denn sie können auch 

nicht in dieser Genauigkeit komplett gemessen werden. 

 

Abbildung 22 Berechneter Schallleistungspegel SPoL [dB] über Frequenz [Hz], für 
Beispielmotor 3, Ausgangsdesign, 6000 rpm. 

Für a) und b) wird jedes dieser Spektren daher mit drei Kennzahlen beschrieben 
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I. Das Maximum im Spektrum, z.B. SPoLmax [dB] und die Frequenz fmax [Hz] wo es auftritt. 

II. Der integrierte Wert über das Spektrum („integrated value“ in Abbildung 22) z.B. SPrLint 

[dB]. Für den Schalldruck entspricht dies in etwa dem allgemein bekannten dB-Wert. 

Somit entstehen pro Datenpunkt (= pro Kombination von Designparameterwerten) 4x3 = 12 

Ausgangswerte, wofür eine KI-basierte Beschreibung erprobt werden kann. 

Während der Arbeiten wurden zwei Änderungen in der Simulation durchgeführt: 

• Die mechanische Simulation nutzt jetzt eine modale Dämpfung von 2% für alle 

Strukturmoden. 

• Die Spektren enthalten nicht mehr die willkürlichen Frequenzen (10, 15, 20 … 9000Hz), 

sondern die Frequenzen der elektromagnetischen Anregungskräfte (FFL = „forcing 

frequencies from load“). 

Aus mehreren KI-Methoden wird das einfache neuronale Netz (nicht recurrent oder 

convolutional) gewählt, gestaltet als Multi-Layer Perceptron (MLP). Dazu werden in der 

Python-Programmierumgebung aus der Toolbox „SciKit Learn“ die Module „StandardScaler“ 

und „MLPRegressor“ benutzt. (Andere Methoden wurden erprobt, führten aber nicht zu 

besseren Ergebnissen.) Die Module werden eingebettet in einem Python Programm, das: 

1) Die Lerndaten importiert, und statistische Infos der Lerndaten zeigt (siehe unten). 

2) Ein- oder mehrmals ein MLP trainiert, statistische Infos der Trainings- und Testdaten 

zeigt. 

3) Das MLP mit dem gefundenen Parameter und Skalierungen für spätere Benutzung 

speichert. 

4) Ein größeres Validation-Dataset erzeugt (mit den Parametern z.B. in kleineren 

Schritten variiert) und mit dem trainierten MLP dafür akustische Vorhersagen erzeugt. 

Die Hyperparameter werden optimiert: mit dem Solver „ADAM“ führt dies zu einer Layerzahl 

von 6 mit 200 Neuronen pro Layer, max. 300 Iterationen. Der vergleichsweise kleine Trainings-

Datensatz führt zu folgendem: 

• Training des MLP dauert nicht lange (Sekunden am PC). 

• Die zufällig ausgewählten 20% der Trainingsdaten, die im Test-Dataset landen, haben 

jedes Mal einen anderen Bereich. Daher sind die Qualitätsmerkmale (siehe unten) von 

Durchlauch zu Durchlauf etwas unterschiedlich. Um die Hyperparameter zu 

optimieren, werden die Qualitätsmerkmale über z.B. 5 Trainings gemittelt. Auch dann 

noch ist das Optimum nicht sehr klar und der Unterschied zwischen z.B. 5 und 6 Layern 

im MLP ist gering. 
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Für die Hyperparameter-Optimierung, sowie um KI-Methoden untereinander und mit 

anderen Beschreibungsmethoden vergleichen zu können, werden hier zwei Qualitäts-

merkmale benutzt. Beide vergleichen das Lern-Output (= die hier als „wahr“ angenommenen 

Ergebnisse der Simulation mit dem präzisen Modell) mit den Vorhersagen des trainierten MLP, 

und bezeichnen den Unterschied als „Fehler“.  

a) ABS = Mittelwert der Absolutwerte der Fehler, in [dB] oder [Hz]. 

b) RMS = Wurzel des Mittelwertes der Fehlerquadraten, ebenfalls in [dB] oder [Hz]. 

Diese werden hier berechnet für die Trainings- und Testdaten, und dann verglichen mit einer 

„Referenz“. Diese Referenz entsteht, indem statt KI-Vorhersage einfach der Mittelwert jedes 

Output-Datenfeldes (SPoLint, SPrLmax für Mikrophon 1 …) als „Vorhersage“ benutzt und daraus 

„Fehler“ berechnet werden. (Für weitere Vergleiche siehe unten bei „Physik-basierte ROM’s“. 

Ein relevantes Qualitätsmerkmal ist auch, wie gut die KI Vorhersagen macht für komplett neue 

Datensätze, die nicht in den Lerndaten enthalten waren. Mehr dazu siehe in Abschnitt 2.1.1 

unter AP 1.4.) 

Die besten (= niedrigsten) Werte der Qualitätsmerkmale für Solver ADAM, als Mittelwert über 

5 MLP-Trainings, werden in Tabelle 6 dargestellt, für alle Kennzahlen, wobei aber die SPrL-

basierten Merkmale über alle 3 Mikrophone gemittelt wurden. Fazit daraus: 

• In der Referenz (mit „Vorhersage“ = Mittelwert) betragen die Fehler etwa 10 dB. 

• Für das Trainings-Dataset sinken die Fehler auf etwa 0.96 dB, um etwa den Faktor 10. 

• Am relevantesten ist das Ergebnis für das jeweilige Test-Dataset, hier wird 

erwartungsgemäß ein etwas größeren Fehler um die 1.27 dB erreicht. 

Tabelle 6 Qualitätsmerkmale für die KI-Beschreibung der Ergebnisse der Parametervariation. 

 

 

Mittelwert der abs. Fehler

Sound Power Level Sound Pressure Level (alle Mikros)

Integriert Max f_max Integriert Max f_max

(dB) (dB) (Hz) (dB) (dB) (Hz)

Referenz: Lerndaten 8.089 7.223 998 8.875 8.443 1130

Training dataset 0.602 0.783 200 0.731 1.105 215

Test dataset: Ergebnis 0.785 0.978 308 0.921 1.5 300

RMS der Fehler

Sound Power Level Sound Pressure Level (alle Mikros)

Integriert Max f_max Integriert Max f_max

(dB) (dB) (Hz) (dB) (dB) (Hz)

Referenz: Lerndaten 9.729 8.835 1158 11.99 11.35 1386

Training dataset 0.799 1.032 290 1.06 1.57 367

Test dataset: Ergebnis 1.08 1.33 524 1.37 2.17 573
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Diese Ergebnisse sind akzeptabel für eine Designoptimierung. (Mit dem alternativen Solver 

„LBFGS“ für das MLP werden noch niedrigere Fehlerwerte erreicht, dieser Solver ist jedoch 

aus anderen Gründen weniger attraktiv: siehe unter AP 1.4.) 

Beispiele für die Vorhersagen dieses KI-Modells, auch für dazwischenliegende 

Parameterwerte, sind unten in Abbildung 23 bis Abbildung 26 dargestellt. Weitere 

Erklärungen finden sich in deren Beschriftungen. Die Unterschiede zwischen Lern-Output 

(Symbole) und KI-Vorhersagen (gezogene Linien) sind in Abbildung 23 bis Abbildung 25 gering. 

Positiv ist auch, dass die KI-Vorhersagekurven (fast) keine Peaks aufweisen, die nicht durch 

die Lerndaten verursacht sind: „Overfitting“ tritt nicht oder kaum auf. Insgesamt liefert das 

angelernte KI-Modell im gewählten Parameterraum eine vertretbar gute Beschreibung der 

Basisdaten aus dem präzisen Modell. 

 

Abbildung 23 SPoLmax und SPrLmax (Mittelwert über 3 Mikrophone) vs. E-Modul des 
Gehäuses; Vorhersage (Linie) und Lerndaten (Punkte auf gestrichelte Linie, 
inkl. einige Zwischenwerte). Die anderen Parameterwerte sind wie im 
Referenzdesign. 
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Abbildung 24 SPoLint und SPrLint vs. E-Modul des Gehäuses; Vorhersage (Linie) und Lerndaten 
(Punkte auf gestrichelte Linie, inkl. einige Zwischenwerte). Die anderen 
Parameterwerte sind wie im Referenzdesign. 

 

Abbildung 25 SPoLint und SPrLint vs. Drehzahl; Vorhersage (Linie) und Lerndaten (Punkte auf 
gestrichelte Linie). Die anderen Parameterwerte sind wie im 
Referenzdesign. Erwartungsgemäß steigt der Schallpegel mit der Drehzahl. 
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Abbildung 26 fmax-Verteilung für SPrL und SPoL, für alle Parameter-Kombinationen: wie 
häufig kommt jeder fmax-Wert vor? (Hier in 20Hz-Bins aufgeteilt.) Im 
präzisen Modell (geschlossene Symbole) ist fmax immer eine der 
Frequenzen der EM-Inputkräfte. Derselbe Wert wiederholt sich häufig 
(hohe Peaks). Die KI-Vorhersage für fmax kann jeden reellen Wert 
annehmen und hat somit eine glattere Verteilung. 

Sensitivitätsanalyse um das Referenzdesign 

Für ein festes (optimiertes) Motordesign, können innerhalb einer Produktionsserie die 

akustischen Eigenschaften der Motoren untereinander variieren, aufgrund von Material- und 

Fertigungstoleranzen. Um innerhalb einer bestimmten Bandbreite zu bleiben, musste also 

analysiert werden, wie stark das akustische Verhalten von (kleinen) Zufallsvariationen in 

(vielen) Designparametern um den Referenzwert abhängt. Gibt es einen bestimmten 

Parameter, der (für sich allein) das Akustik-Verhalten stark negativ beeinflusst, so muss dieser 

eng toleriert werden. Normalerweise würde eine solche Sensitivitätsanalyse viele 

Simulationen erfordern, aber evtl. kann auch diese Variation mit KI aufgrund einer geringeren 

Menge von (simulierten oder gemessenen) Lerndaten modelliert und dann schnell 

durchgerechnet werden. Es wurde im Ansatz untersucht, ob / wie dies möglich ist. 

Dazu wurden lediglich für die Drehzahl 6000 rpm, die anderen drei Designparameter (E-

Modul, Luftspalt, PM-Remanenz) um das Referenzdesign in kleinen Schritten (jeweils etwa 

1%) variiert. So entstanden etwa 5 x 3 x 10 = 150 neue Parameter-Kombinationen, für die mit 

dem präzisen Modell zusätzliche Lerndaten erzeugt wurden. Diese wurden dem bestehenden 

Lern-Datensatz hinzugefügt und das KI-Modell wurde mit der oben beschriebenen Methodik 

neu trainiert. 
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Als einheitliches Maß für die Sensitivität einer Akustik-Kennzahl (z.B. SPoLint) auf alle variierten 

Parameter, wird hier die (absolute) Änderung dieser Zahl [dB] pro % (relative) Änderung des 

Parameterwerts eingeführt. Für Kennzahl SPoLint sind die Ergebnisse aus dem präzisen Modell 

als geschlossene Symbole in Abbildung 27 dargestellt, wobei jeweils nur ein Parameter auf 

einmal variiert wird. E-Modul und PM-Remanenz haben einen wohldefinierten (fast linearen) 

Effekt. Eine Variation des Luftspalts zeigt ein Minimum in SPoLint. Auch andere Akustik-

Kennzahlen zeigen dieses Verhalten. Eventuell ist dieses Motordesign bereits optimiert für 

einen bestimmten Luftspalt und es entstehen bei anderen Werten EM-Kräfte, die Vibrationen 

und Schall erzeugen, ohne zum Drehmoment des Motors beizutragen. Für alle Akustik-

Kennzahlen gemittelt, ist der Effekt aller drei variierten Parameter um die 0.05dB / % 

Änderung. Hier zeigte sich also noch kein Parameter, der deutlich enger / lockerer toleriert 

werden muss / kann. 

Das auf dem kompletten Lern-Datensatz trainierte KI-Modell (offene Symbole in Abbildung 

27) beschreibt die kleinen Änderungen um das Referenzdesign nicht befriedigend, kann also 

nicht direkt für eine Toleranzanalyse (wie oben beschrieben) genutzt werden. Vermutlich 

versucht das KI-Modell eher die großen Änderungen wie oben beschrieben (1800 Datensätze) 

zu fitten, anstatt die kleinen Änderungen (150 Datensätze) um das Referenzdesign. Um dies 

zu verbessern, sollte eventuell ein komplett neuer Datensatz nur um das Referenzdesign 

erzeugt werden. Aus Zeitgründen war es nicht mehr möglich, einen solchen ausreichend 

großen Datensatz zu erzeugen. 

 

Abbildung 27 Effekt von drei Designparametern auf SPoLint, einzeln variiert, simuliert mit 
dem präzisen Modell (geschlossene Symbole) und vom KI-Modell 
vorhergesagt (offene Symbole). 

-1

-0.5

0

0.5

1

1.5

2

-15.0% -10.0% -5.0% 0.0% 5.0% 10.0% 15.0%

C
h

an
ge

s 
in

 S
o

u
n

d
 P

o
w

er
 L

ev
el

 (
d

B
),

 in
te

gr
at

ed
 v

al
u

e

Relative changes (%) in value of the parameter

Effect of each parameter on Sound Power Level (integrated)
Reference = default design: E = 70GPa; X = 1.0; air gap 1.65mm; speed 6000rpm

Air gap, SimCenter

Air gap, trained MLP

PM remanence, SimCenter

PM remanence, trained MLP

Housing E-modulus, SimCenter

Housing E-modulus, trained MLP



42 Teil 2 – Eingehende Darstellung  

 

19I21030J KIRA – KI-Methoden zur optimierten Regelung elektrischer Traktionsantriebe 

 

Silent Mode Regelung 

Diese Aktivität und ihre Ergebnisse werden in Abschnitt 2.1.1 unter AP 1.4 beschrieben. 

Physik-basierte ROMs 

Neben den daten-basierten reduzierten Modellen, zu denen die Ansätze mit neuronalen 

Netzen zählen, gibt es physik-basierte Verfahren, die Informationen über die Physik des 

Problems in die Reduktion einbeziehen. 

Die gängigsten physik-basierten Reduktionsverfahren setzen an bei der Systemmatrix einer 

numerischen Diskretisierungsmethode (oft Finite Elemente) und verkleinern diese mit 

Projektionsverfahren. In Ansys Mechanical ist für die Akustikberechnung ein Krylov-Verfahren 

zur Matrixreduktion implementiert. Tests haben ergeben, dass damit für die herangezogenen 

Beispielmotoren eine Beschleunigung erzielt werden kann, welche mit ca. 25% weniger 

Rechenzeit aber relativ moderat ausfällt, angesichts des Umstandes, dass die erforderliche 

Größe des Krylov-Unterraums zur Erzielung einer bestimmten Genauigkeit nicht a priori 

bekannt ist und daher mehrere Versuche nötig sein können. 

In anderen dem Zuwendungsempfänger bekannten Softwarepaketen sind 

Projektionsverfahren für verschiedene physikalische Domänen verfügbar, die aber nicht die 

Akustik umfassen. 

 An dieser Stelle sollen außerdem Ordnungsreduktionsverfahren Erwähnung finden, die 

datenbasiert arbeiten, aber nicht zur klassischen Künstlichen Intelligenz zählen. Hierzu zählen 

Verfahren, die ein Systemverhalten durch mathematisch einfacher angelegte Surrogate 

ersetzen, z.B. eine durch Interpolation gewonnene Response Surface. 

Surface Response Methoden haben breiten Eingang in Softwarepakete gefunden. Bei direkter 

Kopplung zum eigentlichen Löser des präzisen Modells kann auch eine adaptive Generierung 

der Response Surface erfolgen, d.h. es werden aufgrund von Fehlerkriterien adaptiv 

Stützpunkte des Surrogats erzeugt. Vergleiche mit verschiedenen Methoden in einigen 

Softwarepaketen (Siemens HEEDS und ROM Builder) ergeben ähnliche Fehler wie in Tabelle 

6. Ob man also mit einer Response Surface oder mit Neuronalen Netzen arbeitet, hängt vom 

Umfeld und Einsatzzweck ab: Trainierte Neuronale Netze sind gut transferierbar in 

Regelstrukturen oder Systemsimulationen, während in einer Designoptimierung adaptive 

Response Surfaces eine leistungsfähige Alternative darstellen.  

2.1.4 AP 4: Prototypische Umsetzung 

AP 4.1: Aufbau Demonstrator/Prüfstand 

Gemäß Projektplan finden in diesem AP keine Arbeiten seitens Siemens statt. 
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AP 4.2: KI-gesteuerter Prüfstand 

Gemäß Projektplan finden in diesem Arbeitspaket keine Arbeiten seitens Siemens statt. 

AP 4.3: Skalierter Fahrzeugdemonstrator 

In diesem AP fließen die Betrachtungen auf Systemebene (AP 1.2) und die KI-basierte 

Regelung (AP 2.2) zusammen. Anhand des skalierten Fahrzeugdemonstrators werden 

schließlich alle implementierten KI-Methoden deployed, erprobt und evaluiert. 

 

 

Abbildung 28 Skalierter Fahrzeugdemonstrator zu verschiedenen Zeitpunkten im 
Entwicklungsprozess 

Abbildung 28 zeigt den aufgebauten skalierten Fahrzeugdemonstrator während der Montage 

(oben links), nach abgeschlossener Montage (oben rechts) und im Einsatz für einen Indoor 

Logistik Use Case (unten). Er zeichnet sich durch eine spezielle Kinematik aus, die aus zwei 

Wagenteilen besteht, welche durch je zwei unabhängig voneinander antreibbare Räder 

aktuiert werden. 
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Als Hardwareplattform dient dabei eine SIMATIC/SINAMICS Einheit, welche einen 

OpenController mit den Antriebseinheiten verbindet.  

Der OpenController bietet zum einen eine Soft-PLC, durch die die Automatisierung und 

Antriebssteuerung realisiert wird, und zum anderen ein Linux OS, welches das 

Navigationssystem implementiert. Außerdem stellt der OpenController Schnittstellen zu den 

dezentralen Peripherieeinheiten (Sensoren, Aktoren) her. 

Die vier Antriebseinheiten bestehen aus je einem 48V 600W Umrichter (PDC600F Microdrive) 

und aus einem 35Nm eWheel (Breuell & Hilgenfeldt eWheelS).  

Am vorderen Wagen ist ein 2D Lidar Sensor angebracht, der die notwendigen Daten für das 

Navigationssystem liefert. 

Für die Software-Entwicklung und für das Deployment nutzen wir das Siemens TIA Portal und 

Matlab/Simulink. Die Antriebsregelung wurde in Matlab/Simulink mit einem modellbasierten 

Entwicklungsansatz implementiert, dafür automatisiert embedded C Code erzeugt und daraus 

mit dem TIA Portal PLC Funktionsblöcke generiert und für das SIMATIC Target deployed. 

Während des gesamten Entwicklungsprozesses wurde der Controller kontinuierlich „in-the-

loop“ mit der 3D Simulation des Fahrzeuges (vgl. Abbildung 4) getestet. 

So dient der skalierte Fahrzeugdemonstrator einerseits als Versuchsplattform zur Erprobung 

und Toolchain Entwicklung der KI-basierten Parameterschätzer. Und andererseits kommt das 

Fahrzeug zur Evaluierung der KI-basierten Parameterschätzer in verschiedenen Use Cases, 

beispielsweise im Bereich der Indoor-Logistik (Abbildung 28 unten), zum Einsatz.  

Mit den beiden zusätzlichen Anhängern im Indoor-Logistik Use Case beispielsweise wurde die 

Robustheit der implementierten KI-basierten Parameterschätzer evaluiert und durch eine 

Erweiterung des bestehenden Datensatzes weiter verbessert. 

Außerdem konnte anhand des skalierten Fahrzeugdemonstrators die gesamte Entwicklungs-

Toolchain für eine möglichst einfache und nahtlose Integration der NN-basierten 

Parameterschätzer in den Demonstrator, erprobt werden. 

Zur effektiven Entwicklung und Debugging wurde im Rahmen von KIRA ein modell-basierter 

Entwicklungsansatz verwendet und dabei auf Matlab/Simulink zur Regler Entwicklung gesetzt. 

Das zugehörige Streckenmodell wurde mit Unity entwickelt, was sich zum einen sehr gut für 

Starrkörpersimulation eignet. Zum anderen können aus einem CAD, Modelle mit sehr wenig 

Aufwand in Unity importiert, kinematisiert und dynamisiert werden. Streckenmodell und 

Regler werden mittels eines eigenen Frameworks in Co-Simulation gemeinsam getestet und 

zur Datengenerierung für den Parameterschätzer herangezogen.  

Das Deployment, d.h. das Generieren von Maschinencode und Aufspielen auf die Anlage 

erfolgt über die SIMATIC Target 1500 Toolbox von Simulink. Dabei werden direkt aus Simulink 

Modellen PLC-Funktionsblöcke generiert. Diese PLC-Funktionsblöcke werden über das TIA 
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Portal integriert, wobei wir außerdem noch einige Bausteine und Libraries der SIMOVE 

Plattform, welche speziell für AGVs entwickelt wurde, nutzen. Die Schnittstelle zu den 

Antrieben erfolgt klassisch über Technologieobjekte. 

Als Entwicklungsstufe zwischen der modell-basierten Entwicklung und dem realen 

Demonstrator dient die Virtuelle Inbetriebnahme. Dabei wird der Maschinencode wie gehabt 

aus dem Simulink Modell generiert und mit PLCSimAdvanced auf eine virtuelle PLC deployed 

und erneut in Co-Simulation mit Unity getestet. Dadurch ist es möglich auch direkt den 

Integrationsprozess mit dem TIA Portal mitzutesten, bevor im letzten Entwicklungsschritt der 

generierte Code direkt auf die reale Hardware gespielt und getestet wird. Dieses Vorgehen 

wurde mithilfe von Gitlab Continuous Integration und Continuous Development komplett 

automatisiert, was die Entwicklung erheblich vereinfacht und Fehler bzw. Bugs minimiert. 

AP 4.4: Validierung und Evaluation am Prüfstand 

Gemäß Projektplan finden in diesem Arbeitspaket keine Arbeiten seitens Siemens statt. 

2.2 Wichtigste Positionen des zahlenmäßigen Nachweises 

Die Gesamtausgaben der Siemens AG lagen mit 7% minimal über dem bewilligten 

Gesamtbudget. Entsprechend des von Siemens erstellten zahlenmäßigen Nachweises stellen 

die Personalkosten die größte Kostenposition dar. Abweichend zur ursprünglichen Planung 

fielen sowohl die Reisekosten als auch die Materialkosten etwas geringer aus als geplant. Die 

Materialaufwendungen für Platinen und Elektronik waren geringer als erwartet, da die 

beschaffte Katalogware günstiger war als die in der Antragsphase geplante teilweise spezifisch 

zu fertigende Elektronik. Aufgrund der Corona-Pandemie und der veränderten 

Arbeitsbedingungen fand ein Teil der Arbeitstreffen virtuell statt, was zu reduzierten 

Reisekosten führte. Die Personalaufwendungen waren leicht erhöht, da zum einen die 

Modellierung und Datengenerierung etwas aufwändiger war als geplant und zum anderen die 

Anwendung der KI-basierten Algorithmen auf dem skalierten Fahrzeugdemonstrator 

arbeitsintensiver war. 

2.3 Notwendigkeit und Angemessenheit der geleisteten Arbeit 

Die im Rahmen von KIRA erfolgten Arbeiten (siehe 2.1) waren notwendig, um zu prüfen, ob 

und inwieweit die Anwendung von KI-Methoden zur optimierten Regelung elektrischer 

Traktionsantriebe beitragen können. Dazu mussten zunächst geeignete KI-Methoden, 

vorrangig im Bereich Supervised und Reinforcement Learning, betrachtet sowie mögliche 

Einsatzszenarien aufgebaut werden und schließlich geeignete KI-Methoden für bestehende 

Problemstellungen der klassischen Regelung elektrischer Traktionsantriebe ausgewählt, 

implementiert, trainiert, deployed und evaluiert werden.  
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Je nach KI-Methode sind die zugrundeliegenden Daten von größter Wichtigkeit. Daher musste 

viel Aufwand und Knowhow auch in die Modellierung und Datenaufbereitung von 

Fahrzeugsystemen gesteckt werden. 

Für eine lückenlose Evaluation der implementierten KI-Algorithmen war die Entwicklung des 

skalierten Fahrzeugdemonstrators als umfassende Test- und Entwicklungsplattform 

notwendig. 

2.4 Eingehende Darstellung des voraussichtlichen Nutzens, insbesondere 
der Verwendbarkeit des Ergebnisses im Sinne des fortgeschriebenen 
Verwertungsplans 

Die Verwertung der Ergebnisse des Projektes erfolgt mehrstufig.  

Die Ergebnisse zur Nutzbarkeit von KI-Methoden für Anwendungen im Bereich 

Regelung/Steuerung und Antriebstechnik werden im Anschluss an das Projekt den relevanten 

Geschäftseinheiten vorgestellt und die entwickelten Konzepte können zur Weiterentwicklung 

der Produkte und Lösungen beitragen. 

Kurz- und mittelfristig (Zeithorizont 2 bis 5 Jahre) werden die entwickelten und evaluierten 

Technologien in Vorfeldprojekten eingesetzt. In einem noch mittelfristigen Zeithorizont 

können Verfahren aus dem Projekt in Pilotprojekten eingesetzt werden.  

Langfristig (Zeithorizont 10 Jahre) beabsichtigt ist bei erfolgreich abgeschlossenen 

Pilotprojekten die feste Etablierung der Verfahren in der Produktentwicklung und -fertigung 

in den Geschäftsgebieten der Traktionsantriebe. Im Laufe des Projektes hat sich die 

Anwendbarkeit und das Interesse weiterer Geschäftsgebiete ergeben, sodass diese in die 

Verwertungspläne einbezogen werden. Hilfreich für diese Etablierung ist ein frühzeitiger 

Aufbau von Schutzrechten, deren Möglichkeit auch im Anschluss an das Projekt regelmäßig 

geprüft wird. 

Für die Verwertung der Ergebnisse bzgl. Verbesserung der akustischen Eigenschaften des 

Antriebsstranges gibt es ein starkes Interesse der Siemens Geschäftseinheiten für 

Traktionsantriebe (Siemens Mobility). Außerdem war zu Beginn des Projektes die damalige 

Siemens-Geschäftseinheit, die sich auf Antriebstechnik in Nutzfahrzeugen spezialisiert, an den 

Ergebnissen interessiert. Diese Geschäftseinheit wurde jedoch während der Projektlaufzeit 

aus der Siemens AG ausgegliedert (InnoMotics GmbH), die bis dahin erarbeiteten 

Zwischenergebnisse des Projektes können dort verwertet werden und wirken damit in 

Deutschland, wenn auch außerhalb der Siemens AG. Neben der Verwertung der Ergebnisse 

zur Verbesserung der akustischen Eigenschaften bei Mobility ist auch die Verwertung bei der 

Geschäftseinheit Digital Industries, die sich unter anderem mit den Themen Digital Drivetrain 

und der zugehörigen Softwareentwicklung beschäftigt, geplant. Auch hier ist ein mehrstufiges 

Vorgehen anvisiert, angefangen mit dem Einsatz in Vorfeld- und Pilotprojekten, die aktuell 
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bereits in Planung sind (Zeithorizont 2 bis 5 Jahre). Sind diese Projekte erfolgreich, können die 

entwickelten Verfahren im Laufe von 10 Jahren nach Projektabschluss zu einem festen Teil 

der Produktentwicklung (Designoptimierung, Toleranzanalyse) werden. 

Die im Rahmen der KI-basierten Parameterschätzung entwickelten Deep Learning Ansätze, 

insbesondere der iterative Deep Learning Ansatz mithilfe von verschiedenen Transfer Learning 

und Foundation Model Techniken, weisen ein großes Potenzial für Applikation in vielen 

Geschäftseinheiten auf. Zusätzlich kann dieses Vorgehen in Verbindung mit der modell-

basierten Entwicklung bzw. geeigneten Simulationen die Trainingsdatenbeschaffung 

erheblich erleichtern. Speziell der iterative Deep Learning Ansatz fließt jetzt im Anschluss an 

das Projekt (Zeithorizont 2 Jahre nach Projektabschluss) in Vorfeldprojekte der 

Geschäftseinheit Digital Industries ein. 

Die im Zusammenhang mit dem skalierten Fahrzeugdemonstrator entwickelten und 

evaluierten Technologien wie beispielsweise KI-basierte Parameterschätzverfahren können 

im Laufe der ersten fünf Jahre nach Projektabschluss in Vorfeldprojekte der 

Geschäftseinheiten einfließen, die an Mobilitätslösungen sowie Traktionsantrieben arbeiten 

(Siemens Mobility). Außerdem sind sie im gleichen Zeitraum für die Geschäftseinheit Digital 

Industries relevant, die sich unter anderem mit Bewegungssteuerung, Steuerung von 

Antriebssystemen und Antriebs- und Steuerungskonzepten für automatisierte und autonome 

Fahrzeuge im Fertigungsumfeld befasst.  

Um die Übertragung der Ergebnisse in diese Geschäftseinheiten zu unterstützen, wurden vier 

Erfindungsmeldungen getätigt, deren Anmeldung geplant oder bereits umgesetzt ist.  

2.5 Eingehende Darstellung des während der Durchführung des 
Vorhabens dem Zuwendungsempfänger bekannt gewordenen 
Fortschritts auf diesem Gebiet bei anderen Stellen 

Während der Laufzeit des Projektes haben Large Language Models (LLMs) wie ChatGPT viel 

Aufmerksamkeit erregt. Seit der Einführung von ChatGPT durch OpenAI im November 2022 

hat diese Technologie Millionen von Nutzer angezogen. Diese Modelle sind in der Lage, 

menschliche Sprache, aber auch Programmiersprachen zu verstehen und zu generieren, was 

sie für eine Vielzahl von Anwendungen nützlich macht, von der Textübersetzung bis zur 

Erstellung von Inhalten und Software. Eine wesentliche Eigenschaft von LLMs ist die Fähigkeit, 

große Datenmengen zu analysieren und Informationen zu extrahieren. Daraus resultiert ein 

einfacherer Zugang zu ggf. sonst schwer zugänglichen Informationen und das Potential, 

Abläufe verschiedenster Art, z.B. in Organisationen oder Entwicklungsprozessen, deutlich 

effizienter zu gestalten. 

Generative KI ist ein weiterer Trend, der die vergangenen Jahre geprägt hat. Hierbei handelt 

es sich um Technologien, die in der Lage sind, neue Inhalte zu erstellen, anstatt nur 
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bestehende Daten zu analysieren. Ein prominentes Beispiel ist DALL-E, ein Modell von OpenAI, 

das Bilder aus Textbeschreibungen generieren kann. Diese Technologie hat kreative Prozesse 

in Bereichen wie Kunst, Design und Werbung bereits maßgeblich verändert, indem sie neue 

und innovative Wege zur Inhaltserstellung bietet. 

Verwandt mit den Problemstellungen und Lösungsansätzen dieses Projektes sind 

Entwicklungen im Bereich autonomer Systeme und KI-gestützter Robotik. Hier haben 

Technologien wie Maschinelles Lernen und Deep (Reinforcement) Learning, aber auch neue 

Sensorik, bessere Konnektivität und Edge Computing dabei geholfen, diese Systeme 

effizienter, sicherer und vielseitiger zu machen. Diese Entwicklungen haben in KIRA Impulse 

gesetzt und die entsprechenden Technologien wurden genutzt und evaluiert, wo es sinnvoll 

erschien. 

Insbesondere die Anwendbarkeit von LLMs und verwandten Technologien auf die bereits in 

KIRA adressierten Problemstellungen ist ein Schwerpunkt in einem möglichen Folgeprojekt 

von KIRA: Sicherer, anwendungsorientierter und robuster Einsatz von KI-Methoden in 

elektrischen Traktionsantrieben (SARA). 

2.6 Erfolgte oder geplante Veröffentlichungen der Ergebnisse 

Im Zusammenhang mit diesem Projekt entstanden folgende wissenschaftlich technischen 

Veröffentlichungen: 

N. Körwer, M. Bischoff, R. W. De Doncker, M. Laumen: AI-Based Motion Control with System 

Dynamics Flexibility, 2024 Energy Conversion Congress & Expo Europe (ECCE Europe), 1-7 

Ergebnisse und Aktivitäten aus diesem Projekt wurden im Rahmen der Langen Nacht der 

Wissenschaften am 21.10.2023 in Erlangen allgemeinverständlich präsentiert und der 

Öffentlichkeit nahegebracht. 
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