
    

1 

Sachbericht zum KMU innovativ: Informations- und 
Kommunikationstechnologie (IKT) Verbundprojekt 

„Erforschung einer automatisierten 
Steuerungsprogrammierung mittels Maschinellem Lernen“ 

 

Teil I Kurzbericht 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Das diesem Bericht zugrunde liegende Vorhaben wurde mit Mitteln des Bundesministeriums für 
Bildung und Forschung unter dem Förderkennzeichen 01IS21027A-C gefördert. Die Verantwortung für 
den Inhalt dieser Veröffentlichung liegt bei den Autoren Anja Elser (ISG), Wolfram Schäfer (iT-
Engineering und Florian Jaensch (ISW)  



    

2 

1 EINLEITUNG 

1.1 ZIELSTELLUNG 
Ziel des Projektes ist die Entwicklung einer neuartigen, automatisierten Steuerungsprogrammierung 
mithilfe von Maschinellem Lernen. Die Idee ist es, erstmals die bisher nur als Testumgebung genutzte 
Virtuelle Inbetriebnahme (VIBN)-Simulationsumgebung zur automatischen Steuerungsentwicklung 
und Optimierung zu verwenden. Dadurch wird der Software-Entwicklungsprozess massiv verkürzt und 
die Investitionskosten für ein Umstellen auf eine Produktvariante deutlich reduziert. 

1.2 STAND DER TECHNIK ZU PROJEKTBEGINN 
Der Stand der Technik und insbesondere der Stand der Wissenschaft für neue Methoden zur Erstellung 
von Steuerungsprogrammen ist oft durch modellbasierte Ansätze geprägt. Hierbei wird eine aus der 
Softwaretechnik stammende Entwicklungsmethode in Ingenieursdisziplinen übertragen, wodurch das 
gesamte Engineering neugestaltet werden muss. Aus den im neuen Engineering entwickelten 
Modellen kann dann automatisch Steuerungscode generiert werden. Der hier vorgestellte Ansatz 
unterscheidet sich jedoch grundlegend, da die VIBN-Simulationsmodelle keine modellbasierte 
Methode aus softwaretechnischer Sicht darstellen. 

Zu Beginn des Projektes waren sowohl in der Forschungs-Entwicklungslandschaft der industriellen 
Seite der VIBN als auch im wissenschaftlichen Bereich des Reinforcement Learnings Vorabeiten und 
gute Grundlagen vorhanden. Bei der industrietauglichen Kombination der beiden unterschiedlichen 
Domänen waren jedoch kaum Vorarbeiten vorhanden. 

Im Rahmen erster Machbarkeitsstudien konnten die Projektpartner jedoch aufzeigen, dass ein 
Reinforcement Learning Ansatz eine Steuerungsaufgabe selbstständig lösen kann, indem er mit einem 
digitalen Zwilling gekoppelt wurde. 

 

2 ABLAUF DES VORHABENS 

2.1 METHODIK 
Um dieses Ziel einer neuartigen automatisierten Steuerungsprogrammierung mithilfe von 
Maschinellem Lernen zu erreichen, wurde ein mehrstufiger Ansatz gewählt. Zunächst wurden 
detaillierte Anforderungsanalysen und wissenschaftliche Untersuchungen durchgeführt, um die 
spezifischen Bedürfnisse und Herausforderungen der industriellen Anwendung zu identifizieren. Das 
Gesamtziel wurde dabei in drei Hauptinnovationen unterteilt:  

1. Die Kopplung des digitalen Zwillings mit der KI-Lernplattform, 
2. die Generierung der Belohnungsfunktion  
3. die Steuerungsprogrammierung. 

Dies erwies sich als besonders sinnvoll, da sie eine strukturierte und umfassende Herangehensweise 
bot, um die komplexen Anforderungen der Integration von Reinforcement Learning in industrielle 
Steuerungssysteme zu bewältigen. Der Fokus des ISW lag auf allem Reinforcement Learning 
spezifischen, wobei ein entsprechendes Arbeitspaket Hauptverantwortlich abgearbeitet wurde und in 
den anderen Arbeitspaketen die Partner wissenschaftlich begleitet und unterstützt wurden. 

2.2 WESENTLICHE ERGEBNISSE 
Im Rahmen des Projekts konnten mehrere wichtige Ergebnisse erzielt werden, die die Grundlage für 
zukünftige Arbeiten und Anwendungen im Bereich der industriellen Steuerung mit Reinforcement 
Learning bilden: 
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• Standardisierte Lernumgebung: Eine der wesentlichen Errungenschaften des Projekts war die 
Entwicklung einer standardisierten Lernumgebung. Diese umfasst das erarbeitete TwinStore-
Paket welches zur Verfügung gestellt wird. Das TwinStore-Paket ermöglicht eine OpenAI Gym 
konforme Erweiterung für ISG-virtuos. Die Trainingsumgebung wurde zudem auf das 
aktualisierte Gymnasium sowie RLLib erweitert. Diese Tools und Bibliotheken ermöglichen 
eine einheitliche und effiziente Plattform für das Training und die Evaluation von 
Reinforcement-Learning-Algorithmen. Die Standardisierung erleichtert nicht nur den Einsatz 
für die Industrie, sondern ermöglicht auch den Austausch und die Reproduzierbarkeit von 
Forschungsergebnissen. 

• Integration von Software in the Loop (SiL): Ein weiterer bedeutender Fortschritt war die 
Integration von Software in the Loop (SiL). Dabei wurde eine virtuelle NC (Numerical Control) 
in die Trainingsumgebung integriert, wodurch eine realistische Simulation industrieller 
Steuerungssysteme ermöglicht wurde. Diese virtuelle NC ermöglichte es, den Reinforcement-
Learning-Algorithmus unter nahezu realen Bedingungen zu testen und zu optimieren, bevor er 
in physischen Systemen eingesetzt wurde. Dadurch konnte direkt in für industrieller 
Steuerungstechnik verständlichem Lösungsraum (NC-Code) trainiert werden. Das Ergebnis ist 
direkt in einer Steuerung lauffähig. 

• Erforschung zur Integration von Reinforcement-Learning-Ansätzen: Das Projekt umfasste 
auch umfangreiche Forschungen zur Integration verschiedener Reinforcement-Learning-
Ansätze. Dabei wurden insbesondere die Parallelisierung von Lernprozessen, mehrstufiges 
Lernen und das Lernen mit Vorwissen untersucht. Diese Ansätze tragen dazu bei, die Effizienz 
und Effektivität von Reinforcement-Learning-Algorithmen zu verbessern. Im Projekt wurde 
eine Parallelisierung auf bis zu 16 Instanzen ermöglicht, was mehrere Lernprozesse gleichzeitig 
durchzuführen macht und die Trainingszeit erheblich verkürzt. Mehrstufiges Lernen und das 
Einbeziehen von Vorwissen helfen dabei, komplexe Aufgaben schneller und mit höherer 
Genauigkeit zu lösen. 
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1 EINLEITUNG 

Dieses Dokument beschreibt den Projektverlauf und die Ergebnisse aus technischer Sicht. Das 
Dokument fasst die wichtigsten Aktivitäten zusammen, die zur Erreichung der Projektziele notwendig 
waren. Zur Erreichung wurden verschiedene Dokumente erstellt und Software entwickelt. Inhalte und 
Ergebnisse werden in diesem Bericht zur Übersicht zusammengefasst. Für technische Details kann das 
jeweilige Dokument angefordert werden.  

Der Bericht ist ein Gemeinschaftsbericht und enthält somit die Ergebnisse aller Partner. 

Berichtszeitraum: 01.07.2021 30.06.2024 

Datum: 15.12.2024 

Projektname: KI-Steuerung - Erforschung einer automatisierten Steuerungsprogrammierung mittels 
Maschinellem Lernen 

Förderkennzeichen: 01IS21027 A - C 

Projektpartner: ISG Industrielle Steuerungstechnik GmbH, IT Engineering Software Innovations GmbH 
und Institut für Steuerungstechnik der Werkzeugmaschinen und Fertigungseinrichtungen (ISW) der 
Universität Stuttgart. 

Projektinhalt: Erforschung einer automatisierten Steuerungsprogrammierung mittels Maschinellem 
Lernen 

Teilvorhaben von ISG: Erforschung „Digitaler KI-Zwilling“ 

Teilvorhaben von ISW: Erforschung Reinforcement Learning für die Produktion 

Teilvorhaben von ITE: Erforschung Belohnungsfunktion und Steuerungsprogrammierung 

 

2 PROJEKTZIEL AUS DER GESAMTVORHABENSBESCHREIBUNG 

ZIELSTELLUNG UND PROJEKTBEZUG 
Das Ziel des Projektes bestand in der Entwicklung einer neuartigen, automatisierten 
Steuerungsprogrammierung mithilfe von Maschinellem Lernen (siehe Abbildung 1), die wir als KI-
Steuerung bezeichnen. Der innovative Ansatz bestand darin, erstmals die Virtuelle Inbetriebnahme 
(VIBN)-Simulationsumgebung für die automatische Entwicklung und Optimierung von 
Steuerungsprogrammen zu nutzen. Durch diesen Ansatz sollte der Software-Entwicklungsprozess 
erheblich verkürzt und die Investitionskosten für die Umstellung auf neue Produktvarianten deutlich 
reduziert werden. 
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Abbildung 1 - Zielstellung schematisch dargestellt. 

In der ursprünglichen Gesamtvorhabensbeschreibung wurde eine Analogie zwischen dem Ansatz 
Hardware-in-the-Loop/Software-in-the-Loop (HiL/SiL) zur Steuerungstestung und dem Reinforcement 
Learning Ansatz zur automatischen Erlernung von Lösungsstrategien aufgezeigt (siehe Abbildung 2). 
Diese Analogie bildete die Grundlage für unser Vorhaben, die Steuerungsprogrammierung durch die 
Anwendung von Maschinellem Lernen zu revolutionieren.  

 

Abbildung 2 - Links: Schematischer Aufbau einer HiL-Simulation. Rechts: Schematischer Aufbau eines Reinforcement Learning 
Ansatzes. 

INNOVATIONEN UND TEILZIELE 
Im Rahmen des Projektes wurden folgende wissenschaftlich-technische Teilziele verfolgt: 

Kopplung Digitaler Zwilling und KI-Lernplattform: Es wurde die Erweiterung von Digitalen Zwillingen 
(SiL und HiL) angestrebt, um diese mit geeigneten Reinforcement Learning Plattformen zu koppeln. 
Diese Verbindung ermöglicht es, Steuerungsprogrammierungs- und Optimierungsschritte automatisch 
durchzuführen. 
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Generierung der Belohnungsfunktion: Ein zentraler Aspekt für die erfolgreiche 
Steuerungsprogrammierung ist die Definition einer geeigneten Belohnungsfunktion für den 
Lernprozess. Im Projekt wurde eine semi-automatische Methode zur Ableitung dieser Funktion 
basierend auf Produktdaten entwickelt. 

Automatische Steuerungsprogrammierung: Erstmals wurde auf Basis der virtuellen Zwillinge von 
Maschine und Ziel-Bauteil eine Steuerungsprogrammierung durch Reinforcement Learning erstellt. 

 

3 DURCHGEFÜHRTE ARBEITEN UND ABWEICHUNGEN VOM URSPRÜNGLICHEN PLAN 

AP 1: GRUNDSATZUNTERSUCHUNGEN UND ÜBERGREIFENDE FUE-ARBEITEN 
Im Arbeitspaket 1 wurde eine partnerübergreifende Infrastruktur hinsichtlich eingesetzter Hard- und 
Software sowie zum Austausch von Daten und Softwaremodulen geschaffen. Dafür wurden am ISW 
verschiedene Plattformen aufgesetzt. Eine GPU Workstation wurde angeschafft und mit 
entsprechenden Betriebssystemen und ISG-virtuos eingerichtet. Auf dieser Workstation können im 
weiteren Verlauf des Projektes längere Trainings- und Simulationsdurchläufe durchgeführt werden. 
Zudem ermöglicht die performantere Hardware oder Parallelisierung die Beschleunigung des 
Lernprozesses.  

Die entwickelte Lernumgebung mit ISG-virtuos wurde auf der Workstation installiert. Für den 
Datenaustausch größerer Dateien, Präsentationen und anderer Daten wird eine am ISW gehostete 
Nextcloud genutzt. Der Code und die Simulationsmodelle werden in einem eigens gehosteten GitLab 
abgelegt, was eine direkte Zusammenarbeit am Code und dessen Deployment auf der GPU 
Workstation ermöglicht. Zudem wurde ein bei ITE gehostetet Data Version Control eingerichtet, 
welches den Austausch von Simulationsmodellen und den erlernten KI-Modellen ermöglicht. 

Im Arbeitspaket 1 wurde zudem an der Definition von Use Cases, der Auswahl der nachzubildenden 
Systeme und der Zusammenstellung erforderlicher Daten aus realen Produktionsanlagen gearbeitet. 
Im Konsortium wurden in Workshops („TechDays“) verschiedene Optionen für einen Use-Case 
diskutiert bzw. erarbeitet und letztlich auf eine gemeinsame Roboterzelle mit mehreren Robotern 
festgelegt. Die entscheidenden Vorteile der Roboterzelle sind ihre Flexibilität, da Industrieroboter je 
nach angeschlossenem Endeffektor (Greifer, Fräs-Bohrkopf, Druckkopf etc.) eine maximale Flexibilität 
für verschiedene Anwendungsfälle bieten. Dadurch kann im Projekt ein möglichst breiter 
Anwendungsbereich demonstriert werden. Zudem benötigen Industrieroboter sowohl eine 
Bewegungs- als auch eine Zellensteuerung (Robot/NC und SPS), wodurch die KI-Steuerung auf die 
wichtigsten Steuerungsarten untersucht werden kann. Die Komplexität kooperierender Roboter lässt 
sich stark skalieren, von unabhängigen Einzelbewegungen bis hin zu gemeinsam koordinierten 
Bewegungen, was die Komplexität der untersuchten Anwendung beliebig steigern kann. In Abbildung 
3 sind verschiedene im Projekt erarbeiteten und für weitere Untersuchungen verwendete 
Lernszenarien abgebildet: 

a) Beispielmodell welches innerhalb des ISG-Twinstore als öffentlich zugängliches Beispiel der 
Allgemeinheit zur Verfügung gestellt wird. 

b) KI-Steuerungsmodell I – Bewegung mit einfachen Kollisionsmodellen. 
c) KI-Steuerungsmodell II – Bewegung mit Kollisionsmodellen und Integration von 

Abstandssensoren. 
d) KI-Steuerungsmodell III – Bewegungen mehrerer Roboter mit komplexer Umgebung 
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Abbildung 3 - Verschiedene Anwendungsfälle a) Beispielroboter für den Twinstore b)-d) Verschiedene Ausprägungen der 
Beispiel Roboterzelle innerhalb des KI-Steuerungs-Projektes. 

 

AP 2: ERFORSCHUNG REINFORCEMENT-LEARNING 
Im Arbeitspaket 2 wurde die Erforschung des Reinforcement-Learnings vorangetrieben. Innerhalb 
dieses Arbeitspaketes vor allem mit Fokus auf die VIBN Lernumgebung und die Gestaltung einer 
Plattform als Kombination von Lernalgorithmik in Verbindung mit der VIBN Lernumgebung. In 
Abbildung 4 ist die vorgeschlagene und realisierte Lernplattform dargestellt. Mit der vorgestellten 
Plattform können kann die VIBN Simulationsumgebung ISG-virtuos als OpenAI Gym Lernumgebung 
verwendet werden.  

ISW 

Die Architektur des VIBN-Gym mit den wichtigsten Komponenten aus Abbildung 4 wird im Folgenden 
kurz vorgestellt. Im VIBN-Simulationswerkzeug wird ein spezieller Modellblock für Reinforcement 
Learning erstellt, in dem alle Signale gesammelt werden, die mit dem Lernalgorithmus verbunden 
werden sollen. Auf diesen Modellblock kann von außen über eine Remote-Schnittstelle zugegriffen 
werden. Für die Remote-Schnittstelle verfügt das VIBN-Simulationswerkzeug über eine Dynamic-link 
library (DLL), um die Simulation über eine API gesteuert werde kann. Diese DLL kann in andere 
Programme integriert werden und verbindet sich mit einer aktiven CORBA-Verbindung zum 
Simulationstool. Über die Remote-Schnittstelle kann die Simulation gestartet, gestoppt und 
zurückgesetzt werden. Es ist auch möglich, einen einzelnen Simulationsschritt für eine vordefinierte 
Zykluszeit zu erzwingen, sodass die Simulation extern getaktet werden kann. Ebenso wichtig ist, dass 
es möglich ist, die Signale der blockdiagrammbasierten Modelle des Simulators auszulesen und sie mit 
einem Wert zu beeinflussen (dargestellt durch die blauen Pfeile in Abbildung 4). Durch diese 
Funktionalität wird die Kommunikation mit dem externen Programm (hier den Agenten) ermöglicht. 
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Abbildung 4 - Grundprinzip der Lernplattform. 

Da die Reinforcement Learning-Bibliotheken wie OpenAI Baselines oder ähnliche in Python 
geschrieben sind, werden die in C++ implementierten DLL-Funktionen als Zwischenebene in Python 
überführt (gewrapped). Mit der in Python verfügbaren Remote-Schnittstellenfunktion wird eine 
weitere Schicht zwischen dem VIBN-Simulationswerkzeug und den Reinforcement Learning-
Algorithmen implementiert. Diese Schicht überschreibt dann die benötigten OpenAI Gym-
Schnittstellenfunktionen init() zur Initialisierung der Lernumgebung, reset() zum Zurücksetzen der 
Lernumgebungen, etc.. 

Der Reinforcement Learning-Algorithmus muss mit dem Aktions- und Zustandsraum in Form der 
Datentypen des OpenAI Gym-Standards versorgt werden. Dazu wird eine Konfigurationsdatei 
verwendet, in der die Anzahl der Aktionen und Zustände angegeben ist. In den meisten Fällen stellt 
der Aktionsraum des Algorithmus nicht direkt eine Steuerungsfunktion oder Bewegung des Roboters 
dar. Für diesen Fall wird eine Funktion bereitgestellt, um die Aktionen an Steuerungsfunktionen zu 
binden und zu überschreiben. 
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Abbildung 5 - Lernplattform Aufbau Details. 

Eine erste standardisierte Lernumgebung wurde in ein TwinStore-Paket, eine standardisierte 
Austauschplattform für industrielle Simulationsmodelle und Lösungen, überführt. Diese 
Lernumgebung ist nach dem OpenAI Gym Standard frei verfügbar und enthält eine 
Beispielimplementierung, die Unternehmen einen einfachen Einstieg ermöglicht. Dazu gehören 
Wrapperklassen für den OpenAI Standard, umfassende Dokumentationen sowie Beispielmodelle wie 
das inverse Pendel und Roboter. Abbildung 6 zeigt die standardisierte Lernumgebung mit den zwei 
Anwendungsfällen welche im ISG-TwinStore bereitgestellt werden. 

 

 

Abbildung 6 - TwinStore Beispielmodelle. 

Im Projekt mussten verschiedener Kommunikationsprobleme zur Anwendung der Echtzeitfunktion von 
ISG-virtuos untersucht und gelöst werden, um die Überechtzeit-Funktionalität zu gewährleisten. 
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Des Weiteren wurden verschiedene Lernstrategien zur Beschleunigung des Lernens untersucht. Im 
Arbeitspaket 2 wurde die Erforschung der wissenschaftlichen Grundlagen der Agenten-Lernstrategien 
weitergeführt. Aufgrund der Einschränkung auf echtzeitnahe Simulations- und 
Steuerungsumgebungen sowie Lernumgebungen lag ein besonderer Fokus auf der Parallelisierung zur 
optimalen Ausnutzung der Rechenkapazitäten. 

 

Im Stand der Technik sind bereits viele Reinforcement Learning (RL)-Architekturen entwickelt worden, 
die sich als Verbesserung des Lernprozesses erwiesen haben. Viele dieser parallelisierten RL-
Architekturen basieren auf dem DeepQ Network (DQN)-Algorithmus. Die Architekturen zur 
Parallelisierung wurden teilweise aufeinander aufbauend bzw. ergänzend zueinander entwickelt. 
Besonders interessant für dieses Projekt waren die Architekturen GORILA, Ape-X, IMPALA und SEED 
RL. Die auffälligsten Merkmale dieser Architekturen sind die Aufteilung der Aufgaben des Agenten. Der 
ursprüngliche Reinforcement Learning Agent wird auch Worker genannt und ist in Agenten und 
Learner aufgeteilt. Der Agent übernimmt dabei die Aufgaben, Aktionen zu wählen und auszuführen 
sowie Erfahrungen zu sammeln. Diese werden an den Learner weitergegeben und dort verarbeitet, wo 
alle Aktualisierungen stattfinden und an den Agenten zurückgegeben werden. Dies steigert die 
Effizienz und vereinfacht die Parallelisierung. Die Reinforcement Learning Architekturen unterscheiden 
sich darin, ob sie on-policy oder off-policy Methoden verwenden und ob der Agent und Learner das 
Training synchron oder asynchron ablaufen lassen. Asynchron bedeutet, dass die Erfahrungen als 
Datensatz zunächst in einem sogenannten Replay Buffer zwischengespeichert werden. 

Tabelle 1 - Untersuchung zu verteilten Lernarchitekturen. 

 

Die genaue Erläuterung der einzelnen Architekturen und Funktionsweisen wird in diesem Bericht nicht 
ausgeführt, sondern lediglich die Ergebnisse der Untersuchungen zusammengefasst. Eine kurze 
Übersicht der Eigenschaften ist in Tabelle 1dargestellt. 

Die RL-Architekturen wurden nach vier Kriterien bewertet: Effizienz, Stabilität, Skalierbarkeit und 
Ressourcennutzung. 

• Effizienz: Ein effizientes Training zeigt eine schnelle Konvergenz. 
• Stabilität: Stabiles und konsistentes Trainingsergebnis. 
• Skalierbarkeit: Anpassungsfähigkeit der RL-Architektur anwachsende Rechenleistung und -

Ressourcen. 
• Ressourcennutzung: Nutzung der verfügbaren Hardware-Ressourcen wie CPUs, GPUs und 

Speicher. 
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Es wurde festgestellt, dass alle vorgestellten RL-Architekturen für eine optimale Ressourcennutzung 
ausgelegt sind. Die tatsächliche Effizienz hängt jedoch von der Hardware und der Implementierung ab. 
Anpassungsfähigkeit an verschiedene Anforderungen und Umgebungen wurde ebenfalls als wichtiges 
Kriterium erkannt, ist jedoch stark abhängig von den spezifischen Anforderungen und Umgebungen 
und daher schwer allgemein zu bewerten. 

In der Bewertung wurde berücksichtigt, dass Ape-X eine Weiterentwicklung von GORILA ist und durch 
die Anpassungen eine bessere Skalierbarkeit und Exploration ermöglicht. Bei der Weiterentwicklung 
von IMPALA zu SEED RL wurde ebenfalls die Skalierbarkeit und Effizienz gesteigert. Das Ergebnis der 
Untersuchungen ist in Tabelle 2 mit Harvey Balls dargestellt. 

Tabelle 2 - Bewertung zu den verteilten Lernarchitekturen. 

 

Diese Bewertungen und Ergebnisse helfen, die geeignetsten Architekturen für spezifische 
Anforderungen im Projekt zu identifizieren und einzusetzen, um den Lernprozess von Agenten in 
echtzeitnahen Simulationsumgebungen zu optimieren. 

ISG 

Durch das bestehende Produkt ISG-kernel steht dem Projekt ein virtueller CNC-Kern zur Verfügung. 
Hierdurch kann der Lernprozess sowohl parallelisiert (Vergleich mehrerer Strategien) als auch in 
Überechtzeit (schneller als der reale Steuerungstakt) durchgeführt werden. 

Im Projekt wurden die Anforderungen an diese Einbindung untersucht. Die wichtigsten sind: 

• Die Simulation in Überechtzeit dient als Grundlage für Zeiteffizientes Lernen. 

• Alle Schnittstellen müssen dabei verlässlich erreichbar sein. 

• Es ist notwendig, dass der CNC-Code auch bei Überechtzeit korrekt abgearbeitet wird. 

Der virtuelle CNC-Kern ISK-kernelV lässt sich in einer Software-in-the-Loop Simulation fremdtakten und 
ist somit nicht an die harte Echtzeit gebunden. Dies ermöglicht Simulationen losgelöst von den 
Echtzeitbedingungen der realen Steuerungen. Somit limitiert lediglich die zur Verfügung stehende 
Rechenleistung und die Effizienz der Algorithmen die Simulationsgeschwindigkeit und den 
Lernprozess. Die Strategien können auf den gemeinsamen Use Case der ISG-Roboterzelle angewandt 
werden. 

Im weiteren Projektverlauf wurden weitere Untersuchungen und Optimierungen zur Integration des 
ISG-kernel durchgeführt und an einem Use-Case erfolgreich erprobt (Abbildung 7). 
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Abbildung 7 - Die Abbildung zeigt Gizmo am TCP zum teachen sowie viele in Virtuos geteachte Punkte die in den Programmen 
verwendet werden. 

Ein erheblicher Vorteil bei der Nutzung von Simulationen gegenüber einem realen System als 
Lernumgebung ist, dass in der Simulation beliebig viele Instanzen erstellt werden können und auch die 
Simulation so schnell wie möglich laufen kann. Die Simulationsumgebung muss dafür virtualisiert, also 
von einem Simulations-PC als Hardware gelöst und in eine Cloud verlagert werden. 

In diesem Arbeitspaket wurde untersucht, inwieweit die Lernergebnisse aus mehreren Instanzen 
entweder Online oder Offline zu einer Gesamtlösung vereint werden können. Hierbei hat sich gezeigt, 
dass mehrere Instanzen pro PC eingesetzt werden können. Diese Instanzen können parallel lernen, 
auch an unterschiedlichen Modellen. Über geeignete Multi-Core Strategien können mehrere Lern-
Szenarien in einem Virtuos-Modell laufen. Zuletzt können auch mehrere Rechner über die Remote-
Schnittstelle von einer Zentrale gesteuert werden. 

Schrittweises Lernen: Die Projektpartner ISG und ISW haben in einem vom BMWi geförderten ZIM-
Projekt „HiL-4.0-Simulation“ (Fkz: ZF4331501LF6; Laufzeit: 01/2017-10/2019) zwei neuartige 
Technologien entwickelt, welche erstmals eine Online Änderung des Simulationsmodells innerhalb 
eines Steuerungstaktes (Online-Change) sowie eine Wiederholung von kritischen Zuständen und 
Ergebnissen (Snapshot Technologie) ermöglichen. Durch diese Technologie können kritische Momente 
in der Simulation erneut „geladen“ und erlernt werden, ohne dass die Simulation komplett neu 
gestartet werden muss. 

Im Projekt wird daher ein geeigneter Algorithmus erforscht, welcher automatisch eine geeignete 
schrittweise für das Lernverfahren bestimmt und implementiert. Die im ZIM-Projekt entwickelten 
Technologien sind dabei die Basis. 

Im Berichtszeitraum 2023 wurde ein Algorithmus erforscht, welcher automatisch eine geeignete 
schrittweise für das Lernverfahren in ISG-virtuos bestimmt und implementiert. Auf Basis der Common 
Object Request Broker Architecture (Corba-Server) wurden Ports konfiguriert, um mit einer Remote-
Schnittstelle zu kommunizieren. Über die Remote-Schnittstelle wird es ermöglicht, dass mehrere 
Projekte parallel laden und Roboterprogramme starten. Mit dem Corba-Server wird die Durchführung 
der Programme zentralisiert. Allerdings ist eine reine Virtuos-Core-Instanz ohne GUI bisher nicht 
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möglich, so dass die GUI auf einem Monitor geöffnet werden muss. Ein erheblicher Vorteil dieser 
Lösung ist, dass kein physischer Dongle mehr notwendig ist, um Virtuos nutzen zu können. 

 

ITE 

Um die Kosteneffektivität der industriellen Automatisierung für mittlere Stichprobengrößen zu 
verbessern, wird Reinforcement Learning eingesetzt, um das Robotersteuerungsprogramm in einer 
virtuellen Inbetriebnahmeumgebung zu erlernen. 

Im Projektverlauf wurde dies anhand von zwei Szenarien untersucht. Im ersten Szenario wird der 
Roboter darauf trainiert, eine bestimmte Position anzufahren. Im zweiten Szenario wird der Roboter 
trainiert, eine bestimmte Position anzufahren und dabei Hindernissen auszuweichen. Das zweite 
Szenario ist eine Erweiterung des ersten. Es wurden Hindernisse, Abstandssensoren, 
Kollisionserkennung und weitere Eingaben in die Q-Funktion hinzugefügt. 

In beiden Szenarien gibt es nur einen Roboter, den "KUKA KR 10 R1100 sixx". Dieser ist ein gängiger 
Industrieroboter für kleine bis mittlere Handhabungs- und Montageaufgaben und eignet sich daher 
hervorragend für den Konzeptnachweis in diesem Projekt. Im ersten Szenario beginnt der Roboter die 
Episode in der in Abbildung 8 dargestellten Position. 

 

Abbildung 8 - Ausgangsposition des Roboters und Zielposition (roter Punkt). 

Das Ziel des Agenten ist es, den roten Punkt zu erreichen, der ein fester Punkt innerhalb der Reichweite 
des Roboters ist. Die Startposition ist die Position des Roboterarms, in der alle Gelenke einen Winkel 
von 0 haben. Der euklidische Abstand zwischen der Startposition und dem Ziel beträgt 0,73 m. Um das 
Ziel zu erreichen, kann der Agent nur eine der sechs Achsen in jedem Schritt um 2° inkrementell 
bewegen. Das Ziel gilt als erreicht, wenn sich der TCP des Roboters innerhalb von 5 cm von der 
Zielposition befindet. Mit dieser Einstellung beträgt die Mindestanzahl der Schritte, um das Ziel zu 
erreichen, etwa 30 Schritte. Die Größe des Aktionsraums des Agenten beträgt 13. Es gibt zwei Aktionen 
pro Roboterachse. Eine Aktion ist die Bewegung einer Achse in die positive Richtung und die andere 
die Bewegung in die negative Richtung. Bei sechs Achsen gibt es also zwölf Aktionen für die Bewegung. 
Die 13. Aktion erlaubt es dem Agenten, sich in keine Richtung zu bewegen und für einen Schritt 
stillzustehen. Normalerweise werden bei RL die Ausgangsposition und die Zielposition leicht variiert, 
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damit sich das neuronale Netz nicht zu sehr an ein bestimmtes Szenario anpasst und besser 
verallgemeinern kann. Im Projekt wird jedoch nur die Belohnungsfunktion untersucht, und daher ist 
ein stabiler Aufbau erforderlich, bei dem wir Episoden zuverlässig vergleichen können. Eine zufällige 
Festlegung der Start- und Zielposition würde eine zufällige Varianz einführen, die einen Vergleich der 
Leistung verschiedener Belohnungsfunktionen erschweren würde. 

Im Projekt wurde die Leistung von Belohnungsfunktionen unter drei Hauptaspekten bewertet: 

• Zeit bis zur Konvergenz 

• Leistung der Belohnungsfunktion 

• Stabilität 

Das Ziel ist, alle drei Aspekte zu maximieren. Einige Systemverbesserungen können alle drei Aspekte 
gleichzeitig verbessern, während andere einen Aspekt verbessern, die beiden anderen jedoch leicht 
verschlechtern können. 

Ergebnisse Szenario 1: 

Für das erste Szenario (ohne Hindernisse) wurden vier Alternativen für die Belohnungsfunktion 
untersucht. Die „spärliche Belohnungsfunktion“ schneidet besonders schlecht ab. Der Agent ist nicht 
in der Lage zu lernen, da eine spärliche Belohnung zu wenig Feedback liefert. Die Belohnungsfunktion 
mit einer negativen dichten Belohnung schneidet in Bezug auf die Zeit bis zur Konvergenz und die 
endgültige Leistung der Strategie gut ab, aber die Stabilität ist schlecht, da die Strategie zufällig 
divergiert. Da eine zufällige Divergenz der Strategie einen ganzen Trainingsprozess ruinieren kann, 
muss eine solche Instabilität vermieden werden. Vor allem in der Produktion, wo das Szenario 
komplexer ist und mehr Zeit für das Training benötigt, sind die Kosten eines fehlgeschlagenen 
Trainingsprozesses hoch. 

Für weitere Experimente wurde die Belohnungsfunktion so gestaltet, dass die durchschnittliche 
Belohnung in einem einzelnen Schritt positiv ist. Obwohl der einzige Unterschied zur vorherigen 
Funktion eine hinzugefügte Konstante ist, hat die positive dichte Belohnungsfunktion eine schlechtere 
Gesamtleistung. Während des Trainings mit der positiven dichten Belohnungsfunktion wurden jedoch 
keine divergierenden Strategien beobachtet. Eine Erklärung für dieses Verhalten konnte im 
Projektverlauf nicht gefunden werden. 

Des Weiteren wurde der Effekt der Reward-Shaping-Funktion unter Verwendung eines Exponenten 
untersucht. Die Experimente zeigen, dass Reward Shaping bei der Distance Reward Funktion einen 
signifikanten Einfluss auf alle drei Leistungsaspekte hat. Mit einem Exponenten von 0,4 verbessern sich 
die Zeit bis zur Konvergenz, die Leistung der endgültigen Strategie und die Stabilität gegenüber der 
Basislinie ohne Reward-Shaping. Der Exponent für die Entfernungsbelohnung sollte im Bereich 
zwischen 0 und 1 liegen. Ein Wert von 0,4 hat sich in dem Szenario bewährt. 

Zuletzt wurde versucht, dem Agenten einen weiteren Anreiz zu geben, das Ziel schneller zu erreichen. 
Bei einer dynamisch reduzierten Belohnung wird die Endbelohnung umso geringer, je länger der Agent 
braucht, um das Ziel zu erreichen. Es wurden jedoch keine signifikanten Verbesserungen in einem der 
drei Leistungsaspekte erkannt. 

Ergebnisse Szenario 2: 

Die erste Erkenntnis in diesem Szenario mit Hindernissen war, dass der Agent eine Wahrnehmung der 
Umgebung benötigt, um effizient trainieren zu können. Die virtuelle Inbetriebnahmesoftware bietet 
nur eine begrenzte Funktionalität. Die Lösung sind 25 Abstandssensoren, die den Abstand zum 
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nächsten Objekt liefern. Die maximale Entfernung, die ein Sensor ausgibt, sollte auf einen Wert 
begrenzt sein, der in der gleichen Größenordnung liegt wie der Arbeitsraum des Roboters. Damit der 
Agent lernen kann, welcher Abstandssensor welcher Richtung entspricht, müssen die Gelenkwinkel zur 
Eingabe der Q-Funktion hinzugefügt werden. 

Diese Implementierung unterscheidet sich von bisherigen Forschungsarbeiten, welche die Position und 
Orientierung des Hindernisses direkt in die Q-Funktion eingegeben haben. Das Problem bei diesem 
Ansatz ist, dass er sehr spezifisch für ein Szenario ist. Wenn ein zweites Hindernis hinzukommt, muss 
der Agent von Grund auf neu trainiert werden. Im Gegensatz dazu kann der Ansatz des 
Abstandssensors in vielen Szenarien mit mehreren statischen und dynamischen Hindernissen 
verwendet werden. 

Im ersten Experiment wurde die gleiche Belohnungsfunktion wie in Szenario 1 verwendet, nur dass 
eine Strafe für Kollisionen hinzugefügt wird. Dieses Experiment zeigt, dass die spärliche Rückmeldung 
durch die Strafe für einen Unfall nicht ausreicht, damit der Agent effizient lernen kann. Um dem 
Agenten ein dichteres Feedback zu geben, wird der Belohnungsfunktion eine lineare 
Annäherungsstrafe hinzugefügt. Die Annäherungsstrafe wird als Summe über alle 25 Sensoren 
realisiert, wobei die Strafe für kleinere Entfernungen zunimmt. Das Ergebnis des Experiments ist, dass 
eine lineare Entfernungsstrafe für den Agenten schwierig zu erlernen ist, da er nun einen größeren 
Anreiz hat, sich von einem Hindernis wegzubewegen, als sich der Zielposition zu nähern. 

Um dieses Problem zu lösen, wurde im nächsten Versuch eine polynomiale Proximity Penalty 
verwendet. Die Annäherungsstrafe wird mit einem Exponenten mit dem Wert 10 geformt. Mit dieser 
Belohnungsform sind weiter entfernte Hindernisse nicht so wichtig wie Hindernisse, die sich näher am 
Roboter befinden. Mit dieser Belohnungsfunktion war der Agent in der Lage zu lernen, sich konsequent 
über die Wand und in Richtung der Zielposition zu bewegen. Im nächsten Experiment wird der beste 
Wert für die maximale Abstandsstrafe experimentell ermittelt. Die maximale Abstandsstrafe ist die 
maximale Strafe pro Sensor. 

Selbst nach einem relativ kurzen Trainingsprozess ist der Agent recht gut darin, dem Hindernis 
auszuweichen und sich über die Mauer zu bewegen. Abbildung 9 zeigt, dass sich der Agent auf den 
letzten Zentimetern zum Ziel hin schwertut. 

 

Abbildung 9 - Vergleich zwischen verschiedenen Werten für die maximale Abstandsstrafe. 

Die Experimente legen nahe, dass mehr Eingaben in die Q-Funktion den Lernprozess verlangsamen. 
Weitere Untersuchungen waren erforderlich, um herauszufinden, warum der Agent auf den letzten 
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Zentimetern Schwierigkeiten hat und wie die Leistung auf den letzten Schritten verbessert werden 
kann. 

Hierzu wurde die Belohnungsfunktion im Berichtszeitraum 2023 vom Partner ISW detailliert 
wissenschaftlich untersucht und kategorisiert. In Abstimmung sind bei uns beispielhafte 
Konkretisierungen für die jeweiligen Kategorien realisiert und validiert worden. 

Diese Kategorien betreffen die folgenden Punkte: 

Gutfall-Belohnung: Eingabe des konkreten Zieles der Planungs-/Steuerungsaufgabe. Beispielsweise 
eine Zielpunkvorgabe. 

Der Vorteil der eingesetzten Simulationsmethode ist, dass der Abstand zu einem definierten Zielpunkt 
in jedem Schritt berechnet werden kann. Daher kann eine sogenannte „dichte Belohnungsfunktion“ 
verwendet werden, um den Agenten zu trainieren. Die Strategie bei der Verwendung einer dichten 
Belohnungsfunktion besteht darin, dem Agenten bei jedem Schritt eine kleine Zwischenbelohnung zu 
geben. Die Belohnung sollte höher sein, wenn der Agent dem Endziel näherkommt. Es kann also eine 
umso höhere Belohnung gegeben werden, je kleiner der euklidische Abstand zwischen den TCP- und 
den Zielkoordinaten ist. 

Bei den Experimenten lag die Belohnung bei jedem Schritt im Bereich zwischen 0 und +1. Ähnlich wie 
im vorigen Abschnitt sollte die dichte Belohnung von der Entfernung zwischen dem Roboter-TCP und 
der Zielposition abhängig sein. Dafür wurden drei unterschiedliche Ansätze untersucht, welche zur 
Übersicht in Abbildung 10 dargestellt sind. 

 

Abbildung 10 - Visualisierung der unterschiedlichen Belohnungsfunktionen des Reward shapings. 

Schlechtfall-Belohnung/Bestrafung: Definition von Schlechtfällen, also Fehlern, die der Roboter 
während der Zielerreichung vermeiden muss. Diese sind beispielsweise Kollisionen oder 
Steuerungsfehler. 

Für die Schlechtfall Belohnung sind verschiedene Ansätze untersucht worden. Es wurden 
Kollissionskörper in der Simulationsumgebung angelegt und über geeignete Schnittstellen in die 
Lernumgebung übertragen. Desweiteren wurden spezielle Abstandssensoren zu Hintenissen 
modelliert. Dadurch konnten auch für die Schlechtfall Belohnung „Dichte Belohnungsfunktionen“ 
realisiert werden (Abbildung 11). 
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Abbildung 11 - Beispiel der Simulation mit forcierten Kollisionen. 

Optimierungsbelohnung: Eine reine fehlerfreie Zielerreichung ist für eine automatisiere 
Produktionsaufgabe nicht ausreichend. Dem Agenten muss zudem ein Feedback über die Qualität der 
gefundenen Lösung, wie z. B. die Bearbeitungszeit oder benötigte Energie gegeben werden, damit 
nicht die erstbeste Lösung die gefunden wird als Endergebnis vorhanden ist. 

Die optimale Produktionszeit innerhalb des Simulationswerkzeuges als Belohnungsfunktion zu 
extrahieren wurde erfolgreich entwickelt. Aufgrund der aktuellen zunehmenden Relevanz nach 
energiesparenden Systemen, wurde zudem ein Energieverbrauchsmodell in das Simulationswerkzeug 
integriert und als Belohnungsfunktion evaluiert. Das Energiemodell berücksichtigt die Datenblätter des 
Roboters, der Motoren und Leerlaufverbräuche. Zudem wird das zusätzliche Kippmoment im Falle 
eines gegriffenen Werkstückes mit berücksichtigt (Abbildung 12). 

 

Abbildung 12 - Grafik der vom Agenten in jeder Episode akkumulierten Belohnung. Die Daten stammen von den Durchläufen, 
die die Trainingssessions vollständig abgeschlossen haben. 
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Ein wichtiger Aspekt ist es die Komplexität der innovativen Nutzung von Reinforcement Learning für 
den Anwender möglichst gering zu halten. So wurden die ersten Machbarkeitsstudien am ISW manuell 
durch einen KI-Experten aufgebaut und die Parameter experimentell bestimmt. Im Projekt wird daher 
ein Expertensystem erforscht, welches anhand des Anwendungsfalls Vorschläge für geeignete 
Reinforcement Learning Algorithmen und Lernumgebungen liefert. Dadurch wird die Nutzbarkeit 
Ansatz für Produktions- und Automatisierungstechniker ohne tiefes KI-Expertenwissen weiter erhöht. 
Im vorangegangenen Arbeitspaket wurden die Belohnungsfunktionen erläutert und vorgestellt. In 
Tabelle 3 werden alle Parameter, die in der Reward-Funktion verwendet werden, erklärt und der Wert, 
der für das Szenario verwendet oder empfohlen wurde, wird vorgestellt. Alle diese Parameter 
beeinflussen die Leistung des RL-Systems. 

Tabelle 3 - Parameter der Belohnungsfunktion. 

 
Neben den Parametern, die innerhalb der Belohnungsfunktion verwendet werden, wurde festgestellt, 
dass auch andere Parameter einen wichtigen Einfluss auf die Leistung haben, bspw. die Anzahl der 
Abstandssensoren und deren Verteilung über die Oberfläche des Roboters. Die Abstandssensoren 
ermöglichen es dem Agenten, seine Umgebung wahrzunehmen, so dass er Hindernissen ausweichen 
kann. Die Anzahl der Sensoren ist ein Kompromiss zwischen besserer Wahrnehmung und weniger 
effizientem Lernen. Die Anzahl der Sensoren sollte auf mehr als 25 erhöht werden, um die 
Wahrnehmung des Agenten zu verbessern. Der Lernprozess kann jedoch länger dauern, wenn die Q-
Funktion mehr Eingaben hat, aus denen sie lernen muss. Wenn die Anzahl der Sensoren geändert wird, 
müsste der Parameter für die maximale Entfernung angepasst werden. 
Der Schwerpunkt im Berichtszeitraum 2023 lag auf der Entwicklung einer Softwarearchitektur für ein 
System, das weniger erfahrene Anwendern beim Einsatz von ML (RL-)-Szenarien unterstützt und es 
ermöglicht, domänenspezifische Belohnungsfunktionen zu realisieren. 
Außerdem wurde der Schwierigkeitsgrad erhöht, indem für den Roboter eine Pick & Place Aufgabe 
realisiert wurde. 
Im Kern wurden hierzu Hyperparameter und Trainingsparameter abstrahiert und als Grundlage für die 
systematische Erforschung des Einflusses dieser Parameter auf das Ergebnis genutzt. Die wesentlichen 
Ergebnisse dieser Arbeiten sind in AP 4 dargestellt. 
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Abbildung 13 - Ansatz des Reinforcement Learning in der RL-Umgebung. 
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AP 3: ERFORSCHUNG „DIGITALER KI-ZWILLING“ 
Im Arbeitspaket 3, wurde während des Berichtszeitraums vor allem an der parallelen Instanziierung 
des parallelen Lernens gearbeitet. Zunächst wurden bestehende Frameworks aus dem Stand der 
Technik analysiert, eine Auswahl getroffen, das gewählte Framework in die bereits im Projekt 
entwickelte Lernumgebung integriert und Experimente durchgeführt. 

ISW 

Die bereits vorhandenen Frameworks bieten Funktionen, Algorithmen, Umgebungen, Policy-
Netzwerke und Speicherverwaltung, die individuell kombiniert werden können, um spezifische 
Reinforcement Learning Anwendungen umzusetzen. Daher wurden verschiedene Frameworks und 
Bibliotheken untersucht, die in Frage kommen könnten. Für die Umgebung wurden Open AI Gym, 
DeepMind Control Suite und Ray RLlib betrachtet. Für die Entwicklung und Implementierung des 
Agenten wurden OpenAI Baselines, Stable Baseline, Keras-RL und Ray RLlib in Betracht gezogen. 
TensorFlow und PyTorch wurden nicht näher betrachtet, da sie bereits in den anderen Frameworks 
und Bibliotheken integriert sind und somit keine weitere Rolle bei der Entwicklung des Konzepts 
spielen. 

Die Wahl fiel auf Ray RLlib. Ray RLlib bietet nicht nur die Umgebungen für Reinforcement Learning, 
sondern auch eine Vielzahl an Reinforcement Learning Algorithmen. Es unterstützt viele Umgebungen, 
was die Anpassung an verschiedene Aufgaben erleichtert. Der Fokus von RLlib liegt auf der Verteilung 
der Berechnung auf mehrere Rechenressourcen und integriert die Nutzung von GPUs und TPUs. RLlib 
bietet von den vorgestellten Frameworks mit Abstand die meisten RL-Algorithmen sowie vollständige 
Reinforcement Learning Architekturen. Die Leistung des Agenten kann zudem einfach durch 
Parameter-Tuning optimiert werden. Abbildung 14 zeigt die entwickelte Applikation zur 
Parallelisierung des Lernens, beispielhaft an zwei parallelen Instanzen. 

 

Abbildung 14 - Schaubild des an die Parallelisierung angepassten VIBN Lernumgebung ISG-virtuos uns seine Schnittstellen, 
beispielhaft für zwei Instanzen dargestellt. 
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Die Schnittstellen und das Simulationstool ISG-virtuos sind in ihrem Ursprungszustand nicht auf eine 
Parallelisierung ausgelegt. Daher müssen die Schnittstellen angepasst werden, um zu unterscheiden, 
welche Signale zu welcher Instanz gehören. Einige Schnittstellen müssen für die einzelnen Instanzen 
mehrfach angelegt werden. Abbildung 14 zeigt die Anpassung von ISG-virtuos und der Schnittstellen 
beispielhaft an einer Parallelisierung mit zwei Instanzen. Die Parallelisierung kann auf mehr Instanzen 
erhöht werden. Die Kommunikation innerhalb der VIBN Lernumgebungs-Architektur bleibt bestehen 
und ist in der Abbildung mit grünen Pfeilen angedeutet. Anstatt dass die Agenten direkt mit der 
Lernumgebung interagieren, muss ISG-virtuos als benutzerdefinierte externe Umgebung in die VIBN 
Lernumgebungs-Architektur implementiert werden. Der OpenAI Gym Wrapper und der Python 
Wrapper, die in vorherigen Berichten vorgestellt wurden, werden für jeden Agenten dupliziert. Somit 
erhält jeder Agent eine jeweilige Kopie der Wrapper. Diese können ohne weitere Veränderungen 
verwendet werden, da sich an ihrer Übersetzer-Funktion zwischen der VIBN Lernumgebungs-
Architektur und der Simulation nichts ändert. Das Simulationstool wird so verändert, dass das 
Simulationsprogramm mehrfach geöffnet wird, sodass für jede Instanz das Simulationsmodell neu 
geöffnet und parallel simuliert werden kann. Damit dies funktioniert, muss die Datenstruktur zur 
Berechnung und Speicherung der Simulationsparameter so angepasst werden, dass jede Instanz 
unabhängig von den anderen Instanzen rechnet und speichert. Damit die einzelnen Agenten auf die 
ihnen zugeordnete Simulationsumgebung zugreifen können, bekommt jede Simulationsinstanz einen 
eigenen Port, über den die VIBN Lernumgebungs-Architektur die einzelnen Agenten mit den 
Simulationsumgebungen verbinden kann. Um die Signale den einzelnen Agenten richtig zuzuordnen, 
hat jeder Agent eine Identifikationsnummer (ID). Über diese können die Signale einem Remote 
Interface zugeteilt werden, in dem festgelegt ist, mit welchem Port er verknüpft ist. In der Abbildung 
sind die Signaleingänge, also die Aktionen, mit blauen Pfeilen dargestellt. Die Signalausgänge, die den 
Zuständen entsprechen, sind mit roten Pfeilen dargestellt. 

 

Die Ergebnisse eines Lerndurchlaufs, beispielhaft am inversen Pendel mit 8 parallelen Workern, sind 
in Abbildung 15 dargestellt. Die Abbildung zeigt die Verläufe der Belohnung über die Zeit (hier die 
Trainingszeit). Alle Durchläufe haben die gleiche Anzahl an Simulationsschritten. Es ist deutlich 
erkennbar, wie sich das Training durch die Parallelisierung beschleunigt. Es wird sowohl schneller die 
Gesamtzahl der Simulationsschritte erreicht, noch wichtiger ist die Lernkurve deutlich steiler (der 
maximal erreichbare Belohnungswert wird viel früher erreicht) 
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Abbildung 15 - Trainingsverläufe mit unterschiedlicher Parallelisierung (Anzahl Worker). 

 

ISG 

Aufgabe des KMU-Partners ISG ist die Übertragung des I/O-2-S/A Konzeptes in einen industriellen 
Kommunikationsstandard für HiL-/SiL.Simulationsumgebungen. Die Kommunikationsschnittstelle 
muss zudem mehr Funktionen bereitstellen, als ein Bussystem üblicherweise bereitstellt (z. B. Reset 
und Neustart der Lernumgebung). Im Projekt wurden geeignete Schnittstellen entwickelt, so dass ein 
KI-Training über diese Schnittstellen möglich ist. 

Um effizient Lernalgorythmen zu betreiben ist es wichtig, ISG-virtuos-Modelle in Überechtzeit zu 
betreiben (Einstellung: “Simulate as fast as possible”). Die CNC wird dabei auf einer virtuellen Zeitachse 
simuliert, die unabhängig von dem Zeitraffer und der tatsächlichen Zeit simuliert. Der Zeitraffer-Faktor 
hängt dabei von der Modellgröße und Rechenleistung ab sowie von der Anzahl parallelen Virtuos-
Instanzen. Zur Simulation der virtuellen Zeitachse in Überechtzeit war es notwendig den Corba-Server 
und die Remote-Schnittstelle aufwändig modifiziert werden, um über Interrupts auch mit einem per 
Definition immer zu exakt 100 % ausgelasteten ISG-virtuos kommunizieren können. 

Mit Abschluss des Arbeitspaketes ist die Kommunikation zwischen digitalem Zwilling, Agent und 
Lernumgebung vollständig überechtzeitfähig. 

Eine weitere Aufgabe lag in der Entwicklung einer intuitiven 3D-Lernumgebung des digitalen Zwillings. 
Insbesondere die Darstellung genauer Positionen, Bewegungen, Bahnen etc. werden für die 
Ausarbeitung der Arbeitsschritte aus dem digitalen Zwilling bereitgestellt. Der im Projekt entwickelte 
3D-Modellierer ermöglicht einen schnellen Aufbau von temporären Simulationsumgebungen, z. B. zur 
Integration zusätzlicher Sensoren für die Belohnungsfunktion oder Hindernissen für die Wegplanung. 

Eine neue entwickelte Funktionalität in ISG-virtuos ermöglicht es, primitive Sensoren (Quader, Kugel) 
um Elemente zu legen und dann den Sensorbereich auf Kollision mit anderen Primitiven zu überprüfen. 
Das ermöglicht keine optimale Bahnplanung (Annäherung der Kollisionskörper durch Primitive) und 
gibt nur binäre Rückmeldung (Kollision oder keine Kollision). Die neue Kollisionserkennung durch 
Anbindung einer hochauflösenden Physik-Engine ermöglicht Kollisions- und 
Minimalabstandsüberwachung direkt auf CAD-Ebene. Zuletzt wurde Algoryx über einen Solver-Thread 
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in ISG-virtuos eingebunden und erste Schnittstellen zur Erstellung von Kollisionskörpern, Material und 
Förderbändern umgesetzt. 

Dieser Ansatz wurde im Berichtszeitraum 2023 weiterverfolgt und erfolgreich abgeschlossen. Mittels 
Trimesh wird die exakte CAD-Geometrie für die Kollisionserstellung realisiert, bei der anhängig von der 
Performanceanforderung und Anzahl an Instanzen die richtige Zerlegung eingestellt werden muss. Ein 
einzelner Roboter kann genau als Trimesh beschrieben werden, ein Material, welches mehrere 
hundert Male in der Simulation vorkommt, wie z. B. eine Flasche in einer Abfüllanlage, sollte einfache 
konvexe Hülle sein. Die Ergebnisse des Arbeitspaketes sind in Abbildung 16 - Abbildung 17 dargestellt. 

 

Abbildung 16 - Kuboid als Kollisionsgeometrie in nativer Engine MFphys für ISG-virtuos (links); Funktion: Findet sich die Maße 
automatisch über die CAD-Geometrie - Extrem performant, aber ungenau I Automatisch erstellte konvexe Einhüllende (rechts) 
- Kabel wurden mit eigehüllt. 

 

Abbildung 17 - Automatisch erstellte Einhüllende aus 30 konvexen Körpern. 

Weiter werden im Projekt weitere, spezialisierte Simulationswerkzeuge eingebunden, z. B. eine 
Materialflusssimulation. Hierbei kann ISG auf Erfahrungen im ZIM-Projekt „Co-Simulationstool“ 
(BMWi; Fkz: ZF4331502LF6; Laufzeit: 02/2017-06/2019) zurückgreifen. Die im Projekt entwickelte 
intelligente Schnittstelle ermöglicht die Integration und Echtzeit-Synchronisation von 
hochspezialisierten Simulationswerkzeugen und -bibliotheken (z. B. Bahnplanungsalgorithmen und 
Abtragssimulationen von ModuleWorks oder Physiksimulation von Nvidia oder Algoryx) in harter 
zeitdeterministischer Steuerungsechtzeit. Diese ergänzenden Simulationswerkzeuge werden auch im 
Projekt genutzt, z. B. für Kollisionssimulationen der Roboter am Montageplatz oder die 
Abtragssimulation bei der CNC-Fertigung. 
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Im Projekt wurden diese verschiedenen Solver erfolgreich in die Simulationsumgebung ISG-virtuos 
integriert. 

 

Abbildung 18 - Integration der Solver in ISG-virtuos. 

Eine abstrakte Schnittstelle ermöglicht es, dass die notwendigen Bausteine für alle Engines gleich sind, 
also nur einmal gegen die abstrakte Schnittstelle entwickelt werden müssen. Alle zu integrierenden 
Engines müssen über diese Schnittstelle angesprochen werden können. Die Bausteine Förderband, 
Pool und Quelle wurde erfolgreich umgesetzt. Diese wurden auf Engine-Ebene auch für AGX 
umgesetzt. Im Berichtszeitraum 2023 die Arbeiten zur Umsetzung an PhysX erfolgreich abgeschlossen. 

Das in Abbildung 19 dargestellt Blockschalbild ist dabei für verschiedene Physik Engines anwendbar. 
Die Koppelsignale (hellgrün) übertragen und synchronisieren die Messwerte automatisch zwischen 
den Solvern, wenn Blöcke über Solver-Grenzen verbunden werden. Dies ermöglicht eine nahtlose 
Modellierung und eine nahtlose Umschaltung zwischen den Solvern. Allerdings entsteht bei der 
Kommunikation über Solver-Grenzen hinweg zwangsläufig eine Totzeit von einem Takt. 



    

24 

 

 

Abbildung 19 - Blockschaltbild der Physic Engines, hellblau - NVIDIA, orange - Algoryx. hellgrün – Koppelsignale. 

Im Folgenden wurden neuartige Modellgenerierungs- und Modellanpassungsschnittstellen erforscht. 
Dies erlaubt besonders KMU die Nutzung der automatischen Steuerungsprogrammierung ohne 
spezialisiertes Know-How in der Simulationstechnik. Hierbei wird ISG auf den in einem ZIM-Projekt 
entwickelten „TwinStore“ zurückgreifen (BMWi; Fkz: ZF4331503LF8; Laufzeit: 01/2019-10/2020). 
Weiter soll eine Schnittstelle zur Remote-Steuerung des digitalen Zwillings, z. B. für 
Modellanpassungen oder der Ausführung von Abbruchbedingungen, entwickelt werden. 

Im Projektverlauf wurde die Erreichbarkeit in Überechtzeit erfolgreich umgesetzt. Die Überechtzeit ist 
dabei essenziell für die KI-Trainingsumgebungen. Dies wurde im Projekt an einer komplexen Szene mit 
drei Robotern erforscht. Diese Szene kann mit einem Überechtzeit-Faktor von 5 auf einem 
handelsüblichen CAD-Rechner laufen. Die Roboter wurden dabei aus dem TwinStore verwendet. Auch 
die Lernumgebung ist im TwinStore verfügbar, inklusive Python-Umgebung, Virtuos-Modell und 
Agenten. 
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Abbildung 20 - Die Lernumgebung wurde durch den Partner ISW im TwinStore verfügbar gemacht. 

Im Berichtszeitraum 2023 wurde die Bearbeitung des Arbeitspaketes fortgesetzt und die erreichbare 
Überechtzeit analysiert (Abbildung 21). In Orange ist die benötigte Rechenzeit für einen geteachten 
Roboter der Programme abfährt dargestellt. In Spitzen werden 0,533 ms benötigt. In blau ist die zur 
Verfügung stehende Zykluszeit von 4ms. 4/0.533= 7.5 dargestellt. Das heißt, dass mit ca. 750 % 
Zeitraffer gerechnet werden. 

 

Abbildung 21 - Ergebnis der Überechtzeit Analyse. 

 

ITE 

Die virtuelle Inbetriebnahmesoftware ISG-virtuos wird als virtuelle Umgebung verwendet, um das 
Verhalten des Industrieroboters und sein Verhalten zu simulieren. Für jeden Schritt erhält sie die 
gewählte Aktion (A) und simuliert dann die Umgebung für einen Zeitschritt, um den neuen Zustand (S') 
zu erhalten. Die Optimierung von ISG-virtuos für den Einsatz als RL-Umgebung ist Teil des 
Forschungsprojekts. Die virtuelle Inbetriebnahmesoftware ISG-virtuos hat gegenüber typischen RL-
Umgebungen für die Robotik den Vorteil, dass sie speziell für die Validierung eines SPS-Programms 
gegen einen virtuellen Zwilling der Produktionsumgebung konzipiert ist. Sie wird von vielen 
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Fertigungsunternehmen als virtuelle Inbetriebnahmesoftware zur Erstellung digitaler Zwillinge ihrer 
Produktionsumgebung und zur Validierung ihrer Produktionseinrichtung und SPS-Programme 
eingesetzt. Das Versprechen ist, dass ein Programm, das sich in der Simulation korrekt verhält, sich 
auch in der realen Welt korrekt verhält. 

Das Alleinstellungsmerkmal von ISG-virtuos gegenüber anderen virtuellen Inbetriebnahmesoftware ist 
die Echtzeitfähigkeit. Es nutzt das Windows-Real-Time-System, um alle Ein- und Ausgänge der 
speicherprogrammierbaren Steuerung (SPS) zu simulieren, sodass die SPS nicht weiß, ob die reale 
Hardware oder virtuos mit ihr verbunden ist. 

Um moderne RL-Algorithmen zu verwenden, wurde die Bibliothek Stable-Baselines3 (SB3) eingesetzt. 
SB3 ist eine Open-Source-Python-Bibliothek mit Implementierungen moderner RL-Algorithmen. 
Abbildung 22 zeigt die Architektur der kombinierten ISG-Virtuos- und SB3-Umgebung. 

 

Abbildung 22 - Im Projekt entwickelte Kommunikationsstruktur. 

Die Kommunikation zwischen der VC- und RL-Umgebung erfolgt über eine vom ISW entwickelte 
Kommunikationsschnittstelle. Diese Schnittstelle wickelt Lese- und Schreiboperationen ab, sodass die 
Koordinaten des RL-Agenten und seiner Sensoren gelesen oder sein Zustand und seine Position 
zurückgesetzt werden. Im Gegensatz zu anderen kontrollsystembezogenen RL-Forschungen sind die 
Aktionen des Agenten nicht die Steuerungsausgaben oder sensorischen Eingaben. Stattdessen werden 
die Aktionen des Agenten als G-Code beschrieben. Dieser G-Code enthält die Anweisungen zur 
Steuerung des Roboters und wird von der SB3-Umgebung geschrieben. Darüber hinaus übernimmt die 
Kommunikationsschnittstelle eine Kernfunktion, nämlich die Anweisung an einen virtuellen NC-Kernel, 
diesen G-Code auszuführen. 

Die Python-Anwendung kann so konfiguriert werden, dass sie die von SB3 bereitgestellten RL-
Algorithmen und ihre jeweiligen Hyperparameter auswählt. In diesem Projekt wurde zunächst 
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erwogen, den Agenten mit absoluten Befehlen zu instruieren, um eine präzise kontinuierliche Position 
im kartesischen Koordinatensystem anzugeben, die er einnehmen muss. Um eine hohe Lernleistung, 
d.h. eine schnelle Konvergenzzeit der Lernkurve, zu erreichen, wurde der (On-)Policy-Gradienten-
Algorithmus Proximal Policy Optimization (PPO) verwendet. Es wurde eine episodische Lernmethodik 
mit einer Grenze von insgesamt 50.000 Zeitschritten angepasst. Dieser Ansatz wurde jedoch aufgrund 
eines Fehlers in der VC-Umgebung aufgegeben, bei dem die Berechnung von Gelenkwinkeln aus 
ungültigen Positionen den virtuellen NC-Kernel verlangsamte und den Agenten am Lernen hinderte. 
Daher wurde das Deep Q-Network (DQN) für die Durchführung der Experimente verwendet. Die 
Lernmethodik ist nach wie vor episodisch, und die Startposition des Roboters ändert sich zwischen den 
Episoden nicht. Im Gegensatz zu PPO wird der Agent mit diskreten Befehlen angewiesen, einmal pro 
Zeitschritt ein Gelenk relativ zum aktuellen Gelenkwinkel, um einen definierten Inkrementfaktor zu 
bewegen. 

Um die Leistung und die Auswirkungen der Belohnungsfunktion zu quantifizieren, wurden 
Bewertungsmetriken ausgewählt, welche die technische und domänenspezifische Aspekte des 
Lernverhaltens und der Ergebnisse beschreiben. Alle Experimente mit Belohnungsfunktionen wurden 
jeweils 12 Mal durchgeführt, wobei jeder Durchlauf durch 50.000 Zeitschritte begrenzt ist. Die 
Lernmethodik ist episodisch mit maximal 600 Zeitschritten pro Episode. Wenn der Agent das Ziel 
erreicht, wird die Episode beendet. Eine neue Episode beginnt mit einer neuen Roboterposition. 

Die Bewertungsmetriken können in technische und domänenspezifische Metriken unterteilt werden. 
Die Ideen von Chan et al. (2020) haben dieses Projekt dazu motiviert, Gruppen von 
Bewertungsmetriken in zwei Bereiche zu unterteilen. Die erste Gruppe erfasst Metriken für "während 
des Trainings", während die zweite Gruppe Metriken für eine festgelegte Strategie erfasst, nachdem 
der Roboter gelernt hat, sich selbst zu positionieren. In diesem Projekt werden robuste Statistiken 
verwendet, da sie keine Annahmen über Normalverteilungen in den Daten erfordern. Um die Daten 
weiter zu analysieren, wird der Kruskal-Wallis-Test verwendet. Da jeweils 12 Experimente 
durchgeführt werden und keine Annahmen über die Normalverteilung getroffen werden können, ist 
der Kruskal-Wallis-Test ein geeigneter statistischer Test. 

Wie dargestellt wurde die Leistung von Belohnungsfunktionen unter drei Hauptaspekten bewertet: 

- Zeit bis zur Konvergenz 

- Leistung der Belohnungsfunktion 

- Stabilität 

 

AP 4: ERFORSCHUNG BELOHNUNGSFUNKTION UND STEUERUNGSPROGRAMMIERUNG 
 

ISW 

Am ISW wurde die Belohnungsfunktion wissenschaftlich betrachtet und kategorisiert. In Abstimmung 
sind bei den Projektpartnern beispielhafte Konkretisierungen für die jeweiligen Kategorien realisiert 
und validiert worden. 

Die Kategorien welche zu betrachten sind werden im folgendem kurz aufgelistet und zudem die 
Untersuchungen vorgestellt: 

Gutfall-Belohnung: Eingabe des konkreten Zieles der Planungs-/Steuerungsaufgabe. Beispielsweise 
eine Zielpunkvorgabe.  
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Der Vorteil der eingesetzten Simulationsmethode ist, dass der Abstand zu einem definierten Zielpunkt 
in jedem Schritt berechnet werden kann. Daher kann eine sogenannte „dichte Belohnungsfunktion“ 
(dense reward) verwendet werden, um den Agenten zu trainieren. Die Strategie bei der Verwendung 
einer dichten Belohnungsfunktion besteht darin, dem Agenten bei jedem Schritt eine kleine 
Zwischenbelohnung zu geben. Die Belohnung sollte höher sein, wenn der Agent dem Endziel 
näherkommt. Es kann also ganz einfach eine umso höhere Belohnung gegeben werden, je kleiner der 
euklidische Abstand zwischen den Tool Center Point(TCP)- und den Zielkoordinaten ist. 

Abbildung 23 - Die Belohnungsfunktion berechnet sich über den Abstand zum Ziel. 

Da durch die Verbindung mit mehreren Teilbelohnungen (Kollisionen etc.), Fälle auftreten können in 
denen der Agent lernt, möglichst früh absichtlich zu kollidieren wurde zudem konkreteres Reward 
shaping (Belohnungsanpassung) untersucht. 

Bei den Experimenten in lag die Belohnung bei jedem Schritt im Bereich zwischen 0 und +1. Ähnlich 
wie im vorigen Abschnitt sollte die dichte Belohnung von der Entfernung zwischen dem Roboter-TCP 
und der Zielposition abhängig sein. Dafür wurden drei unterschiedliche Ansätze untersucht welche zur 
Übersicht in Abbildung 24 dargestellt sind. 

 

Abbildung 24 - Visualisierung der unterschiedlichen Belohnungsfunktionen des Reward shapings. 
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Schlechtfall-Belohnung/Bestrafung: Definition von Schlechtfällen also Fehlern die der Roboter 
während der Zielerreichung vermeiden muss. Diese sind beispielsweise Kollisionen oder 
Steuerungsfehler. 

Für die Schlechtfall Belohnung sind verschiedene Ansätze untersucht worden. Es wurden 
Kollisionskörper in der Simulationsumgebung angelegt und über geeignete Schnittstellen in die 
Lernumgebung übertragen. Des Weiteren wurden spezielle Abstandssensoren zu Hindernissen (siehe 
Abbildung 25) modelliert. Dadurch konnten auch für die Schlechtfall Belohnung „Dichte 
Belohnungsfunktionen“ realisiert werden. 

 

Abbildung 25 - Abstandssensoren in der Lernumgebung. 

Optimierungsbelohnung: Eine reine fehlerfreie Zielerreichung ist für eine automatisiere 
Produktionsaufgabe nicht ausreichend. Dem Agenten muss zudem ein Feedback über die Qualität der 
gefundenen Lösung wie beispielsweise die Bearbeitungszeit oder benötigte Energie gegeben werden, 
damit nicht die erstbeste Lösung die gefunden wird als Endergebnis vorhanden ist. 

Eine optimale Produktionszeit innerhalb des Simulationswerkzeuges als Belohnungsfunktion zu 
extrahieren ist einfach. Aufgrund der aktuellen zunehmenden Relevanz nach energiesparenden 
Systemen, wurde zudem ein Energieverbrauchsmodell in das Simulationswerkzeug integriert und als 
Belohnungsfunktion evaluiert. Das Energiemodell berücksichtigt die Datenblätter des Roboters, der 
Motoren, Leerlaufverbräuche. Zudem wird das zusätzliche Kippmoment im Falle eines gegriffenen 
Werkstückes mitberücksichtigt. Eine beispielhafte Darstellung die mit Energiemodellen angereicherte 
Belohnung in einem Trainingsdurchlaufes ist in Abbildung 26 dargestellt. 
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Abbildung 26 - Grafik der vom Agenten in jeder Episode akkumulierten Belohnung. Die Daten stammen von den Durchläufen, 
die die Trainingssessions vollständig abgeschlossen haben. 

Steuerungsprogrammierung 

Zur Integration einer realitätsnahen Steuerungsausführung des Agenten wird das Virtuos-Modell und 
mit einem virtuellen NC-Kernel zur Ausführung von NC-Programmen erweitert. NC-Programme 
werden in der üblichen Text- und Dateistruktur geschrieben und gelesen. Die allgemeine Idee ist, dass 
das der Agent innerhalb seines Aktionsraumes als Programm eine NC-Datei an einen festgelegten Pfad 
schreibt, dann das Simulationswerkzeug dazu veranlasst, das Programm zu lesen und auszuführen. 
Anschließend wartet der Agent, bis im Simulationswerkzeug die Ausführung des Programmes 
abgeschlossen ist. Wenn das Simulationswerkzeug fertig ist, schreibt der Agent eine nächste Aktion 
(neue NC-Datei), die wiederum vom Simulationswerkzeug ISG-virtuos ausgeführt wird, und der Zyklus 
wiederholt sich. 

 

Abbildung 27 - Architektur Übersicht zur Integration eines NC Agentens. 
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Abbildung 28 - Architektur Details zur Integration eines NC Agenten. 

 

ISG 

In diesem Arbeitspaket wird der industrielle Einsatz der automatischen Steuerungsprogrammierung 
durch einen Reinforcement Learning Agenten erforscht. Die Schwierigkeit ergibt sich aus der Vielzahl 
der eingesetzten Steuerungen sowie dem teilweise herstellerabhängigen Steuerungscode. In diesem 
Arbeitspaket wird daher zunächst ein System für den ISG-kernel erforscht, welcher in der Beckhoff-
Steuerung TwinCAT CNC, der CNC Fagor Steuerung und der KUKA KR C4 Steuerung eingesetzt wird. In 
diesem Fall wird keine Übersetzung benötigt, der Agent agiert direkt auf der Steuerung mit realem 
Steuerungscode. 

Im Projektverlauf wurde eine Schnittstelle zum ISG-kernel und zu ISG-virtuos entwickelt. ISG-virtuos 
kann somit direkt CNC-Code abfahren, was es ermöglicht, ohne zusätzlich zwischengeschaltete 
Steuerung den Agenten CNC-Code generieren zu lassen. Dieser wiederum wird von ISG-virtuos 
abgefahren und die Messdaten an den Agenten zurückspielt. Dank eingebauter Teach-Funktionalität 
kann weiterhin schnell und einfach per Hand ein Start-CNC-Code generiert werden, der als Basis für 
den Lern-Algorithmus genutzt werden kann. 

Darüber hinaus können In ISG-virtuos geteachte Punkte direkt in ISG-virtuos in komplexe 
Ablaufprogramme eingebunden werden. Diese enthalten PTP oder LIN-Bewegungen sowie 
überschleifen und Offsets, Abzweigungen sowie verschieden Schleifen. Das Roboterprogramm kann 
auf alle Signale des Blockschaltbildes zugreifen und damit Greifer bedienen oder auf Sensorwerte 
reagieren. Die so erstellten Programme liegen dann als G-Code vor. G-Code kann auch extern geladen 
und abgefahren werden. So kann die KI G-Code erzeugen und direkt dem Robotercontroller in ISG-
Virtuos übergeben. Im Rahmen des Projekts kann über die Remote-Schnittstelle die KI aber auch auf 
geteachte Punkte in Virtuos zugreifen und diese verschieben und dann die Erzeugung des G-Codes 
wieder dem eingebauten Robotercontroller überlassen. 

In Folgenden wurde der 3D-Modellierer aus AP 3 erweitert, um intuitiv z. B. zusätzliche Sensoren für 
die Belohnungsfunktion oder Hindernisse für die Wegplanung integrieren zu können. 

Im Berichtszeitraum 2023 neu entwickelte Funktionalitäten erleichtern das Ausrichten an CAD 
(Abbildung 29). Position, Orientierung und Dimensionen können schnell und einfach an CAD-Kanten, 
Ecken oder Oberflächen ausgerichtet (snapping) werden (Abbildung 30). 
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Abbildung 29 - Definition zusätzlicher Hindernisse und Sperrzonen, die die KI erkennt und in der Roboterbewegung meidet. 

 

Abbildung 30 - Beispielhafte Darstellung für snapping. 

 

ITE 

Notwendig für die Entscheidungen des Reinforcement Learning Agenten sind der Umgebungszustand 
und die Belohnungssignale. Der Agent wählt basierend hierauf eine Aktion aus einer vordefinierten 
Menge an Aktionen aus. Diese Steuerungsaktionen beeinflussen schließlich wieder den 
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Umgebungszustand. In diesem Arbeitspaket wurde grundlegend die Kommunikation des Agenten mit 
der Steuerung untersucht. 

Im weiteren Projektverlauf wurden Schnittstellen zur sicheren Kommunikation zwischen Agenten und 
Steuerung entwickelt, auf denen die folgenden Arbeitspakete aufbauen. 

Ferner wurde der industrielle Einsatz der automatischen Steuerungsprogrammierung durch einen 
Reinforcement Learning Agenten erforscht. Im Projekt wurde dies erfolgreich umgesetzt. Die Aktionen 
des Agenten werden als G-Code beschrieben. Dieser G-Code enthält die Anweisungen zur Steuerung 
des Roboters und wird von der SB3-Umgebung geschrieben. Darüber hinaus übernimmt die 
Kommunikationsschnittstelle eine Kernfunktion, nämlich die Anweisung an einen virtuellen NC-Kernel, 
diesen G-Code auszuführen. 

Im Berichtszeitraum 2023 wurde die Verwendung von PPO statt DQN untersucht, um absolute, statt 
relative Achsbewegungen durchzuführen. Dabei haben wir festgestellt, dass dies keinen erkennbaren 
Effekt auf die Belohnungsfunktion erzielte. 

Ferner wurden Untersuchungen zum Überechtzeittraining ("simulate as fast as possible") in ISG-virtuos 
durchgeführt, bei denen zum Zeitpunkt der Durchführung Herausforderungen aufgetreten sind, die 
durch ISG gelöst werden. 

Für andere Steuerungen wurde eine eigene Schnittstellenlösung entwickelt. Hierfür wurde das 
Konzept zur „schlüsselwortgetriebenen Programmierung" aus der Softwaretechnik verwendet um eine 
schlüsselwortbasierte Bibliothek für die CNC Programmierung zu entwickeln. Diese erlaubt es dem 
Agenten, auf einer abstrakten Ebene Schlüsselwörter als Aktionen auszuwählen (z. B. Schlüsselwort 
MoveWithVelocity- „Bewege NC-Achse mit Geschwindigkeit X nach A") welche wiederum durch die 
Schnittstelle in vordefinierte aneinandergereihte Steuerungsbefehle (z. B. G-Code: GOO ... F „,X") 
übersetzt werden. 

Im Berichtszeitraum 2023 wurde auf Basis der Abstraktion von Hyper- und Trainingsparametern eine 
erste Version der schlüsselwortbasierten Kopplung zu anderen Steuerungen entwickelt. Der Agent 
generiert dabei für andere Steuerung anderen NC-Code, wobei die abstrakte Aktion zum Schlüsselwort 
korrespondiert. Diese Methodik wurde in ersten Szenarien getestet und bis Projektende erfolgreich 
abgeschlossen. 

Die entwickelte Belohnungsfunktion (vgl. AP 2.4) bestimmt indirekt die Wichtigkeit verschiedener 
Parameter in der Bewertungsfunktion des Reinforcement Learning. Einige Teile der 
Belohnungsfunktionen können generalisiert und allgemein innerhalb einer Bibliothek festgehalten 
werden. So sind Kollisionen für jeden Anwendungsfall unerwünscht und tragen somit eine hohe 
„Strafe". Andere Parameter wie die benötigte Zeit, die Werkzeug- oder Achsbelastung können jedoch 
je nach Auftrag unterschiedlich stark gewichtet werden. Innerhalb der Anforderungen sind Kriterien 
für Abnahmetests und zur Überprüfung der Qualität der Produkte enthalten. Diese könnten je nach 
Datengrundlage teilweise direkt als Belohnungsfunktion übersetzt werden. 

Darüber hinaus wurden neben der Kollision Erweiterungen auf zusätzliche NC-Aktionen, wie z. B. das 
Greifen eines Objektes entwickelt und verifiziert sowie die Implementierung hierarchischer 
Belohnungsfunktionen untersucht. Der Ansatz hierarchischer Belohnungsfunktionen soll im 
kommenden Berichtszeitraum weiterverfolgt werden, um Teilaufgaben in der richtigen Reihenfolge 
auszuführen. 

Für alle nicht direkt generierbaren Zielgrößen wurde eine geeignete Bibliothek entwickelt, um dem 
Entwickler eine möglichst einfache Entwicklung der Belohnungsfunktion zu ermöglichen. (Reward 
shaping) Auch geometrische Bedingungen wurden im Projekt zur einfachen Integration in der 3D 
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Umgebung realisiert (z. B. die Zielposition eines Werkstückes, oder der Aufbau eines montierten 
Systems anhand von CAD-Baugruppen). 

Als Anwendungsfall wurde hier das Greifen eines Objektes untersucht. Die Vision lag darin, dass ein 
Roboter aus seiner Ausgangsstellung heraus zu einem Objekt fährt, dieses greift und zu einer 
Zielposition fährt und ablegt. Die Herausforderung lag darin, dass wichtige Bedingungen, die wie 
Kollisionsvermeidung in einem zunächst statischen Raum oder das stabile Absetzen des Objektes, 
eingehalten werden. 

Ferner wurde ein Testkonzept mit steigenden Schwierigkeitsgraden anhand praxisrelevanter Aufgaben 
entwickelt, um die Leistungsfähigkeit der Belohnungsfunktionen zu erforschen: 

• Der Roboter hält das Objekt während der Bewegung einigermaßen gerade (Vorstellung: Das 

Objekt ist ein Behälter mit einer Flüssigkeit, die nicht ausgekippt werden soll). 

• Die Zielposition befindet sich auf einer anderen Höhe als die Ausgangsposition. 

• Es gibt ein Hindernis zwischen initialer Position des Objekts und Zielposition. 

• Es gibt zusätzliche Hindernisse, die das Greifen des Objekts erschweren. 

Die KI-Steuerung wurde auf Basis von Graph Neural Networks (GNN) umgesetzt (Abbildung 31). Diese 
Methodik ist vor allem für die Abbildung von Aufgaben und Abläufen geeignet, die sich durch Graphen 
modellieren lassen. Hierzu wurden hierarchische Prozesse und Abläufe, bei denen Aktionen in 
bestimmter Reihenfolge durch Graphen dargestellt sowie die Belohnungsfunktion durch Graphen 
modelliert, um verschiedene Aktionen zu koordinieren. Die Darstellung wichtiger Arbeitspositionen 
erfolgt in der Simulation durch Knoten und Wege durch Kanten und deren graphischer Modellierung 
des Roboter-Arbeitsraumes innerhalb des neuronalen Netzes. 

 

Abbildung 31 - Programmablauf auf Basis von GNN. 

Die Evaluation von Lernverhalten und -ergebnis eines industriellen Roboters in einer simulierten 
Reinforcement Learning Umgebung erfolgte durch die verschiedenen Parametrierungen der 
Belohnungsfunktion anhand Lernkurve und anderer Metriken. In der Untersuchung haben wir 
herausgefunden, dass die statistische Beurteilung grundsätzlich möglich ist, allerdings manche 
Parametrierungen statistisch signifikant bessere Ergebnisse als andere liefern. 
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Zur Realisierung der semi-automatischen Generierung von Belohnungsfunktion werden im Folgenden 
verschiedene Parametrierungen der Belohnungsfunktion untersucht, um die am besten bewertete 
Parametrierung zur automatisiert auswerten einzusetzen. 

 

AP 5: INTEGRATION GESAMTSYSTEM, LABOR- UND FELDVERSUCHE 
 

ISW 

Der Projektdemonstrator, eine Lernumgebung der Stäubli Roboterzelle der ISG, wurde in 
Zusammenarbeit der Projektpartner zu einer lernfähigen Forschungs- und Entwicklungsplattform 
erweitert. Dazu gehören die Integration von Kollisionsgeometrien und Abstandssensorik für die 
Rewardfunktion, die in enger Zusammenarbeit aller Projektpartner entwickelt wurden, die Definition 
verschiedener Lernprobleme sowie das Lernen der Steuerung mit unterschiedlichen 
Belohnungsfunktionen. 

 

 

Abbildung 32 - Demonstrator Anwendungsfall – Einfädel-/Ausfädel-Problemstellung. 

Zur Demonstration der entwickelten Lernumgebung und den zugehörigen Applikationen ist ein 
Demonstrator Aufbau zusammengestellt worden welcher am ISW ausgestellt wird und ggfs. auf 
internen und externen Messen präsentiert wird. Auf dem Demonstrator ist der Anwendungsfall der 
Roboterzelle, eine Oberfläche (siehe Abbildung 34) und eine Projektvorstellung in Form einer 
Präsentation dargestellt. In der Oberfläche wird der Lernfortschritt dargestellt, der Fokus ist jedoch die 
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Darstellung des innerhalb der Episode angewendeten Steuerungsprogrammes in NC Code. Der 
gelernte Code kann dann direkt auf den realen Demonstrator übertragen werden. 

 

Abbildung 33 - Demonstrator "Turm". 

 

Abbildung 34 - Demonstrator Oberfläche - links Lernverlauf anhand der Belohnungen, rechts aktuell angewendetes NC 
Gesamtprogramm. 

 

ISG 

Nach Erforschung der Teilziele wurde im Folgenden mit der Erforschung eines einsatzfähige KI-
Steuerungs-Gesamtsystem begonnen. Hierzu wurden noch einmal alle Anforderungen geprüft und 
z. T. überarbeitet (welche Schnittstellen eine Echtzeitfähigkeit benötigen, welche Hardware 
typischerweise vorhanden ist, welche Engineering-Simulationsmodelle vorliegen etc.). In einem 
weiteren Schritt wurde eine Modellierung erforscht. Ein besonderer Schwerpunkt lag dabei auf einer 
möglichst hohen Usability. 

Abschließend wurden erste Labormuster bzw. Demonstratoren erforscht und die Teilergebnisse der 
Projektpartner integriert (Abbildung 35). 
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Abbildung 35 - Bild der realen Roboterstation auf der Arena 2036 deren Digitaler Zwilling als Demonstrator genutzt wird. 

 

ITE 

Die Ergebnisse der Laborversuche anhand praxisrelevanter Testszenarien wurden in AP 4 dargestellt, 
auf deren Grundlage die Algorithmik optimiert wurde. Dieser Schritt ist vor allem notwendig, um die 
korrekte Ausführung der Steuerungslogik und das Training sicherzustellen. 

Zur Durchführung von Feldversuchen wurden Teile der in KI-Steuerung erarbeiteten Ergebnisse in 
Form von Use-Case-Studies an realen Aufträgen untersucht und auf diese entwickelt. 

Hierzu wurden verschiedener Ansätze zur Erweiterung unseren Produkt-Portfolios im Bereich KI-
Steuerung / Reinforcement Learning erforscht. Konkrete Ansätze sind: 

• "Building Block KI-Steuerung": Kapselung der KI-Steuerung-Funktionalität in 
endanwendertauglicher Applikation im Rahmen der iTE SI Building Blocks 

• Werkzeuge für RL-Entwickler und Domänenexperten, um RL-Projekte schneller/einfacher 
umzusetzen 

• Framework für schnellere Entwicklung von RL-Anwendungen 

Ferner wurden Ansätze entwickelt, um die Steuerungsprogrammierung mit KI für Zielkunden greifbar 
und die Einstiegshürde niedriger und Risiken transparent zu machen und potenziell einen geregelten 
Entwicklungsprozess anbieten zu können. Vor allem die wiederholte Konsolidierung neuer 
Erfahrungen im Umgang mit RL-Systemen und Gegenüberstellung der Interessen/Erwartungen von 
Zielkunden, wie ein RL-System funktionieren soll, wurden durchgeführt. 
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4 ERGEBNISSE 

Im Verlauf des Projekts wurden in den verschiedenen Arbeitspaketen erhebliche Fortschritte erzielt. 
Dabei lag der Fokus auf der Einrichtung einer partnerübergreifenden Infrastruktur, der Definition von 
Use Cases, der Erforschung von Reinforcement Learning (RL) sowie der Entwicklung eines digitalen KI-
Zwillings. Diese Arbeiten verliefen größtenteils planmäßig, jedoch gab es auch kleinere Abweichungen 
und Anpassungen, um den spezifischen Anforderungen und Herausforderungen des Projekts gerecht 
zu werden. Die wichtigsten Ergebnisse sind im Folgenden nochmals zusammengefasst: 

Schaffung Ausgangssituation 

• Auswahl der nachzubildenden Systeme: Nach umfangreichen Diskussionen im Konsortium 
wurde eine Roboterzelle mit mehreren Robotern als Use Case festgelegt. Diese bietet 
Flexibilität, verschiedene Steuerungsarten und eine skalierbare Komplexität. 
 

Erforschung von Reinforcement Learning 

• Standardisierte Lernumgebung: Eine Lernumgebung wurde in ein TwinStore-Paket überführt 
und umfasst Wrapperklassen, Dokumentation und Beispielmodelle. 

• Projektdemonstrator: Eine Roboterzelle wurde zur Forschungsplattform erweitert, inklusive 
Kollisionsgeometrien und Abstandssensorik für die Rewardfunction. 

• Lernstrategien: Verschiedene Lernstrategien wurden zur Beschleunigung des Lernens 
untersucht und Kommunikationsprobleme gelöst. 
 

Erforschung der Belohnungsfunktion 

• Erarbeitung einer fundierten Übersicht zur Klassifizierung verschiedener Zieldimensionen und 
experimentelle Validierung. 
 

Erforschung des digitalen KI-Zwillings  

• Agentenkonzept: Ein aufgeteiltes Agentenkonzept wurde erarbeitet, um paralleles Training zu 
ermöglichen. Dies beinhaltet die Implementierung eines Echtzeitagenten in TwinCAT und die 
Möglichkeit des parallelen und echtzeitfähigen Lernens. 

• Frameworks und Bibliotheken: Verschiedene Frameworks wurden analysiert und RLlib von Ray 
als geeignetes Framework ausgewählt. 
 

5 WICHTIGSTE POSITIONEN DES ZAHLENMÄßIGEN NACHWEISES 

ISG: Entsprechend der Planung sind nur Personalkosten angefallen. Diese Position wurde geringfügig 
überbucht. 

ITE: Entsprechend der Planung sind nur Personalkosten angefallen. Es wurden geringfügig geringere 
Kosten abgerufen. Der Verzug ist vor allem auf den späteren Beginn der Projektbearbeitung 
zurückzuführen. 

ISW: Entgegen der Planung wurden in allen Bereichen geringere Ausgaben getätigt. Dies lag teilweise 
daran, dass das Vorhaben erst verspätet bearbeitet wurde und zu wenig geeignetes studentisches 
Personal zur Verfügung stand. Pandemiebedingt wurden auch weniger Reisemittel benötigt. 
Investitionsmittel wurden nicht vollständig ausgegeben, da die geplante Hardware zu einem 
geringeren Preis beschafft werden konnte. 
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6 NOTWENDIGKEIT UND ANGEMESSENHEIT DER GELEISTETEN PROJEKTARBEITEN 

Die im Vorhaben durchgeführte Entwicklung bietet großes Potenzial, war aber auch mit erheblichen 
Kosten und Risiken verbunden. Das Projekt erforderte Ressourcen, die weit über die Kapazitäten der 
KMU ISG und ITE hinausgehen. Daher konnte das Projekt nicht ohne externe finanzielle Unterstützung 
durchgeführt werden. Durch die in Kapitel 2 dargestellten Ergebnisse haben ISG und ITE neue 
Alleinstellungsmerkmale erzielt, durch die zukünftig die Wettbewerbsposition der Unternehmen 
gesteigert werden kann. 

 

7 VORAUSSICHTLICHER NUTZEN / VERWENDBARKEIT DER ERGEBNISSE 

Ziel des Projektes war die Entwicklung einer neuartigen, automatisierten Steuerungsprogrammierung 
mithilfe von Maschinellem Lernen: KI-Steuerung. Die Idee bestand darin, erstmals die VIBN-
Simulationsumgebung zur automatischen Steuerungsentwicklung und Optimierung zu verwenden. 
Dadurch wird der Software-Entwicklungsprozess massiv verkürzt und die Investitionskosten für ein 
Umstellen auf eine Produktvariante deutlich reduziert. 

Das KMU-Unternehmen ISG wird die daraus entwickelte Software zur automatisierten 
Steuerungsprogrammierung mit der Softwarelösung ISG-virtuos über seine bestehenden 
Vertriebskanäle vermarkten. ISG verfügt mit der bestehenden Hardware- und Software-in-the-Loop-
Simulation ISG-virtuos bereits heute über etablierte Vertriebskanäle und einen ausgezeichneten 
Zugang zu den relevanten Marktsegmenten.  

Das KMU-Unternehmen ITE wird die entwickelten Algorithmen im Bereich des Reinforcement 
Learnings und Belohnungsfunktionen als erweiterten Umfang seines Dienstleistungsumfangs 
vermarkten. Zielkunden sind dabei Betreiber von komplexen CNC-Maschinen und -Anlagen, bei denen 
oftmals die Steuerungsprogrammierung einen großen Kostenblock darstellt. Die domänenspezifische 
Übertragung der Ergebnisse auf die Umgebung der Kunden bzw. Neukunden ist dabei abhängig von 
der Technologie/Kinematik der Maschinen: (z. B. Zerspanung, Umformtechnik, Holz-
/Steinbearbeitung). Ein weiterer möglicher Vermarktungsweg ist die Entwicklung von 
Steuerungsmodulen, sodass bspw. die Steuerungsprogrammierung für den nächsten Tag selbstständig 
generiert werden kann. Auch hier sind die Kunden die Betreiber der Maschinen und Anlagen. 

Darüber hinaus eignen sich die im Projekt entwickelten Ergebnisse jedoch auch für Messen aber auch 
Universitäten oder Fachverbände.  

Die konkreten wirtschaftlichen und wissenschaftlichen Verwertungsperspektiven sowie 
Anschlussfähigkeit der einzelnen Partner des Vorhabens sind im Erfolgskontrollbericht dargestellt. 

 

8 WÄHREND DER DURCHFÜHRUNG DES VORHABENS BEKANNT GEWORDENER 
FORTSCHRITT BEI ANDEREN STELLEN 

 

Während der Durchführung des Vorhabens ist kein Fortschritt bekannt geworden, der die erzielten 
Ergebnisse übertrifft. 
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9 VERÖFFENTLICHUNG DER ERGEBNISSE 

 

Im Rahmen des Projektes ist folgende Veröffentlichungen entstanden: 

F. Jaensch, L. Klingel, A. Verl: “Virtual Commissioning Simulation as OpenAI Gym - A Reinforcement 
Learning Environment for Control Systems” (2022), Intern. Conference on AI for Industries, doi: 
10.1109/AI4I54798.2022.00023 
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