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Teil I

Kurze Darstellung
1 Aufgabenstellung
Der Lehrstuhl für Mechatronik an der Universität Augsburg spezialisiert sich auf
die Entwicklung und Anwendung innovativer Methoden, die physikalisches Ver-
ständnis mit KI-Technologien verknüpfen. Obwohl heutzutage ein großer Durch-
bruch in der KI erfolgt ist, gibt es noch viele Herausforderungen bei der direkten
Anwendung von KI in der Automobilindustrie. Der Lehrstuhl für Mechatronik
als Methodenentwickler (AP4) hat im Rahmen des Projekts folgende Hauptauf-
gaben zu erfüllen:

• Entwicklung und Evaluierung von KI-Methoden zur Beschleunigung der
Simulation großer komplexer Modelle unter Berücksichtigung der physika-
lischen Erklärbarkeit und der praktischen Bedingungen, insbesondere für
den Anwendungsfall Simulation des thermischen Modells von Fahrzeugka-
binen.

• Entwicklung und Evaluierung von KI-Methoden zur Verbesserung der
Schätzgenauigkeit bei gleichzeitiger Gewährleistung der Effizienz, Robust-
heit und Zuverlässigkeit, insbesondere für den Anwendungsfall Paramete-
ridentifikation von MEMS in End-of-line Test.

Basierend darauf sind die folgenden Nebenaufgaben ebenfalls als wichtige
Deliverables zu betrachten:

• Teilnahme an dem Projektmanagement und der Leitung von AP4, Unter-
stützung anderer Projektpartner mit Methoden und Austausch von Fach-
wissen und Erfahrungen über KI.

• Vergleich der neuen Ansätze mit aktuellen State-of-the-Art-Methoden.

• Implementierung von modularisierten und wiederverwendbaren OpenSour-
ce Softwarepaketen.

• Veröffentlichung der Methoden und Ergebnisse in wissenschaftlichen Fach-
zeitschriften oder auf Konferenzen.

• Entwicklung der Datenqualitätskriterien (AP3.3) und dem Methodenaus-
wahlverfahren (AP3.5).

2 Voraussetzungen
Daten sind eine entscheidende Grundlage für die Entwicklung und Anwendung
von KI-Methoden. Für das Training neuronaler Netze müssen qualitativ hoch-
wertige und gut dokumentierte Datensätze bereitgestellt werden. Zudem sind
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umfangreiche Datensätze sowie Simulationsmodelle zur kontinuierlichen Daten-
generierung essenziell, um die Modelle weiter zu verbessern und in verschiedenen
Szenarien zu validieren. Darüber hinaus ist eine ausreichende Rechenleistung
erforderlich, beispielsweise durch den Einsatz von CUDA-kompatiblen GPU-
Servern.

Auch die Einstellung von kompetenten wissenschaftlichen Mitarbeitern ist
für die Durchführung der Aufgaben sehr entscheidend. Die Mitarbeiter sollten
über fundierte Kenntnisse in KI und Physik verfügen sowie in der Lage sein,
Methoden mit KI-Frameworks in Programmiersprachen wie Python oder Julia
zu implementieren.

Zusätzlich ist eine enge Zusammenarbeit mit anderen Projektpartnern erfor-
derlich. Dabei geht es einerseits um die interdisziplinäre Zusammenarbeit mit
Industriepartnern zur Validierung von KI-Methoden in realen Anwendungsfäl-
len, andererseits um den wissenschaftlichen Austausch, die Publikationen und
die Teilnahme an Konferenzen. Außerdem trägt ein strukturiertes Projektma-
nagement zum Erfolg des Projekts bei, indem die digitale Infrastruktur gepflegt
wird, der aktuelle Stand mit anderen Partnern synchronisiert wird, und die
Ergebnisse flexibel und pünktlich weitergegeben werden.

3 Planung und Ablauf des Vorhabens
Tabelle 1 gibt einen Überblick über den zeitlichen Ablauf des Projekts und stellt
die einzelnen Schritte in chronologischer Reihenfolge dar.

4 Wissenschaftlicher und technischer Stand

4.1 Bekannte Konstruktionen, Verfahren und Schutzrech-
te

Die von Julia Computing (TM) vorgestellten Arbeiten in Richtung der auf dem
Open Source Projekt ModelingToolkit.jl basierenden kommerziellen Simulati-
onsumgebung JuliaSim bestätigen das große Potenzial der im Rahmen von PHy-
MoS verfolgten hybriden Ansätze. Die von der Universität Augsburg verfolgten
Ansätze sind momentan nicht in JuliaSim verfügbar.

4.2 Verwendeten Fachliteratur, Informations- und Doku-
mentationsdienste

Literatur
[1] Ranjan Anantharaman u. a. Accelerating Simulation of Stiff Nonlinear Sys-

tems using Continuous-Time Echo State Networks. 2021. arXiv: 2010 .
04004 [cs.LG]. url: https://arxiv.org/abs/2010.04004.
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Tabelle 1: Plannung und Ablauf
Zeitraum Aufgaben
01.03.2021 - 30.06.2021 Einarbeitung in Anwendungsszenarien und

Testfälle (AP2), Recherche von Methoden (AP4)
01.07.2021 - 31.12.2021 Evaluierung recherchierter Methoden zur

Übereinstimmung mit den Anwendungsfällen
01.01.2022 - 30.06.2022 Implementierung der Methoden MeshGraphNets

und BayesFlow, Veröffentlichung (AP4)
01.07.2022 - 31.12.2022 Verbesserung und Erweiterung der Methoden

MeshGraphNets und BayesFlow, Einsetzung in
verschiedenen Anwendungen, Veröffentlichung
(AP4)

01.01.2023 - 30.06.2023 Entwicklung eines Methodenauswahlverfahrens
(AP3), Verbesserung und Erweiterung der
Methoden MeshGraphNets und BayesFlow,
Veröffentlichung (AP4)

01.07.2023 - 31.12.2023 Ausarbeitung des Methodenauswahlverfahrens
(AP3), Weiterentwicklung der Methoden
MeshGraphNets und BayesFlow,
Veröffentlichung (AP4)

01.01.2024 - 30.06.2024 Definieren einer Benchmark für den Vergleich
der Methoden (AP3), Weiterentwicklung der
Methoden MeshGraphNets und BayesFlow,
Veröffentlichung (AP4)
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[2] Tobias Pfaff u. a. Learning Mesh-Based Simulation with Graph Networks.
2021. arXiv: 2010.03409 [cs.LG]. url: https://arxiv.org/abs/2010.
03409.

[3] Stefan T. Radev u. a. BayesFlow: Learning complex stochastic models with
invertible neural networks. 2020. arXiv: 2003.06281 [stat.ML]. url: https:
//arxiv.org/abs/2003.06281.

5 Zusammenarbeit mit anderen Stellen
In Bezug auf die Methode BayesFlow hat die Universität Augsburg in Zu-
sammenarbeit mit Dr. Stefan Radev die Methode hinsichtlich Robustheit und
Overfitting-Probleme verbessert. In Kooperation mit der Universität Leoben
wurde BayesFlow zur Materialerkennung auf der Basis von Hyperspektralbil-
dern von Materialien in der Abfallwirtschaft angewandt.

Bei der Entwicklung und Evaluierung der MeshGraphNets arbeitete die Uni-
versität Augsburg mit WashTec Cleaning Technology GmbH zur Beschleunigung
der Fluidsimulation von der Autowaschanlage.

6

https://arxiv.org/abs/2010.03409
https://arxiv.org/abs/2010.03409
https://arxiv.org/abs/2010.03409
https://arxiv.org/abs/2003.06281
https://arxiv.org/abs/2003.06281
https://arxiv.org/abs/2003.06281


Teil II

Eingehende Darstellung
6 Verwendung der Zuwendung und des erzielten

Ergebnisses
Die Zuwendung wurde sinnvoll für Hardware, Personal und Dienstreisen ver-
wendet. Die leistungsstarken Computer verbessern die Effizienz und Produk-
tivität erheblich und ermöglichen ein schnelles Training neuronaler Netze und
die Verarbeitung von Daten. Zwei eingestellte Mitarbeiter haben erheblich zur
Erreichung der Meilensteine beigetragen und durch ihre Teamarbeit eine er-
folgreiche Zusammenarbeit mit anderen Projektpartnern ermöglicht. Außerdem
ermöglichten die Reisekosten für nationale Projekttreffen und die Teilnahme an
Konferenzen, dass die Forschungsergebnisse präsentiert und mit anderen aus-
getauscht werden konnten und neue Kooperationsmöglichkeiten mit anderen
aufgebaut werden konnten.

7 Zahlenmäßige Nachweise
Die Tabelle 2 gibt einen Überblick über zahlenmäßige Nachweise von der Ver-
wendung der Zuwendung.

Tabelle 2: Verwendung der Zuwendung
Thema Beschreibung Summe
Hardware zwei NVIDIA A30 Tensor-Core GPUs 12k €
Personal zwei wissenschaftliche Mitarbeiter 400k €
Dienstreisen Teilnahme an nationalen Treffen mit anderen

Projektpartnern (jedes Halbjahr); Teilnahme an
Konferenzen (AIM 2023, JuliaCon 2024,
ECCOMAS 2024)

17k €

8 Notwendigkeit und Angemessenheit der geleis-
teten Arbeit

Die Mittel wurden sorgfältig eingesetzt, und die Arbeiten wurden sowohl gezielt
als auch effizient durchgeführt, um die Projektziele bestmöglich zu erreichen.
Die Hardware wurde hinsichtlich des Preis-Leistungs-Verhältnisses ausgewählt
und stark ausgelastet während des Projekts. Die Methoden konnten aufgrund
des Rechenaufwands und des Speicherplatzbedarfs der Datensätze nicht ohne

7



diese Hardware entwickelt und evaluiert werden. Beide Mitarbeiter sind quali-
fiziert und zeichnen sich in verschiedenen Bereichen aus, sodass sie für unter-
schiedliche Aufgaben geeignet sind und gut im Team arbeiten können. Durch
den Austausch mit anderen Projektpartnern und Forschern auf der ganzen Welt
wurde auch die eigene Forschung inspiriert und bereichert. Davon profitierte die
Weiterentwicklung der Methoden und die Verbesserung der Ergebnisse.

9 Voraussichtlichen Nutzen
Die Methoden BayesFlow und MeshGraphNets wurden erforscht und weiterent-
wickelt. Die Methode BayesFlow wurde angepasst und für die Anwendungsfälle
End-of-Line-Test von MEMS und die Kalibrierung des thermischen Modells von
Fahrzeugkabinen untersucht. Die Methode MeshGraphNets wurde im Anwen-
dungsfall des hydraulischen Bremssystems und der Simulation des thermischen
Modells von Fahrzeugkabinen angewandt. Die Softwareimplementierungen wur-
den an die Partner übergeben. Für die Methode der MeshGraphNets wurde
zudem eine Open-Source Bibliothek für die Programmiersprache Julia zur Verfü-
gung gestellt, welches inzwischen Nutzer außerhalb des Projekts, beispielsweise
von der TU Delft hat.

Die Industriepartner Bosch und XRG Simulation können von der Integration
der entwickelten Methoden in ihren Prozessen profitieren und somit Effizienz-
und Qualitätsverbesserungen sowie mögliche Kostenreduzierung erzielen. Dar-
über hinaus wurde durch die enge Zusammenarbeit mit Industriepartnern si-
chergestellt, dass die entwickelten Lösungen an die realen Anforderungen an-
gepasst sind und zügig in produktive Systeme übertragen werden können. Für
die wissenschaftliche Gemeinschaft bereichern die entwickelten Methoden das
Forschungsgebiet der Kombination zwischen klassischen und datengesteuerten
Methoden. Die Forschung bietet auch praktische Erfahrungen für die weiterfüh-
renden Studien. Zudem wurden die Ergebnisse veröffentlicht und auf Konferen-
zen präsentiert, um den Austausch und die Weiterentwicklung im Bereich der
industriellen KI-Nutzung zu fördern.

10 Fortschritts bei anderen Stellen
BayesFlow wird kontinuierlich vom Autor gepflegt und von Nutzern aus aller
Welt weiterentwickelt. Nicht nur die Theorie wird von immer mehr Forschern
genutzt, sondern auch die Anwendungen werden in verschiedenen Bereichen,
z. B. in der Psychologie und Epidemiologie, verbreitet. In einem weiteren lau-
fenden Projekt OpenSCALING wird die Grundstruktur von BayesFlow für die
Identifizierung von Systemzuständen oder Inputs erweitert.

MeshGraphNets wurden für physikalische Simulationen in verschiedenen Be-
reichen eingesetzt und haben ihre Leistungsfähigkeit und Effizienz demonstriert.
Dabei wurde die Methode im Projekt hauptsächlich für die Simulation von
Fluiddynamik verwendet. Daran anknüpfend wurde der Anwendungsbereich er-
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weitert und im Rahmen von weiterführender Forschung und Projekten die An-
wendbarkeit in zusätzlichen Domänen der Medizin- und Energie-/Wärmetechnik
aktuell untersucht (siehe Kapitel 14.4).

11 Veröffentlichungen des Ergebnisses

11.1 Erfolgte Veröffentlichungen

Literatur
[1] Monika E. Heringhaus u. a. „Towards Reliable Parameter Extraction in

MEMS Final Module Testing Using Bayesian Inference“. In: Sensors 22.14
(2022). issn: 1424-8220. doi: 10.3390/s22145408.

[2] Julian Trommer und Lars Mikelsons. „MeshGraphNets as NeuralODE to
Simulate Physical Systems in Industrial Applications“. In: 9th European
Congress on Computational Methods in Applied Sciences and Engineering.
Lisboa, Portugal, Juni 2024.

[3] Julian Trommer und Lars Mikelsons. „MeshGraphNets.jl - Adaptation of
MeshGraphNets as NeuralODE“. In: JuliaCon. Eindhoven, Niederlande,
Juli 2024.

[4] Yi Zhang und Lars Mikelsons. „Sensitivity-guided iterative parameter iden-
tification and data generation with BayesFlow and PELS-VAE for model
calibration“. In: Advanced Modeling and Simulation in Engineering Sciences
10.9 (2023). issn: 2213-7467. doi: 10.1186/s40323-023-00246-y.

[5] Yi Zhang und Lars Mikelsons. „Solving Stochastic Inverse Problems with
Stochastic BayesFlow“. In: 2023 IEEE/ASME International Conference on
Advanced Intelligent Mechatronics (AIM). Juni 2023, S. 966–972. doi: 10.
1109/AIM46323.2023.10196190.

11.2 Geplante Veröffentlichungen

Literatur
[1] Julian Trommer und Lars Mikelsons. „Surrogate Modeling of the Human

Cardiovascular System using MeshGraphNets“. Universität Augsburg. 2025.
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Teil III

Erfolgskontrollbericht
12 Beitrag der Ergebnisse zu den förderpoliti-

schen Zielen
Ein im Vordergrund stehendes Ziel von PHyMoS bestand darin, mit der Ent-
wicklung von neuartigen Modellen durch hybride (daten- und physikbasierte)
Ansätze den Entwicklungsprozess von Fahrzeugen zu beschleunigen. Dafür hat
die Universität Augsburg innerhalb des Projektes mehrere aktuelle Methoden
adaptiert und auch neue Methoden entwickelt, welche durch beispielsweise das
Verkürzen der Simulationszeiten oder das Ersetzen von bisherigen Entwicklungs-
methoden mit schnelleren Verfahren Entwicklungszeiten und auch -kosten ver-
ringern. Diese wurden als Open-Source Software veröffentlicht und zur weiteren
Verwendung zur Verfügung gestellt.

13 Wissenschaftlich-technische Ergebnisse
Die von der Universität Augsburg gewählten Lösungsansätze zur Entwicklung
von hybriden Modellen bestanden zum einen aus der Integration von aktuellen
Methoden in den Kontext von neuronalen gewöhnlichen Differentialgleichungen,
genannt NeuralODEs, um sie für industrielle Anwendungen nutzbar zu machen.
Dabei wurde die Methode der MeshGraphNets in die Programmiersprache Julia
übersetzt und in ein eigenes Softwarepaket integriert. Dieses Paket wurde in-
nerhalb des Projekts genutzt, um den Anwendungsfall 6.6 des Kabinenmodells
zu bearbeiten und ein hybrides Modell zu erstellen. Dieses Surrogat erzielte bei
den Genauigkeitsvorgaben an die Vorhersage von Temperatur von ±1K einen
Beschleunigung der Simulationszeit um einen Faktor von ungefähr zehn.

Während die Grundmethode ursprünglich für große Datensätze entwickelt
wurde, zeigt der Anwendungsfall MEMS, dass BayesFlow auch in automobilen
Anwendungsfällen mit wenig Daten beeindruckende Ergebnisse erzielt. Bayes-
Flow erzielt präzisere Schätzungen als vergleichbare Architekturen, wie zum
Beispiel Bayesian Neural Networks. Während die Grundmethode sich jedoch
anfällig für Overfitting gezeigt hat, wurde dieses Verhalten durch eine Wei-
terentwicklung fast vollständig unterdrückt. In einem anderen Anwendungsfall,
der Kalibrierung des thermischen Modells einer Fahrzeugkabine, wurde gezeigt,
dass die Schätzgüte zudem von der Sensitivität der Parameter abhängt. Für
sehr sensitive Parameter liefert BayesFlow genaue Schätzungen, während Pa-
rameter mit geringer Sensitivität nicht geschätzt werden können. Daher wurde
ein iterativer Ansatz für die Kalibrierung großer Simulationsmodelle mit Hilfe
einer Sensitivitätsanalyse entwickelt.
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14 Fortschreibung des Verwertungsplans

14.1 Erfindungen/Schutzrechtsanmeldungen
Es wurden keine Erfindungen oder Schutzrechtsanmeldungen gemacht oder in
Anspruch genommen.

14.2 Wirtschaftliche Erfolgsaussichten nach Projektende
Die von den Toolherstellern vorgestellten Softwarelösungen bildeten während
des Projekts und nach Projektende die Möglichkeit, die von der Universität
Augsburg entwickelten Methoden zu integrieren. Zum einen wurden bereits Me-
thoden in die Tools integriert und sind nutzbar, zum anderen finden weitere
Arbeiten statt um die Ergebnisse der Arbeiten für die Nutzer zur Verfügung zu
stellen. Das Wissen über die Quantifizierung der Unsicherheit wird vom Projekt-
partner Bosch GmbH weitergeführt. Die automatische Sensitivitätsanalyse und
der Kalibrierungsansatz wurden in die Software von XRG Simulation GmbH
integriert. Sie können davon profitieren und Effizienz- und Qualitätsverbesse-
rungen sowie mögliche Kostenreduzierung erzielen.

14.3 Wissenschaftliche und/oder technische Erfolgsaussich-
ten nach Projektende

Im Anschluss an das Projekt wurden aufgrund der vielversprechenden Ergeb-
nisse der Methoden Bestrebungen in die Wege geleitet ein europaweites Dok-
torandennetzwerk zu gründen. Dabei kristallisierten sich vor allem die Mesh-
GraphNets als eine Methode der hybriden Modellbildung und Beschleunigung
von Simulationen heraus.

14.4 Wissenschaftliche und wirtschaftliche Anschlussfähig-
keit

Die Universität Augsburg baut auf den Methoden und Erkenntnissen des Pro-
jekts auf und entwickelt diese in mehrere Richtungen weiter. Die Anwendung
von MeshGraphNets in weiteren unterschiedlichen Domänen wird in aktuell lau-
fenden Arbeiten untersucht. Diese beinhalten innerhalb der Medizintechnik die
Modellierung des kardiovasuklären Systems des Menschen und innerhalb der
Energietechnik die Simulation von Energienetzen. Zudem wurde eine Einrei-
chung für die Teilnahme am Sony Research Award Program verfasst. Innerhalb
dieses Programms soll in Kooperation mit Sony aktuelle State-of-the-Art Me-
thoden der Echtzeit-Simulation von Flüssigkeiten in Filmen und Videospielen
verbessert werden. Die für den Antrag entwickelte Idee beinhaltet dabei die in
PHyMoS entstandene Implementierung von MeshGraphNets.

Die Grundidee von BayesFlow kann in vielen anderen Fällen angewandt wer-
den, in denen Unsicherheit berücksichtigt werden muss. Zum Beispiel kann sie als
Zustandsbeobachter eines stochastischen dynamischen Systems eingesetzt und
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zum Entwurf robuster Regler verwendet werden. Die Forschungen der Univer-
sität Augsburg bereichern die Anwendungsmöglichkeiten des probabilistischen
maschinellen Lernens, das aufgrund der starken Fähigkeit zur Dichteschätzung
und der damit ermöglichten Unsicherheitsquantifizierung ein weitaus größeres
Potenzial in industriellen Anwendungen hat.

14.5 Arbeiten, die zu keiner Lösung geführt haben
Keine.

14.6 Präsentationsmöglichkeiten für mögliche Nutzer - z.B.
Anwenderkonferenzen

Die Ergebnisse der Universität Augsburg wurden bereits auf mehreren Konfe-
renzen präsentiert. Auf der Konferenz 2023 wurde die Methode stochastischer
BayesFlow vorgestellt. Auf der JuliaCon 2024 wurde das Softwarepaket für Mes-
hGraphNets vorgestellt und auf der ECCOMAS Conference 2024 die Ergebnisse
des Anwendungsfalls des Kabinenmodells präsentiert.

14.7 Einhaltung der Ausgaben-/Kosten- und Zeitplanung
Die Zeit- und Kostenplanung wurde im Rahmen der kostenneutralen Verlänge-
rung eingehalten.
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18. Kurzfassung 

1. Derzeitiger Stand von Wissenschaft und Technik 

Traditionelle Methoden der Simulation und Modellierung können sehr zeit- und kostenaufwendig sein. Datengetriebene Methoden 
bieten eine Möglichkeit, den Prozess zu beschleunigen. Obwohl bei den KI-Technologien große Durchbrüche erzielt wurden, steht 
ihre direkte Anwendung im Automobilbereich immer noch vor den Problemen der Sicherheit, Zuverlässigkeit, Erklärbarkeit und 
Verständlichkeit. Neuronale gewöhnliche Differentialgleichungen (NeuralODEs) bringen einen bedeutenden Fortschritt auf dem 
Gebiet des maschinellen Lernens, indem sie die Lücke zwischen traditionellen neuronalen Netzen und der Modellierung von 
Differentialgleichungen schließen. Insbesondere für netzbasierte Simulationen haben sich MeshGraphNets als vielversprechende 
Methode herauskristallisiert. Für die Lösung inverser Probleme auf der anderen Seite wird die Bayes'sche Inferenz seit Jahrzehnten 
erforscht und eingesetzt. Die Kombination mit probabilistischen maschinellen Lernmethoden, beispielsweise in der Architektur 
BayesFlow, hat in den letzten Jahren großes Potential offenbart. 

2. Begründung/Zielsetzung der Untersuchung 

Die Universität Augsburg beschäftigt sich sowohl mit prädiktiven als auch mit inversen Modellen, um Proper Models generieren. 
Im Einzelnen sind die folgenden Ziele anvisiert: 
- Entwicklung und Evaluierung von KI-Methoden zur Beschleunigung der Simulation großer komplexer Modelle unter 
Berücksichtigung der physikalischen Erklärbarkeit und der praktischen Bedingungen. Insbesondere wird der Anwendungsfall der 
Simulation eines thermischen Modells einer Fahrzeugkabine betrachtet; 

- Entwicklung und Evaluierung von KI-Methoden zur Schätzung von Parametern aus Zeitreihen bei Gewährleistung der 
erforderlichen Effizienz, Robustheit und Zuverlässigkeit. Als Anwendungsfall wurde der End-of-line Test von MEMS-Sensoren 
betrachtet. 

3. Methode 

Universität Augsburg hat die Methoden BayesFlow und MeshGraphNets erforscht und weiterentwickelt. 

BayesFlow basiert auf einer Bayes'schen Inferenz mit Normalizing Flows. Ein Normalizing Flow lernt eine beliebige Verteilung auf 
der Grundlage einer Normalverteilung. Durch Verwendung einer speziellen Architektur ist diese Transformation invertierbar. Wird 
die Transformation mit Hilfe einer Systembeobachtung konditioniert, wird die Zielverteilung zur posterior Verteilung der 
entsprechenden Systemparameter. Bei der Systembeobachtung handelt es sich in der Regel um komplexe Zeitreihen. Daher sollte 
die Konditionierung vorab von einem weiteren neuronalen Netz verarbeitet werden. BayesFlow besteht daher aus ebendiesem 
Summary Network und einem Normalizing Flow. Das Summary Network basiert auf einem rekurrenten Neuronalen Netzwerk und 
wird eingesetzt, um die wichtigsten Informationen aus den Systembeobachtungen zu extrahieren. Der Normalizing Flow ist auf die 
Informationen konditioniert, die aus dem Summary Network extrahiert werden. Im Vorwärtsprozess wird der Normalizing Flow 
trainiert, um die Korrelation zwischen den Parametern und den extrahierten Informationen in einem latenten Raum abzubilden. Der 
Rückwärtsprozess generiert die geschätzte posterior Verteilung durch Sampling im latenten Raum. Die Zielfunktion im Training 
beschreibt die Kullback-Leibler-Divergenz zwischen der geschätzten posterior Verteilung und der Ground-Truth.    

Das Framework MeshGraphNets wurde als eine Methode des maschinellen Lernens von physikalischen Systemen, welche durch 
Graphstrukturen beschrieben werden können, eingeführt. Die zugrunde liegende Methodik basiert auf sogenannten Graph Neural 
Networks, welche die dynamischen Eigenschaften des Systems unter Berücksichtigung der graphbasierten Verknüpfungen erlernen 
und dadurch räumliche Zusammenhänge erfassen können. Im Rahmen des Projekts wurde die ursprüngliche Methode 
weiterentwickelt und in eine NeuralODE überführt. Das resultierende Framework bietet die folgenden Vorteile: 

- Neben dem Training auf Basis von Ableitungen kann das System zusätzlich mit numerischen Lösern trainiert werden. Hierdurch 
generalisiert die Methode deutlich besser, da lokale Minima vermieden werden. Gleichzeitig steigt die Genauigkeit der Prädiktion. 

- Bei der Auswertung des Systems kann auf das umfangreiche Spektrum an Lösern für gewöhnliche Differentialgleichungen 
zugegriffen werden. Dabei kann je nach Anforderungen ein geeigneter Löser gewählt werden. Für eine effiziente Simulation kann 
ein explizites Verfahren mit fester Schrittweite verwendet werden, während für eine höhere Genauigkeit implizite Verfahren mit 
adaptiver Schrittweitensteuerung zur Verfügung stehen. 

4. Ergebnis 

BayesFlow wurde für MEMS-End-of-Line-Tests verwendet. Während die Grundmethode ursprünglich für große Datensätze 
entwickelt wurde, zeigt der Anwendungsfall, dass BayesFlow auch in automobilen Anwendungsfällen mit wenig Daten 
beeindruckende Ergebnisse erzielt. BayesFlow erzielt präzisere Schätzungen als vergleichbare Architekturen, wie zum Beispiel 
Bayesian Neural Networks. Während die Grundmethode sich jedoch anfällig für Overfitting gezeigt hat, wurde dieses Verhalten 
durch eine Weiterentwicklung fast vollständig unterdrückt. In einem anderen Anwendungsfall, der Kalibrierung des thermischen 
Modells einer Fahrzeugkabine, wurde gezeigt, dass die Schätzgüte zudem von der Sensitivität der Parameter abhängt. Für sehr 
sensitive Parameter liefert BayesFlow genaue Schätzungen, während Parameter mit geringer Sensitivität nicht geschätzt werden 
können. Daher wurde ein iterativer Ansatz für die Kalibrierung großer Simulationsmodelle mit Hilfe einer Sensitivitätsanalyse 
entwickelt. 

Aus der Untersuchung der MeshGraphNets ging das OpenSource Softwarepaket (MeshGraphNets.jl) für die Programmiersprache 
Julia hervor. In den Anwendungsfällen der Fahrzeugkabinen und des hydraulischen Bremssystems wurden MeshGraphNets mit 
den genannten Verbesserungen für die Generierung von Surrogatmodellen verwendet. Dies führte in den untersuchten Szenarien 
zu einer deutlichen Verkürzung der Simulationszeiten im Vergleich zum Originalmodell. 

5. Schlussfolgerung/Anwendungsmöglichkeiten 

Die Softwareimplementierungen von den beiden Methoden wurden an die Partner übergeben. Die Industriepartner Bosch und XRG 
Simulation GmbH können von der Integration der entwickelten Methoden in ihren Prozessen profitieren und somit Effizienz- und 
Qualitätsverbesserungen sowie mögliche Kostenreduzierung erzielen. Darüber hinaus wurde durch die enge Zusammenarbeit mit 
Industriepartnern sichergestellt, dass die entwickelten Lösungen an die realen Anforderungen angepasst sind und zügig in 
produktive Systeme übertragen werden können.  

Die entwickelten Methoden von UNA sind modular aufgebaut und mit Open-Source-Software implementiert. Dies erleichtert die 
Anpassung und Weiterentwicklung der Lösungen für neue Anwendungsfälle in verschiedenen industriellen Szenarien. Das 
Softwarepaket MeshGraphnets.jl hat inzwischen auch Nutzer außerhalb des Projekts, beispielsweise von der TU Delft.  

Für die wissenschaftliche Gemeinschaft bereichern die entwickelten Methoden das Forschungsgebiet der Kombination zwischen 
klassischen und datengetrieben Methoden. Die Forschung bietet auch praktische Erfahrungen für die weiterführenden Studien. 
Zudem wurden die Ergebnisse veröffentlicht und auf Konferenzen präsentiert, um den Austausch und die Weiterentwicklung im 
Bereich der industriellen KI-Nutzung zu fördern. 
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18. abstract 

1. State of the art 

Traditional methods of simulation and modelling can be very time-consuming and costly. Data-driven methods offer a way to speed 
up the process. Although major breakthroughs have been made in AI technologies, their direct application in the automotive sector 
still faces the problems of safety, reliability, explainability and comprehensibility. Neural Ordinary Differential Equations 
(NeuralODEs) bring significant progress to the field of machine learning by bridging the gap between traditional neural networks 
and differential equation modelling. In particular, MeshGraphNets have emerged as a promising method for mesh-based 
simulations. On the other hand, Bayesian inference has been researched and used for decades to solve inverse problems. The 
combination with probabilistic machine learning methods, for example in the BayesFlow architecture, has revealed great potential 
in recent years.  

2. Motivation/objective of the study 

The University of Augsburg is working with both predictive and inverse models in order to generate proper models. In detail, the 
following goals are envisaged: 

- Development and evaluation of AI methods to accelerate the simulation of large complex models, taking into account physical 
explainability and practical conditions. In particular, the use case of the simulation of a thermal model of a vehicle cabin is considered; 

- Development and evaluation of AI methods for estimating parameters from time series while ensuring the required efficiency, 
robustness and reliability. The end-of-line test of MEMS sensors was considered as a use case. 

3. Methods 

University of Augsburg has researched and further developed the BayesFlow and MeshGraphNets methods. 

BayesFlow is based on Bayesian inference with normalizing flows. A normalizing flow learns an arbitrary distribution on the basis of 
a normal distribution. This transformation can be inverted by using a special architecture. If the transformation is conditioned with 
the help of a system observation, the target distribution becomes the posterior distribution of the corresponding system parameters. 
The system observation usually involves complex time series. Therefore, the conditioning should be processed in advance by 
another neural network. BayesFlow therefore consists of this summary network and a normalizing flow. The summary network is 
based on a recurrent neural network and is used to extract the most important information from the system observations. The 
normalizing flow is conditioned on the information extracted from the summary network. In the forward process, the normalizing flow 
is trained to map the correlation between the parameters and the extracted information in a latent space. The backward process 
generates the estimated posterior distribution by sampling in the latent space. The objective function in the training describes the 
Kullback-Leibler divergence between the estimated posterior distribution and the ground truth.    

The MeshGraphNets framework was introduced as a method for machine learning of physical systems that can be described by 
graph structures. The underlying methodology is based on so-called Graph Neural Networks, which learn the dynamic properties of 
the system taking into account the graph-based links and can thus capture spatial relationships. As part of the project, the original 
method was further developed and converted into a NeuralODE. The resulting framework offers the following advantages: 

- In addition to training based on derivatives, the system can also be trained with numerical solvers. As a result, the method 
generalizes significantly better, as local minima are avoided. At the same time, the accuracy of the prediction increases. 

- When analyzing the system, the extensive range of solvers for ordinary differential equations can be used. A suitable solver can 
be selected depending on the requirements. An explicit method with a fixed step size can be used for efficient simulation, while 
implicit methods with adaptive step size control are available for higher accuracy. 

4. Results 

BayesFlow was used for MEMS end-of-line testing. While the basic method was originally developed for large data sets, the use 
case shows that BayesFlow also achieves impressive results in automotive use cases with little data. BayesFlow achieves more 
precise estimates than comparable architectures, such as Bayesian Neural Networks. However, while the basic method was prone 
to overfitting, this behavior was almost completely suppressed by a further development. In another application, the calibration of 
the thermal model of a vehicle cabin, it was shown that the estimation quality also depends on the sensitivity of the parameters. For 
very sensitive parameters, BayesFlow provides accurate estimates, while parameters with low sensitivity cannot be estimated. 
Therefore, an iterative approach was developed for the calibration of large simulation models using a sensitivity analysis. 

The open source software package (MeshGraphNets.jl) for the Julia programming language emerged from the investigation of 
MeshGraphNets. In the use cases of vehicle cabins and the hydraulic brake system, MeshGraphNets with the aforementioned 
improvements were used to generate surrogate models. In the scenarios analyzed, this led to a significant reduction in simulation 
times compared to the original model. 

5. Conclusions/Applications 

The software implementations of the two methods were handed over to the partners. The industrial partners Bosch and XRG 
Simulation GmbH can benefit from the integration of the developed methods in their processes and thus achieve efficiency and 
quality improvements as well as possible cost reductions. In addition, close collaboration with industrial partners has ensured that 
the solutions developed are adapted to real-life requirements and can be quickly transferred to productive systems.  

The methods developed by UNA have a modular structure and are implemented using open source software. This facilitates the 
customization and further development of the solutions for new applications in various industrial scenarios. The software package 
MeshGraphnets.jl now also has users outside the project, for example from TU Delft.  

For the scientific community, the methods developed enrich the research field of combining classical and data-driven methods. The 
research also provides practical experience for further studies. In addition, the results have been published and presented at 
conferences to promote exchange and further development in the field of industrial AI utilization. 
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