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1 Einleitung 

1.1 Aufgabenstellung Dr*AI*ve gesamt 

Aus unterschiedlichen Gründen ist vermehrt ein Kontextwissen erforderlich, um im Rahmen des au-

tomatisierten Fahrens bei Übergabesituationen rechnergestützt die richtige Entscheidung zu treffen. 

Dies gilt für beide Richtungen, also wenn das Fahrzeug die Kontrolle dem Fahrer zurückübergeben 

muss, aber auch in Szenarien, in denen das Fahrzeug proaktiv die Übernahme der Fahrfunktion anbie-

tet. 

Im Projekt Dr*AI*ve wurde ein KI-basiertes Fahrerzustandserkennungs-System (FZE) entwickelt, um 

die Fahrerbereitschaft in Übergabesituationen des autonomen Fahrens (Stufe 2-4) zu gewährleisten. 

Zu diesem Zweck wurde der Fahrerzustand sowie die Fahrzeuginnenraum-Aktivität mittels video- und 

audio-basierter Merkmale eines Fahrerassistenzsystems (FAS) ermittelt. 

1.2 Aufgabenstellung CanControls 

CanControls übernahm im vorliegenden Projekt die Aufzeichnung und Verarbeitung der Videodaten 

zu den Versuchsreihen. CanControls integrierte hierzu im Einzelnen die videobasierte Erfassung und 

Interpretation der Hautperfusion aus Gesichtsregionen und die bildbasierte Registrierung und Inter-

pretation von Gesichtsmerkmalen, und unterstützte bei der Organisation der notwendigen Studien.  

Bei der Verarbeitung handelte es sich um die Extraktion von Merkmalen zur Aufmerksamkeit und des 

emotionalen Zustandes. Zu den extrahierenden Merkmalen zählen die Kopfposition und -pose, Lid-

schlag und Blickrichtung, Mimik, Herzrate und Herzratenvariabilität sowie die örtlichen Verteilungen 

der Hautdurchblutung. Ein besonderer Fokus lag hier auf der Robustheit und Verfügbarkeit der Merk-

male auch unter schwierigen Umgebungsbedingungen wie starken und schnellen Bewegungen und 

sich ändernden Lichtverhältnissen. 

2 AP1.2 Anforderungsanalyse: Daten und Messsysteme 

Im ersten Arbeitspaket wurden die Anforderungen an die Systemkomponenten definiert. Die Senso-

ren sollten in der Lage sein, den Algorithmen Daten in hinreichender Qualität zur Bestimmung der 

einzelnen Teilaspekte des Fahrerzustands gemäß der Definition in der Vorhabensbeschreibung zu lie-

fern. Hierbei musste das herausfordernde Szenario der Fahrerzustandsüberwachung adressiert wer-

den. 

2.1 Sensorik 

Zunächst wurden die Anforderungen an die Sensorik definiert und eine Übersicht zu möglichen Kom-

ponenten erstellt. Die zu verwendenden Sensoren dürfen die das Fahrzeug führende Person in der 

Fahraufgabe nicht einschränken oder sie ablenken, sie müssen trotz des engen Raums und der kurzen 

Bildabstände ein nutzbares Signal liefern können und können nur an wenigen Orten verbaut werden. 

Die Projektpartner haben hierzu eine Übersicht verschiedener Konzepte und Sensortypen zusammen-

gestellt, die anschließend in einem gemeinsamen Treffen auf die Einsetzbarkeit im Fahrzeug und In-

tegrierbarkeit in ein Gesamtsystem hin evaluiert wurde. Die Übersicht und die ausgewählten Kompo-

nenten sind im ersten Konsortialtreffen vorgestellt worden. Seitens CanControls wurde aufgrund der 

oben genannten Vorgaben sowie des Stands der Technik in der Forschung und Industrie ein Setup mit 

Nahinfrarotkameras (NIR) ausgewählt, da diese die Anforderungen erfüllen und in Fahrzeugen, die 

demnächst auf den Markt kommen werden, auch seitens der Hersteller verfügbar sein werden. Farb-

kameras sind wegen der schlechten Einsetzbarkeit bei ungünstigen Beleuchtungsverhältnissen nur 
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eine optionale Wahl, ebenso fortschrittliche Sensoren für 3D-Aufnahmen oder im Fahrzeug selten ge-

nutzte Geräte wie Thermalkameras, da diese im Fahrzeuginnenraum nur bedingt einsetzbar sind und 

es zum Zeitpunkt der Komponentenauswahl unklar war, ob und welche dieser Sensoren in zukünftigen 

Fahrzeugen genutzt werden würde. 

2.2 Merkmale 

Das in der Vorhabensbeschreibung vorgestellte Konzept von Dr*AI*ve sah vor, dass komplexe Fahrer-

zustände wie Fahrbereitschaft oder Aufmerksamkeit durch die Kombination einer Vielzahl einzelner, 

separat erhebbarer Parameter bestimmt werden sollten. Hierzu wurden im Vorfeld bereits mögliche 

Parameter bestimmt, die im Rahmen des Vorhabens entweder durch die Integration bereits bei den 

Projektpartnern vorhandener Module oder durch die Entwicklung neuer Algorithmen bestimmt wer-

den sollten. Bei der Identifikation relevanter Module und Abgleich mit im Unternehmen bestehenden 

Algorithmen wurde festgestellt, dass zur Vervollständigung der erhebbaren Signale seitens CanCon-

trols Methoden zur Mimik- und Emotionsanalyse sowie zur Erfassung physiologischer Parameter er-

weitert oder neu entwickelt werden müssen. Ferner waren zur Validierung und Verbesserung der Leis-

tungsfähigkeit der Algorithmen zur Erkennung der Körperhaltung und Detektion von Objekten zusätz-

liche Videoaufnahmen notwendig, um den Datenkorpus für bereits bestehende Deep Learning-ba-

sierte Ansätze zu erweitern. Diese Erkenntnisse bildeten die Grundlage für die Schwerpunktlegung der 

Forschungsarbeiten und Definition der Aufnahmeprotokolle für die Arbeitspakete zur Datenerhebung 

und Algorithmenentwicklung. 

2.3 Umgebung 

Während die Entwicklung der Komponenten in kontrollierten Umgebungen stattfindet, soll ein resul-

tierendes System perspektivisch im realen Straßenverkehr einsetzbar sein. In der Entwicklungsphase 

wurden daher vorrangig Szenarien angestrebt, die diesen Einsatz möglichst realistisch nachbilden kön-

nen. Aufnahmen und Validierungsexperimente sollten nach Möglichkeit in einem realen Fahrzeug und 

nicht in Innenräumen stattfinden, sofern möglich sollten diese auch während einer Fahrt erfolgen. 

Besonders erstrebenswert war die Möglichkeit, die durch den Projektpartner IXP bereitgestellte Ver-

suchsstrecke für das Vorhaben nutzen zu können. Aufgrund der Möglichkeiten, diverse Aufgaben in 

einem realen und dennoch überwachten und sicheren Fahrszenario zu absolvieren wurde die größte 

Versuchsreihe des Vorhabens auf dieser Strecke durchgeführt. Komplementäre Aufnahmen, die nicht 

zwingend ein fahrendes Fahrzeug voraussetzen, wurden für stehende Szenarien und teilweise für In-

nenräume konzipiert. Auf diese Weise wurde die Ressourcen- und Zeiteffizienz von Laboraufnahmen 

im Vergleich zu den aufwändigeren Experimenten auf der Versuchsstrecke ausgenutzt, um im Rahmen 

der Projektressourcen die maximale Anzahl an Versuchen durchführen zu können. 

3 AP1.3 Restriktionen und Regularien Autonomes Fahren 

Um ein System zu entwickeln, das sowohl den aktuellen gesetzlichen Richtlinien und Testprotokollen 

genügt, als auch die zukünftigen absehbaren gesetzlichen Entwicklungen berücksichtigt, wurde eine 

Recherche der einschlägigen europäischen und internationalen Aufsichtsbehörden und Verordnungen 

sowie der branchespezifischen Sicherheitsstandards durchgeführt.  Am relevantesten sind folgenden 

mit den wichtigsten Punkten zusammengefasst. 
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3.1 Behörden 

United Nations Economic Commission for Europe (UNECE).  Die UNECE Verordnung über „Automated 

Lane Keeping Systems“ (ALKS) ist die erste verpflichtende Verordnung, die die Fahrzeuge der Automa-

tisierungsstufe 3 reguliert. Sie enthält eine Liste der Kriterien für die Fahrerverfügbarkeit, -aufmerk-

samkeit und Präsenz des Fahrers. 

European Commission (EC).  In 2019 hat die EC die „General Safety Regulation“ (GSR) erlassen [GSR], 
die verbindliche Sicherheitsmerkmale vorschreibt, die in den Jahren 2022 bis 2026 schrittweise einge-
führt werden sollen.  Nach dieser Verordnung müssen neue Fahrzeuge mit den folgenden Systemen 
ausgestattet sein: 

• Driver Drowsiness and Attention Warning 

• Advanced Driver Distraction Warning 

• Driver Availability Monitoring System 
Die GSR ist mit der ALKS Verordnung konform und stellt nützliche Definitionen der Fahrerverfügbar-
keit und Fahreraufmerksamkeit bereit. 

3.2 Freiwillige Bewertungsprogramme 

European New Car Assessment Program (Euro NCAP). Euro NCAP hat ein „Safety Assist“ Protokoll, 

das dem Verbraucher eine Sicherheitsbewertung für ein bestimmtes Automodell bereitstellt. Dieses 

Protokoll enthält eine Aufzählung der Komponenten der Fahreruntüchtigkeit, nämlich:  Müdigkeit, 

Ablenkung, Fahren unter Drogen- oder Alkoholeinfluss, plötzliches Auftreten einer Erkrankung. 

4 AP1.5 Spezifikation von Test- und Validierungsszenarien 

Im Rahmen des Dr*AI*ve Projekts fanden drei wichtige Datenerhebungen statt: die Laborstudie im 

stehenden Fahrzeug, die Fahrstudie auf der Teststrecke und die abschließenden Validierungsaufnah-

men.  Die Aufnahmeprotokolle für diese Studien wurden in Zusammenarbeit mit IXP und RFH entwi-

ckelt. Die Projektpartner erstellten hierbei das exakte Protokoll gemäß den gemeinsamen Zielsetzun-

gen und waren für den größten Teil der Durchführung verantwortlich, während CanControls das Auf-

nahmesystem stellte und für die Einweisung der Mitarbeiter, die technische Unterstützung während 

der Aufnahmen und die Nachverarbeitung der Daten zuständig war. 

4.1 Fahrendes Fahrzeug 

Der Schwerpunkt der Aufnahmen auf der Teststrecke lag auf der Stressinduktion bei den Probanden, 

für die IXP verantwortlich war.  Allerdings hatte CanControls maßgeblich bestimmte Sequenzen für 

die aktive Fahrphase definiert. Folgende Versuchsteile wurden aufgenommen (der Name des entspre-

chenden Moduls ist in Fettdruck; cf. Abs. 1.3.2 unten): 

Herzrate Langsames Fahren mit geringer Kopfbewegung 

Körperhaltung Versuchsperson macht Schulterblick und andere fahrtypische Bewegungen 

Objekterkennung Versuchsperson interagiert mit Getränken und Smartphone 

4.2 Parkendes Auto 

Jede der definierten Sequenzen hat dabei eine direkte Verbindung mit einem Software-Modul, das 

Teil des von CanControls entwickelten Gesamtsystems ist. CanControls hat deshalb für die jeweiligen 

Module entsprechende Aufnahmesequenzen entworfen und deren Abläufe zusammengestellt.  

Herzrate Das angestrebte System wurde im Zwischenbericht [CCZB22, Abs. 1.5] beschrieben; es soll 

die Herzfrequenz der Person anhand eines Video-Streams des Gesichts schätzen. 
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Gesichtsbewegungen Als Teil des Mimikanalysesystems (siehe Abs. 1.9.1, Seite 9) möchten wir Klas-

sifikatoren für spezifische Gesichtsbewegungen (in Abs. 1.21.1, Seite 17 aufgelistet) entwickeln. Den 

Probanden wurde erklärt, wie diese aussehen, und sie wurden gebeten, sie auszuführen.  

Emotionserkennung Das angestrebte System soll die folgenden sieben Basisemotionen klassifizieren:  

Neutrales Gesicht, Angst, Freude, Ekel, Wut, Überraschung, Trauer (siehe Abs. 1.9.1, Seite 9). Die Stu-

dienteilnehmer wurden gebeten, diese Emotionen zu simulieren. 

Objekterkennung Um eine Szene ganzheitlich zu verstehen, muss ein Objekterkennungsmodell in das 

Gesamtsystem miteinbezogen werden. Die Probanden wurden dazu gebeten, mit Gegenständen zu 

interagieren, die häufig in Fahrzeugen verwendet werden: Handy, Zigarette/Feuerzeug, Essen, 

Brille/Sonnenbrille, Hut, Portemonnaie, Tasche, Laptop, Buch/Magazin. 

Körperhaltung Eine Vielzahl von Szenarien im Rahmen der Erkennung der Fahrbereitschaft erfordert 

den Einsatz eines Moduls zu Schätzung der 3D Körperhaltung. Hierzu wurden die Probanden aufge-

fordert, folgende Körperposen/Bewegungssequenzen zu präsentieren: Ein- und Aussteigen; Schulter-

blick; Sitzen; Arme hinter den Kopf; Arme vor die Brust; Beugen, Drehen, Greifen; Den Kopf auf die 

Hände auflegen; Winken. 

Augenöffnung Um die Lidöffnung präzise bestimmen zu können, kommt ein Augen-Tracking-Modul 

zum Einsatz. Um Das System trainieren und quantitativ evaluieren zu können, wurden die Versuchs-

personen gebeten, ihre Augen vollständig offen, halb offen oder geschlossen zu halten, wobei der 

Ablauf mit und ohne Brille durchgeführt wurde. 

Blickrichtung CC hat unabhängig vom vorliegenden Projekt einen Algorithmus entwickelt, der die 

Blickrichtung einer Person in 3D-Weltkoordinaten schätzt. Um Daten zu erheben, mit denen das Sys-

tem validiert werden könnte, wurden die Versuchspersonen gebeten, eine Reihe von Zonen im Auto 

zu fixieren: Windschutzscheibe; Fenster; Seitenspiegel (Fahrer- und Beifahrerseite); Armaturenbrett; 

Rückspiegel; Head Unit. Da hierfür eine präzise 3D-Vermessung durchgeführt werden muss, wurde 

das Fahrzeuginnere vorab präzise vermessen und das Fahrzeug mit Kalibrierkörpern zur Lokalisierung 

der Kameras ausgestattet. 

Husten/Niesen Um die gesundheitliche Fahrbereitschaft bestimmen zu können, muss das angestrebte 

System erkennen, wenn eine Person hustet oder niest. Die Versuchspersonen wurden deshalb aufge-

fordert, Husten und Niesen zu simulieren, sowohl mit als auch ohne die Hand vor das Gesicht zu he-

ben. 

5 AP2.1/2.2 Technisches Setup 

Vorrangiges Ziel der technischen Aufbauten war die zuverlässige Aufzeichnung aller Datenquellen 

während der Experimente. Die Robustheit der Systeme wurde hierbei in zunehmend komplexen Sze-

narien geprüft und aufgrund der gewonnenen Erkenntnisse durchgehend verbessert. 

Zunächst wurde ein System für Laboraufnahmen implementiert und in Betrieb genommen. Hierbei 

konnten auch Sensoren eingesetzt werden, die im Fahrzeug voraussichtlich nicht einsetzbar sein wür-

den. Der Aufbau bestand aus einer NIR-Kamera, einer Farbkamera und einem experimentellen Sensor, 

der gleichzeitig im sichtbaren und nahinfraroten Spektrum aufzeichnet. Diese Art von Kameras kann 

potenziell die Vorteile beider Sensortypen vereinen und könnte in zukünftigen Fahrzeuggenerationen 

zum Einsatz kommen, daher sollte die Leistungsfähigkeit des Sensors mit den etablierten Verfahren 

verglichen werden können. 

Der Aufbau ist wurde dann zur Gewinnung von Aufnahmen für die Erfassung von Vitalparametern 

durchgeführt. Hierzu wurde den Versuchspersonen ein PPG-Sensor und eine EKG-Gurt zur Erfassung 
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der Herzfrequenz angelegt. Der PPG-Sensor ist der Stand der Technik für diese Aufgabe, dieser ist 

jedoch nur bei sich nicht bewegenden Händen zuverlässig einsetzbar. Um das gleichzeitige Führen 

eines Fahrzeugs ermöglichen zu können, musste für das Projekt also eine Möglichkeit geprüft werden, 

mit der die Herzfrequenz auf anderem Wege abgeleitet werden kann. Die Nutzung eines regulären 

EKGs war wegen des technischen Aufwands während eines laufenden Versuchs und der Zusatzkosten 

für Verbrauchsmaterialien nicht wünschenswert. 

Nach erfolgreicher Durchführung der Aufnahmen im Labor, Validierung des EKG-Gurtes und Erstellung 

einer Versuchsdatenbank zur Herzratenerfassung mit 20 Probanden wurde das Setup für Aufnahmen 

im Fahrzeug modifiziert. Als Ergebnis der Sichtung der Laboraufnahmen wurden nur noch NIR-

Kameras eingesetzt, da die Farbkamera nicht hinreichend Beleuchtungsunabhängig war und die tech-

nische Reife des eingesetzten experimentellen Sensors als noch nicht ausreichend bewertet worden 

war. Aufgrund der frei gewordenen Aufzeichnungskapazität konnten die NIR-Kameras an zwei typi-

schen Aufnahmeorten montiert werden, zum einen hinter dem Lenkrad auf Höhe der Instrumenten-

tafel zur dedizierten Erfassung des Fahrers (Driver Monitoring System – DMS) und in einer Weitwin-

kelvariante am Rückspiegel zur Erfassung aller Fahrzeuginsassen (Occupant Monitoring System – 

OMS). Ferner wurde eine Thermalkamera zur Fahrerbeobachtung auf der Mittelkonsole und ein Mik-

rofon in Fahrernähe platziert. Sämtliche Geräte wurden mit einem Notebook verbunden, auf welchem 

eine von CanControls erstelle Aufnahmesoftware lief. Diese ermöglichte die simultane Erfassung und 

Synchronisierung aller angeschlossenen Geräte, lieferte in Echtzeit eine Vorschau der Daten und 

wurde mit einer Benutzereingabe versehen, mittels der der exakte Protokollpunkt aus dem Ver-

suchsprotokoll mit abgelegt werden konnte. Auf diese Weise wurde es den Versuchsleitern ermög-

licht, während längerer mehrteiliger Protokolle bereits während der Aufnahme Beginn und Ende einer 

Sequenz zu markieren, was die spätere Verarbeitung der Daten vereinfachen sollte. Zur räumlichen 

Lokalisierung der Kameras im Fahrzeug wurde der Innenraum vermessen und ein Referenzkörper im 

Innenraum angebracht, der von beiden Kameras mit aufgenommen werden konnte und die präzise 

räumliche Registrierung der Aufnahmen ermöglichte (Abbildung 1). Das System ist in der Abbildung 

unten dargestellt, wurde im Versuchsfahrzeug von IXP verbaut und wurde erfolgreich für die erste 

Reihe von realen Aufnahmen verwendet. 

 

Abbildung 1: Positionierung der Sensoren im Fahrzeug. Der Referenzkörper im Rückraum des Fahrzeugs ist nicht abgebil-
det. 
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Auf Basis der Aufnahmen im stehenden Fahrzeug wurde das Protokoll und Setup für die realen Fahr-

aufnahmen erarbeitet. Die Zuverlässigkeit des Systems war sehr gut, so dass nur geringe Modifikatio-

nen vorgenommen werden mussten. Die Sensoren blieben größtenteils unverändert, lediglich das 

Mikrofon wurde aufgrund der Fahrgeräusche durch IXP und RHK gegen ein geeigneteres ersetzt. Auf-

grund der längeren und enger getakteten Aufnahmen sowie eines größeren Bewegungsspielraums für 

den Versuchsleiter, der im Fahrenden Fahrzeug auch notfalls das Steuer übernehmen sollte, wurde 

der Laptop durch einen leistungsfähigeren Car-PC ersetzt, der hinter dem Fahrer verbaut wurde. Die-

ser wurde zusätzlich mit einem Einschub zum schnellen Wechsel der internen Aufnahmemedien aus-

gerüstet, so dass die Festplatte nach jeder Aufnahme sofort durch eine andere ersetzt werden konnte 

und die Daten sofort gesichert werden konnten, während parallel eine weitere Versuchsfahrt statt-

fand. 

6 AP2.1 Weitere Datenbasis SuddenSickness 

Die Bestimmung der Gesundheitsstatus des Fahrers ist eine sehr wichtige Komponente zur Bestim-

mung der Fahrerbereitschaft, folglich ist die Erkennung einer plötzlichen Erkrankung ein relevantes 

Thema. Zudem hat CC einen Datensatz aus einem Fahrsimulator zur Verfügung, der aus 37 jeweils 

etwa einstündigen Aufnahmen von zu diesem Zweck geschulten Versuchspersonen besteht (Beispiel 

Abbildung 2). Die Versuchspersonen haben nach einer normalen Fahraufnahme vier unterschiedliche 

Krankheiten simuliert: Herzinfarkt, Schlaganfall, Bewusstlosigkeit sowie einen epileptischen Anfall. Die 

Aufnahmen wurden von drei Kamerapositionen gemacht: A-Säule, Lenkrad und Rückspiegel. Außer-

dem wurden CAN-Daten (z.B. Fahrgeschwindigkeit, Beschleunigung, Motordrehzahl sowohl Gaspedal-

, Brems- und Lenkradaktivität) und EEG-Daten auch erfasst. 

 

Abbildung 2: Beispieleinzelbilder von Krankheitssimulation 

7 AP2.3 Qualitätsprüfung und Fusionierung 

Während der von IXP durchgeführten Aufnahmesessions fanden regelmäßige Meetings über 

TeamViewer statt, während derer die aktuellsten Aufnahmen auf ihre Bildqualität von CanControls 

überprüft wurden.  Zudem wurden die Log-Dateien der Aufnahmen zu CanControls übermittelt und 

analysiert. Auf diese Weise konnten eventuelle Probleme frühzeitig erkannt und technische Anpas-

sungen vorgenommen werden. 

 

Zur Qualitätsprüfung wurde manuelle Überprüfung aller einzelnen Signale durchgeführt: 

• Stimmt die Bildrate? • Stimmen die Kamerapositionen? 

• Stimmt die Bildqualität? • Sind Kalibrierungskörper vorhanden und 
sichtbar? • Stimmen die Beleuchtungsverhältnisse? 
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Zur Fusionierung wurden folgendes vorgenommen: 

• Co-Kalibrierung der Kameras • Synchronisation der annotierten Videos 

mit anderen Signalen: Herzfrequenzmes-

sung, zweite Kamera 
• Annotierung der Sequenzen mit einzelnen 

Aktionen 

• Annotierung der Position der Objekte 

 

Anschließend wurde eine Datenübersichtstabelle erstellt, in der die Datenqualität für jede Aufnahme 

nach Modalität kommentiert worden ist (Abbildung 3). 

 

 

Abbildung 3: Auszug aus der Datenübersichtstabelle 

8 AP4.1 Video-Merkmalsextraktion für FZE 

CanControls steht eine mehrstufige Video- und Bildverarbeitungspipeline zur Verfügung, die zur Ana-

lyse der Gesichtsbilder dient (Beispiel Abbildung 4). Die Berechnungen werden hierarchisch wie folgt 

durchgeführt: 

Low Level Features  

• Detektion von Gesichtern • Detektion von Gesichtern 

• Detektion von Facial Landmarks • Detektion von Facial Landmarks 

Mid-Level Features  

• Brillen • Brillen 

• Blickrichtung / Blinzeln • Blickrichtung / Blinzeln 

 

 

Abbildung 4: Visualisierung der Gesichtsmerkmale, Körpermerkmale, Blickschätzung. Die Balken auf beiden Seiten des 
Gesichts deuten die Augenöffnungen an 

9 AP4.2 Mimikanalyse 

9.1 FACS, Emotionen und Valence/Arousal-Modelle 
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Bei automatisierten Mimikanalyse werden drei Fragestellungen besonders geforscht und im Rahmen 

des Dr*AI*ve Projekts haben wir uns mit diesen Themen beschäftigt. 

AU-Klassifikation Im Facial Action Coding System (FACS) sind Action Units (AUs) atomare Einheiten 

der Gesichtsausdrücke, die Muskelaktivierungen entsprechen [EFH]. Das Ziel eines AU-

Klassifikationssystems ist die Erkennung einer AU in einem Bild eines Gesichts. 

Emotionserkennung Darunter versteht man die Klassifikation eines Gesichtsbilds in eine der Basise-

motionen:  Neutral, Angst, Freude, Ekel, Wut, Überraschung, Trauer. Wir haben auch das reduzierte 

3-Klassen Problem (Neutral, Freude, Wut) betrachtet. 

Valence/Arousal-Prädiktion Valence ist ein Maß die Positivität/Negativität einer Emotion; Arousal die 

Intensität der Emotion.  Das Ziel ist, diese Variablen aus einem Bild des Gesichts abzuleiten. 

9.2 Algorithmischer Ansatz 

Obwohl die meisten modernen Mimikanalyse-Systeme sich auf Deep Learning (DL) Techniken basie-

ren, haben wir uns für die Mimikanalyse aus den folgenden Gründen nicht für einen solchen Ansatz 

entschieden: 

• DL Netzwerke benötigen riesige Datensätze, die wir nicht zur Verfügung hatten. Tatsächlich war 

es eines der Ziele des Dr*AI*ve Projekts, hierfür nutzbare Datensätze aufzubauen. Diese standen 

zum Beginn der Algorithmenentwicklung also nicht zur Verfügung. 

• DL Netzwerke sind auch rechenintensiv und das Zielsystem soll in Echtzeit funktionieren, daher ist 

aus Leistungsgründen ein schnellerer Ansatz vorzuziehen. 

Letztendlich folgten wir den allgemeinen Ansatz von [BMR] indem Klassifikatoren wurden mit Textur- 

und geometrischen Merkmalen trainiert.  Als Ausgangspunkt wird das Gesicht erkannt, Gesichtsland-

marken durch unsere bestehenden Algorithmen lokalisiert aus den gewonnenen Daten werden fol-

gende Eingangsmerkmale extrahiert: 

• Geometrische Merkmale basiert auf den Gesichtslandmarken (Abstände, Winkel) 

• Texturmerkmale von 14 ausgewählten Gesichtsregionen (Stirn, Glabella, Augenwinkel, Nase, 

Wange, Mundwinkel, Kinn)  

Im Laufe unserer Forschung haben wir festgestellt, dass die Texturmerkmale sind sehr abhängig von: 

(a) der Person und (b) der Kopfhaltung. Die von uns erarbeitete Lösung bestand in der Normalisierung 

der Texturmerkmale: Merkmale eines neutralen Gesichts werden basierend auf der Kopfhaltung vor-

hersagt und die berechneten Merkmale werden mittels dieser Daten von den Prädiktionen normali-

siert.  Dann kann der endgültige Klassifikationsalgorithmus angewendet werden. 

10 AP4.1, AP4.2, AP4.4: Körperhaltung, Augen-Tracking, Blickrich-

tung 

10.1 Körperhaltung 

Das Körperhaltungs-Modul schätzt die 3D Körperhaltung einer Person und so trägt zum Verständnis 

des Fahrerzustandes bei. Die in Abs. 1.3.2, Körperhaltung beschriebenen Sequenzen zielen auf die 

Verbesserung des Moduls, dementsprechend wurden die entsprechenden Aufnahmen in Benchmark-

Datensatz integriert. 

10.2 Augen-Tracking 
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Wie in Abs. 1.3.2 unter „Augenöffnung“ erwähnt extrahiert das Augen-Tracking-Modul Merkmale der 

Augen. Die Aufnahmen aus der Teststrecke sollen die Genauigkeit des Modells in Bezug auf die Auge-

nöffnungs-Prädiktion verbessern.  Es ist geplant, diese Sequenzen zu den Trainingsdaten für dieses 

Modul einzufügen. 

10.3 Blickrichtung 

Teil des gesamten CanControls-Systems ist ein Modul, das die Blickrichtung einer Person schätzt. Um 

Trainingsdaten für dieses System aufzunehmen ist eine technisch aufwendige Einrichtung erforderlich. 

Die Versuchsperson muss hierfür eine speziell entwickelte Kopfbedeckung zur Bestimmung der Kopf-

position- und Orientierung tragen und sehr präzise vermessene Zielmarkierungen im Umfeld des Kop-

fes müssen gemacht werden. Obwohl mehrere Zonen im Test-Fahrzeug markiert wurden (Abs. 1.3.2, 

Blickrichtung), war ein Aufbau des gesamten Systems im Fahrzeug nicht möglich.  Dennoch können 

diese Sequenzen sehr gut als Validierungsdaten dienen und wurden zur entsprechenden Datenbank 

eingefügt. 

11 AP4.3 ELSI-Aspekte der Prädiktionsmodule 

Im Rahmen des Dr*AI*ve Projektes wurden Algorithmen entwickelt, die zur Erkennung der Herzrate, 

Anzeichen für Krankheiten und Emotionen des Fahrers dienen.  Es gibt viele ELSI-Aspekte, die sich auf 

solche Algorithmen beziehen, insbesondere den demografischen Bias und den Datenschutz.  

Demografischer Bias Es ist allgemein bekannt, dass bestimmte demografische Gruppen, die in den 

Trainingsdatensätzen für einen ML-Algorithmus nicht gut repräsentiert sind, zu einem diskriminieren-

den oder fehlerhaften Endsystem führen können. Als Gegenmaßnahmen bei der Auswahl der VPs ha-

ben wir danach gestrebt, einen balancierten Datensatz in Bezug auf Alter, Geschlecht und Ethnizität 

zu sammeln. Außerdem wurden die demografischen Daten der VPs erfasst. 

Datenschutz Die entwickelten Algorithmen benutzen Bilder und befassen sich mit sensiblen gesund-

heitlichen und kommunikativen Daten des Fahrers.  Allerdings soll das angestrebte System komplett 

abgeschlossen sein, so dass Bild- und Messdaten weder gespeichert noch übertragen werden. 

12 AP4.4 Nieserkennung 

Das Modell zur Nieserkennung (Abbildung 5) verwendet den Zeitreihenalgorithmus Hidden-Markov-

Modell und berücksichtigt folgende Merkmale: 

• Augenöffnung 

• Mundöffnung 

• Ableitung der Kopfposition (Rotation und Translation) 

Das Modell wurde im allgemeinen CanControls System integriert. 
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Abbildung 5: Visualisierung des Nieserkennungsmoduls 

Eine erste Evaluierung dieses Modells konnte durchgeführt werden. 

 

 

 

Tabelle 1: Evaluierung des Nieserkennungsmoduls 

Niesenerkennung Fehlerraten 
Falsch-Positiv-Rate 1,4% 

Falsch-Negativ-Rate 73,6% 

 

Der große Abstand zwischen den beiden Fehlerraten weist darauf hin, dass der Grenzwert für das 

Modell angepasst werden sollte. Ferner würde die Genauigkeit des Systems von einigen Experimenten 

mit den Eingangsmerkmalen profitieren. 

13 AP4.4 SuddenSickness Erkennung 

13.1 Fragestellung 

Mit den Daten von Abschnitt. 1.6 (Seite 8) war das Ziel die Entwicklung einer Methode zur Erkennung 

plötzlicher Erkrankungen, die in Echtzeit implementiert werden konnte. Um das Problem zu vereinfa-

chen, behandelten wir die Frage als Binärklassifizierungsproblem (krank oder nicht krank), ohne auf 

die Identifikation einzelner Krankheiten zu zielen. 

13.2 Ansatz 

Wir haben mit zwei Ansätzen experimentiert: 

• CAN-Daten-basiert: der erste Ansatz verfolgte die Erkennung ausschließlich auf Basis der CAN-

Daten 

• Videobasiert: der andere Ansatz verwendete nur die Erscheinungsbildmerkmale vom Gesicht 

Hierbei ist die Entwicklung eines CAN-Daten-basierten Ansatzes das herausforderndere Problem, da 

in diesem Fall der Fahrerzustand ausschließlich aus der Interaktion des Fahrers mit dem Fahrzeug ab-

leiten muss.  

Die Videos wurden mit der in Abschnitt 1.8 (Seite 9) beschriebenen Verarbeitungspipeline verarbeitet. 

Danach wurden die Videos in Zeitfenster von 5s bis 6s aufgeteilt, in den der/die Fahrer*in entweder 

krank oder nicht krank war. Die extrahierten Merkmale eines Zeitfensters wurden als eine Zeitreihe 

betrachtet. Anschließend wurden aus diesen Sequenzen Zeitreihenanalysemerkmale extrahiert. Diese 

Merkmale dienten im Anschluss als Eingaben für einen Klassifikationsalgorithmus. 

Bei der Annotation wurden die Krankheitsepisoden in zwei Phasen aufgeteilt: Phase 1 beschreibt das 

sich einschleichende Auftreten der Symptome; in Phase 2 hat der Fahrer*in schwere Symptome bis 

hin zum Verlust der Fahrzeugkontrolle. 

13.3 Ergebnisse 

Als Bewertungskriterium der Klassifikatoren haben wir den Flächeninhalt unter den ROC-Kurven (AUC, 

engl. „Area under the (ROC) curve“) angewendet. Die Gleichfehlerrate (EER, engl. „equal error rate“) 

ist auch angegeben. Die Ergebnisse der Testdaten für Phase 1 sind folgende: 

Tabelle 2: Ergebnisse Phase 1 
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Ansatz AUC EER 

CAN-Daten-basiert 0,824 26,5% 

Video-basiert 0,914 15,3% 

Wie erwartet zeigt der Video-basierte Ansatz eine bessere Leistung als der mit den CAN-Daten. 

Da in Phase 2 der Verlust der Kontrolle des Fahrzeuges simuliert wurde, war oftmals die Kopf- oder 

Körperhaltung des/der Fahrer*in nicht in einer normalen Fahrposition, weswegen der videobasierte 

Ansatz nicht durchgehend eingesetzt werden konnte.  Gleichzeitig wurden die Änderungen im Fahr-

verhalten durch die CAN-Daten viel spürbarer, was deutlich sichtbar im folgenden Ergebnis ist. 

Tabelle 3: Ergebnisse Phase 2 

Ansatz AUC EER 

CAN-Daten-basiert 0,912 15,8% 

Diese Ergebnisse sind aus mehreren Gründen als vorläufig anzusehen: Die Ansätze wurden ausschließ-

lich getrennt betrachtet, um die Wirksamkeit und Machbarkeit jeder Methode individuell bewerten 

zu können. Eine kombinierte Methode, die darüber hinaus Signale aus weiteren Quellen (z.B. Körper-

haltung) berücksichtigt könnte zu besseren Ergebnissen kommen. Weiterhin ist der Datensatz nach 

unserem Wissen in seiner Art einzigartig, daher ist ein Vergleich zu Methoden anderer Forscher nicht 

möglich. 

14 AP5.1 Test verschiedener Ansätze 

Wie aus der Beschreibung der Arbeiten an den bisherigen Arbeitspaketen hervorgeht, gibt es in der 

Regel mehrere Herangehensweisen, um die erforderlichen Signale aus Videoaufnahmen zu extrahie-

ren. Im Rahmen der Recherche und Vorimplementierung wurden für die meisten Signale zunächst 

geeignete Extraktionsverfahren recherchiert, erfolgversprechende Kandidaten selektiert und in einer 

ersten Referenzimplementierung auf ihre grundsätzliche Eignung hin validiert. Im Folgenden wird 

exemplarisch dargestellt, wie verschiedene Ansätze für die Gewinnung des Teilsignals „Körperhal-

tung“ recherchiert und implementiert worden sind. 

14.1 3D 

Die aktuell präzisesten und robustesten Algorithmen zur Bestimmung der Körperhaltung nutzen 3D-

Bidgebungssysteme. Die dreidimensionale Information kann hierbei durch die stereoskopische Kom-

bination mehrerer regulärer 2D-Kameras oder durch Nutzung von Sensoren gewonnen werden, die 

unmittelbar die Distanz zu einem Objekt erfassen können wie beispielsweise Time-of-Flight Kameras 

oder Systeme mit Laserprojektoren. All diese Systeme können zu einem Bildelement auch dessen Ent-

fernung bestimmen. Dem Vorteil der Genauigkeit stehen die hohen Systemkosten, die teilweise kom-

plexen Anforderungen an die Verbauung und Vermessung sowie die hohe benötigte Rechenleistung 

zur Arbeit mit 3D-Daten gegenüber. Wir haben mehrere kommerziell verfügbare oder selbst zusam-

mengestellte 3D-Systeme im Laboreinsatz getestet und waren in der Lage, damit die Körperpose damit 

präzise abzuleiten. 

14.2 2D 

Mit aktueller Deep Learning-Technologie ist die Schätzung der Pose auch aus einzelnen 2D-Bildern 

möglich. Hierbei wird entweder die Objektentfernung durch die KI geschätzt und anschließend aus der 

synthetisierten 3D-Information eine dreidimensionale Körperhaltung ermittelt. Alternativ wird der Al-
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gorithmus direkt auf die 2D-Bildern angewendet und die Position von Gelenken und Körperteilen mit-

tels neuronaler Netze bestimmt. Während die Bildgebung durch die Nutzung der technisch wesentlich 

einfacheren 2D-Kameras einfacher und kostengünstiger zu handhaben ist als bei Nutzung von 3D-Ka-

meras und die Verfahren oft recheneffizienter sind, sind diese Methoden im Vergleich zu den 3D-

Ansätzen weniger präzise und können einige Posen nicht genau bestimmen. Wir haben mehrere ak-

tuelle Ansätze aus der Literatur implementiert und durch direkten Vergleich mit dreidimensionalen 

Sensoren quantitativ validiert. Die Genauigkeit wurde für das gegebene Szenario als hinreichend be-

wertet, daher nutzt das im Projekt verwendete Verfahren zur Bestimmung der Körperhaltung direkt 

die 2D-Bilder aus den beiden Kameras, um die Körperhaltung der Insassen zu bestimmen. 

15 AP5.2 Anpassung der Vorverarbeitung und Merkmalsextraktion 

Aktuelle Bildverarbeitungsverfahren laufen in der Regel mehrschrittig ab. Im ersten Schritt werden die 

Bilder vorverarbeitet und für die folgenden Arbeiten optimiert. Hierbei übliche Schritte sind Entzer-

rung, Rauschreduzierung, Optimierung von lokalem Kontrast und Anpassung der Helligkeit. In einigen 

Fällen sind auch fundamentalere Arbeiten am Rohsignal der Kamera notwendig, beispielsweise um 

die Farbwiedergabe von Farbkameras zu optimieren und die in diesem Schritt entstehende Artefakt-

bildung zu verringern. Die für jede Systemkomponente notwendigen Vorverarbeitungsschritte sind 

durch uns identifiziert und an notwendigen Stellen angepasst worden. So musste beispielsweise für 

die Nutzung des experimentellen NIR-Farbsensors ein Verfahren zur Kanaltrennung und Farbrekon-

struktion implementiert werden, da diese vom Sensor nicht selbstständig durchgeführt werden 

konnte. Ein weiterer relevanter Aspekt der Vorverarbeitung bei der Nutzung mehrerer Sensoren ist 

die präzise Synchronisierung aller Geräte. Für Kameras wurde hierzu der exakte Zeitpunkt jeder Bilder-

fassung gespeichert. Für weitere Sensoren wie den Gurt zur Erfassung der Herzrate wurden dedizierte 

Vorverarbeitungsalgorithmen entwickelt, die das Signal mit den Kameras synchronisieren und aufar-

beiten, um präzise Vitaldaten für jedes Bild zu liefern. 

Die Merkmalsextraktion ist ein der Vorverarbeitung nachgelagerter Schritt. Hierbei werden aus den 

Bildern relevante Merkmale (Features) extrahiert, die anschließend an die eigentlichen Klassifikations-

algorithmen weitergeleitet werden. Da die Klassifikatoren nicht direkt auf Bilden, sondern ausschließ-

lich auf solchen Features arbeiten, ist deren Leistungsfähigkeit maßgeblich durch die Eignung der Fea-

tures bestimmt. Wir haben für die Algorithmen je nach Einsatzzweck verschiedene verfügbare Extrak-

tionsverfahren implementiert (Histograms of Oriented Gradients-HOG, Local Binary Patterns-LBP 

etc.), diese quantitativ verglichen und die performantesten für die finalen Varianten der Algorithmen 

ausgewählt. Für einige Verfahren wie die Erfassung der Herzrate wurden zusätzliche Features er-

forscht und implementiert, da etablierte Methoden nicht hinreichend präzise waren. 

16 AP5.3 Training und Test des Machine und Deep- Learning-Mod-

ells  

Da die Mehrzahl der aktuell genutzten Verfahren nicht mehr auf optischer Messtechnik, sondern auf 

Methoden aus dem Bereich Machine- und Deep Learning beruht, fallen die meisten von uns im Rah-

men des Projekts genutzten Verfahren in diesen Bereich. Die Verfahren zur Gesichts- und Körperloka-

lisation, Objekterkennung, Emotionserkennung, Herzratenerfassung und Anomaliedetektion (Sudden 

Sickness) sind prominente Beispiele. All diese Verfahren wurden im Rahmen des Projekts trainiert und 

getestet, einige der Verfahren sind in der Beschreibung von AP 4.2. detailliert dargestellt worden. 

Hierzu ist eine große Menge annotierter Daten notwendig, da Machine Learning-Verfahren aus-
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schließlich auf Basis der gebotenen Daten ihre Vorhersagen erlernen können. Die Gewinnung von Trai-

nings- und Testdaten für die diversen Modelle war daher eines der zentralen Ziele der im Projektver-

lauf durchgeführten Experimente und Aufnahmesitzungen. Im Folgenden werden die im Vorhaben 

genutzten Module vorgestellt, die bei CanControls im Rahmen anderer Projekte entwickelt worden 

sind und die zur Verbesserung ihrer Leistungsfähigkeit mit zusätzlichen Daten versorgt worden sind, 

die während der Aufnahmesitzungen von Dr*AI*ve gewonnen worden waren: 

16.1 Objekterkennung 

Das Objekterkennungs-Modul dient zum Szenenverständnis im Fahrzeug. Die in Abs. 1.3.2 unter „Ob-

jekterkennung“ beschriebenen Sequenzen zielen auf die Verbesserung dieses Moduls. Die Aufnahmen 

sind in der Nachverarbeitung zunächst manuell annotiert worden, um die exakten Positionen der Ge-

genstände im Bild festzuhalten. Anschließend wurden diese Daten genutzt, um die bei CanControls 

entwickelten Algorithmen zur Objekterkennung zuverlässiger trainieren und validieren zu können. 

16.2 Körperhaltung 

Die Erkennung der Körperhaltung (Pose Estimation) ist notwendig, um die grundsätzliche Fahrbereit-

schaft zu erkennen (Kopf aufrecht und in Fahrtrichtung, Hände am Steuer). Weitere beispielhafte An-

wendungsfälle sind die Müdigkeitserkennung oder die Ermittlung von Informationen für smarte Air-

bag-Systeme, die Airbags gezielt nach Aufprallwinkel und Körperhaltung auslösen bzw. die Auslösung 

unterbinden. Für Training und Test der Methoden wurde von uns eine Sequenz von Körperhaltungen 

erstellt, die typische Aktionen während einer Autofahrt abdeckt und die in üblichen Datensätzen un-

terrepräsentiert sind (z.B. Ein- und Aussteigen aus dem Fahrzeug, Anlegen des Sicherheitsgurts). Diese 

wurden in den Aufnahmen im Realfahrzeug umgesetzt und anschließend bei CanControls nachbear-

beitet, indem die Positionen relevanter Körperteile manuell annotiert worden sind. Anschließend wur-

den die Daten mit in den Trainings- und Testkorpus aufgenommen, um die Zuverlässigkeit der Algo-

rithmen zu erhöhen. 

16.3 Gesundheitliche Beeinträchtigungen 

Im Vorhaben wurden zwei Arten gesundheitlicher Beeinträchtigung ausgewählt: Niesen und Husten 

sowie plötzlich auftretende, schwere Krankheiten wie Herzinfarkt oder neurologische Anfälle (Sudden 

Sickness). Für erstere wurde den Probanden während der Aufnahmen aufgetragen, Niesen und Hus-

ten zu simulieren. Diese Aufnahmen sind in der Nachbearbeitung ebenfalls manuell annotiert worden 

und die exakten Zeitpunkte von Beginn und Ende der Aktion wurden vermerkt. Aktuell wird ein zeit-

reihenbasierter Algorithmus mit den Daten trainiert und validiert, der Niesen und Husten zukünftig 

automatisch detektieren soll. 

Für die Sudden Sickness-Erkennung wurde der in Kapitel 1.6 vorgestellte Datensatz verwendet, da die 

gezielte Simulation dieser speziellen Erkrankungen nicht von ungeschulten Probanden durchgeführt 

werden kann. Für die Erkennung dieser Krankheiten wurden ein Algorithmus auf Hidden Markov-Basis 

sowie ein regelbasierter Detektor für abnorme Haltungen entwickelt. 

17 AP6.1 Merkmalsextraktion für Prädiktion von FZ Kabinenaktivi-

tät und Kontextfaktoren 

Die Merkmalsextraktion beinhaltet sowohl elementare Merkmale wie die in Kap.1.15 beschriebenen 

Bildoperatoren sowie daraus abgeleitete Werte. Während beispielsweise Die Bestimmung der Öff-

nung des Auges oder Erkennung von Blinzeln ausschließlich das Kamerabild als Eingabe benötigt und 
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die Positionen der Gesichter durch Berechnung und Verarbeitung von Bildmerkmalen bestimmen, be-

nutzen nachgelagerte Module wie eine Müdigkeitserkennung wiederrum die Ausgaben der Blinker-

kennung und anderer Algorithmen für ihre Berechnungen. Damit wird die Leistungsfähigkeit dieser 

Algorithmen maßgeblich durch die Zuverlässigkeit der vorgelagerten Module bestimmt. Da die Folge-

algorithmen nicht mehr auf Bilddaten, sondern auf extrahierten Signalen arbeiten, konnten wir für die 

Entwicklung unserer Methoden viele grundlegende Werte wie Körperhaltung, Gesichtsposition oder 

Informationen für die Herzratenerkennung in einer separaten Merkmalsextraktion durchführen. 

Dadurch ist die aufwändige Analyse von Bilddaten nicht für jede Ausführung der nachgelagerten Klas-

sifikatoren notwendig, was die Entwicklungszyklen klar beschleunigen konnte. 

18 AP6.2 Training und Test der Machine und Deep-Learning-Mo-

delle für FZ und Kabinenaktivität 

Die entwickelten Verfahren wurden im Rahmen des Vorhabens mit bestehenden und neu gewonne-

nen Daten trainiert und quantitativ auf ihre Leistungsfähigkeit untersucht. Wiederholtes Trainieren 

und Testen der Verfahren waren dabei regelmäßige Schritte im iterativen Entwicklungszyklus. Can-

Controls hat zu diesem Zweck automatisierte Verfahren entwickelt, die regelmäßig die korrekte Funk-

tionsweise der implementierten Algorithmen und ihre Leistungsfähigkeit überprüft (Continuous In-

tegration, CI). In der Entwicklung befindliche neuartige Verfahren wurden auf speziell leistungsfähiger 

Hardware implementiert, trainiert und getestet, da der Ressourcenbedarf der Algorithmen in diesem 

Entwicklungsabschnitt sowie die Notwendigkeit der ständigen Überprüfung des Trainings durch die 

Entwickler besonders hoch ist. 

19 AP6.3 Integration ganzheitlicher Prädiktionsmodule 

Ganzheitliche Prädiktionsmodule sind Systemkomponenten, die die Ausgaben mehrerer vorgelagerter 

Algorithmen kombinieren und daraus Kennzahlen für Größen ableiten, die nicht unmittelbar aus den 

Bilddaten gewonnen werden können. Beispielsweise kann eine Objektdetektion feststellen, wo im Bild 

sich ein Mobiltelefon befindet. Um zu bestimmen, ob dieses auch von der Person aktiv genutzt wird 

sind jedoch weitere Eingaben aus Modulen wie der Körperhaltung notwendig. Dann kann der Algo-

rithmus aus den beiden Teileingaben ableiten, dass das Telefon vom Fahrer in der Hand an oder vor 

das Gesicht gehalten wird. Mit den durch die Projektpartner entwickelten Audioanalyseverfahren 

kann perspektivisch eine multimodale Prädiktion implementiert werden, die zusätzlich feststellen 

könnte, ob der Fahrer auch spricht. Analog ist eine multimodale Analyse der Datenquellen vorstellbar, 

beispielsweise die Erkennung von Husten durch simultane Auswertung der Bild- und Audiosignale. 

Durch die zusätzliche Information kann die Erkennungsrate dann gesteigert werden. Im Vorhaben 

wurden die individuellen Detektionsalgorithmen implementiert und für die ganzheitliche Prädiktion 

vorbereitet. 

20 AP6.5 Evaluation Prädiktionsmodule und Ausarbeitung weiterer 

Entwicklungsroadmaps 

Die Evaluation der Module als Bestandteil der in AP 6.2 beschriebenen CI-Pipeline war ein fester sich 

wiederholender Bestandteil der Entwicklungsarbeiten. Auf Basis der im Rahmen des Vorhabens ent-

wickelten Module wurde eine Übersicht möglicher weiterer Entwicklungsarbeiten erstellt. Die Extrak-

tion von Bildmerkmalen, die Entwicklung von darauf arbeitenden Algorithmen und die Erstellung einer 
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komplexen Datenbasis sind im Vorhaben umfangreich betrieben und erfolgreich durchgeführt wor-

den. Perspektivisch ist darauf aufbauend die Entwicklung und Validierung von ganzheitlichen und mul-

timodalen Erkennungsalgorithmen angedacht, die die Ergebnisse der erfolgreich entwickelten Einzel-

komponenten zur Prädiktion komplexer Sachverhalte nutzen können. 

21 AP7.1 Anwendungs- und Gesamtfunktionstest 

Zum Abschluss des Projekts wurde eine finale Reihe von Aufnahmen durch die RHK durchgeführt. 

Hierbei wurden Videos von 22 Probanden in einer Laborstudie aufgezeichnet und ausschließlich zur 

Validierung der entwickelten Verfahren genutzt. Im Folgenden werden die Ergebnisse der Auswertung 

präsentiert. 

21.1 AU-Klassifikation 

Zum in Abschnitt 1.9.1 (Seite 9) erklärte AU-Erkennungsproblem folgten wir den in Abschnitt 1.9.2 

(Seite 10) beschriebenen Ansatz mit dem Labor-Datensatz, um Klassifikatoren für die folgenden Ge-

sichtsbewegungen zu trainieren. 

Tabelle 4: Auflistung der Gesichtsbewegungen 

Gesichtsbewegungen 

A1 Augen weit geöffnet A5 Nase rümpfen A8 Lippe beißen/saugen 

A2 Augen zusammenkneifen A6 Mund weit geöffnet A9 Lächeln 

A3 Augenbrauen hochziehen A7 Zähne zeigen A0 Kinnlade runter 

A4 Augenbrauen zusammen ziehen     

Für jede Gesichtsbewegung benutzen wir die AUC (Area Under ROC Curve) als Metrik. Zur D1 Evaluie-

rung wurde ein Teil des Labor-Datensatzes als Testsatz genommen; mit D2 meinen wir die Evaluierung 

der Validierungsdaten. Wir sollen erwähnen, dass die Annotierung der Validierungsdaten (D2) gleich-

zeitig mit den Aufnahmen gemacht wurden und so sind nur approximativ.  Außerdem haben wir eine 

zweite Evaluierung des D2 durchgeführt mit nur frontalen Kopfrichtungen (d.h. Gierwinkel < 26°). Die 

Ergebnisse sind folgenden. 

Tabelle 5: Gesichtsbewegungserkennung Ergebnisse bei Labor- und Validierungsdaten 

 A1 A2 A3 A4 A5 A6 A7 A8 A9 A0 

D1 0,8486 0,9728 0,9835 0,9831 0,9997 0,9977 0,9860 0,9547 0,9966 0,9229 

D2 komplett 0,6410 0,7502 0,7139 0,8945 0,9473 0,9880 0,9201 0,8048 0,7677 0,7655 

D2 frontal 0,8091 0,9190 0,9185 0,9757 0,9483 0,9997 0,9911 0,9041 0,9771 0,9530 

Wir können einige Feststellungen machen: 

• Die besten Ergebnisse waren bei A5, A6; vermutlich wegen eines klaren Unterschieds in Textur 

bzw. Form des Mundes. 

• Am schwierigsten war A1: die Unterschiede sind subtil und Verwirrung mit A3 ist möglich. 

• Die Ergebnisse bei D2 (komplett) sind deutlich schlechter als bei den TestTrack Daten. 

o Eine teilweise Erklärung konnte sein, dass die D2 Daten während der Aufnahmen annotiert 

wurden, und so könnte die Annotierung etwas unpräzis sein. 

o Außerdem sind non-frontale Kopfhaltungen schwieriger für die Modelle; bei frontalen 

Kopfpositionen sind die Ergebnisse fast so gut wie erwartet. 
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Abbildung 6: Visualisierung des Gesichtsbewegungserkennungsmoduls 

21.2 Emotions-Klassifikation 

Zum in Abschnitt 1.9.1 (Seite 9) erklärte Emotionserkennungsproblem folgten wir den in Abschnitt 

1.9.2 (Seite 10) beschriebenen Ansatz mit dem TestTrack-Datensatz, um einen Klassifikator zu trainie-

ren. Dieser wurde mit den Validierungsaufnahmen evaluiert mit folgenden Ergebnissen. Bei binärer 

Klassifikation ist der F1-Wert die gängige Metrik; zur Multiklassen-Klassifikation wird der Durchschnitt 

des F1 jeder Klasse berechnet [K, Abs. 3.2]. 

Tabelle 6: Emotionsklassifikationsergebnisse 

 Neutral Angst Freude Ekel Wut Überra-
schung 

Trauer Durch-
schnitt 

3 Kl. 0,8923  0,8761  0,7172   0,8285 

7 Kl. 0,7782 0,1021 0,6821 0,5657 0,5392 0,4227 0,3428 0,4904 

 

 

Abbildung 7: Konfusionsmatrizen für die Emotionsklassifikation  

Wir können die folgenden Feststellungen treffen: 

• Wie erwartet ist das 3-Klasse Problem einfacher als das 7-Klasse Problem. 
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• Der Gesichtsausdruck „neutral“ ist am eindeutigsten zu erkennen. 

• Angst ist die herausforderndste Emotion; wahrscheinlich ist der Ausdruck zwischen Probanden am 

variabelsten. 

• Beim 3-Klassen Problem ist Wut die am schwersten zu erkennende Emotion. 

• Beim 7-Klassen Problem sind Angst, Überraschung, Trauer, Wut oft falsch klassifiziert als Neutral; 

möglicherweise hat Neutral zu viel Gewicht in Trainingsdatensatz.  

21.3 Nieserkennung 

Die Erhebung von Sequenzen mit Niesen und Husten sowohl in den Laboraufnahmen [CCZB22, Abs. 

1.3] als auch in den Test-Track-Aufnahmen (Abs. 1.3.2 oben) ermöglicht die Entwicklung der Module 

zur Nies- und Hustenerkennung. 

21.4 Erkennung der Herzrate 

Die Herzrate wurde in drei Szenarien validiert: Komplette Ruhe, ruhiges Fahren und Fahren mit gleich-

zeitigem Reden. Die Auswahl beruhte auf der Tatsache, dass Kopfbewegungen und Veränderungen 

der Mimik die im NIR-Spektrum nur schwer zu erfassenden Durchblutungsveränderungen stören und 

so zu einer Verringerung der Erkennungsgenauigkeit führen können. Die Validierung konnte bei 14 der 

Versuchspersonen durchgeführt werden. Es zeigte sich, dass die Erkennung in Ruhe sehr zuverlässig 

funktioniert und das Verfahren damit auch technisch realisierbar ist. Bei der Fahraufgabe sank die 

Genauigkeit klar ab, hierbei war eine starke Varianz zwischen den Probanden zu beobachten. 

Person Ruhe Ruhiges 
Fahren 

Fahren + Re-
den 

VP057 87% 72% 16% 

VP200 87% 49% 13% 

VP202 100% 87% 38% 

VP204 100% 93% 49% 

VP206 94% 54% 40% 

VP208 0% 0% 0% 

VP210 100% 83% 57% 

VP212 100% 72% 34% 

VP214 84% 47% 0% 

VP216 98% 60% 21% 

VP218 89% 34% 57% 

VP220 18% 4% 0% 

VP222 84% 72% 36% 

VP223 95% 96% 66% 

Durchschnitt 81% 59% 30% 

 

Bei einigen der VP war nur eine geringe Veränderung feststellbar, während das Verfahren bei anderen 

eine stark verringerte Genauigkeit aufwies. Aktuell ist noch unklar, welche Faktoren hierzu beigetra-

gen haben und wie diese beseitigt werden können. Bei der Fahraufgabe mit gleichzeitigem Reden sank 

die Genauigkeit nochmals weiter ab. Systematisch konnte eine Bessere Genauigkeit der Methode bei 

Menschen beobachtet werden, deren Herzrate nahe dem Durchschnitt von 70 Schlägen pro Minute 

lag. Bei den zwei VP, deren Puls durchgehend über 100 Schlägen pro Minute lag, wurde eine komplett 

falsche Herzrate bestimmt. Dieser Effekt war bereits in Vorabexperimenten während der Entwicklung 
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zu beobachten. Wir vermuten, dass dies an der noch kleinen Trainingsdatenmenge liegt, die zu einer 

verstärkten Regression zur durchschnittlichen Herzrate führt. In einem dedizierten Experiment wurde 

das Verfahren ausschließlich auf Aufnahmen einer einzelnen Person mit hoher Herzrate trainiert und 

war daraufhin in der Lage, bei dieser Person sehr zuverlässig den Puls zu erfassen. Wir gehen daher 

davon aus, dass zusätzliche Trainingsdaten die Leistungsfähigkeit der Methode steigern können. 

 

22 AP7.3 Nutzerzentrierte Revision Finale Redesign- und Verfeine-

rungsprozesse 

Durch die revisionsbasierte agile Entwicklungsmethodik waren Redesign und Verfeinerung keine ein-

maligen abschließenden Arbeitsschritte, sondern durchgehende sich widerholende Arbeiten während 

des gesamten Projektverlaufs. Wie bereits am Beispiel der Aufnahmesetups demonstriert worden ist, 

wurden Komponenten und Abläufe regelmäßig überarbeitet und in ihrer Leistungsfähigkeit an zuneh-

mend komplexere Anwendungsszenarien angepasst. Gleiches traf auf die Algorithmen zu, beispiels-

weise wurde die Herzratenerkennung zunächst im Laborumfeld entwickelt, dann in ihrer Leistungsfä-

higkeit erweitert und auf das stehende und zuletzt auch das fahrende Fahrzeug angepasst. 

23 AP8.3 Abschlussarbeiten 

Die Arbeit am Herzraten-Modul wurde unterstützt durch die Masterarbeit von Sven Seidl [S] (durch-

geführt am Lehrstuhl für Bildverarbeitung der RWTH Aachen unter Prof. Stegmeier).  Die Masterarbeit 

behandelt verschiedene Aspekte des Entwicklungsprozesses, darunter: 

• Merkmalsextraktion:  Methoden wie Downsampling oder Durchschnitte der ROI dienen zur 

Dimensionalitätsreduktion, um die Datenmengen in Echtzeit verarbeiten zu können 

• Datenerweiterung: Um die Datenmenge für das Training von Deep Learning-Verfahren nutz-

barer zu machen, wurden zeitliche und räumliche Maskierung (engl. „temporal“ and „spatial 

masking“) sowie Frequenzerweiterung implementiert und validiert. 

• Goldstandard: Versuche mit BPM-Werte (Herzschläge pro Minute) und dem PPG-Signal (engl. 

„photoplethysmography“) wurden durchgeführt, wobei letzteres bessere Präzision des Ver-

fahrens ermöglichte. 
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Das Projekt Dr*AI*ve mit dem Thema „KI-basierte Fahrerzustandserkennung im Kontext von Überga-

besituationen des (teil-) auto-nomen Fahrens: Entwicklung eines Audio-Video-basierten Fahrerassis-

tenzsystems zur Detektion und Prognose sicherheitskritischer ‚Driver Readiness‘“ lief von Juni 2021 

bis Ende Mai 2024. 

1 Projektziel- und Kontext 

Das Hauptziel des Projekts war  die Gewährleistung der Fahrerbereitschaft des menschlichen Fahrers 

in Übergabesituationen, in denen das Fahrzeug die Kontrolle entweder vom automatisierten Fahren 

zurück an den Fahrer übergeben muss oder proaktiv die Übernahme der Fahrfunktion anbietet. In 

diesen Situationen ist es entscheidend, dass das Fahrzeug den Zustand des Fahrers genau erkennt, um 

sicherzustellen, dass der Fahrer bereit ist, die Kontrolle zu übernehmen und das Fahrzeug sicher wei-

ter zu führen. Dies ist besonders wichtig, da die Automatisierung im Fahrzeug kontinuierlich voran-

schreitet und die Interaktion zwischen Mensch und Computer durch die Übernahme komplexerer Auf-

gaben durch Assistenzsysteme zunehmend vielschichtiger wird. 

2 Methodik I: Datenerhebung 

Die Erstellung von Datensätzen war ein wesentlicher Bestandteil des Projekts, da aktuelle Machine 

Learning – Algorithmen nur durch entsprechende Trainingsdaten ihre optimale Leistung erreichen 

können. Im Rahmen des Projekts wurden drei wesentliche Datenerhebungen in repräsentativen Um-

gebungen durchgeführt: eine Laborstudie im stehenden Fahrzeug, eine Fahrstudie auf der Teststrecke 

und abschließende Validierungsaufnahmen in einem simulierten Umfeld. Die Aufnahmeprotokolle für 

diese Studien wurden in Zusammenarbeit mit den Projektpartnern IXP und RFH entwickelt. CanCon-

trols stellte das Aufnahmesystem bereit und war für die technische Unterstützung während der Auf-

nahmen sowie die Nachverarbeitung der Daten verantwortlich. 

Die Fahrstudie konzentrierte sich auf die Stressinduktion bei den Probanden, wobei darüber hinaus 

verschiedene Sequenzen für andere Algorithmen aufgenommen wurden, darunter die für Erkennung 

der Herzrate, der Körperhaltung und Detektion und Identifikation von Objekten. Diese Versuchsse-

quenzen sind direkt mit Software-Modulen verbunden, die Teil des von CanControls entwickelten Ge-

samtsystems sind. 

CanControls übernahm die Verantwortung für die Aufzeichnung und Verarbeitung der Videodaten. 

Dies umfasste die videobasierte Erfassung und Interpretation der Hautperfusion sowie die bildbasierte 

Registrierung und Analyse von Gesichtsmerkmalen. Die extrahierten Merkmale zur Beurteilung der 

Aufmerksamkeit und des emotionalen Zustands des Fahrers umfassen Kopfposition, Lidbewegungen, 

Blickrichtung, Mimik, Herzrate und Herzratenvariabilität sowie die örtlichen Verteilungen der Haut-

durchblutung. Ein besonderer Fokus lag auf der Robustheit der Merkmale, um auch unter schwierigen 

Bedingungen wie schnellen Bewegungen und wechselnden Lichtverhältnissen zuverlässige Daten zu 

liefern. 

3 Methodik II: Algorithmen 

Im Rahmen des Vorhabens wurden bei CanControls mehrere Algorithmen zur Erkennung und Inter-

pretation verschiedener Aspekte des Fahrerzustands entwickelt: 

Herzfrequenzschätzung: Ein zentraler Algorithmus des Projekts ist die Schätzung der Herzfrequenz 

des Fahrers anhand von Video-Streams des Gesichts. Dieser Algorithmus nutzt bildbasierte Daten, um 

physiologische Parameter zu extrahieren, die auf die Herzfrequenz hinweisen. Die Herausforderung 
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bestand darin, die Genauigkeit der Herzfrequenzmessung unter variierenden Bedingungen zu gewähr-

leisten, insbesondere bei Bewegungen und wechselnden Lichtverhältnissen. 

Mimik- und Emotionsanalyse: Zur Verbesserung der Fahrerzustandserkennung wurden Algorithmen 

zur Analyse von Mimik und Emotionen entwickelt. Diese Algorithmen erfassen Gesichtsmerkmale wie 

Lidbewegungen, Kopfposition und -pose sowie die Mimik des Fahrers. Die Erkennung emotionaler Zu-

stände ist entscheidend, um die Aufmerksamkeit und die Bereitschaft des Fahrers zu bewerten. 

Körperhaltung und Objekterkennung: Ein weiterer wichtiger Aspekt war die Entwicklung von Algo-

rithmen zur Erkennung der Körperhaltung des Fahrers und zur Detektion von Objekten im Fahrzeug-

innenraum. Diese Algorithmen sind darauf ausgelegt, fahrtypische Bewegungen wie Schulterblicke 

und Interaktionen mit Objekten (z. B. Smartphone oder Getränke) zu identifizieren. Die Verbesserung 

dieser Algorithmen war notwendig, um die Interaktion zwischen Fahrer und Fahrzeug zu optimieren. 

4 Validierung 

Die entwickelten Verfahren wurden in einer dedizierten Aufnahmereihe quantitativ evaluiert.  

Herzfrequenzschätzung 

Die Algorithmen zur Erkennung der Herzrate zeigten in kontrollierten Umgebungen eine hohe Genau-

igkeit, insbesondere bei der Analyse von Videoaufnahmen einer einzelnen Person mit stabilen Bedin-

gungen. In diesen Tests konnte eine zuverlässige Erfassung der Herzfrequenz erreicht werden, was auf 

die Effektivität der entwickelten Methoden hinweist. Weiterhin wurde festgestellt, dass die Leistung 

bei variierenden Bedingungen, wie z. B. bei Bewegungen oder unterschiedlichen Lichtverhältnissen, 

abnahm. Die Ergebnisse deuteten darauf hin, dass eine größere und vielfältigere Trainingsdatenbasis 

notwendig ist, um die Robustheit der Herzfrequenzschätzung zu verbessern. 

Mimik- und Emotionsanalyse 

Die Algorithmen zur Mimik- und Emotionsanalyse wurden ebenfalls umfassend getestet. Die Validie-

rungsstudie zeigte, dass die Algorithmen in der Lage waren, verschiedene emotionale Zustände des 

Fahrers mit einer hohen Genauigkeit zu erkennen. Die Ergebnisse zeigten auch, dass subtile emotio-

nale Veränderungen schwieriger zu erfassen waren, was auf die Notwendigkeit hinweist, die Algorith-

men weiter zu verfeinern. Die Analyse der Mimik war besonders erfolgreich bei frontalen Kopfhaltun-

gen, während non-frontale Positionen zu einer verringerten Genauigkeit führten. 

Körperhaltung und Objekterkennung 

Die Algorithmen zur Erkennung der Körperhaltung und zur Detektion von Objekten im Fahrzeuginnen-

raum wurden ebenfalls validiert. Die Ergebnisse zeigten, dass die Algorithmen in der Lage waren, ty-

pische Bewegungen des Fahrers, wie Schulterblicke und Interaktionen mit Objekten, zuverlässig zu 

identifizieren. Die Genauigkeit variierte je nach Komplexität der Szenarien. In einfacheren Testszena-

rien waren die Ergebnisse deutlich besser als in komplexeren Umgebungen, was darauf hinweist, dass 

die Algorithmen in realen Fahrsituationen weiter optimiert werden müssen. 
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