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l. PriSyn-Abschlussbericht (DZNE) — Kurzbericht

l.1 Aufgabenstellung

In der klinischen Diagnostik wachsen Datenmengen stetig, doch Datenschutz und
Einwilligungsvorgaben erzeugen Datensilos, die das Training von Klassifikatoren ineffizient
machen und damit Zuverldssigkeit sowie Akzeptanz klinischer Assistenzsysteme
mindern. PriSyn entwickelt daher Methoden, um Klassifikatoren mit groBeren Datenmengen
zu trainieren, indem synthetische Daten erzeugt werden, die die statistischen und
biologischen Eigenschaften der Originaldaten bewahren, aber nicht auf Einzelpersonen
zurlckfuhrbar sind. Das DZNE pruft im Rahmen von PriSyn, ob synthetische Daten korrekt,
plausibel und sicher (keine re-identifizierbaren Informationen) sind, um ihre Nutzbarkeit in
klinischen Anwendungen zu garantieren. Die Ziele sind der Aufbau eines multimodalen
Demenz-Datensatzes, die Entwicklung von Klassifikatoren zur Erkennung neuro-
degenerativer Erkrankungen, die Evaluation der anonymisierten Daten und die Integration
aller Ergebnisse in einen funktionalen Demonstrator.

[.2 Wissenschaftlicher und technischer Stand

Einzelzell-Transkriptomik steckt noch in den Anfangen, birgt aber groBes Potenzial fur die
Aufklarung schwerer COVID-19-Verlaufe (Schulte-Schrepping et al., 2020;
Stephenson et al., 2021). Bisherige Arbeiten sind meist explorativ; fur den klinischen Einsatz
sind robuste, statistisch validierte Vorhersagemodelle nétig. Genetische Daten von
Spendern unterliegen strengsten Sicherheitsvorgaben (Einwilligung; Rego et al., 2020) und
gesetzlichen Regelungen (DSGVO; Shabani & Borry, 2018). Flur den Datenaustausch sind
Methoden wie Sanitization (Gursoy et al., 2020) oder die Erzeugung synthetischer Daten
(Erlich & Narayanan, 2014) erforderlich (Oestreich et al., 2021).

Tools zur Simulation von Einzelzell-Transkriptomen (Splatter; Zappia et al., 2017) erfassen
nicht die volle Komplexitat (Luecken et al., 2022). splatPop kombiniert
Einzelzell-Genexpression mit eQTLs (Azodietal.,2021) und scReadSim simuliert
Genexpression und Chromatin-Zuganglichkeit (Yan & Li, 2022), doch kein Tool erzeugt
simultan Genotyp- und Expressionsdaten auf Einzelzellebene.

|.3 Ablauf des Vorhabens

Das Teilvorhaben ,Klinische Anwendungen flr reprasentative, synthetische
Gesundheitsdaten®“ startete am 15.12.2022 und lief 36 Monate. Die Zeit- und
Ausgabenplanung wurde planmaBig eingehalten.
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|.4 Wesentliche Ergebnisse

Zur Erzeugung des klinischen Datensatz wurde eine Pipeline zur Kuratierung,
Vorverarbeitung und Imputation komplexer klinischer Metadaten entwickelt, die mit
Einzelzell-Transkriptomdaten uUbereinstimmen. Durch die systematische Bewertung von
Imputationsstrategien mit datengetriebenen Metriken wurde MICE als der effektivste Ansatz
zur Erhaltung der zugrundeliegenden Datenstruktur identifiziert. Die Verwendung eines
groBen, biologisch relevanten Datensatzes mit Einzelzellen von Patienten mit einer SARS-
CoV-2-Infektion ermdglichte eine robuste und transparente Bewertung synthetischer Daten
und stellte sicher, dass methodische Fortschritte in einem kollaborativen Umfeld validiert
werden konnten. Insgesamt demonstrieren diese Bemuhungen einen methodisch
fundierten Rahmen fur die nachgelagerte Nutzung analysespezifischer Einzelzell-klinischer
Daten, ohne die biologische Relevanz zu beeintrachtigen.

Da Einzelzell-Daten sehr heterogen, sparlich und komplex sind, erfordert das Design und die
Evaluation der generativen Modelle besondere Sorgfalt. Die statistische Ahnlichkeit wurde
mithilfe mehrerer Metriken wie euklidischem Abstand, Kosinus-Ahnlichkeit,
Maximum-Mean-Discrepancy und Kolmogorov-Smirnov-Abstand bewertet. Zusatzlich
erfolgte eine biologische Validierung, bei der gepruft wurde, ob bekannte Zelltypen und ihre
Genexpressionssignaturen im synthetischen Datensatz erhalten bleiben.

Als Klassifikator wurde der reproduzierbare GNN-Klassifikator scGNNPred entwickelt, der
aus Einzelzell-Transkriptom-Graphen Krankheiten vorhersagt und dabei fur COVID-19,
Lungenfibrose und Nierenerkrankungen sehr hohe AUC-Werte (= 0.98-0.99) erreicht; das
Modell liefert zudem interpretierbare Zellpopulation-Einblicke und dient als Benchmark zur
Bewertung synthetischer scRNA-seq-Daten.

AbschlieBend wurden alle Komponenten des Projekts in einem Demonstrator integriert.
Dazu wurde das generative Modell genutzt, um private synthetische Daten ahnlich zum
kuratierten Datensatz zu erzeugen, diese Daten wurden dann evaluiert und dann mit Swarm
Learning ein verteilter Klassifikator trainiert.

.5 Zusammenarbeit mit anderen Forschungseinrichtungen

In PriSyn arbeiten DZNE, CISPA, QuantPi und HPE zusammen mit AMD. Im Projekt gab es
eine enge Verknupfung mit lokalen Strukturen, der Universitdt Bonn und ihrem
Universitatsklinikum, sowie dem Exzellenzcluster ImmunoSensation. Auf technischer
Ebene gibt es einen regen Austausch mit den Bioinformatikern in Helmholtz Munich sowie
KI-Experten Uber die Helmholtz Al-Plattform.
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ll. PriSyn-Abschlussbericht DZNE - Eingehende
Darstellung

Il.1 Durchgefuhrte Arbeiten und Ergebnisse

[1.1.1 Aufgabenstellung

In der klinischen Diagnostik werden immer groBere Datenmengen verarbeitet. Klinische
Assistenzsysteme unterstitzen das medizinische Personal, indem sie Klassifikatoren zur
Analyse hochdimensionaler Daten einsetzen. Diese mussen mit vielen Beispielen trainiert
werden, doch Datenschutzvorschriften und Patienteneinwilligungen fihren zu Datensilos,
wodurch das Training ineffizient wird. Das verringert die Zuverlassigkeit und Akzeptanz der
Systeme. In PriSyn werden Methoden entwickelt, die das Training von Klassifikatoren auf
groBeren Datenmengen ermadglichen.

Um synthetische Daten zur Anonymisierung zu nutzen, soll PriSyn Generatoren fur
hochdimensionale Daten (z. B. Genexpression) entwickeln, die die Eigenschaften der
Originaldaten behalten, aber nicht auf einzelne Personen zurlckfluhrbar sind. CISPA
Ubernimmt das Design, die Implementierung und das Training der generativen Modelle.
QuantPi pruft die Generatoren auf ihr Re-ldentifikationsrisiko. Da das Training sehr
rechenintensiv ist, beschleunigt AMD diesen Prozess mithilfe programmierbarer FPGAs und
HPE implementiert verteiltes Training via Swarm Learning.

Das DZNE hat in PriSyn untersucht, wie synthetische Daten in der Medizin nutzbar gemacht
werden konnen. Wichtig ist dabei die Korrektheit & Plausibilitdt — synthetische Daten
mussen die statistischen Eigenschaften und die biologische Aussagekraft der Originaldaten
reproduzieren und zu denselben Analyseergebnissen fuhren. AuBerdem durfen keine
personenbezogenen Informationen mehr identifizierbar sein. Re-ldentifikations-Angriffe
mussen ausgeschlossen sein, um eine Akzeptanz zu erreichen. Dazu dienen
nachvollziehbare Nachweise fur Korrektheit und Sicherheit. Dies dient dem Ziel der
Nutzbarkeit der Daten in reguldren Anwendungen, z. B. klinischen Assistenzsystemen.

Das Teilvorhaben des DZNE hat daher die folgenden Ziele verfolgt:
e Datensatz: Aufbau eines multimodalen klinischen Datensatzes zu Demenz
¢ Klassifikatoren: Entwicklung von Modellen, die neurodegenerative Erkrankungen
anhand dieses Datensatzes erkennen.
« Evaluation: Prifung der anonymisierten Daten auf Klassifikationsleistung,
Plausibilitat, Re-ldentifikations-Risiken und Reproduzierbarkeit.
¢ Demonstrator: Integration aller Ergebnisse in einen funktionalen Demonstrator.
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[1.1.2 Wissenschaftlicher und technischer Stand

Einzelzell-Transkriptomik steckt noch in den Anfangen, birgt aber groBes Potenzial flr
personalisierte Krebstherapien (Sklavenitis-Pistofidis et al., 2021; Liu et al., 2020) und die
Aufklarung schwerer COVID-19-Verlaufe (Schulte-Schrepping et al., 2020;
Kreutmair et al., 2021; Stephenson et al., 2021). Bisherige Arbeiten sind meist explorativ; fur
den klinischen Einsatz sind robuste, statistisch validierte Vorhersagemodelle notig (z. B.
CloudPred; He et al., 2022). Piccolo et al. (2022) zeigten, dass die Modell-Performance stark
von den Daten abhangt — die Auflosung auf einzelne Zellen und groBere Datensatze durften
die Vorhersage verbessern.

Allein die Transkriptomik vernachldssigt genetische Risikofaktoren, die durch GWAS an
Millionen von Personen identifiziert wurden (z. B. Jiang etal., 2021; UK Biobank). Ohne
gekoppelte Genotyp-Informationen bleibt unklar, welche Zelltypen von den Varianten
betroffen sind und welche Therapieansatze sich daraus ableiten lassen. Bisher gibt es keine
Studien, die Genotypisierung und Einzelzell-Transkriptomik gleichzeitig messen;
existierende Ansatze leiten SNP-Informationen nur aus Transkriptom-Sequenzen ab
(Poirion et al., 2018). In vielen Einzelzell-Studien werden statische
GWAS-Zusammenfassungen verwendet (Wang et al., 2022; Gawel et al., 2019).

Genetische Daten von Spendern unterliegen strengsten Sicherheitsvorgaben (Einwilligung;
Rego et al., 2020) und gesetzlichen Regelungen (DSGVO; Shabani & Borry, 2018). Fur den
Datenaustausch sind Methoden wie Sanitization (Gursoyetal., 2020), homomorphe
Verschliusselung (Blattetal., 2020) oder die Erzeugung synthetischer Daten (Erlich &
Narayanan, 2014) erforderlich (Oestreich et al., 2021).

Tools zur Simulation von Einzelzell-Transkriptomen (Splatter; Zappia et al., 2017) erfassen
nicht die volle Komplexitat (Lueckenetal.,2022). Fur Genotyp-Daten gibt es
PhenotypeSimulator (Meyer & Birney, 2018) und sim1000G (Dimitromanolakis et al., 2019),
jedoch ohne Verknupfung zur Zell-Expression. splatPop kombiniert
Einzelzell-Genexpression mit eQTLs (Azodietal.,2021) und scReadSim simuliert
Genexpression und Chromatin-Zuganglichkeit (Yan & Li, 2022), doch kein Tool erzeugt
simultan Genotyp- und Expressionsdaten auf Einzelzellebene.

Um realistische Modelle zu bauen, sind umfangreiche Daten notig, die haufig aus
Datenschutzgrunden fehlen. Anonymisierte Patientenkohorten, die mit starken
Privatspharegarantien geteilt werden kdénnen, ermdglichen die Entwicklung effektiver
klinischer Assistenzsysteme, ohne an den Erhebungsort gebunden 2zu sein
(Suwinski et al., 2019).
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[1.1.3 Ablauf des Vorhabens

Das Verbundprojekt PriSyn und damit auch das Teilvorhaben ,,Klinische Anwendungen fur
reprasentative, synthetische Gesundheitsdaten startet am 15.12.2022 mit einer Laufzeit
von 36 Monaten. Die Arbeit unterteilte sich in sechs Arbeitspakete (siehe Abbildung 1;
Datensatz und Klassifikatoren, Bewertung generativer Modelle, Verteilte generative Modelle,
Prafung und Qualitat, Effizienz und Verteilung, sowie Anwendung und Transfer). AuBerdem
sind im Teilvorhaben sechs Meilensteine definiert (Klinischer Datensatz, generative Modell,
Klassifikatoren, Analysepaket anonymisierte Daten, Klinisches Assistenzsystem,
Demonstrator).

Arbeitspaket pm | vir | vazm2 | vaHa | vam2 | vaHa | va/m2

AP 1: Datensatz und Klassifikatoren 50

AP 2: Bewertung generativer Modelle 4

AP 3: Verteilte generative Modelle 10

AP 4: Prifung und Qualitét 2

AP 5: Effizienz und Verteilung 2

AP 6: Anwendung und Transfer 40

Meilensteine MS1.1 MS 1.2 MS 3.1 MS 6.2
MS 6.1 MS 6.3

Abbildung 1: GANTT-Chart mit Projektverlauf

Alle Aktivitaten im Teilvorhaben wurden mit den Projektpartnern koordiniert und ein
regelmaBiger Austausch der Beteiligten, sowohl auf Leitungs- als auch auf Arbeitsebene
wurde gepflegt. Die Forschungsarbeiten im Teilvorhaben ,Klinische Anwendungen fur
reprasentative, synthetische Gesundheitsdaten®“ konnten in der Projektlaufzeit erfolgreich
abgeschlossen werden.

[1.1.4 Wesentliche Ergebnisse

PriSyn hat Methoden entwickelt, um Klassifikatoren mit groBeren Datenmengen zu
trainieren, indem synthetische Daten erzeugt werden, die die statistischen und biologischen
Eigenschaften der Originaldaten bewahren, aber nicht auf Einzelpersonen zurlckfuhrbar
sind. Das DZNE prufte im Rahmen von PriSyn, ob synthetische Daten korrekt, plausibel und
sicher (keine re-identifizierbaren Informationen) sind, um ihre Nutzbarkeit in klinischen
Anwendungen zu garantieren. Die Ergebnisse sind der Aufbau eines multimodalen Demenz-
und COVID-19-Datensatzes, die Entwicklung von Klassifikatoren zur Erkennung
(neurodegenerativer) Erkrankungen, die Evaluation der anonymisierten Daten und die
Integration aller Ergebnisse in einen funktionalen Demonstrator.

11.1.4.1 Klinischer Datensatz

Innerhalb des PriSyn-Projekts war das DZNE fir die Erstellung eines klinischen Datensatzes
mit Einzelzellinformationen zustandig, der mit strukturierten klinischen Metadaten
kombiniert wurde. Ziel war es, molekulare Messwerte mit klinischen Merkmalen auf
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Patientenebene in Verbindung zu bringen und gleichzeitig Anonymisierung durch die
Erzeugung synthetischer Daten zu ermdglichen. Nach Zustimmung der Abteilung fur
klinische Forschung am DZNE wurde der Zugriff auf einen internen Datensatz mit Einzelzell-
RNA-Sequenzierung (scRNA-seq), der auf der klinischen Forschungsplattform der DZNE
gehostet wurde, gewahrt. Das Ziel der Erfassung dieses Datensatzes bestand darin,
Krankheitsstadien der Alzheimer-Krankheit zu charakterisieren und ihren Verlauf in
Donorinnen und Donoren mit nachweisbarem beta-Amyloid im Liquor cerebrospinalis (engl.
cerebropspinal fluid, CSF) zu bewerten. Hierzu wurden periphere mononukleare Blutzellen
(PBMCs) analysiert, um molekulare Signaturen im peripheren Blut zu identifizieren.

Die Teilnehmerinnen und Teilnehmer wurden aus einer groBeren, laufenden Kohorte namens
,DELCODE-Studie” rekrutiert. Bei dieser multizentrischen, longitudinalen Studie zur
Gedachtnisforschung wurden Personen aus zehn mit dem DZNE verbundenen
Gedachtniskliniken in Deutschland einbezogen. Aus dieser Kohorte wurden PBMC-Proben
von 242 Personen uber 60 Jahren gesammelt und mithilfe von scRNA-seq, Multiparameter-
Durchflusszytometrie (MCFC) sowie Proteomik analysiert. Mithilfe dieser Methoden war es
moglich, eine detaillierte Analyse der Zusammensetzung von Immunzellen und der damit
verbundenen molekularen Aktivitat im Zusammenhang mit der Alzheimer-Pathologie zu
erstellen.

Um die klinischen Metadaten mit dem Datensatz scRNA-seq abzugleichen, wurden
umfangreiche Vorverarbeitungsschritte auf den klinischen DELCODE-Datensatz
angewendet. Die anfangliche Datenbereinigung umfasste die Entfernung redundanter
Variablen, die Konsolidierung kognitiver Bewertungen durch die Beibehaltung von Gesamt-
und globalen Summenscores, um Rauschen zu reduzieren, sowie den Ausschluss von
Merkmalen mit mehr als 50% fehlenden Werten. Diese Schritte verbesserten die Konsistenz,
reduzierten das Rauschen und bewahrten gleichzeitig die klinisch relevanten Informationen.
Fur die verbleibenden unvollstidndigen Variablen wurde eine Imputation durchgefihrt, um
plausible Werte zu generieren, die die gemeinsame Struktur der Daten beibehielten und die
Abhangigkeiten zwischen den klinischen Merkmalen berucksichtigten.

Es wurden funf Imputationsmethoden evaluiert, darunter sowohl Einzel- als auch Mehrfach-
Imputationsansatze: die Mittelwert-Imputation, MissForest, Generative Adversarial
Imputation Networks (GAIN), Multivariate Imputation by Chained Equations (MICE) und
Missing Data Importance-Weighted Autoencoder (MIWAE). Bei der Mittelwert-Imputation
werden fehlende Werte durch die Durchschnittswerte der Merkmale ersetzt, wahrend
MissForest Random Forests verwendet, um nichtlineare Beziehungen zwischen Variablen zu
modellieren. GAIN nutzt adversarial learning, um fehlende Werte zu schatzen. MICE fuhrt
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iterative Regressionen zur Mehrfach-Imputation durch. MIWAE verwendet tiefe latente
Variablenmodelle, um komplexe Muster fehlender Daten zu verarbeiten.

Die Imputations-Performanz wurde anhand dreier Kategorien von Metriken bewertet, die
komplementare Aspekte der Datenintegritat erfassen. Die Metriken, die die Abweichungen
von den tatsachlichen Daten widerspiegeln, wie beispielsweise der mittlere quadratische
Fehler (RMSE), der mittlere absolute Fehler (MAE) und der Koeffizient der Bestimmung (R?),
wurden auf individueller Ebene bewertet. Metriken, die die Abweichungen auf
Merkmalsebene erfassen, wie die Kullback-Leibler-Divergenz, die Kolmogorov-Smirnov-
Divergenz und die Wasserstein-Distanz, wurden genutzt, um zu beurteilen, wie gut die
marginalen Verteilungen der Merkmale erhalten blieben. Darlber hinaus wurde die sliced
Wasserstein-Divergenz verwendet, um hochdimensionale Verteilungen zu vergleichen.
Dazu wurden die Daten in mehrere eindimensionale Unterrdume projiziert und die
Wasserstein-Distanzen uber die Projektionen aggregiert.

Von diesen Evaluationsstrategien stellte sich die sliced Wasserstein-Distanz als die
informativste und robusteste Metrik heraus, da sie die multivariate Verteilungsstruktur
erfasste, ohne von den Einschrdnkungen traditioneller DivergenzmafBen betroffen zu sein.
Nach Evaluation mit dieser Methode zeigte MICE eine bessere Leistung bei der
Rekonstruktion der tatsachlichen Verteilung von simulierten Referenzdatensatzen und
zeigte somit eine starke Erhaltung sowohl marginaler als auch gemeinsamer
Merkmalsbeziehungen. Auf der Grundlage dieser Ergebnisse wurde MICE als
Imputationsmethode fur die finalen klinischen Metadaten ausgewahlt. Der resultierende
Datensatz umfasste 44 kuratierte Variablen, darunter demografische Daten, genetische
Risikofaktoren, Ergebnisse kognitive Tests und flussigkeitsbasierte Biomarker aus dem CSF
und dem Blut, die fur die Alzheimer-Pathologie relevant sind.

Obwohl der DELCODE-Datensatz eine umfangreiche multimodale Ressource darstellte,
verhinderten datenschutzrechtliche Vorgaben und Vertraulichkeitsauflagen die Weitergabe
der Daten an externe Kooperationspartner. Da der Projektschwerpunkt auf der Generierung
und Evaluation synthetischer Daten in einem kollaborativen Umfeld lag, war es daher
erforderlich, einen alternativer, 6ffentlich verflugbarer Referenzdatensatz zu verwenden. Zu
diesem Zweck wurde ein groBer, sorgfaltig kuratierter Single-Cell-Datensatz zu SARS-CoV-2
ausgewahlt, der von Stephenson et al. 2021 in Nature Medicine beschrieben wurde. Dieser
Datensatz stammt aus einer der umfassendsten Studien zur Immunprofilierung von SARS-
CoV-2 und integriert Einzelzell-Transkriptomdaten aus PBMCs mit detaillierten klinischen
Metadaten.
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Der Datensatz zu SARS-CoV-2 war besonders gut fur die Bewertung synthetischer Daten
geeignet, da er mehrere wichtige Merkmale aufwies. So induziert das Virus ein starkes,
krankheitsbedingtes Transkriptionssignal in peripheren Immunzellen, was die biologische
Validierung der Datenintegritat ermoglicht. PBMCs spielen eine zentrale Rolle bei der
Immunpathologie von SARS-CoV-2, wodurch sichergestellt wird, dass
Transkriptionsvariationen direkt mit den Krankheitsmechanismen und nicht mit sekundaren
Effektenin Verbindung stehen. Darlber hinaus bietet der Datensatz eine groBe Datenmenge,
standardisierte experimentelle Protokolle und ist gut verfligbar. Dies ermdglicht eine
konsistente Bewertung Uber verschiedene Modellierungsansatze und nachfolgende
Lernaufgaben hinweg.

Der Datensatz umfasst mehr als 780.000 PBMCs, die in einer Kohorte von 130 Patienten mit
verschiedenen Schweregraden von COVID-19 analysiert wurden. Dabei wurden sie mit
klinischen Variablen wie Alter, Geschlecht und Schweregrad der Erkrankung in Beziehung
gesetzt. Durch die Kombination aus molekularen Informationen und klinischen Metadaten
eignet er sich ideal als Benchmark, um zu beurteilen, ob synthetische Daten biologisch
relevante Muster enthalten, wahrend gleichzeitig die Privatsphare gewahrt bleibt.

Zusammenfassend kann berichtet werden, dass hier eine sorgfaltig designte Pipeline zur
Kuratierung, Vorverarbeitung und Imputation komplexer klinischer Metadaten entwickelt
wurde, die mit Einzelzell-Transkriptomdaten Ubereinstimmen. Dabei wurden zusatzlich
Einschrankungen bei der Freigabe sensibler Patientendaten berucksichtigt. Durch die
systematische Bewertung von Imputationsstrategien mit datengetriebenen Metriken wurde
MICE als der effektivste Ansatz zur Erhaltung der zugrundeliegenden Datenstruktur
identifiziert. Die Verwendung eines groBen, biologisch relevanten Datensatzes mit
Einzelzellen von Patienten mit einer SARS-CoV-2-Infektion ermoglichte eine robuste und
transparente Bewertung synthetischer Daten und stellte sicher, dass methodische
Fortschritte in einem kollaborativen Umfeld validiert werden konnten. Insgesamt
demonstrieren diese BemuUhungen einen methodisch fundierten Rahmen fur die
nachgelagerte Nutzung analysespezifischer Einzelzell-klinischer Daten, ohne die
biologische Relevanz zu beeintrachtigen.

11.1.4.2 Generatives Modell und Analyse der anonymisierten Daten

Das Hauptziel von PriSyn besteht in der Entwicklung synthetischer scRNA-seqg-Daten
mithilfe generativer Modelle sowie in der Bewertung, ob diese die biologischen Muster realer
Daten erhalten. CISPA setzte seine Expertise im Bereich der generativen Modellierung ein,
um verschiedene Ansatze zur Erzeugung synthetischer Daten zu entwickeln. Da Einzelzell-
Daten sehr heterogen, sparlich und komplex sind, mussen diese Modelle sorgfaltig
entworfen und evaluiert werden, um ihre biologische Relevanz zu Uberprifen. Das DZNE
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bewertet diese synthetisch erzeugten Daten und gibt Einblicke in ihre Qualitat. CISPA nutzte
die Pipeline von GroundGAN (Zinati et al., 2024), um synthetische Daten zu erzeugen. Es
wurden verschiedene Trainingskonfigurationen verwendet, um die Auswirkungen von
kausalen und Datenschutzbeschrankungen auf die Datengenerierung zu untersuchen. Es
standen drei verschiedene Varianten synthetischer Daten zur Verfligung: GroundGAN ohne
kausale Aspekte, GroundGAN mit kausalen Aspekten und GroundGAN mit Differential-
Privacy (DP).

Um einen fairen Vergleich zu gewahrleisten, wurden sowohl die realen als auch die
synthetischen Daten mithilfe einer identischen Scanpy-basierten Vorverarbeitungspipeline
prozessiert. Diese umfasste Qualitdtskontrolle, Normalisierung, Log-Normalisierung,
Feature-Auswahl (hochvariable Gene), Skalierung und Dimensionsreduktion. Nach der
Erzeugung synthetischer scRNA-seq-Daten fUhrten wir eine detaillierte Bewertung durch,
die sowohl statistische als auch biologische Aspekte umfasste. Damit wollten wir ermitteln,
inwieweit die synthetischen Daten die Eigenschaften des realen Datensatzes
widerspiegelten. Dazu setzten wir verschiedene Metriken wie den euklidischen Abstand, die
Kosinus-Ahnlichkeit, die Maximum-Mean-Discrepancy-(MMD)-Metrik und den Kolmogorov-
Smirnov-(KS)-Abstand ein. Diese Metriken bieten eine Perspektive auf die Ahnlichkeit von
paarweisen Abstanden bis hin zur globalen Verteilung der beiden Datensatze.

Euklidischer Kosinus- MMD KS-Abstand
Abstand Ahnlichkeit
Real vs GAN 7.330 0.023 0.021 0.039
Real vs kausaler GAN 12.318 0.057 0.045 0.298
Real vs DP-GAN 17.015 0.138 0.085 0.065

Tabelle 1: Ahnlichkeitsmetriken zum Vergleich von realen und synthetischen scRNA-seg-Daten, jeweils mit
kausalem oder DP-GAN.

Um festzustellen, ob die synthetischen Daten in der Lage waren, biologische Signale aus
den realen Daten beizubehalten, haben wir Uiber die statistische Ahnlichkeit hinaus eine
biologische Validierung durchgefiihrt. Dazu haben wir untersucht, ob bekannte Zelltypen
im synthetischen Datensatz abgebildet wurden und ob ihre Genexpressionssignaturen
erhalten geblieben sind. Dazu haben wir ein untberwachtes Clustering (Leiden-
Algorithmus) durchgeflihrt, um die Anzahl der Cluster in beiden Datensatzen zu ermitteln.
AbschlieBend haben wir die Anteile der verschiedenen Zelltypen in den realen und
synthetischen Daten verglichen.

PriSyn - Klinische Anwendungen flur reprasentative, synthetische Gesundheitsdaten 10
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Abbildung 2: Kernel-Dichte-Schatzung (KDE) der Expressionsstarke auf Genebene zwischen realen und
synthetischen Daten

Cell type composition: Real vs Synthetic datasets
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Abbildung 3: Links: t-SNE-Visualisierung von realen und nicht kausal generierten synthetischen scRNA-seg-
Daten, die die Uberlappung von Zelleinbettungen im gemeinsamen latenten Raum zeigt. Rechts: Vergleich
der Zelltypanteile zwischen realen und synthetischen scRNA-seq-Datensatzen nach dem Label-Transfer, der
die Erhaltung der Populationsstruktur veranschaulicht.

11.1.4.3 Klassifikatoren

Im Rahmen des PriSyn-Projekts arbeitet das DZNE an der Entwicklung und Bewertung von
Klassifikationsverfahren fur Einzelzell-RNA-Sequenzierungsdaten. Dabei wurden deutliche
Fortschritte erzielt - sowohl bei der Aufbereitung der Daten und der Entwicklung geeigneter
Analyse-Pipelines als auch beim Aufbau und der Bewertung der Klassifikatoren anhand
gangiger Standardmetriken des maschinellen Lernens. Im Zuge dessen haben wir
scGNNPred entwickelt: einen Klassifikator fur die Vorhersage von Krankheiten auf
Patientenebene aus Einzelzell-Transkriptomikdaten, der auf graph-neuronalen Netzwerken
(GNN) basiert. Wir haben das Modell fur verschiedene Krankheiten wie COVID-19,
Alzheimer, idiopathische Lungenfibrose (IPF) und chronische Nierenerkrankungen (CKD)
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evaluiert und konnten so die Wirksamkeit des Modells nachweisen. Das Modell wurde als
VergleichsmaBstab genutzt, um die Qualitdt und Praxistauglichkeit der erzeugten
synthetischen Daten zu beurteilen. Es wurde dabei im Rahmen eines dezentralen
Lernverfahrens trainiert. Wahrend der aktuellen Projektlaufzeit konzentrierte sich unsere
Arbeit auf den Aufbau einer reproduzierbaren End-to-End-Pipeline, das Training und die
Validierung des GNN-Klassifikators sowie die Generierung interpretierbarer biologischer
Ergebnisse.

Ein wichtiger Meilenstein dieser Arbeit war die Implementierung einer vollstandig
reproduzierbaren Vorverarbeitungs- und Trainingspipeline fur Einzelzelldaten. Die Pipeline
automatisiert die  Qualitatskontrolle, Normalisierung, Merkmalsauswahl und
Modellbewertung, um eine konsistente Vorverarbeitung Uber Trainings- und Testkohorten
hinweg sicherzustellen. AnschlieBend wurde jede einzelne Patientenprobe als Graph
dargestellt. Dieser scRNA-seq-Graph ermoglicht es dem Modell, Wechselwirkungen
zwischen verschiedenen Zellpopulationen zu erfassen und zu lernen.

Wir haben ein hierarchisches Graph-Neuralnetzwerk zur Vorhersage von Krankheiten auf
Patientenebene entwickelt. Das Modell kombiniert Graph-Konvolutions-Schichten mit
hierarchischem Graph-Pooling und einem attention-basierten Auslesemechanismus.
Hierarchische Pooling-Schichten reduzieren die GroBe des Graphen schrittweise, indem sie
die informativsten Knoten auswahlen. Dadurch kann sich das Netzwerk auf
krankheitsrelevante = Subpopulationen konzentrieren und gleichzeitig kompakte
Einbettungen auf Patientenebene generieren. Eine attention-basierte Auslesefunktion
aggregiert Knotendarstellungen zu einer einzigen Patienten-Einbettung. Durch die
Zuordnung von Wichtigkeitswerten zu den beibehaltenen Knoten und Zellpopulationen
verbessert dieses Design die Interpretierbarkeit. Wir haben einen systematischen Vergleich
der GNN-Schichttypen, der hierarchischen Pooling-Strategien und der Auslesefunktionen
fur jede Krankheitsvorhersageaufgabe durchgeflhrt. Die leistungsstarkste Konfiguration, die
auf der Grundlage der durchschnittlichen Leistung Uber alle Splits ausgewahlt wurde, ist in
Tabelle 2 aufgefihrt. Die resultierende Einbettung wird flr die nachgelagerte
Krankheitsklassifizierung verwendet. Die Modellleistung wurde anhand von
Standardmetriken fir maschinelles Lernen wie der Fldche unter der ROC-Kurve (ROC), dem
F1-Score und der Flache unter der Prazisions-Recall-Kurve (APR) bewertet. Die Leistung des
Modells blieb Gber mehrere unabhangige Trainings- und Testaufteilungen hinweg stabil. Das
deutet darauf hin, dass es gut auf bislang unbekannte Proben Ubertragen werden kann.

Krankheit GNN layer | Pooling | Readout | AUC meansst) F1 (mean<sta) APR (mean + stq)
COVID-19 (binar) GAT TopK Multiset | 0.98+0.03 0.86+0.1 0.94+0.13
IPF (Mehrklassen- GAT None Multiset | 0.99+0.02 | 0.90+0.09 | 0.98+0.03

Vorhersage)
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CKD GAT SAG Multiset | 0.94%0.10 0.79+0.2 0.93+0.12
(Mehrklassen-
Vorhersage)

AD (binar) GAT TopK | Attention | 0.69+0.183 | 0.65+0.16 | 0.50%+0.19
Tabelle 2: Verschiedene Performanz-Metriken flir die verschiedenen Szenarien, auf die das maschinelle

Lernmodell angewandt wurde.

Ein groBer Vorteil des hierarchischen Graph-Poolings ist, dass es biologisch gut
interpretierbare Ergebnisse liefert. Durch die Untersuchung der Knoten wahrend der
hierarchischen Verdichtung des Graphen konnten wir diejenigen Zellpopulationen
identifizieren, die besonders stark zur Krankheitsvorhersage beitragen.

Indem wir die Wichtigkeitswerte Uber alle Patienten hinweg zusammengefiuhrt haben,
konnten wir zudem krankheitsassoziierte Zellpopulationen auf Kohortenebene bestimmen.
In der COVID-19-Kohorte zeigte sich beispielsweise, dass Plasmablasten, dendritische
Zellen sowie mobilisierte hamatopoetische Stamm- und Vorlauferzellen (HSPCs) im
Vergleich zu gesunden Kontrollpersonen deutlich starker zur Vorhersage von COVID-19
beitragen. Dies weist auf ihre hohe pradiktive Relevanz hin. AuBerdem wurde bei kritisch
erkrankten COVID-19-Patienten eine relative Zunahme proliferierender Monozyten
beobachtet, was mit den Ergebnissen von Stephenson et. al Ubereinstimmt.

Zusatzlich haben wir die fur die COVID-19-Vorhersage besonders wichtigen Gene analysiert,
sie bekannten GO- und KEGG-Sighalwegen zugeordnet und eine Gen-Set-Enrichment-
Analyse durchgefiihrt. Dabei zeigte sich eine Uberreprasentation von zytokinvermittelten
Signalwegen, Toll-like-Rezeptor-Signalwegen und allgemeinen Immunaktivierungswegen.
Dies unterstreicht die zentrale Rolle von Immunfehlregulation und entzliindlichen Prozessen
als molekulare Kennzeichen von COVID-19.

11.1.4.4 Demonstrator

AbschlieBend wurden alle Komponenten des Projekts in einem Demonstrator integriert.
Dazu wurde das generative Modell genutzt, um private synthetische Daten ahnlich zum
kuratierten Datensatz zu erzeugen, diese Daten wurden dann evaluiert und dann mit Swarm
Learning ein verteilter Klassifikator trainiert. Eine detaillierte Beschreibung findet sich im
Bericht zum Gesamtvorhaben.

In einer konkreten Anwendung wurde ein Swarm Learning-experiment zwischen zwei
Partnern - DZNE und CISPA - durchgefuhrt, um datenschutzfreundliches, dezentrales Lernen
anhand von Einzelzell-RNA-Sequenzdaten von COVID-19-PBMC-Proben zu demonstrieren.
Jeder Knoten trainierte denselben graphenbasierten Klassifikator lokal mit seinen eigenen
Daten und synchronisierte die Modellparameter Uber das verteilte System, ohne Datenséatze
auszutauschen. Uber mehrere Trainings- und Zusammenfiihrungsrunden absolvierten beide
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Knoten erfolgreich das lokale Training und erstellten ein globales Modell. Die Ausgabe dieses
Experiments ist ein Abbildung 4 zu sehen.

2025-12-19 15:43:13,832 : SwarmCallback : INFO : Starting Swarm merging round ... ° 2025-12-19 15:45:59,886 : swarm.smlCBB : INFO : SMLBB:WAITFORSYNC:defaultbb.cqdb.sml.hpe:36
2025-12-19 15:43:29,087 : SwarmCallback : INFO : Calculated local loss using merged parameters = :START

[ 2025-12-19 15:45:59,886 : swarm.smlCBB : INFO : SMLBB:WAITFORSYNC:defaultbb.cqdb.sml.hpe:36
2025-12-19 15:43:38,225 : SwarmCallback : INFO : Merge Done: RVInt [cur: 10 Nxt: 10] tupdated current Sync id : 38

2025-12-19 15:43:42,789 : SwarmCallback : INFO : Starting Swarm merging round ... 2025-12-19 15:45:59,886 : swarm.smlCBB : INFO : SMLBB:RV:ADMIN:defaultbb.cqdb.sml.hpe:36:SY
2025-12-19 15:43:57,552 : SwarmCallback : INFO : Calculated local loss using merged parameters = NC:DONE

[ 2025-12-19 15:45:59,891 : swarm.smlCBB : INFO : SMLBB:RV:defaultbb.cqdb.sml.hpe:36:DONE
2025-12-19 15:44:06,660 : SwarmCallback : INFO : Merge Done: RVInt [cur: 10 Nxt: 10] 2025-12-19 15:46:07,284 : swarm.initSL : INFO : Finished local training rounds. Train end i
2025-12-19 15:44:11,234 : SwarmCallback : INFO : Starting Swarm merging round ... s called in SL container

2025-12-19 15:44:27,029 : SwarmCallback : INFO : Calculated local loss using merged parameters = 2025-12-19 15:46:07,284 : swarm.initSL : INFO : Minimum required peers are still training. '
) Continue syncing in SL ...

2025-12-19 15:44:36,116 : SwarmCallback : INFO : Merge Done: RVInt [cur: 10 Nxt: 10] 2025-12-19 15:46:16,436 : swarm.smlCBB : INFO : SMLBB:CHKIN:defaultbb.cqdb.sml.hpe:38:Check
2025-12-19 15:44:40,692 : SwarmCallback : INFO : Starting Swarm merging round ... in Done

2025-12-19 15:44:55,944 : SwarmCallback : INFO : Calculated local loss using merged parameters = 2025-12-19 15:46:16,437 : swarm.smlCBB : INFO : SMLBB:RV:defaultbb.cqdb.sml.hpe:38:CHECKIN:
o DONE

2025-12-19 15:45:05,048 : SwarmCallback : INFO : Merge Done: RVInt [cur: 1@ Nxt: 10] 2025-12-19 15:46:16,456 : swarm.smlCBB : INFO : SMLBB:MCHKINDONE:defaultbb.cqdb.sml.hpe:38:
2025-12-19 15:45:09,607 : SwarmCallback : INFO : Starting Swarm merging round ... Waiting for checkin completion criteria to be met

2025-12-19 15:45:24,873 : SwarmCallback : INFO : Calculated local loss using merged parameters = 2025-12-19 15:46:19,477 : swarm.smlCBB : INFO : SMLBB:MCHKINDONE:defaultbb.cqdb.sml.hpe:38:
[ MARKCHECKINSCOMPLETE done

2025-12-19 15:45:33,976 : SwarmCallback : INFO : Merge Done: RVInt [cur: 10 Nxt: 10] 2025-12-19 15:46:26,059 : swarm.smlCBB : INFO : SMLBB:RV:ADMIN:defaultbb.cqdb.sml.hpe:38:CH
2025-12-19 15:45:38,558 : SwarmCallback : INFO : Starting Swarm merging round ... ECKOUT: DONE

2025-12-19 15:45:53,824 : SwarmCallback : INFO : Calculated local loss using merged parameters = '  2025-12-19 15:46:26,071 : swarm.smlCBB : INFO : SMLBB:MCHKOUTD:defaultbb.cqdb.sml.hpe:38:Wa
[} ' iting for checkout completion criteria to be met

2025-12-19 15:46:02,913 : SwarmCallback : INFO : Merge Done: RVInt [cur: 1@ Nxt: 10] 2025-12-19 15:46:29,103 : swarm.smlCBB : INFO : SMLBB:WAITFORSYNC:defaultbb.cqdb.sml.hpe:38
Final Epoch 199 | Train loss 0.4717 | Val loss 0.4558 | Test Acc 0.7190 | F1 0.6476 | Precision @ :START

.6532 | Recall 0.7788 | APR 0.5162 | AUC 0.8578 | (M [[18185 8095] 2025-12-19 15:46:29,103 : swarm.smlCBB : INFO : SMLBB:WAITFORSYNC:defaultbb.cqdb.sml.hpe:38
[ 650 4186)) :updated current Sync id : 40

2025-12-19 15:46:07,282 : SwarmCallback : INFO : Finished local training !!! 2025-12-19 15:46:29,104 : swarm.smlCBB : INFO : SMLBB:RV:ADMIN:defaultbb.cqdb.sml.hpe:38:SY
2025-12-19 15:46:07,282 : SwarmCallback : INFO : Swarm training may continue till trainings in mi NC:DONE

n peers are done! 2025-12-19 15:46:29,109 : swarm.smlCBB : INFO : SMLBB:RV:defaultbb.cqdb.sml.hpe:38:DONE

2025-12-19 15:46:07,283 : SwarmCallback : INFO : Final merging starts at training end. Waiting fo
r other peers to complete ..

: swarm.initSL : INFO :

2025-12-19 15:46:23,038 : SwarmCallback : INFO : Calculated local loss using merged parameters = 2025-12-19 15:46:32,130 : swarm.initSL : INFO : ALl peers and Swarm training fin
[J ished!
2025-12-19 15:46:35,144 : SwarmCallback : INFO : All peers and Swarm training rounds finished. Fi 2025-12-19 15:46:32,130 : swarm.initSL : INFO :
nal Swarm model was loaded. =
Swarm training process completed. Exiting SL
Training finished in 595.22 seconds. 2025-12-19 15:46:35,144 : swarm.startSL : INFO : User model training is completed. Closing
all pipes and stopping SL container
Total runtime: 11.27 minutes 2025-12-19 15:46:35,144 : swarm.startSL : WARNING : Releasing license
teju@huipowang-MS-7B12:~/prisyn/prisyn-cispa-nosn$ | teju@huipowang-MS-7B12:~$ []

Abbildung 4: Ausgabe des Swarm Learning-basierten verteilten Trainings eines Klassifikators im
Demonstrator.

Weitere Arbeiten umfassen das Erstellen verschiedener Szenarien und das Swarm Learning
mit weiteren synthetischen Einzelzelldaten durchfihren, die von generativen Modellen
erzeugt werden.

[1.1.5 Zusammenarbeit mit anderen Forschungseinrichtungen

Das Verbundprojekt PriSyn wurde, unter Leitung des Helmholtz-Zentrum CISPA, von vier
Projektpartnern durchgefuhrt, die ihre jeweilige Expertise eingebracht haben. CISPA brachte
seine Erfahrung in Design, Implementierung und Training von generativen Modellen ein und
untersucht Sicherheitsaspekte. Das Startup QuantPi untersuchte die Generatoren unter
anderem auf das Re-ldentifikationsrisiko. HPE als GroBunternehmen hat seine Expertise in
Methoden zum verteilten Training von KI-Modellen eingebracht, konkret durch die Swarm-
Learning-Technologie. Das DZNE steuerte den medizinischen Anwendungsfall, Datensatze
und bioinformatische Expertise sowie Klassifikatoren bei. Die Beschleunigung der
entwickelten Generatoren erfolgte durch AMD.

Die Projektpartner standen im regelmaBigen Austausch untereinander, sowohl auf
Leitungsebene als auch auf Arbeitsebene. Neben zahlreichen Online-Treffen fanden auch
personliche Treffen in Saarbriucken und Bonn statt. Dies war eine gute Gelegenheit den
Austausch zu intensivieren und einen besseren Einblick in die beteiligten
Forschungseinrichtungen zu erhalten.
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Durch seine verteilte Struktur des DZNE mit zehn Standorten und direkten Verbindungen zu
lokalen Universitatskliniken, war ein intensiver mit Klinikern und Alzheimerforschern zu
Anforderungen und sowie neurologischen Fragestellungen maoglich. Des Weiteren gab es
eine enge VerknUpfung mit lokalen Strukturen, der Universitdt Bonn und ihrem
Universitatsklinikum, sowie dem lokalen Exzellenzcluster ImmunoSensation, in dem der
Projektleiter des Teilvorhabens Mitglied ist. Auf technischer Ebene gibt es einen regen
Austausch mit den Bioinformatikern in Helmholtz Munich sowie Kl-Experten Uber die
Helmholtz Al-Plattform.

I1.2 Wichtige Positionen des zahlenmaBigen Nachweises

Das Teilvorhaben istim geplanten Budget geblieben. Die veranschlagten 108 PM wurden wie
geplant durchgefihrt. Es wurde eine Investition in ein FPGA-System mit ca. 47.000 Euro
vorgenommen. Das geplante Budget von 30.000 Euro fur Reisen wurde mit ca. 13.000 Euro
trotz reger Reisetatigkeit nicht vollstandig ausgeschopft. Dies lasst sich auf effiziente
Reiseplanung und die verstarkte Nutzung von Onlinekonferenztools zuruickflihren. Die
vollstandigen Zahlen finden sich im parallel eingereichten zahlenmaBigen Nachweis.

I1.3 Notwendigkeit und Angemessenheit der geleisteten Projektarbeiten

Die am DZNE durchgeflhrten Arbeiten in den Bereichen Datensatz und Klassifikatoren,
Bewertung generativer Modelle, Verteilte generative Modelle, Prifung und Qualitat, Effizienz
und Verteilung, sowie Anwendung und Transfer sowie die Verwendung der eingesetzten
Ressourcenim Projekt PriSyn waren zielgerichtet und angemessen, da sie zur Erreichung der
in der Teilvorhabenbeschreibung formulierten Ziele und ausschlieBlich fur die geplanten
Arbeitspakete eingesetzt wurde. Die Expertise des DZNE war von zentraler Bedeutung flr die
erfolgreiche Entwicklung der PriSyn-Projektkomponenten. Insbesondere der enge und
regelmaBige Austausch mit Klinikern am DZNE war hilfreich, um die Ziele von PriSyn mit den
Anforderungen der Nutzer abzugleichen.

Il.4 Voraussichtlicher Nutzen und Verwertbarkeit des Ergebnisses

Hier greifen wir die einzelnen Punkte des Verwertungsplan auf und berichten, wie diese
fortgeschrieben werden.

1. Die standardisierte Verarbeitung der klinischen Daten

Hier ist eine wissenschaftliche Publikation in Vorbereitung. Mit der Veroffentlichung in 2026
werden auch die Pipelines und Skripte fur eine Weiternutzung publiziert.

2. Das Interesse an Klassifikatoren fiir den klinischen Einsatz, z.B. als klinische
Assistenzsysteme ist groB.
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Zu den Klassifikatoren ist ebenfalls eine wissenschaftliche Publikation in Vorbereitung.
AuBerdem ist geplant, die Verarbeitung von multimodalen Daten zu erweitern, dafir sollen
Drittmittel eingeworben werden.

3. Der Austausch mit der wissenschaftlichen Gemeinschaft durch den Besuch von
Symposien und Fachgesellschaften sowie Konferenzteilnahmen.

Wir prasentieren die Ergebnisse aus PriSyn aktiv auf Konferenzen und in Publikationen.
Weitere Manuskripte und Veranstaltungsteilnahmen sind geplant.

4. Die Entwicklung eines Demonstrators eines klinischen Assistenzsystems wird die
Diagnosemaoglichkeiten erhéhen und zu einem besseren Verstdndnis der Erkrankungen
fuhren. Perspektivisch soll der Demonstrator weiterentwickelt werden und kbénnte z.B. in
Gedéachtnisambulanzen eingesetzt werden.

Wir befinden uns im Austausch mit den Klinikern am DZNE, um zu evaluieren, wie der
Demonstrator erweitert werden kann.

Die einzelnen Komponenten werden weiterentwickelt und es wird regelmaBig mit der
Technologietransfer-Abteilung evaluiert, welche Verwertungsmoglichkeiten bestehen. Mit
einer wachsenden Zahl an Diagnosen neurodegenerativer Erkrankungen besteht ein groBes
Potential fur KI-gestutzte Assistenzsysteme in der Diagnostik.

Die Ergebnisse aus PriSyn haben hohe wissenschaftliche Erfolgsaussichten. Es ist geplant,
den kuratierten Datensatz im DZNE fur weitere Projekte weiter zu nutzen. Der entwickelte
graphenbasierte Ansatz zur Klassifikation ist sehr robust und eignet sich auch fur andere
medizinische Bereiche. Soweit noch nicht erfolgt, ist geplant, die Ergebnisse in diesem Jahr
in hochrangigen wissenschaftlichen Journalen und Konferenzen zu publizieren. Dies soll
nach Modglichkeit im Open-Access-Verfahren geschehen und auch Analyseskripte
umfassen. Es ist geplant, die Zusammenarbeit mit den Projektpartnern fortzufihren, daflr
ist vorgesehen, Drittmittel zu akquirieren. Die wissenschaftlichen Ergebnisse kdnnen auch
die Grundlage fur weitere Kooperationen innerhalb der Helmholtz Gemeinschaft,
Universitaten oder international bilden.

PriSyn - Klinische Anwendungen flur reprasentative, synthetische Gesundheitsdaten 16



[1.5 Fortschritt auf dem Gebiet des Vorhabens bei anderen Stellen

Wahrend der Laufzeit des Vorhabens gab es komplementare Ansatze in den Bereichen
Imputation und Erzeugung synthetischer Daten bei anderen Stellen. Im Bereich der
Imputation benchmarken ElBadisy et al. (2024) verschiedene Machine-Learning- und
Multiple-Imputation-Methoden fir Uberlebensdaten und verwenden dabei ein breites
Spektrum an Metriken, darunter Imputationsgenauigkeit, Regressionsbias und pradiktive
Leistungsfahigkeit. Die Ergebnisse zeigen, dass keine einzelne Methode Uberlegen ist; es
bestehen Zielkonflikte zwischen der Bewahrung der Datenstruktur, der Reduktion von
Verzerrungen und der Optimierung nachgelagerter Vorhersagen. Khan et al.(2025)
prasentieren ein umfassendes Evaluations-Framework, das Imputationsverfahren anhand
von Vorhersage-Genauigkeit, Fairness, Stabilitat und realistischen
Fehlwert-Verschiebungen bewertet. Umfangreiche Experimente verdeutlichen signifikante
Trade-offs zwischen den Methoden und betonen, dass eine verantwortungsvolle Bewertung
von Imputationen Uber herkdbmmliche Genauigkeitsmetriken hinausgehen muss. Farjallah
et al. (2025) schlagen vor, die Wasserscheindistanz und die Jensen-Shannon-Divergenz als
verteilungsbasierte Metriken zu nutzen, um die Qualitdt von Zeitreihen-Imputation zu
beurteilen, wenn keine Ground-Truth-Werte verfugbar sind. Das vorgeschlagene Framework
ermoglicht eine fundierte Einschatzung der Imputationsqualitat anhand der
Ubereinstimmung der Verteilungen anstelle von punktweisen Rekonstruktionsfehlern.

Im Bereich der Erzeugung synthetischer Daten wurden mehrere Simulationsframeworks fur
Einzel-Zell-Omics publiziert: scDesign3 (Songetal., 2024) lernt aus realen Daten
interpretierbare Parameter, um realitditsnahe  Single-Cell- und raumliche
Multimodal-Omics-Datensatze zu generieren; GRouNdGAN (Zinati et al., 2024) nutzt ein
benutzerdefiniertes Genregulationsnetz, um kausale GAN-basierte RNA-seq-Simulationen
inklusive TF-Perturbationen zu erzeugen und GRN-Inference-Methoden zu bewerten; und
scMultiSim (Lietal., 2025) integriert explizit Genregulationsnetze und
Zell-Zell-Interaktionen, um biologisch fundierte synthetische Single-Cell-Multi-Omics- und
raumliche Datensatze fur das Benchmarking von Analyse-Tools und die Hypothesentestung
bereitzustellen.

1.6 Veroffentlichungen der Ergebnisse

Wissenschaftliche Veroffentlichungen sind eine zentrale Moéglichkeit, um Ergebnisse des
Projektes einer breiten (Fach-)Offentlichkeit zugénglich zu machen. Dies haben wir in PriSyn
auf verschiedenen Wegen getan, durch Publikationen in Fachjournalen,
Konferenzteilnahmen (mit Postern) und durch weitere geplante Veroffentlichungen, die wir
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hier kurz prasentieren. Gemeinsame Publikationen mit den Projektpartnern werden im
Bericht zum Gesamtvorhaben gelistet.

Wissenschaftliche Publikationen in Fachjournalen

Oestreich, M., Merdivan, E., Lee, M., Schultze, J. L., Piraud, M., & Becker,

M. (2025). DrugDiff: small molecule diffusion model with flexible guidance towards
molecular properties. Journal of Cheminformatics, 17(1), 23.
https://doi.org/10.1186/s13321-025-00965-x

Oestreich, M., Ewert, I., & Becker, M. (2024). Small molecule autoencoders: architecture
engineering to optimize latent space utility and sustainability. Journal of Cheminformatics,
16(1). https://doi.org/10.1186/s13321-024-00817-0

Ehlers, G., Todtmann, A. M., Holsten, L., Willers, M., Heckmann, J., Schdning, J., Richter,
M., Heinemann, A. S., Pirr, S., Heinz, A., Dopfer, C., Handler, K., Becker, M., Blichel, J.,
Wockel, A., Von Kaisenberg, C., Hansen, G., Hiller, K., Schultze, J. L., Hartel, C.,
Kastenmuiller, W., Vaeth, M., Ulas, T. & Viemann, D. (2025). Oxidative phosphorylationis a
key feature of neonatal monocyte immunometabolism promoting myeloid differentiation
after birth. Nature Communications, 16(1), 2239. https://doi.org/10.1038/s41467-025-
57357-w

Holsten, L., Dahm, K., Oestreich, M., Becker, M. & Ulas, T. (2024). hCoCena: A toolbox for
network-based co-expression analysis and horizontal integration of transcriptomic
datasets. STAR Protocols, 5(1), 102922. https://doi.org/10.1016/j.xpro.2024.102922

Konferenzteilnahmen (mit Poster)

Erste Projektergebnisse wurden 2023 bei der Helmholtz Al Konferenz in Hamburg
prasentiert. Im Jahr 2024 wurden Poster bei den folgenden Veranstaltungen gezeigt: CURE-
ND workshop (Bonn, 18-20 Marz 2024), Helmholtz Al Konferenz (Dusseldorf, 12-14 Juni
2024), scverse Konferenz (Munchen, 10-12 September 2024), ECCB-Konferenz (European
Conference on Computational Biology, Turku, Finnland, 16-20 September, Statistical
Computing 2024 workshop (Schloss Reisensburg, Glunzburg, 28-31 Juli 2024). 2025 wurden
Ergebnisse bei der AD/PD (Alzheimer's & Parkinson's Diseases)-Konferenz (Wien, 1-6 April
2025) sowie bei der Helmholtz Al Konferenz 2025 (Karlsruhe, 3-5 June 2025) und der
ECCB/ISMB Konferenz (Liverpool, Juli 20-24, 2025) prasentiert. Flr 2026 ist, unter anderem,
die Teilnahme an der Bonn Conference on Mathematical Life Sciences (Bonn, 16-19 Marz
2026) und der Helmholtz Al Konferenz (Mlunchen, 8-11 Juni 2026) geplant.
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Geplante wissenschaftliche Publikationen

- scGNNPred - Explainable graph neural networks for scRNA-Seq-based phenotype
classification

In dieser Arbeit werden wir unseren Klassifikator beschreiben.

- Multimodal graph-based fusion learning for Alzheimer’s disease prediction

Hier planen wir die multi-modalen Erweiterungen des Klassifikators zu publizieren.

- Explainability as a differentiator in clinical Al involving AD
Diese Publikation soll unsere Arbeiten zur Explainability beschreiben.

Es ist geplant, diese Publikationen noch im Jahr 2026 zur Begutachtung einzureichen.
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