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Einleitung 
 
 
Das vorliegende Dokument stellt den Abschlussbericht des Vorhabens psdar. pswurde durch 
das Bundesministerium für Bildung und Forschung (BMBF, Förderkennzeichen 16SV8527) 
gefördert. 

 

Dieser Abschlussbericht folgt dabei dem in der Anlage 2 zum NKBF 98 gegebenen Muster. In 
Kapitel 1 wird eine kurze Darstellung des Projektes gemäß Punkt I gegeben, Kapitel 2 stellt 
die inhaltlichen Entwicklungen in einer eingehenden Darstellung gemäß Punkt II des Musters 
dar. Die Punkte III (Erfolgskontrollbericht) und IV (Berichtsblatt bzw. Document Control Sheet) 
werden  durch  gesondert  abgegebene  Dokumente  erfüllt. 

 

Die dargestellten Arbeiten umfassen alle vom DFKI geleisteten Arbeiten im Vorhaben Projekt- 
name. Figure ?? auf Seite ?? gibt den Überblick über die Aufteilung der Arbeitspakete. 
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1 Kurzdarstellung nach NKBF 98 8.2 I 
 
In diesem Kapitel wird zunächst die Aufgabenstellung des Projektes beschrieben (Abschnitt 
1.1). Anschließend werden die Voraussetzungen des Vorhabens (Abschnitt 1.2) sowie Planung 
und Ablauf des Vorhabens (Abschnitt 1.3) behandelt. Es folgen Erläuterungen zum wissen- 
schaftlichen Stand (Abschnitt 1.4) und zur Zusammenarbeit mit anderen Stellen (Abschnitt 

1.5). 
 
 
 
1.1 Aufgabenstellung 

 
 
1.1.1 Wissneschaftliche und Technische Arbeitsziele 

 

Das Konzept der Mensch-KI-Interaktion basiert auf einer situationsangepassten 
Handlungsunterstützung. Die KI erfasst Situationen aus Sensordaten und digitalen Quellen 
und bezieht den Nutzer aktiv in die Bewertung ein, um eine gemeinsame Erfahrungsbasis zu 
schaffen. Ein digitaler Verhaltenszwilling ermöglicht durch Expertenwissen und Nutzerdaten 
die Modellierung und Voraussage von Verhaltensstrategien. Ziel ist eine 
Mehrzieloptimierung, die gesundes Verhalten, Umsetzbarkeit und Lernerfolg berücksichtigt. 
Individuelle Präferenzmodellierung erhöht die Wirksamkeit der Strategien. 

Die Mensch-KI-Interaktion erfolgt sowohl implizit als auch explizit. Implizite Interaktion 
minimiert Nutzeraufwand, während visuelle Repräsentationen persönliche Präferenzen 
verständlich darstellen. Ethische, rechtliche und soziale Implikationen (ELSI) sind essenziell, 
um Datenschutz, Bias und Technologiegläubigkeit zu reflektieren. Der Fokus liegt auf einer 
verantwortungsvollen Nutzung zur Förderung eines gesunden Lebensstils. 

Anwendungsszenarien umfassen gesunde Ernährung, Bewegung und soziale Interaktion. Ziel 
ist es, personalisierte Handlungsempfehlungen zu geben, die in den Alltag integriert werden 
können. Unternehmen wie BM nutzen die KI-Plattform zur Gesundheitsprävention und 
Verhaltensunterstützung, insbesondere für ältere Menschen und Berufstätige. 
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Ein wesentliches Ziel des Teilvorhabens bestand darin, durch Situationserkennung und 
Verhaltensmodellierung die KI zu befähigen, den Menschen “da abzuholen, wo er steht”. Die 
Interaktion zwischen Mensch und KI wird auf einem Modell und der kontinuierlichen 
Verfolgung der Situation, der Aktivität des Benutzers und seiner Verhaltensmuster basieren. 
So werden sowohl Handlungsempfehlungen als auch Erläuterungen der 
Entscheidungsgrundlage durch den Bezug zu relevanten Erlebnissen vermittelt und in die 
aktuelle Situation/Aktivität eingebettet. Allerdings geht es hier weniger um eine 
benutzerabhängige Erkennung konkreter, möglichst scharf definierter Situationen. 
Stattdessen wollen wir Datenmuster identifizieren, die zu Situationen korrespondiere, die von 
dem speziellen Benutzer als ähnlich genug empfunden werden, um ähnliche 
Handlungsempfehlungen zu rechtfertigen. Wir sprechen von einem “gemeinsamen 
Erfahrungsschatz” von KI und Benutzer der über die Zeit aufgebaut wird. 

 
1.2 Voraussetzungen, unter denen das Vorhaben durchgeführt 

wurde 
 

Der Bedarf für digitale Verhaltensmodellierung und -empfehlung ist sehr groß und erstreckt 
sich auf nahezu alle Bereiche der Verhaltensmedizin und darüber hinaus. Neben der 
Modellierung muss weiter untersucht werden wie interaktive Schätzung von 
Verhaltensmustern (Kontexterkennung) ermöglicht und ein interaktives Umgehen mit 
komplexen Messdaten, Schätzungen, sowie Handlungsempfehlungen erreicht wird.  

Der Forschungsbedarf für digitale Verhaltensmodellierung liegt insbesondere in der 
Methodik zur Modellerstellung: Es muss geklärt werden, ob für die Erstellung ein 
Modelltransfer aus größeren Datenerhebungen, z.B. bestehende Datenbanken, abgeleitet 
werden können. Der Datenbedarf muss in Abhängigkeit der Modellkomplexität und 
Robustheit analysiert werden.  

Neben dem technischen Forschungsbedarf zur Verhaltensmodellierung und -analyse in einer 
erweiterten Gesundheitsintelligenz, müssen auch ethische, rechtliche und soziale 
Implikationen (ELSI) geklärt werden. Es ist allgemein bekannt, dass intransparente Systeme 
und Nutzung persönlicher Daten (z.B. Verhalten) oft zu ablehnenden Reaktionen von 
Nutzenden führen. Gerade die Zusammenarbeit von Mensch und KI hinsichtlich persönlicher 
Verhaltensentscheidungen ist für Eghi von zentraler Bedeutung. Der Forschungsbedarf 
besteht daher auch darin, Erfolgsfaktoren für die Umsetzung des Eghi-Ansatzes insgesamt zu 
ermitteln und zu verwerten.  

Mit der Erweiterten Gesundheitsintelligenz „Eghi“ wird es möglich, personalisierte, adaptive 
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Handlungsempfehlungen abzugeben, basierend auf dem geschaffenen Verhaltensmodell 
sowie unter Einbezug von relevanten Erlebnissen. 

 

Die Arbeiten im Eghi Projekt begannen während der Covid 19 Pandemie, was  besonders zu 
beginn zu manchen Verzögerungen geführt hat. Dazu gehörte die eingeschänkte 
Verfügbarkeit von Elektronikbauteilen aber auch der sehr eingschärnkte Zugang zu anderen 
Menschen.  Aus diesem Grund wurde die Laufzeit des Eghi Projekts letztlich um 10 Monate 
verlängert. 

 

1.3 Planung und Ablauf des Vorhabens 
 

Das Projekt verfolgte einen systematischen, iterativen Entwicklungs- und 
Evaluierungsansatz. APs und Einzelaufgaben wurden jeweils von einem Partner geleitet, 
wobei weitere Partner auch beigetragen haben. Um die Entwicklung und Evaluierung über 
alle APs zu synchronisieren, wurde das Projekt in drei Phasen gegliedert. In jeder Phase 
wurde eine Generation von Systemprototypen entwickelt und in einem Anwendungsszenario 
über einen Zeitraum von mind. 3 Monaten evaluiert. Die Generation diente dazu, 
Anforderungen und Technologiemerkmale sequenziell zu steigern und Erfahrungen in die 
jeweils nächste Entwicklungsphase zu übernehmen.  

Für das Projektmanagement wurden Web-Werkzeuge genutzt, die allen Partnern Zugang zu 
Terminplänen, Arbeitspapieren, Vorlagen, Protokollen und Berichten gewähren. Der 
Projektterminplan legt Meilensteine und regelmäßige Berichtstermine fest und liefert 
Informationen über die Verantwortlichkeiten (Partner, Termine) und das angestrebte 
Ergebnis. Eine regelmäßige Abstimmung zwischen den Partnern erfolgt durch elektronische 
Kommunikationsmittel, z.B. Videokonferenz, sowie durch persönliche Treffen. Die 
Kommunikation nach außen wurde durch die Projektpartner gemeinsam bestimmt. 
Teilaufgaben waren: (1) Abstimmung und Überwachung der Zielerreichung, Ergebnisse, 
Risikomanagement, Projektcontrolling, Koordination von technischen Berichten. (2) 
Überwachung, Finanzkoordination und -berichte und administrative Zielerreichung. 
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1.4 Wissenschaftlicher und Technischer Stand zu Beginn des 

Vorhabens 
 
1.4.1 Eigene Vorarbeiten 

Embedded Intelligence, Deutsches Forschungszentrum für Künstliche Intelligenz GmbH 
(DFKI). Der Forschungsbereich Embedded Intelligence (EI) ist weltweit führend im Bereich 
der Entwicklung von innovativen, sensorbasierten Wearable Systemen, KI-Methoden für die 
Datenanalyse, Verknüpfung Sensor- und Onlinedaten, sowie der Anwendungsentwicklung. 
Zu den Entwicklungen gehörten z.B. ein Smartphone-basiertes System zur medizinischen 
Diagnose von depressive und manischen Störungen, im EU Projekt Monarca (Startup 
Animys), ein System zu epidemiologischen Datenerfassung (EU Projekt CIMPLEX), sowie 
viele weitere Sensorsysteme zur Situationserkennung, z.B. im EU Projekt SimpleSkin. 

 
 
1.4.2 Fachliteratur und verwendete Dokumentationsdienste 

 
 

Die verwendete Fachliteratur ist im Literaturverzeichnis ab Seite 39 angegeben. 
 
 
 
1.5 Zusammenarbeit mit anderen Stellen 

 

Außerhalb des Projekt-Konsortium ergaben sich keine Zusammenarbeiten
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2 Eingehende Darstellung nach NKBF 98 8.2 
II 

 
Die folgenden Abschnitte beschreiben eingehend die vorgenommenen Arbeiten und Untersu- 
chungen im Vorhaben Projektname sowie deren Ergebnisse. 

 
 
 
2.1 Verwendung der Zuwendung 

 
 

 
 
2.1.1 Entwicklung eines Hardware Konzepts zur Erkennung von Essensverhalten: 

Smart-Badge: 

Im Rahmen des ersten Jahres unseres Projekts haben wir ein Hardware-Konzept für ein 
Badge entwickelt. Auf Grundlage dieses Konzepts haben wir einen Prototypen des Badges 
implementiert (Figureen 1 und 2). 

 
Figure 1 Badge Hardware Design Konzept 
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Figure 2 Smart Badge Prototyp 

Mit dem Badge haben wir Datenaufzeichnungen von verschiedenen Küchenaktivitäten im 
Rahmen einer Machbarkeitsstudie durchgeführt, wie sie in der Liste auf der 3. Figure zu 
sehen sind. Die Ergebnisse unserer Aufzeichnungen wurden auf dem HASCA-Workshop von 
Ubicomp2022 veröffentlicht. 

 
Figure 3 Getestete Aktivitäten fokussieren auf Küchen- / Ernährungskontext 

Insgesamt zeigen die Ergebnisse, (siehe Figure 4), dass ein Badge weitestgehend nützliche 
Erkennungsraten erreichen kann, dazu ist aber eine Fusion der Informationen von den 
unterschiedlichen Sensoren notwendig. 

 

 
Figure 4: Metriken aus der Datenauswertung in der Badge-Machbarkeitsstudie 
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Darüber hinaus haben wir uns auch mit dem Einsatz von Mikrofonen zur Kontexterfassung 
beschäftigt. Aus der Literaturrecherche ist zu schlussfolgern, dass es möglich sei, eine 
Vielzahl von Aktivitäten zu erkennen, wie z.B. das Öffnen von Türen, das Einschalten von 
Elektrogeräten oder das Vorbereiten von Speisen. Im Rahmen unserer Untersuchungen haben 
wir auch den Einsatz von Stethoskop-Mikrofonen in Betracht gezogen, um Körpergeräusche 
wie Bauch- oder Magenbewegungen zu erfassen. Obwohl dieser wissenschaftlich 
interessante Ansatz vielversprechend aussah, haben wir uns letzten Endes dagegen 
entschieden, da die Praktikabilität in Anwendungsszenarien in Frage gestellt werden kann. 
Die benötigte Hardware und Datenverarbeitungspipeline wäre sehr komplex und mit den 
verfügbaren Ressourcen unrealistisch umzusetzen gewesen. 

Abschließend haben wir uns intensiv mit der Planung und Diskussion darüber beschäftigt, 
welche Daten zur Kontexterfassung genutzt werden können. Dabei haben wir uns darauf 
geeinigt, dass die Daten, die aus der EGHI-App kommen, auf dem Backend aggregiert 
werden. Neben der Visualisierung auf dem Dashboard werden diese Daten auch genutzt, um 
zu analysieren, wie gut eine Kontexterkennung unter realen Bedingungen möglich ist. Dabei 
werden Daten gesammelt, die in gängigen Smartphone Systemen verfügbar sind, oder durch 
das Badge von Interactivewear an die App geschickt werden. 

Smart-Cup: 

„Smart Cup“ ist ein neuartiges System zur Überwachung 
der Flüssigkeitsaufnahme, das Getränke klassifiziert und 
deren Frische durch elektrochemische Impedanzmessung 
erkennt. Das System verwendet Kohlenstoffelektroden, 
die auf einem Standardbecher angebracht sind, um das 
Impedanzspektrum der darin befindlichen Flüssigkeit zu 
messen. 

Hardware und Implementierung: Die Sensoreinheit 
besteht aus vier Kohlenstoffelektroden am Boden des 
Bechers. Ein Chip zur Impedanzmessung (AD5940) 
erfasst die Daten, die mit einem Mikrocontroller 
(ADUCM3029) verarbeitet werden. Das System 
analysiert die Amplitude, die Phase sowie die realen und 
imaginären Impedanzkomponenten zur Klassifizierung.  

Das System klassifiziert erfolgreich 20 Getränkearten (z. 
B. kohlensäurehaltige Getränke, Säfte) mit nahezu 
perfekter Genauigkeit mithilfe von maschinellem Lernen 
(Random Forest und Deep Neural Networks). Der aussagekräftigste Frequenzbereich für die 
Klassifizierung wurde zwischen 100 Hz und 1000 Hz ermittelt. Das System kann die Frisce 

Figure 5 Smart-Cup Prototyp 
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von Milch und Saft erkennen und mit 100 %iger Genauigkeit zwischen verschiedenen 
Zuständen (z. B. frisch, 24 Stunden alt, 48 Stunden alt) unterscheiden. 

Vorteile gegenüber existierenden Lösungen:  

• Datenschutzfreundlich - Im Gegensatz zu videobasierten Lösungen gibt es keine 
Bedenken hinsichtlich des Datenschutzes.  

• Kostengünstig und gesundheitlich unbedenklich: Verwendet Kohlenstoffelektroden 
anstelle von teuren Metallsensoren. 

• Kompakt & Effizient: Ein kleines maschinelles Lernmodell ermöglicht die 
Echtzeitverarbeitung auf eingebetteten Geräten. 

Ergebnisse zeigen die Machbarkeit von Smart Cup für die automatische Klassifizierung und 
Frischeerkennung von Getränken mit hoher Genauigkeit. Zukünftige Arbeiten werden 
Anwendungen wie die Analyse der chemischen Zusammensetzung und die Messung der 
Zuckerkonzentration untersuchen. Dieses System hat potenzielle Anwendungsfälle in der 
Gesundheitsüberwachung, der Verfolgung der Flüssigkeitszufuhr und der 
Verbrauchersicherheit. 

 
2.1.2 Spezifische Arbeiten zur Erkennung von Ess- und Bewegungsverhalten: 

Erkennung von Nahrungsmitteln beim Essen durch Impedanzmessung: Wir erforschten eine 
atypische Nutzung der Bioimpedanz, indem wir uns die charakteristischen Impedanzmuster 
zunutze machten. Insbesondere die dynamischen Veränderung der Impendanz zwischen zwei 
Elektroden aufgrund der Körperbewegungen und der Interaktionen mit Metallutensilien und 
Lebensmitteln während des Essens. Unser Prototyp iEat ist ein tragbares Impedanzmessgerät 
zur automatischen Überwachung der Nahrungsaufnahme ohne externe Geräte. 

Aktivitätserkennung: Mit nur einem Impedanzkanal und einer Elektrode an jedem 
Handgelenk erkennt iEat Aktivitäten zur Nahrungsaufnahme (z.B. Schneiden, Essen in den 
Mund nehmen mit oder ohne Utensilien, Trinken, usw.) und Nahrungsmitteltypen aus einer 
definierten Kategorie. Im Ruhezustand misst iEat die normale Körperimpedanz zwischen den 
Handgelenken; während des Essens werden neue Parallelschaltungen zwischen den Händen 
durch die Utensilien und das Essen gebildet. Um iEat in der realen Welt quantitativ zu 
bewerten, wurde ein Experiment zur Nahrungsaufnahme durchgeführt, bei dem zehn 
Teilnehmer 40 Mahlzeiten in einer realistischen Essumgebung zu sich genommen haben.  

Mit einem leichtgewichtigen neuronalen Netzwerk konnte iEat fünf mit der 
Nahrungsaufnahme verbundene Aktivitäten mit einer durchschnittlichen Genauigkeit von 
86,27 % erkennen und acht Arten von Nahrungsmitteln mit einer durchschnittlichen 
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Genauigkeit von 77,73 % klassifizieren (leave-one-person-out cross validation). Im Rahmen 
des Projektes konnten wir so zeigen, dass eine Protokollierung des Essverhaltens möglich ist. 
Eine Verwendung von speziellem Essbesteck ist nicht notwendig. 

 
Figure 6 Hardware-Prototyp und Rohsignal der Ernährungsaktivität 

2.1.3 Weiterentwicklung der Hardware: 

Im Rahmen des Projektes wurde die Hardware fortlaufend entsprechend der Entwicklung der 
des gesamtheitlichen Eghi Systems adaptiert.  

Eghi Dashboard-Erweiterungen: Ereignisleiste - Hinzufügen und Anzeigen von Ereignissen 
unterhalb der Hauptdiagrammansicht, die zur Kennzeichnung der Daten für das DFKI 
verwendet werden können. Diese Beschriftungen mit der Start- und Endzeit des Ereignisses 
werden an das Eghi Backend zurückgesendet. Diese Funktion ist noch nicht vollständig 
implementiert, überlappende Ereignisse sind möglich. Zukünftige Idee: Aktivierung der 
Autovervollständigung oder Vorschläge für Experten, um die Daten mit häufig verwendeten 
Bezeichnungen zu versehen oder Clustering mit vorhandenen Bezeichnungen (DFKI) zu 
verwenden. 

Analyse der Studiendaten (DFKI): In Absprache mit den anderen Projektpartnern wurde eine 
Schnittstelle definiert, welche es dem DFKI erlauben soll auf alle relevanten Studiendaten 
zuzugreifen. Hierbei lag insbesondere der Fokus auf der Integration alter Daten aus dem 
bisherigen Eghi System und der neuen Studiendaten (Studienzeitraum Anfang 2024), sodass 
diese vom DFKI abgerufen und für Analysezwecke verwendet werden können. Gegenstand 
der Analyse sind die Identifikation von Datenclustern sowie von Ausreißern. Die Ergebnisse 
werden dafür verwendet im Dashboard nützliche Hinweise (Autovervollständigung) für 
Gesundheitsexperten vorzuschlagen. 

2.1.4 Erkennen von Küchenaktivitäten: 

In der Forschung zur Erkennung menschlicher Aktivitäten konzentrieren sich frühere Studien 
hauptsächlich auf die Nutzung fortschrittlicher Algorithmen auf öffentlichen Datensätzen, 
um die Erkennungsleistung zu verbessern, während der Erkennung von Küchenaktivitäten in 
Echtzeit auf energieeffizienten, kostengünstigen Endgeräten wenig Aufmerksamkeit 
geschenkt wurde. Diese Arbeit stellt ein multimodales Wearable-Edge-Computing-System 
zur Erkennung menschlicher Aktivitäten in Echtzeit vor. Durch die Integration von sechs 
verschiedenen Sensoren, von Inertialmesseinheiten (IMUs) bis hin zu Wärmebildkameras, 
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und zwei verschiedenen Mikrocontrollern erreicht dieses System eine durchgängige 
Aktivitätserkennung, von der Datenerfassung bis zur Kontextextextraktion, vor Ort. Die 
Bewertung in einer unveränderten, realistischen Küche bestätigt die Wirksamkeit des 
Systems bei der Erkennung von fünfzehn Aktivitäten, einschließlich einer Null-Klasse. Die 
Verwendung eines kompakten maschinellen Lernmodells (184,5 kByte) führt zu einer 
durchschnittlichen Genauigkeit von 87,83 %, wobei die Modellinferenz in 25,26 ms auf dem 
Mikrocontroller abgeschlossen ist. Eine vergleichende Analyse mit alternativen 
Mikrocontrollern zeigt den Stromverbrauch und die Geschwindigkeit der Inferenz, was die 
Realisierbarkeit des vorgeschlagenen Systems unter Beweis stellt 

 

 
Figure 7 :  Hardware-Design eines tragbaren, multimodalen Edge-Computing-Systems zur Echtzeiterkennung von 
Küchenaktivitäten 

 

Wie in Figure 7 dargestellt, besteht das vorgeschlagene tragbare multimodale Edge-
Computing-System aus drei Hauptkomponenten: dem MCU-Modul, den Sensoreinheiten und 
dem Datenprotokollierungsmodul. Alle Sensoren sind über die I2C-Schnittstelle (Inter-
Integrated Circuit) mit zwei MCUs verbunden. Die Speicherkapazität jeder MCU wird durch 
das Serial Peripheral Interface (SPI) erweitert, das mit einer SD-Karte verbunden ist. Die 
Datenübertragung zwischen den beiden MCUs erfolgt über das UART-Protokoll (Universal 
Asynchronous Receiver/Transmitter). Alle Komponenten sind auf einer Prototyp-Leiterplatte 
mit einer Gesamtabmessung von 56×64 mm integriert. 

Das System umfasst sechs verschiedene Sensoren und zwei Mikrocontroller (MCUs): 

• IMU (Beschleunigungsmesser, Gyroskop, Magnetometer): Erfasst Bewegungsdaten. 

• Wärmebildkamera (MLX90640): Erfasst Temperaturschwankungen. 

• Gassensor (CCS811): Misst Veränderungen der Luftqualität. 
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• Optischer Sensor (AS7431): Überwacht Schwankungen des Lichtspektrums. 

• Luftdrucksensor (LPS22HB): Verfolgt vertikale Bewegungen. 

• Flugzeitsensor (VL53L0X): Erkennt die Nähe von Objekten. 

Diese Sensoren sind auf zwei MCUs verteilt: nRF52840 (stromsparend) und MIMXRT1062 
(leistungsstark), was einen Kompromiss zwischen Energieeffizienz und Rechenleistung 
ermöglicht. Die Sensordaten werden lokal verarbeitet, was den Bedarf an Cloud-basierten 
Berechnungen reduziert. 

Bewertung der Erkennung von Küchenaktivitäten in Echtzeit 

Datensatz für Küchenaktivitäten: Für den Datensatz, der zum Training des neuronalen Netzes 
in dieser Arbeit wurden 15 Arten von Aktivitäten einschließlich der Nullklasse in den in 
Figure 4 dargestellten Küchenszenarien zur Erkennung ausgewählt. Zehn Freiwillige führten 
sie in einer realistischen, unveränderten Küchenumgebung aus. Das Experiment war in fünf 
Sitzungen unterteilt und dauerte etwa eine Stunde pro Proband. Die meisten Aktivitäten in 
diesem Experiment stehen in engem Zusammenhang mit den Essgewohnheiten der Benutzer, 
z. B. das Erkennen der Getränkeaufnahme während des Verzehrs und bei der Zubereitung 
von Speisen, wie das Öffnen der Mikrowelle und das Aufkochen von Wasser.  

Vergleichsmetriken: Um die Leistung des von uns vorgeschlagenen Geräts in einer 
Küchenumgebung zu bewerten, haben wir fünf Metriken gewählt: Genauigkeit, Makro-F1-
Score, Modellgröße, Inferenzzeit und Stromverbrauch. In Anbetracht der unterschiedlichen 
Dauer von Küchenaktivitäten und einer konstanten Größe des Datenfensters leidet der 
Datensatz unter Unausgewogenheit. Infolgedessen ist die Gesamtklassifizierungsleistung 
kein geeigneter Leistungsindikator. Daher wurde auch der Makro-F1-Score als Benchmark 
herangezogen. Die MCU verfügt im Vergleich zu Computern und Smartphones über deutlich 
weniger Speicherplatz, so dass die Modellgröße für winzige Anwendungen des maschinellen 
Lernens eine wichtige Kennzahl ist. Das Hauptziel für den Einsatz eines Maschinenmodells 
auf einer MCU ist die Erleichterung lokaler Echtzeit-Inferenzen. Aufgrund von 
Einschränkungen bei den Rechenressourcen, wie z. B. der Fließkommaeinheit (FPU) und der 
Taktfrequenz, können sich die Inferenzzeiten jedoch von MCU zu MCU unterscheiden. 
Darüber hinaus ist der Stromverbrauch eine wichtige Kennzahl für tragbare Geräte, da er die 
Batterielebensdauer beeinflusst. Daher wurden diese fünf Metriken als Bewertungskriterien 
gewählt. 

 

Ergebnis der Erkennungsgenauigkeit: Makro-F1-Score und Modellgröße Tabelle 3 zeigt die 
Erkennungsergebnisse von zwei Modelltypen mit unterschiedlichen Hyperparametern, wie 
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z. B. die Anzahl der Eingangsmerkmale und die Anzahl der Filter in der ersten Schicht des 
1D-CNN. Bei der MC-CNN-Architektur enthält die erste CNN-Schicht viermal so viele Filter 
wie die nachfolgende Schicht. Im Gegensatz dazu bleibt bei der DeepConvLSTM[1]-
Architektur die Anzahl der Filter über alle vier Schichten hinweg konstant. Die höchste 
Genauigkeit erreichte das TFLite-Modell mit der MC-CNN-Architektur, die mit 23 
Eingangskanälen und 400 Filtern in der ersten Schicht konfiguriert war, mit 87,93 %. Die 
gleiche Konfiguration in der DeepConvLSTM-Architektur erreichte die beste Genauigkeit 
von 84,01 %. Umgekehrt wurde die niedrigste Genauigkeit im Full Quantization Model mit 
MC-CNN-Architektur mit nur 768 Kanal-Infrarotsensordaten beobachtet, ein ähnliches 
Ergebnis kann im Modell mit der DeepConvLSTM-Architektur beobachtet werden. Darüber 
hinaus hatte die Änderung der Anzahl der Filter in den MC-CNN-Modellen nur minimale 
Auswirkungen auf die Genauigkeit: Sie verbesserte sich lediglich um ein Prozent, wenn die 
Anzahl der Filter von 128 auf 400 erhöht wurde. Bei den DeepConvLSTM-Modellen 
hingegen verbesserte sich die Genauigkeit um über drei Prozent, wenn die Anzahl der Filter 
von 32 auf 100 erhöht wurde. Trotz der erheblichen Verkleinerung des Modells behielt das 
Modell mit vollständiger Quantisierung fast die gleiche Genauigkeit und den gleichen 
Makro-F1-Score wie das TFLite-Modell. 

Die F1-Bewertung, die die Leistung des Modells durch ein Gleichgewicht zwischen Präzision 
und Wiederholung beurteilt, zeigt, dass die Modalitäten der Eingabesensoren einen großen 
Einfluss auf die Makro-F1-Bewertung haben; sie stieg mit einer Zunahme der Sensortypen 
um etwa zehn Prozent. Das TFLite MC-CNN-Modell erreichte die höchste Makro-F1-
Punktzahl von 77,96 %. Angesichts der Vielfalt der Aktivitäten, die von Bewegung bis zum 
Trinken reichen. Mehr Sensormodalitäten und eine größere Anzahl von Faltungsfiltern 
können zwar die Merkmalsextraktion und damit die Makro-F1-Punktzahl verbessern, führen 
aber auch zu einem Anstieg der Modellgröße. 

 
 
2.1.5 iEat: Automatische, tragbare Ernährungsüberwachung mit Bio-Impedanz-Sensorik 

In den letzten Jahren sind viele mit Sensoren ausgestattete intelligente Objekte und Wearables 
für ADM aufgetaucht. So wurde beispielsweise eine intelligente Gabel mit einem IMU-
Sensor vorgeschlagen, um Gesten zur Nahrungsaufnahme zu erkennen und die Menge der 

aufgenommenen Nahrung zu schätzen [3]. Zhou et al. [2] schlugen ein intelligentes Esstablett 
auf der Grundlage von Drucksensoren vor, das acht Arten von Aktivitäten im Zusammenhang 
mit der Nahrungsaufnahme, wie z. B. Umrühren, Schöpfen und Schneiden, mit einer 
Genauigkeit von 94,6 % klassifizieren kann. Darüber hinaus wurden von vielen Forschern 
intelligente Löffel mit Lichtspektrum[6], intelligente Flaschen mit Ultraschallsensor[12] und 
intelligente Tassen mit Impedanzsensor[13] zur Überwachung der Nahrungsaufnahme 
untersucht. Neben intelligenten Gegenständen werden auch tragbare Geräte für ADM 

eingehend untersucht[14-17], die gegenüber intelligenten Gegenständen einzigartige Vorteile 
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wie Tragbarkeit und Bequemlichkeit bieten. So entwarfen Cheng et al.[4] ein textiles 
Halsband mit vier kapazitiven Sensoren für die Aktivitätserkennung und ADM in 
Alltagssituationen. Yin et al.[5] präsentierten das AutoDietary mit einem Mikrofon, das am 
Hals getragen wird, um die Nahrungsaufnahme von sieben Arten von Lebensmitteln, 
einschließlich flüssiger und fester Nahrung, mit einer Genauigkeit von 84,9 % zu überwachen 

und zu erkennen. Im Allgemeinen sind diese Sensoren, wie IMU, akustische, kapazitive, 
optische, FSR- und Gassensoren, die am häufigsten in den bestehenden Arbeiten für ADM 
verwendet werden. 

Bioimpedanzsensorik Die Impedanzsensorik wird häufig im Bereich der biologischen 
Analyse und der Lebensmittelcharakterisierung eingesetzt [18]. Der Impedanzsensor wurde 
in intelligente Utensilien[13,19] integriert, um Informationen über die Nahrungsaufnahme zu 
gewinnen. Bei Wearables wird die Impedanzmessung in erster Linie zur Überwachung des 
physiologischen Zustands des Menschen eingesetzt, z. B. zur Überwachung der 
Atemtätigkeit [19], des Blutdrucks[20], der Kardiographie[21] und der 

Körperzusammensetzung[22], wobei der Benutzer während der Datenerfassung oft 
unbeweglich bleiben muss und die Signalschwankungen aufgrund von Bewegungen und der 
Interaktion mit Objekten in bestehenden Arbeiten häufig als Artefakte[23] verworfen werden. 
Wir argumentieren jedoch, dass solche Signale nicht das Ergebnis von bedeutungslosem 
Rauschen sind, sondern vielmehr Aktivitäten, die speziell für ADM-Anwendungen genutzt 
werden könnten, und somit eine Gelegenheit für eine atypische Nutzung von Bioimpedanz-
Wearables für ADM bieten. Zwar wurden in letzter Zeit einige ähnliche Arbeiten zur 
Aktivitätserkennung auf der Basis von Bioimpedanzsensoren vorgeschlagen, z. B. zur 

Erkennung von Fitness-Aktivitäten [24] und zur Erkennung von Hand-über-Gesicht-
Gesten33, doch sind die Anwendungsszenarien für ADM auf der Basis von 
Bioimpedanzsensoren noch nicht ausreichend untersucht worden. 

Allgemeines Prinzip: iEat basiert auf der Tatsache, dass sowohl der menschliche Körper als 
auch Lebensmittel leitende Objekte sind, die als elektrische Komponenten in einem 
Schaltkreismodell dargestellt werden können. Figure 8 zeigt die schematische Darstellung 
des iEat; das abstrahierte Mensch-Lebensmittel-Impedanzmodell umfasst zwei Zweige: den 
Körperstromkreiszweig ((El--Zal-Zb-Zar-Er) und den Lebensmittelstromkreiszweig (El-Zf-
Er), die parallel geschaltet werden, wenn zwei Elektroden (Er, El) während des Schneidens 
von Lebensmitteln mit Gabel und Messer an den Handgelenken angebracht werden. Die 
gemessene Impedanz besteht aus der Körperimpedanz (Zb), der Armimpedanz (Zar, Zal), der 
Lebensmittelimpedanz (Zf) und der Kontaktimpedanz (Zt und Zs), wie in Abb. 9 dargestellt. 
Das Mensch-Lebensmittel-Schaltkreismodell ist ein dynamischer Schaltkreis, der sich durch 
die Bewegungen des Körpers und die Interaktion mit Metallutensilien und Lebensmitteln 
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während des Essens verändert. So wird beispielsweise bei der Nahrungsaufnahme mit der 
Hand oder einer Gabel der Zweig des Nahrungskreislaufs unterbrochen und ein neuer Zweig 
von einem Handgelenk über den Mund zu einem anderen Handgelenk gebildet. Beim 
Schneiden von Lebensmitteln beispielsweise wechselt der Zweig des Lebensmittelkreislaufs 
immer wieder zwischen offen und geschlossen. Solche Veränderungen können zu einer 
spürbaren und unmittelbaren Veränderung der Impedanzmessergebnisse führen. Außerdem 
wird die Impedanz des Lebensmittelkreislaufs hauptsächlich durch die elektrischen 
Eigenschaften des Lebensmittels beeinflusst. Die Überwachung und Analyse der 
Schwankungsmuster in der Gesamtimpedanz des vorgeschlagenen abstrakten Mensch-
Nahrungsmittel-Schaltkreismodells ermöglicht es daher, automatisch Informationen über die 
mit der Nahrungsaufnahme verbundenen Aktivitäten und die Art der verzehrten 
Nahrungsmittel zu erfassen.  

Bei der Klassifizierung von Aktivitäten im Zusammenhang mit der Nahrungsaufnahme 
werden in dieser Studie vier Arten von Aktivitäten (Schneiden, Trinken, Essen mit der Hand 
und Essen mit der Gabel) erkannt, wie in Abb. 2 dargestellt. Alle anderen Tätigkeiten, bei 
denen die beiden Hände getrennt voneinander gehalten werden, werden in den IDLE-Status 
(Null-Klasse) eingeordnet. 

Hardwaredesign:  Der in Abb. 1 gezeigte Prototyp der tragbaren iEat-Hardware wurde 
entwickelt, um das Impedanzsignal des Mensch-Nahrungsmittel-Kreislaufmodells zu 
überwachen, das bei der Handhabung von Lebensmitteln wie Schneiden, Essen und Trinken 
von Getränken entsteht. Der iEat-Prototyp besteht aus vier Modulen: dem analogen Front-
End-Modul (AFE), dem Steuermodul, den Elektroden und der Stromversorgung. Der Chip 
AD5941 (Analog Devices) wurde als Kernkomponente des analogen Front-End-Moduls von 
iEat ausgewählt, da er sowohl die Spannungsstimuli als sinusförmige Signale mit einer 
konfigurierbaren Frequenz von 0,015 bis 200 kHz erzeugen als auch das Antwortstromsignal 

Figure 8 Schematische Darstellung von iEat a) abstraktes Model, b) Hardware Architektur, c) Prototyp, d) Rohsignal 
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mit einem integrierten Hochgeschwindigkeits-Transimpedanzverstärker messen kann. 
Außerdem verfügt er über einen integrierten FFT-Hardwarebeschleuniger zur 
Entschlüsselung der realen und imaginären Komponenten aus der Messung. Ein nRF52840 
(Nordic®) ist das Controllermodul, das den AFE über einen SPI-Bus ansteuert und das 
Messergebnis über Bluetooth an den Computer überträgt. Die nassen Ag/AgCI-Elektroden 
bilden die Schnittstelle zwischen dem Körper des Benutzers und dem AFE. Der Arbeitsstrom 

von iEat beträgt etwa 20 mA. Das System wird von einer kompakten Lithiumbatterie mit 
einer Kapazität von 500 mAh betrieben, die das System etwa einen Tag lang versorgen kann. 

Studienpopulation: In dieser Studie wurden zehn Freiwillige (vier Frauen und sechs 
Männer) aus sieben Herkunftsländern eingeladen, vier Mahlzeiten an verschiedenen Tagen 
mit dem iEat-Prototyp einzunehmen. Tabelle 1 zeigt einen Überblick über die Merkmale der 
Studienpopulation, einschließlich Größe, Gewicht, Armlänge, Brustumfang und BMI der 
Population. Größe und Gewicht der Teilnehmer liegen zwischen 160 und 188 cm bzw. 53 
und 114 kg. Der Body Mass Index (BMI) reicht von 17,2 bis 39,4. Die Teilnehmer 
unterzeichneten vor der Studie eine Einverständniserklärung.  

Figure 9 : Aktivitäten, abstrahiertes Schaltkreismodell und entsprechende Rohsignale 
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Table 1:Information über Lebensmittel 

 
Table 2:Überblick über die Studienpopulation 

 
 

Bewertungsmethode: Um die Leistung des iEat für die automatische Überwachung der 
Nahrungsaufnahme zu bewerten, einschließlich der Erkennung von vier Arten von 
Aktivitäten im Zusammenhang mit der Nahrungsaufnahme (Schneiden, Trinken, Essen 
(Hand) und Essen (Gabel)) und sieben Arten der Klassifizierung von Nahrungsmitteln (Steak, 
Wurst, Gurke, Tomate, Mineralwasser, Vitaminwasser und Banane) über die Probanden und 
Mahlzeiten hinweg, wurden in dieser Studie zwei Leave-One-Out-
Kreuzvalidierungsmethoden angewandt, wie z. B. Leave-One-Person-Out und Leave-One-
Meal-Out, wie Abb. 7 zeigt. Darüber hinaus untersuchte unsere Studie die Leistung 
verschiedener Eingangsmerkmale für die Aufgabe, die vier verschiedene Arten von 
Eingangsmerkmalen umfasste, die aus verschiedenen Kombinationen von Impedanzdaten 
abgeleitet wurden. Zu diesen Kombinationen gehörten die einkanalige Magnitude, 
Magnitude und Phase, reale und imaginäre Komponenten sowie die Verwendung aller vier 
Merkmale in Kombination. Darüber hinaus haben wir die Auswirkungen verschiedener 
Fenstergrößen auf die Klassifizierungsleistung untersucht. Wir setzten vier gängige Modelle 
ein, um die Impedanzdaten zu verarbeiten und die Wirksamkeit der Impedanzmessung für 
die Aktivitätserkennung zu bewerten. Zu diesen Modellen gehörten Faltungsmodelle, 
rekurrente neuronale Netze (RNN) und Transformatorschichten. Einzelheiten zu diesen 
Modellen sind im Folgenden aufgeführt: 
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1. DeepConvLSTM36 Es wurde für die Erkennung menschlicher Aktivitäten auf der 
Grundlage von Zeitreihendaten entwickelt und diente in vielen Forschungsarbeiten als 
Grundlage. In dieser Studie hat das DeepConvLSTM-Netzwerk vier Faltungsschichten, 
gefolgt von zwei LSTM-Schichten und einer linearen Schicht. Die Kernelgröße beträgt 
3, und jede Faltungsschicht und LSTM-Schicht verfügt über 256 Filter. Der 
Ausgangskanal der linearen Schicht ist gleich der Klassennummer der Aktivität.  

2. TinyHAR37 TinyHAR wurde ebenfalls speziell für die Erkennung menschlicher 
Aktivitäten entwickelt und umfasst Faltungsschichten, Transformationsschichten, 
LSTM-Schichten und lineare Schichten. In dieser Studie wurde TinyHAR für die 
Klassifizierungsaufgabe eingesetzt. Die Kernelgröße des Faltungs-Subnetzes von 
TinyHAR wurde mit 3 und 20 Filtern in jeder Faltungsschicht konfiguriert. Das TinyHAR 
hat die kleinste Modellgröße unter den vier Modellen.  

3.  TCNNet Das TCNNet wurde auf der bestehenden Arbeit38 aufgebaut. Diese Architektur 
wurde ausgewählt, da sie in vielen Aufgaben der Sequenzmodellierung erfolgreich war 
und sogar LSTMs übertraf39. In dieser Studie hat das TCNNet vier TCN-Blöcke mit 128 
Filtern in jeder Faltungsschicht. 

4.  ConvDense Das convDense-Netzwerk ähnelt der Architektur des DeepConvLSTM, aber 
wir haben die dichten Schichten verwendet, um das LSTM zu ersetzen. In dieser Studie 
gab es drei Faltungsschichten mit den entsprechenden Filterzahlen 400, 200 und 100. 

Alle Modelle wurden mit PyTorch implementiert und für 200 Epochen trainiert, wobei ein 
frühes Abbruchkriterium auf Geduld 30 gesetzt wurde. Die Summierung von Genauigkeit, 
Makro-F1-Score und gewichtetem F1-Score diente als Abbruchkriterium. Beim 
Trainingsprozess wurden die Cross-Entropie-Verlustfunktion und der Adam-Optimierer mit 
einer Lernrate von 0,01 und einer Stapelgröße von 128 verwendet. 

 
Ergebnisse	

Aktivitätsklassifizierungsergebnis Tabelle 3 zeigt das zusammengefasste Ergebnis der 
Aktivitätsklassifizierung, einschließlich der Kombinationen aus fünf verschiedenen 
Fenstergrößen, vier verschiedenen Modellen und vier verschiedenen Merkmalen. Die besten 
Aktivitätsklassifizierungsergebnisse, die mit den Validierungsschemata „Leave-one-person-
out“ und „Leave-one-meal-out“ erzielt wurden, erreichten im Durchschnitt einen Makro-F1-
Score von 86,2 % bzw. 86,4 %. Beeindruckend ist, dass diese hervorragenden Ergebnisse 
durchgängig durch die Verwendung des TinyHAR-Modells mit einer Fenstergröße von 30 
und Eingangsmerkmalen, die sowohl Magnituden- als auch Phasenkomponenten umfassen, 
erzielt wurden. Figure 8 zeigt das Punktdiagramm des durchschnittlichen Makro-F1-Scores 
der Aktivitätserkennung mit verschiedenen Fenstergrößen, neuronalen Modellen und 
Merkmalen. Innerhalb des Leave-One-Person-Out-Validierungsschemas zeigt die Leistung 
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der Modelle einen klaren Trend zur Verschlechterung, wenn die Fenstergröße zunimmt. Es 
ist jedoch bemerkenswert, dass das Modell TinyHAR eine Ausnahme von diesem Trend 
bildet und bei einer Fenstergröße von 30 durchgängig seine beste Leistung erbringt (siehe 
Abb. 8a). Unter den getesteten Modellen zeigten diejenigen, die Eingangsmerkmale wie 
einen einzelnen Kanal aus dem Betrag oder zwei Kanäle aus realen und imaginären 
Komponenten verwenden, durchweg eine vergleichsweise geringere Leistung bei 
verschiedenen Fenstergrößen. Bemerkenswert ist, dass die Modelle mit zweikanaligen 
Merkmalen, die aus Betrag und Phase abgeleitet sind, über verschiedene Fenstergrößen 
hinweg durchweg besser abschneiden als alle anderen Modelle. Die Leistung übertrifft sogar 
die der Modelle, die vierkanalige Merkmale verwenden, einschließlich Magnituden-, Phasen-
, Real- und Imaginärkomponenten. In den „Leave-one-meal-out“-Validierungsschemata 
übertreffen die aus Magnitude und Phase abgeleiteten Zweikanal-Merkmale durchweg 
andere Merkmalskombinationen bei allen Modellen, unabhängig von der verwendeten 
Fenstergröße. Umgekehrt haben Modelle, die nur eine einzige Magnitudeninformation als 
Eingabe verwenden, durchweg die niedrigsten Makro-F1-Werte erzielt, wie in Abb. 8b 
gezeigt. Im Allgemeinen hat sich die Kombination von Magnituden- und Phasenmerkmalen 
als informativer für neuronale Netzmodelle während des Trainingsprozesses zur 
Aktivitätsklassifizierung erwiesen. Bemerkenswert ist, dass das TinyHAR-Modell durchweg 
besser abschneidet als die anderen Modelle, was seine überlegene Leistung unterstreicht. 
Figure 9 zeigt die F1-Punktzahl des TinyHAR-Modells mit einer Fenstergröße von 30 und 
den Eingangsmerkmalen Magnitude und Phase für jeden Probanden (leave-one-person-out). 
Es ist erwähnenswert, dass die optimale Fenstergröße zur Erzielung der besten Makro-F1-
Punktzahl bei den verschiedenen Probanden unterschiedlich ist. Bei einer Fenstergröße von 
20 erreichte beispielsweise Versuchsperson B mit nur 72 % die niedrigste Makro-F1-
Punktzahl, während Versuchsperson I mit 93 % die höchste Punktzahl erreichte. Diese 
Diskrepanz kann auf die unterschiedliche Geschwindigkeit zurückgeführt werden, mit der 
die verschiedenen Probanden ihre Tätigkeiten ausführen. Wenn die Fenstergröße zu klein ist 
und eine Versuchsperson eine langsamere Aktivität ausführt, können wichtige 
Aktivitätsmerkmale übersehen oder unzureichend erfasst werden. Bei einer Fenstergröße von 
30 (entspricht 1,5 s) liegen die Makro-F1-Werte für die Aktivitätsklassifizierung bei allen 
Probanden durchweg über 82 %. 

 
Table 3:Zusammenfassung des durchschnittlichen Mikro-F1-Scores der Klassifizierung der Essensaktivität. Signifikante Werte 
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sind fett gedruckt 

 

 

Ergebnis der Lebensmittelerkennung 

Bei den Aufgaben zur Erkennung von Lebensmitteln werden alle Instanzen, die sich auf 
Schneideaktivitäten aus der Aktivitätsklassifizierung beziehen, in verschiedene Klassen 
eingeteilt, die auf der Art der geschnittenen Lebensmittel basieren. Außerdem werden 
Instanzen, die mit Trinkaktivitäten zu tun haben, in zwei Klassen unterteilt, die auf der Art 
des getrunkenen Getränks basieren, da Vitaminwasser in der Regel eine andere Leitfähigkeit 
aufweist als natürliches Wasser. Die Impedanz von Lebensmitteln wird dem Modell des 
Mensch-Lebensmittel-Kreislaufs hinzugefügt, wenn der Benutzer während der 
Schneidephase mit Gabel und Messer mit seinem Essen interagiert. Diese 
Impedanzdatenanalyse ermöglicht die Erkennung verschiedener Lebensmitteltypen. Tabelle 
4 veranschaulicht die Ergebnisse der Klassifizierung von Lebensmitteln in sieben 
verschiedenen Kategorien, die verschiedene Validierungsschemata, Eingangsmerkmale, 
Modelle und Fenstergrößen umfassen. Es ist bemerkenswert, dass die höchsten Makro-F1-
Ergebnisse, die bei 62,7 % und 64,2 % liegen, vom TinyHAR-Modell erzielt wurden. Diese 
Spitzenergebnisse wurden bei der Verwendung von aus Größen- und Phasendaten 
abgeleiteten Eingangsmerkmalen in Verbindung mit einer Fenstergröße von 60 sowohl für 
das Leave-One-Person-Out- als auch das Leave-One-Meal-Out-Validierungsverfahren 
erzielt. Bei dieser speziellen Aufgabe ist es offensichtlich, dass die Leistung von Merkmalen, 
die aus der einkanaligen Magnitude extrahiert wurden, bei allen Modellen, die verschiedene 
Eingangsmerkmale verwenden, durchweg hinter anderen Merkmalskombinationen 
zurückbleibt, wie in Abb. 10 dargestellt. Die Einschränkung der einkanaligen Magnituden-
Features zeigt sich darin, dass sie nicht in der Lage sind, die vollständige Information über 
die Kapazität und Induktivität in den Schaltungsmodellen zu erfassen. Die Modellierung von 
Lebensmitteln als reiner Widerstand im Schaltungsmodell ist nicht machbar. 



Abschlussbericht Eingehende Darstellung nach NKBF 98 8.2 II 10.01.2025 Seite 32 

 

 

Eingangsmerkmale, die sowohl aus dem Betrag als auch aus der Phase abgeleitet werden, 
zeigen durchweg eine bessere Leistung bei allen Modellen, mit Ausnahme des 
DeepConvLSTM-Modells. Im Falle des DeepConvLSTM-Modells übertrifft die 
Merkmalskombination aus Magnituden-, Phasen-, Real- und Imaginärkomponenten das 
Modell, das nur aus Magnituden- und Phasenmerkmalen besteht, in Bezug auf die Makro-
F1-Bewertung leicht. Es ist interessant festzustellen, dass im Gegensatz zur 
Aktivitätsklassifizierung die Leistung bei der Lebensmittelklassifizierung eine 
kontinuierliche Verbesserung zeigt, wenn die Fenstergröße bei allen Modellen mit 
verschiedenen Eingangsmerkmalen und unter verschiedenen Kreuzvalidierungsschemata 
erhöht wird. Figure 11 zeigt das Makro F1-Score der Lebensmittelklassifizierung jedes 
Probanden durch das TinyHAR-Modell mit verschiedenen Fenstergrößen. Die Leistung der 
Lebensmittelklassifizierung verbessert sich mit zunehmender Fenstergröße bei allen 
Probanden. Diese Beobachtung gilt auch dann, wenn jede Versuchsperson beim Schneiden 
von Lebensmitteln ein anderes Tempo an den Tag legt. Dies steht im Gegensatz zu der 
Aufgabe der Aktivitätsklassifizierung, bei der die Auswirkungen der Fenstergröße auf die 
Leistung der Probanden unterschiedlich waren. 

 

Aktivitätsklassifikation: Figure 10 zeigt alle kombinierten Konfusionsmatrizen der 
Aktivitätsklassifikation aus dem TinyHAR-Modell mit einer Fenstergröße von 30 und den 
Eingangsmerkmalen Magnitude und Phase. Es ist zu beobachten, dass die Klasse Schneiden 
mit dem höchsten Recall von 93% im Leave-one-subject-out- und im Leave-one-meal-out-
Verfahren erkannt werden kann. Im Gegensatz zu anderen Aktivitäten wird der Zweig des 
Lebensmittelkreislaufs vollständig in den Körperkreislauf integriert, wenn ein Benutzer mit 
Gabel und Messer Lebensmittel schneidet. Infolgedessen ähnelt die Gesamtimpedanz des 
parallelen Stromkreises der Impedanz des Stromkreiszweigs mit der niedrigeren Impedanz, 
wie in Gleichung (2) beschrieben, was zu einer erheblichen Verringerung der Amplitude der 
Impedanzdaten im Vergleich zum IDLE-Status führt. Während alle vier Arten von 
Aktivitäten Amplitudenschwankungen in den Impedanzdaten hervorrufen können, zeigen die 
Messergebnisse, dass die Schneideaktivität die signifikanteste Amplitudenverringerung 
aufweist, mit Ausnahme der Aktivität des Zusammenlegens der Hände. Die Signale, die mit 
dem Zusammenlegen der Hände verbunden sind, werden zu Beginn und am Ende jeder 
Sitzung aufgezeichnet und in die Nullklasse eingeordnet, wie in Abb. 3 dargestellt. Die 
beträchtliche Amplitudenvariation, die während der Schneideaktivität beobachtet wird, ist 
ein bemerkenswertes Merkmal, das die Wiedererkennung erheblich verbessern kann. Bei der 
Leave-One-Person-Out-Prozedur sind die verwirrendsten Aktivitäten das Schneiden und das 
Essen mit einer Gabel, wie in Abb. 10a gezeigt. Auf das Schneiden folgt dicht das Essen mit 
der Gabel. Wenn die Dauer zwischen Schneiden und Essen (Gabel) sehr kurz ist, was bei 
diesen Probanden der Fall sein könnte, die sehr schnelle Essgewohnheiten haben, vor allem 
beim Schneiden von weichen Lebensmitteln wie Bananen, dann könnten die Instanzen mit 
einer Fenstergröße von 30 (1,5 s) das Muster beider Aktivitäten enthalten, deren Bezeichnung 
durch die Methode der Mehrheitsabstimmung vergeben wird. Diese Art von Instanzen könnte 
das Modell beim Training verwirren. Ein ähnliches Ergebnis zeigt sich auch bei den „Leave-
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one-meal-out“-Schemata, wie in Abb. 10b dargestellt. 

 
Figure 10 Alle kombinierten Konfustionsmatrizen der Aktivitätserkennung: 

Klassifizierung von Lebensmitteln: Das Grundprinzip für die Klassifizierung von 
Lebensmitteln in dieser Studie beruht auf der Impedanzinformation des Lebensmittels, die 
von iEat während des Schneidevorgangs mit Metallutensilien (Messer und Gabel) gemessen 
wird. Wenn es einen signifikanten Unterschied in der Impedanz von Lebensmitteln gibt, 
könnten die Ergebnisse der Lebensmittelklassifizierung theoretisch ein hohes Maß an 
Genauigkeit erreichen, ähnlich wie bei früheren Forschungsergebnissen im Bereich der 
Getränkeklassifizierung, wo spürbare Unterschiede in der Impedanz für die Klassifizierung 
genutzt wurden20. iEat ist jedoch sorgfältig als tragbares Gerät konzipiert, das eindeutige 
Vorteile wie Tragbarkeit und Bequemlichkeit bietet. Die Elektroden kommen nicht direkt mit 
den Lebensmitteln in Berührung. Daher umfasst die von iEat während des Schneidens 
gemessene Impedanz nicht nur das Lebensmittel, sondern auch Beiträge des menschlichen 
Körpers und die Kontaktimpedanz zwischen Elektroden, Haut und Lebensmittel. Diese 
facettenreiche Impedanzzusammensetzung erhöht die Komplexität der 
Lebensmittelklassifizierung für iEat erheblich und macht sie zu einem anspruchsvollen 
Unterfangen. Darüber hinaus ist es erwähnenswert, dass der Abstand zwischen Gabel und 
Messer während des Schneidens von Lebensmitteln nicht konstant ist und variieren kann. 
Diese Variabilität in der räumlichen Konfiguration kann auch zu unterschiedlichen 
Impedanzmessungen für dieselben Lebensmittelarten führen, was die Klassifizierung der 
Lebensmittel weiter erschwert. Daher konnte iEat diese Arten von Lebensmitteln, deren 
Impedanz sehr ähnlich ist, nicht unterscheiden. Figure 11 zeigt die kombinierten 
Konfusionsmatrizen der Lebensmittelklassifizierung aus dem TinyHAR-Modell mit einer 
Fenstergröße von 60 (3 s) und den Eingangsmerkmalen Betrag und Phase. Aus den 
Konfusionsmatrizen ist ersichtlich, dass die verwirrenden Klassen der beiden verschiedenen 
Kreuzvalidierungsmethoden die gleichen sind, die in drei Haupttypen gruppiert werden 
können: Fleisch, Gemüse und Getränke. Die verwirrendsten Klassen sind zum Beispiel Steak 
und Würstchen, wie in Abb. 11a dargestellt. Beide Arten von Lebensmitteln bestehen aus 
Fleisch, das einen höheren Wassergehalt und eine ähnliche Textur aufweist als Gemüse wie 
Gurke und Tomate. Der Unterschied in den Merkmalen, die von den neuronalen Netzen aus 
den beiden Lebensmitteln extrahiert werden, könnte daher sehr gering sein, was den 
Klassifikator verwirrt. Gurke und Tomate können auch von iEat nicht gut erkannt werden, 
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dessen Wiedererkennungsrate bei etwa 65 % liegt. Die Wiedererkennungsrate der 
Bananenklasse ist höher als die von Fleisch und Gemüse, weil die Banane in dieser Studie 
das weichste Lebensmittel ist, das der Benutzer leicht und schnell schneiden kann. Bei der 
Prozedur des Weglassens einer Mahlzeit kann die Banane von iEat mit der höchsten 
Wiedererkennung von 79 % erkannt werden. Das Getränk wurde erkannt, als der Benutzer 
mit einem Strohhalm trank, was sich von der Erkennung anderer Lebensmittel während des 
Schneidens unterscheidet; die Trink- und Schneidaktivitäten können von iEat gut 
unterschieden werden. Somit werden die Getränke- und anderen Lebensmittelklassen von 
iEat fast nie verwechselt. Obwohl natürliches Wasser und Vitaminwasser unterschiedliche 
Leitfähigkeitseigenschaften haben, die zu unterschiedlichen Impedanzmessungen führen, 
verwirrten die beiden Getränkearten den iEat, dessen Erkennungsgenauigkeit aufgrund des 
indirekten Kontakts zwischen den Elektroden und den Getränken bei etwa 70 % liegt. Im 
Allgemeinen kann iEat in dieser Studie Fleisch, Gemüse, Getränke und Obst gut 
klassifizieren.  

 
Figure 11 Kombinierte Konfusionsmatrizen für die Klassifizierung von Lebensmitteln 

 
2.1.6 MobiCHAI Worskhop:  

Im Rahmen der MobliHCI Konferenz in Melbourne Australien, fand 2024 
erstmals auch der Workshop MobiCHAI: Mobile Cognition-Altering Technologies 
(CAT) using Human-Centered AI. Der MobiCHAI-Workshop verbindet eine 
interdisziplinäre Forschungsgemeinschaften, um das Potenzial der Nutzung von GenAI und 
menschenzentrierter KI zur Entwicklung relevanter cognitve altering technologies zu stärken. 
MobiCHAI verbindet die Disziplinen von KI, generativer KI, mit HCI (human computer 
interaction) und Psychologie, Kognititionswisschenschaften und Media Design. 

Das Eghi Teilvorhaben des DFKI wurden bei diesem durchaus erfolgreichen Workshop 
durch mehrere Personen vertreten und verschiedene Ideen und Ergebnisse des Eghi Projekts 
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der internationalen Community vorgestellt. Obwohl es die erste Ausgabe dieses Workshops 
war, wurde dieser positiv angenommen und war mit durchschnittlich mehr als 20 
Teilnehmern der erfolgreichste Workshop auf der MobileHCI Konferenz. 
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2.2 Verwertbarkeit 

 
 
2.2.1 Wirtschaftliche Erfolgsaussichten 

Die im Eghi Projekt entstandenen Hardware- and Software-Komponenten können in späteren 
Transferprojekten weiterentwickelt und verwendet werden. 

 
 
2.2.2 Wissenschaftliche Erfolgsaussichten 

Die wissenschaftliche Relevanz des Projekts ist insgesamt hoch, insbesondere durch die 
Verbindung von Sensortechnologie, maschinellem Lernen und Gesundheitsanwendungen. 
Die größten Herausforderungen liegen in: 

Praxistauglichkeit: Wie alltagstauglich sind die Systeme, insbesondere hinsichtlich 
Nutzerakzeptanz und Ergonomie? 

Datenschutz: Vor allem der Smart-Badge könnte Bedenken hervorrufen, wenn Daten über 
menschliche Aktivitäten aufgezeichnet werden. 

Markteinführung: Die Forschung ist technisch solide, aber die Umsetzung in marktfähige 
Produkte könnte Zeit benötigen. 

Langfristig hat das Projekt Potenzial für Publikationen, Patente und Anwendungen in 
Medizin, Gesundheits- und Ernährungswissenschaften. Mit gezielter Weiterentwicklung 
könnten einige der Ansätze zu praxistauglichen Lösungen mit hohem wissenschaftlichen und 
wirtschaftlichen Impact führen. 

 
 
2.2.3 Wissenschaftlich-wirtschaftliche Anschlussfähigkeit 

Die wissenschaftlich-wirtschaftliche Anschlussfähigkeit dieser Arbeit ist vielversprechend, 
aber sie hängt stark von mehreren Faktoren ab, insbesondere von der Weiterentwicklung der 
Technologie, der Marktnachfrage und der Investitionsbereitschaft. 

Wirtschaftlich gesehen könnten die Ergebnisse, besonders das Mulitmodale Edg-Computing 
für Küchenaktivitätne, und die Bioimpendanz-Erkennung von Ernährungsverhalten hohe 
Anschlussfähigkeit im Smart-Home- und IoT-Markt aufweisen (z. B. Integration in 
Küchenroboter, vernetzte Haushaltsgeräte, Pflege- und Assistenzsysteme). Die 
Herausforderungen bestehen in der Miniaturisierung, Kostenreduktion und 
Echtzeitverarbeitung auf energieeffizienten Plattformen. 
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Im Rahmen des Eghi Projekts sind eine ganze Reihe and wissenschaftlichen Publikationen 
entstanden, welche international der wissenschaftlichen Community präsentiert wurden. Das 
Thema der Erkennung von Nahrungsmittelaufnahme, Essverhalten und Verhaltensmuster ist 
ein sehr aktives Thema in der wissenschaftlichen Forschung. Daher gilt zu erwarten, dass aus 
den Ergebnissen des Eghi Projektes neuen wissenschaftliche und wirtschaftliche Ideen 
entstehen werden.  
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2.5 Bekannt gewordener Fortschritt 
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3 Fazit und Ausblick 
 
 

Im Hinblick auf technologische Fortschritte bieten tragbare Geräte ein enormes Potenzial zur 
Echtzeit-Erfassung von Ernährungs- und Gesundheitsdaten. Durch den Einsatz multimodaler 
Sensoren, etwa zur Spektralanalyse (Impedanzspektren und Spektren) von Lebensmitteln und 
nichtinvasiven biomedizinischen Messverfahren, können detaillierte Informationen über 
Nährstoffaufnahme und physiologische Reaktionen gewonnen werden. Die Integration von 
KI-gestützten Bildverarbeitungs- und Datenanalysetechniken ermöglicht darüber hinaus eine 
präzise Identifikation und Bewertung der aufgenommenen Nahrung. 

Anwendungsbezogen eröffnen diese Technologien neue Perspektiven im Bereich der 
personalisierten Ernährungsberatung und des chronischen Krankheitsmanagements. 
Individuelle Ernährungspläne können dynamisch an den Energieverbrauch, den Stoffwechsel 
und spezifische Gesundheitsziele angepasst werden. Besonders im Management von 
Erkrankungen wie Diabetes oder Hypertonie können solche Systeme durch kontinuierliches 
Monitoring und sofortige Rückmeldungen eine frühzeitige Intervention und Optimierung der 
Lebensgewohnheiten unterstützen. 

Nichtsdestotrotz stehen der breiten Implementierung dieser Systeme noch einige 
Herausforderungen gegenüber, insbesondere hinsichtlich der Genauigkeit der Sensorik, des 
Datenschutzes und der Nutzerakzeptanz. Mit fortschreitender Forschung, verbesserten 
Sicherheitsstandards und einer engeren Verzahnung von Gesundheits- und 
Versicherungssystemen ist jedoch zu erwarten, dass sich tragbare 
Ernährungsüberwachungstechnologien in den nächsten fünf bis zehn Jahren als integraler 
Bestandteil eines umfassenden, digital gestützten Gesundheitsmanagements etablieren 
werden. 
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Kurzfassung: 
 
Entwicklung eines Hardware-Konzepts zur Erkennung von Essverhalten 
Smart-Badge	

Ein wesentlicher Bestandteil des Projekts war die Entwicklung eines Smart-Badges zur 
Erfassung von Küchenaktivitäten. Der Badge-Prototyp konnte verschiedene Tätigkeiten in 
der Küche aufzeichnen und analysieren. Die Ergebnisse der Datenauswertung zeigen, dass 
eine hohe Erkennungsrate durch eine Fusion verschiedener Sensordaten erreicht werden 
kann. Die erhobenen Daten wurden auf dem HASCA-Workshop von Ubicomp 2022 
veröffentlicht. 

Zusätzlich wurde der Einsatz von Mikrofonen zur Kontexterfassung untersucht. Stethoskop-
Mikrofone zur Erfassung von Körpergeräuschen erschienen zunächst vielversprechend, 
wurden jedoch aufgrund hoher technischer Komplexität und unpraktikabler Anwendung 
verworfen. Die gesammelten Daten werden über die EGHI-App aggregiert und analysiert, 
um Kontexterkennung unter realen Bedingungen zu optimieren. 
Smart-Cup	

Der Smart-Cup ist ein innovatives System zur Überwachung der Flüssigkeitsaufnahme. Er 
nutzt elektrochemische Impedanzmessung, um Getränke zu klassifizieren und deren Frische 
zu erkennen. Die Sensoreinheit am Boden des Bechers misst das Impedanzspektrum, welches 
zur Unterscheidung von 20 Getränkearten mit nahezu perfekter Genauigkeit dient. Auch der 
Frischegrad von Milch und Saft kann präzise bestimmt werden. 

Vorteile: 

• Datenschutzfreundlich: Kein Videomaterial erforderlich. 

• Kosteneffizient: Nutzung von Kohlenstoffelektroden. 

• Kompakt: Echtzeitverarbeitung durch kleine ML-Modelle. 

Potenzielle Anwendungsfelder umfassen Gesundheitsüberwachung, Flüssigkeitsaufnahme-
Tracking und Lebensmittelsicherheit. 

 
Spezifische Arbeiten zur Erkennung von Ess- und Bewegungsverhalten 
Erkennung	von	Nahrungsmitteln	durch	Impedanzmessung	(iEat)	

Ein weiteres Kernstück des Projekts ist iEat, ein tragbares Impedanzmessgerät zur Erkennung 
von Nahrungsaufnahme und Essverhalten. Das System analysiert bioelektrische 



Abschlussbericht 
Eingehende Darstellung nach NKBF 98 8.2 II 

17. Juli 2013 Seite 3 

 

Impedanzmuster während der Essensaufnahme. Im Rahmen einer Studie mit zehn Probanden 
konnten fünf Essaktivitäten mit einer Genauigkeit von 86,27 % und acht Nahrungsmittelarten 
mit 77,73 % erkannt werden. Eine spezielle Hardware ist nicht erforderlich, da Standard-
Essbesteck verwendet wird. 
Weiterentwicklung	der	Hardware	

Die Hardware wurde kontinuierlich an das EGHI-System angepasst. Eine bedeutende 
Verbesserung ist die Einführung einer Ereignisleiste im EGHI-Dashboard zur besseren 
Datenanalyse. Zudem wurde eine Schnittstelle für das Deutsche Forschungszentrum für 
Künstliche Intelligenz (DFKI) implementiert, um auf relevante Studiendaten zuzugreifen. 

 
Erkennung von Küchenaktivitäten 

Frühere Studien fokussierten sich auf algorithmische Optimierungen, während wenig 
Aufmerksamkeit auf kostengünstige Echtzeitlösungen gelegt wurde. Das Projekt entwickelte 
ein tragbares, multimodales Edge-Computing-System mit sechs verschiedenen Sensoren zur 
Aktivitätserkennung in der Küche. Dabei werden Sensordaten lokal verarbeitet, wodurch 
Cloud-Berechnungen minimiert werden. Das System erreicht eine Genauigkeit von 87,83 % 
mit einer Inferenzzeit von 25,26 ms auf dem Mikrocontroller. 

Sensorausstattung: 

• IMU (Beschleunigung, Gyroskop, Magnetometer) 

• Wärmebildkamera 

• Gassensor 

• Optischer Sensor 

• Luftdrucksensor 

• Flugzeitsensor 

Das System wurde unter realistischen Bedingungen getestet und kann 15 verschiedene 
Küchenaktivitäten zuverlässig identifizieren. 

 
iEat: Automatische Ernährungsüberwachung 

iEat basiert auf Bioimpedanzmessung zur Überwachung von Nahrungsaufnahmeaktivitäten. 
Dabei werden Impedanzveränderungen durch den Kontakt mit Utensilien und Lebensmitteln 
erfasst. Eine experimentelle Studie mit zehn Teilnehmern validierte die 
Erkennungsgenauigkeit für verschiedene Essbewegungen und Lebensmitteltypen. 
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Ergebnisse der Klassifizierung: 

• Essaktivitäten: Durchschnittliche Makro-F1-Score von 86,2 %. 

• Lebensmittelklassifizierung: Höchste Makro-F1-Werte von 62,7 % bis 64,2 %. 

• TinyHAR-Modell zeigte die besten Ergebnisse bei einer Fenstergröße von 30. 

Herausforderungen bestanden in der indirekten Erfassung der Lebensmittelimpedanz, welche 
durch die Interaktion mit Besteck beeinflusst wurde. Dennoch zeigte sich iEat als 
vielversprechendes tragbares System zur automatisierten Ernährungsüberwachung. 

 
Beteiligung am MobiCHAI-Workshop 

Das Projekt wurde 2024 auf dem MobiCHAI-Workshop im Rahmen der MobileHCI-
Konferenz in Melbourne vorgestellt. Der Workshop fokussierte auf mobile, kognitiv 
beeinflussende Technologien durch menschenzentrierte KI. Mit über 20 Teilnehmern war 
dieser Workshop der erfolgreichste auf der Konferenz. 

  
 
Fazit 

Das Projekt konnte mehrere innovative Ansätze zur Erfassung von Ernährungs- und 
Küchenaktivitäten entwickeln und erfolgreich testen. Smart-Badge, Smart-Cup und iEat 
bieten neue Möglichkeiten zur automatischen Erfassung von Essverhalten mit hoher 
Genauigkeit. Die Forschung legt den Grundstein für zukünftige Anwendungen in den 
Bereichen Gesundheitsüberwachung, Ernährungstracking und Verbrauchersicherheit. 



Abschlussberic
ht 

Literaturverzeichnis 

17. Juli 2013 Seite 24 

 

 
Veröffentlichungen 

 
 

Liu, Megxi, et al. "iEat: Human-food interaction with bio-impedance sensing." Adjunct 
Proceedings of the 2023 ACM International Joint Conference on Pervasive and Ubiquitous 
Computing & the 2023 ACM International Symposium on Wearable Computing. 2023. 

Liu, Mengxi, et al. "iEat: automatic wearable dietary monitoring with bio-impedance 
sensing." Scientific Reports 14 (2024): 17873. 

Liu, Mengxi, et al. "Smart-Badge: A wearable badge with multi-modal sensors for kitchen 
activity recognition." Adjunct Proceedings of the 2022 ACM International Joint Conference 
on Pervasive and Ubiquitous Computing and the 2022 ACM International Symposium on 
Wearable Computers. 2022. 

Liu, Mengxi, et al. "A Wearable Multi-modal Edge-Computing System for Real-Time 
Kitchen Activity Recognition." International Joint Conference on Artificial Intelligence. 
Singapore: Springer Nature Singapore, 2024. 

Liu, Mengxi, et al. "Heterogeneous Data in Health Applications: An Algorithmic Approach 
Leveraging Continual Learning." Mensch und Computer 2024-Workshopband. Gesellschaft 
für Informatik eV, 2024. 

Liu, Mengxi, Sizhen Bian, and Paul Lukowicz. "Non-contact, real-time eye blink detection 
with capacitive sensing." Proceedings of the 2022 ACM International Symposium on 
Wearable Computers. 2022. 

Liu, Mengxi, et al. "Smart Cup: An impedance sensing based fluid intake monitoring system 
for beverages classification and freshness detection." Adjunct Proceedings of the 2022 ACM 
International Joint Conference on Pervasive and Ubiquitous Computing and the 2022 ACM 
International Symposium on Wearable Computers. 2022. 

Elagroudy, P., Grünerbl, A., Barbareschi, G., Spilski, J., Kunze, K., Lachmann, T., & 
Lukowicz, P. (2024, September). mobiCHAI-1st International Workshop on Mobile 
Cognition-Altering Technologies (CAT) using Human-Centered AI. In Adjunct 
Proceedings of the 26th International Conference on Mobile Human-Computer Interaction 
(pp. 1-5).	

 

 
 
 
 


	01_Eghi_21702_Abschlußbericht_Teil+II
	02_Eghi_21702_Abschlußbericht_Kurzfassung_Teil+I

