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I. Kurze Darstellung der Aufgabenstellung 

Für die effiziente Planung und Ausführungskontrolle von energetisch hochwertigen Sanie-

rungsmaßnahmen ist die Messtechnik zur Erfassung möglichst vollständiger Datensätze von 

Bestandsgebäuden, idealerweise in einem BIM-System, unumgänglich. Im Bereich der Um-

setzung von Sanierungsmaßnahmen in Bestandsgebäuden liegen heute häufig nur 2D-Daten 

als Planungsgrundlage vor. In vielen Fällen müssen Daten auch erst mühevoll neu erhoben 

werden, weil gar keine Pläne vorhanden sind. Es ist ein aufwendiger Arbeitsprozess nötig, 

damit solche Bestandsgebäude mit Ihrer Geometrie, Materialdaten, der vorhandenen TGA und 

weiteren Rahmenbedingungen in einem umfassenden Modell abgebildet werden können. Er-

schwerend kommt der steigende Mangel an Fachkräften in Handwerksbetrieben hinzu, die 

überhaupt in der Lage sind, die komplexen Instrumente zur Erfassung der Gebäudegeometrie 

zu bedienen und die Ergebnisse richtig zu verarbeiten.  

Neben dem Trend zu intelligenten Gebäuden und der Notwendigkeit von energetischen Sa-

nierungen im Gebäudestand, zeichnet sich die Entwicklung zur integrierten Gebäudeplanung 

mit neuen Softwarewerkzeugen ab. BIM-Methoden stellen derzeit in Deutschland und weltweit 

ein vielversprechendes Planungs- und Ausführungswerkzeug dar, dessen Verbreitung in den 

unterschiedlichen Fachgewerken stetig voranschreitet. Um dem hohen Sanierungsbedarf bzw. 

Sanierungsstau im Gebäudebestand in Deutschland zu begegnen, sind effiziente und ganz-

heitliche Planungswerkzeuge wie die BIM-Methode unerlässlich. Weiter ist ein BIM-basierter 

Ansatz absolut notwendig, um in kurzer Zeit und mit entsprechend geringem Aufwand ver-

schiedene Sanierungsvarianten unter den Aspekten der Nutzung, der Kosten und der Ener-

gieeinsparung zu vergleichen. Zu diesen Punkten findet sich reichhaltige Literatur, die den 

effektiven Einsatz BIM-basierter Vorgehensweisen bei der Gebäudesanierung belegen.  

Das System HottScan der Hottgenroth Software AG dient zur 3D-Erfassung von Räumen mit 

einer neuen Technologie und besteht aus der Scanner-Hardware mit der Systemsoftware und 

der Modellierungssoftware. Dabei konnten in der ersten Produktversion noch nicht alle Ziele 

und Forderungen an die Software umgesetzt werden. So müssen derzeit die aufgenommenen 

Panoramen mit Lasermesspunkten manuell in Modellierungssoftwares bearbeitet und ausge-

wertet. Dieser Prozess bietet durch gesteigerten Automatisierungsgrad Einsparpotential in der 

Gebäudeerfassung. In diesem Projekt wird die Automatisierung in zwei Stufen durchgeführt: 

Die erste Stufe ist die Erkennung der Raumgeometrie: Ecken, Kanten, Fenster, Türen, um zu 

einem 3D-Raummodell zu gelangen, welches wiederum zur Erstellung des 3D-Gebäudemo-

dells verwendet wird. Der zweite Schritt ist die Erkennung fester Objekte wie Heizkörper, 

Steckdosen, Schalter, Beleuchtung, Einbaumöbel usw. Dies sind wichtige Informationen für 

ein Raumbuch zur Nutzung im Facility Management. Im Rahmen des Projekts soll ein neuar-

tiges Messverfahren entwickelt werden, das Schichtdicken und Materialien zerstörungsfrei er-

mittelt sowie die fehlenden geometrischen Daten des Gebäudes präzise erfasst. Dies würde 

zu einer deutlichen Verbesserung der energetischen Analyse von Bestandsgebäuden führen 

und auch die Planung und Qualitätskontrolle von Sanierungsmaßnahmen verbessern.  
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II. Kurze Darstellung der Voraussetzungen, unter denen das Vorhaben durch-
geführt wurde 

Bisherige Arbeiten der Antragsteller zum Fachgebiet des Projektes 

Verbundkoordinator Solar-Institut Jülich der FH-Aachen 

Das Solar-Institut Jülich (SIJ) besitzt eine umfassende messtechnische Ausstattung sowie 

eine langjährige Expertise zur energetischen Analyse von Gebäuden. Im Rahmen des Ver-

bundvorhabens ĂGebäudetomograph ï Messsystem für schnelle und genaue energetische 

Analysen von Gebäudehüllen für Gebäude und Quartiere, Teilvorhaben: Durchführung und 

Auswertung von Validierungsmessungen (Gtom), Fkz 03ET1405Bñ wurden bereits erste Test-

messungen mit kommerziell erhältlichen Radargeräten durchgeführt. Deren anspruchsvolle 

Auswertung konnte im Rahmen des Vorhabens allerdings nicht erfolgen. Das SIJ hat bereits 

im Kontext anderer Projekte Methoden des Deep Learning und der künstlichen neuronalen 

Netze (kNN) eingesetzt und wird diese Expertise vorwiegend im AP 3 umsetzen und vertiefen. 

Prof. Dr.-Ing. Rolf GroÇ vertritt das Lehrgebiet ĂVersorgungstechnischer Anlagenbau und TGAñ 

und im Bachelor-Studiengang ĂSmart Building Engineer (SBE)ñ an der FH Aachen das Thema 

Building Information Modeling (BIM). 

Verbundpartner 1: Fachbereich Maschinenbau und Verfahrenstechnik der Hochschule 
Düsseldorf (HSD)  

Der Fachbereich Maschinenbau und Verfahrenstechnik (MV) der Hochschule Düsseldorf hat 

rund 1.500 Studierende mit ca. 350 Studienanfängern pro Jahr. Eines der fünf Bachelorstudi-

engänge des Fachbereichs ist Energie- und Umwelttechnik. Im Masterstudium ist die Energie- 

und Umwelttechnik durch den Studiengang Simulation und Experimentaltechnik präsent. Der 

Fachbereich ist einer der forschungsstärksten FH-Fachbereiche in NRW. Dazu leistet einen 

großen Beitrag das Zentrum für Innovative Energiesysteme (ZIES), das mit dem Fachbereich 

MV eng verbunden ist, aber auch fachbereichsübergreifende Projekte durchführt. Prof. Zielke 

hat eine Professur für Informatik im Fachbereich MV. Seine Spezialgebiete sind Computervi-

sion, Maschinelles Lernen und Künstliche Intelligenz. Mehrere seiner Publikationen in diesem 

Bereich können als Vorarbeiten für das geplante Vorhaben genutzt werden, siehe research-

gate.net/profile/Thomas_Zielke. Prof. Zielke ist seit 2018 an den Normierungsarbeiten im Be-

reich Künstliche Intelligenz beteiligt. Er ist Gründungsmitglied des Interdisziplinären Arbeits-

ausschuss zu Künstlicher Intelligenz des DIN und aktives Mitglied in mehreren Working 

Groups des ISO SC 42 Artificial Intelligence.  

Verbundpartner 2: Hottgenroth Software AG (HS) 

Die Hottgenroth Software AG entwickelt zusammen mit der verbundenen ETU Software GmbH 

und der HOTTGENROTH GmbH kaufmännische, technische und CAD-Software sowie Inter-

netanwendungen für die Bereiche Energieeffizienz, Bauhaupt- und Nebengewerke einschl. 

haustechnische Planung und Auslegung, sowie für das Schornsteinfegerhandwerk. Die Pro-

gramme richten sich an Architekten, Planer, Handwerker, Schornsteinfeger und Handelsun-

ternehmen. Hottgenroth hat ca. 140 Mitarbeiter, davon etwa 60 im Bereich Softwareentwick-

lung. 
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Der Firmenverbund ist Marktführer bei Software-Lösungen für Energieberater nach EnEV (ca. 

20.000 Lizenzen). Weitere Energie-Effizienz-Software, wie der Heizungscheck, der hydrauli-

sche Abgleich von Heizungssystemen (Optimus) oder die Berechnungen für erneuerbare 

Energien (Wärmepumpe, Solarthermie, Photovoltaik) ergänzen das Softwareportfolio. Pro-

gramme zur Auslegung haustechnischer Anlagen, wie Heizungsanlage, Rohrnetz, Abgasan-

lage und eine kaufmännische Software gehören ebenfalls zur Produktpalette. Mehrere Pro-

dukte sind bereits durch erfolgreiche Förderprojekte entstanden bzw. erweitert worden. 

Seit mehreren Jahren vertreibt Hottgenroth das System HottScan über das verbundene Un-

ternehmen HottScan GmbH zur Erfassung von Raumgeometrien. HottScan ist eine Eigenent-

wicklung von Hottgenroth und wird vom Markt gut angenommen. Im Projekt soll eine Kommu-

nikation mit dem Wandschichtenscanner integriert werden (AP 4). Die Eigenentwicklung Hott-

CAD ist ein CAD-System, das speziell für die Aufnahme von Gebäuden im Bestand entwickelt 

wurde und in das hier die Ergebnisse von HSD und SIJ integriert werden sollen (AP 4). Hott-

genroth besitzt neben umfassenden Erfahrungen im Bereich Simulation auch Kenntnisse auf 

dem Gebiet kNN, die in einem Förderprojekt bei der AiF (ZF4481401BZ7 ï EnergyExpert) 

erworben wurden. Diese Kenntnisse sollen mit dem beantragten Projekt erweitert und vertieft 

werden. 
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III. Kurze Darstellung des wissenschaftlichen und technischen Standes, an den 
angeknüpft wurde 

Das Building Information Modeling - Kurzform BIM, ist eine Planungsmethode im Bauwesen, 
welche die Erzeugung und die Verwaltung von digitalen virtuellen Darstellungen der physika-
lischen und funktionalen Eigenschaften eines Bauwerks beinhaltet (siehe Abbildung 1). Die 
digitalen 3D-Bauwerksmodelle stellen dabei eine Informationsdatenbank rund um das Bau-
werk dar und bieten eine verlässliche Quelle für Entscheidungen während des gesamten Le-
benszyklus; von der ersten Vorplanung, über die Detailplanung, Erstellung und Nutzung bis 
zum Rückbau [Eggert 2013]. Sie werden ergänzt von einem Informationsmodell, das alle be-
gleitenden Informationen des BIM-Prozesses (Kosten, Termine, Anträge, Dokumentationen, 
Bestellungen, Lieferungen etc.) beinhaltet. 

Der gängige Arbeitsweg zur Anwendung der BIM-Methode im Bestandsgebäudesektor ist der-
zeit die Aufnahme einer 3D-Punktwolke mittels eines Laserscanners oder eines photogram-
metrischen Verfahrens. Eine Punktwolke ist hierbei durch eine große Menge von Punkten be-
schrieben, die jeweils über Ihre Raumkoordinaten definiert sind. Den Punkten können zusätz-
liche Attribute, wie die jeweilige Farbgebung, beigefügt sein. Es erfolgt eine Aufnahme von 
vielen einzelnen Punktwolken im Außen- und Innenbereich des Gebäudes. Damit wird ein Ge-
bäude aus verschiedenen Perspektiven erfasst. Je nach Komplexität des Gebäudes, dem ge-
wünschten Detaillierungsgrad der Aufnahme und der definierten Aufgabenstellung werden für 
diesen Teilprozess 0,5 - 3 Arbeitstage benötigt. Die einzelnen Punktwolken werden dann in 
der weiteren Folge registriert - ein Vorgang, der das passgenaue zusammensetzen einzelner 
Punktwolken zu einer gemeinsamen Punktwolke beschreibt. Dieser Vorgang wird üblicher-
weise mittels geeigneter Softwarelösungen halbautomatisch durchgeführt, da ein Experte die 
Datenübertragung, spezifische Einstellungen, teilweise manuelle Zuweisungen und eine ab-
schließende Kontrolle übernehmen muss. 

 

Abbildung 1: Beispielhaftes Schema einer dezentralen Planung und zentralen Koordination von Informati-
onen (Obermeyer Planen + Beraten in [BMVI 2015]) 

Die 3D-Punktwolke wird üblicherweise mit einem entsprechenden Format in eine BIM Software 
geladen. Aufgrund der vorhandenen geometrischen Strukturen der Punktwolke (Linien, Ecken, 
Durchbr¿che, Wªnde, Bodenplatte, Dachkonstruktionené) wird diese nachgezeichnet und ein 
Bauwerk auf der Grundlage der eingelesenen Vorlage erarbeitet. Ein Beispiel für diesen Vor-
gang ist in Abbildung 2 ersichtlich. 
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Punktwolke Beispielgebäude Süd-
ostansicht und Punktwolke Einzel-
raum 

Ableitung von Schnitt-
bildern zum Nachmo-
dellieren 

Modell Beispielge-
bäude  

 Abbildung 2: Darstellung von aufgenommenen Punktwolken (Gebäude und Einzelraum), den ab-
geleiteten Schnitten, sowie dem abgeleiteten Modell für energetische Berechnungen 

Nachteilig an dem Verfahren terrestrischer Laserscans ist die benötigte Zeit für die Aufnahme 
der Scans. Bei einer mittleren Aufnahmeauflösung, die für den Gebäudesektor erforderlich ist, 
sind etwa 20-30 min pro Scan einzuplanen. Bei dem nachstehenden Gebäude wurde etwa ein 
kompletter Arbeitstag von einem wissenschaftlichen Mitarbeiter für die Aufnahmen benötigt. 
Dieser benötigt, je nach Komplexität des Gebäudes, etwa einen weiteren Arbeitstag zur Re-
gistrierung aller Einzelaufnahmen zu einer Gesamtpunktwolke. Die zeitaufwendige Aufnahme 
und der Einsatz von geschultem Fachpersonal führen zu entsprechend hohen Kosten des 
Verfahrens terrestrischer Laserscan. 

Ein alternatives Verfahren mit einer 360°-Panorama-Aufnahme und der Messung weniger La-
serpunkte ist wesentlich schneller und liefert eine vergleichbare Genauigkeit. Die Modellierung 
der Raumgeometrie gestaltet sich deutlich einfacher und ist ebenfalls schneller. Dieses Ver-
fahren ist bereits am Markt verfügbar und soll im Projekt verwendet werden. Die Aufnahme 
eines Bestandsgebäudes mit diesem Verfahren ist erheblich schneller und einfacher und er-
fordert keine Spezialkenntnisse für den Aufnehmenden. Der reine Scan des Raumes dauert 
etwa 2 Minuten bei gleicher Genauigkeit, so dass ein Einfamilienhaus in weniger als einer 
Stunde aufgenommen werden kann.  

Es kann eine deutliche Kosteneinsparung realisiert werden, da sich die Zeit für Gebäudeauf-
nahme deutlich reduziert und kein hoch qualifiziertes Personal dafür benötigt wird. Es bleiben 
aber auch bei diesem Verfahren die Ungenauigkeiten in der Bestimmung der Wandstärken 
und in der Ermittlung der Wandaufbauten. Um Bestandsgebäude und Gebäude mit Sanie-
rungsbedarf in BIM-Modelle zu überführen und diese dann in verschiedenen Szenarien ener-
getisch bewerteten zu können, müssen diese zwei grundlegenden Probleme gelöst werden: 

¶ Bei den derzeitigen Systemen ist in der Regel das Ergebnis die Raumgeometrie in 
Form von Innenabmessungen. Dabei gestaltet es sich schwierig, die Lage zwischen 
den Räumen exakt zu bestimmen. Dies ist aber notwendig, um die Räume zu dem 
benötigten 3D-Gebäudegeometriemodell zusammenzufügen. 

¶ Noch schwieriger wird es, an Eigenschaften der Bauteile heranzukommen. Für alle 
energetischen Berechnungen rund um das Gebäude sind die Schichtaufbauten der 
Bauteile eine grundlegende Größe. Erst mit den Schichtdicken und den Materialien der 
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Schichten kann der U-Wert berechnet werden, der die maßgebliche Größe für die Wär-
meverluste eines Bauteils darstellt. Das Gleiche gilt für andere physikalische Eigen-
schaften, wie Wärmespeicherung und Feuchtigkeitsspeicherung in Bauteilen. Eine 
exakte Bestimmung der Schichtdicken und -materialien ist nur durch Kern-bohrungen 
und aufwändige Laboranalysen möglich. 

Die Nachbearbeitung im Büro (Modellierung) dauert ebenfalls nur etwa 10 Minuten pro Raum, 
so dass noch am selben Tag ein komplettes 3D-Gebäudemodell zur Verfügung steht, mit dem 
alle notwendigen Berechnungen durchgeführt werden können. 

  

Abbildung 3: Zuordnung von Wandflächen und Ebenen in einem Raum auf der Grundlage einer 360° Pa-
norama-Aufnahme und einzelnen Lasermessungen mittels HottScan Modellierungssoftware 

Abbildung 4 zeigt die manuelle Zuordnung von Wandflächen und Ebenen mit der Hottscan 
Modellierungssoftware. Die automatische Erkennung der Raumgeometrie stellt eine große 
Herausforderung dar, da die Räume für die Messung nicht extra leergeräumt werden können. 
Oftmals ist der Platz für das Messgerät nicht der optimale Punkt für diesen Raum, da Möbel 
ein Aufstellen an diesem Punkt verhindern. Hinzu kommt, dass Einrichtungsgegenstände, Bil-
der, Pflanzen etc. verhindern, dass es zur Messung eine freie Sicht auf Raumecken und -
kanten gibt. 

Die Erkennung der Raumgeometrie ist eines aktiven Forschungsgebiets. Besonders aktiv wird 
in den letzten Jahren an "Indoor Scene Understanding" auf der Basis von RGB-D Daten ge-
forscht. Die simultane Aufnahme von RBG-Bildern und einer dichten 2.5-Tiefenkarte der 
Szene, wie es z. B. die Sensorsysteme Kinect (Microsoft), Xtion (Asus) und RealSense (Intel) 
liefern [Cai 2017], erlaubt eine wesentlich einfachere Interpretation der Szene im Vergleich zu 
Verfahren, die lediglich RGB-Bilddaten verwenden. Für die Forschung mit RGB-D Sensorda-
ten stehen umfangreiche Datensätze zur Verfügung, z. B. [Silberman 2012], [Song 2015], [Cai 
2017].  

Neueste Forschungsergebnisse für die Rauminterpretation auf der Basis von RGB-D Sensor-
daten [Gupta 2013] [Zou 2018] oder auf der Basis von dichten Punktwolken aus LiDAR 3D-
Scannern [Michailidis 2017] [Adan 2011] sind vielversprechend. Die Tatsache aber, dass Fa-
cebook und die Standford University aktuell eine "The Scene Understanding and Modeling 
Challenge" organisieren [SUMO, 2019], zeigt, dass die Szeneninterpretation mithilfe von RGB-
D Kameras den Computer Vision Forschungsbereich noch nicht verlassen hat. Zudem eignen 
sich Consumer-Produkte wie die Kinect oder die Xtion derzeit noch nicht für die professionellen 
Anwendungen, für die das HottScan-System entwickelt wurde.  

Das HottScan System liefert hochauflösende RGB-Bilder und mit einzelnen eingelagerten La-
sermesspunkten. Die räumliche Dichte der Lasermesspunkte ist nicht hoch genug um Raum-
objekte zu erkennen. Die Lasermesspunkte liefern aber wertvolle Zusatzinformation, wenn 
Raumobjekte wie Wände, Fenster etc. durch eine Bildsegmentierung eingegrenzt und klassi-
fiziert werden können. Die Szeneninterpretation ohne 3D-Sensordaten hat in den letzten Jah-
ren ebenfalls große Fortschritte gemacht. Für das hier beantragte Vorhaben ist die Arbeit von 
Ren et al. ("A Coarse-to-Fine Indoor Layout Estimation (CFILE) Method" [Ren 2017]) be-
sonders relevant. 
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Abbildung 4: Schematischer Prozess der Linienerkennung 

Die Approximation von Raumkanten durch Liniensegmente ist ein wichtiger Verarbeitungs-
schritt um anschließend über Fluchtpunkte und andere geometrische Randbedingungen eine 
oder mehrere Hypothesen für die Raumgeometrie zu erstellen [Lee 2009]. Mehrere Hypothe-
sen werden mit einer Bewertungsfunktion in eine Rangfolge gebracht. Zusammen mit einigen 
Plausibilitätsregeln ergibt sich daraus eine Entscheidung für die maximal wahrscheinlichste 
Interpretation der Raumgeometrie. 

Das Hauptproblem bei der Szeneninterpretation auf der Basis von Liniensegmenten ist die 
Zuverlässigkeit, mit der Kanten bzw. Konturen im Bild detektiert und lokalisiert werden können. 
Wechselnde Beleuchtungsverhältnisse, schwache Farbkontraste zwischen angrenzenden 
Flächen und Verdeckungen sind Einflüsse, die bei Realweltszenen normal sind. Moderne 
hochauflösende Kameras können Grauwert- bzw. Farbübergänge in der Szene weit besser 
erfassen als es noch vor wenigen Jahren möglich war. Trotzdem ist das Problem der Kanten- 
bzw. Konturdetektion auch nach über 30 Jahren Forschung in diesem Gebiet Gegenstand von 
wissenschaftlichen Arbeiten [Canny 1986], [Maninis 2018]. 

Folgende Literatur und Informationsquellen fanden Anwendung: 

¶ Grobe Segmentierung des Bildes in Regionen, für dieses Arbeitspaket bilden die Ar-
beiten von [Shelhamer 2017], [Mallya 2015] und [Ren 2017] eine Basis. Zum Einsatz 
kommen Fully Convolutional Neural Networks (FCNs). 

¶ Training und Erkennung von Objekten mit vortrainierten CNN nach [Ding 2017]  

¶ Detektion eines Objekts im Bild mit Hilfe von Formmerkmalen aus einem CAD-Modell, 
nach [Stark 2010] 

¶ Training und Wiedererkennung von Steckdosen mit einem Deep Neural Network ent-
sprechend [Stuhlsatz 2012] 

¶ One-shot Learning am Beispiel eines markanten Objekts, zum Beispiel eines Heizkör-
pers [Walter 2012] [Koch 2015] 

¶ Abbildung 5 zeigt ein Beispiel einer typischen Radaraufnahme. Diese erfolgte an einem 
Rippenbogen im Gewölbe des Oktagons im Aachener Dom [Patitz 2010] 
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Abbildung 5: Radargramm eines Rippenbogens des Aachener Doms [Patitz 2010] 

Vorarbeiten der Antragsteller: 

Extraktion von Liniensegmenten und ihre Darstellung in einer parametrischen Form 

¶ Für dieses wird die Software von Nevatia&Babu [Nevatia 1980] verwendet, die von 
Zielke und Techmer verbessert und erweitert wurde [Zielke 1995]. Die Kantendetektion 
in dieser Softwarelösung basiert auf 5x5 Filtermasken, die die lokale Orientierung mit 
einem 30-Grad-Raster abtasten. Die konventionelle Methode mit Filtermasken soll 
durch die Verwendung von Convolutional Neural Networks (CNNs) ersetzt werden und 
als Multiskalen-Architektur implementiert werden. Diese Verarbeitungsschritte orientie-
ren sich an den Arbeiten [Maninis 2018] und [Liu 2017].  

Generierung und Bewertung von Hypothesen für die Raumgeometrie 

¶ Einige grundlegenden Verfahren zur Schätzung der Raumgeometrie sind in [Lee 2009], 
[Mallya 2015] und [Hedau 2009] beschrieben. Mit den extrahierten bzw. approximierten 
Liniensegmenten können diese Verfahren angewendet werden. Bei durch Verdeckun-
gen oder aus anderen Gründen unterbrochenen Linienverläufen können parallele Li-
nien im Bild oder parallele Linien unter perspektivischer Abbildung für eine Komplettie-
rung von Linienverläufen genutzt werden [Zielke 1992]. 

Erkennung von Wandaufbauten und -materialien 

¶ In der Datenbank EnArgus des PTJ wurden mit den Suchbegriffen BIM/Gebäude 53 
Einzelvorhaben gefunden, die sich komplementär zum hier skizzierten Vorhaben dar-
stellen. Im Ende 2019 abgeschlossenen Vorhaben ĂGebªudetomographñ entwickelten 
DLR und SIJ gemeinsam Methoden der Fernerkundung zur Gebäudedatenerhebung. 
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V. Eingehende Darstellung der Verwendung der Zuwendung und des erziel-
ten Ergebnisses im Einzelnen, mit Gegenüberstellung der vorgegebenen Ziele 

Im Folgenden werden die einzelnen Ergebnisse der einzelnen Arbeitspakete vorgestellt. 

AP 1 Erarbeitung der Grundlagen des Forschungsprojektes [SIJ] 

Der Schwerpunkt des Arbeitspaketes 1 lag auf der Erstellung eines Lastenheftes und der Rah-
menbedingungen für die neuen Messverfahren der nachfolgenden Arbeitspakete. 

Zusätzlich wurden gemeinsam typische Raumsituationen und Wandaufbauten und deren Häu-
figkeit im Gebäudebestand untersucht. 

Parallel dazu wurden Forschungsarbeiten durchgeführt, um den Stand der Technik in Bezug 
auf ähnliche Aktivitäten anderswo zu aktualisieren und diesen als Grundlage für die Weiter-
entwicklung im Laufe des Projekts zu nutzen. 

AP 2 Erkennung von Raumgeometrie und Rauminhalten [HSD] 

AP 2.1: Extraktion von Liniensegmenten und ihre Darstellung in parametrischer 
Form, inkl. Implementierung in produktfähiger Robustheit 

 

 

Abbildung 6: Raumansicht mit manuell durch Geraden markierten Raumkanten (links) und automatisch 
extrahierten Konturstücken (rechts) 

Eine Erkenntnis aus den Projektarbeiten in Arbeitspaket 2.1 ist, dass die automatische Erken-
nung von Innenraum-Kanten, z.B. Grenzen zwischen Wänden und Decke, mit konventionellen 
Methoden der Computer Vision nicht in praxistauglicher Zuverlässigkeit möglich ist. Abbildung 
6 (links) verdeutlicht einer der Kernaufgaben der Bildauswertung bei der Modellierung von 
quaderförmigen Innenräumen. Die Raumkanten, markiert durch Geradenstücke im Bild, defi-
nieren durch ihre Schnittpunkte exakte Eckpositionen, die mithilfe von einzelnen Laser-Mess-
punkten eine eindeutige 3D-Interpretation erhalten.  

In der Literatur werden einige Methoden beschrieben wie die Raumkanten in Farb- oder Grau-
wertbildern detektiert und z.B. durch Liniensegmente modelliert werden können. Diesen An-
satz zu nutzen war auch Gegenstand des Arbeitspakets 2.1. Im Rahmen des Projekts wurde 
eine Konturextraktion entwickelt und implementiert, die auch unter schwierigen Beleuchtungs-
verhältnissen und schwachem Kontrast linienförmige Grauwert- bzw. Farbdiskontinuitäten als 
quadratische Kurvensegmente approximiert. Die Performanz der entwickelten Methode ist 
exemplarisch anhand eines Raumbildes in Abbildung 7 dargestellt. Die einzelnen Kurvenseg-
mente sind in unterschiedlichen Farben dargestellt, womit die Zusammensetzung von länge-
ren Kontur- bzw. Liniensegmenten durch i.d.R. mehrere Teilsegmente erkennbar wird. Das 
Ergebnis der Kurvenapproximation ist ohne semantische Filterung der Segmente dargestellt. 
Deshalb sieht man auch viele kleine Segmente, die in den weitaus meisten Fällen nicht zu 
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Raumkanten gehören und auf Grauwert-Diskontinuitäten auf den Oberflächen zurückzuführen 
sind. Viele dieser Segmente können mit Filtern auf der Ebene der symbolischen Konturreprä-
sentation unterdrückt werden. Insofern hat das Ergebnis dieser Liniensegmentierung eine pro-
duktfähige Robustheit. In Bezug auf das Ziel, alle Raumkanten zumindest partiell zu erfassen 
und letztlich wie in Abbildung 6 (links) zur 3D-Interpretation nutzen zu können, konnte aller-
dings keine produktfähige Robustheit erreicht werden. Konventionelle Kameras, wie auch die 
im Produkt HottScan integrierten Kameramodule, können Raumkanten nicht abbilden, wenn 
der lokale Kontrast zwischen den jeweiligen Wandsegmenten sehr gering ist. Selbst das in 
Abbildung 7 illustrierte hochsensitive Verfahren produziert nicht für jede vorhandene Raum-
kante genügend viele Liniensegmente um darauf eine robuste 3D-Interpretation aufbauen zu 
können. 

 

 

Abbildung 7: Hochsensitive Extraktion von parametrischen Bildkonturen (rechts). Links oben Ausschnitt-
vergrößerung, links Mitte Originalbild. 

Im Rahmen des Projekts wurde eine neuartige Lösung für das vorstehend beschriebene Prob-
lem der robusten Raumkantenfindung entwickelt. Die Lösung basiert darauf, die Linien der 
Raumkanten nicht direkt aus dem Bild des Raumes zu bestimmen, sondern indirekt aus einer 
Segmentierung des Bildes in Regionen, die jeweils mit den raumbegrenzenden Flächen, De-
cke-Wände-Boden, korrespondieren. Die Bildsegmentierung ist Gegenstand des Arbeitspa-
ketes 2.2 und wird im folgenden Abschnitt beschrieben. Das Prinzip der Raumkantenbestim-
mung aus dem Ergebnis der Bildsegmentierung ist in Abbildung 8 an einem Beispielbild (a) 
dargestellt. Für Raumbilder wie Abbildung 8 (a), insbesondere solche mit Einrichtungsgegen-
ständen, gibt es keine eindeutigen und exakten Segmentierungen mit einem Verfahren nach 
dem gegenwärtigen Stand der Technik. Deshalb erzeugen wir mehrere Hypothesen für die 
Segmentierungen. In (c) und (d) sind zwei Varianten für das Beispielbild (a) gezeigt, wobei (d) 
eine deutlich höhere Genauigkeit aufweist. Das im Projekt neu entwickelte Verfahren model-
liert die Grenzverläufe zwischen den Segmenten mit geraden Liniensegmenten. In einem ite-
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rativen Multi-Skalen-Prozess wird jede Segmentierung bestmöglich mit geraden Linienseg-
menten approximiert, wobei gleichzeitig die Anzahl der Liniensegmente minimiert wird. Die 
Linien-Approximationen von (c) und (d) sind in (e) bzw. (f) zu sehen. In (e) ist zu sehen, wie 
ein unregelmäßiger Grenzverlauf zwischen zwei Regionen, in diesem Fall Rot/Grün, durch 
mehr als eine gerade Linie approximiert wird. Dieser Effekt wird in einer folgenden Verarbei-
tungsstufe u.a. dazu genutzt, Segmentierungs-Hypothesen zu verwerfen. Für die 3D-Interpre-
tation sind die Raumecken von entscheidender Bedeutung. Auch für die Raumecken gibt es 
in der Literatur Vorschläge für eine direkte Erkennung und Lokalisierung im Bild. Eine robuste 
Lösung lässt sich allerdings nur von den Schnittpunkten der Raumkanten ableiten. In Abbil-
dung 8 (b) sind für das Bild (a) die automatisch ermittelten Raumkanten und die davon abge-
leiteten Punktpositionen der Raumecken dargestellt.  

 

 

Abbildung 8: Beispielbild eines Raumes, normiert auf das quadratische Verarbeitungsformat (a). (c) und 
(d) zeigen zwei Varianten einer semantischen Bildsegmentierung. Die Linien-Approximationen der Grenz-
verläufe in der Segmentierung sind in (e) bzw. (f) zu sehen. (b) zeigt die automatisch ermittelten Raumkan-
ten und die davon abgeleiteten Punktpositionen der Raumecken. 

Das gesamte Verfahren zur Bestimmung der Liniensegmente der Raumkanten und der Posi-
tionen der Raumecken stellt das Arbeitsergebnis von AP 2.1 dar. Die in diesem Arbeitspaket 
ebenfalls entwickelte Konturlinien-Approximation durch quadratische Kurvensegmente kann 
für die Anwendung des Verfahrens auf Panoramabilder genutzt werden. Gerade Raumkanten 
in einem normalen perspektivischen Raumbild werden in einem korrespondierenden Panora-
mabild als Kreisbogensegmente abgebildet. Diese Dualität von perspektivischer Abbildung 
und 360° Panorama-Darstellung ist in Abbildung 9 illustriert. 

 



Schlussbericht BIM_Scan_Modeler       

 

21 

 

Abbildung 9: Dualität von perspektivischer Abbildung (links) und 360° Panorama-Darstellung (rechts) 

AP 2.2: Segmentierung des Bildes in Regionen 

Die Segmentierung von perspektivischen Raumbildern zum Zweck der Erkennung der Raum-
geometrie hat die Eingrenzung der Wandflächen sowie der Decken- und Bodenbereiche zum 
Ziel. Für quaderförmige Innenräume wird ein klassischer Computer Vision Ansatz von Hedau 
et al. (2009) beschrieben. Abbildung 10 illustriert die perspektivischen Verhältnisse bei der 2D-
Abbildung eines Raumes durch eine Kamera. Mithilfe der Fluchtlinien entlang der Raumkanten 
ließe sich das Bild in die gesuchten Regionen segmentieren. Da die Arbeiten im AP 2.1 gezeigt 
haben, dass diese Fluchtlinien in der Praxis nicht zuverlässig genug automatisch berechnet 
werden können, musste ein grundsätzlich anderer Ansatz gewählt werden. 

Als Grundlage für die Entwicklung einer Lösung für die semantische Bildsegmentierung wurde 
zunächst die Arbeit von Lin et al. (2018) untersucht. Der Ansatz stellt eine holistische Szenen-
analyse dar, für die ein KI-Modell mit vielen Beispielen einer manuell erzeugten Bildsegmen-
tierung trainiert wird. Daten-Input für das trainierte KI-Modell ist die gesamte Bildmatrix. Mit 
dem KI-Modell von Lin, das auf der Plattform Github verfügbar ist (levirve.github.io/lsun-room), 
wurden umfangreiche Tests mit Raumbildern aus der Praxis des Projektpartners Hottgenroth 
durchgeführt. In Abbildung 11 ist exemplarisch eine Segmentierung mit dem KI-Modell von Lin 
gezeigt. Obwohl das Modell auf vielen Testbildern sehr gute Ergebnisse liefert kommen signi-
fikante Segmentierungsfehler wie in Abbildung 11 häufig vor. Um die Projektziele zu erreichen 
wurde zum einen viel Aufwand in die Erweiterung der Trainingsdatenbasis investiert und zum 
anderen wurde ein Verfahren realisiert, das auf mehreren KI-Modellen basiert. 
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Abbildung 10: Klassisches Konzept für die Segmentierung von Raumbildern nach Hedau et al. 2009. 
Farbcodierung: Weiß=Decke, Grau=Boden, Rot=Stirnwand, Blau=linke Wand, Grün=rechte Wand. 

 

 

Abbildung 11: Holistische Szenenanalyse für die semantische Segmentierung nach Lin (2018). Der Output 
des KI-Modells ist eine pixelweise Klassifikation des Input-Bilds (links), wobei jede Klasse durch einen 
Farbwert codiert ist (siehe Abbildung 10). Die Farben im Output-Bild (rechts) sind mit dem Input-Bild 
unterlegt. 

Das KI-Modell zur semantischen Segmentierung von Lin, und auch andere im Forschungsbe-
reich verfügbare KI-Modelle, sind mit einem oder mehreren Datensätzen trainiert, die ebenfalls 
Teil der öffentlich verfügbaren Forschungsressourcen sind. Besonders häufig wird der "LSUN 
Room Layout Dataset" verwendet. Die Genauigkeit und Robustheit der KI-Modelle kann stark 
verbessert werden, wenn insgesamt mehr und vielfältigere Trainingsdaten verwendet werden. 
In enger Zusammenarbeit mit dem Projektpartner Hottgenroth wurde ein Datengenerator ent-
wickelt, mit dem neue Trainingsdaten aus dem großen Panoramabild-Datenbestand von Hott-
genroth erzeugt werden können. Der größte Teil der bei Hottgenroth vorhanden Bilddaten wur-
den mit dem HottScan 360° Laserscanner für 3D-Raummodellierung aufgenommen und liegen 
als Panoramabilder vor, siehe z.B. Abbildung 9. Die notwendige Annotation (Labeln) der Daten 
erfolgte mit der Software "HottScan Modellierer". Die benötigten Trainingsbilder für das Trai-
ning der KI-Modelle zur semantischen Segmentierung sind perspektivische Raumabbildungen 
und müssen aus den Panoramabildern extrahiert und transformiert werden. Die 360° Panora-
madarstellung bieten den großen Vorteil, dass daraus nahezu unbegrenzt viele unterschiedli-
che perspektivische Ansichten erzeugt werden. Für alle unterschiedlichen Kombinationen von 
Neigungswinkel, Schwenkwinkel und Öffnungswinkel der virtuellen perspektivischen Kamera 
ergeben sich für den gleichen physischen Raum unterschiedliche virtuelle Raumansichten. In 
Abbildung 12 ist die Funktionsweise des entwickelten Datengenerators erklärt. 
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Abbildung 12: Generator für perspektivische Trainingsbilder aus Panoramen. Die zwei Panoramabilder in 
der Mitte stehen exemplarisch für den gesamten Datensatz aus einem 360° Scan. Das linke Panoramabild 
enthält die Label für die Raumflächen. Das ist die "Ground Truth" Segmentierung des rechten Panora-
mabilds. Daraus lassen sich beliebig viele perspektivische Raumbilder mit zugehöriger "Ground Truth" 
Segmentierung berechnen. 

Mit Hilfe des Datengenerators kann ein kompletter Workflow für die systematische Produktion 
von Trainingsdaten für KI-Modelle zur semantischen Raumsegmentierung definiert werden: 

1. Ein Raum wird mit der HottScan oder OneShot Kamera gescannt. 
2. Mit der HottScan Modellierungsoftware werden die Raumflächen (Decke,Wände,Bo-

den) manuell gelabelt. 
3. Mit dem "Hottgenroth Extraktor", einer von Hottgenroth im Projekt entwickelten, Trans-

formationssoftware werden Perspektivbilder mit korrespondierenden Labeln erzeugt. 
4. Mit dem "Label Stitcher" wird ein "Label-Panorama" erzeugt. 
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5. Aus dem Label-Panorama und dem Original-Panorama des Scanners beliebig viele 
perspektivische Trainingsbeispiele generiert. 

Das Aufstellen und die Bedienung des Scanners, Schritt 1, ist ein unvermeidlich ein manueller 
Arbeitsschritt. Das Labeln, Schritt 2, ist auch ein manueller Vorgang. Ist mit der Modellierungs-
software zwar bedienerfreundlich durchführbar, dennoch kostet es viel Zeit und ist fehleranfäl-
lig.  

Als Teil des Projekts haben wir auch an einer Möglichkeit geforscht, das Labeln der Raumge-
ometrie für die Erzeugung von Trainingsdaten zu automatisieren. Zu diesem Zweck wurde ein 
3D-Scannersystem auf der Basis einer sogenannten "Time-of-Flight"-Kamera aufgebaut. In 
Abbildung 13 wird das technische Prinzip erklärt. Außerdem zeigt die Abbildung das Scanner-
system, eine sogenannte RGB-D-Kamera bestehend aus einer ToF-Kamera des Typs "Basler 
Blaze 102" und einer industriellen RGB-Farbkamera. 

 

 

Abbildung 13: Technisches Prinzip einer Time-of-Flight (ToF) Kamera und Bild des "RGB-D"-Scanners, ei-
ner Kombination aus zwei Kameras, ToF und RGB. 

Anders als HottScan und andere derzeit im Baubereich eingesetzten Scannersysteme liefert 
eine industrielle ToF-Kamera ein dichtes Distanzbild (Tiefenbild, engl. Depth Image), simultan 
zu einem Grauwertbild mit der gleichen Auflösung. Außerdem wären bis zu 30 Bildaufnahmen 
pro Sekunde möglich. Eine Beispielaufnahme mit der im Projekt aufgebauten RBG-D-Kamera 
ist in Abbildung 14 zu sehen.  

 

Abbildung 14: Beispiel für eine 3-er Bildkombination aus der RGB-D Kamera. Im Tiefenbild sind helle Bild-
punkte weit entfernt (oder Fehlerpixel). Das Intensitätsbild wird genutzt um die Abbildung der Tiefenwerte 
auf das Farbbild zu kalibrieren. 

Die 3D-Bildaufnahme eines Raumes mit einer ToF-Kamera kann automatisch nach 3D-Ebe-
nen durchsucht werden, die mit der Decke, den Wänden bzw. dem Boden korrespondieren. 
Im Projekt wurde dafür ein dreistufiges Verfahren entwickelt. Im ersten Schritt werden die Bild-
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punkte entfernt, die wahrscheinlich nicht zu einer raumbegrenzenden Fläche gehören, son-
dern z.B. zu Einrichtungsgegenständen. Im zweiten Schritt werden die verbliebenen Punkt-
wolken mit einem Clustering-Verfahren in Gruppen unterteilt, wobei jede Gruppe idealerweise 
nur solche Punkte enthält, die zu ein und derselben Oberfläche gehören. Im letzten Schritt 
wird für jede einzelne Punkt-Gruppe ein 3D-Ebenenfitting durchgeführt, das eine parametri-
sche Beschreibung der Ebene liefert. Die Rückprojektion der Ebenen auf das 2D-Raumbild 
ergibt schließlich ein Label-Bild, das zusammen mit dem ursprünglichen RGB-Bild zum Trai-
ning von den KI-Modellen verwendet werden kann. In Abbildung 15 (3) ist ein solches Label-
Bild gezeigt. Es wurde aus dem RGB-Bild (1) und dem Tiefenbild (2) automatisch errechnet. 
Abbildung 15 (4) zeigt die Überlagerung des RGB-Bildes mit dem Label-Bild.  

 

Abbildung 15: RGB-Bild eines Raumes (1). Korrespondierendes Tiefenbild der ToF-Kamera (2). Automa-
tisch erzeugtes Label-Bild (3) mit den zwei Wänden (blau, grün), der Decke (weiß) und dem Boden (grau). 
In (4) ist das Label-Bild zur Kontrolle dem RGB-Bild überlagert. 

Die umfangreichen Arbeiten zur Schaffung einer großen Datenbasis für das Training von KI-
Modellen waren die Voraussetzung dafür, die semantische Segmentierung mit dem Ansatz 
von Lin et al. (2018) weiter entwickeln zu können. In Abbildung 16 ist an drei Beispielen dar-
gestellt, dass dieser Ansatz mit gutem Grund als Basis für die Entwicklung der semantischen 
Segmentierung in diesem Projekt gewählt wurde. Das KI-Modell mit dem die in Abbildung 16 
gezeigten Segmentierungen erzeugt wurden, hat den technischen Stand von 2021, also un-
gefähr dem Zeitpunkt, an dem das hier berichtete Projekt die Arbeit aufnehmen konnte. Trotz 
der grob betrachtet guten Segmentierung durch das Modell, zeigen die Beispiele im Detail 
sehr deutlich, dass die Genauigkeit des KI-Modells stark verbessert werden musste um die 
Ergebnisse zur Bestimmung der Liniensegmente der Raumkanten und der Positionen der 
Raumecken nutzen zu können. Für die meisten der untersuchten Bildbeispiele konnte das KI-
Modell von 2021 nicht alle Raumkanten mit ausreichender Genauigkeit als Segmentgrenzen 
erkennen. 

 

Abbildung 16: Semantische Segmentierung mit dem KI-Modell von Lin (levirve.github.io/lsun-room, 2021) 

Für das Ziel, eine produktfähige semantische Segmentierung zu erreichen, musste außer der 
Vergrößerung der Trainingsdatenbasis auch eine konzeptionelle Weiterentwicklung des An-
satzes von Lin et al. (2018) versucht werden. In der Publikation von Hirzer et al. (2020) wird 
vorgeschlagen, drei verschiedene KI-Modelle zu trainieren, eines für jeweils eine Gruppe von 
Raum-Layout-Typen. Bei der Raumerkennung werden die drei Ergebnisse als Hypothesen 
bewertet und die jeweils "beste" Hypothese als Ergebnis akzeptiert. In diesem Projekt haben 
wir diese Idee aufgegriffen, uns aber entschieden insgesamt elf KI-Modelle zu trainieren. In 
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dem von fast allen Forschenden in diesem Bereich benutzten Datensatz "LSUN Room Layout" 
werden insgesamt elf Layout-Typen unterschieden. Die Typen unterscheiden sich durch die 
Anzahl der sichtbaren Wände bzw. ob Decke und/oder Boden sichtbar sind. Das Lernproblem 
beim Training der Modelle wird wesentlich vereinfacht wenn die Modelle auf jeweils einen be-
stimmten Layout-Typ spezialisiert sind.  

 

Abbildung 17: Die 11 verschiedenen Layout-Typen, für die jeweils ein separates KI-Modell trainiert wird. 
Die einfachsten Typen haben nur zwei raumbegrenzende Flächen. Typ Nummer 0 ist der komplexeste Typ 
mit drei Wänden, Decke und Boden. 

AP 2.3: Generierung und Bewertung von Hypothesen für die Raumgeometrie 

Das Arbeitspaket 2.3. führt die Ergebnisse von AP 2.1 und AP 2.2 zu einer Gesamtlösung für 
die Erkennung der Raumgeometrie zusammen. Abbildung 18 illustriert die semantische Seg-
mentierung eines Beispielbildes mit Hilfe von 11 verschiedenen KI-Modellen. Die Segmentie-
rungen bilden jeweils eine Hypothese, die qualitativ und quantitativ bewertet werden muss. 
Das dafür entwickelte Verfahren bewertet die Konturen der Bildsegmente. Jeder der 11 ver-
schiedenen Layout-Typen kann eine bestimmte Anzahl von geraden Grenzlinien zwischen den 
Segmenten zugeordnet werden. Der Typ Nummer 4, zum Beispiel, hat 4 Grenzlinien, ebenso 
wie Typ Nummer 3. Mit der Vorgabe, dass keine Hypothese eine höhere Grenzlinienanzahl 
haben darf als der korrespondierende Layout-Typ, werden gerade Grenzliniensegmente in ei-
nem Multiskalenprozess gesucht. Hypothesen werden verworfen, wenn die gefundene Anzahl 
mit der erwarteten Anzahl von Linien nicht übereinstimmt. Die finale Entscheidung hängt von 
einer Bewertungszahl ab, die verschiedene Gütekriterien bei der Linienapproximation kombi-
niert. In Abbildung 18 sind die finalen Grenzliniensegmente für jede der 11 Segmentierungen 
dargestellt (Line Segments). Diese Linien sind jeweils auch mit unterlegtem Originalbild zu 
sehen (Scene Overlay). Abbildung 19 illustriert die funktionale Prozessübersicht. Das Ergebnis 
der Verarbeitungskette ist 1.) die semantische Segmentierung als Bildmatrix und 2.) eine pa-
rametrische Beschreibung der Raumkanten in einem CAD Format. 
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Abbildung 18: Darstellung der Hypothesengenerierung mit nachfolgender Bewertung der Segmentierungen 
durch die Analyse der Grenzlinien zwischen Regionen 

 

Abbildung 19: Funktionale Prozessübersicht zur Erkennung der Raumgeometrie 

 

Abbildung 20: CAD Daten als Ergebnis der Prozesskette in Abbildung 19. Die Raumkanten werden be-
nutzt, um die Raumecke zu berechnen (schwarzer Punkt). 

Die genaue Approximation der Raumkanten im 2D-Bild ist die Grundlage für die 3D-Rekon-
struktion des Raums. In Abbildung 6 (links) wird gezeigt, wie eine (manuelle) Geradenappro-
ximation der Raumkanten für die Bestimmung der Raumecken genutzt wird. Abbildung 20 



Schlussbericht BIM_Scan_Modeler       

 

28 

zeigt das Ergebnis des entwickelten Verfahrens für das Beispielbild aus Abbildung 6. Tatsäch-
lich ist die Lokalisierung der Raumecken entscheidend, wenn der Layout-Typ bekannt ist. Die 
3D-Rekonstruktion kann dann mit Kontextinformation durchgeführt werden. Das kann eine 
präzise Kamera-Kalibrierung sein oder auch Laser-Messpunkte, die punktuelle Distanzinfor-
mation liefern.  

Die Bewertung der Ergebnisse für die Erkennung und Lokalisierung von Raumkanten und 
Raumecken ist nicht nur für die Auswahl der besten Hypothese wichtig, es ist auch als eine 
absolute Qualitätsüberprüfung wichtig. In der Praxis gibt es immer Fälle, für die eine automa-
tischen Erkennung der Raumgeometrie nicht oder nur ungenügend genau funktioniert. Eine 
zuverlässige Qualitätsbewertung, in der KI-Literatur auch "uncertainty quantification" genannt, 
erleichtert die Integration einer automatischen Erkennung in einen praktischen Workflow. Wir 
haben deshalb ein unabhängiges KI-Verfahren eingesetzt, um die Erkennung der Raumkanten 
zu validieren. In Zhao et al. (2017) wird beschrieben, wie ein KI-Modell direkt für die Raum-
kantendetektion trainiert werden kann. Ein solches Modell wird auf Github zur Verfügung ge-
stellt (https://github.com/liamw96/pytorch.room.layout). Wir haben das Modell im Rahmen des 
Projekts evaluiert, mit dem Ergebnis, dass die Kantendetektion für eine präzise Lokalisierung 
von Raumkanten nicht geeignet ist. Das Modell ist aber sehr wohl geeignet, die Plausibilität 
von Ergebnissen zu überprüfen, die von dem in Abbildung 19 dargestellten Prozess geliefert 
werden. Wir benutzen das KI-Modell nach Zhao et al. um fehlerhafte Ergebnisse zu erkennen, 
siehe Abbildung 21 (oben). Eine Möglichkeit zur Weiterentwicklung des Verfahrens wäre die 
Kombination mit der hochsensitiven Extraktion von parametrischen Bildkonturen, siehe Abbil-
dung 7. 

 

Abbildung 21: Semantische Raumkantendetektion nach Zhao et al. (oben). Mit dem KI-Modell markierte 
Raumkantenpixel überlagert mit den Kontursegmenten aus dem Verfahren dargestellt in Abbildung 7. 

 

AP 2.4: Erkennung von Einrichtungsgegenstªnden, TGA- und Elektrokompo-
nenten 

Für die Automatisierung der Erfassung von Innenräumen in Bestandsgebäuden gehören die 
Erkennung der Raumgeometrie und die Erkennung von Gegenständen im Raum eng zusam-
men. Einrichtungsgegenstände erschweren die automatische 3D-Rekonstruktion, weil sie die 
freie Sicht eines Scanners auf die relevanten Flächen (Wände, Boden, Decke) verhindern. So 
wurde z.B. bei den Arbeiten mit der RGB-D Kamera, siehe Abbildung 15, das Verfahren von 
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Seichter et al. (2021) um Distanzmesswerte in den Bereichen von Einrichtungsgegenständen 
weitgehend auszublenden. Eine andere Anwendung für die Erkennung von Einrichtungsge-
genständen ist eine Gruppierung von Räumen nach Nutzungsart, z.B. Wohnzimmer, Schlaf-
zimmer etc. In diesem Projekt stand die Erkennung von Gegenständen der technischen Ge-
bäudeausrüstung (TGA) und von Elektrokomponenten im Vordergrund. Für Sanierungsplaner 
zum Beispiel, ist es wichtig schnell die Heizkörperpositionen zu finden oder die Positionen zu 
kennen an denen sich Steckdosen befinden.  

AP 2.4.1: Training und Erkennung von Objekten mit vortrainierten CNN 

Zum Zeitpunkt der Antragstellung für dieses Projekt war die Arbeit von Ding et al. (2017) die 
vielleicht aussichtsreichste wissenschaftliche Grundlage für die Arbeitsplanung. Für die An-
wendung Innenraum-Navigation wurde ein CNN trainiert, das viele Kategorien von Innenraum-
Objekten erkennen kann. Die Falscherkennungsrate des Verfahrens von Ding et al. ist jedoch 
hoch. Bei der Lösungssuche in Rahmen dieses Arbeitspaket wurde eine frühe Version der 
YOLO-Architektur (Redmon et al. 2016, Terven et al. 2023) getestet. Mit der Software YOLOv5 
ist auf Github ein frei verfügbares KI-Modell für die Objekterkennung verfügbar 
(https://github.com/ultralytics/yolov5). Abbildung 22 zeigt eine Reihe von Bildbeispielen, mit 
denen wir YOLOv5 empirisch getestet haben. Das KI-Modell ist mit einer großen Anzahl von 
Trainingsbildern aus dem COCO Datensatz (Lin et al. 2014) trainiert worden. Insgesamt sind 
80 Objektklassen vorgegeben. Mit Bezug zu den Projektzielen sind Objektklassen wie Tische, 
Stühle, Betten oder Vasen direkt relevant. Die in Abbildung 22 gezeigten Beispiele machen 
jedoch deutlich, dass die Leistungsfähigkeit des verfügbaren KI-Modells bei weitem nicht den 
Anforderungen des Projekts entspricht. So wird z.B. ein Feuerlöscher als Flasche erkannt, 
eine Kiste als Bett, eine Schubkarre als Stuhl. YOLO kann nur "bekannte" Objekte erkennen. 
Steckdosen, Heizkörper oder Badewannen kommen in den 80 bekannten Objektklassen nicht 
vor. Trotz dieser auffälligen Defizite halten wir die YOLO-Architektur für die derzeit beste Platt-
form zum Erreichen der Projektziele. Die Entscheidung, die Projektarbeiten in diesem Arbeits-
paket mit YOLO durchzuführen hat sich durch den großen Erfolg dieser KI-Architektur in den 
letzten Jahren als richtig herausgestellt (Terven et al. 2023). 

 

Abbildung 22: Beispiele für die Objekterkennung mit YOLOv5 und dem frei verfügbaren vortrainierten KI-
Modell (Stand 2022). Rechteckige Boxen zeigen eine Erkennung für die benannte Objektklasse an. Die zu-
gehörige Zahl ist die Konfidenz (max. 1.0). 

Ein sehr großer Teil des Aufwands in diesem Arbeitspaket wurde für das Sammeln und Auf-
bereiten von Trainingsbildern verwendet. Es musste eine Auswahl von Objektklassen getrof-
fen werden, die für die Anwendung in diesem Projekt besonders relevant sind. In der Zusam-
menarbeit mit dem Projektpartner Hottgenroth wurde der Arbeitsschwerpunkt auf folgende Ob-
jektklassen festgelegt: Heizkörper, Steckdosen, Feuerlöscher, Türen und Fenster. Die YOLO-
Architektur verwendet ausschließlich rechteckige Regionen, um ein Objekt im Bild einzugren-
zen, sogenannte "Bounding Boxes". Alle rechteckigen Objektregionen werden zur Anpassung 
an das KI-Modell vor dem Training bzw. vor der Bildanalyse in quadratische Bildmatrizen trans-
formiert. Einige Objektbeispiele sind in Abbildung 23 gezeigt, jeweils vor der Transformation 

https://github.com/ultralytics/yolov5
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in normierte quadratische Bildmatrizen. Für die Qualität des Trainingsdatensatzes ist es wich-
tig, dass die Bounding Boxes in jeder Objektklasse nach einheitlichen Richtlinien erzeugt wer-
den. Das ist ein manueller Arbeitsschritt der konsistent für alle Bilder erfolgen muss. Bei den 
Schuko-Steckdosen, zum Beispiel, wurde die Bounding Box als umschließendes Rechteck der 
runden Öffnung definiert, wobei bei den meisten Trainingsbildern diese Öffnung in der per-
spektivischen Abbildung eine Ellipse darstellt. 

 

Abbildung 23: Beispiele für rechteckige Bildausschnitte, die zum Training des KI-Modells verwendet wur-
den. Der Arbeitsschwerpunkt im Projekt lag auf den Objektklassen Heizkörper, Steckdosen, Feuerlöscher, 
Türen und Fenster. 

Für jede Objektklasse sind mindestens ca. 1000 Trainingsbeispiele erforderlich. Je höher die 
Anzahl unterschiedlicher Trainingsbilderbilder für einer Objektklasse ist, desto bessere Erken-
nungsergebnisse können erzielt werden. Die hier adressierten Objektklassen gehören nicht zu 
den typischen Objektklassen, die in den verfügbaren Forschungsdaten-Datensätzen zu finden 
sind, wie z.B. in dem COCO Datensatz. Die meisten Bilder mussten über Internet-Suchvor-
gänge beschafft werden.  

 

Abbildung 24: Visualisierung eines Ausschnitts der Trainingsdaten für die Objekterkennung 
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In Abbildung 24 ist ein Ausschnitt der Trainingsdaten visualisiert. Wir verwenden die COCO-
Objektklassen, z.B. Person und Auto, zusätzlich zu den projektspezifischen neuen Objektklas-
sen. Die Abbildung zeigt alle Beispielbilder in der normierten quadratischen Form. Das eigent-
liche Objekt wird jeweils mit einer Bounding Box umschlossen. Die in Rot eingezeichneten 
Bounding Boxen müssen manuell gesetzt werden. Während Abbildung 23 für jedes Objekt nur 
das Bildmuster innerhalb der Bounding Box zeigt, sind in Abbildung 24 die Objekte im Kontext 
des ursprünglichen Quellbilds eingezeichnet. Alle Objektklassen haben eine eindeutige Num-
mer.  

 

Abbildung 25: Bewertung der Qualität der Objekterkennung gemäß ISO/IEC 23053:2022. Werden die Werte 
gegeneinander in einem Diagramm aufgetragen erhält man eine "precision-recall curve" (links). 

Das Training von KI-Modellen wird von Verlustfunktionen (loss functions) gesteuert, die oft 
eine Kombination von verschiedenen Optimierungszielen darstellen. Bei YOLO gibt es z.B. 
eine eigene loss function für die Qualität (Detektion+Lokalisierung) der Bounding Box. Bei der 
Anwendung der Objekterkennung messen wir Qualität gemäß der ISO Norm 23053:2022 
durch "recall" und "precison", siehe Abbildung 25. Die Qualität von Objekterkennung kann nicht 
mit nur einem Wert beschrieben werden. Precision gibt an wie viele der erkannten Objekte 
tatsächlich richtig erkannt wurden. Das sind idealerweise 100%. Recall gibt an wie viele der 
vorhandenen Objekte einer Klasse (in einem Bild z.B.) tatsächlich richtig erkannt wurden. Die-
ser Wert wird oft auch Sensitivität genannt, weil er die Wahrscheinlichkeit beschreibt, mit der 
ein Objekt von Interesse entdeckt wird. 

 

Abbildung 26: Qualitätsbewertung mit Precision-Recall-Kurve. Das Beispiel zeigt die Verbesserung der 
Erkennung zwischen zwei Entwicklungsstufen mit unterschiedlich vielen Trainingsdaten.  

Das Anwendungsbeispiel der Precision-Recall-Kurve in Abbildung 26 zeigt die Verbesserung 
der Erkennung zwischen zwei Entwicklungsstufen mit unterschiedlich vielen Trainingsdaten. 
Die Qualitätsmetrik hat in dem Diagramm rechts einen durchschnittlich besseren Verlauf. Bei 
einem Objekterkennungssystem wie YOLO, bei dem für alle bekannten Objekte ein gemein-
sames KI-Modell trainiert wird, ist die Erkennungsleistung für jedes einzelne Objekt immer 
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auch von gesamten Trainingssatz abhängig, also auch von den Trainingsdaten für andere 
Klassen. Grundsätzlich zeigen die Projektergebnisse, dass sich YOLO als Basis für die Erken-
nung von Einrichtungsgegenstªnden, TGA- und Elektrokomponenten eignet. Abbildung 27 il-
lustriert die Leistung des im Projekt entwickelten KI-Modells exemplarisch. YOLO ist nicht ge-
eignet für Anwendungen bei denen der Benutzer selbst gewählte neue Objekte als Vorlage für 
die Erkennung verwenden möchte. 

 

Abbildung 27: Beispiel für die Erkennung von Fenstern, Heizkörper, Feuerlöscher und Steckdose mit dem 
entwickelten YOLO KI-Modell. Die Zahl hinter der Bezeichnung der Objektklasse ist ein Maß für die 

Sicherheit der Erkennung (min. Konfidenz. 

AP 2.4.2: Detektion eines Objekts im Bild mit Hilfe von Formmerkmalen aus ei-
nem CAD-Modell 

Die Teilpakete 2.4.2 und 2.4.4 wurden zu einem Paket zusammengefasst. Unter "one-shot 
learning" versteht man ein Objekterkennungssystem das mit einer einzigen Vorlage, z.B. mit 
einem Muster-Bild, ähnliche Objekte entdecken und erkennen kann. Da sich der Stand der 
Technik seit der initialen Planung dieses Projekts stark weiterentwickelt hat, war eine Neube-
wertung der technischen Lösungsansätze notwendig. Weiterentwickelt hat sich aber auch die 
Darstellung von TGA-Komponenten in den Datenbanken der Hersteller. Heute sind praktisch 
für alle Produkte 3D-Modelle mit synthetisierter Oberflächentextur vorhanden. Aus den textu-
rierten 3D-CAD-Modellen können einzelne Ansichten als Muster-Bilder, bzw. Lernbeispiele für 
das One-Shot-Learning generiert werden. Ein Beispiel zeigt Abbildung 28. Aus einem 3D-Pro-
duktmodell können viele verschiedene Ansichten und Teilansichten für das Training eines KI-
Modells synthetisiert werden. Das entspricht der ursprünglichen Idee, "Formmerkmale" zur 
Erkennung zu benutzen. Aufgrund der veränderten Ausgangssituation war es technisch sinn-
voll, die Teilpakete 2.4.2 und 2.4.4 zusammenzufassen. 

 

Abbildung 28: Bild eines Feuerlöschers aus einer Datenbank von 3D-Produktmodellen (links). Die ande-
ren beiden Bilder sind Teilansichten, die aus dem gleichen Modell generiert wurden. 

Es wurde ein Modell entwickelt, welches aus einer "class agnostic object detection" und einem 
One-Shot Learning-Teil besteht. Ziel des aus diesen beiden Teilen zusammengesetzten Sys-
tems ist die Suche nach zu einem 3D-Modell ähnlichen Objekten in beliebigen Bildszenen. 
Diese 3D-Modelle können z.B. CAD-Modelle sein. Als Eingangsmaterial für das Neuronale 
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Netz kommt eine 2D-Repräsentation dieser 3D-Modelle, z.B. in Form eines Screenshots, zum 
Einsatz. Dieses künstliche Modell eines Objekts wird im Folgenden auch ĂPrototypñ genannt. 

Der Workflow des Systems lässt sich wie folgt beschreiben: 

1) Extraktion von Koordinaten und Bounding Boxes der möglichen Objekte in einer 
Bildszene als Bildausschnitte -> Class Agnostic Object Detection 

2) Vergleich der Bildausschnitte mit Prototypen durch One-Shot-Learning-Modell, Be-
wertung anhand eines (Un)Ähnlichkeitswerts 

3) Sortierte Ausgabe der besten Matches 

4) Markierung des ähnlichsten Objekts im Suchbild 

Für eine erste Vorauswahl an potenziell interessanten Objekten wird ein Class Agnostic Object 
Detection-Modell verwendet, der TFLite Mobile Generic Object Localizer (MGOL: 
https://github.com/ibaiGorordo/TFLite-Mobile-Generic-Object-Localizer). Die Basis dieses Mo-
dells ist das MobileNet V2 CNN (Khasoggi et al. 2029). Das vortrainierte Modell ist in der Lage, 
verschiedenste Objekte in Bildszenen zu lokalisieren. Die Detektion der Objekte funktioniert 
besser, je weniger ĂInhaltñ die Bildszene aufweist. Es erfolgt hierbei keinerlei weitere Klassifi-
zierung jenseits von Ăkºnnte ein Objekt seinñ. Abbildung 29 zeigt die Objektdetektion mit einer 
künstlich gestellten Bildszene. Auf realen Szenen werden nicht immer alle Objekte zuverlässig 
gefunden, wie z.B. in Abbildung 29 (rechts). 

 

Abbildung 29: Von TFLite Mobile Generic Object Localizer (MGOL) gefundene mögliche Objekte in einem 
Testbild. x- und y-Achse kodieren die Pixelkoordinaten. 

 

Abbildung 30: Vergleich von YOLO und TFLite. YOLO findet Bounding Boxen von bekannten Objekten 
(links), TFLite findet rechteckige Bildausschnitte, die irgendein Objekt beinhalten könnten (rechts). 
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Die so gefundenen Objekte werden als rechteckige Bildmuster (Bild-Patches) extrahiert, auf 
ein einheitliches Format skaliert und dem One-Shot-System zur Bewertung zur Verfügung ge-
stellt. 

Für den Teil des One-Shot-Learning kommt der von (Xiao et al. 2021) beschriebene Prototy-
pical Encoder zu Einsatz (https://github.com/MegaYEye/VPEReducedHubness). Dieses Mo-
dell besteht aus einem Autoencoder, der lernt, aus einer Aufnahme eines realen Objekts 
(ĂSuchbildñ) einen sogenannten Prototyp zu rekonstruieren (siehe Abbildung 31). Das Training 
dieses Netzes zielt darauf ab, im Decoder-Ausgang eine möglichst ähnliche Abbildung zu den 
vorgegebenen Prototypen zu liefern und den mathematischen Abstand der Signaturen zwi-
schen Prototypen und Suchbild im Encoder-Betrieb zu minimieren. Die Loss-Funktion setzt 
sich zusammen aus dem Loss für die Rekonstruktion, dem Contrastive-Loss und einigen Pa-
rametern, die der sogenannte Hubness entgegenwirken sollen. Als Hubness wird die Entste-
hung von "Catch-All-Clustern" in hochdimensionalen Räumen verstanden. In seinem Fla-
schenhals entsteht eine Repräsentation realen Bildmuster, die eine möglichst gute und verall-
gemeinerte Beschreibung (Signatur) des Prototyp-Objekts sein sollte. Diese Signatur wird spä-
ter die Suche nach ähnlichen Objekten in beliebigen Bildern ermöglichen. 

 

Abbildung 31: Funktionsweise des "variational prototypical encoders" (VPE) nach Xiao et al. 2021. Das 
Beispiel Straßenschilderkennung zeigt die Bedeutung der "Prototypen". Sie werden in der Straßenver-
kehrsordnung festgelegt, gleichzeitig gibt es die Bildaufnahmen von realen Schildern (input images), z.B. 
aus einem Auto heraus. 

Als Trainingsdaten wurden Screenshots von 3D-Produktmodellen als Prototypen genutzt und 
Aufnahmen von realen Objekten als Suchbilder. Die Versuche wurden mit insgesamt etwa 12 
Klassen und jeweils ca. 50 Bildern pro Klasse vorgenommen. Drei der Klassen wurden nur für 
die Validierung genutzt und kamen nicht im Training vor. Die Ergebnisse deuten darauf hin, 
dass die Trainingsdatenbank massiv sowohl in der Anzahl der Klassen als auch in der Menge 
der Bilder pro Klasse erweitert werden muss, um ein möglichst universell einsatzbares KI-
Modell zu liefern. Für weitere Versuche wurde eine Datenbank mit künstlichen Objekten (vor 
allem Heizkörper und deren Bestandteile) nach VDI3805 von der Firma Hottgenroth zur Ver-
fügung gestellt, die als Prototypen in den Datensatz aufgenommen wurde. Hiermit erfüllt das 
Modell die Anforderungen des One-Shot-Learnings am Beispiel von Heizkörpern und die Ver-
wendung von CAD-Daten zum Training neuronaler Netze. Um die Abstraktionsfähigkeit des 
Modells zu gewährleisten, wurden darüber hinaus Objektklassen und qualitativ geeignete Ob-
jekte aus dem COCO-Datensatz für das Training aufbereitet. Die Aufarbeitung dieser Daten 
war sehr zeitintensiv. 

In Abbildung 32 ist exemplarisch gezeigt, wie in dem Bild aus Abbildung 29 mit einem Prototyp 
das Objekt "Laptop" (Target) gesucht wird. Der mit dem Objektdetektor TFLite als generisches 
Objekt gefundene Bildausschnitt (links) wird anschließend mit dem One-Shot KI-Modell durch 
einen Prototyp (Target) gefunden wird. Das Bildmuster mit dem Laptop liefert den kleinsten 
Distanzwert. Als Target dient die Ansicht eines Laptops aus einem 3D-Produktmodell. In Ab-
bildung 32 (links) ist die korrekte Markierung des gesuchten Objekts im Originalbild zu sehen. 
Diese Markierung ergibt sich aus dem besten Treffer bei der Suche mit dem One-Shot KI-
Modell (rechts). 
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Abbildung 32: Suche nach dem Objekt "Laptop", das im Bild aus Abbildung 29 mit dem Objektdetektor 
TFLite als generisches Objekt lokalisiert und eingegrenzt wird (links), und anschließend mit dem One-Shot 
KI-Modell durch einen Prototypen (Target) gefunden wird. Der Bildausschnitt mit dem Laptop liefert den 
kleinsten Distanzwert. 

AP 2.4.3: Training und Wiedererkennung von Steckdosen mit einem Deep Neural 
Network 

Durch den Erfolg mit dem Einsatz der YOLO-Architektur wurden fast alle Arbeitsziele im Ar-
beitspaket 2.4.3 schon im Rahmen von 2.4.1 erreicht, siehe z.B. Abbildung 27. Die YOLO KI-
Modelle sind allerdings sehr groß, was im praktischen Einsatz nachteilig ist. Deshalb wurde 
an der Detektion und Klassifikation von Ăeinfachenñ Objekten mittels spezialisiertem "Deep 
Neural Network" (DNN), insbesondere auch einem CNN (Convolutional Neural Network) ge-
arbeitet. Diese Arbeiten lassen sich wie folgt zusammenfassen: 

¶ Training eines DNN/CNN zur Klassifikation von Bild-Patches in ĂSteckdoseñ bzw. Ăkeine 
Steckdoseñ 

¶ Ergebnis ist ein im Vergleich zu YOLO sehr kleines Modell, das auf eine einzelne Objekt-
klasse spezialisiert ist. 

¶ Das Modell kann über ONNX für die Benutzung in einer Anwendungssoftware exportiert 
und wie ein Bildfilter verwendet werden ("Sliding Window"). 

¶ Für jede Objektklasse muss ein separates Modell erstellt werden. Trainingsdaten für YOLO 
lassen sich auch für den DNN/CNN-Ansatz verwenden. 

Die Klassifikationsgüte hängt von der Qualität der Trainingsdaten und der Qualität der Sicht-
barkeit (Auflösung) der Objekte im Bild ab. Für die Erkennung von Steckdosen mit einem 
DNN/CNN wurde das klassische "Sliding Window"-Verfahren benutzt, siehe z.B. Stuhlsatz et 
al. 2012. Trainingsbeispiele für "Nicht-Steckdosen" wurden weitgehend automatisch generiert, 
aus Bildern die keinerlei Abbildung von Steckdosen enthalten. 

Bei der Anwendung des spezialisierten Detektors für Steckdosen muss eine Multiskalen-Su-
che stattfinden. Steckdosen sind relativ zu den Raumdimensionen sehr kleine Objekte. Für 
eine zuverlässige Detektion von charakteristischen Bildmustern sind typischerweise mindes-
tens 24x24 Bildpunkte notwendig (siehe Stuhlsatz et al. 2012). Bei der Verwendung von YOLO 
sollten die kleinsten Muster mindestens doppelt so groß sein. Die beiden Steckdosen in Abbil-
dung 27, zum Beispiel, haben jeweils eine Auflösung von 70x70 Bildpunkten. Durch die Mul-
tiskalen-Suche konnte die Detektionswahrscheinlichkeit für Steckdosen in typischen Raumbil-
dern erheblich verbessert werden. 

Zusammenfassend kann als ein Ergebnis der Arbeiten in 2.4.3 festgehalten werden, dass der 
Einsatz von spezialisierten DNN/CNN einige Vorteile bei der Erkennungsgüte hat, die einheit-
liche Behandlung von vielen Standard-Objektklassen einer Anwendung in der Praxis bevor-
zugt werden sollte. Dafür stellt die YOLO-Architektur (AP 2.4.1) die bessere Lösung da. 
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AP 2.4.4: One-shot Learning am Beispiel eines markanten Objekts 

Die Arbeitspakete 2.4.2 und 2.4.4 wurden zusammengelegt, was vorstehend unter 2.4.2 erklärt 
wurde. Außer den unter 2.4.2 beschriebenen Arbeiten wurde im Rahmen des Arbeitspaket 
2.4.4 noch ein weiterer technischer Ansatz untersucht, der auf Siamese Neural Networks be-
ruht. Grundlage dafür war die Publikation von Jose et al. 2022. Im 4. Zwischenbericht für das 
Projekt wurde auf diese Arbeiten ausführlich eingegangen. Zeigt eine Illustration dieses An-
satzes, der sich aber als weniger leistungsfähig im Vergleich zum "variational prototypical en-
coder", siehe 2.4.2 erwiesen hat. 

 

Abbildung 33: Training eines "Siamese Network" für das Lernen einer Metrik zum direkten Bildvergleich. 
Das Funktionsdiagramm ist links gezeigt. Der rechte Teil der Abbildung ist der Publikation von Jose et al. 
2022 entnommen und zeigt die Netzwerk-Architektur mit Loss-Funktion. 

AP 3 Erkennung von Wandaufbauten und -materialien [SIJ] 

AP 3.1 Erstellung der Wandaufbau-Modelle 

Mithilfe von Excel wurde eine detaillierte Datenbank der einzelnen Materialschichten von Fuß-
böden, Kellerdecken, Wänden, Decken und Dächern erzeugt. Die Schichten sind als einzelne 
Baumaterialien bzw. Rohstoffe inklusive der Bauteildicke sowie für die Untersuchungen wich-
tigsten physikalischen Materialkennwerte erfasst, sodass zeitgleich automatisch der Wärme-
durchgangskoeffizient U und die Wärmespeicherfähigkeit Q berechnet werden. Als literarische 
Basis für die einzelnen Wandaufbauten wurden die Publikationen von Thiel, D. und Riedel, D. 
(2011) und Loga, T. et al. (2015) verwendet. Die Datenbanken ÖKOBAUDAT und MASEA 
wurden für die Erfassung der Materialkennwerte genutzt. Aus der Datenbank, die eine Liste 
aller möglichen Wandaufbauten bestehender Gebäude aus den Jahren 1919 bis 1999 enthält, 
haben wir die häufigsten verwendeten Baumaterialien extrahiert. Tabelle 1 zeigt eine Auswahl 
dieser Konstruktionen, die nach der Anzahl der in der Wand vorhandenen massiven Schichten 
klassifiziert sind. Neben der Anzahl der Schichten sind für die Berechnung des U-Wertes der 
Wand auch die entsprechenden physikalischen Eigenschaften der Materialien erforderlich. 
Diese sind in Tabelle 1 für die Materialien aufgeführt, die wir für den Bau unserer repräsenta-
tiven Wandstrukturen verwenden. 
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Tabelle 1 Häufig verwendete Wandstrukturen  

 

Tabelle 2 Eigenschaften der Baumaterialien; Quelle: MASEA, Zentrum für Umweltbewusstes Bauen  

 

AP 3.2 Recherche und gemeinsame Auswahl eines geeigneten Gerätes zur Be-
stimmung der Wandaufbauten, Beschaffung des Gerätes 

Alle Materialien haben eine elektromagnetische Eigenschaft, die dielektrische Permittivität. Sie 
bezieht sich auf die Fähigkeit des Materials, EM-Wellen zu absorbieren. Die Dielektrizitäts-
konstante eines Materials variiert umgekehrt zur Frequenz der übertragenen Welle. Hochfre-
quenz-Wellen legen in demselben Medium viel kürzere Strecken zurück als bei niedrigeren 
Frequenzen [GeoSci 2021]. Die Reichweite des GPR in Bezug auf die Tiefe ist wiederum von 
der Frequenz der EM-Welle abhängig. Bei niedrigeren Frequenzen können viel tiefer liegende 
Strukturen erkannt werden als bei hochfrequenten Wellen, die nur eine Tiefe von wenigen 
Zentimetern erreichen. Um ein Radargramm des Untergrunds mit ausreichender Auflösung 
und Tiefe zu erhalten, muss das Radar also eine große Bandbreite mit Frequenzen von einigen 
Hundert MHz bis zu einigen GHz aufweisen. 

Geräteauswahl 

Tabelle 3 zeigt die Liste der auf dem Markt erhältlichen GPR-Geräte. Die meisten dieser Ge-
räte werden zur zerstörungsfreien Vermessung von Baustellen, Brücken und anderen Bau-
werken eingesetzt, um Risse oder unter der Oberfläche verlegte elektrische Leitungen zu fin-
den. 

Tabelle 3 Liste der am Markt verfügbaren GPR-Geräte 

Produkte Frequenz (Hz) Tiefe (m) Preis (ú) 

GSSI SIR 4000 2.6GHz 0.4 bis 6 30.880,50 

HILTI PS 1000 - 3 21.964,80 

PROCEQ GPR GP8800 400 MHz bis 6 GHz 0.65 7.312,25 

Wand Typ 1. Schicht 2. Schicht 3. Schicht 4. Schicht

1-Schalige Wand Kalkgipsputz Bimshochlochstein - -

1-Schalige Wand Kalkgipsputz Hochlochziegel - -

1-Schalige Wand Kalkgipsputz Kalksandstein DŅmmung -

2-Schalige Wand Kalkgipsputz Vollziegel Luft Vollziegel

2-Schalige Wand Kalkgipsputz Kalksandlochstein DŅmmung Kalksandlochstein

Material
Bauteildicke d 

(mm)
Rohdichte ́  

(kg/ mш)
Spezifische WŅrmekapazitŅt  Cp 

(KJ/ kg K)
WŅrmeleitfŅhigkeit  ˂  (W/ mK)

Kalkgipsputz 10 20 1600 0,96 1 0,7 1

Vollziegel 200 380 1400 1800 0,84 0,92 0,6 1,1

Luftschicht 60 100 - - -

Putz 15 20 1800 0,96 0,87

Bimsholblockstein 250 380 1400 0,8 0,52 0,6

Hochlochziegel 300 365 1200 1400 0,85 0,52 0,6

Kalksandlochstein 240 300 1400 1900 1 0,7

https://www.masea-ensan.de/
http://www.altbaukonstruktionen.de/
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Das Proceq GP 8800 ist ein solches GPR-Gerät, das in einem breiten Frequenzbereich von 
400 MHz bis zu 6 GHz betrieben werden kann (siehe Abbildung 34). Im Gegensatz zu seinen 
Konkurrenzmodellen hat Proceq ein SFCW-Radar (Stepped frequency continuous wave) ent-
wickelt, das eine große Bandbreite von Frequenzen in einer einzigen kontinuierlichen Wellen-
form und einem kleinen Formfaktor erzeugen kann. Mit der großen Bandbreite kommt das 
Proceq nicht nur der Funktionsweise eines Vector Network Analysers (VNA) sehr nahe, son-
dern bietet diese auch zu vergleichsweisen relativ geringen Kosten. 

 

Abbildung 34 Darstellung und Kenndaten des Proceq GP 8800 (Quelle: Screening Eagle) 

AP 3.3 Messungen an den Testaufbauten & Auswertungen 

Um genaue und feine Linienscans (B-Scans) zu erhalten, wurde mit der Firma ILA 5150 GmbH 
ein 2-Achsen-Linearantrieb mit einem speziell konstruierten Triggersystem entwickelt. Das 
System kann mit mm-Genauigkeit gesteuert werden, was die Erstellung eines hochauflösen-
den B-Scans erleichtert. Das System wird mit einer speziellen Halterung für das Radar mitge-
liefert. Damit kann das Radargerät fest an der Wandoberfläche fixiert werden, wenn es hori-
zontal verfahren wird, um einen B-Scan zu erhalten. Wie in Abbildung 35 dargestellt, sind zwei 
Arduino-Boards, die eine Maus und eine Tastatur simulieren, an die Dockingstation ange-
schlossen, die letztlich den iPad-Bildschirm steuert. Der Linearantrieb und der Proceq GP8800 
sind über einen Port-Switch mit dem Laptop verbunden. Normalerweise werden die Messun-
gen mit dem Proceq GP GP8800 durchgeführt, während sich das Rad dreht, doch ist damit 
die räumliche Auflösung der Radarscans auf 5 mm begrenzt. Um die Automatisierung zu rea-
lisieren, gibt es zwei Controller zwischen dem Radar, dem Linearantrieb und dem Laptop. Das 
Rad des Proceq GP8800 wird durch ein Triggersignal ersetzt, und der Traverse-Controller hilft 
bei der Umwandlung der High-Level-Befehle in Low-Level-Triggersignale für den Antrieb. So 
können beliebig programmierbare Scans durchgeführt werden. 
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Abbildung 35: Schema der Automatisierung der Radar-Aufnahme 

Trvman und Wandradar sind die Software-Anwendungen, mit denen die Linearaktuatoren bzw. 
das Radar gesteuert werden. Wie in Abbildung 36 dargestellt, können sowohl die Geschwin-
digkeit als auch der Startpunkt und der Abstand des Linearaktuators eingestellt werden. Die 
horizontalen Achsen haben einen maximalen Abstand von 1090 mm und die vertikalen Achsen 
einen maximalen Abstand von 450 mm. Hier sind die Geschwindigkeiten der Linearantriebe 
sowohl für die horizontale als auch für die vertikale Achse auf 5000 mm/s eingestellt. Das in 
der Wandradar-Software eingestellte Triggersignal wird zur Festlegung der Messeinstellungen 
verwendet. Dieses Signal kann verwendet werden, um die Anzahl der Einzelscans (A-Scans) 
pro Schritt und andere Radarparameter wie die Impulsgeschwindigkeit einzustellen. Der An-
schluss des Triggersignals an das Gerät Proceq GP8800 ermöglicht die Automatisierung von 
Messungen und die Synchronisierung von Messvorgängen. Sowohl die Bewegung des Line-
araktors als auch die Anzahl der A-Scans pro Schritt werden durch Python automatisiert. Der 
Befehl wird über die Socket-Kommunikation gesendet. 

 

(a)  
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(b) 

Abbildung 36: Nutzeroberflächen und die Einstellung der Steuerung: (a) Trvman (b) Wandradar-Software  

Wie in Abbildung 37 zu sehen ist, dauert die Messung von 1 A-Scan deutlich länger als die 
Messung von 1 A-Scan alle 2 mm oder 5 mm. Da die Luftschicht mit 5 cm, 10 cm, und 15 cm 
pro Wand Kombination getauscht wird, besteht alleine für ein Wandkombination 90 B-Scan 
mit 645 Minuten totaler Zeit. 

 

Abbildung 37: Die Anzahl der B-Scan und Zeitverbrauch für die erste Wandkombination  

Die Messungen werden für jede der drei Wandkombinationen gemäß Abbildung 38 zehnmal 
durchgeführt, wobei die Höhe bei jeder Messung um 10 mm ansteigt. Die Gesamtstrecke ent-
lang der x-Achse beträgt konstant 424 mm für alle Messungen, obwohl die Wand eine Länge 
von 492 mm hat. Die gewählte Strecke von 424 mm wird beibehalten, um sicherzustellen, dass 

Wandkombination 1

5 cm Luftschicht

10 cm Luftschicht

15 cm Luftschicht

1 A-Scan alle 1 mm

1 A-Scan alle 2 mm

1 A-Scan alle 5 mm

1 A-Scan alle 1 mm

1 A-Scan alle 2 mm

1 A-Scan alle 5 mm

1 A-Scan alle 1 mm

1 A-Scan alle 2 mm

1 A-Scan alle 5 mm

115 Minuten10 B-Scan

60 Minuten10 B-Scan

40 Minuten10 B-Scan

115 Minuten10 B-Scan

60 Minuten10 B-Scan

40 Minuten10 B-Scan

115 Minuten10 B-Scan

60 Minuten10 B-Scan

40 Minuten10 B-Scan

215 Minuten

30 B-Scan

215 Minuten

30 B-Scan

215 Minuten

30 B-Scan

645Minuten

90 B-Scan
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das Messgerät die Messungen innerhalb der Wand durchführt. Dies ist darauf zurückzuführen, 
dass die Oberfläche des Messgeräts rechteckig ist und das Signal vom Mittelpunkt des Geräts 
ausgesendet wird. Insgesamt werden 424 Schritte durchgeführt, wobei ein Abstand von 1 mm 
pro Schritt und ein A-Scan pro Schritt erfolgt. 

 

Abbildung 38: Fahrweg des Linearantriebs an der Wand 

Die gesamten B-Scans und der Zeitverbrauch für alle 3 Wandkombinationen werden in die 
Tabelle 4 angezeigt. Die Dauer der Messungen für jede vollständige Wandkombination beträgt 
10 Stunden und 45 Minuten. Insgesamt werden alle Messungen für die verschiedenen Wand-
kombinationen ohne Unterbrechung über einen Zeitraum von 32 Stunden und 15 Minuten 
durchgeführt. 

Tabelle 4: Anzahl der B-Scans und Zeitverbrauch für alle Wandkombinationen 

 Anzahl der B-Scan Zeitverbrauch 

Wandkombination 1 90 645 Minuten 

Wandkombination 2 90 645 Minuten 

Wandkombination 3 90 645 Minuten 

Gesamt 270 1.935 Minuten 

Die Analyse der Radargramme wurde mit den gesammelten B-Scans implementiert, um die 
Variation der Luftschicht und der verschiedenen Wandschichten mit unterschiedlichen Loch-
strukturen zu untersuchen. Wie in Abbildung 39 & Abbildung 40 gezeigt, wurde die Wandkom-
bination mit einer zweischaligen Kombination verwendet, um die Auswirkungen der Variation 
auf das Radargramm zu testen. 

Startpunkt

Wandschicht

Strecke: 424mm

X

Y

Hǀhen
differenz:10mm

LŅnge: 492mm

Hǀhe: Zwischen 
351mm bis 520mm

1
2
3
4
5
6
7
8
9

10
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Abbildung 39: Prototypen von Wandkombinationen und entsprechende U-Werten 

 

Abbildung 40: Variationen durch Änderung der Luftschichtdicke 

In Abbildung 41 wird deutlich, dass die Radargramme wegen der inneren Strukturen der ver-
schiedenen Wandstrukturen ein einzigartiges Muster entsprechend den Löchern aufweisen. 
Es ist offensichtlich, dass die Lochstruktur die Reflexionen in den B-Scans unterschiedlich 
wirken lässt. Die Kombination 3 mit kreisförmigen Löchern erzeugt B-Scans mit Reflexions-
mustern mit starken Intensitäten an den Stellen, an denen sich die kreisförmigen Löcher im 
Ziegel befanden. Im Vergleich erzeugt die Kombination 2 mit rechteckigen Löchern, aber einer 
größeren Anzahl von Löchern, B-Scans mit gleichmäßigen, sich wiederholenden starken und 
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niedrigen Intensitäten wie die rechteckigen Löcher, die durch dünne lineare Bereiche getrennt 
sind. 

 

Abbildung 41: B-Scans von zwei unterschiedlichen Ziegeltypen und ihre einzigartigen Signalreflexions-
muster 

Mit zunehmender Anzahl von Löchern nimmt jedoch die Signalstärke der Reflexionen hinter 
den Ziegelschichten ab. In Abbildung 42 ist beispielsweise gezeigt, wie die gesamte Wanddi-
cke bei Vollziegel trotz der unterschiedlichen Luftschichtdicke deutlich gemessen werden 
kann. In Abbildung 41 ist es jedoch bei beiden Kombinationen mit Lochziegeln schwierig, die 
Reflexionen der unteren Schichten eindeutig zu erkennen. Eine mögliche Lösung ist die Ver-
wendung von mehr Scans pro cm unter Verwendung des oben erwähnten Messverfahrens. 
Eine andere Lösung besteht darin, die Wand von beiden Seiten zu analysieren, was jedoch im 
Falle der Kombination III nicht hilfreich ist. In solchen Fällen muss ein Radargerät mit besserer 
Signalverarbeitung verwendet werden, um Signale mit besserer Stärke und Auflösung zu er-
zeugen, die durch derartige Mauerschichten gehen und immer noch stark genug reflektiert 
werden können. 

 

Abbildung 42 B-Scans von zwei verschiedenen Varianten der Wandkombination I 

AP 3.4 Verknüpfung der Daten aus dem 3D Scan-Verfahren und dem Verfahren 
zur Wanderkundung 

Abbildung 43 zeigt den Prozess zur Ermittlung der Wandstrukturinformationen aus den vom 
Proceq-Gerät erhaltenen Rohmessungen und eine Beispielausgabe des Erkennungsalgorith-
mus in einem XML-Format. Diese XML-Dateien stellen die Wandstruktur von zwei Wänden 
der Klimakammer des EkoZet in Horrem dar. Die Struktur des Outputs wurde zusammen mit 
dem Projektpartner Hottgenroth entwickelt. Obwohl die entwickelte und getestete Methode gut 
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funktioniert, bedarf sie noch einiger Weiterentwicklungen, um einen automatischen Daten-
transfer mit minimalem Overhead zu ermöglichen. Zum Beispiel ist die Methode so konzipiert, 
dass jede Wand einzeln identifiziert werden kann und für jede Messung ein separater XML-
Output zur Verfügung steht. Um den Prozess für ein ganzes Gebäude zu automatisieren, muss 
jedoch eine Erweiterung in Form einer Kombination aller XML-Dateien in einer großen Datei 
implementiert werden. 

 

 

 

Abbildung 43 Ausgabe der Schichtenerkennung im XML-Format 

AP 3.5 Recherche & gemeinsame Auswahl eines repräsentativen Bestandsge-
bäudes mit bekannten Wandaufbauten 

Im Energie-Kompetenz-Zentrum Rhein-Erft-Kreis (EkoZet), Horrem, wird das Wissen über 
Energieeffizienz und Energieversorgung mit den Hauptschwerpunkten in den Bereichen 
Bauen, Sanieren und Wohnen anwendungsorientiert vermittelt. 

Das EkoZet verf¿gt dar¿ber hinaus ¿ber ein Modellhaus, die sogenannte ĂKlimakammerñ, wel-
che aus vier Viertelhäusern, die jeweils typische Altbausituationen zeigen besteht. Im Haus 
wurden exemplarisch 16 verschiedene Innen- und Außendämmsysteme verarbeitet. In der Kli-
makammer sind außerdem verschiedene Messungen und Tests möglich: z.B. Thermografie-, 
Leckage- oder Blower-Door-Test wie in Abbildung 44 dargestellt. 

Messungen Bearbeitung & 
Schicht-Erkennung

Ausgabe als XML zur 
DatenǸbertragung
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Abbildung 44 Demoaufbau mit unterschiedlichen Außen- und Innnenwänden (Quelle:EkoZet Horrem) 

AP 3.6 Verifizierung des neuen Messverfahrens an dem repräsentativen Be-
standsgebäude mit bekannten Wandaufbauten 

Durch einen Vorort-Termin am Energie-Kompetenz-Zentrum des Rhein- Erft-Kreises (EkoZet) 
konnte durch die Messung der dort aufgebauten Klimakammer eine Verifizierung des Mess-
verfahrens unter Laborbedingungen durchgeführt werden, wie in Abbildung 45 gezeigt. Diese 
Stichprobe beinhaltet unterschiedliche Wandaufbauten. Im folgenden Abschnitt wird das Ver-
fahren zur Kombination der beiden Messgeräte, also des Laserscanners und des Radars, aus-
führlich beschrieben. 

 

Abbildung 45 Testen am Modellhaus ĂKlimakammerñ im EkoZet 

Für die Tests standen nur zwei Varianten von Wänden zur Verfügung, die beide mit ähnlichen 
Materialien gebaut wurden. Allerdings sind diese nicht ausreichend repräsentativ, um mit den 
vorliegenden Wandschichtenmessungen und Scanverknüpfungen das Verfahren abschlie-
ßend zu verifizieren. Deswegen wurde ein neues Testszenario aufgenommen, um den Pro-
zess der Datenkombination zu überprüfen. 
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Als weiteres Praxisobjekt wurde ein Gebäude in Flammersfeld (Sommerhof) ausgewählt, des-
sen Grundriss in Abbildung 46 zu sehen ist. Als Testbedingung wurden 5 verschiedene Au-
ßenwände ausgewählt, und die Datenerfassung wurde durchgeführt. Einige dieser Wände 
(Wand 3, Wand 4) sind aus Vollziegel gebaut, was die B-Bilder homogen erscheinen lässt, 
während die anderen Wände (Wand 1, Wand 2 und Wand 5) zwischen den Anfangs- und 
Endreflexionen einige Reflexionen aufweisen, wodurch sie leicht als mit Hochlochziegel ge-
baute Wände identifiziert werden können. Mit Hilfe des Metallreflektors auf der Rückseite der 
Wände wurde die Gesamtdicke der Wände geschätzt. Tabelle 5 zeigt die Vorhersagen des 
Algorithmus für die gemessenen Wände. 

 

Abbildung 46: Referenzgebäudeplan Sommerhof und entsprechende B-Scans der ausgewählten Außen-
wand 

 

Tabelle 5 Wandstrukturen Sommerhof in Flammersfeld 

Wand Material Gesamtdicke 

(cm) 

1 Hochlochziegel 40 

2 Hochlochziegel 45 

3 Vollziegel 35 

4  Vollziegel 37 

5 Hochlochziegel 38 

 

AP 3.7 Erkennung von Wandmaterialien und -strukturen 

AP 3.7.1 Auswahl, Test von kNN zur Material- und Strukturerkennung 
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Der Großteil der bisherigen Forschung verwendet Deep Neural Networks (DNNs) zur Auswer-
tung von GPR-B-Scans für die Detektion von vergrabenen Objekten und Bewehrungsstäben, 
die Identifizierung von Untergrunddefekten oder die Rekonstruktion von verdeckten Rissprofi-
len in Straßen [Liu et al. 2021]. 

Drei weit verbreitete DNN [Enc-Dec, U-Net und generatives adversariales Netzwerk (GAN)] 
wurden von Alvarez et al. 2018 eingesetzt, um aus GPR-B-Scans Bilder von unterirdischen 
Betonabwasserrohren zu rekonstruieren. Anschließend wurden die Methoden anhand synthe-
tischer Daten validiert, und die Ergebnisse zeigten die Machbarkeit der Verwendung von DNN 
bei der Abbildung von GPR-Bildern auf Bilder des Untergrunds einer Struktur. Die DNN rekon-
struierten erfolgreich Bilder des Untergrunds, die Defekte mit regelmäßigen Formen (Dreiecke, 
Kreise und Rechtecke) enthalten. Die dielektrischen Eigenschaften der Struktur konnten je-
doch nicht rekonstruiert werden [Alvarez et al. 2018]. [Li et al. 2019] präsentierten ein End-to-
End-DNN, nämlich das seismische Inversionsnetzwerk (SeisInvNet). Die Idee war, zunächst 
aus jeder GPR-Spur eine Merkmalskarte zu erstellen, die den Reflexionen, die von Objekten 
unter der Oberfläche verursacht werden, räumlich zugeordnet ist. Nach der Erstellung der 
räumlichen Korrespondenz konnte die Struktur der Unterfläche mühelos aus den gelernten 
Merkmalskarten rekonstruiert werden. [Lui et al. 2021] adaptierten das SeisInvNet weiter für 
die Inversion von GPR-Daten und veröffentlichten ein DNN namens GPRInvNet. Mit einem 
"trace-to-trace" Kodierungs- und Dekodierungsprozess werden die verbesserten Merkmale je-
der GPR-Spur kodiert, indem Informationen aus den umliegenden Spuren extrahiert werden. 
Die Merkmale jeder Spur werden anschließend einzeln verdichtet, um eine Gruppe von Merk-
malen zu erzeugen, die räumlich ihrer eigenen empfindlichen Zone auf der Permittivitätskarte 
entsprechen (siehe Abbildung 47). 

 

Abbildung 47 Struktur des GPRInvNet & Schema zur Verarbeitung von GPR Traces  
(Quelle: GPRInvNet Lui et al. (2021)) 
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Die von [Lui et al. 2021] & [Alvarez et al. 2018] entwickelten neuronalen Netze arbeiten an der 
Abbildung der Oberfläche zur Überwachung der Infrastruktur. Die erkannten Materialien wie-
sen eine große Auswahl an dielektrischen Werten auf, wie in Tabelle 6 dargestellt. Die synthe-
tischen Daten für das Training eines solchen Netzes wurden mit dem Simulationsprogramm 
GPRmax erzeugt. Da der Dielektrizitätswert zwischen den Materialien variiert, ändert sich 
auch die Intensität des reflektierten Signals. 

Tabelle 6 Relative Dielektrizitätskonstante 

Media Value 

Luft 1 

Wasser 81 

Beton 8-10 

Umgebende 
Felsen 

6-8 

Bewehrung 300 

Wie in Abbildung 48 zu sehen ist, variiert das Radargramm verschiedener Wandkombinatio-
nen nicht allzu sehr in der Intensität, mit Ausnahme einiger wichtiger Gründe wie Schichtgren-
zen, Luftschichten oder Metalloberflächen. Dies liegt daran, dass die meisten der in den Wand-
konstruktionen verwendeten Materialien keine großen Unterschiede im dielektrischen Wert 
aufweisen. 

  

Abbildung 48 Radargramme verschiedener Wandstrukturen, gemessen von beiden Seiten 
(links: Kombi III, rechts Kombi II) 

Wie in Abbildung 49 dargestellt, besteht die Hauptidee darin, diese Merkmale zu isolieren und 
einen Fingerabdruck für jede Wandkombination zu erstellen, um ein Netzwerk zu trainieren, 
das die verschiedenen Wandkombinationen erkennt. Zunächst werden die Rohdaten vorver-
arbeitet, um Hintergrundrauschen zu entfernen und die Daten zu transformieren, um eine bes-
sere Analyse zu ermöglichen. Wie im Fall von Kombi III zu sehen ist, verursachen die Löcher 
in den Ziegeln ein kreisförmiges Reflexionsmuster, das als Merkmal betrachtet wird, während 
im Fall von Kombi I die gesamte Mauerschicht homogen ist und das Radarsignal nur an den 
Grenzen reflektiert, was eine Linie im Radargramm ergibt. Ebenso wird der Präsenz von Me-
tallreflektoren auf der Rückseite der Wände als heller Punkt angezeigt. Die einzelnen erkann-
ten Merkmale sind gelb und die entsprechenden Ergebnisse des Algorithmus in rot dargestellt. 
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Abbildung 49: Merkmalextraktion zur eindeutigen Identifizierung unterschiedlicher Wandstrukturen 

AP 3.7.2 Programmierung von kNN zur Material- und Strukturerkennung 

In diesem UAP wurde das in Abbildung 50 dargestellte automatische Verfahren zur Identifizie-
rung von Material und Struktur der Wände entwickelt. Wie gezeigt, wird der KI-Typ, der zum 
Erlernen der verschiedenen Wandstrukturen und zu deren richtiger Identifizierung verwendet 
wird, als Klassifizierer bezeichnet. Dieser wird zunächst mit manuell erstellten, beschrifteten 
Daten trainiert und kann später zur Klassifizierung anderer unbekannter Messungen verwen-
det werden. 

Um die Chancen auf korrekte Ergebnisse zu erhöhen, wird jede Seite der Wand fünfmal ge-
messen. Diese Messdaten werden dann an den Klassifizierer weitergeleitet, der den Material-
typ vorhersagt. Bei homogenen Materialien wie Vollziegel sind die darunterliegenden Schich-
ten viel deutlicher sichtbar als bei Materialien mit Löchern wie Hochlochziegel. Bei inhomoge-
nen Materialien werden weitere Informationen wie Baujahr und Wandaufbau (Material von bei-
den Seiten der Wand) verwendet, um in einer bestehenden Datenbank nachzuschauen, um 
die Gesamtdicke der Wand zu bestimmen. 
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Abbildung 50: Automatisiertes Verfahren zur Material- und Wandstrukturerkennung 

Zum Trainieren des Klassifizierers muss eine bestimmte Menge von Daten gekennzeichnet 
werden. Vor der Beschriftung müssen die A-Scans, wie in Abbildung 51 dargestellt, vorverar-
beitet werden. Es werden eine Reihe von Transformations- und Verstärkungstechniken ange-
wandt, um die wichtigen Informationen aus der Rohmessung herauszulösen. 

 

Abbildung 51: A-Scan-Verarbeitung 

Es wurden zwei verschiedene Beschriftungstechniken getestet. Im ersten Fall wurde nur ein 
A-Scan, der aus allen A-Scans eines B-scans gemittelt wird, wird zur Darstellung des B-Scans 
verwendet. Im zweiten Fall wurde eine Clustering-Methode verwendet, um alle A-Scans aller 
im Trainingssatz verwendeten B-Scans in eine begrenzte Anzahl von Clustern zu gruppieren. 

Bestimmung der Materialien aus jedem 
Scan mit Hilfe eines 

Klassifizierungsalgorithmus

Die Mehrheit als 
Ergebnis Ǹbernehmen

PrǸfen, ob die erkannten Schichten 
homogen sind

Kombiniere die 
Klassifizierungsergebnisse 
der beiden Wandseiten 

Identifizieren und 
Berechnen der 
Schichtdicke

Das Baujahr 
erfahren

Suche in der Datenbank nach 
bestimmter Wandstruktur

Ja Nein

SchichtdickeWanddicke Materialtyp

5 Messungen von jeder Seite 
der Wand nehmen

Raw Data Hilbert Transform

Time KompensationWindowing



Schlussbericht BIM_Scan_Modeler       

 

51 

Nach dem Clustering enthielt jeder B-Scan nur Gruppen von Clusternummern, die die A-Scans 
ersetzten, wie in der Abbildung 52 dargestellt. 

 

Abbildung 52: Methode zur Beschriftung von Datensätzen für Klassifizierungsalgorithmen 

Abbildung 53 zeigt ein Beispiel für einen B-Scan nach Anwendung der K-Means-Clusterme-
thode mit einer Clustergröße von 3. 

 

Abbildung 53: Beispiel B-Scan nach K-means Clustering 

In Abbildung 54 ist die Genauigkeit des Klassifikators für die zwei Techniken zur Beschriftung 
zu sehen. Die Genauigkeit wird berechnet, indem die Anzahl der richtigen Aussagen durch die 
Gesamtzahl der Muster im Testsatz geteilt wird. Es ist zu erkennen, dass die Clustermethode 
die Mittelwertmethode übertrifft, aber noch verbessert werden kann. 
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Abbildung 54: Genauigkeit des Klassifizierers  

Eine Methode zur Verbesserung der Genauigkeit des Klassifizierers besteht darin, für alle 
Messungen die gleiche Probengröße zu verwenden. Da in dem Datensatz drei Arten von 
Scan-Schritten verwendet werden, variiert die Größe der einzelnen B-Scan-Proben (420, 240, 
80). Da die Anzahl der A-Scans zwischen den Scans variiert, muss jede Messung im Daten-
satz so angepasst werden, dass eine einheitliche Stichprobengröße entsteht. Eine einheitliche 
Größe hilft dem Klassifikator, die Ergebnisse genauer zu identifizieren und abzuschätzen. Zu 
diesem Zweck verwenden wir zwei verschiedene Techniken, nämlich das Zero-Padding, bei 
dem die ursprüngliche Stichprobe erhalten bleibt und entsprechend der Stichprobengröße mit 
Nullen ergänzt wird, und die zweite Technik, die Repetition, bei der jeder A-Scan in der Stich-
probe verdoppelt oder verdreifacht wird, um die einheitliche Stichprobengröße der B-Scans zu 
erreichen. 

AP 3.7.3 Aufbau einer Datenbank mit spezifischen Wandmustern  

Um das Radargramm der Musterwandaufbauten mit dem entsprechenden Bauteil im Katalog 
der Energieplanungssoftware abbilden zu können, mussten die gemessenen Rohdaten sicher 
und über einen langen Zeitraum gespeichert werden. In diesem Zusammenhang empfiehlt 
sich der Einsatz der Forschungsdatenmanagement-Plattform Coscine (Collaborative Scientific 
Integration Environment). Coscine zeichnet sich nicht nur durch freien Speicherplatz aus, son-
dern bietet auch eine umfassende Lösung für die Speicherung von Radardaten. Darüber hin-
aus können Projektdaten auf der Plattform für einen Zeitraum von zehn Jahren sicher archiviert 
werden. Diese langfristige Datensicherung stellt sicher, dass relevante Informationen über ei-
nen längeren Zeitraum zugänglich und abrufbar bleiben. 

Genauigkeit = Anzahl der Treffer / Anzahl der Testsªtze 

 
 

Average K mean 

Genauigkeit c.a. 0.5 > 0.6 

 

 
 

(a) Abweichung in der Genauigkeit bei verschiedenen B-Scan-Beschriftungen 

 
 

Zero Padding Repetition 

Genauigkeit 0.75 0.6 

 

 
(b) Abweichung in der Genauigkeit f¿r verschiedene Daten Imputationstechniken 

 

Average:

Nx300 B-Scan 

K Mean:

Nx300 B-Scan

1x300 B-Scan 

Nx1 B-Scan 

Zero Padding:

Data : 1 1 2 3 1 2 3 1 Data : 1 1 2 3 1 2 3 1 0 0 0 0 0 0 0 0 

Repetition:

Data : 1 1 2 3 1 2 3 1 Data : 1 1 1 1 2 2 3 3 1 1 2 2 3 3 1 1
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Mit Hilfe einer selbst entwickelten Web-Schnittstelle wird der Prozess der Messung, der Sor-
tierung und des Hochladens der Daten in die Datenbank vollständig automatisiert. Wie in Ab-
bildung 55 dargestellt, ist der Arbeitsablauf in zwei Teile unterteilt. Der erste ist der eigentliche 
Messvorgang, der die Einrichtung des Systems, die Messung und die Speicherung umfasst. 
Dann folgt der zweite Teil, in dem die Messdaten abgerufen, sortiert und schließlich zusammen 
mit anderen Wandstrukturinformationen in eine Datenbank hochgeladen werden. 

 

(a) Prozess zur Aufnahme von Radargrammen

 

(b) Herunterladen & Speichern von Messdaten 

Abbildung 55: Workflow zur Erfassung und Archivierung von Radarmessungen 

Zunächst werden die Parameter wie der Name und der Startpunkt eingegeben. Anschließend 
wird das Messgerät Proceq GP8800 aktiviert und mit der entsprechenden Proceq-App verbun-
den. Nach dem Starten des Vorgangs bewegt sich der Linearantrieb während des Scans ent-
lang der Wand. Schließlich werden die aufgenommenen Daten im Proceq-Workspace gespei-
chert. Nach der Messung werden die gesammelten Daten auf den Laptop heruntergeladen, 
dort bearbeitet und schließlich in die Datenbank integriert. Sobald die B-Scans analysiert wer-
den, erfolgt die Speicherung in der Datenbank. Der gesamte Prozess von der Aufnahme bis 
zum Hochladen der Messdaten in die Datenbank ist in Abbildung 56 dargestellt. Wie in Abbil-
dung 31 dargestellt, werden über die Webschnittstelle zunächst Parameter wie den Datenna-
men, die Anzahl der gescannten Daten mit gleicher Bewegungsposition, die Strecke pro 
Schritt, die Anzahl der Scans pro Schritt, die Gesamtstrecke für eine vollständige Messung 
sowie den Anfangspunkt von x und y. 

Messsystem-
Parameterbestimmung

Verknüpfung des 
Messgeräts

Durchführung von 
Linearantrieb und 
Radarmessgerät

Speicherung von Daten in 
Proceq Workspace

Herunterladen der 
Daten von 
Workspace

Extraktion und 
Konvertieren zu CSV-

Daten im Ordner

Beschreibung der 
Metadaten

Analyse der Daten
Hinzufügender B-

Scans in 
Datenbanken
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Abbildung 56: Eingabe der benötigten Parameter  

Um eine genaue Erfassung und Identifizierung der verschiedenen Wandkombinationen zu ge-
währleisten, ist die Benennung von Dateien mit detaillierten Informationen zu den Wänden 
unerlässlich. 18.11.23_K1_as_al3_l5_1a_0100 ist ein gutes Beispiel für einen Dateinamen. In 
diesem Fall steht 18.11.23 für das Datum der Aufnahme. Der Name ĂK1ñ steht f¿r die erste 
Wandkombination, die aus Vollziegel, einer Luftschicht und dann wieder Vollziegel besteht. 
Die Messungen wurden von außen vorgenommen, was durch die Abkürzung Ăasñ angezeigt 
wird. Ăl5ñ steht f¿r eine 5 cm dicke Luftschicht, wªhrend Ăal3ñ bedeutet, dass in der dritten 
Wandschicht Aluminiumfolie eingelegt ist. Aus Abschnitt Ă1añ ist ersichtlich, dass f¿r jede Stufe 
ein einziger Scan verwendet wurde. Und Ă0100ñ steht f¿r die 100ste Ausführung der Messung. 

 

 

Abbildung 57: Datenbankstruktur zur Speicherung der Daten und B-Scans 

Die gespeicherten B-Scan-Messungen werden, wie in Abbildung 57 dargestellt, in die Daten-
bank hochgeladen, die eine große Anzahl verschiedener Wandkombinationen enthält. Diese 
Datenbank enthält relevante Informationen wie die Wärmeleitfähigkeit, das Wandmaterial und 
den Wandaufbau für jede Kombination. Durch die Verknüpfung der Messungen mit den spe-
zifischen Eigenschaften der Wände in der Datenbank wird eine umfassende Informationsbasis 
geschaffen. 



Schlussbericht BIM_Scan_Modeler       

 

55 

AP 4 Erweiterung der CAD- und Modellierungssoftware zur effizienten Gebäu-
deanalyse [Hottgenroth] 

AP 4.1.1 Automatisierung der Verknüpfung der Daten aus 3D Scan und zur 
Messung der Wandaufbauten 

Um die Daten aus der Radar-Wandmessung korrekt mit den Geometriedaten aus den Verfah-
ren des 3D Scans verknüpfen zu können wurde eine weitestgehend automatisierte Vorge-
hensweise entwickelt, um Fehler bei der Zuordnung der Messwerte des Proceq Gerätes und 
den Wandaufbauten innerhalb des Hottscan Raummodellierers ausschließen zu können. 

Auf Grund der technischen Limitierungen des Proceq Messgerätes musste das ursprünglich 
geplante Verfahren modifiziert werden. Die ursprüngliche Planung sah vor, dass die jeweiligen 
Materialeigenschaften und Materialdicke, die durch das Messgerät erhoben wurden, direkt und 
vollständig verarbeitet aus der Datenbank in die Projektdatei der 3D Scans gespeichert werden 
können und anschließend bei der manuellen Geometrieerzeugung des Nutzers in der Hottge-
nroth Software automatisch verknüpft werden. Anschließend sollte mit der Übergabe an die 
CAD von Hottgenroth Software mit den Bauteilkatalogen abgeglichen und genutzt werden. 
Somit hätten die wichtigen Informationen von Wand- und Schichtdicke und daraus ableitbare 
Materialtypen direkt in den Fachanwendungen wie dem Energieberater genutzt werden kön-
nen. 

Das Messgerät mit der bereitgestellten iOS-App des Herstellers erlaubt jedoch keine direkte 
Datenübergabe mit integrierter Datenverarbeitung. In der Anwendung von Proceq können le-
diglich die Rohdaten der Messungen ohne die notwendige Interpretation und Abgleich der 
Messergebnisse mit Materialeigenschaften heruntergeladen werden. Eine direkte Interpreta-
tion oder Verarbeitung der Messdaten in der Anwendung ist nicht möglich. Die Datensätze 
können nur mit einem Gerät mit iOS Betriebssystem und Zugang zur Proceq Cloud-Anwen-
dung heruntergeladen werden und anschließend in der Anwendung des Forschungspartners 
Solar Institut Jülich verarbeitet werden. Erst nach den zusätzlichen Schritten und der Verar-
beitung der Messwerte lässt sich der Schichtaufbau mit Indikation der Materialinformationen 
erheben. Da neben der Einschränkung in der Datenverarbeitung die Softwareanwendungen 
von Hottgenroth nicht plattformunabhängig verfügbar sind sondern ein Windowsbetriebssys-
tem voraussetzen, können die Messdaten von Proceq und Hottscan nicht direkt miteinander 
verknüpft werden. Eine indirekte Verknüpfung mit Arukomarkern oder der Notizfunktion in der 
Hottgenroth Anwendung wurde sichergestellt. 

AP 4.1.2 Verfahren der Messwertzuordnung zu den Bauteilen/ Bauteilabschnit-
ten 

Der direkte Zugriff auf die Daten ohne Cloudanbindung und Integration der Analyse des Wand-
aufbaus wäre nötig gewesen um getätigte Messungen direkt mit der Datenaufnahme der Scan-
ner und Wandmessgerät verknüpfen und kombinieren zu können. Da bei Messungen auf Bau-
stellen auch nicht generell die Möglichkeit von Internetzugängen, direktem Datenaustausch 
und Datenverknüpfung gibt wurde auf Grund dieser fehlenden Optionen ein alternatives Ver-
fahren entwickelt, dass sicherstellt, dass die Messungen des Gerätes den jeweiligen Wänden 
oder Wandabschnitten auch ohne direkte Schnittstelle oder Internetzugang verortet werden 
können. Folgende Optionen stehen zur Verortung der Messwerte zur Verfügung. 

 

Verfahrensbeschreibung Option 1 (nachträgliches Verorten) 

 

¶ Wenn der 3D Scan bereits mit dem HS-Gerät zeitlich unabhängig von der Wandschich-
tenmessung aufgenommen wurde, ist ein Panoramabild des Scans verfügbar.  

¶ Um die verarbeiteten Daten des Proceq Gerätes dann einer Wand zuzuordnen, kann 
der Benutzer in der entsprechenden HottScan Software die Wand im Panoramabild 
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auswählen, für die Messdaten vorliegen. Es wird eine digitale Notiz erzeugt. Diese No-
tiz wird mit Datum, Uhrzeit und Raum-ID zur späteren Zuordnung der Wandschichten-
messung abgespeichert und erlaubt die Zuordnung der gleichnamigen Messung der 
Wand des Wandmessgerätes. 

 

Abbildung 58 Verortung der Radarmessung 

 

Abbildung 59 Datenablage nach Verortung 
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Abbildung 60 Flussdiagramm nachträgliches Verorten 

 

Verfahrensbeschreibung Option 2 (paralleles Verorten) 

 

¶ Bei paralleler Ausführung eines 3D Scans und Wandschichtenmessung kann ein alter-
nativer Weg genutzt werden. Auf der zu messenden Wand wird ein vorher generierter, 
ausgedruckter Aruco-Marker befestigt. 
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Abbildung 61 Beispiel eines Arucomarkers 

¶ Der Aruco Marker gibt die Bezeichnung der Messung des Proceq Gerätes vor und be-
nennt gleichzeitig den erzeugten Datensatz  

¶ Durch die Aufnahme des 3D Scans wird der befestigte Aruco-Marker im Panorama 
visuell dokumentiert und lokalisiert. 

¶ Im darauffolgenden Schritt wird ein Erkennungsalgorithmus verwendet, der den Aruco-
Marker im Panorama detektiert. Anschließend wird die entsprechende Radar-Wand-
messung des Messgeräts mit gleicher Benennung zugeordnet. 

 

 

Abbildung 62 Vorbereitung zur Wandschicht-Erfassung 
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Abbildung 63 Flussdiagramm paralleles Verorten 

 

Zuordnung der Messwerte zu den Bauteilen 

 

¶ Die Zuordnung der Messwerte erfolgt weiterhin über die Software HottScan Modellie-
rer. Durch das Verknüpfen des Messwertes mit einer Notiz kann im ersten Schritt der 
Messwert innerhalb des Panoramas verortet werden. 
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Abbildung 64 Verortung Wandmessung 

¶ Durch Ausführen des Befehls Zuordnen mit dem Button  wird die Wandmes-
sung mit der entsprechenden Wand zugewiesen und verknüpft. 

 

 

Abbildung 65 Übergabe der Scans mit Radarmessungen an die HottCAD 

Die Übergabe der Wandschichteninformationen erfolgt über einen bereits implementierten Da-
tenmodell- Export. Der Datenmodell-Export überträgt die durch den Nutzer erstellte Raum-
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geometrie, Wand und Objektinformationen (Öffnungstypen, Wand-, Schichtdicke und Materi-
altyp) als Code direkt an die HottCAD Anwendung, um die einzelnen Raumgeometrien an-
schließend in zu einem Gebäudemodell zusammenzuführen. 

 

 

Abbildung 66 Aufgenommene Rauminformationen nach Datenmodellexport 

 

Abbildung 67 Zusammengeführte Raumscans in 2D 

 

Abbildung 68 Etagen Darstellung der Raumscans in 3D 
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Referenzmessungen von Wandaufbauten des EkoZet Klimakammeraufbaus in Horrem und 
dem Sonnenhof von Hottgenroth Software AG in Weyerbusch liegen für die Verifizierung des 
Verfahrens vor. Durch diese kleine Stichprobe kann nur bedingt eine Aussage über die Prak-
tikabilität in realen Messsituationen des Verfahrens getroffen werden. Es wurde jedoch bereits 
eine Lösung entwickelt, die es ermöglicht zusätzliche Messungen des Proceq Gerätes als 
auch anderer Messgeräte zu einem späteren Zeitpunkt mit Hilfe eines Materialbezeichners 
und Leitfähigkeitsinformationen mit vorhandenen Bauteilkatalogen abzugleichen und nutzbar 
zu machen. 

 

Abbildung 69 Bauteilkatalog mit Materialbezeichnung und Leitfähigkeitsindikation und Stoffdichte 

  






































