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1 Einleitung 

Auf Grundlage der erfolgreichen Triebwerksentwicklungen der letzten Jahren entwi-

ckelten sich bei MTU effiziente, moderne numerische Verfahren in der Simulationsum-

gebung TRACE, die gemeinsam mit dem DLR zur Simulation von Turbomaschinen-

komponenten etabliert wurden. Vor dem Hintergrund der fortschreitenden Digitalisie-

rung der Industrie und des zunehmenden globalen Wettbewerbs, ist eine Integration 

von „Machine Learning Algorithmen“ und Techniken zum „Big Data Mining“ in Entwick-

lungsprozesse essentiell, um diese weiter signifikant zu verbessern und auszubauen. 

 

Das MTU-Teilvorhaben im Verbund LuFo VI-1 DIGIfly widmete sich daher der Einbin-

dung von neuen Methoden der Künstlichen Intelligenz (KI) und zur automatisierten 

Verarbeitung großer Datenmengen in die bestehenden industriellen Arbeitsprozesse 

zur Auslegung, Entwicklung und Optimierung von Flugtriebwerken. Die Forschungs- 

und Entwicklungsarbeiten beinhalteten die Weiterentwicklung, relevante Verbesse-

rung und Verifikation von innovativen Simulationsverfahren auf Komponentenebene 

sowie im Gesamtsystemkontext, unter Beachtung von Schnittstellen zwischen Luft-

fahrzeug und Luftfahrtantrieb. Als Kooperationsprojekt sollten in DIGIfly auf breiter na-

tionaler Basis in Zusammenarbeit mit Forschungs- und Wissenschaftseinrichtungen 

sowie Industrie Synergien identifiziert und gehoben werden, um mittels verbesserter 

numerischer Tools einen möglichst ressourcenschonenden, kostengünstigen Luft-

transport zu ermöglichen. 

 

Das MTU-Teilvorhaben adressiert im Gesamtverbund das HAP2, Methoden für daten-

getriebene Modelle, und das HAP4, Demonstration an Use Cases, gemäß Projekt-

strukturplan und leistet darüber einen substanziellen Beitrag zu einer leistungsfähigen 

und effizienten Luftfahrt. 
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2 Zusammenfassung 

2.1 Projektstrukturplan 

Fehler! Verweisquelle konnte nicht gefunden werden. zeigt den Projektstrukturplan 

des Gesamtvorhabens. 

 

  

Abbildung 1: Projektstrukturplan des Gesamtvorhabens. 
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Abbildung 2 zeigt den Projektstrukturplan des MTU-Teilvorhabens. MTU ist in vier Un-

terarbeitspaketen in Zusammenarbeit mit Forschungs- und Wissenschaftseinrichtun-

gen sowie Industrie beteiligt. Die Arbeitsschwerpunkte der MTU werden im Folgenden 

eingeordnet und detailliert beschrieben. 

 

 
Arbeitsschwerpunkt Machine Learning (zugehörig zum HAP2) 

Der systematische Einsatz von „Machine Learning“ in der Aerodynamik wird im MTU-

Teilvorhaben als eine technologiestrategisch wichtige Ergänzung zu den bestehenden 

numerischen Methoden im Rahmen von Machbarkeitsstudien untersucht. Da „Machine 

Learning“-Modelle Ergebnisse liefern, die die Genauigkeit der Ergebnisse des Strö-

mungslösers (im MTU-Kontext primär TRACE) nicht erreichen, sollen diese als Low-

Fidelity-Modelle in einer Multi-Fidelity-Optimierung eingesetzt werden. 

 

Abbildung 2: Projektstrukturplan des MTU-Teilvorhabens. 
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Arbeitsschwerpunkt Optimierung Niederdruckturbine (zugehörig zum HAP4) 

Im Zuge der Weiterentwicklung und Stabilisierung der MTU-internen Geometrie-Tools 

in den letzten Jahren, sollen im Teilvorhaben nun mehr Geometrie-Informationen (z.B. 

Deckbandrückschnitte) in das Optimierungsmodell integriert werden, ohne Einbußen 

bei Robustheit oder Schnelligkeit. Die Möglichkeit, auch den Ringraum zu parametri-

sieren und über Variablen in der Optimierung freizugeben, erlaubt die zusätzliche An-

wendung der Optimierung in der Vorauslegung. Dazu muss Erfahrung gesammelt und 

eine Strategie entwickelt werden. 

 

Arbeitsschwerpunkt Use Cases Deep Neural Networks (zugehörig zum HAP4) 

Die Thuerey Group an der Fakultät für Informatik der Technischen Universität Mün-

chen verwendet erstmalig DNN-ähnliche Verfahren für 2D-Schaufelgeometrien. Im 

Rahmen des Teilvorhabens überträgt und verbessert das DLR Institut für Antriebstech-

nik einen ähnlichen Verfahrensansatz auf Turbomaschinenkomponenten in 3D. MTU 

integriert das neu generierte Verfahren in ihr Technologie-Portfolio und testet dieses 

an Use Cases mit dem Schwerpunkt Single-Point-Optimierung. 

 

Tabelle 1 ordnet den Arbeitspaketen die zuständigen Teilprojektleiter zu. 

 
Arbeitspakete Teilprojektleiter 

AP2.3: Maschinelles Lernen, KI & Statistik 

AP4.1: Use Case Definition 

AP4.2:  Simulationen 

AP4.3:  Evaluierung & Best Practice 

Hr. De Vito, Laurent 

Hr. Maatouk, Fadi 

Tabelle 1: Auflistung der Arbeitspakete mit durchführenden Teilprojektleitern. 
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2.2 Erreichte Ergebnisse 

Das MTU-Teilvorhaben in LuFo VI-1 DIGIfly wurde so aufgestellt, dass die geplanten 

Forschungs- und Entwicklungsarbeiten innerhalb des Vorhabenzeitraums zum Tech-

nologiereifegrad T3, dem Nachweis der technischen Machbarkeit des Konzepts, ge-

führt werden können. Die vereinbarten Förderziele gem. Verwertungsauflage konnten 

fast vollumfänglich erfüllt werden. Zur Erreichung des Technologiereifegrads T5 (Tech-

nologiereife; Validierung in einer relevanten Umgebung) ist ein Folgevorhaben erfor-

derlich. 

 

Im Fokus der Verwertung standen die nachfolgende Elemente: 

 Neuartiges Konzept für Hyper-USE als umfassendes und fortschrittliches Tool 

zur 3D-Schaufelgeometriegestaltung und -optimierung mit Hilfe von „Machine 

Learning“; 

 Stark automatisierte, beschleunigte CFD-Prozesskette; 

 DNNs als validiertes Low-Fidelity-Verfahren (Ziel konnte nicht erfüllt werden, 

Beschreibung im Text folgend); 

 Festlegung des Einsatzes numerischer Optimierung im Vorauslegungsprozess; 

 Reduzierung des Wirkungsgradnachteils durch einen Deckbandrückschnitt 

über die Modellierung dieses Features in der Optimierung; 

 Heben eines Wirkungsgradpotenzials von 0,05% in einer integrierten Optimie-

rung der Niederdruckturbine; 

 Determinierte Potentiale von Machine Learning. 
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2.2.1 HAP2 Methoden für datengetriebene Modelle 

In HAP2 beschäftigt sich MTU mit der Weiterentwicklung und Applikation von „Machine 

Learning Algorithmen“ mit Bezug zum automatisierten Entwurf von Schaufelgeomet-

rien für Turbinen- und Verdichterkomponenten in Flugtriebwerken. Techniken zum „Big 

Data Mining“ (KI) werden untersucht. Des Weiteren werden Arbeiten zur Beschleuni-

gung von Mehrpunkt-Optimierungen mittels Low-Fidelity-Models durchgeführt. Fol-

gende Ziele wurden erreicht: 

 

1. Ein neuartiges Konzept für die substanzielle Weiterentwicklung des Tools USE 

ist erstellt. Das Konzept bildet die Arbeitsgrundlage für ein innovatives Nach-

folge-Tool zu USE. Das Konzept mit einem neuralen Netzwerk ist befreit von 

Heuristiken, die zu einem schlechten Mapping führen. 

2. Eine umfassende Perspektive zu möglichen technologischen Anwendungspo-

tenzialen von „Machine Learning Algorithmen“/Methoden künstlicher Intelligenz 

im Themenbereich Aerodynamik wurde geschaffen. 

 
Ein neuartiges Konzept für das Tool HyperUSE als innovatives Nachfolge-Tool zu USE 

wurde erstellt. Ein CNN für das Mapping von numerischem Netz zu Aero Lösung für 

Ein-Gitter-Konfigurationen wurde entwickelt und erfolgreich eingesetzt. Einschränkun-

gen auf Ein-Gitter-Konfigurationen sollen in einem Nachfolge-Projekt erhoben werden. 

Da CNNs für 3D-Volumen einen beträchtlichen Arbeitsspeicher sogar bei kleiner Auf-

lösung benötigen, wurde eine günstigere und effizientere Alternative entwickelt und 

getestet, die auf 2D Convolutions beruht. Es werden viele 2D-Bilder statt eines 3D-

Volumens verarbeitet und das 3D-Rechengebiet somit als Quasi-3D betrachtet. Das 

3D-Schaufelblatt wird an verschiedenen Radien geschnitten und jeder Schnitt in ein 

hoch aufgelöstes Bild umgewandelt. Das Modell nimmt 2D-Bilder der Geometrie auf 

und gibt die 2D-Aero-Lösung aus. Die volle 3D-Lösung wird aus der Information an 

diesen Schnitten interpoliert. Das CNN ist in einem U-Net, das klassischerweise zur 

dichten Segmentierung in der Medizin verwendet wird, eingebettet. Diese Wahl von 

Architektur macht das Modell sehr schlank und performant. 
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Eine weitere Stärke von neuronalen Netzwerken ist die Fähigkeit, selbstständig nütz-

liche Merkmale aus Daten zu erzeugen. In der Wissenschaft wird dies bereits zur Ano-

malie-Erkennung genutzt. Der Bedarf, eine Aero-Lösung auf Anomalien zu prüfen, ist 

in der Industrie allerdings bisher nicht adressiert. Heutzutage sind die zu simulierenden 

Konfigurationen sehr groß. Im Vergleich: Früher hatten sie tausende Zellen, mittler-

weile haben sie über eine Millionen Zellen. Konfigurationen mit sogar mehr als 10 Mil-

lionen Zellen sind nicht unüblich. Anwendern fällt es demnach schwer, diese auf die 

Plausibilität der physikalischen Lösung zu prüfen, was negative Auswirkungen haben 

kann. Anwender sind allerdings daran gewöhnt, Bilder auf Plausibilität hin zu analysie-

ren. 

 

Erklärtes Ziel der MTU war es daher, diese CFD-Bilder mithilfe KI Aero-Lösungen au-

tomatisch auf Plausibilität zu prüfen und Anomalien zu erkennen. Eingesetzt wurde 

eine Methode, die auf die Rekonstruktion von Patches basiert. Bei schlechter Rekon-

struktion, ist dies ein Hinweis auf Anomalien. Diese Methode ist schnell, kann hoch 

aufgelöste Bilder verarbeiten und benötigt keine Anomalien zum Trainieren. Zur Eva-

luierung dieser Methoden werden Anomalien benötigt. Dafür wurden zwei Techniken 

zur Synthetisierung von Anomalien eingebaut. Insgesamt sind die Ergebnisse sehr gut. 

 

2.2.2 HAP4 Demonstration an Use Cases 

In HAP4 wurden die Arbeiten der MTU zur Demonstration der Arbeitsergebnisse für 

die folgende Umsetzung im industriellen Umfeld gebündelt. Standard-Anwendungs-

fälle, im Schwerpunkt für spezifische Turbinengeometrien, wurden in den zugehörigen 

Arbeitspaketen ausgearbeitet und somit festgelegt, Simulationen werden durchgeführt 

und die Benefits der erarbeiteten Verfahren evaluiert. Es wurden folgende Ziele er-

reicht: 
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1. Eine gleichzeitige Optimierung der Turbinenbeschaufelung (Airfoils) und der 

Seitenwandkonturierung (EWC) in der Niederdruckturbine mit Hilfe von 

TRACE_Adjoint wurde ermöglicht. 

2. Eine gleichzeitige Optimierung der Arbeitsverteilung, der Reaktionsgrade, der 

radialen Massenverteilung und des Ringraums in der Niederdruckturbine mit 

Hilfe von 1D-/2D- und 3D-Methoden wurde ermöglicht. 

3. Eine Erhöhung der Optimierungsgüte durch die Einbindung einer immer reali-

tätsnäheren Geometrie im Optimierungsmodell wurde erreicht. 

 

Das Projekt ermöglichte die Entwicklung einer Prozesskette zur Optimierung von Ring-

raumkonturen in der Niederdruckturbine. Verschiedene Studien an der Einstellung der 

Optimierung und der Modellierung im CFD ermöglichten die Ermittlung einer gut funk-

tionierenden Optimierungsstrategie, die noch ein Potential zur Performance-Steige-

rung aufweist. Dennoch konnte durch die gesamtheitliche Optimierung von Ringraum 

und Beschaufelung die Wirkungsgradsteigerung gegenüber einer Optimierung der Be-

schaufelung nach Stand der Technik verdoppelt werden. Die im Rahmen des Projekts 

etablierte Prozesskette wird in der Turbinenentwicklung, v.a. in der Vorentwicklung, 

etabliert und zukünftig standardmäßig angewendet. Studien zeigen eine Robustheit 

der Kette auch bei anderen Anwendungsfällen. 

 

Optimierung mit DNNs (Deep Neural Networks): 

Das DLR hat auf Wunsch der MTU die Handhabung, insbesondere das Einlesen der 

Konfigurationsdateien, des DNN-Tools verbessert. Das Tool kann nunmehr ohne Wei-

teres in die MTU-Optimierungslandschaft integriert werden. Das Training von verschie-

denen Verdichter-Konfigurationen (bis 2 Stufen) ist erfolgreich durchgeführt worden. 

Das Training erfolgt überraschend schnell. Der Speicherbedarf ist allerdings immens, 

was bei diesem Methodentyp nachvollziehbar ist. Es wird zuerst eine Multi-Fidelity-

Optimierung mit einem einzigen Stator durchgeführt. 
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Ringraumoptimierung mit Meanline-Verfahren (1D/2D): 

Die Toolentwicklung ist abgeschlossen und in der Optimierungsumgebung installiert. 

Anhand der installierten Prozessketten sind Studien durchgeführt worden, in denen 

Variablen, Nebenbedingungen und Iteratoren variiert wurden. Die Ergebnisse sind auf 

Performance geprüft worden. Die daraus resultierenden Strategien sind heute fester 

Bestandteil einer Turbinenvorauslegung. 

 

Ringraumoptimierung mit RANS-Verfahren (3D-CFD): 

Eine für eine 3D-Ringraumoptimierung geeignete Parametrik ist ausgewählt und be-

reits in der Optimierungsumgebung implementiert. Studien an dieser Parametrik, mit 

dem Ziel der Wirkungsgradsteigerung und gleichzeitiger Abbildung eines umsetzbaren 

Ringraums, wurden durchgeführt. Gleichzeitig zum Ringraum wird die Optimierung der 

Schaufelwinkel angegangen, um die bestmöglichste Arbeitsverteilung in der Nieder-

druckturbine zu realisieren. 
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3 Technische Darstellung der Arbeitspakete 

3.1 HAP2 Methoden für datengetriebene Modelle 

3.1.1 AP2.3 Maschinelles Lernen, KI & Statistik 

HyperUSE 

Das Tool HyperUSE ermöglicht das Mapping einer 2D-(SGV) Lösung zu Schaufelblät-

tern und soll das bisherige Tool USE ersetzen, welches ein einfaches regelbasiertes 

Mapping auf Basis bisheriger Auslegungserfahrungen realisiert. HyperUSE soll diese 

Regel direkt und effizient aus Daten extrahieren. Das Arbeitspaket zielt auf die Erstel-

lung eines Konzepts für die nächste Generation des Tools USE ab. 

 

Hyper-USE soll Turbinen und Verdichter durch einen gemeinsamen Sockel gleich be-

dienen und eine bessere implizite Abbildungsfunktion von 2D-(SGV) Lösung zu Schau-

felblättern aufweisen. Dadurch wird eine Beschleunigung der Optimierung erwartet, da 

die Ausgangsschaufelblätter für eine 3D-Optimierung besser sind (die Wahrscheinlich-

keit in einem lokalen Minima gefangen zu werden ist reduziert). 

 

Zunächst wurden die Randbedingungen aus der 2D-(SGV) Lösung als de-

finiert. Das Schaufelblatt wird durch den Vektor  beschrieben, siehe Feh-

ler! Verweisquelle konnte nicht gefunden werden.. Inlet und Outlet definieren die 

Stellen an denen die Randbedingungen  definiert sind, die Parameter, durch  

im Text zusammengefasst, definieren das Schaufelblatt. Damit ist das Setup für eine 

3D-Simulation vollständig. Nach der Simulation mit dem 3D-Strömungslöser TRACE 

erfolgt die Berechnung einer Qualitätsmetrik, . Diese Metrik 

quantifiziert die Abweichung zwischen 3D und 2D und beschreibt damit wie gut die 2D-

Ergebnisse getroffen werden. Je größer diese Metrik, desto größer die Abweichungen 

zwischen 2D- und 3D-Ergebnissen, d.h. die Metrik muss für einen gegebenen Vektor 

 reduziert werden. Das Problem ist mathematisch folgendermaßen formu-

liert: . 
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Um dieses Optimierungsproblem zu lösen, wird zuerst eine Datenbank mit Paaren 

 erzeugt und  sowie  unabhängig voneinander ge-

sampelt, mit TRACE gerechnet und letztendlich die Qualitätsmetrik bestimmt. Diese 

Qualitätsmetrik wird durch das Surrogate-Modell  ersetzt. Es 

ergibt sich . Das Surrogate-Modell ist ein neuronales Netzwerk. Zwar ist das Trai-

ning mit diesem Konzept relativ einfach, dennoch stellt der Rückschluss ein Optimie-

rungsproblem dar. 

 

 

Abbildung 3: Definition von Inlet und Outlet sowie Schaufelblatt. 

 

Quasi-3D Aero-Lösung Vorhersage mit U-Net 

CNN-basierte 3D-Modelle haben den Nachteil eines beträchtlichen Speicherbedarfs, 

obwohl die Auflösung des numerischen Gebiets nicht sonderlich groß ist. Daher wurde 

eine Alternative mit durchaus guter Auflösung entwickelt, die keinen besonderen An-

spruch auf Speicherplatz hat. 
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Umgesetzt wurde die Idee, auf 2D-Convolutions zurückzukehren. 2D-Convolutions 

sind nur für Bilder geeignet, das 3D-Rechnungsgebiet wird also in Quasi-3D betrach-

tet. Das 3D-Schaufelblatt wird an verschiedenen Radien geschnitten und jeder Schnitt 

in ein Bild umgewandelt. Das Modell soll (2D)-Bilder der Geometrie aufnehmen und 

eine (2D)-Aero-Lösung ausgeben. Da die entsprechende Aero-Lösung an verschiede-

nen Radien vorhanden ist, ist die Vorhersage schließlich Quasi-3D. Am Ende wird 

diese Quasi-3D Lösung an jedem Zell-Zentrum der Konfiguration interpoliert. 

 

Die Entscheidung fiel auf ein U-Net [1]. Das U-Net ist für die Bild-zu-Bild-Übersetzung 

konzipiert worden und unterstützt derzeit alle Diffusion-Modelle, siehe Abbildung 4. 

 

 

Abbildung 4: Anwendung von U-Net in der Medizin. 

 

Die Idee, auf ein U-Net zur Vorhersage von 2D-Strömungen zurückzugreifen, wurde 

bereits von der Technischen Universität München aufgegriffen [2], siehe Abbildung 5. 

 

 

Abbildung 5: Anwendung von U-Net zur Vorhersage 2D-Strömungen. 
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Diese Idee sollte auf Quasi-3D erweitert werden. Dafür wird das Schaufelblatt zuerst 

an benutzerdefinierten radialen Positionen geschnitten und die Information aus jedem 

Schnitt in Bilder umgewandelt. 

 

Die Bilder werden dem U-Net zugeführt. Das U-Net liefert die Aero-Lösung (Druck, 

Dichte und Geschwindigkeitskomponente) an denselben Positionen. Daraus wird die 

gesamte Aero-Lösung rekonstruiert, siehe Abbildung 6. 

 

 

Abbildung 6: Pipeline von radialen Schnitten (links) bis Vorhersage der 3D-Strömung (rechts). 

 

Es wurde Wert darauf gelegt, ein U-Net mit wenigen Parametern abzuleiten, das den-

noch sehr gute Ergebnisse liefert, siehe Abbildung 7. 

 

 

Abbildung 7: Architektur unseres U-Net. 
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Das originale U-Net hat 31 Mio. Parameter. Das MTU-Modell ist so leistungsfähig wie 

das originale U-Net, hat aber nur 1 Mio. Parameter und arbeitet mit einer Stufe weni-

ger. Zusätzlich wurde vor dem Downsampling ein SE-Module eingeführt und das Up-

sampling durch Interpolation statt Deconvolution realisiert. Die gewonnenen Ergeb-

nisse sind sehr gut. 

 

Die Vorteile der MTU-Methode sind klar benennbar. Die Auflösung ist in der Axial- und 

Umfangs-Richtung sehr gut (128x128 Pixel). Schwächen in der Radial-Richtung kön-

nen durch die beliebig zu definierende Anzahl an radialen Schnitten ausgeglichen wer-

den – aus Erfahrung reichen 15 Schnitte aus. Dieses Modell weist dennoch Nachteile 

auf, u.a. ist das Vorgehen mit einem sehr großen Pre-Processing-Aufwand verbunden, 

da die 3D-Schnitte vor dem Training vorbereitet werden müssen. Diese Schnitte zu 

erzeugen ist zeitintensiv. Der Vorgang kann somit nicht während des Trainings durch-

geführt werden. 

 

Anomalie-Erkennung 

Anwender sind daran gewohnt, Bilder selbst auf Plausibilität hin zu analysieren. KI wird 

heutzutage routinemäßig eingesetzt, um Anomalien in natürlichen Bildern zu finden. 

Von Interesse war, ob KI auch Anomalien in CFD-Bildern erkennen kann. Von allen 

Methoden zur Anomalie-Erkennung wurden diejenigen ausgeschlossen, die auf vor-

trainierte neuronale Netze beruhen, da CFD-Bilder natürlichen Bildern nicht ähnlich 

sind. 

 

In einem ersten Versuch wurde FenceGAN [3] in PyTorch nachprogrammiert. In der 

Theorie sind Bilder, die dieses Modell generieren kann, nicht von realen Bildern zu 

unterscheiden. Dennoch war das Training dieses Modells für Bilder mit großer Auflö-

sung nicht stabil. Zudem war es nötig, Grad-CAM zu implementieren, um eine Heat-

map zu erzeugen. Die Ergebnisse auf den CFD-Bildern waren nur knapp besser als 

zufällige Schätzungen. 
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In einem zweiten Versuch wurde RIAD [4] in PyTorch nachprogrammiert. Mit RIAD war 

es möglich, hoch aufgelöste Bilder zu verarbeiten. Zusätzlich liefert dieses Modell nativ 

eine Anomalie-Heatmap. Es wird ein Patch (mit üblicherweise 8x8 Pixeln) maskiert 

(der Inhalt wird entfernt). Das Modell versucht, die Information zu rekonstruieren. Falls 

die Rekonstruktion vom originalen Inhalt abweicht, ist dies ein Zeichen für eine Ano-

malie. 

 
Im Kern dieses Modells steht wieder ein U-Net. Das speziell für die Quasi-3D-Vorher-

sage der Aero-Lösung entwickelte U-Net konnte auch hier eingesetzt werden. Die 

Pipeline kann schematisch folgendermaßen dargestellt werden, siehe Abbildung 8. 

 

 

Abbildung 8: Pipeline zum Model-Training, von 2D-Strömung (links) bis zu dem Heatmap (rechts). 

 

Die Konfiguration (Abbildung 8, links) wird geschnitten und jeder Schnitt mit Aero-Lö-

sung in ein Bild umgewandelt. Es werden die fünf primitiven Größen betrachtet. Mas-

ken werden definiert (Abbildung 8, in schwarz dargestellt), die Bilder gehen durch das 

U-Net, die Information in den Masken wird vorhersagt, aus allen Vorhersagen werden 

die vollen Bilder rekonstruiert und am Ende wird eine Heatmap pro Größe erstellt. 

 

Dieses Modell ist zuerst auf dem MVTec Datensatz getestet worden. Tabelle 2 zeigt 

auf, dass die Leistung des Modells als sehr gut eingeschätzt werden kann (je größer, 

desto besser, max. Wert ist 1). 
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Tabelle 2: Ergebnisse auf dem MVTec Datensatz. 

Aufgrund einer Knappheit an CFD-Bildern mit Anomalien, wurden zur Bewertung des 

Modells testweise Anomalien innerhalb der CFD-Bilder selbst synthetisiert. Dafür wur-

den die Techniken Cut&Paste [5] und Mem-Seg [6] ausgewähltFehler! Verweisquelle 

konnte nicht gefunden werden.. 

Die Ergebnisse für CFD Bilder nach Hyperparameter-Tuning waren sehr gut, siehe 

Tabelle 3 mit Cut&Paste-Anomalien. 

 

 

Tabelle 3: Ergebnisse auf dem CFD Datensatz; Anomalien mit Cut&Paste-Technik synthetisiert. 

 

Unabhängig davon, welche Anomalie-Erkennungstechnik ausgewählt wird, bleibt un-

klar, an welcher radialen Position die Konfigurationen geschnitten werden sollen. An-

gesichts der hohen Kosten beim Schneiden einer Konfiguration, sollen in einem Nach-

folge-Projekt die konkret notwendigen Positionen bestimmt werden. 
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3.2 HAP4 Demonstration an Use Cases  

3.2.1 AP4.1 Use Case Definition 

Optimierungsstudien in Turbomaschinen bei Anwendung von AutoOpti 

Um eine weitere Reduktion des Treibstoffverbrauchs in Turbomaschinen zu ermögli-

chen, kommt der integralen Optimierung eine zunehmend entscheidende Rolle zu. Im 

Gegensatz zum Stand der Technik, zu dem einzelne Aspekte (Ringraum, Arbeitsver-

teilung, 3D-Design) einer Konfiguration sequentiell optimiert werden, kann durch die 

gesamtheitliche und gleichzeitige Optimierung aller Einflussfaktoren eine größere Wir-

kungsgradsteigerung erzielt werden. Insbesondere werden in frühen Design-Phasen 

zunächst Verfahren geringerer Ordnung (2D-Löser) verwendet, während spätere Fea-

tures mit Verfahren höherer Ordnung optimiert werden. Um also alle Aspekte abde-

cken zu können, bedarf es einer Prozesskette, in der 2D- und 3D-Verfahren angewen-

det werden können und die eine Übertragung zwischen allen Berechnungsverfahren 

ermöglicht. 

 

Im Rahmen des Vorhabens wurde dafür als konkreter Anwendungsfall eine Nieder-

druckturbine optimiert. Dabei kann neben der Ringraumkontur auch die Arbeitsvertei-

lung, die Reaktionsgrade der Stufen und die radiale Massenverteilung gleichzeitig mo-

difiziert werden. Eine Darstellung einer Niederdruckturbine in der CFD-Simulation ist 

in Abbildung 9 beispielhaft dargestellt. 
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Abbildung 9: Beispielhafte Abbildung einer Niederdruckturbine in der CFD-Simulation. 

 

3.2.2 AP4.2 Simulationen 

Simulationen 

Das DLR hat ein neuronales Netz zur Vorhersage der 3D-Strömung in TensorFlow 

entwickelt. Es handelt sich um ein Surrogate-Modell zu dem 3D-Strömungslöser 

TRACE. Dieses Modell soll als Low-Fidelity-Modell in einer Multi-Fidelity-Optimierung 

dienen. Mit diesem Multi-Fidelity-Ansatz wird eine Optimierung beschleunigt. Falls das 

Surrogate-Modell zu ungenau ist, verlässt sich der Optimierer nur auf dem High-Fide-

lity-Modell, TRACE. 

 

MTU möchte dieses Modell in die Optimierungskette einbinden, um es zu testen und 

damit zu optimieren. Vor Allem sollte Erfahrung mit dieser Art Model gesammelt wer-

den. Somit wurde das Modell nur mit Ein-Gitter Konfigurationen getestet. 

 

Trotz eines sehr hohen Speicherbedarfs wurde das Modell in der MTU mehrfach ge-

testet, mit der Erkenntnis, dass das Modell schnell lernt und die Aero-Merkmale gut 

wiedergegeben werden. Leider griff der Multi-Fidelity-Optimierer sehr früh exklusiv auf 

TRACE zurück. Grund dafür war, dass das Modell nicht in der Lage war, die Größe 

Entropie, ein Maß für die aerodynamisch zu minimierenden Verluste, genau vorherzu-

sagen, siehe Abbildung 10. 
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Abbildung 10:Korrelationsplots für Metriken in der Optimierung.  

 

In der Optimierung galt die Größe Massflow als Nebenbedingung. Diese Größe wird 

sehr gut getroffen. Entropie allerdings streut sehr stark, wie in Abbildung 10 erkennbar 

ist. Das zeigt auf, dass das Modell mit dieser Größe Schwierigkeiten hat. 

 

Das DLR ist im Laufe des Projektes auf ein anderes Modell umgestiegen. Dieses Mo-

dell hatte einen kleineren Speicherbedarf, allerdings waren die Trainingslaufzeiten mit 

ca. 20 Tagen auf CPUs für einen kleinen Datensatz von circa 100 Samples sehr lange. 

Es ist anzumerken, dass das DLR dieses Modell auf GPUs über 5 Tage trainiert hatte. 

Zudem hat das Modell nicht gut konvergiert. Die Situation konnte trotz umfangreichem 

Hyperparameter-Tuning nicht verbessert werden. Die Tests mit diesem Modell wurden 

abgebrochen. Stattdessen wurde sich auf die Machbarkeitsstudien konzentriert. 

 

2D-3D-Prozesskette für die Ringraumoptimierung in Niederdruckturbinen 

Zunächst wurde eine Prozesskette entwickelt, welche sowohl für die 2D-Ringraumop-

timierung mit 2D-Löser, als auch in Kombination für die 3D-Ringraumoptimierung, un-

ter Hinzunahme eines 3D-Lösers verwendet werden kann (Abbildung 11). 
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Abbildung 11: 2D-3D-Prozesskette für die Ringraumoptimierung. 

 

Der Ringraum wird jeweils parametrisch durch den selben Ringraumgenerator vorge-

geben. Die in der 2D-Umgebung verwendeten Variablen und erzeugten Ergebnisse 

können, weil immer der 3D-Kette vorgeschaltet, auch für die 3D-Optimierung verwen-

det werden. Ein Transformations-Tool übersetzt die Lösungen des 2D-Lösers in 3D-

Geometrien, welche weiterverwendet und danach ebenfalls modifiziert werden kön-

nen. 

 

Anhand dieser Prozesskette sind diverse Studien durchgeführt worden, deren Ergeb-

nis das Optimierungs-Modell und die Strategie für die Ringraumoptimierung definiert. 

Dabei bewies sich das vom DLR entwickelte Verfahren AutoOpti als Optimierungs-

Algorithmus als performanter gegenüber anderen Iteratoren: in einer geringeren Dauer 

konnte mehr Wirkungsgrad erzielt werden. Der isentrope Wirkungsgrad stellt die Ziel-

größe der Optimierung dar. 

 

Spezifikation der Ringraumoptimierung 

Als Optimierungsvariablen werden ein Abströmwinkel aus der 2D-Umgebung, ein Git-

terwinkel zur 3D-Geometriegenerierung und ein Ringraumkontur-Parameter definiert. 

Die Optimierung muss Nebenbedingungen sowohl in der 2D- als auch der 3D-Berech-

nung erfüllen, um z.B. den Betriebspunkt einzuhalten oder um die Herstellbarkeit der 

resultierenden Geometrie zu gewährleisten. Lediglich Ergebnisse, die diese Nebenbe-

dingungen erfüllen, sind gültig. Andere Ergebnisse werden verworfen. 
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Die Zielgröße der Optimierung ist der isentrope Wirkungsgrad. Hier gilt es, diesen zu 

maximieren. Durch die gesamtheitliche Optimierung von Ringraum und Beschaufelung 

(Arbeitsverteilung, Reaktionsgrad) konnte die Wirkungsgradsteigerung gegenüber der 

alleinigen Optimierung der Beschaufelung mit aus früheren Design-Phasen festgeleg-

tem und nicht verändertem Ringraum verdoppelt werden. 

 

Nachteilig in diesem Vorgehen ist jedoch der höhere Rechenbedarf und die erhöhte 

Optimierungsdauer durch die gesteigerte Anzahl an freien Variablen und Nebenbedin-

gungen. Daher wurde eine potentielle Steigerung der Performance in Form der Ein-

stellungen des Verfahrens AutoOpti untersucht, die im Folgenden näher vorgestellt 

wird. 

 

Optimierungsvariablen, -nebenbedingungen und -zielgrößen werden im weiteren Ver-

lauf nicht verändert. Variiert werden in folgenden Optimierungsstudien lediglich Ein-

stellungen an AutoOpti. Die generelle Festlegung auf AutoOpti als bester Iterator fand, 

wie beschrieben, bereits vorausgehend statt. Die unterschiedlichen Einstellungen für 

AutoOpti werden in Tabelle 4Fehler! Verweisquelle konnte nicht gefunden werden. 

dargestellt. Die aufgelisteten Begriffe werden im AutoOpti Manual des DLR erklärt. 

 

 

Tabelle 4: Einstellungen in AutoOpti. 
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3.2.3 AP4.3 Evaluierung & Best Practice 

Ergebnisse der Optimierungsstudien unter Anwendung unterschiedlicher Einstellun-

gen für AutoOpti 

In Abbildung 12 werden die Verläufe aus den unterschiedlichen 3D-Ringraum-Opti-

mierungen dargestellt. Relativ zu den anderen Optimierungen zeigt die Optimierung 

mit der aktuell installierten und industriell etablierten AutoOpti-Version die besten Er-

gebnisse: in einer vergleichbaren Zeit wird die größte Wirkungsgradsteigerung gene-

riert. 

 

Der Versuch, diese Einstellungen mit der neueren AutoOpti-Version darzustellen, d.h. 

die alte Version bestmöglich abzubilden, scheitern am Potential der Optimierung. An-

dere Variationen an der neuen Version zeigen ebenfalls nicht das vorher erreichte Po-

tential der 3D-Ringraumoptimierung. 

 

 

Abbildung 12: Unterschiedliche Optimierungs-Verläufe für verschiedene Einstellungen für AutoOpti bei 

einer 3D-Ringraumoptimierung. 
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Abbildung 13 zeigt die Anteile der Prozessschritte an der gesamten Dauer der Opti-

mierung. Es wird deutlich, dass der Iterator (hier AutoOpti) und die Ersatzmodellgene-

rierung auf den Rechnern, den größten und dominierenden Teil an der Optimierungs-

zeit einnimmt. Bei der Suche nach Potential zur Performancesteigerung wird empfoh-

len, genau hier weiter anzusetzen. 

 

 

Abbildung 13: Anteile an der Optimierungszeit. 

 
Abschließend zusammengefasst, ermöglichte das Projekt die Entwicklung einer Pro-

zesskette zur Optimierung von Ringraumkonturen in der Niederdruckturbine. Verschie-

dene Studien an der Einstellung der Optimierung und der Modellierung im CFD ermög-

lichten die Ermittlung einer gut funktionierenden Optimierungsstrategie, die noch ein 

Potential zur Performance-Steigerung aufweist. Dennoch konnte durch die gesamt-

heitliche Optimierung von Ringraum und Beschaufelung die Wirkungsgradsteigerung 

gegenüber einer Optimierung der Beschaufelung nach Stand der Technik verdoppelt 

werden. Die im Rahmen des Projekts etablierte Prozesskette wird in der Turbinenent-

wicklung, v.a. in der Vorentwicklung, etabliert und zukünftig standardmäßig angewen-

det. Studien zeigen eine Robustheit der Kette auch bei anderen Anwendungsfällen. 
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