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I. Einleitung und kurze Darstellung 

Der steigende Druck auf die Politik und die Gesellschaft, eine nachhaltige Mobilität zu gestalten, lässt 

sich in der nächsten Dekade und auch später nur zu einem begrenzten Anteil durch die Elektromobilität 

realisieren. In einer vollständigen CO2-Well-to-Wheel-Betrachtung zeigen rein elektrisch angetriebene 

Fahrzeuge Nachteile im Vergleich zu konventionellen Antriebsformen, die auf der motorischen Ver-

brennung basieren. Diese Nachteile liegen bei der Energiegewinnung und Verteilung, die in der Be-

trachtung aus Sicht einer Klimawirksamkeit unbedingt berücksichtigt werden müssen.  

Der Verbrennungsmotor hat aber unbestrittene Vorteile. Er ist weltweit verfügbar, hat einen hohen Rei-

fegrad, die Versorgung mit Treibstoff ist global etabliert und nicht zuletzt nutzt er Treibstoff mit hoher 

Energie bei geringem Gewicht und Volumen, was für mobile Anwendungen ein großer Vorteil ist. Somit 

eignet er sich grundsätzlich dazu als längerfristige Brückentechnologie genutzt zu werden bis evtl. an-

dere Antriebstechniken ausreichend verfügbar sind. 

Antriebssysteme zukünftiger Fahrzeuge in den Bereichen PKW und Nutzfahrzeug werden deshalb wei-

terhin einen hohen Grad an verbrennungsmotorischen Anteilen aufweisen. Dabei bieten heutige Fahr-

zeuge mit modernen Abgasnachbehandlungssystemen (AGN) bereits ein sehr geringes Emissionsni-

veau. Mit zunehmender Laufleistung von Fahrzeugen nimmt jedoch die Schadstoffumsetzung in den 

Katalysatoren der Abgasnachbehandlungssysteme kontinuierlich ab. Dieser als „Alterung“ bekannte Ef-

fekt tritt durch hohe thermische, chemische und mechanische Belastungen auf. Eine Betrachtung dieses 

Effektes ist bereits teilweise in den Fahrzeugfunktionen implementiert, welche jedoch Schwächen in 

Bezug auf die Varianz der Nutzungsprofile haben. Unterschiedliche Anwendungsfälle machen eine ge-

zielte Auslegung im Kontext der Fahrzeugnutzung über den Lebenszyklus unmöglich. Hier zeigt sich 

der Bedarf einer neuartigen Lösung. Bereits jetzt diskutierte gesetzliche Forderungen nach der soge-

nannten „In-Service-Conformity“ (ISC) stellt die Entwicklung nachhaltiger Abgassysteme vor neue 

Herausforderungen. Katalysator- und Filtersysteme müssen nach langen Nutzungsdauern, vielen Fahr-

zeugkilometern und in erster Linie sehr schlecht vorhersehbaren Einsatzgebieten in ihrer Leistung in 

Bezug auf den Schadstoffumsatz stabil und nachhaltig sein. Eine Herausforderung stellt dabei die lang-

sam über die Lebensdauer nachlassende Konvertierungsleistung dar, die deutlich komplexer in ihrer 

Detektion ist, als ein plötzlich einsetzender Defekt. Auch Betriebsarten und Regelstrategien müssen auf 

die Alterung der Komponenten angepasst werden, die es zu detektieren gilt. 

Um Alterungseffekte eines auf der Straße fahrenden Fahrzeugs zu identifizieren, ist es notwendig, die 

bereits in der OBD (On-Bord-Diagnose) vorhandenen Datenmengen über lange Zeiträume mittels einer 

robusten künstlichen Intelligenz (KI) auszuwerten, die Alterung zu quantifizieren und mit bekannten 

Alterungsmechanismen, sowie Motor- und Fahrzeugtests abzugleichen. 

Im Projekt KIARA sollten Alterungsmuster von Abgasnachbehandlungssystemen im Realbetrieb über 

den Lebenszyklus der Fahrzeuge mit Hilfe von künstlicher Intelligenz – „KI-Methoden“ – detektiert, 

analysiert und Lösungen für die Reduzierung der Alterung erarbeitet werden. Bei Diesel-PKWs ver-

schlechtert sich beispielsweise an untersuchten Abgasanlagen die Emissionen innerhalb von 120t km 

und führen zu einer Verdoppelung der Stickoxid- (NOx) und Kohlenstoffmonoxid-Emissionen (CO), 

sowie einem Kohlenwasserstoff-Emissionsanstieg (HC) um ein Drittel. Die zu entwickelnden KI-Me-

thoden sollen die Spitzenbelastungen des Abgasnachbehandlungssystems reduzieren und die Alterungs-

effekte abschwächen, sodass der alterungsbedingte Anstieg der Emissionen auf ca. 50 % begrenzt wer-

den kann unter Berücksichtigung der kommenden Abgasgesetzgebungen bei einer höheren Laufleistung 

und zusätzlichen Abgaskomponenten. 
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I.1 Aufgabenstellung 

Ziel des Projekts war die Entwicklung einer KI-basierten Methode zur Analyse und Reduzierung von 

Alterungsphänomenen bei Abgasnachbehandlungssystemen. Im Fokus stand die Erkennung und Prä-

diktion von Alterungsmustern einzelner Komponenten während des Fahrbetriebs, um durch gezielte 

Anpassungen in der Betriebsstrategie der Motoren die Alterung der Abgasnachbehandlungssysteme zu 

minimieren. Dabei lag ein besonderes Augenmerk darauf, die Emissionen auch im gealterten Zustand 

niedrig zu halten und einen hohen katalytischen Wirkungsgrad zu gewährleisten. 

Im Gegensatz zu bisherigen Ansätzen, die statische Eingriffe in die Motorbetriebsstrategie ohne Rück-

sicht auf reale Fahr- und Betriebszustände vorsehen, zielte die entwickelte KI-Methodik darauf ab, adap-

tive Strategien zu ermöglichen, die direkt auf Alterungsmechanismen und deren Auswirkungen auf die 

Emissionierung reagieren. Angesichts verschärfter gesetzlicher Vorgaben und der gesellschaftlichen 

Forderung nach nachhaltigen Mobilitätslösungen war es essenziell, innovative Ansätze zu entwickeln, 

um eine möglichst geringe Emissionierung und eine verlängerte Lebensdauer der Systeme sicherzustel-

len. 

I.1.1 Gesamtziel des Vorhabens 

Zur Einhaltung zukünftiger Abgasnormen (Euro 7 und danach) mit verschärften Randbedingungen, 

niedrigeren Emissionsgrenzwerten und einer Betrachtung der Emissionierung über die verlängerte Lauf-

leistung von Fahrzeugen, verfolgte das Vorhaben das Ziel, eine KI-Methodik zur Analyse, Bewertung 

und Optimierung von Abgasnachbehandlungssystemen und deren Komponenten zu entwickeln. 

I.1.2 Wissenschaftliche und technische Arbeitsziele des Vorhabens 

Das Projekt verfolgte mehrere wissenschaftliche und technische Ziele, die auf die Entwicklung und Op-

timierung von Abgasnachbehandlungssystemen mithilfe von Künstlicher Intelligenz (KI) ausgerichtet 

waren: 

Generierung von Trainingsdaten für die KI: Aufbau einer hochwertigen Datenbasis aus Feld- und 

Prüfstandsmessungen, die als Grundlage für die Entwicklung und das Training der KI-Algorithmen 

dient. 

Detektion von Alterungsmechanismen: Identifikation von Alterungseffekten durch Analyse der Mess-

daten und der KI-Logik, um ein tieferes Verständnis für die relevanten Mechanismen zu gewinnen. 

Prädiktion von Alterungsmechanismen: Entwicklung einer KI-Methodik, die es ermöglicht, zukünf-

tige Alterungszustände präzise vorherzusagen. 

Entwicklung einer datengetriebenen Bewertungsmethode: Konzeption eines Ansatzes zur datenba-

sierten Analyse und Optimierung der Leistungsfähigkeit von Abgasnachbehandlungssystemen über die 

gesamte Fahrzeuglebensdauer. 

Demonstration der KI-Integration: Nachweis der Funktionalität der entwickelten Methodik durch In-

tegration in eine virtuelle Fahrzeugumgebung am Engine-in-the-Loop (EiL)-Prüfstand, um die Anwend-

barkeit und Wirksamkeit der Ansätze unter praxisnahen Bedingungen zu demonstrieren. 

Darüber hinaus wurde eine umfassende Methodik entwickelt, die eine flexible Integration von Mess- 

und Sensordaten ermöglicht, um diese für die Erstellung eines angepassten KI-Modells zu nutzen. 

Hierzu wurde eine zentrale Plattform aufgebaut, die sowohl die Datenaufnahme als auch die Analyse 

und Bereitstellung von Daten für die KI unterstützt. Diese Plattform gewährleistet die Skalierbarkeit 

und Anpassungsfähigkeit der entwickelten Modelle und erleichtert deren Anwendung auf unterschied-

liche Fahrzeugsysteme und Einsatzszenarien. 
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I.2 Voraussetzungen unter denen das Vorhaben durchgeführt wurde 

Das Vorhaben wurde durch die Zusammenarbeit eines breit aufgestellten Konsortiums ermöglicht, das 

fundiertes Know-how und spezifische Kompetenzen in den erforderlichen Themenbereichen vereinte: 

Expertise in der Katalysatorentwicklung: Umicore als weltweit agierender Hersteller, spezialisiert 

auf die Entwicklung und Optimierung von Katalysatoren, brachte umfangreiche Erfahrung im Bereich 

der Abgasnachbehandlung und der Untersuchung von Alterungsmechanismen ein. 

Kompetenz in Datenanalyse und KI-Entwicklung: NorCom, spezialisiert auf die Entwicklung von 

Künstlicher Intelligenz und Big Data-Analysen, lieferte die notwendigen Werkzeuge und das Wissen 

zur Implementierung und Skalierung datengetriebener Modelle. 

Fahrzeug- und Abgassystemintegration: AVL als Partner mit umfassender Erfahrung in der Zusam-

menarbeit mit Automobilunternehmen und tiefen Einblicken in die Entwicklung und Analyse von Fahr-

zeugen sowie Abgasnachbehandlungssystemen trug entscheidend zur Validierung und Implementierung 

der entwickelten Methoden bei. 

Erfahrung in Messtechnik und Prüfstandintegration: Die Technische Universität Darmstadt brachte 

ihre langjährige Erfahrung in der Ausrüstung von Fahrzeugen mit Messtechnik und in der Übertragung 

von Motoren auf einen Engine-in-the-Loop (EiL)-Prüfstand ein. Dadurch konnten realitätsnahe Mess-

daten generiert und in einer simulierten Umgebung analysiert werden. 

Durch die Kombination dieser komplementären Kompetenzen entstand ein interdisziplinäres Konsor-

tium, das die Grundlagen für den Erfolg des Projekts legte. Die Synergien zwischen den Partnern er-

möglichten es, die relevanten Aspekte der Katalysatoralterung, der Datenanalyse und der Systemintegra-

tion ganzheitlich zu adressieren und innovative Lösungen zu entwickeln. 

 

I.3 Planung und Ablauf des Vorhabens 

Die Untersuchungen wurden erfolgreich im Rahmen der dreieinhalbjährigen Projektlaufzeit durchge-

führt. Das vorliegende Projekt wurde im Rahmen der folgenden sieben Arbeitspakete (AP) bearbeitet: 

AP1 Messkonfiguration, Fahrzeugflotte und Datenaufbereitung  

AP2 Analyse der katalytischen Alterung im Feld und Versuch sowie KI auf Komponenten-Ebene 

AP4 Abbildung realer Fahrzeugbedingungen am Engine-in-the-Loop Prüfstand und KI-Integration 

AP5 KI-Framework  

AP6 Anwendung und Bewertung der KI zur Alterungsdetektion 

AP7 KI-Plattform 

Die Arbeitspakete sind den einzelnen Projektpartnern ihren Haupt-Innovationsbeiträgen nach zugeord-

net. Eingerahmt werden die Arbeitspakete durch AP0 und AP7, die eine besondere Stellung einnehmen. 

AP0 beschreibt die Projektkoordination. In AP7 wird die Plattform und Infrastruktur aufgebaut, welche 

wichtig für den Datenaustausch zwischen den Partnern darstellt und die Bereitstellung der Ergebnisse 

für zukünftige Forschung und Nutzung sichert. Die zur Verfügung gestellten Daten entstammen aus 

verschiedenen Messungen. Eine Übersicht und Abgrenzung der Arbeitspakete sind in Abbildung 1 zu-

sammengefasst.  
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Abbildung 1: Verknüpfung der einzelnen Arbeitspakete 

Ein wesentlicher Aspekt des Projekts ist die Entwicklung einer KI. Die Plattformauswahl, sowie die 

grundlegende Entwicklung der KI finden in AP5 statt. Diese bildet die Grundlage anderer APs. In AP1 

werden zu Beginn die Messgrößen der Fahrzeugflotte und des Prüfstands zur Weitergabe an die Daten-

bank definiert. AP2 knüpft an die aus AP1 gewonnen Daten an. Hier werden die vorhandenen Daten 

plausibilisiert und evaluiert. Es findet eine Datenanalyse der Fahrzeugflotte im Hinblick auf die Kataly-

satoralterung statt, sowie eine Eventdetektion von Fahrmanövern, die in AP4 auf den Prüfstand übertra-

gen werden. Neben dem KI-Modell wird ein semiphysikalisches Modell entwickelt, welches auf physi-

kalischen Größen der Messungen beruht. Diese Entwicklung, sowie der Abgleich mit dem KI-Modell 

findet in AP3 statt. Weiterhin werden in AP3 die benötigten Größen für die Integration des KI-Modells 

für den Prüfstand definiert, sowie die benötigte Schnittstelle vorbereitet. Ebenso findet parallel zu AP3 

die Datenanalyse der Prüfstandsdaten statt In AP4 wird der für die Versuche benötigte EiL-Prüfstand 

aufgebaut und erweitert, sowie die Vermessung verschiedener Katalysatoren durchgeführt. Weiterhin 

findet in AP4 der Übertrag der kritischen Events aus AP2 statt. Somit kann eine gezielte Alterung mit 

anschließender Analyse der beeinflussenden Faktoren durchführt werden. AP6 bildet die Schnittstelle 

zwischen AP5 und AP4. Zu Beginn wird das KI-Modell plausibilisiert und evaluiert. Es findet weiterhin 

eine Anpassung der Eingangsdaten der KI auf Grundlage der in den anderen Arbeitspaketen erarbeiteten 

Einflussfaktoren statt. Abschließend wird das gewonnene KI-Modell mit vorhandenen OBD-Modellen 

verglichen und eine Potentialanalyse erarbeitet. 

Folgende Meilensteine wurden erreicht, die zur kontinuierlichen Überprüfung des Projektfortschrittes 

definiert wurden: 

Meilenstein 0 (MS0) 

Kickoff Meeting ist durchgeführt 

Fahrzeugflotte festgelegt (UMI) 

Meilenstein 1 (MS1) 

Datenplattform eingerichtet, „Datensenke“ für eingehende Fahrzeug-Rohdaten nutzbar (AP 1, NC) 

Anforderungsanalyse Architektur KI-Plattform abgeschlossen (AP 7, NC) 

Fahrzeuge und Prüfstand mit relevanter Messtechnik ausgestattet (AP 3, VKM) 
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EiL – Prüfstand in Betrieb genommen (AP 4, VKM) 

Analyse der ersten Flottenmessdaten bezüglich Alterungsverlauf aus OBD-Berechnung und Refe-

renzmessungen abgeschlossen (AP 6, AVL) 

Bereitstellung Referenzsysteme für Prüfstandsmessungen (AP 2, UMI) 

Meilenstein 2 (MS2) 

Datensenke für Gesamtdaten (Fahrzeug und Prüfstand) nutzbar (AP 1, NC) 

KI-Vorhaben wurde definiert und Proof of Concept Model-Training durchgeführt (AP 5, NC) 

Technischer Durchstich implementiert und Plattform bereit für User Onboarding (AP7, NC) 

Kritische Realfahrtevents wurden auf den Prüfstand übertragen (AP 4, VKM) 

Indikatoren für Katalysatoralterung identifiziert (AP 3, VKM) 

Struktur und Aufbereitung der KI-Trainingsdaten definiert (AP 6, AVL) 

Meilenstein 3 (MS3) 

Für Alterung relevante Features / Data Partitions wurden identifiziert und validiert (AP 5, NC) 

Datenanbindung und Datenmanagement / schnelle Suche implementiert (AP 7, NC) 

Schnittstellen für KI-Integration am Prüfstand implementiert (AP 3, VKM) 

Erstanalyse der bestehenden Feld- und Prüfstandsdaten mittels initialem KI-Modell abgeschlossen 

und mit Referenzdaten aus OBD und Referenzmessungen abgeglichen (AP 6, AVL) 

Abgleich synthetischer Alterungsverfahren mit realen Ergebnissen aus Fahrzeugabgasanlagen (AP 

2, UMI) 

Meilenstein 4 (MS4) 

KI-Lifecycle auf Basis bestehender Ansätze und Features implementiert, Model training pipeline 

nutzbar (AP5, NC) 

Daten/Modelmanagement in KI-Plattform integriert (AP7, NC) 

KI am Prüfstand in Betrieb genommen und erste Berechnungen durchgeführt (AP 4, VKM AP 6, 

AVL) 

Initiales Alterungsmodell erstellt (semiphysikalisches Modell) (AP 3, VKM) 

Meilenstein 5 (MS5) 

KI-Optimierung durch Feedback Ergebnisse / Trainingsdaten (test design) (AP5, NC) 

Automatisierung und Produktivsetzung in KI-Plattform implementiert (AP 7, NC) 

Methode für zeitlich geraffte Katalysatoralterung erstellt (AP 4, VKM) 

Bewertung der Anwendbarkeit der KI zur Alterungsdetektion anhand von Messdaten sowie im on-

line-Einsatz am EiL-Prüfstand abgeschlossen (AP 6, AVL) 

Meilenstein 6 (MS6) 

KI-Funktionsnachweis erbracht (AP 0) 

Übertrag Methoden (Transfer-Learning) und methodischer Ausblick erstellt (AP 5, NC) 

Performanceoptimierungen durchgeführt (AP 7, NC) 

Erweiterung der KI um simulierte Fahrten abgeschlossen (AP 3, UMI) 

Muster-/Attributerkennung unter Anwendung der KI sowie Potentialanalyse zur Anwendung der KI 

im Motorsteuergerät abgeschlossen (AP 6, AVL) 
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I.4 Wissenschaftlicher und technischer Stand an den angeknüpft wurde 

Abgasnachbehandlungssysteme moderner Fahrzeuge sind je nach Fahrzeugtyp und Anwendungsfalls 

spezifisch aufgebaut. Sie setzen sich je nach Motorkonzept aus einem (einfacher Ottomotor/ Otto-Hyb-

rid) oder mehrerer (Nutzfahrzeugdieselmotor und moderne Diesel-PKW) hintereinander angeordneten 

Katalysatoren zusammen, die bedarfsgerecht dimensioniert werden. Somit ergibt sich bei einem breiten 

Fahrzeugspektrum eine sehr große Variantenvielfalt an Abgasnachbehandlungssystemen (Abbildung 2). 

Die zunehmende Systemvielfalt und Komplexität der Abgasnachbehandlungssysteme stellen steigende 

Anforderungen an die Kontroll- und Überwachungssysteme des Fahrzeugs dar. 

 

Abbildung 2: Systemvielfalt der Abgasnachbehandlungssysteme 

Im Rahmen aktueller Antriebsstränge finden Abgasnachbehandlungssysteme Anwendung, für deren Be-

trieb das Motorsteuergerät mit zusätzlichen Steuergeräten eine möglichst optimale Betriebsstrategie der 

Abgasnachbehandlung gewährleisten soll. Adaptionen hinsichtlich Alterung der Katalysator- und Fil-

tersysteme sind heute teilweise in den Betriebsstrategien insofern integriert, dass z.B. auf Umgebungs-

bedingungen, wie Temperaturen und Kraftstoffqualitäten eingegangen wird. So werden Regenerations-

intervalle (Partikelfilter) und Entschwefelungsprozesse (NOx-Speicherkatalysator) bereits flexibel ge-

steuert. Auch andere erforderliche AGN- und OBD-Strategien werden entsprechend einer Priorisierung 

gesteuert. Diese Verfahren beziehen sich auf kurz- und mittelfristige Alterungsprozesse, sowie teils re-

versible Vergiftungseffekte, die gut messtechnisch und modellbasiert erfassbar sind. Der Einsatz künst-

licher Intelligenz zur fahrzeugspezifischen Erkennung von Alterungszuständen und eine langfristige 

Anpassung der ECU-Betriebsstrategien liegen zum aktuellen Zeitpunkt nicht vor.  

Im Kontext wissenschaftlicher Untersuchungen und Veröffentlichungen wurde bereits 2008 die Anwen-

dung von neuronalen Netzen und anderen maschinellen Lernverfahren zur Beschreibung der chemi-

schen Prozesse in Katalysatoren untersucht [Fehler! Verweisquelle konnte nicht gefunden werden., 

Fehler! Verweisquelle konnte nicht gefunden werden., Fehler! Verweisquelle konnte nicht gefun-

den werden.]. Die Anwendung der künstlichen Intelligenz adressiert hier die hohe Komplexität von 

chemischen Reaktionen, die durch heute verwendete physikalische Modellansätze nicht in vollständig 

beschreiben können. Die Verwendung von künstlicher Intelligenz im Fahrzeug ist im Bereich der An-

triebstechnik am weitesten verbreitet. Prädiktive Betriebsstrategien finden beispielsweise im Rahmen 

von Hybridfunktionsentwicklungen bei Fahrzeugen Anwendung [Fehler! Verweisquelle konnte nicht 

gefunden werden.]. 
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Es liegen zum aktuellen Zeitpunkt keine bekannten Arbeiten vor, die die antriebsstrangunabhängige 

Identifikation von Alterungsmechanismen und eine adaptive ECU-Anpassung mit einem Ansatz mittels 

künstlicher Intelligenz verfolgen. 

 

I.5 Zusammenarbeit mit anderen Stellen 

Das Projekt wurde gemeinsam mit AVL (AVL-S und AVL-D), NorCom und dem Institut für Ver-

brennungskraftmaschinen und Fahrzeugantriebe der Technischen Universität Darmstadt, als 

Projektpartner durchgeführt. Im Konsortium mit IVD Deutschland GmbH (D-64285 Darmstadt) zu-

sammengearbeitet. IVD Deutschland GmbH war als Unterauftragnehmer von Umicore und der TU 

Darmstadt beteiligt. Neben der Bearbeitung und Verantwortung der jeweiligen Arbeitspakete gab es 

Schnittstellen über die gesamte Projektlaufzeit. Hinzukommt ein Unterauftrag zwischen Umicore und 

der Technischen Chemie der Technischen Universität Darmstadt für den Bereich der Modernisierung 

des Umicore-eigenen Simulationsprogramms durch die Ergänzung von KI-Technologien. 

Die etablierte und seit vielen Jahren enge Zusammenarbeit zwischen TU Darmstadt und Umicore konnte 

über das gesamte Projekt erfolgreich fortgeführt werden. Die Projektpartner ergänzen sich hinsichtlich 

ihrer Kompetenzen und konnten somit gemeinsam wesentlich zum Projekterfolg beitragen. Grundlage 

für den Erfolg des Projekts war die sehr gute Kommunikation zwischen den einzelnen Projektpartnern.  

II. Eingehende Darstellung 

II.1 Verwendung der Zuwendung und des erzielten Ergebnisses 

Im Folgenden werden die auf Basis der erhaltenen Zuwendung erzielten Ergebnisse detailliert im Rah-

men der Arbeitspakete AP0, AP1, AP2, AP3, AP4 und AP5 diskutiert. Darüber hinaus werden Umicore 

Beiträge zu anderen Arbeitspaketen erläutert. 

II.1.1 AP0 Projektleitung / -koordination 

Die wissenschaftlich-technische Koordination des Projekts entsprechend des Zeit- und Meilensteinplans 

wurde erfolgreich durchgeführt. Die Kommunikation der Partner im Konsortium und gegenüber dem 

Projektträger verlief reibungslos und auf sehr offene, vertrauensvolle Weise. 

Alle Zeit- und Meilensteine wurden erreicht. Alle Berichte gegenüber dem Projektträger wurden frist-

gerecht eingereicht. 

Neben dem Kick-Off Meeting im Juli 2021 wurden insgesamt weitere 15 Regeltermine teilweise Online, 

aber auch vier vor Ort Treffen abwechselnd bei den Partnern durchgeführt. Hier wurden die Projekter-

gebnisse vorgestellt, die Berichterstattung an den Projektträger überwacht und die Einhaltung des Mei-

lensteinplanes abgestimmt. Zusätzlich wurden die Beiträge für Fachkonferenzen mit den Partnern abge-

stimmt. 

Zusätzlich gab es einen wöchentlichen Telefonkonferenztermin über den gesamten Projektzeitraum zur 

Bearbeitung der anstehenden Aufgaben und einem engen Austausch über die Arbeiten. Die Kommuni-

kation und der Informationsfluss war aber nicht darauf beschränkt und funktionierte, dank dem Enga-

gement aller Partner, immer vorbildlich. 
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II.1.2 AP1 Messkonfiguration, Fahrzeugflotte und Datenaufbereitung 

Auf Grund der Fahrzeugverfügbarkeit ergab sich in Arbeitspaket 1 je nach Fahrzeugtyp für den Start 

der Datenerfassung mehrere Monate Verzug. Durch die Auswahl der Kooperationspartner im Logistik-

bereich ist es uns möglich, durch Fahrzeuge mit hohen Laufleistungen diesen Verzug zu minimieren. 

Auch hat Umicore zusätzliche Daten aus einem vergangenen Dauerlauf dem Konsortium zur Verfügung 

gestellt und wird in den kommenden Wochen noch zusätzliche Daten dieses Fahrzeuges bereitstellen. 

Dadurch stellen wir sicher, dass die Entwicklung der KI-Modelle mit Daten trainiert werden, die zwar 

nicht aus dem aktuellen Dauerlauf stammen, aber einen zusätzlichen Gewinn für das Projekt ergeben. 

Es ist somit auch möglich bereits Modelle zu testen, bevor die eigentlichen Daten verfügbar sind. 

II.1.2.1 AP1.1 – Datenerfassung 

Die Fahrzeugflotte besteht final aus fünf Fahrzeugen. 

Tabelle 1: Übersicht aller Fahrzeuge. Grün bedeutet Fahrzeug verfügbar und Dauerlauf läuft; Gelb Fahrzeug 

verfügbar und in der Aufrüstung; rot Fahrzeug nicht verfügbar, Suche nach Alternativen; Durchgestrichen 

Fahrzeug nicht relevant für das Projekt. 

Fahrzeug EiL Abgassystem Bemerkung Betreuender 
Partner 

Pkw Diesel-
Hybrid (LDD) 

  Euro 6   UMI 

Pkw Diesel-
Hybrid (LDD) 

  Euro 6   UMI 

  Pkw Diesel 
(LDD) 

Euro 6 Alterung und KI TUDA 

Pkw Otto (GSL)   Euro 6 Messtechnik und Schnittstellen, Vali-
dierung 

TUDA 

  Pkw Otto 
(GSL) 

Euro 6 Validierungsprüfstand TUDA 

Transporter 
Diesel (LCV) 

  Euro 6 Verteilerverkehr UMI 

Transporter 
Diesel (LCV) 

  Euro 6 Verteilerverkehr UMI 

Transporter 
Diesel (LCV) 

  Euro 6 Langstrecke UMI 

Transporter 
Diesel (LCV) 

  Euro 6 Langstrecke UMI 

Lkw Diesel 
(HDD) 

  HDD Müllfahrzeug UMI 

Lkw Diesel 
(HDD) 

  HDD Müllfahrzeug UMI 

Lkw Diesel 
(HDD) 

  HDD Langstrecke UMI 

Lkw Diesel 
(HDD) 

  HDD Langstrecke UMI 

  Lkw Diesel 
(HDD) 

HDD Validierungsprüfstand TUDA 

 

Die Fahrzeugsituation lässt sich wie folgt erläutern: 

• Diesel-Pkw über Umicore (Dienstfahrzeuge) sind nicht im Projekt einsetzbar, da es keine Frei-

gabe von den Leasinggesellschaften für Umbauten an den Fahrzeugen gibt. Auch wenn ein 

Rückbau schriftlich zugesichert wurde, gab es keine Freigabe. Diese Fahrzeuge wurden durch 

alte Dauerlaufdaten ersetzt. 

• 2 Otto-Pkw sind bereits im Dauerlauf. Das erste Fahrzeug ist der BMW 330e, den die TU-

Darmstadt für das Projekt nutzt. Das zweite Fahrzeug ist ein Renault Kadjar, welcher bei 

Renault in Rumänien auf einem 200.000 km Rollendauerlauf in einem RDE-Zyklus (Real-Dri-

ving-Emission-Zyklus, dt. Realfahrtemissionszyklus) seit Januar 2023 gefahren wird. 
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• Ein Leichtes Nutzfahrzeug ist ein Mercedes-Benz Sprinter der Firma Maintaler Express Logis-

tik GmbH & Co. KG, welcher etwa 290.000 km zum derzeitigen Stand sammeln konnte. Es gab 

zwischenzeitlich Probleme an dem Fahrzeug mit dem AGR-Ventil, die etwa 2,5 Monate Stand-

zeit auf Grund fehlender Teile erzeugt haben. Auch gab es defekte an der Messtechnik, die 

behoben wurden. 

• Lkw Müllfahrzeuge: Beide Fahrzeuge sind seit Dezember 2023 am Laufen und sammeln Stun-

den bzw. km. Ein Fahrzeug wird im September um einen Durchflusssensor für Diesel-Kraftstoff 

erweitert. 

• Lkw Langstrecke wurden beide gestrichen, da der Aufbau und die zu erwartende Laufleistung 

bis zum Ende des Projektes zu kurz sind, als dass sie einen Einfluss für das Training der KI 

haben könnten. 

• Zusatzfahrzeuge mit minimaler Messtechnik (OBD-Datenlogger) über den Konsortialpartner 

AVL sind auf Grund anhaltender Probleme mit der Einbindung der Datalogger gestrichen. Die 

Hardware ist nicht kompatibel zu unserer Datenplattform und die Bereitstellung der Daten kann 

nicht, wie geplant, erfolgen. Der zusätzliche Aufwand die Daten anzupassen, würde mit den 

weiteren Datalogger interferieren. 

II.1.2.1.1 Messkonfiguration und Fahrzeugaufbauten 

Umicore und die TUDa haben sich zu Beginn des Projekte darauf verständigt, die Fahrzeuge mit Mess-

technik-Hardware der Firma IPETRONIK auszurüsten. Beide Projektpartner hatten aus früheren Pro-

jekten bereits viel Erfahrung mit der Hardware sammeln und diese im Projekt einsetzen können, um die 

Fahrzeugaufrüstung so zeitnah wie möglich gestalten zu können. 

Basierend auf Erfahrungen aus früheren Forschungsarbeiten wurde entschieden, NOx-Sensoren zur Be-

stimmung der Alterung der Abgasnachbehandlungssysteme einzusetzen. Diese Sensoren zeichnen sich 

durch hohe Zuverlässigkeit und einfache Integration aus und sind bereits in modernen Diesel-Fahrzeu-

gen üblicherweise verbaut. Im Projekt wurden die NOx-Sensoren an strategischen Positionen im Ab-

gasstrang installiert vgl. Abbildung 4, sowohl vor als auch hinter den Katalysatoren, um Differenzen 

und Veränderungen in der Schadstoffkonvertierung präzise erfassen zu können.  
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Abbildung 3: Sensoren im Abgasstrang des BMW 330e; Temperatur (grün), Druck (blau), NOx (rosa), NH3 (gelb) 

Neben der NOx-Konzentration wurden weitere Parameter als entscheidend für die Beschreibung des 

Katalysatorzustands identifiziert, insbesondere die Temperatur, der Druck und der Massenstrom durch 

den Katalysator. Während der Abgas-Massenstrom teilweise aus den fahrzeuginternen Daten direkt über 

die ECU ausgelesen werden konnte, wurden spezifische Temperatursensoren und Druckaufnehmer in-

tegriert, um eine vollständige Charakterisierung des Systems zu ermöglichen. Diese Messgrößen sind 

essenziell, um im späteren KI-Modell als Eingangsgrößen (Features) zu dienen, während die NOx-Werte 

als Zielgrößen für die Modellbildung verwendet werden. 

Für die Datenerfassung und Übertragung kam ein Datenlogger zum Einsatz, der sowohl analoge Signale 

als auch CAN-basierte Daten simultan erfassen, verarbeiten und auf einen zentralen FTP-Server hoch-

zuladen kann. Neben den zusätzlichen Sensordaten wurden auch relevante fahrzeuginterne Daten, die 

über die ECU ausgelesen werden konnten, in den Datensatz integriert und zusammen mit den externen 

Sensormessungen gespeichert. Dadurch wurde eine kontinuierliche und lückenlose Überwachung des 

Systems gewährleistet. 

Die Daten, die auf dem FTP-Server gesammelt wurden, bildeten die Grundlage für die weitere Verar-

beitung in der KI-Plattform. Die Kombination aus umfassender Sensorintegration, effizienten Datenlog-

gern und einer zentralen Datenspeicherlösung ermöglichte eine systematische Erfassung und Bereitstel-

lung der für das Projekt notwendigen Daten. Der detaillierte Messstellenplan für das Hybridfahrzeug ist 

in Fehler! Verweisquelle konnte nicht gefunden werden. dargestellt und dokumentiert die spezifische 

Platzierung der Sensorik und die Konfiguration der Messhardware. 



Schlussbericht; Zeitraum 01.07.2021 – 31.12.2024  13 

Vorhaben KIARA, Förderkennzeichen: 19I21032A 

 

Abbildung 4: Messstellenplan für Otto-Hybrid (oben) und Dieselfahrzeuge (unten) 

 

Abbildung 5: Fahrzeugauswahl Dieselfahrzeuge; Mercedes-Benz Sprinter 311CDI (links), Faun Rotopress (mitte), Faun Va-

riopress (rechts) 

 

Abbildung 6: Einbaubeispiel der Fahrzeugmesstechnik im Renault Kadjar. Auf der linken Seite Spannungsversorgung für die 

Messtechnik und das Fahrzeug (nicht Serie, da es sich nicht um ein Serienfahrzeug handelt), sowie System-Notabschaltung 

und Einschaltbox Messtechnik (grau). Auf der rechten Seite befindet sich der Datenlogger (schwarze Box mit goldenen Kühl-

rippen), Sensorbox (goldfarben) für Temperatur- und analoge Sensorsignale, und einen CAN-Bus-Hub (schwarze Box) zur 

Zusammenfassung der CAN-Bus-Sensorik und OBD-Fahrzeugdaten auf einen CAN-Bus des Datenloggers. 
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II.1.2.1.2 AP1.2 - Alterung am Fahrzeug 

Für Testung und Validierung der KI-Modelle stellt Umicore aus einem alten Projekt mit ähnlichem 

Messtechnikaufbau und zusätzlichen Tests auf dem Rollenprüfstand Fahrzeugdaten zur Verfügung. Die 

Daten wurden bereitgestellt und mit in das Projekt integriert. 

Die fünf laufenden Fahrzeuge für das Projekt sammeln derzeit Stunden und km für das Projekt und 

werden in regelmäßigen Abständen gesichtet, auf Plausibilität geprüft und den Partnern über die 

DaSense-Plattform von NorCom allen Partnern bereitgestellt. 

Alle Fahrzeuge wurden mit ähnlicher Messtechnik der Firma IPETRONIK ausgestattet mit dem Ziel 

eine möglichst breite Datenbasis zu schaffen und auch den Faktor der Technologieoffenheit zu prüfen. 

So kann ein Otto-Hybrid von den Alterungsmechanismen mit Dieselfahrzeugen, noch dazu Pkw mit 

Lkw, verglichen werden und Parallelen für die Modellentwicklung er-mittelt werden. Daher wurde ein 

leichtes Nutzfahrzeug, sowie zwei Lkw ausgewählt. Diese verfügen über sehr unterschiedliche Fahrpro-

file. Das leichte Nutzfahrzeug, ein Mercedes-Benz Sprinter 311CDI, fährt Langstrecke und läuft 5-6 

Tage die Woche. Bei den Lkws handelt es sich um zwei Abfallsammler der Frankfurter Entsorgungsbe-

triebe (FES) mit unterschiedlichen Auf-bauten für unterschiedliche Aufgaben, mit eher kurzen Fahrstre-

cken bei langen Standzeiten. Bei einem Fahrzeug handelt es sich um eine sogenannte Rotopress (rotie-

rende Trommel für eher „nasse“ Abfallsorten) und bei dem anderen Fahrzeug handelt es sich um eine 

sogenannte Vario-press, die beispielsweise für Sperrmüll und Papierabfälle verwendet wird. Die unter-

schiedlichen Hydrauliksystem erzeugen unterschiedliche Lastprofile aus ihrer Anwendung, die wiede-

rum für eine unterschiedliche Belastung des Abgassystems sorgen können. 

Zusätzlich wurde ein internes Versuchsfahrzeug (Renault Kadjar) mit in die Datensammlung integriert, 

welches eine streng definierte Real-Driving Emission (RDE) Strecke zurücklegt. Diese Strecke soll trotz 

unterschiedlicher Außenbedingungen von Jahreszeit, Temperatur, Verkehr usw. eine Reproduktion von 

Ereignissen ermöglichen bzw. untersuchen. 

II.1.2.1.3 AP1.3 - Synthetische Alterungsverfahren 

Von Seiten Umicore wurde dieser Teil gegen Projektende an die TUDa als Unterauftrag vergeben, da 

Umicore einen Teil nicht mehr Intern abdecken konnte aus personellen Gründen. Zum einen hat Um-

icore Daten von synthetischen Alterungsverfahren an Motorenprüfständen für den BMW 330e der 

TUDa zur Verfügung gestellt. Damit soll die Verbindung zu verwendeten Daten aus der generellen Ka-

talysatorentwicklung und realen Fahrzeugdaten geschaffen werden bzw. die aktuellen Alterungsmetho-

den auf ihre Relevanz und Aktualität geprüft werden. Zum anderen hat Umicore Katalysatormuster syn-

thetisch nach den generellen Alterungsbedingungen für die gegebenen Katalysatoren gealtert, die dann 

bei der TUDa gegenvermessen wurden. Weiteres wurde im Arbeitspaket AP4 (II.1.5) bearbeitet. 

II.1.3 AP2 Analyse der katalytischen Alterung im Feld und Versuch sowie KI auf Komponenten-

Ebene 

In Zusammenarbeit von AVL-D, AVL-S, NorCom und TUDa wurde das Arbeitspaket AP2 durchge-

führt und die gesammelten Daten nach den Indikatoren für die Katalysatoralterung evaluiert. Ein Teil 

der Indikatoren ist bereits durch synthetische Alterungsverfahren in der Anwendung, aber auch neue 

bzw. das Zusammenspiel von unterschiedlichen Indikatoren wurde untersucht. Die gefundenen Indika-

toren werden auf ihre Eignung für die KI geprüft und die Ergebnisse fließen zurück in das Arbeitspaket 

AP1, sofern zusätzliche Größen zur Aufzeichnung benötigt werden. 

II.1.3.1 AP2.1 - Alterung am Fahrzeug 

Wie bereits in II.1.2.1.2 beschrieben wurden auf Grund der Verzögerungen im Projekt von Seiten Um-

icore Altdaten aus verschiedenen Projekten bereitgestellt, um zu einem frühen Zeitpunkt erste Daten 
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zum Training der KI zur Verfügung zu stellen. Nach und nach konnten im Verlaufe des Projektes die 

vorbereiteten Fahrzeuge in Betrieb genommen werden und zur Datensammlung beitragen. 

Auf Grund der Anzahl an Fahrzeugen und dem Personalmangel auf Seiten Umicore, wurden die Prüf-

standstests am Motorenprüfstand und Rollenprüfstand bei Umicore gestrichen. Es wurde entschieden 

die Fahrzeuge möglichst lange auf der Straße zu halten und auch nach Projektende weiter zu beobachten. 

Dadurch entstand für das Projekt selber kein Nachteil. Auch ist die Alterung der Katalysatoren im Laufe 

des Projektes deutlich geringer, wie ursprünglich erwartet. Im Besonderen sticht hier der Mercedes-

Benz Sprinter hervor, der bei über 290.000km immer noch eine sehr gute NOx-Konvertierungsleistung 

hat und noch weit von seinem Katalysator-Lebensende entfernt ist. 

II.1.3.2 AP2.3 - UAN UMI TC - KI-basierte Simulation von chemischen Alterungseffekten 

Der Unterauftrag wurde von der Technischen Chemie der TUDa durchgeführt. 

II.1.3.2.1 Upgrade der Umicore eigenen Simulationssoftware im Hinblick auf maschinelles Ler-

nen 

Die zum Zeitpunkt des Projektstarts von Umicore verwendete Software für die Simulation von Kataly-

satorsystemen war über mehr als 15 Jahre zusammen mit der TU Darmstadt entwickelt worden. Durch 

die Beteiligung zahlreicher Programmierer war die Struktur des FORTRAN Codes unübersichtlich und 

kaum noch wartbar. Insbesondere war es durch die gewachsene Komplexität nahezu unmöglich neue 

Methoden wie z.B. maschinelles Lernen in den Code zu integrieren. Deshalb wurde zunächst eine Eva-

luierung des vorliegen Codes durchgeführt. Dabei hat sich gezeigt, dass das Programm aus numerischer 

Sicht dem Stand der Technik entspricht und zu-nächst kein Bedarf besteht, den eigentlichen numeri-

schen Kern des Simulators von Grund auf neu aufzusetzen. Problematisch ist vielmehr die unübersicht-

liche und kaum dokumentiere Verschachtelung der einzelnen Routinen. Zur Behebung dieser Probleme 

wurden folgende Aktionen durchgeführt: 

• Jedes einzelne Unterprogramm wurde neu dokumentiert. 

• Schnittstellen zwischen den Unterprogrammen wurden vereinheitlicht. 

• Historisch hatte sich verschiedene Varianten des Programms für verschiedene Anwendungen 

etabliert. Diese verschiedenen Zweige wurden in eine Version zusammengeführt.  

• Das Programm wird jetzt in einem GitHub verwaltet. Damit ist eine professionelle Versions-

kontrolle gewährleistet. 

Durch die transparente Struktur ermöglicht der überarbeitete Code die effiziente Integration maschinel-

ler Lerntechniken in den existierenden Simulator. Die Restrukturierung des Programms bietet die Mög-

lichkeit, die nicht rechenzeitintensiven Teile des Codes in die einfachere Programmiersprache Matlab 

zu überführen und nur noch die numerisch aufwändigen Lösungsschritte in FORTRAN durchzuführen, 

siehe II.1.3.2.1.1 für weitere Details. Auf diese Weise wird die Implementierung von maschinellen Lern-

techniken noch einmal vereinfacht.  

Mit der aktualisierten Version des physikalischen Simulators wurden von der TU Darmstadt Trainings-

daten für die Maschinenlernmodelle erzeugt, siehe AP2.3.1.2. im Bericht der TU Darmstadt. Dabei sind 

keine signifikanten Fehler aufgetreten. Zudem wurden das thermische Modell sowie das Massentrans-

fermodell des von Umicore entwickelten Simulators an der TU Darmstadt in Python nachgebaut und in 

den Maschinenlernworkflow integriert. Vergleiche der Python Implementierung mit der ursprünglichen 

FORTRAN Implementierung liefern eine hervorragende Übereinstimmung. Dies kann als weitere Va-

lidierung des Programmcodes angesehen werden. 
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II.1.3.2.1.1 Bereitstellen des Programms als MEX-File zum effizienten Erstellen von Trainingsda-

tensätzen für das maschinelle Lernen von Katalysatormodellen 

Basierend auf dem überarbeiteten Programmcode wurde ein Matlab MEX-File erstellt, das die Massen-

bilanzgleichungen für ein einzelnes axiales Volumenelement des Katalysators löst. Dieses MEX-File 

erlaubt es, sämtliche nicht zeitkritischen Rechnungen der Reaktorsimulation in Matlab zu programmie-

ren, so dass nur noch die rechenzeitintensive Lösung der Massenbilanzgleichungen in FORTRAN 

durchgeführt wird. Diese Struktur vereinfacht ad-hoc Modifikationen des Programmcodes und erhöht 

so die Flexibilität der Simulationsarbeit. Insbesondere vereinfacht die neue Struktur die Implementie-

rung von maschinellen Lernverfahren in den existierenden Simulator. Ein Matlab-Simulator, der ledig-

lich die Massenbilanzgleichungen mittels des MEX-Interfaces in FORTRAN löst, wurde erfolgreich 

aufgesetzt.  

Der überarbeitete Simulator wurde der TU Darmstadt als MEX-File zur Verfügung gestellt. Mit dieser 

Version konnten Datensätze für die Entwicklung von Maschinenlernverfahren erstellt werden. Das 

MEX-Interface zur Lösung der Bilanzgleichungen für ein einzelnes Volumenelement wurde besonders 

zu Beginn von AP2.3.1.2. von den Projektpartnern am Institut für Technische Chemie der TU Darmstadt 

benötigt, um basierend auf Maschinenlernverfahren laufzeiteffizientere Simulatoren zu entwickeln und 

physikalisches Wissen in neuronale Netze zu implementieren. 

II.1.3.2.1.2 Erarbeiten eines vereinfachten reduzierten Modells eines Drei-Wege-Katalysators 

zum Erzeugen von Datensätzen für die Entwicklung von Neuronalen Netzwerken 

Wegen der bei Umicore existierenden Vorarbeiten wurde entschieden, die Entwicklung von Maschinen-

lernmodellen zunächst am Beispiel des Drei-Wege-Katalysators für Benzinfahrzeuge voranzutreiben. 

Dazu wurden der TU Darmstadt als Trainingsdaten für die Entwicklung von neuronalen Netzwerken 

simulierte Daten eines realen TWC-Fahrzyklus inklusive aller im Abgas vorkommenden Komponenten 

zur Verfügung gestellt. Erste Versuche an der TU Darmstadt ergaben, dass diese Datensätze für den 

Anfang zu komplex sind, und dass es effizienter ist, mit einfacheren Modellen mit weniger Variablen 

zu beginnen. Umicore hat deshalb vereinfachte Modelle mit weniger Spezies erstellt. Ein erstes Modell 

beinhaltet lediglich die Komponenten H2, H2O und O2. Ein zweites Modell enthält zusätzlich CO und 

CO2.  

Um eine frühzeitige Validierung der Maschinenlernmodelle zu ermöglichen, wurden bei Umicore die 

vereinfachten Systeme am Laborprüfstand vermessen. Dazu wurde an dem Laborprüfstand eine modell-

basierte Lambdaregelung implementiert. Der neue Aufbau erlaubt es, die vereinfachten Modelle am 

Laborprüfstand zu implementieren und auf Ihre Anwendbarkeit für die Echtzeitsteuerung und -überwa-

chung des Katalysators zu testen. Auf diese Weise können Probleme rechtzeitig identifiziert werden, 

bevor Modelle für die schrittweise komplexeren Systeme erstellt werden. Anhand des vereinfachten 

Modells konnte die Approximation des Sauerstofffüllstandes in AP2.3.1.2. besser verstanden werden, 

was anschließend das Lernen eines vollständigen TWC-Zyklus ermöglichte. 

II.1.3.2.1.3 Implementierung der an der TU Darmstadt entwickelten Neuronalen Netze an einem 

Laborprüfstand der Umicore 

An der TU Darmstadt wurde im Rahmen von AP2.3.1.2. ein neuronales Netz entwickelt, dass die Che-

mie in einem Drei-Wege-Katalysator erstaunlich exakt abbildet. Um die Echtzeit-Lauffähigkeit des neu-

ronalen Netzes auf einem Labor-Steuerrechner zu demonstrieren, wurde zunächst ein stark vereinfachtes 

neuronale Netz an einem Laborprüfstad der Umicore implementiert. Dazu wurde das neuronale Netz 

von der TU Darmstadt als C++-Code zur Verfügung gestellt, und bei Umicore in eine PLC dynamic 

link library übersetzt, die auf dem Beckhoff Steuergerät läuft. Es zeigte sich, dass das vereinfachte neu-

ronale Netz auf dem Steuergerät weit schneller als in Echtzeit ausgeführt werden konnte. 



Schlussbericht; Zeitraum 01.07.2021 – 31.12.2024  17 

Vorhaben KIARA, Förderkennzeichen: 19I21032A 

II.1.3.2.1.4 Implementierung von Alterungsmodellen in den Umicore Simulator 

Ziel von KIARA ist die Vorhersage des Katalysatorverhaltens über die gesamte Lebensdauer des Fahr-

zeugs.  Dies bedeutet,  dass nicht nur die Reaktionen auf einem Katalysator mit einem festgelegten 

Alterungszustand abgebildet werden müssen, sondern auch die Katalysatoralterung durch z.B. hohe 

Temperaturen oder Schwefelvergiftung vom Modell erfasst werden müssen.  Die bei Umicore und sei-

nen Kunden zu Beginn des Projekts verwendeten Modelle bildeten die verschiedenen Alterungsphäno-

mene nicht ab und waren somit als Grundlage für KIARA nicht geeignet. Es wurde deshalb entschieden, 

innerhalb von Kiara eine neue Generation von Modellen zu entwickeln,  die thermische und Schwefel-

alterung mechanistisch im Modell abbilden.  Der Bedarf nach einem solchen Alterungsmodell ist wegen 

der hohen Laufleistungen und der höheren Schwefelkonzentrationen im Treibstoff im Bereich der Ab-

gasbehandlung für LKW Dieselmotoren am größten. Kritisch sind in Bezug auf Alterung und Verschwe-

felung besonders die zur NOx -Minderung eingesetzten Cu-Zeolith Katalysatoren, weil diese Katalysa-

toren im Betrieb eine regelmäßige aktive Entschwefelung erfordern, die bisher modell-mässig nicht er-

fasst wurde   Es lag daher nahe,  die Modellentwicklung innerhalb KIARA zunächst auf Cu-Zeolith 

Katalysatoren zu fokussieren.   

Die neue Modellgeneration soll sowohl die thermische Alterung als auch die Ver- und Entschwefelung 

sowie auch die dauerhafte (das heißt nicht regenerierbare) Schwefelalterung im Modell erfassen.  Auf 

diese Weise wird es möglich, den Katalysatorzustand und damit die Emissionen über die Lebensdauer 

des Fahrzeugs zu berechnen und zu optimieren. Zum Beispiel kann ein solches Modell dazu verwendet 

werden, die Harnstoff-Dosierstrategie über die Laufzeit an die Katalysatoralterung anzupassen.  Für 

diese Anwendung ist es entscheidend, dass das Modell neben den Alterungsphänomenen auch die Am-

moniakspeicherung exakt beschreibt.  Bisher bei Umicore entwickelte Modelle verwendeten wegen des 

sonst nicht zu handhabenden Bedatungsaufwands ein vereinfachtes Speichermodell mit nur einer einzi-

gen Speicherreaktion.  Es war in der Literatur  bekannt, dass bei der Ammoniakspeicherung verschie-

denen Speicherzentren relevant sind. Im Rahmen von KIARA wurden vom Projektpartner TU Darm-

stadt neue auf Maschinenlernen basierende Verfahren zur Modellkalibrierung entwickelt,  die die routi-

nemäßige Bedatung von komplexeren Reaktionsmodellen ermöglichen,  siehe AP2.3.2.2.1. im Bericht 

der TU Darmstadt. Durch die Verwendung der neuen maschinellen Bedatungsverfahren konnte die neue 

innerhalb von KIARA entwickelte Modellgeneration ein komplexes Speichermodell mit vier verschie-

denen Speicherzentren verwenden.  Auf diese Weise wurde die Vorhersage des Regel-verhaltens für die 

Harnstoffdosierung über die Laufzeit des Katalysators deutlich verbessert.  Das komplexere Modell er-

möglicht zudem eine mechanistisch genauere Beschreibung der SCR Reaktionen sowie der Ver- und 

Entschwefelung des Katalysators. Für weite Details zum neuen Speichermodel siehe AP2.3.2.2.1. im 

Bericht der TU Darmstadt. 

Nach der Parametrisierung der Kinetik wurde das neue Modell mit Hilfe von verschiedenen Ver-/Ent-

schwefelungszyklen validiert. 
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Abbildung 7: Entwicklung des prozentualen Anteils der verlorenen SCR-Aktivität in Abhängigkeit vom Ver-/Ent-

schwefelungszyklus. Die Deaktivierung des Katalysators nach der Schwefelbelastungsphase des Zyklus ist oben 

angegeben, während die Restdeaktivierung nach der Regeneration unten angegeben ist. Linien sind die Modell-

vorhersagen und die Symbole sind die experimentellen Beobachtungen. 

II.1.3.2.2 KI-basierte Simulation von chemischen Alterungseffekten 

Die Aufgabe der TU Darmstadt im Projekt war zu erkunden, inwieweit maschinelle Lernmethoden ein-

gesetzt werden können um die Modellierung von Katalysatoren effizienter zu machen. Insbesondere 

sollten Maschinenlernverfahren entwickelt werden, die chemische Modelle direkt aus Daten lernen.   

Auf diese Weise sollen die Kosten für die Modellbildung reduziert werden, Modelle schneller verfügbar 

gemacht werden und die schnelle Berechnung der Katalysatorleistung nicht nur für kurze Standardzyk-

len sondern für die gesamte Lebensdauer des Fahrzeugs ermöglicht werden.   

In AP2.3.1.1. wurden zunächst generelle Methoden entwickelt um chemische Modelle effizient in neu-

ronalen Netzen abzubilden. Diese Methoden wurden in AP2.3.1.2. eingesetzt um die Modellierung von 

Drei-Wege- und SCR-Katalysatoren mit vorhandenen physikalisch/chemischen Modellen deutlich zu 

beschleunigen und so die Simulation der im Projekt von Umicore gewonnen Dauerlaufdaten zu ermög-

lichen. In AP2.3.2. wurde Maschinelles Lernen eingesetzt, um Modelle automatisiert aus Daten zu ler-

nen und so die Modellerstellung selbst zu beschleunigen. AP2.3.3. beschäftigte sich mit der Anwendung 

der entwickelten Methoden und der direkten Unterstützung des Projektpartners Umicore. Als wichtigs-

ter Beitrag hat sich hier die gemeinsame Entwicklung eines Alterungsmodells für SCR-Katalysatoren 

herausgestellt. Ein solches Modell ist essentiell, um sinnvolle Aussagen zum Verhaltens eines Abgas-

katalysators über seine Lebensdauer zu machen. 

II.1.3.2.2.1 AP2.3.1.1 Effiziente Beschreibung der Oberflächenchemie durch neuronale Netze 

In AP2.3.1.1. sollte eine Strategie für das Lernen der Kinetik von katalytischen Reaktionen erarbeitet 

werden. Dafür musste zunächst eine zukunftsorientierte Programmierumgebung ausgewählt werden und 

verschiedene Ansätze an einfachen Testbeispielen evaluiert werden. Dies bildete die Grundlage für die 

darauffolgenden Arbeitspakete, welche sich der Beschreibung von transienten Fahrzyklen widmen. 

In AP2.3.1.1. wurden zunächst Vorarbeiten zum Lernen der Kinetik von Oberflächenreaktionen wieder 

aufgenommen. Die in früheren Arbeiten an der TU Darmstadt verwendete Matlab Tool-box (Shallow 

neural networks) bietet eine stark eingeschränkte Flexibilität bei der Programmierung von auf das Prob-

lem maßgeschneiderten Zielfunktionen, den sogenannten Loss-Funktionen. Die Implementierung spe-

zifischer Loss-Funktionen spielt in der aktuellen Forschung zu neuronalen Netzen, zum Beispiel zu so-
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genannten PINNs (neuronale Netze, die physikalisch-chemisches Vorwissen nutzen), eine entschei-

dende Rolle. Arbeiten auf diesem Gebiet werden in der wissenschaftlichen Community größtenteils 

mithilfe der Programmpaketen Pytorch und Tensorflow in der Sprache Python durchgeführt. Um hier 

anschlussfähig zu werden, wurden die bisher in Matlab aufsetzten Beispielfälle in Pytorch neu imple-

mentiert. Schon ein erster Vergleich der Funktionalität von Pytorch mit der bisher verwendeten Matlab 

Toolbox zeigte, dass die Matlab Toolbox nicht mit Pytorch konkurrenzfähig ist. Parallel zur Implemen-

tierung in Pytorch werden dieselben Benchmark-Fälle deshalb auch in der neuen Deep-Learning Tool-

box von Matlab implementiert, die eine mit Pytorch vergleichbare Funktionalität bietet, zum Beispiel 

eine flexible Anwendung von automatisch berechneten Ableitungen. Dies ist deshalb wichtig, weil Um-

icore sowie auch andere Projektpartner im Konsortium auch in Zukunft Matlab/Simulink verwenden 

werden, auch weil Simulink den Industriestandard für die Implementierung von Funktionen/Modellen 

in das Motorsteuergerät darstellt. Insgesamt bietet die Matlab Deep-Learning Toolbox eine flexible Ar-

chitektur ähnlich wie Pytorch. Allerdings wurden mit der neuen Deep-Learning Toolbox deutlich nied-

rigere Lernraten erzielt als mit Pytroch. Als Grund für die niedrigen Lernraten wurde gefunden, dass die 

Matlab Deep-Learning Toolbox keine second-order Optimierer zur Verfügung stellt. Eine detailliertere 

Analyse ergab, dass solche second-order Optimierer für Maschinenlernprobleme aus dem Bereich der 

chemischen Kinetik signifikant bessere Lernraten ermöglichen. Dieses Ergebnis wird auch in der Lite-

ratur für ähnliche Anwendungsfälle aus dem Bereich der Verbrennungschemie bestätigt. Die Deep-

Learning Toolbox ist ein relativ neues Produkt von Matlab. Es ist davon auszugehen, dass mittelfristig 

auch ein second-order Optimierer zur Verfügung stehen wird. 

Insgesamt wurden für den Vergleich Pytorch-Matlab zu Beginn vier Netzstrukturen als Benchmark im-

plementiert: 

I. Ein direkten ‚naives‘ Lernen der chemischen Quellterme. 

II. Eine kürzlich an der TU Darmstadt entwickelte spezielle Netzstruktur zum Lernen chemischer 

Quellterme. In dieser Netzstruktur werden die Raten der Vorwärts- und Rückwärtsreaktionen 

jeweils als latente Größen innerhalb des neuronalen Netzes berechnet, das Training der Netzes 

erfolgt direkt anhand er Netto-Reaktionsraten 

III. Eine weitere ebenfalls kürzlich an der TU Darmstadt entwickelte Netzstruktur, die thermody-

namische Vorinformationen in die Netzstruktur oder Loss-Funktion der Netze integriert. 

IV. Die latente Skalierung der Reaktionsraten durch eine spezielle Funktion, die für große positive 

und negative Raten R in die Funktionen ln(R) bzw. -ln(-R) übergeht und für kleinere absolute 

Raten stetig zwischen diesen beiden Grenzfällen interpoliert. Im Projekt wurde hier die Funk-

tion Areasinus hyperbolicus verwendet. 

Für die ersten drei Benchmark-Fälle wurde in Übereinstimmung mit dem Arbeitsplan zunächst das 

schon in früheren Arbeiten verwendete Beispielsystem der simultanen Oxidation von CO und H2 an 

Platinkatalysatoren verwendet. Dieses System stellt einen anspruchsvollen Testfall für das Lernen kine-

tischer Daten durch neuronal Netze dar. 

Ansatz IV. wurde im Projekt neu entwickelt. Dabei werden die zu lernenden Raten mit einer speziellen 

Funktion skaliert, die für große positive und negative Raten R in die Funktionen ln(R) bzw. -ln(-R) 

übergeht und für kleinere absolute Raten stetig zwischen diesen beiden Grenzfällen interpoliert. Im Pro-

jekt wurde hier die Funktion Areasinus hyperbolicus verwendet. 

Die Skalierung mit dieser Funktion zeigt die gleichen Vorteile wie die schon in früheren Arbeiten ver-

wendete Skalierung der Raten R als ln(R), vermeidet dabei aber Probleme mit negativen Raten. Insge-

samt verspricht der neue Ansatz eine deutlich einfachere Implementierung als die zuvor getesteten An-

sätze II. und III. Es wurde gezeigt, dass der neue Ansatz wesentlich besser funktioniert als der ebenfalls 
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einfache Ansatz I. Der Vergleich mit den Ansätzen II. und III. zeigen jedoch keine Verbesserung der 

Vorhersage-Qualität. Daraus ergibt sich folgende Reihenfolge der Leistungsfähigkeit: 

Ansatz III > Ansatz II > Ansatz IV >> Ansatz I 

Dabei ist jedoch zu beachten, dass sich Ansatz IV. besonders gut für das Lernen neuronaler Netze direkt 

aus experimentellen Daten (AP2.3.2.1.) eignet.  

In einem weiteren Schritt wurde untersucht, inwieweit sich der Erfolg von Ansatz IV. auf die neue Ska-

lierungsfunktion bzw. die latente Implementierung zurückführen lässt. Während bei der konventionellen 

Implementierung der Fehler in skalierten Daten minimiert wird, erlaubt die latente Implementierung auf 

die tatsächlichen Zielwerte zu optimieren (Abbildung 8). Dieser Unterschied gilt nun als gut verstanden 

und erklärt teilweise den Erfolg der Ansätze II. und III., die auf das Lernen latenter Größen ausgelegt 

sind. 

 

Abbildung 8: Vergleich konventioneller und latenter Implementierung von Strategie IV. 

In jedem Fall ist der naive, jedoch weitverbreitete Ansatz I. als ungeeignet anzusehen, da er als einziger 

keine Maßnahme bietet, mit der enorm breiten Datenverteilung umzugehen, die chemischer Kinetik 

typischerweise zugrunde liegt (Abbildung 9). 

 

Abbildung 9: Verteilung der Quellterme im Testsystem 1 von über 20 Größenordnungen für Sauerstoff und über 

10 Größen-ordnungen im Positiven sowie Negativen für CO. 

Im Allgemeinen kann das Lernen von Neuronalen Netzen durch Ausführung auf einer Grafikkarte er-

heblich beschleunigt werden. Deshalb wurde versucht das Training der Netze für den ersten Benchmark-

Fall auf einer Grafikkarte durchzuführen. Dabei konnte jedoch bisher keine signifikante Beschleunigung 

des Trainingsprozesses erzielt werden. Dies könnte durch die bisher verwendeten Trainingsalgorithmen 

(trainbr) erklärt werden. 
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Zusammenfassend wurde im AP2.3.1.1. die Grundlage das Trainieren von Machine-Learning Modellen 

geschaffen und verschiedenen Methoden an zwei Beispiel-Prozessen entwickelt, um chemische Reakti-

onen effizient in neuronalen Netzen abzubilden. Das Arbeitspaket wurde erfolgreich abgeschlossen und 

die entwickelten Methoden wurden in den Arbeitspaketen AP2.3.1.2. und AP2.3.2.2. erfolgreich einge-

setzt. 

II.1.3.2.2.2 AP2.3.1.2 Beschreibung des gesamten Katalysators (inklusive Transport durch Kon-

vektion) und Diffusion) durch maschinelles Lernen 

II.1.3.2.2.2.1 Erstellung eines Schnellen Surrogat-Modells für Drei-Wege-Katalysatoren 

In AP2.3.1.2. sollen mittels maschinellen Lernens aus von Umicore zur Verfügung gestellten detaillier-

ten chemischen Modellen für SCR- und Drei-Wege-Katalysatoren numerisch effiziente Ersatzmodelle 

erstellt werden. Solche schnellen Simulatoren werden im Projekt benötigt, um basierend auf den gemes-

senen Dauerlaufdaten das Verhalten des Katalysators über die gesamte Laufzeit eines Fahrzeugs zu si-

mulieren, oder sogar die NH3-Dosierung für die gesamte Laufzeit zu optimieren.  

Ein typischer Simulator für Abgaskatalysatoren diskretisiert den Gesamtkatalysator in einzelne Volu-

menelemente. Für jeden Zeitschritt wird nacheinander für jedes Volumenelement die Massen- und Wär-

mebilanzgleichungen gelöst. Der Ansatz von AP2.3.1.2. besteht darin, die Lösung der Bilanzgleichun-

gen für eine einzelne Zelle und für einen einzelnen Zeitschritt durch ein neuronales Netz zu lernen. 

Während der Ausführung des Modells müssen die Bilanzgleichungen dann nicht aufwändig numerisch 

gelöst werden, sondern die Lösung kann Zelle für Zelle sehr schnell durch das neuronale Netz berechnet 

werden. Genauer gesagt soll ein neuronales Netz trainiert werden, das als Input die Einlasskonzentrati-

onen und -temperaturen während des Zeitschritts sowie den Speicherfüllstand und die Monolithtempe-

ratur vor dem Zeitschritt benötigt. Das neuronale Netz berechnet daraus die Auslasskonzentration und -

gastemperatur sowie den Füllstand und die Monolithtemperatur am Ende des Zeitschritts. 

Erste Arbeiten erfolgten am Beispiel eines Modells für Drei-Wege-Katalysatoren. Dazu wurde von Um-

icore ein Modell eines Drei-Wege-Katalysators als sogenanntes MEX-File zur Verfügung gestellt, siehe 

II.1.3.2.1.1 in diesem Bericht. Nach einigen Anlaufschwierigkeiten konnten mit dem Simulator valide 

Trainingsdaten erzeugt werden.  In einem ersten Schritt wurde zunächst untersucht,  inwieweit sich das 

Verhalten eines einzelnen Volumenelements mittels der neuronalen Netze abbilden lässt. Im ersten Ver-

such wurde nur die Ausgangskonzentration von Kohlenstoffmonoxid gelernt. Dabei wurden zwei Stra-

tegien verfolgt: Strategie 1 lernt direkt die Auslasskonzentration von CO und Strategie II. lernt die Rate 

des CO-Umsatzes, die zu den beobachteten CO-Auslasskonzentrationen führt, wobei die Raten unter 

Verwendung der in AP2.3.1.1. entwickelten Strategie IV. skaliert wurden. Nach einigen Iterationen 

konnte mit beiden Strategien der relative Fehler in der Vorhersage der CO-Konzentrationen auf weniger 

als 1,8% gesenkt werden. Abbildung 10 vergleicht für einen nicht für das Training der Netze verwen-

deten Fahrzyklus die mittels Strategie I. vorhergesagten CO-Konzentrationen mit den berechneten Kon-

zentrationen des detaillierten numerischen Modells. Es wird einen gute Übereinstimmung beobachtet. 
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Abbildung 10: Vorhersage der CO Konzentrationen am Auslass eins Volumenelements der Reaktorsimulation. 

Schwarz: Einlasskonzentration CO, Rot: Vorhersage Neuronales Netzwerk, Blau: Detailliertes Modell. Die 

blaue Linie verschwindet größtenteils hinter der roten Linie, weil die Vorhersage so gut ist. Die Umsätze sind 

insgesamt niedrig, weil die Zelle nur einen Bruchteil des Katalysatorvolumens erfasst; das Modell verwendet 

insgesamt 50 Zellen zur Abbildung des gesamten Katalysators. 

Ähnlich gute Ergebnisse wie für CO wurden auch für die Abbildung der Auslasskonzentrationen von 

CO2 und H2O erzielt. Dabei ist zu erwähnen, dass diese Netze zu diesem Zeitpunkt jeweils nur eine 

Spezies vorhersagen. Eine weitere Herausforderung ist die Berechnung des Sauerstoffspeicher-Füllstan-

des mit den neuronalen Netzen. Der Füllstand hängt nicht nur vom letzten Zeitschritt, sondern von der 

Historie der Einlasskonzentrationen über mehrere Zeitschritte ab. In der Literatur wurden deshalb für 

das Lernen der Speicherfüllstände sogenannte NARX Modelle verwendet, die den Einfluss der Input-

Historie auf das Verhalten im aktuellen Zeitschritt lernen. Wir haben hier einen anderen Ansatz verfolgt 

und den Speicherzustand nach jedem Zeitschritt direkt in Abhängigkeit des Speicherfüllstands, der Tem-

peratur sowie der Gaseinlassbedingungen im aktuellen Zeitschritt gelernt. Dieser Ansatz erwies sich als 

sehr erfolgreich. 

Nachdem zunächst das Verhalten eines einzelnen Volumenelements gut gelernt werden konnte, wurden 

im nächsten Schritt die Modelle mehrerer Volumenelemente zu einem Modell des Gesamtkatalysators 

zusammengefügt. Dieses Modell soll dann gegen Daten vom Laborprüfstand getestet werden. Dazu 

wurden von Umicore vereinfachte Testdaten mit zunächst nur den Gasspezies H2, H2O und O2 zur Ver-

fügung gestellt (siehe II.1.3.2.1.2 in diesem Bericht). Die entwickelten neuronalen Netze sollen zunächst 

für dieses stark vereinfachte System getestet und dann auch am Laborprüfstand bei Umicore implemen-

tiert werden.  

Während des Trainings wurden die Modelle jeweils auf das Verhalten aller einzelnen Volumen-ele-

mente trainiert. Validiert wurden die Modelle dann gemeinsam über die gesamte Reaktorlänge. Dabei 

wurden die fehlerbehafteten Vorhersagen über die Auslasszusammensetzung eines Volumenelements 

als Eingangsstrom des jeweils nächsten Elements genutzt. Grundsätzlich können sich dabei auch geringe 

Fehler in den einzelnen Vorhersagen zu großen Fehlern im Gesamt-verhalten aufsummieren. Besonders 

kritisch sind in dieser Hinsicht ortsgebundene Größen wie der Sauerstofffüllstand des Katalysators. Der 

Füllstand des Sauerstoffspeichers hängt neben der Einlasszusammensetzung auch vom Füllstand im ver-

gangenen Zeitschritt ab. Entsprechend wirken sich Fehler in dieser Größe auf alle zukünftigen Vorher-

sagen des Katalysatorverhaltens aus. Dennoch konnte das Verhalten der Gasspezies mit diesem Modell-

stand gut erfasst werden, siehe Abbildung 11. 
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Abbildung 11: Das exemplarisch für den Zeitraum 200-400s des WLTP Fahrzyklus vorhergesagte Konzentrati-

onsprofil von Wasserstoff im Katalysatorauslass (rot) lässt sich visuell nicht von der exakten Lösung (blau) un-

terscheiden. 

Um die erstellten Modelle am Laborprüfstand bei Umicore zu verwenden (Abbildung 12), mussten diese 

zunächst auf einen Mikrocontroller übertragen werden. Dazu wurde ein Workflow entwickelt, der die 

Modellstruktur einschließlich optimierter Parameter zunächst mithilfe des ONNX-Formats in C++, und 

dann weiter in eine PLC dynamic link library übersetzt. Ein Prototyp des Simulators wurde in einen 

Prüfstand des Projektpartners Umicore eingebaut und es wurde gezeigt, dass der Simulatoren die An-

forderung der Echtzeitfähigkeit erfüllt. 

 

Abbildung 12: Schematische Darstellung der Implementierung neuronaler Netze am Laborprüfstand. 

Ein schematischer Workflow der Konvertierung der neuronalen Netzen in Python zu einem Pro-

grammable Logic Controller (PLC) ist in Abbildung 13 dargestellt. 

 

 



Schlussbericht; Zeitraum 01.07.2021 – 31.12.2024  24 

Vorhaben KIARA, Förderkennzeichen: 19I21032A 

 

Abbildung 13: Schematischer Workflow zur Übertragung von neuronalen Netzen auf einen Synthesegas-Prüf-

stand. 

Nachdem die Implementierbarkeit der neuronalen Netze am Umicore Prüfstand sowie die Echtzeitfä-

higkeit demonstriert worden war, wurde für die weiteren Arbeiten der Fokus auf die Genauigkeit der 

neuronalen Netze gelegt. Dabei zeigte sich dass die zu diesem Zeitpunkt entwickelten Netze insbeson-

dere den Sauerstoffspeicher noch nicht mit der gewünschten Genauigkeit abgebildet haben. Dies war zu 

erwarten, weil die bisher entwickelten Netze die einzelnen Spezies unabhängig voneinander gelernt ha-

ben, und  damit nicht die Atomerhaltung garantieren. Der nächste Entwicklungsschritt bestand also da-

rin, die Atombilanz direkt in die Struktur der neuronalen Netze einzubauen (sogenannte physikalisch 

informierte Netze), und so die Atomerhaltung zu erzwingen.  Bei diesen Arbeiten stellte sich heraus, 

dass der zum Erzeugen der Trainingsdaten verwendete von Umicore bereitgestellte Simulator aufgrund 

eines Programmierfehlers Die Atombilanzen selber nicht exakt erfüllte. Das Problem wurde gemeinsam 

mit Umicore angegangen. Dafür hat Umicore eine Variante des Simulators zur Verfügung gestellt, die 

die Reaktionsraten, Diffusionsflüsse und viele andere Zwischenergebnisse für jedes einzelne Volumen-

element ausgibt. An der TU Darmstadt wurden alle Bilanzgleichungen für Masse und Wärme des Um-

icore-Simulators in Matlab nachgebaut und so überprüft. Dabei wurde eine praktisch vollständige Über-

einstimmung zwischen den Berechnungen des Umicore-Simulators und den Matlab-Berechnungen an 

der TU Darmstadt gefunden. Beispiele sind in Abbildung 14 gezeigt. Damit lagen konsistente Datens-

ätze vor, mit denen die neuronale Netze so trainiert werden konnten,  dass auch die Atombilanz einge-

halten wird und damit auch die Speicherreaktionen exakt abgebildet werden konnten. 

  

Abbildung 14: Vergleich der Ergebnisse eines TWC aus dem Simulationsprogramm von Umicore mit den in 

Matlab nachgerechneten Werten gezeigt für einen Ausschnitt des WLTP-Zyklus. Die Ergebnisse sind für das 

erste axiale Volumenelement dargestellt. Links wurde die Diffusion nachgebildet und somit die Gasphasenkon-

zentration berechnet und auf der rechten Seite wurde die Reaktionsrate für die Kohlenmonoxid-Oxidation be-

rechnet. 
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II.1.3.2.2.2.2 Erstellung eines Schnellen Surrogat-Modells für Cu-SCR-Katalysatoren für Dieselfahr-

zeuge 

Basierend auf dem Modell für Drei-Wege-Katalysatoren wurde im zweiten Schritt ein schnelles Surro-

gat-Modell für Cu-SCR Katalysatoren entwickelt.  

Wie schon das früher entwickelte Modell für eine Drei-Wege-Katalysator, besteht auch das SCR Modell 

aus einem Feed-Forward Netz mit integrierten physikalisch-chemischen Randbedingungen. Notwen-

dige Eingangsgrößen sind die Zusammensetzung, Massenstrom und Temperatur des Eingangsstroms. 

Zusätzlich ist die Monolith-Temperatur und der Füllstand des Ammoniak-Speichers notwendig. Basie-

rend auf diesen Größen liefert das neuronale Netz die Gaszusammensetzung am Ausgang einer axialen 

Zelle. Zusätzlich wird der Ammoniak-Füllstand und die Monolith-Temperatur am Ende des simulierten 

Zeitschritts vorhergesagt. Das Netz berechnet dafür intern alle globalen Reaktionsraten, welche noch 

innerhalb des Modells mit Hilfe der stöchiometrischen Matrix in Quellterme übersetzt werden. Bei die-

sem Schritt wird durch das Integrieren von chemischem Wissen in die Netzarchitektur die Einhaltung 

der Atombilanz erzwungen. Aus den vorhergesagten Reaktionsraten lässt sich mit geringem Rechenauf-

wand auch die Wärmefreisetzung durch die chemischen Reaktionen berechnen, sodass auch die Einhal-

tung der Wärmebilanz durch die Netzwerkarchitektur erzwungen wird. Der schematische Aufbau des 

neuronalen Netzes ist in Abbildung 15 dargestellt. 

 

Abbildung 15: Schematischer Aufbau des neu entwickelten Neuronalen Netzes zur schnellen Simulation von SCR 

Katalysatoren. Die Architektur des Netzes erzwingt Massen- und Energieerhaltung. 

Trainingsdaten für das Neuronale Netzwerk wurden durch Simulation eines Vanadium SCR-Katalysa-

tors erzeugt. Das Modell für die Erzeugung der Trainingsdaten sowie die für Training und Validierung 

verwendeten Motorprüfstanddaten für verschiedene Fahrzyklen wurden vom Projektpartner Umicore 

zur Verfügung gestellt. Die Anwendung auf einen WHTC-Zyklus, welcher nicht in den Trainingsdaten 

enthalten war, ist in Abbildung 16 mit den Zielwerten des physikalischen Umicore Simulators vergli-

chen. Dabei wurde zunächst nur die erste Zelle abgebildet. Der Ammoniakspeicher wird von dem Mo-

dell bereits über die Zeit propagiert. Der berechnete Speicherfüllstand wird in Abbildung 17 mit den 

Ergebnissen des Umicore Simulators verglichen. Die Genauigkeit des Modells ist sehr gut, sodass kein 

visueller Unterschied zwischen beiden Kurven zu erkennen ist und der relative Fehler um die 1 % be-

trägt. 
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Abbildung 16: Simulation eines SCR Katalysators mit dem neuen Neuronalen Netzwerk. Simulation des ersten 

Volumenelements. Gezeigt ist ein Ausschnitt aus einem WHTC-Zyklus. Links: Ammoniak. Rechts: Stickstoffmo-

noxid. Dargestellt sind die Molenströme am Zelleneingang und am Zellenausgang. Traditioneller Umicore Si-

mulator: Blau. Neu entwickeltes Neuronales Netz: Rot. 

 

Abbildung 17: Vorhersage des Ammoniakspeichers in der ersten Zelle. Traditioneller Umicore Simulator: Blau. 

Neu entwickeltes Neuronales Netz: Rot. 

Nachdem das neue Neuronale Netzwerk für ein einzelnes Volumenelement validiert worden war, wur-

den Simulationen eines vollständigen SCR-Katalysators durchgeführt. Dabei werden die Auslasskon-

zentrationen der vorderen Zelle jeweils als Input für die nächste Zelle verwendet. Abbildung 18 zeigt 

mithilfe des neuen Modells berechnete kumulierte Emissionen von NO und NO2. Die Ergebnisse des 

konventionellen Umicore Simulators sind zum Vergleich gezeigt und werden exakt reproduziert. 

  

Abbildung 18: Simulation eines vollständigen SCR Katalysators (mehrere axiale Zellen) mit dem neuen Modell. 

Links: Kumulierte NO Emissionen. Rechts: Kumulierte NO2 Emissionen. Das neue Neuronale Netzwerk (rot) 

reproduziert perfekt die Ergebnisse des konventionellen Umicore Modells. 
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Anschließend wurde untersucht, wie gut die neuen Neuronalen Netze Fahrzyklen vorhersagen können, 

die nicht im Training verwendet wurde. Ziel war es, ein Modell mit möglichst breiter Generalisierung 

zu trainieren. Dafür wurde eine closed-coupled SCR mit einem Iveco Dieselmotor für das Training her-

angezogen. Als Trainingszyklus wurde ein WHTC verwendet. Bei diesen Zyklen ist das Verhältnis von 

Ammoniak zu Stickoxiden entscheidend (bezeichnet als alpha-Wert). Im verwendeten Zyklus wurde ein 

Wert von 0,8 angestrebt. Dies hat zur Folge, dass nicht alle Stickoxide reduziert werden können, aber 

dafür kaum Ammoniak-Durchbrüche entstehen. Die realen Einlassbedingungen zeigen, dass bei der Ad-

Blue®-Dosierung der tatsächliche Ammoniak-Anteil leicht darunter liegt mit einem alpha-Wert von 

0,76. Dabei entstehen unter anderem auch sehr hohe Ausbrüche des alpha-Wertes und Phasen wo das 

Verhältnis unterhalb des Zielwertes liegen, was die Relevanz des Ammoniak-Speichers noch einmal 

verdeutlicht. 

Für das Training basierend auf den realen Fahrzyklen hat sich neben der Netzarchitektur auch die An-

passung der Zielfunktion als besonders einflussreich herausgestellt. Damit der Ammoniak-Speicher kor-

rekt abgebildet werden kann, muss dieser stärker im Training berücksichtigt werden. Für das Training 

wurde dieser mindestens mit einem Faktor von 10 stärker als die Gasspezies berücksichtigt. Eine weitere 

Stellschraube sind Schwellenwerte, ab denen relative Fehler weniger stark in die Zielfunktion eingehen. 

Dies ist besonders wichtig für kleine Konzentrationen der Gasspezies, da sonst viele sehr kleine irrele-

vante Werte den Großteil des Fehlermaßes ausmachen. Diese Gewichtung muss für jede Spezies indi-

viduell angepasst werden. Dabei wurde festgestellt, dass ein Fokus auf die größten Messwerte einen 

deutlich schnelleren Lernerfolg der neuronalen Netze herbeiführt. Mit den korrekten Trainingseinstel-

lungen konnte ein Modell auf dem oben genannten WHTC (alpha = 0,8) erfolgreich trainiert werden. 

Das Surrogat-Modell wurde nach dem Training zum Validieren auf einen WHTC mit einem angestreb-

ten alpha-Wert von 0,6 angewendet. Die prozentualen Abweichungen zur physikalischen Simulation 

sind in Abbildung 19 im Vergleich zu denen der Trainingsdaten dargestellt. Dabei ist zu erkennen, dass 

besonders der Ammoniak-Speicher anfällig für Fehler ist, wenn das Modell auf neue Einlassbedingun-

gen angewendet wird. Dieser steigt von durchschnittlich 1.3 % auf 4.8 % an. Trotz dieses vergleichs-

weisen einfachen Transfers zwischen zwei verschiedenen alpha-Werten, kann ein Anstieg in den Ab-

weichungen erkannt werden, wobei alle Gasspezies weiterhin sehr akkurat vorhergesagt werden können. 

 

Abbildung 19: Prozentuale Abweichung gegenüber dem physikalischen Modell für die Training und Validie-

rungsdaten. 

Als weiterer Test wurde das gleiche Modell auch auf einen FTP-Zyklus angewendet. Gleichzeitig 

stammt dieser Zyklus auch noch von einem Motor einer anderen Marke, in diesem Fall Scania. Trotz 

der deutlich größeren Transferleistung kann das Modell sowohl die Gasspezies als auch die Oberflä-

chenbedeckung noch korrekt abbilden, sodass visuell kaum Unterschiede zu erkennen sind (Abbildung 

20). In den relativen Abweichungen ist allerdings wie erwartet ein leichter Anstieg zu beobachten. Der 
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Stickstoffmonoxid Molenstrom wird im FTP Zyklus beispielsweise noch mit einer Genauigkeit von 

2.79 % im Gegensatz zu 0.54 % im Trainingszyklus vorhergesagt. 

  

Abbildung 20: Anwendungstransfer des auf den WHTC trainierten Modells auf einen FTP Zyklus, welcher zu-

sätzlich von einer anderen Motormarke stammt. Links: Vorhersage der Gasspezies NH3, NO und NO2. Rechts: 

Vergleich der Oberflächenbedeckungen in der letzten Zelle, wobei das neuronale Netz (rot), die Werte aus dem 

physikalischen Modell mit guter Genauigkeit reproduziert. 

Insgesamt konnte im AP2.3.1.2. gezeigt werden, dass physikalisch informierte neuronale Netze das Ver-

halten von TWC- und SCR Katalysatoren erstaunlich gut abbilden können. Der Vorteil der so erzeugten 

neuronalen Surrogat-Modelle sind deutlich reduzierte Rechenzeiten. Die schnelleren Surrogat-Modelle 

erlauben die Berechnung und Optimierung des Katalysatorverhaltens nicht nur für einen kurzen Test-

zyklus sondern über die gesamte Lebensdauer des Fahrzeugs. Solche schnellen Modelle sind somit ne-

ben der entsprechenden Dateninfrastruktur ein unerlässlicher Baustein des in KIARA vorangetriebenen 

auf Realdaten basierten Entwicklungsansatzes. 

Bisher werden die in AP2.3.1.2. entwickelten Modelle mithilfe von vorher trainierten physikalischen 

Modellen trainiert.  Der Nutzen liegt deshalb vor allem in den kürzeren Rechenzeiten. Der Erfolg von 

AP2.3.1.2. zeigt jedoch auch, dass das komplexe transiente Verhalten der Katalysatoren erstaunlich gut 

durch physikalisch informierte neuronale Netze abgebildet werden kann. In der Zukunft sollte deshalb 

in einem Folgeprojekt versucht werden, transiente neuronale Modelle direkt mit Prüfstanddaten zu ka-

librieren. Auf diese Weise könnte die aufwändige manuelle Kalibrierung der Modelle vermieden werden 

und damit die schnelle Verfügbarkeit der Modelle verbessert werden. Eine solche automatische Modell-

kalibrierung direkt aus Fahrzyklusdaten wird die Nutzbarkeit der in KIARA entwickelten Big-Data 

Strukturen noch einmal um ein vielfaches erhöhen. Erste Schritte in Richtung einer automatischen Mo-

dellkalibrierung basierend auf stationäre Daten und einfachen transienten Testprotokollen wurden in 

AP2.3.2. Unternommen. 

II.1.3.2.2.3 AP2.3.2. Autonomes Lernen von Katalysatormodellen direkt aus Messdaten 

In AP2.3.1.2. wurde maschinelles Lernen verwendet um die Ausführung existierender physikalischer 

Modelle zu beschleunigen. Das ist nützlich, wenn man für die Katalysatoroptimierung nicht nur kurze 

Standardzyklen sondern Daten aus realen Dauerläufern verwenden möchte. Je-doch müssen bei diesem 

Ansatz zunächst immer noch physikalisch/chemische Modelle aufwändig mithilfe von Messdaten kali-

briert werden. Diese Modellkalibration ist heute immer noch der arbeits- und kostenintensivste Teil des 

gesamten Modellierprozesses. In AP2.3.2. sollte deshalb versucht werden, maschinelle Lernmethoden 

einzusetzen um Modelle automatisch mit Hilfe von Daten zu kalibrieren. Dazu wurden zwei Ansätze 

verfolgt,  die im Folgenden beide in AP2.3.2.2. beschrieben werden. Der erste Ansatz setzt wie zuvor 

auf physikalisch/chemische Modelle, verwendet aber maschinelles Lernen um die physikalisch/chemi-

schen Parameter automatisch an Daten anzupassen. Dieser Ansatz wurde verwendet um ein neues ver-

bessertes NH3-Speichermodell für einen Cu-SCR-Katalysator zu kalibrieren. Der zweite Ansatz geht 
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noch einen Schritt weiter und ersetzt das physikalische/chemische Ratenmodell komplett durch ein phy-

sikalisch in-formiertes neuronales Netz. Das heißt, dass hier das Katalysatorverhalten vollständig auto-

matisch aus Daten gelernt wird. Dieser Ansatz wurde im Projekt anhand von Daten zum Umsatz eines 

V-SCR-Katalysators getestet. 

II.1.3.2.2.3.1 AP2.3.2.1. Lernen des gesamten Katalysatorverhaltens anhand von Daten 

In AP2.3.2.1. sollte versucht werden, ein Katalysatormodell direkt aus Messdaten rein datenbasiert (das 

heißt ohne den Einbau physikalisch/chemischen Hintergrundwissens) zu lernen. Vorarbeiten in 

AP2.3.1.1., sowie Arbeiten anderer Gruppen, legen nahe, dass der in AP2.3.2.2. verfolgte Ansatz eines 

neuronalen Netzes mit zusätzlich eingebautem physikalisch/chemischem Grundlagenwissen erfolgver-

sprechender ist. AP2.3.2.1. wurde deshalb übersprungen und direkt mit den Arbeiten in AP2.3.2.2. be-

gonnen. 

II.1.3.2.2.3.2 AP2.3.2.2. Entwicklung von hybriden Modellen 

II.1.3.2.2.3.2.1 AP2.3.2.2.1. Anwendung von Maschinellem Lernen für die automatisierte Bedatung her-

kömmlicher physikalisch-chemischer Modelle 

In diesem Arbeitspaket wurde der Ansatz verfolgt, mittels maschinellen Lernens die Bedatung her-

kömmlicher physikalisch/chemischer Modelle zu automatisieren. Dieser Ansatz zielt auf ein Szenario 

ab, in dem ein vorgegebenes Messprotokoll wiederholt verwendet wird um Modelle für verschiedene 

Katalysatoren zu kalibrieren. Dazu wird ein Neuronales Netz trainiert, welches die Parameter des me-

chanistischen Modelles als Eingabe erhält und daraus die zu erwartenden Messsignale als Funktion der 

Parameter berechnet. Dies bedeutet, dass während der Modellbedatung die zeitaufwendige numerische 

Simulation des physikalisch/chemischen Modells durch einen viel schnelleren Aufruf des Neuronalen 

Netzes ersetzt werden kann. Die Modellkalibrierung kann also um Größenordnungen beschleunigt wer-

den, indem das neuronale Modell als Surrogat in der Parameterschätzung eingesetzt wird (Abbildung 

21). 

 

Abbildung 21: Schema der schnellen Parametrisierung mithilfe des neuronalen Surrogates. Das neuronale Sur-

rogat nimmt die mechanistischen Parameter des Oberflächenmechanismus als Eingabe und generiert daraus ein 

gesamtes Konzentrationsprofil. Das Surrogat wird verwendet, um während der Parameterschätzung für ver-

schiedenen Parameterkombinationen jeweils ein Profil zu erzeugen, ohne das volle Modell integrieren zu müs-

sen. Die vom Parameterschätzer gefundenen Parameter können dann direkt in den detaillierten Mechanismus 

eingesetzt werden. 

Dieser Ansatz wurde im Projekt am Beispiel der Bedatung eines NH3-Speichermodells für einen Cu-

SCR-Katalysator erprobt. Für die Kalibrierung wurden zwei Messprotokolle verwendet. Beim ersten 

Protokoll, der sogenannten Temperatur-programmierten Desorption (TPD) wird NH3 bei verschiedenen 

Temperaturen in den Katalysator eingeleitet und anschließend die Desorption des NH3 während einer 

Temperaturrampe gemessen. Im zweiten Standardprotokoll (Stufentest) wurde der Speicher zunächst 

bei niedriger Temperatur beladen, und das NH3 dann durch eine schrittweise Erhöhung der Temperatur 

desorbiert.  
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Zum Training des Modelles wurden für die beiden verwendeten Messprotokolle zunächst eine große 

Anzahl synthetischer Profile für verschiedene Parameter berechnet. Dazu wurde der vom Projektpartner 

Umicore bereitgestellten SCR-Simulator verwendet. Diese synthetischen Profile dienten dann als Trai-

ningsdaten für das neuronale Netz.   

In unseren Versuchen wurde ein Speichermodell mit 4 Speicherreaktionen kalibriert. Dieses Modell 

enthält 14 kinetische Parameter und 4 Konzentrationen der aktiven Zentren. Die einzelnen Speicherre-

aktionen beschreiben Physisorption (P), zwei verschiedene Cu(I)-Sites sowie Brønsted-Zentren (Zh). In 

Tabelle 2 sind alle variierten Parameter dargestellt, sowie ihre unteren und oberen Grenzen. Als erstes 

Protokoll wurde das Stufenexperiment verwendet. Hierfür wurden für das Training 3.000 Parameter-

kombinationen zufällig gewählt und Profile generiert, für die Validierung 1.500. 

Tabelle 2: Mechanistische Parameter und ihre jeweiligen Sampling-Grenzen in geschweiften Klammern für das 

Mehrzentren-Modell. Adsorptions- und Desorptionsreaktionen der einzelnen Speicherreaktionen werden durch 

verschiedene Parameter beschrieben. 

Speicherreaktion 𝑘0,ads / [1/𝑠] 𝑘0,des / [1/𝑠] 𝐸A,des / [kJ/mol] 𝛾des / [−] 𝑠 / [mol/m3] 

P + NH3  ⇌ PNH3
 {0.1, 1} {1, 103} {30, 60} {0.4, 1} {100, 500} 

Cu1 + NH3  ⇌ Cu1NH3  {1, 200} {104, 109} {60, 150} {10−3, 0.1} {10, 200} 

Cu2 + NH3  ⇌ Cu2NH3  {10, 200} {102, 109} {60, 150} − {0.1, 50} 

Zh + NH3 ⇌ ZhNH3
 {10, 200} {102, 109} {60, 150} − {0.1, 50} 

Das Surrogat-Modell wurde anhand der synthetischen Daten trainiert. Nach einer Trainingszeit von circa 

6 h betrug die mittlere absolute Abweichung an nicht-verwendeten Validierungsprofilen 1,3 ppm. Ab-

bildung 22 zeigt drei synthetische Profile, deren Rekonstruktion durch das neuronale Netz, sowie die 

direkte Vorhersage des Profils durch den Umicore Simulator unter Verwendung der bei der Optimierung 

gefundenen mechanistischen Parameter. Die drei gezeigten Profile wurden so gewählt, dass sie jeweils 

einen mittleren absolute Fehler von circa 1,3 ppm aufweisen. Zudem ist ein Histogramm aller mittleren 

absoluten Fehler pro Profil dargestellt. 

  

Abbildung 22: 3 zufällige Profile mit mittleren absoluten Fehlern um den Mittelwert (links) und Histogramm der 

mittleren absoluten Fehler pro synthetischem Profil (rechts). Links dargestellt sind Zielprofil (schwarz), Rekon-

struktion des Neuronalen Netzes (blau) und Vorhersage anhand mechanistischer Parameter (rot). 

Der Mittelwert aller absoluten Fehler lag bei 1,3 ppm pro Profil, jedoch weichen einzelne Profile deut-

lich hiervon ab, mit Fehlern über 3 ppm. Bei den gewählten Parametergrenzen sind dies besonders un-

typische Profile, welche im Testdatensatz unterrepräsentiert sind. Mit 3.000 Trainingsprofilen, und meh-

reren tausenden Datenpunkten pro Profil ist die Datenmenge jedoch bereits vergleichsweise groß. In 

Zukunft könnte basierend auf Erfahrungen aus dem Projekt der Bereich der kinetischen Parameter ver-

kleinert, und damit die Genauigkeit der Surrogat-Modelle weiter erhöht werden. 
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Die Validierung des trainierten Modells zur Parameterschätzung erfolgt am experimentellen Profil. Da-

bei erfolgt die Parameterschätzung durch einem Gradienten-basierten Optimierer. Mechanistische Para-

meter werden dem neuronalen Surrogat gegeben, welches direkt ein Profil erzeugt. Dieses wird mit dem 

experimentellen Profil verglichen und die Kostenfunktion gebildet. Der Optimierer passt dann sukzes-

sive die Parameter so an, dass die Kostenfunktion minimiert und somit die Übereinstimmung mit den 

Daten optimiert wird. Aufgrund der schnellen Evaluationszeit des Modelles wird die Parameterschät-

zung von 50 verschiedenen Startpunkten aus aufgerufen, und das beste Profil in Bezug auf den mittleren 

absoluten Fehler verwendet. In Abbildung 23 ist die Parameterschätzung am Stufenzyklus dargestellt. 

Die gefundenen Parameter werden in den SCR-Simulator eingesetzt. Zudem wurden vier TPD Messun-

gen zur Validierung des angepassten Modells verwendet. 

 

Abbildung 23: Parameterschätzung anhand eines Messprofils und anschließende Validierung gefundener Para-

meter. In der ersten Spalte ist die Optimierung am Stufentest Experiment mit dem neuronalen Surrogat darge-

stellt, sowie die Übertragung der gefundenen Parameter in das mechanistische Modell. In der zweiten und drit-

ten Spalte ist die Validierung der gefundenen Parameter anhand der experimentellen Messprofile T100, T150, 

T200 und T250 dargestellt. 

Die Parameterschätzung zeigt einen guten Fit des neuronalen Surrogates zum experimentellen Profil im 

zum Training verwendeten Stufentest. Die Parameterschätzung dauerte 47 s und umfasste 8.400 Funk-

tionsaufrufen, was zu einer Generationszeit von 5 ms pro Profil mit dem Surrogat führt. Im Vergleich 

dazu benötigte die Generierung eines Profils mit dem SCR-Solver zwischen 30 und 50 s. Das Surrogat 

bietet somit eine signifikante Beschleunigung bei der Parameterschätzung. Anschließend wurden die 

Parameter im SCR-Simulator verwendet, um Profile zu generieren, die mit den gemessenen Profilen für 

die TPD Messungen T100, T150, T200 und T250 verglichen werden. Bei der Validierung zeigen sich 

insbesondere Abweichungen zum Speicherverhalten des T100 und T150-Experiments, jedoch führt die 

schnelle Kalibrierung anhand des Stufenexperimentes bereits zu Startparametern, welche das Speicher-

verhalten des T200 und T250-Experimentes näherungsweise beschreiben.  

Um weitere Experimente einzubeziehen, können neue Surrogate für diese Messzyklen trainiert werden. 

Da die größten Abweichungen der Parameter gegenüber dem T150-Profil beobachtet wurden, wurde ein 

weiteres Surrogat für den T150-Messzyklus trainiert. Die bereits gesampelten Parameterkombinationen 

wurden verwendet, um neue Trainingsdaten synthetisch zu erzeugen. Das neue Modell wurde trainiert, 

und in einer weiteren Parameterschätzung wurden beide Modelle, für den Stufentest und den TPD-Test 

T150 gleichzeitig eingesetzt. Die Parameterschätzung ist in Abbildung 24 gezeigt. Die Einführung des 
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zweiten Surrogates ermöglichte eine verbesserte Beschreibung des Speicherverhaltens des Katalysators 

über alle Experimente. Die Ergebnisse zeigen, das der entwickelte Ansatz gut geeignet ist um Katalysa-

tormodelle effizient mittels standardisierter Messprotokolle automatisiert zu erstellen. 

 

Abbildung 24: Parameterschätzung anhand beider Surrogate für den Stufentest sowie das T150-TPD-Experi-

ment. In der linken und mittleren Spalte ist jeweils der Fit des neuronalen Surrogates auf das Zielprofil darge-

stellt, sowie die Übertragung gemeinsam optimierter Parameter in den SCR-Simulator. In der rechten Spalte 

werden die optimierten Parameter an den Messprofilen T100, T200 und T250 validiert. 

II.1.3.2.2.3.2.2 AP2.3.2.2.2. Automatische Modellgenerierung direkt aus Messdaten 

In AP2.3.2.2.2. sollen die in AP2.3.1.1. entwickelten hybride Modelle verwendet werden, um kinetische 

Modelle direkt aus Daten lernen. Im Vergleich zum Ansatz aus AP2.3.2.2.1. verspricht dieser Ansatz 

eine noch größere Flexibilität and Automatisierbarkeit, weil überhaupt kein klassisches kinetisches Mo-

dell mehr formuliert werden muss. Die Idee ist hier, die gut verstandenen Aspekte des Katalysatorver-

haltens durch physikalisch-chemische Gleichungen zu beschreiben, während die weniger gut verstan-

denen Effekte mittels maschineller Lernverfahren abgebildet werden. Die in AP2.3.1.1. vorgestellte 

Netzstruktur III. stellt solch ein hybrides Modell für die chemische Kinetik dar, da sie die exakte Be-

schreibung der Thermodynamik und Stöchiometrie mit der Expressivität neuronaler Netze für das Er-

lernen der stationären Oberflächenkinetik verbindet. Um diese Modelle für die Beschreibung des ge-

samten Katalysatorverhaltens zu nutzen, wurden sie für AP2.3.2.2.2. mit einem Reaktormodell kombi-

niert. Für den einfachsten Fall eines idealen Strömungsrohrs ohne Massentransferlimitierung müssen 

die vorhergesagten Konzentrationsänderungen dafür über die Reaktorlänge integriert werden.  

Daher haben wir in unsere Modelle mithilfe der Neural-ODE Technik (Abbildung 25) erstmals auch 

Gleichungen zum Reaktorverhalten in die Modellstruktur eingebettet. Das erlaubt, direkt auf (messbare) 

Konzentrations- und Temperaturverläufe zu trainieren statt auf deren schwer zugängliche Änderungsra-

ten. 

 

Abbildung 25: Schematische Darstellung der Neural-ODE Technik. Hier werden die vorhergesagten Raten zur 

Vereinfachten Darstellung mit der expliziten Euler Integrationstechnik in Konzentrationsänderungen übersetzt. 

Tatsächlich wurden aber fortgeschrittene ODE Solver basierend auf dem Runge-Kutta Verfahren genutzt. 
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Am Beispiel der adiabatischen Dampfreformierung wurden Reaktordaten mithilfe eines physikalisch-

chemischen Modells künstlich erzeugt. Nur 20 solcher Reaktorprofile waren nötig, um Modelle zu trai-

nieren, die eine Vielzahl neuer Reaktorprofile mit vernachlässigbarem Fehler vorhersagen können. Erste 

Versuche zeigten, dass auch aus stark fehlerbehafteten Messungen noch robuste Modelle erstellt werden 

können (Abbildung 26). Das scheint zunächst kontraintuitiv. Jedoch sind die hier entwickelten hybriden 

Modelle durch das eingebettete Wissen um Reaktorlogik, Thermodynamik und Stöchiometrie stark vor-

informiert und erzeugen automatisch physikalisch-chemisch plausible Vorhersagen. Damit ist es mehr 

als realistisch von realen Reaktordaten zu lernen, selbst wenn nur wenige oder fehlerbehaftete Daten 

vorliegen. 

 

Abbildung 26: Hybride Modelle erzeugen plausibles Reaktorverhalten (Kreise) das sich mit den exakten Profilen 

(Linien) deckt, selbst wenn sie mit stark verrauschten Daten (Dreiecke) trainiert wurden. 

Aufbauend auf diesen Erkenntnissen haben wir unsere Methode auf einen SCR-Monolith-Reaktor an-

gewendet, bei dem der Stofftransport im porösen Washcoat eine zentrale Rolle spielt. Da der Massen-

transport in diesem Reaktorsystem durch partielle Differentialgleichungen (PDEs) beschrieben wird, 

ließ sich unser zuvor verwendeter Neural-ODE-Ansatz nicht direkt übertragen. Stattdessen haben wir 

analog zum Umicore Simulator das PDE-basierte Reaktormodell in eine Kaskade ideal durchmischter 

Reaktoren (CSTRs) diskretisiert. Auf diese Weise können wir die bereits erwähnten physikalisch-che-

mischen Gesetzmäßigkeiten mit datengetriebenen Methoden kombinieren und so die für den SCR-Pro-

zess essenziellen Transportphänomene erfassen. So kann die gelernte Kinetik von Stofftransportlimitie-

rungen getrennt werden. Zur Beschreibung der Kinetik wurden die in AP2.3.1.1. entwickelten neuronale 

Netzwerke mit eingebetteter Stöchiometrie und Thermodynamik verwendet, da zuvor gezeigt wurde, 

dass diese am performantesten sind. 

Das Reaktormodell basiert auf dem Simulationstool des Projektpartners Umicore. Hier wird der Mono-

lith Kanal in Volumenelemente diskretisiert und jedes Volumenelement als perfekt gerührter Reaktor 

simuliert. Dabei ist in jedem Volumenelement die Gasphase über Massentransfer mit der porösen Kata-

lysatorphase (Washcoat) gekoppelt, und der Umsatz der Gase findet an der katalytischen Oberfläche des 

Washcoats statt. Der gesamte Massentransfer besteht aus dem ex-ternen Massentransfer aus der Gas-

phase in den Washcoat, und dem internen Massentransfer innerhalb des Washcoats zu der aktiven Ober-

fläche. Dieses Reaktormodell wurde in dem Programmierpaket JAX in Python implementiert. JAX bie-

tet automatische, algorithmische Differenzierung sowie Pakete für numerische Lösungsverfahren 

(ODE-Solver, Nullstellenfinder). Weiterhin erlaubt JAX die sogenannte just-in-time Kompilierung, bei 

der Code Abschnitte beim Ausführen des Codes kompiliert werden, wodurch das Ausführen von nume-

risch anspruchsvollen Rechenaufgaben deutlich beschleunigt wird. Die Implementierung in JAX bildet 

das Simulationstool des Projektpartners Umicore ab, und es wurden Simulationen durchgeführt, um das 
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zu verifizieren. Insgesamt ermöglicht das in JAX implementierte Reaktor Modell des Monolithen effi-

ziente gradientenbasierte Optimierung von kinetischen Modellen für die SCR. Dieser Optimierungsan-

satz kann sowohl für mechanistische kinetische Modelle als auch für neuronale kinetische Modelle an-

gewandt werden. Der Ansatz zur Modellierung und Optimierung der SCR-Kinetik in Monolith Reakto-

ren ist in Abbildung 27 gezeigt. 

 

Abbildung 27: Lösen eines SCR Monolith Reaktors als Kaskade perfekt gemischter Volumenelemente. Jedes Vo-

lumenelement teilt sich in die strömende Gasphase, sowie das Katalysatorvolumen. Der Übergang von der Gas-

phase in das Katalysatorvolumen wird durch Massentransferkoeffizienten beschrieben. Die Kinetik der Reaktio-

nen im Katalysator wird durch ein physikalisch informiertes Neuronales Netzwerk mit eingebetteter Stöchiomet-

rie und Thermodynamik berechnet. In jedem Volumenelement wird die stationäre Konzentration im Washcoat 

über numerische Integration bestimmt. 

Hier ist zu beachten, dass die Lösung des Modells und die Optimierung der Kinetik mit einem großen 

numerischen Aufwand verbunden ist. Zur Vorhersage der stationären Bedingungen am Auslass des Mo-

nolithen muss in jedem Volumenelement eine stationäre Washcoat Konzentration bestimmt werden. Das 

wird durch das Finden einer Nullstelle über numerische Integration durchgeführt, was aufwendig ist. 

Eine gradientenbasierte Optimierung der neuronalen Kinetik würde in einer naiven Form die Rückpro-

pagierung der Ableitung des Fehlers nach den Parametern des neuronalen Netzwerks durch die gesamte 

numerische Lösung, einschließlich dem Finden der Nullstelle, in jedem Volumenelement erfordern. 

Dies ist rechnerisch anspruchsvoll und war numerisch instabil. Stattdessen haben wir das implizite Funk-

tions-Theorem verwendet, um die Gradienten an den stationären Zuständen der Volumenelemente effi-

zient zu berechnen. Das implizite Funktions-Theorem erlaubt es, die Ableitungen eines stationären Sys-

tems – wie hier im Washcoat – mithilfe des Lösens eines linearen Gleichungssystems zu bestimmen, 

ohne durch die gesamte numerische Lösung zurückpropagieren zu müssen. Erst dadurch wurde es mög-

lich, das neuronale Netzwerk in diesem komplexen Reaktormodell erfolgreich zu optimieren. 

Dennoch erwies sich das direkte Training des Neuronalen Netzwerks in Kombination mit dem Mono-

lithen Reaktormodell als instabil. Daher wurde ein pre-Training entwickelt, bei dem das Neuronale 

Netzwerk zunächst mit einem idealen CSTR-Kaskadenmodell gekoppelt wurde – was einem Training 

als Neural ODE mit einem expliziten Euler-Löser entspricht wie in Abbil-dung 2.1. Zunächst wurde das 

neuronale Netzwerk mit nur einem CSTR Volumenelement trainiert. Anschließend wurde das bereits 

trainierte Netzwerk mit einem idealen Reaktormodell mit zwei Volumenelementen gekoppelt. Dieses 

Vorgehen wurde wiederholt, wobei die Anzahl der Volumenelemente jeweils verdoppelt wurde. Nach-

dem das Training mit 256 Volumenelementen abgeschlossen war, wurde das Reaktormodell schließlich 
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erweitert, um nun auch den externen- und internen Stofftransport sowie den Wärmetransport einzube-

ziehen. In dieser abschließenden Phase wurde das neuronale Netzwerk erneut bis zur Konvergenz trai-

niert. Dadurch war es dann möglich, Massen- und Wärmetransfereffekte von der Kinetik zu entkoppeln. 

Zum Testen dieses Ansatzes wurden synthetische Daten für einen SCR-Katalysator mithilfe des vom 

Projektpartner Umicore zur Verfügung gestellten Simulators erzeugt. Dieser Simulator verwendet eine 

globale SCR-Kinetik, bestehend aus Ratengleichungen basierend auf einem Potenzansatz, Inhibierungs-

termen und einem Arrhenius-Term. Für 150 Einlassbedingungen wurde die Komposition am Auslass 

des Monolithen simuliert. Die Einlassbedingungen wurden zufällig gesampled, unter Variation der Feed 

Temperatur (175 bis 550 °C), dem NH3 zu NOx-Verhältnis (0.3 bis 2.0), dem NO2-Anteil im NOx-Feed 

(0 bis 70 %), der Gesamt NOx-Konzentration (50 bis 2.000 ppm), der Menge an Sauerstoff (2 – 12 %) 

und der Menge an Wasser (2 – 12 %) bei einer Raumgeschwindigkeit von 120.000 h-1. Dieser Bereich 

ist absichtlich sehr breit gewählt, damit das neuronale Netzwerk das kinetische Verhalten über alle ty-

pischen Betriebsbedingungen lernen kann. Zum Modelltraining wurde dann ausschließlich Daten ver-

wendet, welche auch im Labor zugänglich sind, nämlich jeweils die Einlass Bedingungen und die Gas-

komposition am Ausgang des Monolithen. Abbildung 28 zeigt den Verlauf des Trainingsfehler und des 

Fehlers auf Daten, welche nicht im Trainingsdatensatz enthalten waren, über den Verlauf des Trainings. 

Von Epoche 0 bis 4.500 wurde das pre-Training mit einer idealen CSTR-kaskade ohne Massentransfer-

effekte durchgeführt, ausgehend von einem einzelnen CSTR bei Epoche 0. Nach jeweils 500 Epochen 

wird die Anzahl an CSTR-Volumenelementen in der Kaskade verdoppelt. Ab Epoche 4.500 wurde dann 

ein Reaktormodell mit externem- und internen Massentransfer sowie Wärmeübergang im Washcoat ver-

wendet. Das pre-Training nimmt dabei nur wenig Zeit (8 min) in Anspruch, da die dort verwendete 

ideale CSTR-Kaskade äquivalent ist zu einem expliziten Euler ODE-Solver. Das Training mit dem nicht 

idealen-Reaktormodell ist deutlich aufwendiger. Hier nimmt das Training für 200 Epochen 16 Stunden 

in Anspruch. 

 

Abbildung 28: Verlauf des relativen Fehlers der vorhergesagten Auslasszusammensetzung auf dem Trainingsda-

tensatz (150 Messungen) und für Daten, welche nicht fürs Training verwendet wurden (100 Messungen) über 

den Verlauf des Trainings. Ab Epoche 500, bis Epoche 4.500, wird jeweils nach 500 Epochen das Reaktormodell 

gewechselt, indem die Anzahl an CSTR-Volumenelementen verdoppelt wird. Ab Epoche 4.500 wird ein nicht-

ideales Reaktormodell mit 256 Volumenelementen mit externem- und internem Massentransfer und Wärmeüber-

gang verwendet. 

Nach vollendetem Training mit dem nicht-idealen Reaktormodell mit externem- und internem Massen-

transfer sowie Wärmeübergang kann das neuronale Netzwerk die Kinetik sehr gut abbilden. Die Vor-

hersage der Auslasskonzentrationen mithilfe der neuronalen Kinetik weicht für ungesehene Bedingun-

gen um nur 3 % von der Vorhersage anhand der mechanistischen Kinetik ab. Es wird auch deutlich, dass 

der Fehler auf ungesehenen Daten ausgehend von Epoche 4.500 deutlich abnimmt, ab der die Trans-

portphänomene in das Reaktormodell eingebunden werden. Das bestätigt die Notwendigkeit, diese Phä-
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nomene explizit in das Reaktormodell einzubinden, da die Generalisierung des Modells dadurch ver-

bessert wird. Außerdem kann nur so die intrinsische Kinetik von Massentransfereffekten entkoppelt 

werden. Abbildung 29 zeigt einen Paritätsplot der Auslasskomposition der Schlüsselspezies NO2, NO, 

N2O und NH3 simuliert mithilfe der mechanistischen Kinetik von Umicore und der Vorhersage mit der 

Kinetik des trainierten neuronalen Netzwerks. 

 

Abbildung 29: Paritätsplots der Konzentration am Auslass des Monolithen für Schlüsselspezies, vorhergesagt 

von der mechanistischen Kinetik und des trainierten neuronalen Netzwerks. Die Vorhersage der neuronalen Ki-

netik stimmt sehr gut überein mit der mechanistischen Kinetik. 

Die Verwendung des neuronalen Kinetischen Modells ist insbesondere interessant zur modellbasierten 

Prozess Optimierung und Intensivierung. Um das zu untersuchen, wurden Light-Off Kurven bei Raum-

geschwindigkeiten von 60.000 h-1 und 200.000 h-1 mit der mechanistischen Kinetik und der neuronalen 

Kinetik simuliert. Dabei wurde ein typischer Feed bestehend aus 1.000 ppm NOx und 1.100 ppm NH3 

bei unterschiedlichen Temperaturen und einem geringen NO2-Anteil (10 %) und einem hohen NO2-

Anteil (50 %) im Feed untersucht. Diese Bedingungen wurden nicht zum Training der neuronalen Ki-

netik verwendet. Abbildung 30 zeigt exemplarische Light-Off Kurven. Es wird jeweils der NO2-Umsatz 

(links), NO-Umsatz (Mitte) und NH3-Umsatz (rechts) als Funktion der Temperatur abgebildet. 

In Abbildung 30 ist zu sehen, dass das neuronale Netzwerk das Verhalten des SCR-Katalysators sehr 

gut beschreibt, auch unter bisher ungesehenen Betriebsbedingungen. Das typische Light-Off Verhalten 

wird für unterschiedliche Raumgeschwindigkeiten und NO zu NO2-Verhältnisse sehr gut abgebildet. 

Bei der Datengenerierung wurde darauf geachtet, dass die Trainingsdaten für das neuronale Netzwerk 

die Messmöglichkeiten in einem Labor gut abbilden. Zur Verbesserung des Modells, bei gleichzeitiger 

Reduktion in der Anzahl an Experimenten, besteht die Möglichkeit eines zielgerichteten Experimentde-

signs. Hier könnten Experimente konzipiert werden, um spezielle Betriebsbedingungen und Reaktionen 

exklusiv zu parametrieren, zum Beispiel die NH3-Oxidation bei hohen Temperaturen. Abbildung 30 

zeigt, dass die größten Abweichungen im vorhergesagten Umsatz bei Temperaturen unter 500K und 

Temperaturen über 800K vorliegen. Eine Erhöhung der Trainingsdatendichte in diesem Bereich würde 

dazu beitragen, das Modell in diesen Bereichen zu verbessern. 

Die durchgeführten Untersuchungen zeigen insgesamt, dass die neuronalen Netzwerke mit ein-gebette-

ter Physik und Chemie in Kombination mit detaillierten Reaktormodellen sehr gut geeignet sind, um 

SCR-Kinetik anhand von Messdaten von monolithischen Reaktoren zu lernen. Dabei ist es möglich, die 

intrinsische Kinetik befreit von Transportphänomen zu parametrieren anhand von nur 150 zufälligen 

Experimenten eines integralen SCR-Reaktors. Deshalb ist davon auszugehen, dass sich diese Methode 

eignet, um SCR-Kinetik effizient anhand von Labordaten zu lernen. Dadurch wird es möglich sein den 

zeitintensivsten Arbeitsschritt bei der Modellierung, die Parametrierung der Kinetik, deutlich zu verein-

fachen und verkürzen. 
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Abbildung 30: Light-off kurven für NO2, NO und NH3 bei Raumgeschwindigkeiten von 60.000 h-1 und 200.000 h-1 

sowie NO2-Anteilen im Feed von 10 und 50 %. Es wird jeweils die Vorhersage mit der mechanistischen Kinetik 

und der Kinetik des trainierten Neuronalen Netzwerks gezeigt. 

II.1.3.2.2.3.3 AP3 

II.1.3.2.2.3.3.1 AP2.3.3.1. Schnittstelle der Umicore-Simulationsplattform zur im Projekt erstellte Da-

tenplattform 

Eine Schnittstelle für die Übertragung von Messergebnissen aus der Datenplattform in das Umicore-

Simulationswerkzeug wurde in Python erstellt. Im Wesentlichen besteht sie aus Routinen, die Eintritts-

bedingungen (Temperaturen, Massenstrom, Abgaszusammensetzung) in ein ausgewähltes Bauteil des 

Abgassystems für eine ausgewählte Fahrt aus der Datenplattform in einem Format exportieren, das einen 

unmittelbaren Einsatz im Umicore-Simulationswerkzeug erlaubt. Die Routinen sind konfigurierbar ge-

staltet, damit sie für verschiedene Fahrzeuge und Bauteile des Abgasstrangs verwendbar sind. 

Entwickelt und getestet wurden sie anhand von Daten eines Mercedes Sprinter, von dem insgesamt 

2.859 Fahrten aufgezeichnet wurden. Besondere Schwierigkeiten bereitet die Behandlung von Artefak-

ten, z.B. in den Anfangs- und Endphasen von Fahrten oder bei Ausfällen von Analysengeräten. Diese 

Routine wurde anschließend auf allen vorliegenden Messdaten getestet. Dabei ist aufgefallen, dass auf 

Grund von fehlenden Zeitkanälen in den Messdaten einige Messungen nicht übertragbar sind. Von den 
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2.859 vorliegenden Fahrten des Mercedes Sprinters können 1.262 in eine verwendbare Struktur über-

führt werden. Die Nachbildung der fehlenden Zeitspuren ist ebenfalls eine mögliche Option, welche 

jedoch für eine robuste Lösung mehr Aufwand erfordert, was zugunsten der anderen Arbeitspakete zu-

rückgestellt wurde. 

II.1.3.2.2.3.3.2 AP2.3.3.2. Modellbasierte Systemoptimierung basierend auf realen Fahrzeugdaten 

Reale Fahrzeugdaten liegen in Form von 2.859 Fahrten eines Mercedes Sprinter vor. Leider traten in 

dieser ersten Messkampagne Fehlfunktionen gleich mehrerer Messgeräte auf, sodass für die Simulation 

elementare Eintrittsgrößen nicht zur Verfügung standen - namentlich der Abgasmassenstrom, sowie die 

Konzentrationen der Spezies Ammoniak und Stickstoffdioxid. 

Die robuste und gleichzeitig sorgsame Aufbereitung der realen Fahrzeugdaten für die Verwendung im 

physikalischen Simulationsmodel ist mühsam und erfordert einigen Aufwand. Daher wird darauf ge-

achtet, möglichst allgemein anwendbare Lösungen zu entwickeln, um den Aufwand gering zu halten, 

falls Messungen von anderen Fahrzeugen eintreffen. 

II.1.3.2.2.3.3.2.1 Indirekte Bestimmung des Abgasmassenstroms 

Um die bisherigen Messergebnisse trotz fehlender Signale zumindest für die Entwicklung der Methodik 

verwenden zu können, wird der Massenstrom indirekt aus dem gemessenen Druckverlust über einen 

Teil des Abgasstranges bestimmt. Hierzu wurden für ein Canning mit drei Durchflussmonolithen mit 

einem Gesamtvolumen von etwa 10 l Kennfelder erstellt, die den Massenstrom in Abhängigkeit der 

Temperatur und des Gegendrucks abbilden. Diese in Abbildung 31 illustrierte Methodik wurde bisher 

nicht erprobt und musste daher zunächst an zusätzlichen Messungen validiert werden. 

 

Abbildung 31: Links ist das Kennfeld zur Bestimmung des Massenstroms aus Temperatur und Druckverlust für 

das hinterste Canning zu sehen. Das rechte Diagramm illustriert die Anwendung des Kennfeldes an realen Da-

ten einer Fahrt des Sprinters am frühen Morgen des 1. Juni 2023. Oben sind die mittlere Temperatur und der 

Druckverlust über die Zeit aufgetragen, im unteren Diagramm der daraus bestimmte Massenstrom. 

Der Workaround für die Bestimmung des Massenstroms anhand des Druckverlustes wurde anhand meh-

rerer Testzyklen validiert, was in Abbildung 32 für den WLTC-Zyklus veranschaulicht ist. Dabei wird 

der berechnete Massenfluss systematisch um ungefähr 20 % überschätzt. Da es sich um einen systema-

tischen Fehler handelt, ist es möglich, den berechneten Massenfluss des Mercedes Sprinters, um einen 

festen Wert zu korrigieren und somit realistische Ergebnisse zu erhalten. Die Berechnung des Massen-

stroms ist damit validiert. 
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Abbildung 32: Validierung der Methodik zur Berechnung des Massenstroms aus dem Druckverlust. 

II.1.3.2.2.3.3.2.2 Stoffmengenanteile für NO und NO2 

Die in einigen Messkampagnen fehlenden Messwerte für Stickstoffdioxid sind weniger kritisch, denn 

es gibt Messungen der Stickoxide insgesamt (also NO + NO2) und die Simulation des Dieseloxidations-

katalysator als erstes Bauteil des Abgasstranges sollte realistische Eintrittskonzentrationen für NO und 

NO2 in den weiteren DeNOx-Teil des Abgasstranges ergeben. Bisher wurden testweise einzelne Simu-

lationen des DOC als erstes Bauteil des Abgassystems mit den realen gemessenen Eintrittsbedingungen 

durchgeführt, ein Beispiel ist in Abbildung 33 gezeigt. 

 

Abbildung 33: Ausschnitt einer Simulation des Dieseloxidationskatalysators mit Messungen aus einer Fahrt des 

Sprinters in der Nacht vom 3. auf den 4. Februar 2023. Oben ist die Eintrittstemperatur in den DOC aufgetra-

gen. In der Mitte sind der eintretende Stoffmengenanteil an Stickoxiden (NOx) sowie die aus der Simulation er-

haltenen Stoffmengenanteile an NO und NO2 im Austritt. 

Diese Simulation wurde zweimal durchgeführt: Einmal unter der Annahme, dass eintretendes NOx 25 % 

NO2 enthalte, und ein weiteres Mal unter der Annahme eines NO2-Anteils von nur 10 %. Im unteren 

Diagramm ist das NO2/NOx-Verhältnis für beide Fälle aufgetragen. Die Ergebnisse der beiden Simula-

tionen unterscheiden sich kaum. Dies ist eine gute Nachricht und ein starker Hinweis, dass die Methode 

zur Erzeugung realistischer NO/NO2-Eintrittssignale funktioniert. Auf diese Weise wurden und werden 

häufig vorkommende Artefakte und andere Unzulänglichkeiten entdeckt und können entweder behoben 
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oder zumindest in zukünftige Messungen vermieden werden. Die Simulation mit einem vorangeschal-

teten DOC kann damit als abgeschlossen angesehen werden.  Das fehlende Stickstoffdioxid Signal kann 

somit akzeptabel ersetzt werden. 

II.1.3.2.2.3.3.2.3 Ammoniakdosierung 

Ein Messsignal für Ammoniak fehlt im zunächst verfügbaren Datensatz. Ammoniak wird im realen 

Fahrzeug als AdBlue dosiert. In Simulationen ist es möglich eine sinnvolle Menge Ammoniak zu do-

sieren, um ein realistisches Verhalten abzubilden - im einfachsten Fall wird Ammoniak stöchiometrisch 

für eine vollständige Umsetzung des NOx zugegeben. 

Daher wurde die Routine auf das gesamte System aus einem DOC, zwei nachfolgende SCR-Katalysa-

toren sowie einen NH3-Schlupfkatalysator ausgeweitet (Abbildung 34). Die Ergebnisse einer Sprinter 

Fahrt vom 04.03.2023 ist in Abbildung 35 exemplarisch für die ersten 3 Minuten dargestellt. Das feh-

lende Ammoniak Signal wurde durch eine simulierte Dosierung einer stöchiometrischen Menge für die 

vollständige NOx-Reduktion ersetzt. Dies entspricht zwar nicht einer realen AdBlue-Dosierung, ermög-

licht jedoch die Auswertung der Daten mit realistischen Mengen an Ammoniak. Die Simulationszeit für 

das System aus einem DOC und drei SCR einer einzelnen Sprinter Fahrt beträgt 49 Minuten auf einer 

persönlichen Workstation. Dies veranschaulicht die Notwendigkeit für den Einsatz maschineller Ersatz-

modelle, um solch große Datenmengen zu verarbeiten. 

 

Abbildung 34: Schematischer Aufbau es simulierten Abgassystems. 

 

Abbildung 35: Einlassstoffmengenteile im Vergleich zu den simulierten Ausgangsstoffmengenteilen am Beispiel 

des NO nach einem DOC und drei sequenziellen SCR. 

Die in AP2.3.3.2. geplante Vermessung von NOx-Emissionsszenarien am dynamischen Prüfstand in 

Darmstadt wurde in Absprache mit dem Projektpartner Umicore zugunsten der neu ins Arbeitspro-

gramm aufgenommenen Messungen zum Erstellen eines Alterungsmodells für SCR-Katalysatoren 

(AP2.3.4.) zurückgestellt. 

II.1.3.2.2.3.3.3 AP2.3.3.3. Simulations-unterstütztes maschinelles Lernen 

Dieses Arbeitspaket wurde zugunsten der erfolgreichen zusätzlichen Arbeiten in AP2.3.2.2. zurückge-

stellt. Sowohl aufgrund unserer eigenen Erfahrungen im Projekt als auch aufgrund der in der Literatur 

dokumentierten Ergebnisse anderer Gruppen erscheint es heute vielversprechender, physikalisch/che-

misches Vorwissen direkt in Form eines hybriden Modells in die neuronalen Netze einzubauen. Der in 

D C ASCSC SC 
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AP2.3.3.3. vorgeschlagene Ansatz Vorwissen über simulierte Daten in den Lernprozess einzuspeisen, 

schien zur Zeit der Antragstellung interessant, ist aber heute aufgrund der schnellen Entwicklung der in 

AP2.3.2.2. verfolgten physikalisch/chemisch informierten hybriden Modelle nicht mehr attraktiv. 

II.1.3.2.2.3.3.4 AP2.3.3.4. Bereitstellen von künstlichen Trainingsdaten zum Entwickeln und Testen der 

Datenplattform sowie der maschinellen Lernverfahren 

Es hat sich gezeigt, dass im Arbeitskreis Beidl genügend historische Messergebnisse aus früheren Pro-

jekten in ausreichender Qualität vorhanden waren, die für Entwicklung und Tests der Datenplattform 

sowie der maschinellen Lernverfahren geeignet sind. Daher musste bisher nicht auf synthetische erstellte 

Trainingsdaten zurückgegriffen werden. 

II.1.3.2.2.3.4 AP2.3.4. Durchführung von Labormessungen für die Entwicklung von Alterungsmodel-

len für SCR-Katalysatoren 

Zusammen mit dem Projektpartner Umicore wurde ein Alterungsmodell für SCR-Katalysatoren entwi-

ckelt (siehe II.1.3.2.1.4 dieses Berichts). Die Messungen zur Charakterisierung des Alterungsverhaltens 

und zur Parametrisierung der entsprechenden Modelle wurden zu einem großen Teil an der TU Darm-

stadt durchgeführt. Im gesamten Projektzeitraum betrug der Umfang dieser Messungen etwa 120 pro-

duktive Messtage. Weitere Zeit wurde verwendet, um die Anlage für die erforderlichen Messungen an-

zupassen und um Fehler an der Anlage zu beheben. Das entwickelte Alterungsmodell bildet die Grund-

lage, um das Katalysatorverhalten basierend auf Dauerläuferdaten über die komplette Lebensdauer eines 

Fahrzeugs simulieren zu können. 

II.1.4 AP3 Indikatoren und Trainingsdaten für die KI-Entwicklung aus realen und simulierten 

Daten 

In AP3 ist Umicore nur als Auftraggeber beteiligt und die erzielten Ergebnisse stammen von IVD 

Deutschland GmbH. Diese dienen als weitere Eingabe für die weiteren Arbeitspakete. 

II.1.4.1 AP3.2 - Identifikation von Alterungsindikatoren am EiL und Bereitstellung von Trai-

ningsdaten für die KI (UMI, UAN IVD) 

Arbeitspaket AP3.2 dient der Analyse von Messgrößen am Motorenprüfstand und Messfahrzeug des 

Instituts für Verbrennungskraftmaschinen Fahrzeugantriebe (VKM). Die Analyse der Messdaten bildet 

die Grundlage für Trainingsdaten für die Katalysatoralterungserkennung durch KI und die Entwick-

lungsgrundlage zur Bildung eines semiphysikalischen Models zur Alterungserkennung. 

II.1.4.1.1 Identifikation alterungsrelevanter Messgrößen 

Begonnen wurde mit der Entwicklung eines automatisierten Auswerteskripts, das die Prüfstandsversu-

che hinsichtlich relevanter Größen wie  

• Motordaten (Modellierte Drehmomente, Einspritzmenge, Lambdawerte, Luftmasse, Soll-Ist-

Ladedruckvergleich, etc.) 

• Emissionen (NOx, HC, CO, CO2, NH3-Sonden) hinsichtlich Konzentrationen und kumulierter 

Emissionen 

• Temperaturen und Drücke (zusätzlich zu den Steuergerätedaten integrierte Sensoren entlang des 

Luftpfads 

plausibilisiert und in das mit NorCom vereinbarte Datenformat überführt. Das Skript wird zunächst in 

AVL Concerto (Messdatenprogramm der Firma AVL) ausgeführt. Hier ist nach automatisierten Berech-

nungen eine visuelle Plausibilisierung der Versuchsdaten durchführbar. Anschließend werden die Mess-

daten in ein .mdf (Dateiformat) überführt, sodass sie auf den Cloudserver übermittelt und automatisiert 

als Trainings- und Vergleichsdaten für die Alterungserkennung durch KI bereitgestellt werden.  
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In Abbildung 36 ist beispielhaft die Auswertung der Emissionen für einen Fahrzeugtest des Testfahrzeug 

des VKM am Rollenprüfstand mit der integrierten Emissionsmesstechnik dargestellt. Dafür wurden Da-

ten aus dem Motorsteuergerät zur Berechnung der Massenströme verwendet und eine Emissionsberech-

nung der durch die NOx-Sonden gemessenen Stickoxidkonzentrationen durchgeführt. Die Ergebnisse 

wurden weiterhin verwendet, um die spezifischen Streckenemissionen des Fahrzeugs zu ermitteln. Die 

Datenanalyse wertet die Messdaten automatisiert aus und stellt relevante Zusammenhänge dar: 

• Modellbildung und Messwertkorrekturen 

• Thermodynamische Randbedingungen entlang des Luftpfads 

• Laufleistungen und fahrzeugspezifische Parameter 

• Emissionsberechnung und Konvertierungsleistungen 

• Betriebsstrategieanalyse Hybridmodus 

 

Abbildung 36: Beispiele der Datenauswertung mit Fokus auf die Emissionsanalyse 

Als Vorbereitung für den Aufbau eines semiphysikalischen Alterungsmodells für einen Dreiwegekata-

lysator wurde zusätzlich Auswerteprogrammen entwickelt, um eine Klassifizierung und Kategorisie-

rung von Messdaten (Fokus auf Stickoxidemissionen NOx vor und nach Katalysator) durchzuführen. 

Abbildung 37 stellt eine dieser Auswertelogiken dar. Darin ist die für den in Abbildung 36 dargestellten 

WLTC die Konvertierungsrate dargestellt, welche je nach Abgasmassenstrom und Temperatur variiert. 
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Abbildung 37: Klassifizierung der Konvertierungsleistung (Umsatz) des Dreiwegekatalysators in Abhängigkeit 

der Temperatur und Abgasmassenstrom 

Im weiteren Verlauf werden chronologische Auswertungen erstellt. Für die jeweiligen Klassen (Abgas-

massenstrom und Temperatur) wird überprüft, ob die Konvertierungsleistung sich über die Kilometer-

leistung ändert und Korrelationen im zu den ermittelten Alterungsindikatoren überprüft. Dies bildet die 

Grundlage für die Erstellung des semiphysikalischen Alterungsmodells der Fahrzeugkatalysatoren. 

II.1.4.1.2 Identifikation von Alterungsindikatoren am EiL und Bereitstellung von Trainingsda-

ten für die KI 

Unter Alterungsindikatoren werden im Rahmen dieses Projekts physikalische Messgrößen verstanden, 

die eine Alterung von Katalysatoren hervorrufen, oder in Korrelation zur Alterung stehen. Eine Alterung 

von Katalysatoren äußert sich in einer Verschlechterung der Katalysatorleistung und führt damit zu er-

höhten Schadstoffemissionen. Da die Einflussgrößen auf die Alterung sehr vielschichtig und komplex 

sind, ist die Verwendung eines KI-Modells zur Analyse und Prädiktion der Alterung erforderlich. Das 

volle Potenzial eines KI-Modells lässt sich jedoch nur ausschöpfen, wenn es mittels der richtigen Ein-

gangsdaten „trainiert“ wird. Der im Projekt mit den Partnern abgestimmte KI-Modellansatz ist ein zwei-

geteilter Ansatz. Zunächst werden in einem XGBoost-Modell, dabei handelt es sich um ein Entschei-

dungsbaum-Modell, zeitlose Daten (aggregierte Größen) verwendet, um die Alterung des Abgasnach-

behandlungssystems zu quantifizieren und die physikalischen Größen zu finden, die für die Alterung 

relevant sind. Betrachtet man die Messdaten des Fahrzeugs, so handelt es sich jedoch um zeitbasierte 

Datenreihen, z.B. Geschwindigkeitsverläufe, Emissionsverläufe und Temperaturverläufe. Für die Ver-

wendung im XGBoost KI-Modell werden aus den zeitbasierten Datenreihen statistische Größen berech-

net. Dies bedeutet, dass das XGBoost KI-Modell Expertenwissen voraussetzt, um die richtigen physi-

kalischen Größen und statistischen Berechnungen vorgeben zu können. Zunächst wurden daher für die 

Alterung kritische Fahrszenarien betrachtet und die messtechnische Erfassung geprüft. Tabelle 3 zeigt 

beispielhaft, welche Fahrszenarien relevant für die Katalysatoralterung sind. Eine DPF-Regeneration, 

also das gezielte Abbrennen von angesammelten Partikeln im Partikelfilter, führt z.B. zu hohen Spit-

zentemperaturen, sowohl im Partikelfilter als auch im vorgelagerten Oxidationskatalysator. Diese ther-

mischen Belastungen sind entsprechend der Literatur relevant für die Katalysatoralterung. 
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Tabelle 3: Beispiele für Fahrszenarien, die eine Katalysatoralterung hervorrufen können und die dazugehörige 

messtechnische Erfassung 

 

Entsprechend der Relevanz der DPF-Regeneration ist die Bildung von aggregierten (zeitlosen) Größen 

für dieses Fahrszenario zu berücksichtigen. Neben der physikalischen Größe „Temperatur“, aus der die 

statistischen Größen Mittelwert, Median und Maximaltemperatur gebildet werden, wird zudem die An-

zahl an DPF-Regenerationen als aggregierte Größe bereitgestellt. Im methodischen Vorgehen werden 

so für alle relevanten Fahrszenarien aggregierte Größen ermittelt, die dem KI-Partner bereitgestellt wer-

den. Die aggregierten Größen werden dabei jeweils einem Stationärpunkt zugeordnet. Dies bedeutet, 

dass zwischen wiederkehrend auftretenden Stationärpunkten die gewählten Aggregationen durchgeführt 

werden, wie es in Abbildung 38 dargestellt ist. Die in der Grafik rot dargestellten Bereiche sind dabei 

Bereiche, in denen ein vergleichbarer Stationärbetrieb detektiert wird. Für diese Stationärpunkte wird 

das Konvertierungsverhalten des Abgasnachbehandlungssystems gemessen. Wenn sich über die Lauf-

leistung des Fahrzeugs das Konvertierungsverhalten in den wiederkehrenden Punkten verändert, so ist 

von einer Alterung auszugehen. Die aggregierten Größen bieten dann die Möglichkeit, physikalische 

Ursachen für diese Alterung zu finden. 

 

Abbildung 38: Zuordnung von aggregierten Größen eines Zeitsegments zu einem Stationärpunkt 

Im Rahmen der regelmäßigen Projektmeetings wurden über 120 aggregierte Größen definiert, die in das 

Modell aufgenommen werden. Die Messdatengrundlage bilden dabei OBD-Daten (Fahrzeugdaten), ver-

baute Zusatzmesstechnik (siehe II.1.2.1.1), und Streckeninformationen. 
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II.1.4.1.3 Entwicklung einer Auswertemethode zur Alterungserkennung und Darstellung 

Der im Projekt gewählte KI-Ansatz bietet die Möglichkeit, Alterungseffekte zu analysieren und die Al-

terung von Abgasnachbehandlungssystemen zu detektieren und prädizieren. Das XGBoost- KI-Modell 

weist aufgrund seiner Architektur eine vergleichsweise gute Interpretierbarkeit auf. Dies bedeutet, dass 

die Quantifizierung des Alterungszustands teilweise auf physikalische Größen zurückgeführt werden 

kann. Die Modellgüte ist jedoch stark von den aggregierten Größen abhängig, die eine Vereinfachung 

der zeitreihenbasierten Größen darstellen. KI-Modell 2 hingegen basiert auf einem Deep-Learning An-

satz (Convolutional Neural Network). Dieser Ansatz bietet ein hohes Potenzial zur Modellgenauigkeit, 

jedoch ist begründet durch die Architektur des Modells die Interpretierbarkeit sehr eingeschränkt. Eine 

klare Zuordnung von physikalischen Größen, die für die Alterung relevant sind, ist nicht ohne weiteres 

möglich. Um den KI-Ansatz mit einem konventionellen Ansatz zu überprüfen und das Potenzial aufzu-

zeigen, ist die Entwicklung einer klassischen Auswertemethode zur Alterungserkennung von hoher Re-

levanz. Diese wurde im Berichtszeitraum erstellt und wird im Folgenden vorgestellt. Die Auswerteme-

thodik wird in MatLab programmiert und verwendet zum aktuellen Zeitpunkt Versuchsdaten des Test-

fahrzeugs der TUDa. Der Aufbau kann in drei Hauptbestandteile unterteilt werden.  

1) Datenplausibilisierung  

2) Emissionsanalyse 

3) Darstellung und Visualisierung 

 

1) Datenplausibilisierung 

Die Analyse von Dauerlaufdaten erfordert die Plausibilisierung und Überprüfung der verwendeten 

Messdaten, da es im Rahmen der Versuche zu Messtechnikdefekten und Messfehlern kommen kann. 

Damit Messfehler und Ausreißer keinen signifikanten Einfluss auf die Ergebnisse haben, werden die 

Daten zunächst geprüft und auftretende Messfehler kompensiert. Dafür werden die für die Auswerte-

methodik verwendeten Daten zunächst überprüft. Dies erfolgt zum einen durch die Festlegung von 

Grenzwerten, die für die Messdatenreihen festgelegt werden. Befinden sich Messwerte oder ihre Gradi-

enten außerhalb der vordefinierten Grenzen, so ist von einem Messfehler auszugehen. Die Messdaten 

können dann entweder nicht berücksichtigt, oder fehlende Messwerte durch Interpolation kompensiert 

werden. Zusätzlich werden Daten visualisiert um weitere Unregelmäßigkeiten in den Daten feststellen 

zu können. Abbildung 39 stellt beispielhaft die Messdatenverläufe dar, die hinsichtlich ihrer Daten durch 

die Visualisierung von Zeitverläufen und Histogrammverteilungen überprüft sind. 

 

Abbildung 39: Plausibilisierung von Messdaten: Emissionsverläufe und Histogrammverteilungen 

2) Emissionsanalyse 
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Nach der Plausibilisierung werden die Daten der Emissionsanalyse unterzogen. Über große Fahrzeug-

laufleistungen bietet sie die Möglichkeit, die Katalysatoralterung zu festzustellen. Die Eingangsdaten 

für die Berechnungen bilden hier zunächst die Stickoxidemissionen vor und nach dem Drei-Wege-Ka-

talysator des Otto-Hybrid Fahrzeugs der TU Darmstadt. Diese werden aus den Abgasmassenströmen 

und den Stickoxidkonzentrationen berechnet. Damit lassen sich die streckenspezifischen Emissionen 

des Fahrzeugs berechnen. Zusätzlich werden die Konvertierungen oder Tailpipe-Emissionen des Fahr-

zeugs ermittelt. Um die Katalysatorperformance in den gesamten Betriebsbereichen untersuchen zu kön-

nen, werden die Konvertierungsraten in die zugehörigen Massenstrombereiche und Temperaturbereiche 

eingeteilt. Diese spannen ein Kennfeld einer mittleren Konvertierungsleistung/Tailpipe-Emission für ein 

zuvor festgelegtes Streckensegment auf. Vergleicht man nun Konvertierungsleistungen in verschiede-

nen Streckensegmenten, so lässt sich eine Aussage über den Alterungszustand relativ zum Vergleichs-

segment treffen. 

3) Darstellung und Visualisierung 

Die oben Ergebnisse der oben beschriebenen Emissionsanalyse werden zur Bewertung visualisiert. 

Diese geschieht durch Darstellung der spezifischen Streckenemissionen, wie in Abbildung 40 oben dar-

gestellt. Darin ist zu erkennen, dass das Testfahrzeug keine signifikante Veränderung der spezifischen 

Streckenemissionen aufweist, da sich die streckenbezogenen Emissionen (gelbe Linie) auf einem Ni-

veau einpendeln. Zusätzlich wird für die Streckensegmente von 2.000-3.000 km und 7.000 bis 8.000 km 

ein Tailpipe-Emissionskennfeld über die Katalysatortemperatur und den Massenstrom aufgespannt. Be-

trachtet man das Kennfeld in der Mitte, so zeigen sich zwei wesentliche Erkenntnisse: Die Tailpipe-

Emissionen im gesamten Kennfeldbereich des Katalysators weichen nicht wesentlich voneinander ab, 

was für eine gleichbleibende Katalysatorperformance im gesamten Kennfeld spricht. Weiterhin sieht 

man, dass im Vergleich zum linken Kennfeld ein breiterer Kennfeldbereich abgedeckt wird. Dies ergibt 

sich aus den in den Segmenten gemessenen Daten. Das Kennfeld rechts bildet die Differenz des linken 

und mittleren Kennfelds. Die farbliche Darstellung lässt darauf hindeuten, dass die Abweichungen der 

beiden Kennfelder sehr gering sind. Dies bedeutet, dass eine Alterung bei der geringen Laufleistung von 

ca. 10.500 km nicht festgestellt werden kann. 

 

Abbildung 40: Darstellung von Alterungseffekten durch spezifische Streckenemissionen und Differenzkennfelder 

Die im vorherigen Abschnitt vorgestellte Alterungserkennung wurde um grundlegende Verarbeitungs-

schritte erweitert und Methodikbausteine angepasst. Diese Anpassung ist nötig, um die hohe Fahrzeug-

dynamik in der PKW-Anwendung zu berücksichtigen. Eine wesentliche Erkenntnis der Anwendung des 

analytischen Modells ist, dass durch die Zuordnung eines jeden Datenzeitpunkts und der zugehörigen 

Messignale in ein Cluster, eine hohe Anzahl an Clustern beschrieben wird. In Abbildung 41 wird ver-

einfacht dargestellt, wie die Zuordnung der Messdaten in ein Cluster durchgeführt wird. 
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Abbildung 41: Zuordnung der NOx Emissionen in Cluster gleichen Massenstroms und gleicher Temperatur 

Der Abgleich der Verteilung der Cluster von Realfahrtdaten mit dem Vergleichsfahrzeug und eines 

Messprogramms am Prüfstand des VKM zeigt jedoch Unterschiede in der Charakteristik der Histo-

gramme, wie in Abbildung 42 zu sehen. In den Fahrzeugdaten ist ein breiteres Band an Clustern im 

Vergleich zum Prüfstand zu erkennen. Dies lässt sich durch folgende Ursachen begründen: 

• Zeitverzug von Sensoren in der Datenaufzeichnung (vor allem Temperatur und Emission) 

• Mittelwertbildung bei Katalysatortemperatur nur im Stationärbetrieb möglich 

• Messdatensynchronisierung / unterschiedliche Zeitverzüge der Messdatenerfassung 

Sowohl die Synchronisierung der Messdaten als auch physikalisch bedingte unterschiedliche Messlauf-

zeiten können zu einer falschen Clusterzuordnung führen, welche das Ergebnis der Alterungsanalyse 

verfälscht. 

 

Abbildung 42: Vergleich der Häufigkeitsverteilungen von Fahrzeugmessung und Prüfstandsmessung (alle Da-

tenpunkte Fahrzeug links, Datenpunkte Motorprüfstandskennfeld rechts). 

Um diese Einflüsse zu minimieren wird die angewandte Methodik um eine Stationärpunktanalyse er-

weitert. Damit sollen die Einflüsse der hohen Dynamik der Randbedingungen um den Katalysator (Tem-

peratur und Massenstrom) kompensiert werden. Ein Segment wird als stationär erkannt, wenn in einem 

10 Sekunden Zeitfenster die mittlere Katalysatortemperatur nicht mehr als +/-30°C abweicht und der 

Massenstrom um weniger als +/-10 kg/h variiert. In Abbildung 43 ist das Ergebnis der Stationärpunk-

tanalyse zu sehen. Das Cluster, dass alle Datenpunkte für einen Fahrsegment von 1.000 km zeigt, wird 

in ein Cluster mit weniger Datenpunkten übertragen. Die darin enthaltenen Datenpunkte weisen auf-

grund der Stationärpunktanalyse eine höhere Präzision für das jeweilige Cluster auf. 
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Abbildung 43: Stationärpunktanalyse zur Verbesserung der Clusterverteilung (Alle Datenpunkte links, Stationär-

punkte aus Zeitverläufen rechts). 

Mit der Erweiterung des Modells lassen sich die Cluster für die gewählten Streckensegmente besser 

vergleichen. Eine Variation der Stationärpunktkriterien zeigt jedoch, dass bei einer zu engen Toleranz 

die Datenanzahl stark sinkt. Dies kann zu statistischen Fehlern (Überbewertung von Ausreißern) führen, 

weshalb die Stationärpunktkriterien in Abhängigkeit des Anwendungsfalls gewählt werden sollten. Zu-

dem werden diese Daten als Trainingsdaten in für das von NorCom entwickelte KI-Modell verwendet 

und bilden damit einen entscheidenden Mehrwert für das Projekt. Für den nächsten Berichtszeitraum ist 

die detaillierte Analyse der Fahrzeugdaten, sowie von Prüfstandtests mit unterschiedlich gealterten Ka-

talysatoren geplant. 

II.1.4.2 AP3.4 - Potenzial der KI-Alterungserkennung mit virtuellen Daten (UMI, UAN IVD) 

In der Automobilindustrie werden die Entwicklungsprozesse für ein Fahrzeug durch verschiedene An-

forderungen immer kürzer. Dies führt dazu, dass der Anteil der virtuellen Entwicklung und Erprobung 

stetig wächst. Damit steigen auch die Anforderungen an neue Modelle, die immer komplexere Funkti-

onen darstellen müssen. Im Rahmen des Arbeitspakets AP3.4 soll das Potenzial der KI-Alterungserken-

nung mit virtuellen Daten erfolgen. Mögliche Anwendungsfälle dafür sind: 

• KI als virtueller Sensor 

• KI als Alterungsprädiktion in der frühen Entwicklungsphase (ohne Messdaten) 

Um das KI-Modell mit virtuellen Daten zu testen, ist ein Fahrzeugmodell nötig, mit dem Fahrprofile 

virtuell gefahren werden können. Aus diesen Geschwindigkeits- und Höhenprofilen resultiert ein Last-

kollektiv. Der virtuelle Motor stellt die Lastanforderung woraus die thermodynamischen Randbedin-

gungen (Massenstrom, Druck, Temperatur, Abgaszusammensetzung) am Katalysatoreingang resultie-

ren. Diese Randbedingungen entsprechen den Größen, mit denen das KI-Modell mittels Fahrzeugflot-

tenversuchen trainiert wurde. Auf Basis dieser vergleichbaren Randbedingungen (Messdaten und virtu-

elle Daten) wird der Output des KI-Modells verglichen. 

In diesem Arbeitspaket wird dafür zunächst ein Fahrzeugmodell entwickelt, welches eine vereinfachte 

Hybridstrategie (die Serienbetriebsstrategie ist unbekannt und nicht nachmodellierbar), ein Motormo-

dell und ein Abgasnachbehandlungssystemmodell enthält. Weiterhin werden alle notwendigen Kompo-

nenten für ein Fahrzeugmodell parametriert. Als Simulationsplattformen werden sowohl AVL Puma, 

AVL Cruise.M und Carmaker untersucht und zunächst Basismodelle in den Plattformen modelliert.  Die 

Architektur eines Modells ist in Abbildung 44 dargestellt. Dieses Modell ist bereits eine Kombination 

aus Cruise.M und Carmaker, was in der reinen Offlinesimulation zu plausiblen Last- und Drehzahlver-

läufen führt. Dieses Modell muss noch um das Abgasnachbehandlungssystem ergänz werden, um für 

alle notwendigen Daten für das KI-Modell zu simulieren. 
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Abbildung 44: Modellstruktur des Fahrzeugmodells für virtuelle KI-Stimulation. 

Die nächsten Schritte in der Modellbildung ist die Integration eines thermisch repräsentativen Abgas-

nachbehandlungssystems, sowie ein Abgleich zwischen Fahrzeugdaten und virtuellem Fahrzeug hin-

sichtlich Temperaturen, Massenströmen und Emissionen. Weiterhin wird die Integration der KI in das 

Modell integriert, wobei das KI-Modell entweder als FMU mitlaufen, oder die simulierten Daten in die 

Daten-Cloud überführt werden können.  

Das Fahrzeugmodell ist in der Lage Drehmoment und Drehzahlverläufe für eine vorgegebene Fahrstre-

cke zu berechnen, jedoch ermöglicht es noch nicht den Motorprozess und resultierende Größen wie die 

Abgastemperatur vor und nach Turbolader, den Abgasmassenstrom und die Abgasemissionskonzentra-

tion (z.B. Stickoxidkonzentration) zu modellieren. Diese Größen werden jedoch benötigt, da es sich um 

wichtige Eingangsgrößen für das KI-Modell handelt. Soll die Analyse des KI-Modells plausibilisiert 

werden, so bietet es sich an, ein Abgasnachbehandlungssystem zu modellieren, dass eine „künstliche“ 

Alterung in Form einer Verschlechterungsfunktion enthält. Mit den modellierten Eingangsbedingungen 

des Fahrzeugmodells und dem Katalysatormodell können somit die Emissionen hinter dem Katalysator 

berechnet werden, deren Zusammenhang mathematisch bekannt ist. Ein auf virtuellen Trainingsdaten 

aufgebautes KI-Modell, dass mit virtuellen Testdaten überprüft wird, müsste als Katalysatoralterungs-

ergebnis dann der Verschlechterungsfunktion entsprechen.  

Die Modellierung der thermodynamischen und chemischen Größen des Motorprozesses ist in Abbildung 

45 dargestellt. Darin ist zu sehen, dass die Drehzahl und das Drehmoment die Eingangsgrößen in das 

Modell sind. Diese werden durch das Fahrzeugmodell berechnet. Die Modellierung der thermodynami-

schen und chemischen Größen erfolgt zunächst kennfeldbasiert. Dafür werden Messdaten des Motor-

prüfstands der TUDa verwendet, um Kennfelder in Abhängigkeit der Drehzahl und des Drehmoments 

zu erzeugen. 
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Abbildung 45: Kennfeldbasiertes Modell zur Modellierung des Abgasmassenstroms, der Abgastemperatur, der 

Temperatur nach Abgasturbolader und der NOx-Rohemissionen. 

Die Modellierung durch ein Kennfeld ist sehr stark vereinfacht, da dynamische Effekte nicht berück-

sichtigt werden können und sich bei verschiedenen Simulationsgrößen unterschiedlich stark auswirken. 

Wird also ein transienter Zyklus modelliert, so ist mit unterschiedlichen Modellgüten zu rechnen. Dieser 

Effekt wird in Abbildung 46 am Beispiel eines WLTC dargestellt. Der Abgasmassenstrom (oben) lässt 

sich sehr gut durch einen kennfeldbasierten Ansatz modellieren. Sowohl in der Dynamik als auch in 

stationären Punkten liegen die simulierten Daten (orange) und die Messdaten (blau) vom Motorenprüf-

stand sehr gut übereinander. Im unteren Diagramm ist die Modellierung der Abgastemperatur darge-

stellt. Darin wird ersichtlich, dass die modellierte Abgastemperatur den Temperaturtrends zwar folgt, 

aber stark fehlerbehaftet ist. Dies lässt sich dadurch begründen, dass thermodynamische Effekte (Wär-

mekapazitäten, Wärmeübergang) die Dynamik der Temperatur des realen Abgases stark dämpfen. Ein 

Kennfeldbasierter Ansatz eignet sich also nicht, wenn die zu simulierende Zielgröße Trägheiten unter-

liegt. 
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Abbildung 46: Simulierte Ergebnisse des Modells für Abgasmassenstrom (oben) und Abgastemperatur (unten) 

und Abgleich mit Messdaten eines WLTC. 

Die physikalische Modellbildung ist ein alternativer Ansatz zur Simulation instationärer Szenarien, der 

im Rahmen dieses Arbeitspakets aufgrund der hohen Komplexität jedoch nicht umsetzbar ist. Daher 

wird in diesem Projekt zusammen mit dem VKM der TUDa ein KI-Modellansatz gewählt, mit dem die 

Modellierung der Temperaturen und auch der Stickoxidemissionen erfolgen soll. Dazu wird ein von der 

TU Darmstadt bereitgestelltes Basismodell mit Prüfstandsmessdaten kalibriert. Dabei handelt es sich 

um ein XG-Boost Modell, dass aus 100 Bäumen mit einer maximalen Tiefe von drei Verzweigungen 

besteht. In Abbildung 47 ist der Vergleich der simulierten Abgastemperatur vor Abgasturbolader mit 

dem KI-Modell und dem Messwert vom Prüfstand eines WLTCs dargestellt. Darin ist zu erkennen, dass 

die Abweichung von Simulation und Test bereits mit einem einfachen KI-Modell sehr gering ist. Die 

Temperatur lässt sich mit dem KI-Modell also deutlich besser modellieren als mit dem kennfeldbasierten 

Modell. 

 

Abbildung 47: Vergleich zwischen simulierter Temperatur vor Abgasturbolader mit KI-Modell und Messwert 

eines WLTC. 

Die Datenlage der Versuchsfahrzeuge, die im Rahmen dieses Projektes im Einsatz sind, ist für die be-

nötigten Eingänge der KI-Modelle nicht immer ausreichend. Um Datenlücken zu schließen, wird ein 

datenbasiertes Modell in MatLab/Simulink aufgebaut, welches den Abgasmassenstrom anhand anderer 

Größen berechnet. Das Modell ist dabei stark vereinfacht, da durch die kennfeldbasierte Berechnung 

keine dynamischen Effekte berücksichtigt werden. Entsprechend ist die Modellgüte limitiert.  

Die Berechnung des Massenstroms erfolgt einerseits direkt über die Druckdifferenz, die um den Kata-

lysator herrscht, andererseits wird aus ihr der Volumenstrom berechnet. Dieser wiederum wird mit der 
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Abgastemperatur
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temperaturabhängigen Dichte multipliziert, um den Massenstrom zu erhalten. Auf diesem Weg wird 

auch die Temperatur im Katalysator einbezogen. Dieser Ansatz ergibt sich aufgrund der im Versuchs-

fahrzeug verbauten, bzw. aufgezeichneten Messtechnik. Bei dem betrachteten Versuchsfahrzeug han-

delt es sich um einen Mercedes-Benz Sprinter mit Dieselmotor.  

Als Datenbasis wird ein Versuchsmotor der TUDa herangezogen, der ähnliche Spezifikationen aufweist 

wie der Motor im Fahrzeug. Betrachtet wird ebenfalls ein Vierzylinder-Dieselmotor mit zwei Litern 

Hubraum. Auch das Abgasnachbehandlungssystem ist vergleichbar. Zur Reduktion von Stickoxiden 

wird in beiden Systemen ein 10l-Unterboden-SCR-System verwendet. Abweichungen, die aufgrund un-

terschiedlicher Geometrie der einzelnen Katalysatorpakete entstehen, werden vernachlässigt. Als Basis-

versuch wird ein WLTC verwendet. Aus den Messwerten für die Druckdifferenz um den Katalysator, 

dem Volumenstrom des Abgases und dem Abgasmassenstrom in jedem aufgezeichneten Zeitschritt wer-

den Kennfelder erstellt. In den Kennfeldern werden jeweils die Werte für Volumen-, bzw. Massenstrom 

der Druckdifferenz um den Katalysator zugeordnet. Die Punkte werden im Anschluss durch eine Aus-

gleichskurve in eine Zuordnungsfunktion umgewandelt. Dabei wird ein quadratischer Ansatz zur Er-

stellung der Ausgleichskurve gewählt. Die Kennfelder mit den zugehörigen Ausgleichskurven sind in 

Abbildung 48 dargestellt. 

 

Abbildung 48: links: Kennfeld zur Zuordnung des Volumenstroms zur Druckdifferenz um den Katalysator; 

rechts: Kennfeld zur Zuordnung des Massenstroms zur Druckdifferenz um den Katalysator. 

In beiden Kennfeldern ist zu sehen, dass die Datenpunktdichte für geringere Werte deutlich höher ist als 

für hohe Werte. Dies liegt am Profil des WLTC, der vor allem Teillastbereiche abdeckt. Auch ist die 

Abweichung der Datenpunkte von der Ausgleichskurve in den höheren Bereichen wesentlich deutlicher 

ausgeprägt, was wiederum mit der geringen Datendichte zu tun hat. Mithilfe dieser Kennfelder, bzw. 

der Ausgleichskurven werden nun Modelle aufgebaut, die der Berechnung des Massenstroms dienen. In 

Abbildung 49 ist das Modell zur direkten Berechnung des Massenstroms gezeigt. Aus den aufgezeich-

neten Daten des Sprinters wird die Druckdifferenz um den Katalysator gebildet. Diese wird in das Mo-

dell gegeben, das anhand der Zuordnung einen Wert für den Massenstrom ausgibt. 

 

Abbildung 49: Modell zur direkten Berechnung des Massenstroms. 
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Die Modelle werden mithilfe eines weiteren Fahrversuchs validiert. Dieser stammt ebenfalls von dem 

Prüfstandsmotor. Dabei handelt es sich um einen sogenannten Pendler. Dies ist ein Fahrversuch, der aus 

Realfahrten abgeleitet wurde. Er beinhaltet im Wesentlichen mehrere Lastrampen aus dem Stand auf 

unterschiedliche Geschwindigkeiten und von wieder zurück in den Stand oder in langsames Rollen.   

Die Ergebnisse der Simulationen im Vergleich mit den gemessenen Daten sind in Abbildung 50 zu 

sehen. Zu sehen ist, dass das Modell der direkten Berechnung des Massenstroms den Messwerten besser 

nachfolgt als das Modell über Volumenstrom und Dichte. Zu sehen ist, dass beide Modelle speziell in 

Bereichen hoher Massenströme den Messwerten nur teilweise folgen können. Aufgrund der geringen 

Datenlage in diesen Bereichen ist die Abweichung zu erwarten. Die Betrachtung des Kennfeldes in 

Abbildung 48 zeigt, dass keiner der Messpunkte direkt auf der Ausgleichskurve liegt. Entsprechend 

ergeben sich hier Abweichungen. 

 

Abbildung 50: Ergebnisse der Validierung. 

Trotz der Abweichungen bietet das Modell die Möglichkeit, eine erste Abschätzung für die Massen-

stromwerte vorzunehmen. In Abbildung 51 ist ein beispielhaftes Fahrszenario gezeigt, welches aus den 

aufgezeichneten Daten des Realfahrzeugs entnommen wurde. Der berechnete Massenstrom schwankt 

dauerhaft, allerdings lassen sich gewisse Events erkennen. Ein Beispiel ist das Abbremsen bis in den 

Stillstand bei etwa 9.450 Sekunden. 
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Abbildung 51: Fahrszenario mit berechnetem Massenstrom aus dem Realfahrzeug. 

II.1.5 AP4 Abbildung realer Fahrzeugbedingungen am Engine-in-the-Loop Prüfstand und KI-

Integration 

Für das Arbeitspaket AP4 liefert Umicore Teilarbeiten für die TUDa und den anderen Partnern. 

II.1.5.1 AP4.1 - Engine-in-the-Loop Plattform für Untersuchung von Alterungskriterien bereit-

stellen 

Umicore stellte die Katalysatormuster für die Untersuchungen am Motorprüfstand, sowie dem BMW 

330e von der TUDa für die Alterungsmessungen. Ein Satz an Katalysatormustern wurde bei Umicore 

nach einer synthetischen Standardalterung gealtert und der TUDa zur Verfügung gestellt, damit ein Ab-

gleich zwischen den Alterungen durchgeführt werden konnte. 

II.1.5.2 AP4.4 - Integration neuartiger Abgasnachbehandlungssysteme 

Die zur Verfügung gestellten Katalysatormuster für diesen Alterungsvergleich stellten neue Technolo-

gien im Vergleich zu den Serienkatalystoren dar. Diese konnten ohne große Adaptionen verwendet wer-

den. 

II.1.5.3 AP4.5 - Fast Ageing Methode 

Für die Entwicklung von Abgasnachbehandlungssystemen wird heute auf synthetisch gealterte Abgas-

nachbehandlungssysteme zurückgegriffen, deren Eigenschaften sich von real gealterten Systemen un-

terscheiden. Für eine effiziente und zielgerichtete Entwicklung wird eine zeitlich geraffte Methode ent-

wickelt, die sich aus kurzen, relevanten Alterungsevents zusammensetzt. Diese synthetischen Alterung 

finden zum großen Teil auf Motorenprüfständen statt. 

Ein entscheidender Vorteil der Prüfstandsuntersuchungen war die Möglichkeit, Ereignisse wie hohe 

Temperaturen und schnelle Temperaturgradienten unter kontrollierten Bedingungen nachzustellen. 

Diese Ereignisse wurden auf Basis der Fahrzeugdaten definiert und zu einem sogenannten Alterungs-

zyklus kombiniert. Dieser Zyklus bestand aus verschiedenen Lastzuständen, darunter: 

1. Rampen mit hohen Temperaturgradienten: Zur Erzeugung maximaler Temperaturen und 

thermischer Belastung. 



Schlussbericht; Zeitraum 01.07.2021 – 31.12.2024  55 

Vorhaben KIARA, Förderkennzeichen: 19I21032A 

2. Mäßige Lastzustände: Um die realen Fahrbedingungen im mittleren Bereich des Leistungs-

bandes zu simulieren. 

3. Stationäre Betriebszustände: Zur Beobachtung der Langzeiteffekte bei konstanter Belastung. 

4. Volllastzustände: Diese Phase erzeugte maximale thermische Belastungen und repräsentierte 

die extremsten realen Bedingungen. 

Abbildung 52 zeigt den schematischen Ablauf eines solchen Alterungszyklus, der speziell für das Pro-

jekt KIARA entwickelt wurde.  

 

Abbildung 52: Schematische Darstellung des Alterungszyklus am Prüfstand 

Der Alterungszyklus ist in fünf Abschnitte unterteilt. Im ersten Abschnitt werden zu Beginn drei Ram-

pen gefahren. Diese Rampen wurden, wie bereits beschrieben, aus realen Fahrten extrahiert und weisen 

einen großen Temperaturgradienten auf, wodurch der Katalysator schnell aufgeheizt wird. Die Ab-

schnitte zwei und drei stellen eine mäßige und eine schnelle Fahrt mit dem Auto dar, die im realen 

Betrieb häufig auftreten. Hierdurch wird der Aspekt der realen Alterung verstärkt. Abschnitt vier dient 

als Referenzpunkt. Hier wurden verschiedene Stationärpunkte gewählt, die die geringste Konvertierung 

aufzeigten. Dennoch liegt auch hier zu Beginn immer noch eine 98%ige Konvertierung vor. Es wird 

angenommen, dass eine Alterung in diesen Punkten zuerst erkannt wird, da der Katalysator bereits am 

Limit seiner Leistungsfähigkeit arbeitet. Der letzte Abschnitt ist ein Volllastpunkt, der die extremsten 

Bedingungen aus den Realfahrten widerspiegelt und den Katalysator auf die maximal auftretenden Tem-

peraturen erhitzt 

Durch den oben beschriebenen Alterungszyklus konnte die Alterung der Katalysatoren signifikant be-

schleunigt werden. Nach nur 60 Stunden Alterung konnte eine erhebliche Veränderung der Katalysator-

leistung festgestellt werden, wie in Abbildung 53 dargestellt. 
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Abbildung 53: Vergleich der Alterung von Katalysatoren des BMW 330e. 

Die Abbildung zeigt einen Vergleich der gleichen Katalysatoren in unterschiedlichen Alterungszustän-

den. Dargestellt sind ein neuer Katalysator, ein Katalysator, der mit klassischen Verfahren über 80 Stun-

den gealtert wurde, sowie ein Katalysator, der mithilfe der oben beschriebenen Fast-Aging-Methode 

über 60 Stunden gealtert wurde. Die Grafik ist in drei Bereiche unterteilt: Im unteren Bereich wird der 

Drehzahlverlauf gezeigt, wobei der Ausschnitt einen Teil mit mittlerer Last des WLTC abbildet. Im 

mittleren Bereich werden die Temperatur und der Massenstrom dargestellt, die sich für alle Katalysato-

ren gleich verhalten, wodurch ein direkter Vergleich möglich ist. Im oberen Bereich ist die NOx-Kon-

zentration nach dem Drei-Wege-Katalysator (TWC) aufgetragen. 

Aus der Abbildung geht hervor, dass der neue Katalysator nur geringe Peaks in der NOx-Konzentration 

aufweist und diese in den meisten Betriebspunkten nahe null liegt. Im Gegensatz dazu zeigen die beiden 

gealterten Katalysatoren zwischen 1.175 und 1.225 Sekunden deutliche Anstiege und NOx-Peaks. Diese 

sind untereinander vergleichbar, jedoch deutlich erhöht im Vergleich zu dem neuen Katalysator. Beide 

gealterten Katalysatoren weisen gelegentlich kleinere Ausschläge der Konzentration im moderaten Be-

reich auf (der klassisch gealterte Katalysator bei etwa 1.075 Sekunden und der mit der Fast-Aging-

Methode gealterte Katalysator unter anderem bei 1.110 Sekunden). Es zeigt sich jedoch, dass die Aus-

schläge bei der Fast-Aging-Methode häufiger auftreten, was darauf hinweist, dass die Alterung bei die-

ser Methode weiter fortgeschritten ist. 

Diese Ergebnisse belegen, dass durch die gezielte Auswahl kritischer Fahrzustände und die Anwendung 

des beschleunigten Alterungsprozesses eine erfolgreich beschleunigte Alterung am Prüfstand erzielt 

werden konnte. Die Fast-Aging-Methode erweist sich somit als effektives Werkzeug, um den Alterungs-

prozess von Katalysatoren in kürzerer Zeit zu simulieren. 

Ergebnisse 

Die Prüfstandsmessungen zeigten deutliche Alterungseffekte der Katalysatoren über die verschiedenen 

Phasen des Alterungszyklus. 
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• Die Temperatur vor und nach dem Katalysator bewegte sich während des gesamten Zyklus im 

oberen Bereich der Betriebstemperaturen, wobei in der Volllastphase Spitzen von über 800 °C 

erreicht wurden. Dies führte zu einer beschleunigten Alterung des Katalysators. 

• Die NOx-Emissionen zeigten zunehmende Durchbrüche, insbesondere in den Stationärpunkten 

und Volllastbereichen, was darauf hindeutete, dass der Katalysator in diesen Phasen sein maxi-

males Umwandlungspotenzial erreichte. 

• Die gemessenen Emissionen vor und nach dem Katalysator erlaubten eine präzise Bewertung 

der Konvertierungsleistung und zeigten, wie sich diese im Alterungsverlauf verschlechterte. 

II.1.6 AP5 KI-Framework 

Umicore hatte für das Arbeitspaket AP5 einen kleinen Beitrag für die Schnittstellen der Datenlogger. 

II.1.6.1 AP 5.3 - Schnittstellen zu anderen APs schaffen 

In Zusammenarbeit zwischen NorCom, TUDa und Umicore wurde die Datenübertragung von den Da-

tenloggern auf einen FTP-Server vorbereitet von wo aus die Daten auf die DaSense-Plattform übertragen 

wurden. Die Datenlogger ermöglichten keinen direkten Daten-Upload in die Cloud und daher musste 

ein Zwischenschritt eingebaut werden. 

II.1.7 AP6 Anwendung und Bewertung der KI zur Alterungsdetektion 

Umicore hatte in Arbeitspaket AP6 keinen aktiven Beitrag. 

II.1.8 AP7 KI-Plattform 

Umicore hatte in Arbeitspaket AP7 keinen aktiven Beitrag. 

 

II.2 Zusammenfassung der technisch- wissenschaftlichen Ergebnisse mit Vergleich der aufge-

stellten Ziele 

Das Projekt zielte darauf ab, ein KI-Modell zur Prädiktion der Alterung von Abgasnachbehandlungs-

systemen zu entwickeln. Zu Beginn wurde eine Fahrzeugflotte (Pkw, Lkw, Otto, Diesel) definiert, die 

ein möglichst breites Einsatzspektrum abdeckte, um eine repräsentative Datengrundlage zu schaffen. 

Die Fahrzeuge wurden mit spezieller Messtechnik ausgestattet, um das Verhalten der Abgasnachbe-

handlungssysteme detailliert analysieren und beschreiben zu können. 

Die erfassten Daten wurden aufbereitet und für das Training des KI-Modells vorbereitet. Dabei wurden 

im Vorfeld zentrale Faktoren identifiziert, die das Alterungsverhalten maßgeblich beeinflussen. Das 

Modell wurde gezielt auf diese Faktoren trainiert, um eine präzise und praxisnahe Prädiktion zu gewähr-

leisten. Auf Basis dieser Erkenntnisse konnte zudem ein Prüfstandszyklus entwickelt werden, der ein 

beschleunigtes und gleichzeitig feldnahes Altern von Katalysatoren ermöglicht. 

Ein weiterer Schwerpunkt des Projekts lag auf der Evaluierung und Implementierung von Methoden zur 

Integration des entwickelten KI-Modells in die Prüfstandsautomatisierung. Diese Integration unterstützt 

die Forschung und Entwicklung von Abgasnachbehandlungssystemen, indem sie die Alterungseffekte 

effizient analysierbar macht und so zur Optimierung der Systeme beiträgt. 

Durch die Kombination aus praxisnaher Datenerhebung, gezieltem KI-Training und innovativer Prüf-

standsintegration leistet das Projekt einen wichtigen Beitrag zur Weiterentwicklung emissionsmindern-

der Technologien. Die Untersuchungen untergliedern sich in die Tätigkeiten der Partner im Rahmen der 

einzelnen Arbeitspakete. Dabei haben die einzelnen Partner neben der Bearbeitung des jeweils verant-

wortenden Arbeitspakets zahlreiche Schnittstellen untereinander im gesamten Arbeitsplan.  
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Das Ergebnis des erstellten KI-Modells ist in Abbildung 54 zu sehen. Die grüne Linie zeigt die tatsäch-

liche Katalysatordegradation durch die Entwicklung der NOx-Werte über die Zeit. Die blaue und rote 

Linie repräsentiert die vom KI-Modell vorhergesagten NOx-Werte – jeweils mit und ohne Berücksich-

tigung der Katalysatoralterung. Das entwickelte KI-Modell kann die Effekte des aktuellen Fahrprofils 

(z. B. Geschwindigkeit, Motordrehzahl, Abgastemperatur) und der Katalysatoralterung trennen. Durch 

ein verändertes Fahrprofil des Fahrzeugs zum Ende der Untersuchung steigen hier die NOx Emissionen 

auch ohne die Alterung. Jedoch lässt sich durch die Methodik der alleinige Einfluss der Alterung auf die 

NOx-Werte bestimmen. Die Differenz zwischen der vorhergesagten NOx-Konzentration ohne Alterung 

(rote Linie) und den realen NOx-Werten zeigt diesen Einfluss deutlich. 

 

Abbildung 54: Ergebnis des KI-Modells 

Zusätzlich wird die NOx-Konzentration eines hypothetisch neuen Katalysators berechnet (rote Linie). 

Diese Werte bleiben weitgehend konstant, da ein neuer Katalysator eine gleichbleibend hohe Umset-

zungsrate aufweisen sollte. Eine leichte Abweichung in späteren Betriebsphasen ist auf Unterschiede im 

Lastprofil zurückzuführen, hat jedoch keinen signifikanten Einfluss auf die Alterungsvorhersage. Da für 

die Alterung die Differenz von Bedeutung ist. 

Das Diagramm in Abbildung 55 stellt die berechnete Alterung des Katalysators dar, indem die Differenz 

zwischen den realen und simulierten NOx-Werten bestimmt wird. Dabei zeigt sich eine initiale Verbes-

serung, was darauf hinweist, dass der Katalysator nach einer Einfahrphase seine optimale Konvertierung 

erreicht. Anschließend folgt eine kontinuierliche Verschlechterung, die den Alterungsprozess wider-

spiegelt. 

Somit zeigt das entwickelte Modell bietet mehrere Vorteile: 

1. Es ermöglicht eine direkte Alterungsvorhersage ohne zusätzliche Messfehlerquellen, da auf ge-

messene NOx-Werte zurückgegriffen wird. 

2. Die Berechnung der Differenz zwischen den aktuellen NOx-Werten und denen eines neuen Ka-

talysators erlaubt eine klare Quantifizierung der Alterung. 

3. Das Modell kann nicht nur die NOx-Emissionen über die Zeit simulieren, sondern auch fundierte 

Aussagen über die Emissionseinhaltung des Katalysators treffen. 

Insgesamt zeigt sich, dass das Modell eine robuste Methode zur Alterungsvorhersage darstellt und in 

der Lage ist, die physikalischen Zusammenhänge der Katalysatoralterung realistisch abzubilden. 
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Abbildung 55: Wahre und modellierte NOx Werte 

II.3 Eingehende Darstellung des während der Durchführung des Vorhabens dem ZE bekannt 

gewordenen Fortschritts auf dem Gebiet des Vorhabens bei anderen Stellen 

Im Projektzeitraum wurden zwei Veröffentlichungen anderer Stellen durchgeführt. Beiden hatten keinen 

Einfluss auf das Projekt Kiara. 

• Yao, D., Hu, X., Wu, F., Li, X., & Li, Y. (2023). Hydrothermal Aging Mechanism and Model-

ing for SCR Catalysts. ACS Omega, 8, 2421 - 2434. https://doi.org/10.1021/acso-

mega.2c06902. 

 

• Rama Krishna Dadi and Rohil Daya and Ashok Kumar and Saurabh Y. Joshi and Hongmei An 

and Michael J. Cunningham and Neal W. Currier and Aleksey Yezerets (2021). A modeling 

and experimental study on hydrothermal aging deactivation of NO oxidation activity on Pt-Pd 

catalyst. Applied Catalysis B: Environmental Vol. 283. https://doi.org/10.1016/j.ap-

catb.2020.119655 

II.4 Eingehende Darstellung der erfolgten oder geplanten Veröffentlichungen des Ergebnisses 

nach Nr. 11 

Folgende Veröffentlichungen des Projektergebnisses sind bereits erfolgt: 

 

[1] Conin, Michael; Stalp, Alexander; Hummel, Nicolas; Beidl, Christian; Schmidt, Lukas; Tam-

publon, Ezra; Tomanik, Christian;  

Heintzel, A. (Hrsg.) (2024): Entwicklung eines KI-Modells zur Prädiktion von Alterungseffek-

ten an Emissionsminderungssystemen. 

     In: Experten-Forum Powertrain: Komponenten und Kompetenzen zukünftiger Antriebe 2022. 

Band 2, Simulation und Test, S. 127-136, Wiesbaden, Springer Vieweg, Experten-Forum Po-

wertrain, Hanau, 09.11.2022-10.11.2022, ISSN 2198-7432, e-ISSN 2198-7440, ISBN 978-3-

658-42940-9, DOI: 10.1007/978-3-658-42940-9_10, Konferenzveröffentlichung 

[2] Stalp, Alexander: Enhancing OBD with AI: Virtual NOx sensor for gasoline engines (2024). 

 In: 2024 SAE On-Board Diagnostics Symposium-Americas  

 

Folgende Veröffentlichungen des Projektergebnisses sind in Planung 

 

[3] Dissertation Alexander Stalp: „Entwicklung einer Alterungsprediktion von Abgasnachbehnad-

lungssystemen mittel künstlicher Intelligenz“ 

https://doi.org/10.1021/acsomega.2c06902
https://doi.org/10.1021/acsomega.2c06902
https://doi.org/10.1016/j.apcatb.2020.119655
https://doi.org/10.1016/j.apcatb.2020.119655
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[4] Stalp, Alexander; Weimer, Niko; Beidl, Christian: AI-Driven Virtual NOx Sensor for Gasoline 

Engines: A Cost-Effective Path to Cleaner Emissions; in 2025 Stuttgart International Sympo-

sium 

 

 

 


