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Projekt: EEmotion / Gemeinsamer Schlussbericht

Erklarung:

Dieser individuelle Schlussbericht ist aus dem gemeinsamen Schlussbericht des
Gesamtkonsortiums abgeleitet. Der Schwerpunkt des RWTH-Teilvorhabens lag auf dem
Arbeitspaket 4 (AP4). Ziel von AP4 war ,Anwendungsreife KI-Methoden flr Planungs- und
Regelungsfunktionen fur sicherheitskritische Anwendungen zu entwickeln und dadurch die
Kosten fur die Funktionsentwicklung und Parametrierung zu senken®. Es wird auf Abschnitt
2.2 fur die detaillierte Ergebnisdokumentation des RWTH-Teilvorhabens mit dem Fokus auf
AP4 verwiesen. Fur die Beschreibung des Gesamtvorhabens wird auf den gemeinsamen
Schlussbericht verwiesen.
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1 Kurze Darstellung der Aufgabenstellung, der Voraussetzungen,

der Planung und des Ablaufs des Teilvorhabens

1.1 Aufgabenstellung

1.1.1 Problembeschreibung

Auch wenn die Transformation des Automobils in einen zukunftsfahigen Allrounder Fahrt
aufnimmt, einige zentrale Systemfragen bleiben unbeantwortet. So mdgen leistungsfahige
Server-Computer Uber Deep Learning Fahrzeuge und Assistenzsysteme zu immer besserer
Performance trainieren. Was fehlt, ist, diesen Vorgang ins Fahrzeug selbst zu verlegen.

Nur wenn die komplexe Fahrdynamik Gber Embedded Systeme vor Ort und unabhangig von
der Cloud gesteuert wird, kénnen Autos wirklich autonom und eigensicher agieren. Schon die
Abhangigkeit von externer Infrastruktur birgt Gber deren potenzielle Stéranfalligkeit erhebliche
Risiken.

Die Herausforderung liegt in der optimalen Nutzung von KI-Systemen an Bord fir die
Umsetzung von AD/ADAS-Funktionen wie Adaptive Cruise Control (ACC) und Auto-Pilot-
Funktionen. Allein die begrenzt verfiigbaren Kapazitaten wie Energie, Rechenleistung oder
Datenmenge erfordern neue Ansatze, um derartige Kl-Funktionen in Echtzeit unabhangig,
zuverlassig und sicher zu realisieren. Die AD/ADAS Funktionen, energie-effizientes ACC und
Auto-Pilot werden im Folgenden in der Vorhabensbeschreibung mit ,KI-AD/ADAS
Fahrdynamik-System*® bezeichnet.

EEmotion zielte auf Kl-optimierte AD/ADAS-Funktionen mit Fokus auf Fahrdynamik direkt im
Auto unter Virtualisierung von Hardwarekomponenten ab. Virtuelle Sensoren etwa, deren
nichtlineare Optimierung bessere Ergebnisse bringt als zusatzliche reale. Es geht also um
inkrementelles Lernen, um Pradiktion und Entscheidung auf Embedded Systemen.

Somit lautete das Hauptziel von EEmotion: ein Cloud-unabhangiges, echtzeitfahiges
embedded Kl-Fahrdynamiksystem in der dreijahrigen Projektlaufzeit zu implementieren und
evaluieren. Dies begann mit dem Profil des Konsortiums, das aus ZF Friedrichshafen, b-plus,
samoconsult, RWTH Aachen und Universitat zu Libeck bestand und das von Infineon
koordiniert wurde. Die Projektstruktur von EEmotion gliederte sich in neun korrelierte
Arbeitspakete (AP). AP2 ,Systemarchitektur des KI-Fahrdynamiksystems® kam die
Ubergreifende Funktion zu, die Arbeit Uber die Projektebenen Anforderung,
Komponentenebene und System iterativ zu steuern.

Kl zur Aktuatorensteuerung
Kernbereich des Projekts war die Regelung der Basisfunktionalitat eines Fahrzeugs. Es ging

um die Anwendbarkeit von Kl-Verfahren fir die Steuerung samtlicher Aktuatoren wie
Antriebstrang, Bremsen, StolRdampfer oder Federung - kurz: die Fahrdynamik-Steuerung. Die
Fahrdynamik umfasste die Steuerung der Langsdynamik (Antrieb, Bremsen, Fahrwiderstand,
Verbrauch etc.), der Querdynamik (Lenken, Kurven, Kippsicherheit etc.) sowie der
Vertikaldynamik (Komfort, Ladegutbeanspruchung, Fahrbahnbeanspruchung etc.). Ziel war
es, die klassische Regelungstechnik, die nach derzeitigem Stand der Technik an ihre Grenzen
stoRt, durch geeignete Kl-Verfahren zu erganzen, zu optimieren oder zu ersetzen.
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Grundfunktionalitat fiir ,,Intelligentes Fahren“

Letztlich wird damit die neue Grundfunktionalitat bereitgestellt, auf der kiinftige Applikationen
fur automatisiertes Fahren, ADAS-Systeme oder energieeffiziente Betriebsstrategien
aufbauen. Damit adressierte EEmotion im Forderaufruf vorwiegend die Schwerpunkte A) Ki-
Verfahren fiir automatisierte Fahrfunktionen und B) Kl-Verfahren fir einen optimierten
Betriebszustand und eine energieeffiziente Betriebsstrategie. Die Aufgaben spiegelten sich im
Profil des Konsortiums. Das Zusammenspiel von Automotive-Systemanbietern und KiI-
Experten ermdglichte eine OEM-offene Erforschung der Kl-Fahrdynamik und erdéffnete eine
grol’e Anwendungsbreite, mit der sich deutsche Zulieferer und KMUs eine fiihrende Position
als Wegbereiter fir ,Intelligentes Fahren® im internationalen Wettbewerb sichern kdénnen.
Klnftige Fahrzeuge erfordern eine Mischung aus Agilitat, Sicherheit und Komfort auf bislang
unbekanntem Niveau.

Was ist kiinstliche Intelligenz?
Da der Begriff Kunstliche Intelligenz (KI) mittlerweile vielféltig verwendet und uneinheitlich

definiert wird, sei die Wortkombination ,KI-System“ im Sinne von EEmotion fir den
Anwendungsfall Fahrdynamikregelung mit Kl als Embedded-Automotive-KI-System
konkretisiert. Ein System also, das in ein Fahrzeug eingebettet ist und in begrenztem Umfang
eigenstandig neue Erkenntnisse aus seiner Umgebung gewinnt, bewertet und in einem
vorgegebenen Handlungsraum in Echtzeit adaptierte nachvollziehbare, plausible
Entscheidungen flir den weiteren Fahrverlauf bzw. Betriebszustand trifft. Umgesetzt wird das
KI-System mittels Machine-Learning-Algorithmen und Methoden aus dem Bereich der
schwachen Kl, d.h. Fahigkeiten des Systems bezuglich Pradiktion, Bewertung und Merkmal-
Extraktion werden mit Hilfe von mathematischen Algorithmen wie klnstliche neuronale
Netzwerke (KNN) simuliert.

Dezentrale KI fiir autonome, eigensichere Fahrzeuge
Eine Uber Kl-Verfahren optimierte Leistung und Sicherheit der Fahrdynamik bei gleichzeitiger

Unabhangigkeit von potenziell stéranfalligen Cloud-Verbindungen ist zugleich Grundlage fur
eine héhere Nutzerakzeptanz. Die im Projekt beabsichtigte Entwicklung entsprechender
Rechenplattformen zielte mit minimierten Latenzen auf ein autonomes und eigensicheres
Funktionieren von Fahrzeugen ab. Signifikante Fortschritte waren abgesehen von Leistung
und Sicherheit bei Energieeffizienz sowie Ressourcenschonung zu erwarten. Erzielt wurden
sie durch Kl-basierte Abstimmungen von Regler und Funktionen, schnelle Entscheidungen auf
dem Steuergerat, eine intelligente Ansteuerung der Aktuatoren sowie KI-Beschleuniger-
Hardware fur Echtzeit-Applikationen. Ein KI-System lernt aus Beispielen (Trainingsdaten) und
kann nach Abschluss der Trainingsphase verallgemeinern. Hierfir wird basierend auf
mathematischen Algorithmen ein statistisches Modell aufgebaut, dass seinerseits in der Lage
ist die angelernten Muster und GesetzmaRigkeiten auf unbekannte Daten anzuwenden. Die
entsprechenden Algorithmen liefern mathematisch geschlossene Lésungen aber aus Sicht der
Datenverarbeitung sind diese nicht zu einhundert Prozent vorhersehbar. Um die geforderte
Eigensicherheit der Systemfunktionalitat erreichen zu kénnen, wurde besonderes Augenmerk
auf die Vorhersehbarkeit der entsprechenden mathematischen Algorithmen gelegt.
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Grenzen klassischer Verfahren

Mit Blick auf die Anforderungen beim assistierten bzw. autonomen Fahren sind Planung und
Umsetzung der von der zentralen Perzeption-Funktionseinheit vorgegebenen Trajektorien
wesentlich flr das Fahrwerkregelsystem. Bei der Entwicklung und Anwendung von Funktionen
zur Trajektorien-Regelung waren samtliche Fahrsituationen zu berlicksichtigen — vom
Stadtverkehr Uber die Autobahn bis zum unwegsamen Gelande, und das bei jedem Wetter.
Qualitat und Leistungsprofil mussten dabei angesichts der zahlreichen Einflussfaktoren stets
gleichbleiben.

Eine Herausforderung war, dies flir den gesamten Einsatzbereich und die Lebensdauer eines
Fahrzeugs zu gewahrleisten. Wenn der dafir ndétige Aufwand mit der Anzahl der
Regelungsparameter und Einflussgréfien exponentiell steigt, kann die Leistungsfahigkeit der
Regelungsstruktur mit klassischen Parametrierungsverfahren nicht ausgenutzt werden.
Reinforcement Learning indes bietet das nétige Potenzial, was es letztlich ermdglicht, auch
komplexe Funktionen dem Massenmarkt zur Verfigung zu stellen.

Zentrale Aufgabe des Fahrwerkregelsystems ist die Planung und Umsetzung der von der
zentralen Perzeption Funktionseinheit vorgegebenen groben Trajektorien. Je genauer dies
erfolgt, desto besser die gesamte Performance der Fahrdynamik. Fahrwerkreglungen auf dem
Stand der Technik allerdings sind in der Hinsicht limitiert; sie beruhen auf linearen
Regelungskonzepten, deren Parameter anhand von heuristischen Methoden an die
zugehdrige Fahrsituation angepasst werden.

Freie Bahn fiir KI-Fahrdynamik-Potenziale
Zur Beseitigung dieser Einschrankung entwickelten die EEmotion-Projektpartner ein

Regelsystem, das auf Machine-Learning-Algorithmen basierte. Mit den Algorithmen und den
zugehorigen Trainingsmethoden wie Reinforcement Learning lieR sich der mit jeder
Fahrsituation einhergehende kinematische Fahrzeugzustand vorausberechnen. Die
Ergebnisse wiederum erlaubten es, die linearen und nicht linearen Regelalgorithmen optimal
zur Fahrsituation zu parametrisieren. Alternativ wurde untersucht, ob die beschriebenen
Regelkonzepte vollstandig durch Machine Learning basierende Regelkonzepte ersetzt werden
kénnen - all dies unter den Aspekten Echtzeitfahigkeit und funktionale Sicherheit. Die
entsprechenden Algorithmen sollten auf dem Embedded System im Fahrzeug selbst
ausgefuhrt und trainiert werden, was die Entwicklung von Edge Machine Learning Methoden
erforderte.
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Abbildung 1: Kl-basierte energieeffiziente Trajektorienplanung und -regelung

1.2 Voraussetzungen, unter denen das Vorhaben durchgefiihrt wurde

1.2.1 Motivation

Forschungsleitende Hypothese: Die Einfihrung autonomer Fahrfunktionen erfordert den
Ubergang von klassischen regelbasierten Systemen zu KI-Systemen. Eingebettete Kl-basierte
Systeme im Automobil sind insofern eine Innovation - umso mehr, wenn sie im Normalbetrieb
,2Standalone®, ohne permanente Cloud-Verbindung arbeiten und zudem inkrementell lernen.

Ausgangssituation: Grundlegende Kl-Verfahren werden seit einigen Jahren etwa fir Big-
Data-Anwendungen (TRL7+) erforscht und produktiv eingesetzt. Die Herausforderung in
EEmotion war eine technisch und wirtschaftlich optimale Portierung ins Fahrzeug mit allen
gegebenen Limitierungen: Energie, Rechenleistung, Kommunikationsbandbreite, Bauraum,
Echtzeit, Funktions- und Sicherheitsanforderungen. Zu erarbeiten waren dabei sowohl die
HW-Voraussetzungen, wie fir Kl geeignete Rechen- und Speicherressourcen, z.B.
hinreichend grofte CNN-Netze, darauf angepasste Algorithmen, und auch geeignete
Kommunikationswege.

Losungsansatz: Das grofte Potenzial fur effiziente Kl-Fahrdynamiklésungen im Fahrzeug
versprach eine Uber mehrere Steuergerate und Fahrzeugzonen verteilte echtzeitfahige und
funktional sichere embedded KI-Architektur. Auch dies war eine Innovation. Erforscht und
demonstriert wurde eine derartige KI-Systemlésung im HW/SW-Algorithmen-Codesign.
Beginnend beim technologischen Reifegrad TRL2-3 wurde im Projektergebnis TRL6
angestrebt. Der Nachweis der Qualifizierbarkeit wurde insbesondere auf die Sicherheit im
Verkehr erbracht. Letztlich missen KI-Systeme fir automatisierte Fahrfunktionen nach SAE
Level 3 und hoher ,fail operational® — agieren und damit ASIL-D qualifiziert sein. Erforscht
wurde eine OEM-offene Kl-Fahrdynamik fiir alle.

Auch in den verschiedenen Arbeitspaketen spiegelte das aktuelle Technology Readiness
Level (TRL) die zu bearbeitenden Technologien wider und lag bei 2-3 zu Beginn des Projektes.
Mit einem angestrebten Level von TRL6 handelte es sich somit bei EEmotion sowohl um eine
Technologieentwicklung, als auch um eine Technologiedemonstration. Die grundsatzliche
Funktionsfahigkeit der eingesetzten Technologien, wie z. B. der kombinierten
Fahrwerksentwicklung und Fahrwerkssimulation wurde unter Beachtung von Kl-Aspekten im
Projekt nachgewiesen.
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Kerninnovationen: Aus der folgenden Tabelle sind die Kerninnovationen des Projekts mit

dem Technologiereifegrad am Start und am Ende des Projekts zu entnehmen.

Kerninnovation im Projekt Stand der Technik zu Angestrebter Innovationshub
Projektbeginn (mit Angabe des TRL-Levels)
(mit Angabe des TRL-Levels)

KI-Algorithmus auf automobilen lRINSE TRL 6: Fahrzeugdemonstrator
eingebetteten Systemen (Ziel 6,7)

Kl-basierte MPC (Model Predictive TRL 2 TRL 6: Fahrzeugdemonstrator
Control) Ansatze (Ziel 1, 2, 4)

Abgesichterte Kommunikation TRL 3 TRL 6: Fahrzeugdemonstrator
mittels Kl (Ziel 10)

TRL 5: Machbarkeit fur EEmotion-
TRL 4 System nachgewiesen

Simulationsbasiertes Training und
Validierung von Kil-Algorithmen (Ziel
2,5,9,10)

Abbildung 2: Kerninnovationen mit dem Technologiereifegrad am Start und Ende des Projekts

1.2.2 Bezug des Vorhabens zu den férderpolitischen Zielen

Mit  Erforschung eines  Cloud-unabhangigen, echtzeitfahigen @ embedded KI-
Fahrdynamiksystems, das die klassische Regelung der Aktuatoren im Fahrzeug um die
Vorteile der Kl erweitert, adressierte EEmotion im Foérderaufruf die Schwerpunkte A) KI-
Verfahren fiir automatisierte Fahrfunktionen und B) Kil-Verfahren fiir einen optimierten
Betriebszustand und eine energieeffiziente Betriebsstrategie. Beim Schwerpunkt A) konnte
EEmotion in das Themengebiet Optimierte Fahrmandver durch Kommunikation und
Kooperation eingeordnet werden. Beim Schwerpunkt B) konnten Forschungsziele von
EEmotion als Teil von Vorausschauende und intelligente Navigation ausgelegt werden.

Die Ergebnisse von EEmotion als eines Forschungsprojekts aus dem Forderaufruf ,Klnstliche
Intelligenz als Schllsseltechnologie fur das Fahrzeug der Zukunft* kénnen als operativer
Ausdruck des BMWi-Fachprogramms ,Neue Fahrzeug- und Systemtechnologien® betrachtet
werden. Damit tragt das Forschungsvorhaben zur Umsetzung des Aktionsplans Forschung fiir
Autonomes Fahren sowie der Strategien Kiinstliche Intelligenz und Hightech-Strategie der
Bundesregierung bei.

1.3 Planung und Ablauf des Vorhabens
1.3.1 Projektkonzept

EEmotion war genau auf das Hauptziel hin konzipiert: ein Cloud-unabhangiges,
echtzeitfahiges embedded KI-Fahrdynamiksystem in der dreijahrigen Projektlaufzeit zu
implementieren und evaluieren.

Dies begann mit dem Profil des Konsortiums. Die Projektpartner ZF Friedrichshafen, b-plus,
samoconsult, RWTH Aachen und Universitat zu Libeck wurden von Infineon koordiniert. Die
Projektstruktur gliederte sich in neun korrelierte Arbeitspakete (AP).
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Entsprechend der Theorie des sogenannten ,V-Modells* (Vorgehensmodell oder
Wasserfallmodell) von Forschungs- und Entwicklungsprojekten erfillten AP1 bis AP3 in
EEmotion konzeptionelle (und zum Teil implementierende) Funktionen:
Systemanforderungen (AP1), Systemarchitektur (AP2) und Konzept (AP3). AP4 und AP5
beinhalteten sowohl konzeptionelle/implementierende, als auch verifizierende und
validierende Funktionen: Implementierung der SW und HW sowie Test der Komponenten.
AP6 bis AP8 dienten der Aufgabe der Verifizierung und Validierung: Test der
Subsystemintegration (AP6), Test der Systemintegration (AP7) und Test des Systems (AP8).

Demzufolge  wurden im  AP1 +Applikationsanforderungen,  Spezifikation  KiI-
Fahrdynamiksystem® Anforderungen an die Trajektorienplanung und -regelung definiert und
das KI-Fahrdynamiksystem wurde spezifiziert. Im AP2 ,Systemarchitektur des KiI-
Fahrdynamiksystems® wurde die Systemarchitektur des KI-AD/ADAS-Fahrdynamiksystems
definiert. AP2 kam auf3erdem die Ubergreifende Funktion zu, die Arbeit Uber die Projektebenen
Anforderung, Komponentenebene und System iterativ zu steuern. Im AP3 ,KI-HW und
Applikationsfunktionen AD/ADAS“ ging es darum, eine stabile und effiziente
Trajektorienplanung und -regelung mehrerer Aktuatoren zu entwickeln (Vorder-,
Hinterachslenkung, Bremse, E- und/oder Verbrennungsmotor, Dampfer etc.). Die Planung und
Ausfiihrung einer vorgegebenen Trajektorie diente als Basis fir AD/ADAS-Systeme, wie
beispielsweise das energieoptimale ACC oder der Auto-Pilot. Das Kl-basierte Gesamtsystem
musste auf vorhandener Hardware integrierbar und sicher ausflihrbar sein. Im AP4 ,KI-SW:
Verfahren, Methodik, embedded Algorithmen® wurden Kl-Methoden, die es ermdglichen, auf
eingebetteten Systemen im automobilen, sicherheitskritischen Umfeld zu operieren,
entwickelt, verbessert und optimiert. AP5 ,KI-Kommunikation: secure und funktional-sicher*
fokussierte sich auf die Interaktion der Systemkomponenten und insbesondere deren
Uberwachung mit KI-Methoden.

Fiar ,Al on the Edge“ basierte Fahrdynamik-Algorithmen im Fahrzeug war eine sichere und
verlassliche Kommunikation der einzelnen Aktoren, Sensoren und Steuergerate ein
substanzieller und essenzieller Bestandteil der dezentralen intelligenten Systeme. Im AP6
.Simulation, Data Handling, Kl-Training” wurde das Fahrdynamiksystem hinsichtlich
Simulation und KI-Algorithmen fur die Anwendungsfalle ACC/ ADAS definiert. Der im AP8
geplante Demonstrator wurde im AP6 auf den Ebenen Applikationsanforderungen, System,
Konzept und Implementierung simuliert und damit verifiziert. Der Fokus von AP7 lautete ,HW/
SW-Codesign, Werkzeugumgebung, Integration in ECU, HIL-Test®. Ausgehend vom
Anwendungsszenario "Fahrdynamik" nebst eingesetzter KI-Methoden (AP3/4) erfolgte hier die
Ableitung einer dedizierten HW/SW-Partitionierung ausgehend von der ermittelten
Basisarchitektur (AP1/2). Hierbei wurden die abzubildenden Algorithmen in geeigneter Weise
partitioniert und auf einer entsprechend parametrisierten Hardware abgebildet. Dem AP8
,Demonstration, Test und Evaluierung Kl-Fahrdynamiksystem® kam eine validierende Rolle
der Kl-basierten Funktionen in einer Fahrzeuganwendung unter realistischen Bedingungen zu.
Hier wurden zwei Use Cases — das energie-effiziente ACC und ein Auto-Pilot (KI-AD/ADAS
Fahrdynamiksystem) - auf Demonstratorfahrzeugen definiert, realisiert und prasentiert. Ferner
wurden MIL- und HIL-Prototypentests und deren Evaluierung spezifiziert und durchgefihrt.
Das AP9 diente dem Projektmanagement.

Der Projektstruktur-Abbildung ist zu entnehmen, dass Arbeitspakete unterschiedliche Ebenen
eines Systems reprasentieren: Anforderungen, Komponente und System.

(ACC - Adaptive Cruise Contol
AD — Autonomous Driving
ADAS — Advanced Driver Assistant System)
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Abbildung 3: Projektstruktur und Arbeitspakete unterschiedlicher Ebenen

Nr. Meilenstein Beschreibung Fallig Projektphase

Konzept fur KI- Methoden der energie- Aus AP Q2 Konzept &
Trajektorienregelung effizienten und lernenden 2,3,4,5,7 Jahr?2 .
definiert und seine KI-Trajektorien-Regelung Machbarkeit
Machbarkeit sind definiert
Uberprift

KI-

Kommunikationsarchitektur
zur Anomalieerkennung ist
definiert

Erste Version KI-
Fahrdynamik-
Systempartitionierung in
HW- und SW-Komponenten
ist vorhanden

Initiale Version der
Regelungs- und KI-
Architektur sowie der
zugehorigen KI-
Komponenten inklusive
klassischer Regelung ist
definier
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Simulation fur KI- Simulationsumgebung AP 6 Q2 Implementierung
Trajektorienregelung wurde vorbereitet flir Jahr 2

implementiert Funktions-/ KI-Training

Konzept fir KI- Finale Version KI- Aus AP Q4 Validierung
Trajektorienregelung Algorithmen mit 4,5,7 Jahr 3

validiert Sicherheitsgarantien auf

Ziel-HW und Prototype ist
implementiert und validiert

KI-

Kommunikationsarchitektur
zur Anomalieerkennung ist
implementiert und validiert

Konzept fur KI- Energie-effizientes ACC und AP 8 Q4 Demonstration
Trajektorienregelung Auto-Pilot in Fahrzeug Jahr 3
demonstriert wurde demonstriert

Abbildung 4: Arbeitspakete und Meilensteine des Projekts

1.3.2 Ablauf des Vorhabens

Zur Entwicklung des definierten Systems zum autonomen Fahren war das Projekt nach einem
Jahr Laufzeit auf eine agile Projektmanagement-Methode umgestiegen, mit deren Hilfe es
mehrere Forschungs-/Innovationszyklen durchlief. Die erste Phase entsprach den Arbeiten im
AP1, mit dem initiale technische Randbedingungen geschaffen wurden. Anschlieend wurde
im Rahmen des AP2 die Systemarchitektur festgelegt. In AP4 und AP6 wurden ODD und
Fahrszenarien definiert und modelliert. Im nachsten Schritt wurden die klassischen
Algorithmen zur Trajektorienplanung und -regelung sowie zur Anomalieerkennung definiert,
implementiert und ins Testfahrzeug integriert. Die klassichen Ansatze wurden durch KiI-
Algorithmen erweitert, ergdnzt und in die bestehende Testfahrzeuginfrastruktur und -
umgebung integriert, um diese zu testen und zu validieren. Durch das Testen wurde das
Verbesserungspotenzial der entwickelten Lésung hinsichtlich Robustheit und Sicherheit vom
autonomen Fahren Uberprift. AnschlieBend wurde die Ldsung generalisiert und durch
erweiterte Datensatze weiterentwickelt. Die erforschte Ldsung wurde im Testfahrzeug
demonstriert.

Kl-Algorithmen sind datenorientierte Ansatze. Die kontinuierliche Validierung im Testfahrzeug
ermoglichte eine schrittweise Verbesserung der Datenqualitat, die fir die Generalisierung der
Kl-Ansatze essentiell notwendig war. Dieser Ansatz des kontinuierlichen Validierens und
Testens in Innovationszyklen — Uber die Arbeitspakete 3 bis 8 hinweg, entlang des V-Modells
- konnte nur durch den Umstieg auf die agile Projektmanagement-Methode ermdglicht
werden. In Kombination mit der bestehenden Projektplanung in den Arbeitspaketen der VHB
ergab sich somit ein hybrider Ansatz, der sich als essentiell fir den Projekterfolg herausstellte.
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1.4 Stand der Technik, an den angeknupft wurde

Mit dem Ziel, die klassische Regelungstechnik durch Kl-Verfahren nicht nur zu ergénzen und
zu optimieren, sondern méglichst zu ersetzen, betrat EEmotion weitgehendes Neuland, in dem
es bis dahin noch keine vergleichbaren Ansatze gab. Der bisherige wissenschaftlich-
technische Stand bewegte sich allenfalls im Vorfeld, beruhte aber hauptsachlich auf linearen
Verfahren.

So hatte es bei der jlingsten rasanten Entwicklung autonomer Fahrfunktionen erhebliche
Fortschritte auch im Bereich Trajektorienplanung und -regelung gegeben. Neben klassischen
Verfahren wie Pure Pursuit Control und Lookahead Steering wurden auch Ansatze der
modellpradiktiven Regelung (Model Predictive Control) intensiv untersucht. Die Vorteile von
MPC lagen neben der intuitiven Anwendung in der Mdglichkeit der direkten Spezifikation eines
Kostenkriteriums, welches unter der Einhaltung gegebener Randbedingungen optimiert wird.
Die Praxistauglichkeit wurde in zahlreichen Projekten bewiesen.

Dennoch blieben wichtige Fragen in Bezug auf das Potenzial von MPC offen: Wie kann der
Regler sein Verhalten an ein bestimmtes Einsatzszenario anpassen und sich dabei
kontinuierlich optimieren? Wie sehen die Schnittstellen zu den anderen Modulen der
autonomen Fahrfunktionen aus? Hierzu wurden im Projekt Antworten gesucht. Bei den zu
erforschenden Lésungen wurde natirlich auf die Gewahrleistung der Reglersicherheit
geachtet.

MPC war beispielhaft fiir ein lineares Modell (Rossiter J., A First Course in Predictive Control,
Boca Raton: CRC Press, 2018), das sich bei EEmotion im Bereich der Optimierung durch Ki-
Verfahren bewegte. Bezliglich der Fahrdynamik waren diese Pradiktions-Konzepte, bei denen
Parameter anhand heuristischer Methoden an die zugehdrige Fahrsituation angepasst
wurden, in ihrer bisherigen Form limitiert.

Wahrend die Trajektorien-Regelung bislang auf klassischen regelungsbasierten Verfahren
beruhte, fanden sich bei der Trajektorien-Planung bereits erste Kl-basierte Ansatze, bei denen
die geplante Trajektorie mittels Kl an die Umfeldbedingungen bzw. Objekte angepasst wurde.
Bei regelungsbasierten Verfahren indes wurden Kl-basierte Ansatze bis zum Projektbeginn
nur in Grundlagenstudien betrachtet und einzelne Verfahren vorgeschlagen, wie einzelne
Modellparameter aus den Umfelddaten erlernt werden konnen. In diesem Kontext wurden
auch einzelne Anwendungen theoretisch betrachtet, allerdings nur im Kontext von MPC. Fir
den Einsatz in der Fahrdynamikregelung waren diese Kl-basierten Ansatze vollig neu.

Ausgehend vom generellen Stand von Wissenschaft und Technik, bei dem grundlegende Ki-
Verfahren in der Regel fur Big-Data-Anwendungen (TRL7+) erforscht und eingesetzt werden,
suchte man im EEmotion-Projekt Wege, im Bereich Fahrdynamik ein neues Kapitel
aufzuschlagen - mit der Option einer optimalen Portierung in Fahrzeuge.

Alle EEmotion-Partner verfligten Uber die notwendige Expertise und die Ressourcen, das
Projekt erfolgreich durchfuhren zu kénnen und hatten dies in Grundlagenforschungsprojekten
(TRL2-5) auf nationaler und europaischer Ebene unter Beweis gestellt (s. auch 4.
Verwertungskonzept). Auf dieser technologischen Basis setzte EEmotion auf: EMC2
~,Embedded Multi-Core Systems for Mixed Ciriticality Applications in Dynamic and Changeable
Real-Time Environments® (Artemis-JU), ARAMIS | und Aramis Il ,Automotive, Railway and
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Avionics Multicore Systems* (BMBF), iFuse ,ntelligente Fusion von Radar- und
Videosensoren fir anspruchsvolle hochautomatisierte Fahrsituationen“ (BMWi), KI-ASIC ,KI-
Prozessorarchitekturen flir Radarmodule im autonomen Fahrzeug“ (BMBF), KI-Flex
.Rekonfigurierbare Hardwareplattform zur Kl-basierten Sensordatenverarbeitung fir das
autonome Fahren® (BMBF), AutoDrive ,Hochzuverlassige Elektroniksysteme und
Architekturen flir das Autonome und Elektrische Fahren® (ECSEL-JU), SecForCARs
»Sicherheit fir vernetzte, autonome Fahrzeuge® (BMBF), DecADe ,Decentralized Anomaly
Detection* (BMBF), VITAF ,Vertrauenswirdige IT flir autonomes Fahren® (BMBF) und
3F "Fahrerlose und Fehlertolerante Fahrzeugsysteme" (BMWi).

1.5 Zusammenarbeit mit anderen Stellen

Mit spezifischen Kompetenzen erganzten sich die Verbundpartner und gewahrleisteten, dass
die beschriebenen Themenfelder umfassend und effizient erforscht und verifiziert wurden. Hier
ermoglichte das Zusammenspiel von Automotive-Systemanbietern und Kl-Experten eine
OEM-offene Erforschung der Kl-Fahrdynamik und eréffnete eine grofie Anwendungsbreite, mit
der sich deutsche Zulieferer und KMUs eine flihrende Position als Wegbereiter fir
.intelligentes Fahren® im internationalen Wettbewerb sichern kénnen.

2 Eingehende Darstellung der erzielten Ergebnisse und des
voraussichtlichen Nutzens

2.1 Uberblick Gesamtvorhaben

Schliisselinnovation: Die Erweiterung der Fahrdynamikregelungen mit Kl-Methoden
ermdglicht die Pradiktion des kinematischen Fahrzeugzustandes, was dazu flihrt, dass die
entsprechenden Aktuator-Systeme wie Antriebsstrang, Bremse, Lenkung an die aktuellen
Bedingungen der Umgebung angepasst werden kénnen. Damit wird erreicht, dass die von der
zentralen Perzeptionseinheit vorgegebenen Fahrmanodver sehr prazise umgesetzt werden
kénnen, was einerseits zu einer Verbesserung des Fahrkomforts und anderseits zu einer
Verbesserung der Energieeffizienz beitragt. Bei konventionellen Antriebskonzepten fuhrt das
zu einer Reduktion der Emissionen. Bei batterieelektrischen Fahrzeugen wird die Reichweite
erhoht.

Zuséatzlich zu den technischen Errungenschaften ergab sich im EEmotion-Projekt auch ein
wirtschaftlicher Vorteil: durch die KI wurde eine bessere Anpassbarkeit der
Entwicklungssysteme an andere Fahrzeugtypen ermoglicht, was zu klrzeren
Entwicklungszeiten beitrug.

Im Testfahrzeug demonstrierte technische Ergebnisse im Uberblick:

= Es wurden 5 unterschiedliche Ansatze zur Kl-erweiterten Trajektorienregelung
entwickelt, die mittels echtzeitfahigem Mikrocontroller in das Testfahrzeug
integriert wurden: Baseline-Controller, Residual PPO Agent, Al-enhanced PID,
Data-driven MPC und Approximate Model Inversion using RBFNs. Aufierdem
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wurden Kl-Methoden (Bayesische Optimierung als Klasse von Methoden) zur
Parametrisierung des Baseline-Controllers verwendet.

= Es wurden vier unterschiedliche Ansatze zur Kl-erweiterten modellpradiktiven
Trajektorienplanung entwickelt und mittels echtzeitfahigem Mikrocontroller in
das Testfahrzeug integriert: Advanced energy efficient MPC, Al-Clone of MPC
for longitudinal Trajectory Planning, Reinforcement Learning for Decision-
making und Trajectory Planning, Reinforcement Learning for adaptive MPC.

» Die um KI erweiterten Standardregler zeigten auf der Teststrecke eine
Verbesserung der lateralen Regelabweichung von der vorgegebenen
Trajektorie um bis zu 50% (anstatt der urspriinglich angenommenen 20
Prozent), was zu einer signifikanten Verbesserung des Fahrkomforts vom
autonomen Fahrzeug fuhrt.

» Die um KI erweiterten Standardplaner zeigen eine Verbesserung der
Energieeffizienz fur den Fall der Adaptiven Cruise Control um bis zu 14%.

» Es wurde gezeigt, dass die Kl-basierten Ansatze zur Trajektorienregelung und -
planung die Anpassung an unterschiedliche Fahrzeugtypen erleichtern, da die
Kl die Bestimmung der bendtigten Parameter Gbernimmt, wodurch die
Entwicklungszeit signifikant reduziert werden kann.

= Zur Absicherung der fahrzeuginternen Kommunikation wurden Kl-basierte
Ansatze zur Anomalie-Erkennung entwickelt und sowohl mittels echtzeitfahigem
Mikrocontroller als auch mit einer Edge Computing Platform in das
Testfahrzeug integriert.

» Die im Testfahrzeug verwendete Architektur des Prototypensystems beruht auf
einer Zonen-Architektur. Die Kommunikation zwischen den einzelnen
Steuergeraten beruht auf der Zukunftstechnologie 10Base-T1S.

= Es wurde eine automatisierte und sichere Applikation des Baseline-Controllers
mit Hilfe von einer methodisch neu entwickelten sicheren Variante von
Bayes'scher Optimierung (Kl-Verfahren) demonstriert (siehe 2.2).

Technisch-methodische Ergebnisse im Uberblick:

Der Einsatz von Simulationen zur Entwicklung von Fahrassistenzsystemen ist ein
bewahrter Ansatz. Mit der Integration von MATLAB und CarMaker in AP3/AP4 Uber die
FMI-Schnittstelle konnten die Algorithmen verifiziert und festgezogen werden. Dieser
Ansatz bot viel Flexibilitdt und war erstaunlich anpassbar wahrend der Benutzung,
insofern man die Hardware-Restriktionen aufter Acht lie®. Um diese Einschrankung zu
beseitigen, wurde das ECU-System flir die Steuerung mit einer virtuellen Plattform (VP)
nachgebildet. Diese umfasste das TriCore-AURIX-System sowie den Beschleuniger
fur die KI-Applikation in der Synopsys TC4.9x-VDK. Das System zeigte die Laufzeiten
und die Performance flir die integrierte Software, so wie sie auch auf der realen
Hardware l3uft. Um das Ubertragen der Daten in der FMI-Umgebung mit CarMaker
auszutauschen, wurde die fur MATLAB definierte Schnittstelle in eine VP integriert. So
war es mdglich, die Hardware-optimierten Algorithmen in derselben Co-Simulation
(CarMaker/VP) zu testen. Es wurde eine weitere Fahrdynamik-Simulation integriert,
sodass eine Carla/VP-Co-Simulation lief. Darlber hinaus verwendete die VP-
Simulation dieselbe Schnittstelle - ein Ethernet-Paket-Austauschformat, das auch der
reale Demonstrator nutzte, sodass es in einem vHIL-Ansatz verwendet werden konnte.
Dies konnte wegen der spaten Fertigstellung der VP nicht mehr vollstandig getestet
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werden. Trotz einiger Herausforderungen konnte hier erfolgreich eine Methodik fir die
Benutzung von virtuellen Plattformen und vHIL-Co-Simulationen aufgezeigt werden.

e Kl Algorithmen sind datengesteuerte Ansatze, deren Generalisierung direkt von der
Wahl der ,richtigen® Trainings- und Testdaten abhangt. Um dies fur die im Projekt
entwickelten KI-Algorithmen zu gewabhrleisten, wurde eine Simulationsumgebung
bestehend aus CarMaker und MATLAB entwickelt. Mit dieser Simulationsumgebung
wurden die im Projekt verwendeten Daten zum Modellieren, Trainieren und Testen der
entwickelten Kl-Algorithmen bereitgestellt. Um die Richtigkeit der generierten Daten
sicherzustellen, wurde eine auf die im Projekt festgelegten Anwendungsfalle
angepasste Operational Design Domain (ODD) definiert. Die ODD beschreibt alle
Betriebsbedingungen, unter denen ein bestimmtes Fahrautomatisierungssystem
funktionieren soll. In unserem Fall wurde eine ODD wie folgt definiert: geradeaus
fahren, auf einer mehrspurigen Stral3e fahren, ein innerstadtisches Szenario, keine
Kreuzungen. Entsprechend dieser Definition haben wir eine Reihe von Basisszenarien
entwickelt, die als Grundlage fir die Erstellung von Trainings-, Test- und
Validierungsszenarien dienten. Auf Grundlage dieser ODD sind 20 Basisszenarien
definiert worden. Als Basisszenarien versteht man elementare Fahrszenarien wie
einen Spurwechsel. Diese Basisszenarien wurden in der CarMaker-Umgebung
modelliert und in einem XML-ahnlichen Format dargestellt. Damit wurde ein Ansatz
entwickelt, der sehr einfach um weitere Basisszenarien erweitert werden kann. Diese
generischen Basisszenarien werden mit Hilfe eines MATLAB-Modells so
parametrisiert, dass Use-Case-spezifische Daten fur Fahrszenarien generiert werden.
Mit diesem beschriebenen Ansatz werden realistische Basisszenarien anhand von
realen Fahrzeugdaten parametrisiert, und daraus wurden dann eine Vielzahl von
synthetischen  Fahrszenarien erzeugt (das Assessment-Center fiur die
Trajektorienregelung umfasste zu Projektabschluss insgesamt 50 verschiedene
Szenarien, siehe 2.3.3). Damit wurde die Datenqualitat zur Entwicklung der Ki-
Algorithmen sichergestellt.

e Entwicklung von sechs neuartigen Varianten der Bayes'schen Optimierung und
Mitentwicklung von 2 Deep Reinforcement Learning Algorithmen sowie deren
Publikation in 5 Veréffentlichungen (siehe 2.2).

e Die Sicherheit (i.S.v. Safety) des betrachteten Fahrdynamiksystems wurde aus der
Perspektive des Multi-Aspect Safety-Engineerings untersucht. D.h., es wurde eine
ganzheitliche Sicht auf das Thema Sicherheit eingenommen, bei der sowohl die
Sicherheit bei Fehlern und Ausfallen (funktionale Sicherheit), als auch das sichere
Nominalverhalten und die Sicherheit trotz funktionaler Unzulanglichkeiten (SOTIF)
betrachtet wurde. Hierzu wurden die aktuell gultigen Standards (ISO 26262, 1SO
21448) als auch der querschnittlich orientierte DRAFT Standard ISO/PAS 8800 ,Safety
and Artificial Intelligence” betrachtet. Dabei wurden u.a. folgende technisch-
methodische Ergebnisse erzielt:

o Festlegung von high-level Sicherheitszielen sowie von abgeleiteten, konkreten
Sicherheitanforderungen fir zwei exemplarische Kl-Komponenten (MPC-
basierter Trajektorienplaner, MPC-TP; Querregler zur Trajektoriensteuerung)
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o Eruierung des ISO/PAS 8800 Entwicklungsprozesses und Identifikation der

relevanten Al-Properties fur den Querregler zur Trajektoriensteuerung

o Durchfihrung einer SOTIF-Analyse des MPC-TP mit Dokumentation der
Functional Insufficiencies und Triggering Conditions

o Ableitung einer verbesserten Architektur des MPC-TP

o Konkretisierung der Vorgehsweise zum Umgang mit SOTIF-Elements out of
Context (SOTIF-EooC).

o Evaluierung einer Vorgehensweise zur ODD-basierten Strukturierung der
Sicherheitsnachweisflihrung

Zusammengefasst wurden die angestrebten TRL-Level der Kerninnovationen im Projekt
erreicht:

Kerninnovation im Projekt Stand der Technik zu Angestrebter Innovationshub
Projektbeginn (mit Angabe des TRL-Levels)

(mit Angabe des TRL-Levels)

Kl-Algorithmus auf automobilen : TRL 6: Fahrzeugdemonstrator
eingebetteten Systemen (Ziel 6,7)

Kl-basierte MPC (Model Predictive TRL 2 TRL 6: Fahrzeugdemonstrator
Control) Ansatze (Ziel 1, 2, 4)

Abgesichterte Kommunikation TRL 3 TRL 6: Fahrzeugdemonstrator
mittels Kl (Ziel 10)

TRL 5: Machbarkeit fur EEmotion-
TRL 4 System nachgewiesen

Simulationsbasiertes Training und
Validierung von Kil-Algorithmen (Ziel
2,5,9,10)

Abbildung 5: Angestrebte TRL-Level der Kerninnovationen im Projekt
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2.2 Teilvorhaben RWTH Aachen

Der Schwerpunkt des RWTH-Teilvorhabens lag auf dem Arbeitspaket 4 (AP4). Ziel von AP4
war ,Anwendungsreife Kl-Methoden fir Planungs- und Regelungsfunktionen fir
sicherheitskritische Anwendungen zu entwickeln und dadurch die Kosten fir die
Funktionsentwicklung und Parametrierung zu senken“. Dazu hat die RWTH in
Zusammenarbeit mit anderen Projektpartnern eine Architektur zur Kombination klassischer
Regelung und KI-Komponenten entwickelt (AP4.1), KI-Methoden angewendet und methodisch
weiterentwickelt (AP4.2), und Sicherheitsgarantien fur die Verfahren entwickelt (AP4.3). Die
Kombination von klassischer Regelung und KIl-Komponenten konnte in einem
Versuchsfahrzeug von ZF experimentell demonstriert werden (AP8) und ermoglichte die
Verringerung des manuellen Applikationsaufwands von autonomen Fahrfunktionen. In AP1
und AP3 Ubernahm die RWTH unterstitzende Tatigkeiten. Im Folgenden sind die wichtigsten
Ergebnisse dargestellt.

2.2.1 AP1 Applikationsanforderungen, Spezifikation Kl-Fahrdynamik

Die RWTH hat aktiv am Kickoff-Treffen von AP1 teilgenommen und insbesondere im Hinblick
auf die KI-Methodik bei der Definition und Analyse der Anforderungen mitgewirkt. Dabei hat
sie an allen erforderlichen Abstimmungsterminen teilgenommen.

Im weiteren Verlauf hat die RWTH die Erstellung notwendiger Anforderungen mit Fokus auf
Kl-Methoden unterstitzt und sich eng mit den Projektpartnern abgestimmt. Weitere
Anforderungen wurden im Zuge der fortlaufenden Entwicklung und Auswahl der KI-Methoden
eingefiigt und aktualisiert.

2.2.2 AP3 KI-HW und Applikationsfunktionen - AD/ADAS

Die RWTH hat am Kickoff-Treffen von AP3 teilgenommen und anschlieRend im regelmafigen
Austausch mit AP3 die verschiedenen Kl-Ansatze aus AP4 und AP3 diskutiert und verglichen.
Ein Fokus war dabei, die jeweils ausgewahlten KI-Methoden der beiden APs hinsichtlich
verschiedener moglicher Lernszenarien fur die Trajektorienregelung zu evaluieren. Dazu
zahlte insbesondere die Abstimmung bezlglich der Zielgrofien, Testszenarien und
Randbedingungen fiir die Fahrzeugquerregelung und wie diese in dem in AP 4 entwickelten
Bayes‘schen Optimierungsverfahren zu berlcksichtigen sind. Konkret gab es etwa alle zwei
Monate Absprachen zwischen ZF und der RWTH. Im Ergebnis wurden vier Reglerparameter
zur Optimierung identifiziert und zwei sicherheitskritische Randbedingungen (Comfort und
maximale Regelabweichung) definiert. Des Weiteren wurde in enger Zusammenarbeit mit ZF
ein reprasentatives Szenario fir die Reglerevaluierung entwickelt. Es bestand aus einer Runde
auf der ZF-internen Teststrecke inklusive einer aufgepragten Stérung der Querabweichung
(siehe auch AP 4, Abschnitt Problemdefinition).
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2.2.3 AP4 KI-SW - Verfahren, Methodik, eingebettete Algorithmen

Auswahl geeigneter Verfahren

Es wurden zunachst verschiedene Architekturen zur Kombination von klassischen
Regelungsansatzen und Kl-Methoden im Hinblick auf die Trajektorienregelung recherchiert
und anschlieBend analysiert. Besonderer Fokus war hierbei die Bewertung der Methoden
bezlglich Sicherheit, einer zuklnftigen Implementierbarkeit auf eingebetteter Hardware und
der Einbeziehbarkeit von geeignetem Vorwissen. Dafiir wurden schwerpunktmafig Verfahren
aus dem Bereich Bayes’sche Optimierung und Deep Reinforcement Learning betrachtet.

AbschlieRend wurde Bayes’sche Optimierung (und insbesondere Safe Bayesian Optimization)
als erfolgsversprechender Ansatz zur Parameteroptimierung des bestehenden
Reglergesetzes zur Querregelung aus AP3 identifiziert. Entsprechend hatten die Arbeiten der
RWTH in AP 4 sichere Bayes’sche Optimierung als Schwerpunkt. Bayes'sche Optimierung
kann dem Modell-freien episodischen Reinforcement Learning (RL) zugeordnet werden. Sie
hat in der Literatur fir andere Anwendungen gezeigt, dass sie mit relativ wenigen
Experimenten datenbasiert optimale Parameter einer bestehenden Reglerstruktur findet. So
wird Kl/Machine Learning (datenbasierte Optimierung) mit regelungstechnischer Expertise
(bewahrte Reglerstruktur) kombiniert. Das Spezialgebiet der sicheren Bayes’schen
Optimierung bot hierbei die Mdglichkeit, wahrend der Optimierung zu vermeiden, unsichere
Experimente durchzufihren, was flr einen Einsatz fur die Trajektorienregelung essenziell ist.

Im Bereich der Deep Reinforcement Learning Algorithmen wurden anstelle einer bestehenden
Reglerstruktur die Parameter eines tiefen neuronalen Netzes durch Interaktion mit der
Umgebung gelernt. Dadurch konnte in der Regel aufgrund der Expressivitat des tiefen
neuronalen Netzes eine bessere finale Regelglte als mit klassischen Regelungsverfahren
erreicht werden. Allerdings wurden die mangelnde Sample-Effizienz und unsichere Exploration
als Hemmnisse fur den Einsatz auf dem realen Versuchsfahrzeug ausgemacht. Entsprechend
hat sich die RWTH hier auf methodische Beitrage konzentriert, die ausschlie3lich in Simulation
evaluiert wurden.

Reglertuning mit sicherer Bayes’scher Optimierung

Die Grundidee von Reglertuning mit sicherer Bayes’scher Optimierung ist in Abbildung 6 flr
das Beispiel der Trajektorienfolgeregelung dargestellt. Fir eine ausfuhrliche Einfliihrung in
Bayes’sche Optimierung verweisen wir auf [1].

In jeder Iteration n schlagt die Bayes’sche Optimierung eine Parametrierung 6, des
Trajektorienfolgereglers vor. Mit dieser Parametrierung wird ein Experiment auf dem echten
Fahrzeug durchgefiihrt um die Performance f(6,,) zu maximieren. Ziel dabei ist, dass alle der
n € 1,..., N durchgeflhrten Experimente sicher sind. Das heil3t, dass alle sicherheitskritischen
Randbedingungen i€ 1,..,I nicht verletzt sein dirfen: g;(6,) < gimax- Sowohl die
Performance f(6,) als auch die sicherheitsrelevanten Groflen g;(6,,) werden aus den
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Zeitbereichsergebnissen des jeweiligen Experiments (auch Episode genannt) mit Parametern
0,, berechnet. Eine typische Metrik fir die Performance ist beispielsweise die durchschnittliche
laterale Abweichung. Eine typische Metrik fir sicherheitsrelevante, beschrankte Grof3en ist die

maximale laterale Abweichung von der Referenztrajektorie.

Set 8,

7 N\

MCLo0sBO Safe Experiment

Measure f(gn)sgi(gn)

Abbildung 6: Grundprinzip der sicheren Bayes‘schen Optimierung

Problemdefinition

Das Optimierungsproblem fiir die Bayes’sche Optimierung des Trajektorienreglers wurde
iterativ in Absprache mit den anderen AP-Partnern und AP3 definiert. Dazu wurde zunachst
eine geeignete Episodendefinition in Verbindung mit der zur Verfigung stehenden Teststrecke
von ZF flr die episodenbasierte Optimierung durch Bayes’'sche Optimierung diskutiert und
festgelegt (Abbildung 7.

0 100  200m Ty )

To T

c/ 0 20 40 km/h

Abbildung 7: ZF-Teststrecke: Geschlossener Kurs mit zwei Geraden und zwei Kurven mit
unterschiedlichen Radien. Die Geschwindigkeit auf den Geraden betragt etwa 55 km/h und wird in den
Kurven reduziert
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AnschlieRend wurden vier zu optimierende Reglerparameter des Reglergesetzes zur
Querregelung aus AP3 im Austausch mit den anderen AP-Partnern vorgenommen.

Des Weiteren wurden verschiedene ZielgrélRen und Qualitatskriterien systematisch
untersucht. Dabei hat sich gezeigt, dass die Berlicksichtigung einer einzigen ZielgréRe (Cross-
Track-Error) flr die Praxis unzureichende Ergebnisse liefert. So ist beispielsweise der
Fahrkomfort teilweise durch Oszillationen signifikant beeintrachtigt. Diese Ergebnisse haben
klar gezeigt, dass die Berlicksichtigung gewisser weiterer Kriterien als Randbedingungen
sinnvoll oder sogar nétig ist. Um die zusatzlichen Anforderungen an den Fahrzeugkomfort zu
erfullen, wurden verschiedenen Metriken zur Vermeidung von Oszillationen als
Sicherheitskriterien untersucht. Dies ermoglichte Bereiche des Parameterraums
auszuschlieRen, die zu einem instabilen Reglerverhalten fihren.

Das finale Optimierungsproblem ist unten dargestellt. Flr die mathematische Ausformulierung
der Zielfunktion wird auf [R1, V.A] verwiesen. Ziel war es, die Trackinggute zu maximieren,
wahrend alle sicherheitskritischen Randbedingungen wahrend der Optimierung eingehalten
wurden. Die erste Sicherheitsbedingung war der maximale Cross-Track-Error, also die
maximale Distanz zwischen Fahrzeugposition und Solltrajektorie, die das Verlassen der
Strecke wahrend des Trainings verhinderte. Die zweite Sicherheitsbedingung war eine
Oszillationsmetrik, die aus einem reglungstechnischen Standardexperiment (Impulsantwort)
ermittelt werden konnte. Sie stellte die Robustheit des optimierten Reglers bezogen auf
laterale Stérungen sicher. Zur Ermittlung dieses Oszillationsverhaltens wurde zum Zeitpunkt
T, eine kinstliche Stérung aufgepragt.

6" = argmax f(0),
)
s.t. g;(0n) = Gimin, Vi€{1,2}, Vn€ {1, .., N}

f(8): negativer durchschnittlicher Tracking Error
g1(60): verlasse nicht die Teststrecke
g2(8): vermeide Oszillationen

Zusatzlich wurde eine Verwendung von Gain-Scheduling fir die ausgewahlten
Reglerparameter des Reglergesetzes in Abhangigkeit der Longitudinal-Geschwindigkeit des
Fahrzeuges diskutiert und als potenziell vielversprechend bewertet. Diese konnte mit Hilfe von
kontextueller sicherer Optimierung [2] umgesetzt werden. Im Ergebnis wurde dies jedoch zum
Erreichen der Projektziele nicht nétig (siehe simulative Evaluierung).

Neu erforschte BO-Methodik

Insgesamt wurden im Rahmen des Projektes ein neues Safe BO-Paradigma mit drei
Erweiterungen LoSBO [R1], MC-LoSBO [R2], LoS-GP-UCB [R1], asynchronous MC-LosBO
[R2] und eine Verbesserung eines bestehenden Safe BO Algorithmus, Real-g-SafeOpt [R1]
entwickelt. Daneben wurde Early Stopping BO als neues BO-Paradigma etabliert [R3] und
local Entropy Search als neue lokale BO-Variante vorgeschlagen. Die Grundziige der
Algorithmen werden unten kurz vorgestellt. Fir technische Details wird auf die
Veroffentlichungen [R1 — R3] verwiesen.
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Zunachst wurde ein neuer Safe Bayesian Optimization Algorithmus (Real-g-SafeOpt)
aufbauend auf den Annahmen des state-of-the-art Algorithmus in diesem Bereich (SafeOpt
[3]) entwickelt und implementiert. Real-5-SafeOpt [R1] ist bei Einhaltung der gleichen
Annahmen garantiert (probabilistisch) sicher und dartber hinaus weniger konservativ und
dadurch performanter als SafeOpt.

Zusatzlich wurde ein zweiter, neuer Safe Bayesian Optimization Algorithmus (Lipschitz-only
Safe Bayesian Optimization (LoSBO)) [R1] entwickelt, implementiert und evaluiert. LoSBO
ermdglicht unter anderen Annahmen als SafeOpt eine garantiert sichere Optimierung. Die flr
die Sicherheitsgarantien bendtigten GréRen sind dabei in der Praxis leichter abzuschatzen,
wodurch sich LoSBO besonders gut flr die praktische Trajektorienregler-Optimierung eignet.
Zusatzlich wurde eine heuristische Erweiterung des Algorithmus entwickelt und implementiert,
die es ermdglicht LoS-GP-UCB [R1] auch flr hochdimensionale Parameterraume einzusetzen.
Auch diese Erweiterung wurde simulativ untersucht [R1]. Die Ergebnisse wurden im Journal
Transactions of Machine Learning Research (TMLR) veréffentlicht [R1].

Um zusatzliche Nebenbedingungssignale (wie z.B. die maximale Querbeschleunigung)
wahrend der Optimierung bericksichtigen zu kénnen, wurde eine Erweiterung von LoSBO fir
mehrere Randbedingungen LoSBO (Multiple Constraint LoSBO (MC-LoSBO)) [RZ2]
konzeptioniert, anschlieRend implementiert und evaluiert. Dartber hinaus wurde mit MC-
LosBO die Zielfunktion unabhangig von den Sicherheitsbedingungen definiert, so dass auch
andere nicht sicherheitsrelevante Anforderungen an den Regler durch die Zielfunktion
abgebildet werden konnten. MC-LoSBO behielt dabei die gleichen Sicherheitsgarantien wie
LoSBO. Das Grundprinzip des Sicherheitsmechanismus von LoSBO und MC-LoSBO ist in
Abbildung 8, Abbildung 9 fir den eindimensionalen Fall dargestellt.

g1(0)

—— True function
=\ — Safety threshold -
— ° Data point yg
S >~F 1
Il 1 ! Lipschitz cone §
Q ] 1 W . S
Ny i i Safe Region ti' : i <
] 1 1 1
] ] 1 1
1 1 1 1
i i ] .
0 0
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Abbildung 8: LINKS - LoSBO: Die sichere und damit fiir die Exploration zuldssige Region errechnet sich
beim beobachteten Datenpunkt iiber die Beschrankung der maximal zu erwarteten Steigung, liber den
Abstand der Datenpunkte zur Sicherheitsgrenze und liber die Begrenzung des Rauschterms

Abbildung 9: RECHTS-MC-LoSBO: Bei mehreren Sicherheitsrandbedingungen muss die LoSBO-
Sicherheitsbedingung fiir alle Rendbedingungen erfiillt sein

Beim Experiment auf dem realen Fahrzeug gab es keine Pause zwischen zwei Experimenten.
Die nachste Runde auf der Teststrecke begann unmittelbar nachdem die vorherige Runde
beendet wurde und es bestand keine Zeit zwischen zwei Runden, eine neue Parametrierung
zu berechnen. Entsprechend musste die Parametrierung fir das nachste Experiment bereits
vor dem Ende des aktuellen Experiments feststehen. Um dieses Problem zu |6sen, wurde eine
asynchrone Variante von MC-LoSBO entwickelt [R2].

Wahrend der experimentellen Anwendung von MC-LoSBO im Fahrzeug wurde festgestellt,
dass aufgrund der harten Sicherheitsanforderungen das Lernen recht langsam erfolgte. Unter
der Annahme, dass es einen Testfahrer im Fahrzeug gab, der im Notfall eingreifen konnte,
wurden nicht zwangslaufig harte Sicherheitsgarantien benétigt. Eine vereinzelte Verletzung
der Randbedingung war akzeptabel. Um ein sample-effizienteres Lernen zu ermdglichen,
wurde eine lokale Variante des Bayes’schen Optimierungsalgorithmus Joint Entropy Search,
genannt Local Entropy Search, entwickelt und simulativ evaluiert. Dieses Verfahren erhdhte
im Gegensatz zu MC-LoSBO die Optimierungsgeschwindigkeit auf Kosten einzelner
unsicherer Parametervorschlage und hatte weniger Hyperparameter. Die final vorgeschlagene
Parametrierung war weiterhin sicher. Im Vergleich zu global suchendem BO wurden aber
weniger unsichere Parametrierungen wahrend des Trainingsprozesses vorgeschlagen.

Des Weiteren wurde eine Erweiterung von Bayes’scher Optimierung zum frihzeitigen
Abbrechen von Experimenten, ESBO [R3], entwickelt, evaluiert und verdffentlicht. Diese
ermoglichte unter bestimmten Bedingungen eine Verringerung der zum Tuning bendtigten
Gesamtzeit, indem suboptimale Experimente friihzeitig abgebrochen wurden.

Simulative Evaluierung

Bevor die entwickelten Algorithmen auf dem Testfahrzeug im Experiment evaluiert wurden,
erfolgte zunachst eine simulative Evaluierung auf synthetischen Testfunktionen und auf einer
Simulation des realen Fahrzeugs.

Auf synthetischen Funktionen wurden Real-g-SafeOpt, LoSBO und LoS-GP-UCB miteinander
verglichen. Dabei wurde die hohere Effektivitdt der verschiedenen LoSBO-Varianten
gegenuber SafeOpt und random sampling empirisch demonstriert [R1]. Die verwendeten
Testfunktionen umfassten GP-Sample Paths und andere haufig verwendete synthetische
Testfunktionen. Fir zusatzliche Informationen verweisen wir auf [R1].

Fir eine problembezogenere simulative Evaluierung wurde schliel3lich ein Fahrzeugsimulator
von ZF als Functional Mockup Unit (FMU) bereitgestellt. Damit wurde zunachst evaluiert,
inwieweit SafeOpt und LoSBO fir die Optimierung des Trajektorienreglers geeignet sind.
Dabei wurde insbesondere die hohe Performanz von LoSBO nachgewiesen. Die Sicherheit
von SafeOpt hingegen hing stark von algorithmischen Hyperparametern ab, die in der Praxis
nicht zur Verfiigung standen.
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In Vorbereitung auf die Fahrzeugversuche wurde auch die LoSBO-Variante mit mehreren
Randbedingungen (MC-LoSBO) getestet und mit mit dem state-of-the-art Algorithmus
SafeOpt-MC verglichen. Dabei wurde ebenso der Einfluss der asynchronen Optimierung
evaluiert. Die Ergebnisse sind in Abbildung 10 dargestellt. Der entwickelte Algorithmus MC-
LosBO performt ahnlich oder besser als der SafeOpt-MC, wahrend weniger Annahmen

getroffen werden mussten, um Sicherheit zu garantieren. Des Weiteren konnten anhand der

Simulationsumgebung  sicherheitskritische = Parameter des Algorithmus, wie die
Lipschitzkonstante ermittelt werden.
(2) (b) ()
—0.2 4 -
& ————————
g —0.4 . | E——
06 - 7=
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SafeOpt-MC |

Abbildung 10: Vergleich von verschiedenen Safe-BO-Varianten auf dem FMU-Fahrzeugsimulator fiir einen
(a), zwei (b) und drei (c) Reglerparameter

Die Effizienz von Local Entropy Search (Local ES) wurde ebenfalls mit der von Standard BO
(MES) und MC-LoSBO mit Hilfe der FMU verglichen. Die Ergebnisse dazu sind in Abbildung
11 zu sehen. Die Ergebnisse zeigen, dass sich Local ES in der Mitte des Spannungsfelds
zwischen einer schnellen Optimierung mit vielen Sicherheitsverletzungen auf der einen Seite
(Standard BO) einer langsamen, immer sicheren Optimierung (MC-LosBO) einordnen lasst.
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Abbildung 11: Vergleich von Standard BO (MES), Local BO (Local ES) und sicherem BO (MC-LosBO)
hinsichtlich Sicherheit und Effizienz

In den oben gezeigten Simulationsexperimenten wurden die Parameter im Wesentlichen nur
auf einer Strecke in der von ZF zur Verfligung gestellten FMU-Fahrzeugsimulation evaluiert.
In der Praxis muss der optimierte Regler jedoch mit unterschiedlichen Fahrsituationen und
Strecken zurechtkommen. Daher wurde =zusatzlich die Robustheit der erhaltenen
Reglereinstellung auf unterschiedlichen Strecken (verschiedene FMU-Fahrzeugsimulationen)
systematisch untersucht. Die Ergebnisse dieser Untersuchung sind in Abbildung 12
dargestellt. Es wurden 14 verschiedene Szenarien untersucht. Die flr die verschiedenen
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Szenarien jeweils optimalen Parameter wurden dann in allen anderen Szenarien hinsichtlich
der jeweils maximal beobachteten Abweichung evaluiert. In umfangreichen Simulationen
erwiesen sich die erhaltenen Einstellungen als robust und kénnen damit unterschiedliche
Fahrsituationen abdecken. Dies stellte einen wichtigen Schritt im Hinblick auf die Anwendung
im Fahrzeug dar. Voraussetzung hierfir ist ein hinreichend komplexes Trainingsszenario (z.B.
Fasttrack). Das Training auf einem U-Turn hingegen reicht nicht aus.

2.00 4 o) T R=10m v=10kph
R=20m v=20kph
1.75 1 R=50m v=30kph
o Ft disturbed
= -
1.50 Ft normal vl
Ft normal v2
1.254
= ? m Bt robust
3-:: 1.004 Infinity normal
g Infinity disturbed
£ 0.754 T ol | Infinity robust

Random map 1

Random map 2
Random map 3
= Random map 4

U-turn R=10m
== global

0.50-__I_TT Ll
[

Circle  Fasttrack Infinity Random

0.00 A

Abbildung 12: Durchschnittliche Regelgiite auf allen Teststrecken bei Optimierung des Reglers auf jeweils
einer spezifischen Teststrecke

Um verschiedenen BO-Algorithmen aussagekraftiger miteinander zu vergleichen, wurden
weitere realitdtsnahe Benchmarkprobleme erstellt. Diese wurden beispielsweise dazu
genutzt, um ESBO zu evaluieren [R3].

Experimentelle Evaluierung

Neben der simulativen Evaluierung wurde MC-LoSBO in einem Demonstrationsexperiment mit
dem Testfahrzeug beim Projektpartner ZF evaluiert.

Fir die Erstellung des Demonstrationsexperiments wurde in Kooperation mit ZF eine
Schnittstelle zwischen Fahrzeugregelung und Optimierungsalgorithmus konzipiert und
implementiert. Zusatzlich wurde eine Benutzeroberflache entwickelt, um dem Testfahrer die
Méglichkeit zu geben, die Optimierung in verschiedenen Konfigurationen zu starten. In dieser
Benutzeroberflache wurden dem Testfahrer bereits wahrend der Optimierung Informationen in
Form von Visualisierungen angezeigt, sodass der aktuelle Stand der Optimierung bereits
wahrend des Experiments Uberwacht werden konnte. Dies ermdéglichte die Berlicksichtigung
von Expertenwissen im Applikationsprozess. Die Schnittstelle sowie die Benutzeroberflache
sind modular und unabhangig von der verwendeten Reglerarchitektur einsetzbar.

Zunachst wurde im August 2023 ein Szenario mit einer maximalen Geschwindigkeit von 15
km/h getestet. Im November 2023 erfolgte die Freigabe des Testfahrzeugs flr
Geschwindigkeiten bis 50 km/h. Dies ermdglichte herausfordernde Testszenarien, bei denen
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eine grofRere Verbesserung des Referenzreglers erreicht werden konnte. In ersten
Experimenten, wurde gezeigt, dass die Regler-Performance erheblich verbessert werden
konnte. Bei diesem ersten Experiment gab es jedoch Sicherheitsverletzungen, was auf nicht
korrekt spezifizierte Parameter des Algorithmus zurtickgeflihrt werden konnte.

Im Februar 2024 wurden zwei weitere Experimente am realen Fahrzeug durchgefihrt. Im
ersten Experiment wurde ein Parameter des Trajektorienfolgereglers in 15 lterationen
optimiert. Die Ergebnisse sind in Abbildung 13 dargestellt. In den 15 durchgefihrten
Experimenten wurde ein grof3er Teil des Safe-Sets exploriert. Bei der Optimierung traten keine
SicherheitsverstoRe auf, und die optimierte Reglerparametrierung war 70 % besser als die
urspriingliche Parametrierung. Im zweiten Experiment wurden drei Parameter des
Trajektorienfolgereglers in 13 lIterationen optimiert. Auch bei der Ldsung dieses
komplizierteren Problems traten keine Sicherheitsverletzungen auf, und die Performance
verbesserte sich um etwa 28 % im Vergleich zur initialen Parametrierung. Die fUr die Sicherheit
wesentliche Abschatzung der Annahmen an unterschiedliche Lipschitz-Konstanten der
Zielfunktion bzw. Randbedingungen wurde mithilfe von Simulationsdaten durchgefiihrt. Im
Ergebnis konnte so gezeigt werden, wie Kl helfen kann, den Applikationsprozess im
autonomen Fahren zu beschleunigen. Im Detail sind die Ergebnisse in [R2] dargestellt.

f(O
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L
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ga(0)
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— Mean e Current Point Safe Set
Variance ® Previous Points = Safety Threshold

Abbildung 13: Finaler Stand von SafeOpt-MC [R2] bei einer eindimensionalen Optimierung. Das Optimum
wurde ohne Verletzung von sicherheitskritischen Randbedingungen erreicht

A-Posteriori-Sicherheit

Daruber hinaus wurde die A-Posteriori-Sicherheit (AP4.3 2) mit Methoden fiir die formale
Verifikation von Neuronalen Netzen untersucht. Insbesondere wurde eine Problemstellung
spezifiziert und eine erste Case-Study durchgefiihrt. Dabei wurde die Anwendbarkeit dieser
Methoden auf Neuronalen Netzen geprift, die zur Regelung eingesetzt werden. Es wurde
zunachst ein vereinfachtes Dynamikmodell untersucht, auf dem mit Imitation Learning ein
Neuronales Netz zur Trajektorienfolgeregelung trainiert wurde. Die Ergebnisse haben gezeigt,
dass eine Skalierung der Methoden auf praktisch relevante Probleme zum jetzigen Zeitpunkt
noch vor einigen Herausforderungen steht.
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Deep RL

Im Rahmen von EEmotion wurden zwei Reinforcement Learning (RL) Algorithmen, CHEQ [R5]
und MACURA [R5], mitentwickelt. Beide Ansatze hatten das Ziel, RL praxistauglicher zu
machen, um dem EEmotion-Ziel, eine Fahrzeugregelung mit Kl automatisiert und sicher zu
lernen, ndher zu kommen.

CHEQ [R4] wurde entwickelt, um das Explorationsverhalten wahrend des Trainings sicherer
zu gestalten und so RL fir sicherheitskritische Anwendungen praktikabler zu machen. Dazu
wurde parallel zur gelernten neuronalen Netz-Policy ein Backupregler eingesetzt, der das
System in allen Betriebspunkten sicher, aber sub-optimal regelt. Eine adaptive Gewichtung
der beiden Regler sorgte daflr, dass der Backupregler vor allem in Betriebspunkten eingesetzt
wurde, in denen die gelernte Policy noch unsicher ist. Im Ergebnis konnten so unter anderem
in einer Fahrzeug-Simulationsumgebung eine Verringerung der sicherheitskritischen
Fehlschlage im Trainingsprozess gezeigt werden.

MACURA [R5] hatte das Ziel, die Dateneffizienz von modellbasiertem RL zu erhéhen. Das
heifl3t, es soll eine bessere Regelgite mit weniger teuren experimentellen Daten erreicht
werden. Modelbasiertes RL lernte ein Modell der Umgebung und generierte kinstliche
Trajektorien aus diesem gelernten Modell. Diese kunstlichen Trajektorien wurden genutzt, um
die Policy zu verbessern. MACURA nutzte die Modellunsicherheit des gelernten Modells, um
die Lange der kinstlich generierten Trajektorien anzupassen. So wurde sichergestellt, dass
die kinstlich generierten Trajektorien nicht zu stark vom realen Verhalten abweichen. Im
Ergebnis konnte auf verschiedenen Benchmarkproblemen eine Erhéhung der Dateneffizienz
im Vergleich zum bis dahin bestehenden Stand der Forschung gezeigt werden.

2.6.5 AP8 Demonstration, Test und Evaluierung Kl-Fahrdynamik-System

Die Kombination aus Bayes’scher Optimierung (KI) und Trajektorienfolgeregelung (klassische
Regelungstechnik) wurde in enger Zusammenarbeit mit ZF umgesetzt. Dazu wurde ein von
ZF speziell ausgerustetes Versuchsfahrzeug auf einer ZF-Teststrecke eingesetzt. Im Ergebnis
konnte innerhalb kurzer Experimentierzeit eine Verbesserung der Regelglte erreicht werden.
Fir Details verweisen wir auf [R2] und AP4 — experimentelle Evaluierung.

2.2.4 Zusammenfassung des Teilvorhabens

Zusammenfassend konnten alle Ziele des Teilvorhabens erreicht werden (siehe auch
Erfolgskontrollbericht). Insgesamt wurde eine praktikable Architektur zur Kombination eines
Trajektorienfolgereglers (klassische Reglungstechnik) mit KI-Methoden (Bayes'sche
Optimierung) entwickelt (AP4.1). Dazu wurden neue BO-Methodiken entwickelt (AP4.2) und
Sicherheitsgarantien gegeben (AP4.3). Die Kombination wurde experimentell auf einem
Versuchsfahrzeug von ZF demonstriert (AP8). Im Ergebnis konnte so ein Kl-basiertes
Verfahren erforscht und demonstriert werden, dass die automatisierte und sichere Applikation
eines Trajektorienfolgereglers ermdglicht.
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Darlber hinaus wurde das Potenzial von deep RL fiir die Fahrzeugregelung untersucht
(AP4.1) und methodische Beitrage in den Bereichen des modellbasierten und modellfreien
Reinforcement-Learnings (AP 4.2) getatigt, um sie fir den Einsatz von autonomen
Fahrfunktionen zu ertiichtigen.

Die Ergebnisse wurden in flnf Beitragen [R1-R5] zu international filhrenden Konferenzen und
in Fachjournalen der Fachgebiete Machine Learning und Regelungstechnik publiziert und in
18 Fachvortragen prasentiert.

Literatur:
[1] R. Garnett, Bayesian Optimization. Cambridge University Press, 2023.

[2] Fiducioso, Marcello, et al. "Safe contextual Bayesian optimization for sustainable room
temperature PID control tuning." arXiv preprint arXiv:1906.12086 (2019).

[3] Sui, Y., Gotovos, A., Burdick, J. W., & Krause, A. (2015). Safe exploration for optimization
with Gaussian processes. 32nd International Conference on Machine Learning, ICML 2015, 2,
997-1005.

[R1] Fiedler, Christian, et al. "On Safety in Safe Bayesian Optimization," Transactions on
Machine Learning Research, 2024

[R2] Menn, Johanna, et al. "Lipschitz Safe Bayesian Optimization for Automotive Control",
IEEE Conference on Decision and Control (CDC), 2024

[R3] Stenger, David, et al. "Early Stopping Bayesian Optimization for Controller Tuning", IEEE
Conference on Decision and Control (CDC), 2024

[R4] Cramer, Emma, et al. “Contextualized Hybrid Ensemble Q-learning: Learning Fast with
Control Priors”, Reinforcement Learning Conference (RLC), 2024

[R5] Frauenknecht, Bernd, et al. "Trust the Model Where It Trusts Itself-Model-Based Actor-
Critic with Uncertainty-Aware Rollout Adaption.", Forty-first International Conference on
Machine Learning (ICML), 2024

Seite 26



) SR

. . . . EEMDT/Q 2=
Projekt: EEmotion / Gemeinsamer Schlussbericht g

3 Verwertbarkeit des Ergebnisses und der Erfahrungen

Organisatorische, finanzielle Kapazititen zur Markteinfiihrung und Einbindung von
Nutzern/Betreibern

Die Marktchancen im Bereich Kl bieten den Projektpartnern bestes Verwertungspotenzial.
Zum einen sichert deren Verwendung bereits bei Fahrerassistenz-Systemen im Vergleich zu
rein autonomen Ansatzen wirtschaftliche Vorteile; Grund ist die schnellere Realisierung und
Validierung. Zum anderen verfiigen die beteiligten Partner ebenso Gber Kompetenzen in der
Entwicklung und Applikation von Trajektorien-Regelungsfunktionen mittels Kl fir
automatisierte und assistierte Fahrzeuge. Zusammen mit ihren Vertriebsorganisationen ist
dies eine ideale Ausgangsposition zur Einbindung von Nutzern und Betreibern sowie eine
weitreichende Vermarktung, was sich u.a. in einzelnen Verwertungsplanen Partner zeigt. Mit
diesem Top-Know-How in der Automobil- und Halbleiterindustrie hat Deutschland eine
optimale Ausgangsposition fiur das Projektvorhaben, was sich auch in Umsatzen und
Wirtschaftswachstum niederschlagen wird.

Verwertungsplanung sowie Einfiihrungs- und Diffusionsstrategien

Der Fokus im Projekt lag auf der Entwicklung von echtzeitfahigen KI-Ansatzen fir
Trajektorienregelung und -planung im Kontext vom automatisierten Fahren (L2+). Im
Besonderen wurden im Projekt die energie-effiziente Adaptive Cruise Control (ACC)
Anwendung und eine Auto-Pilot Anwendung fur Automatisiertes Fahren betrachtet. Im Projekt
ist gezeigt worden, dass die um Kl erweiterten Standardregler eine Verbesserung der lateralen
Regelabweichung von der vorgegebenen Trajektorie um bis zu 50% (anstatt der urspriinglich
angenommenen 20%) auf der Teststrecke erreichen, was zu einer signifikanten Verbesserung
des Fahrkomforts von der Anwendung des Auto-Pilots eines autonomen Fahrzeug fiihrt. Die
um Kl erweiterten Standardplaner zeigen eine Verbesserung der Energieeffizienz fur die
Anwendung ACC um bis zu 14%. Es wurde ebenso gezeigt, dass die Kl basierten Ansatze zur
Trajektorienregelung und -planung die Anpassung auf unterschiedliche Fahrzeugtypen
erleichtern, da die Kl die Bestimmung der bendtigten Parameter Ubernimmt, wodurch die
Entwicklungszeit signifikant reduziert werden kann.

Aufgrund neuer Regulierungsanforderungen werden aktuell autonome Fahrfunktionen von
L2+ eingeflhrt, um Sicherheit im Stralenverkehr zu erhéhen. Somit werden diese zu
Standardfunktionen des zukinftigen Fahrzeuges und ergeben ein grofles wirtschaftliches
Potential fur die im Projekt entwickelten echtzeitfahigen Kl-Ansatze fir Trajektorienregelung
und -planung.

Die Ergebnisse werden in der Vorserienentwicklung der Industriepartner verwendet:

o Die ZF Friedrichshafen AG wird mit den Ergebnissen des Projektes ihr
Fahrreglungssystem cubiX um Ki-basierte Ansatze erweitern.

¢ Die Infineon Technologies AG wird anhand der gewonnenen Ergebnisse die K-
Fahigkeit seiner zukiinftigen AURIX™ Produktfamilie erweitern und die erarbeiteten
Kl-Ansatze in Kooperationen mit OEMs weiterentwickeln.

» Die Samoconsult GmbH und die b-plus technologies GmbH werden die Ergebnisse
des Projektes nutzen, um ihre zukinftigen Entwicklungsdienstleistungen um das
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Thema Kl in sicherheitskritischen und echtzeitkritischen Mobilitdtsanwendungen

auszubauen.
Forschungspartner werden ihre Ergebnisse und Lehre und Forschung verwerten.

Die Pressemitteilung zu den Projektergebnissen wurde in mehr als 20 nationalen und
internationalen online Fachmagazinen verdéffentlicht. Die beteiligten Projektpartner bekommen
Kooperationsanfragen von nationalen und internationalen Automobilherstellern und deren
Zulieferern.

3.1 RWTH Aachen

Die im Projekt erarbeiteten Ergebnisse werden zur Ausbildung von Studierenden im Rahmen
der Lehrveranstaltung ,Reinforcement Learning und Learning Based Control” genutzt. Des
Weiteren wurden Projetmitarbeiter im Rahmen ihrer Promotionen und von Abschlussarbeiten
wissenschaftlich ausgebildet. Darliber hinaus wurden die Ergebnisse in 5 Veréffentlichungen
[R1 — R5] und 18 Fachvortrdgen zusatzlichen dokumentiert und prasentiert, was eine
Verwertung sowohl durch die Industrie als auch durch andere Forschungseinrichtung
ermdglicht. Unter anderem die Veranstaltungen des Euregio Al-Triangle bestehend aus den
KI-Centern von RWTH Aachen, KU Leuven, und TU Eindhoven fihrten auch zu einem engen
europaischen Austausch

Die im Projekt erzielten Ergebnisse und Verdéffentlichungen stellten eine wichtige Basis fur die
erfolgreiche Akquise eines DFG-Projektes im Bereich Bayes’sche Optimierun mit den Namen
.Bayesian Optimization with Partial and Dynamic Observations (ParDyBO)“. Des Weiteren
befindet sich ein weiteres DFG-Vorhaben, dass Bayes’sche Optimierung und Reinforcement
Learning kombiniert in Begutachtung, was die wissenschaftliche Verwertbarkeit der
Ergebnisse hervorhebt.

4 Wahrend der Durchfiihrung des Vorhabens dem
Zuwendungsempfanger bekannt gewordenen Fortschritts auf
diesem Gebiet bei anderen Stellen

Es sind wahrend der Projektlaufzeit keine neuen Erkenntnisse von dritter Seite bekannt
geworden, die fir die Durchfiihrung des Vorhabens relevant waren.

Trotz projektbegleitender Recherche hat es sich wahrend des Projektes gezeigt, dass der
Ansatz der KI-Erweiterung von klassischen Reglern und klassischen modellpradiktiven
Regelung und Planungsalgorithmen ein weitgehend unerforschtes Feld ist.

Zusatzliches zentrales Forschungspotential nach Projektende: Der Fokus im Projekt lag
auf der Entwicklung von echtzeitfahigen Kl Ansatzen fur Trajektorienregelung und -planung im
Kontext von automatisiertes Fahren (L2+). Um die datengesteuerten Kl-Ansatze auch in die
Richtung des autonomen Fahrens (L3-L5) zu bringen, ist es notwendig, dass es klare und
einheitliche Definitionen zu Sicherheit von KI-Algorithmen gibt. Damit wirden sich neue
Méglichkeiten rund um das Thema Imitation Learning und Lernen im regularen Fahrbetrieb
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ergeben. Damit lassen sich nochmals signifikante Verbesserungen im Bereich
Energieeffizienz, Fahrkomfort und Verkirzung des Innovationszyklus erreichen.

5 Erfolgte oder geplante Veroffentlichungen der Ergebnisse

Im Rahmen des Projekts sind folgende Verdéffentlichungen der Projektpartner entstanden bzw.
geplant, die im Folgenden aufgelistet sind:

5.1 Veroffentlichungen

Johanna Menn, Pietro Pelizzari, Michael Fleps-Dezasse, Sebastian Trimpe. Lipschitz Safe
Bayesian Optimization for Automotive Control. Conference on Systems and Control (CDC)
2024.

Fiedler, Christian, et al. "On Safety in Safe Bayesian Optimization," Transactions on
Machine Learning Research, 2024 (RWTH).

Stenger, David, et al. "Early Stopping Bayesian Optimization for Controller Tuning", IEEE
Conference on Decision and Control (CDC), 2024 (RWTH).

Cramer, Emma, et al. “Contextualized Hybrid Ensemble Q-learning: Learning Fast with
Control Priors”, Reinforcement Learning Conference (RLC), 2024 (RWTH).

Frauenknecht, Bernd, et al. "Trust the Model Where It Trusts Itself-Model-Based Actor-
Critic with Uncertainty-Aware Rollout Adaption.", Forty-first International Conference on
Machine Learning (ICML), 2024 (RWTH).

5.2 Vortrage

Stenger, David, et al. ,Early Stopping Bayesian Optimization for Controller Tuning”, Al-
Triangle Workshop "Learning in Control & Robotics Aachen, Poster Presentation,
2024 (RWTH).

Menn, Johanna, et al. “Safe Bayesian Optimization for Automotive Trajectory Control”,
Reinforcement Learning Summer School Barcelona, 2023 (RWTH).

Menn, Johanna, et al. “Safe Bayesian Optimization for Automotive Trajectory Control”,
Workshop on Reinforcement Learning Mannheim, Poster Presentation, 2024 (RWTH).

Menn, Johanna, et al. “Lipschitz Safe Bayesian Optimization for Automotive Control”, Al-
Triangle Workshop Learning in Control & Robotics Aachen, Poster Presentation,
2024 (RWTH).

Fiedler, Christian, et al. “Safe Bayesian Optimization and its ramifications for control”,
Symposium on Systems Theory in Data and Optimization (SysDO), Poster Presentation,
2024 (RWTH).

Cramer, Emma, et al. “Contextualized Hybrid Ensemble Q-learning: Learning Fast with
Control Priors”, European Workshop on Reinforcement Learning (EWRL), Poster
Presentation, 2024 (RWTH).
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Frauenknecht, Bernd, et al. "Trust the Model Where It Trusts Itself-Model-Based Actor-
Critic with Uncertainty-Aware Rollout Adaption”, European Workshop on Reinforcement
Learning (EWRL), Poster Presentation, 2024 (RWTH).

Cramer, Emma, et al. “Adaptive Hybrid RL: Learning Fast with Control Priors”, Al-Triangle
Workshop Learning in Control & Robotics Aachen, Poster Presentation, 2024 (RWTH).

Frauenknecht, Bernd, et al. "Trust the Model Where It Trusts Itself-Model-Based Actor-
Critic with Uncertainty-Aware Rollout Adaption”, European Workshop on Reinforcement
Learning (EWRL), Poster Presentation, 2024 (RWTH).

Trimpe, Sebastian. Safe Learning - Interfacing machine learning with control
engineering, Al Week Aachen, 23.09.2023 (RWTH).

Trimpe, Sebastian. Bayesian optimization for high-dimensional, adaptive, and safe
controller learning, Politecnico di Milano, 2024, Mailand (RWTH).

Trimpe, Sebastian. Mit Machine Learning zur lernenden Maschine - Kl im Ingenieurwesen,
Tag des Maschinenbaus, 2024, Aachen (RWTH).

Trimpe, Sebastian. Wie lernen Maschinen?, Kinderuni, 14.06.2024 (RWTH).

Trimpe, Sebastian. Mit Machine Learning zur lernenden Maschine - Kl im
Ingenieurwesen, RWTH-Wissenschaftsnacht, 2024, Aachen (RWTH).

Trimpe, Sebastian. Trustworthy Al for Physical Machines: Integrating Machine Learning
and Control, Data Ninja-Konferenz, 2024, Uni Bielefeld (RWTH).

Trimpe, Sebastian. Bayesian optimization for high-dimensional, adaptive, and safe
controller learning, Workshop, European Control Conference, 2024, Stockholm RWTH).

Trimpe, Sebastian. Al in Action: Fundamental research and practical implementations in
machines, Keynote presentation, Siemens Research and Innovation Ecosystem Aachen Arc
- Annual Conference 2024, Leuven, Belgium (RWTH).

Trimpe, Sebastian. ,Learning Controllers for Machines - Paradigms and Recent Results”,
IRT Hannover, UC Berkeley, Stanford, MIT, Jan./Feb. 2025 (RWTH).

5.3 Demonstratoren

keine

5.4 Masterarbeiten

Johanna Menn. Safe Bayesian Optimization for Learning Automotive Trajectory Control.
Master Thesis,- RWTH Aachen University, 2023, Prof. Dr. Sebastian Trimpe
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