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1 Aufgabenstellung und wissenschaftlicher und technischer Stand, an den angeknüpft wurde  
Mit PhysioAI haben wir erstmals Methoden der Datenwissenschaften im Bereich der Künstlichen Intel-
ligenz (KI) für die Physiotherapie entwickelt und ihre Anwendbarkeit zur Optimierung der Behandlung 
von Arthrose-Patienten getestet [1,2]. Das übergeordnete Ziel war es, die körperliche Aktivität präzise 
und effizient sowohl in der Forschung als auch in der Praxis zu messen, um erstmals eine Kompatibilität 
zwischen Kohorten zu ermöglichen und arthrosebezogene Behandlungsprotokolle quantitativ über Stu-
dien hinweg vergleichbar zu machen. Mit PhysioAI wollten wir die Grundlage für ein völlig neues For-
schungsfeld, die rechnergestützte Physiotherapie, legen und es nachhaltig in der wissenschaftlichen 
Gemeinschaft verankern, indem wir Lösungen für die Messung, Bewertung und Optimierung physiothe-
rapeutischer Interventionen mittels KI implementieren und bereitstellen. Unser Ziel war es, Lösungen 
für die Übertragung von gesundheitsbezogenen Umfragemetriken aufeinander zu entwickeln, aus de-
nen die Vorhersage körperlicher Aktivität abgeleitet werden kann. Zudem wurden Methoden benötigt, 
um die Übertragbarkeit von Daten verschiedener Messinstrumente ineinander sicherzustellen, um die 
direkte Vergleichbarkeit von Studienergebnissen und Behandlungsmöglichkeiten zu ermöglichen. Die 
vorherige mangelnde Datenkompetenz in der Physiotherapie, insbesondere im Bereich der KI, sollte mit 
PhysioAI adressiert werden, um eine moderne Behandlungsoptimierung durch den Einsatz spezieller, 
KI-gesteuerter Datenanalysetools zu ermöglichen [3]. 

2 Planung und Ablauf des Vorhabens  
 
Arbeitspaket 1: Datenvorbereitung, -vorverarbeitung und -aufreinigung 
 
AP 1.1 - MySQL-Datenbankerstellung (Leitung: UKE, Teilnahme: UHH) 
Die Universität Hamburg (UHH) unterstützte das Universitätsklinikum Hamburg-Eppendorf (UKE) bei 
der Planung und Erstellung der initialen MySQL-Umgebung für das Projekt. Dazu gehörte die Vorberei-
tung identischer, leerer Tabellenstrukturen für jeden Datensatz, um Konsistenz und Interoperabilität zwi-
schen den Datenquellen sicherzustellen. Die UHH trug zur Entwicklung und Verfeinerung des Data Ma-
nagement Plans bei und half bei der Finalisierung des standardisierten MySQL-Schemas. 

Meilenstein M1.2 - MySQL-Datenbank-Schema (UKE, UHH) 
Die UHH entwickelte in Zusammenarbeit mit dem UKE das MySQL-Schema, um sicherzustellen, dass 
alle Variablen aus den vier Kohorten in einer einheitlichen Struktur gespeichert werden können. 

Meilenstein M1.4 -  PhysioAI-Datenbank (UKE, UHH) 
Die PhysioAI-Datenbank wurde vollständig als ein großes, einheitliches Pandas DataFrame mit allen 
Datensätzen (GLA:D® [4], DEAS [5], OAI [6], SHARE [7]) erstellt. Die UHH entwickelte Skripte, um die 
Datenbank für alle Datensätze zu reproduzieren und neu zu generieren. 
 

Arbeitspaket 2: Entwicklung künstlicher Intelligenzen zur Kompatibilisierung von Messinstru-
menten zur Erfassung physischer Aktivität 
 
Aufgabe 2.1 - Implementierung einer Methoden-Pipeline (Leitung: UHH, Teilnahme: UKE) 
Die UHH implementierte eine Evaluationspipeline für maschinelles Lernen (ML), die Regression (RMSE, 
R²) und Klassifikation (Genauigkeit, AUROC) umfasst und eine 10-fache Kreuzvalidierung (CV) unter-
stützt. Die UHH testete die Pipeline anhand der Schmerzvorhersage bei GLA:D® und stellte die Modu-
larität für zukünftige Aufgaben sicher. 

Meilenstein M2.1 - Pipeline Evaluierung (UHH, UKE) 
Die Pipeline wurde gemeinsam validiert, um sicherzustellen, dass sie über mehrere Kohorten und ML-
Aufgaben hinweg funktioniert. 
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Aufgabe 2.2 - Transfer-Learning-Ansatz (Entwicklung und Implementierung in PyTorch) (Lei-
tung: UHH, UKE) 
UHH implementierte einen Deep Learning (DL)-Ansatz in PyTorch, um Variablen zwischen SHARE und 
DEAS abzubilden. UHH passte synthetische Modellarchitekturen an reale Daten an, führte Hyperpara-
meter-Optimierungen durch und implementierte das Reverse-Mapping (DEAS→SHARE). 

Meilenstein M2.2 - Evaluierung und Implementierung des Transfer Learnings (UHH, UKE) 
Das Transfer-Learning-Modell wurde erfolgreich auf realen Kohorten angewandt und zeigte eine aus-
sagekräftige Abbildung auf Populationsniveau. 

Aufgabe 2.3 - Erweiterung der neuronalen Netzwerke und Fusion der Einzelmodelle (Leitung: 
UHH) 
UHH erweiterte die in Aufgabe 2.2 entwickelten DL-Modelle für synthetische Daten, sodass sie auf die 
realen SHARE- und DEAS-Kohorten angewendet werden können. Dazu wurden die relevanten Variab-
len in beiden Datensätzen ausgewählt und die neuronalen Netzwerkarchitekturen angepasst, um die 
unterschiedlichen Eingabe- und Ausgabegrößen zu bewältigen. Außerdem implementierte UHH das 
Reverse-Mapping zwischen SHARE und DEAS, wodurch der Ansatz bidirektional wurde. Bei der Über-
tragung der Methode auf reale Daten wurden mehrere architektonische Anpassungen und kleinere Hy-
perparameter-Feinabstimmungen vorgenommen, um die Stabilität zu verbessern. Da keine gemeinsa-
men ground-truth-gekoppelten Proben für die beiden Kohorten hinweg vorliegen, wurden Prinzipal-
Komponenten-Analysen (PCA) und Korrelationsanalysen als Proxy-Bewertungsinstrumente im erwei-
terten Modellrahmen integriert. Diese Erweiterungen ermöglichten es, die kombinierten Modellkompo-
nenten effizient auf reale Daten anzuwenden. Anstatt separate Modelle für jede Datenbank zu entwi-
ckeln und diese zu fusionieren, wird die Fusion nun durch die Übersetzung einer Datenbank in das 
Schema der anderen erreicht, wobei ein prognostisches Modell eingesetzt wird. 

Meilenstein M2.3 - Implementierung und Evaluierung der Fusions-Ansätze (UHH) 
UHH hat die erweiterten Netzwerkansätze erfolgreich umgesetzt und sie mithilfe von PCA- und Korre-
lationsanalysen evaluiert. 
 

Arbeitspaket 3: Entwicklung künstlicher Intelligenzen zur Evaluation von individueller physi-
scher Aktivität aus funktionalen Test-Daten und Patientendaten am Beispiel von Arthrose  
 
Aufgabe 3.1 - Entwicklung, Implementierung und Validierung von maschinellen Lern-Methoden 
(Leitung: UKE, Teilnahme: UHH) 
UKE und UHH haben maschinelle Lernmodelle (ML) für mehrere Kohorten entwickelt und validiert, da-
runter SHARE, GLA:D® und die Osteoarthritis Initiative (OAI). UHH entwickelte personalisierte Vorher-
sagemodelle, um Veränderungen der Schmerzintensität innerhalb eines Jahres bei Teilnehmern des 
GLA:D®-Programms abzubilden. Diese Modelle nutzten Random-Forest-Regression und wurden in drei 
Konfigurationen getestet (Vollmodell, Modell mit kontinuierlichen Variablen und ein kompaktes Modell), 
wobei eine robuste Vorhersagegüte anhand von RMSE und R² nachgewiesen wurde. UHH unterstützte 
UKE zudem bei der Bewertung der einjährigen Veränderungen der körperlichen Aktivität zwischen 
GLA:D®-Teilnehmern und unbehandelten Kontrollen aus der OAI-Datenbank, wobei Entropie-Ausgleich 
(entropy balancing) verwendet wurde, um die Baseline-Charakteristika zu harmonisieren. Für die ko-
hortenübergreifende Validierung entwickelte UKE zunächst ein ML-Modell zur Vorhersage von Bewe-
gungsmangel in SHARE. Anschließend wendete UHH das Knowledge-Transfer-basierte DL-Modell an, 
um die Teilnehmer der DEAS-Kohorte in den Merkmalsraum von SHARE zu projizieren. Dadurch konnte 
das in SHARE trainierte Inaktivitätsmodell Vorhersagen für die DEAS-Daten generieren. Dieser Work-
flow legte die Basis für eine spätere Validierung der gemappten versus vorhergesagten Bewegungs-
mangel anhand von Genauigkeit und AUROC. 

Meilenstein M3.1-  Implementierung und Evaluierung der maschinellen Lern-Modelle (UKE, 
UHH) 
Alle ML-Modelle wurden anhand von RMSE, R², Genauigkeit (Accuracy), AUROC und 5-facher 
Kreuzvalidierung (CV) evaluiert. 
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Aufgabe 3.2 - Entwicklung, Implementierung und Validierung von Deep-Learning-Methoden 
(Leitung: UHH, Teilnahme: UKE) 
UHH implementierte DL-Modelle für das Mapping zwischen SHARE und DEAS und bewertete diese 
anhand von PCA- und Korrelationsanalysen. Die Ergebnisse der L1- und L2-Verluste auf den realen 
Daten zeigten einen ähnlichen Trend wie bei den synthetischen Daten, was die Generalisierbarkeit be-
stätigte. 

Meilenstein M3.2 - KI Modelle implementiert und evaluiert (UHH, UKE) 
Die DL-Modelle für den Knowledge Transfer wurden vollständig implementiert, feinabgestimmt und va-
lidiert. 
 

Arbeitspaket 4: Anwendung der entwickelten künstlichen Intelligenzen zur Evaluierung des Ef-
fekt des GLA:D® Programms auf die physische Aktivität  
 
Aufgabe 4.1 - Übersetzung und Kalkulation eines Scores zur Bewertung physischer Aktivität 
(Leitung: UKE, Teilnahme: UHH) 
UHH arbeitete mit UKE zusammen, um zwei Methoden zu entwickeln (ein Modell basierend auf neuro-
nalen Netzwerken und eins auf einer statistischen Methode des Entropie-Ausgleichs), um die Messun-
gen der körperlichen Aktivität über SHARE und DEAS hinweg zu harmonisieren. 

Aufgabe 4.2 -  Anwendung des Einheits-Scoring-Systems (Leitung: UKE, Teilnahme: UHH) 
UHH unterstützte die Anwendung des einheitlichen Bewertungssystems zur Evaluation des GLA:D®-
Programms mithilfe einer Harmonisierung der Ergebnisse (körperliche Aktivität, Lebensqualität, 
Schmerz) zwischen GLA:D® und OAI und Längsschnittanalysen. 
 

Meilenstein M4.1 - GLA:D® Evaluation (UKE, UHH) 
Der Einfluss des GLA:D®-Programms auf die körperliche Aktivität wurde manuell unter Verwendung 
harmonisierter Messgrößen bewertet. 
 

Arbeitspaket 5: Anwendbarkeit der entwickelten datenwissenschaftlichen Vorhersagewerk-
zeuge in der physiotherapeutischen Praxis und entsprechende Erweiterungsvorschläge für Gui-
delines zur Erhebung von physischer Aktivität  
 
Aufgabe 5.2 - Akzeptanz, Facilitatoren und Barrieren Evaluation (Leitung: UKE, Teilnahme: UHH) 
Das PhysioAI-Team stellte das einsatzbereite Tool zur Schmerzvorhersage am 1. Juni 2024 beim Sci-
ence City Day in Hamburg-Bahrenfeld vor, wobei eine öffentliche Diskussion zu Akzeptanz und Hemm-
nissen bei der klinischen Anwendung stattfand. 
 
Aufgabe 5.3 - Guideline Empfehlung (Leitung: UKE, UHH) 
Das PhysioAI-Team erörterte die hemmenden Faktoren bezüglich der klinischen Akzeptanz hinsichtlich 
der Implementierung prognostischer Modelle in einem Commentary Paper [8], mit Schwerpunkt auf un-
serem Schmerzvorhersage-Tool [9]. 

Meilenstein M5.2 - Publikation zur Guideline Empfehlung (UKE, UHH) 
Wir veröffentlichten ein Commentary Paper mit Empfehlungen zu den Faktoren, die vor der Entschei-
dung berücksichtigt werden sollten, ob ein personalisiertes Prognosemodell ausreichend leistungsfähig 
ist, um in ein klinisches Werkzeug umgewandelt und schließlich in der klinischen Praxis eingesetzt zu 
werden [8,9]. 
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Arbeitspaket 6: Erstellung eines datenwissenschaftlichen App Store für eine breite Anwendbar-
keit in der physiotherapeutischen Forschung und Praxis zur Stärkung datenwissenschaftlicher 
Kompetenzen im Anwendungsfeld Physiotherapie  
 
Aufgabe 6.1 - Implementierung der Protoypen-Methoden (Leitung: UHH, Teilnahme: UKE) 
UHH implementierte ein Schmerzvorhersage-Tool [9] und unterstützte UKE bei der Bereitstellung einer 
Docker-Lösung für eine eigenständige Python-Anwendung. 

M6.1 -  Pipelines in GitHub veröffentlicht (UHH, UKE) 
Alle Tools und Methoden wurden auf GitHub veröffentlicht. Die Links dazu sind im entsprechenden 
Ergebnisteil (Kapitel 2) angegeben. 

Aufgabe 6.2 - Bereitstellung eines Web-Portals (Leitung: UKE, Teilnahme: UHH) 
Wir unterstützten Partner UKE bei der Erstellung eines Backends, um eine Webschnittstelle für die 
Schmerzvorhersage zu erstellen, und dasselbe Tool ist auch als Web-App online gehostet. Der Link 
dazu ist im entsprechenden Ergebnisteil (Kapitel 2) verfügbar. Das für diese Anwendung verwendete 
Modell ist außerdem in einem Fachartikel veröffentlicht [9], in dem die Details des Modelltrainings er-
läutert sind. 
 
M6.2 - PhysioAI App online (UKE, UHH) 
Während der ursprüngliche Plan die Entwicklung eines eigenen App Stores vorsah, wurde dieser nicht 
als separate Plattform umgesetzt. Stattdessen wurden die Tools über öffentliche GitHub-Repositorien 
für zukünftige Forschung zur Verfügung gestellt. GitHub gewährleistet hier den langfristigen Zugang und 
die Wiederverwendung durch die Forschungsgemeinschaft. Zusätzlich stellen wir eine Webanwendung 
bereit, um Schmerzen im GLA:D®-Datensatz vorherzusagen. 

3 Inhaltliche Ergebnisse  

Arbeitspaket 1: Daten-Vorbereitung, Vorverarbeitung und Aufreinigung 
 

AP 1.1 - MySQL-Datenbankerstellung (Leitung: UKE, Teilnahme: UHH) 
Ein vollständiges MySQL-Datenbankschema mit standardisierten Tabellenstrukturen wurde erstellt. 

Meilenstein M1.2 - MySQL-Datenbank-Schema (UKE, UHH) 
Ein einheitliches MySQL-Schema mit standardisierten Tabellen pro Kohorte wurde implementiert. Ob-
wohl die endgültige PhysioAI-Datenbank aufgrund von Spaltenbeschränkungen auf Pandas [10] umge-
zogen ist, bleibt das Schema weiterhin für modulare Integrationen verwendbar. 
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Tabelle 1: Übersicht des Datenzusammenführungsprozesses 

Name DEAS [5] SHARE [7] GLA:D® [4] OAI [6] 
Wie viele Da-
teien vom Da-
tensatz sind 
inkludiert? 

8 (mit Co-
vid-19) 

w1, w2, w3, w4, w5, 
w6, w7, w8, SCS1 
(Covid-19), SCS2 
(Covid-19) 

1 (Baseline,3 Mo-
nate Folgeter-
min,12 Monate 
Folgetermin) 

10 

Welche Da-
teien vom Da-
tensatz wur-
den genutzt? 

2008-2011-
2014-2017-
2020 

w8 Baseline 1. Teilnehmer Informati-
onen 2. Klinische Daten, 
Arzeimitten 3. Inventory 
(MIF) Datensatz 

Größe (Anzahl 
Variablen, An-
zahl Proben) 

(26626, 
6308) 

(571793, 6890) (66215, 556) (116386, 7197) 

Gesamtgröße 
(Anzahl Vari-
ablen, Anzahl 
Proben) 

(781020, 20951) 

Meilenstein M1.4 - PhysioAI-Datenbank (UKE, UHH) 
Alle verfügbaren Datensätze (GLA:D® [4], DEAS [5], OAI [6], SHARE [7]) wurden in eine reproduzier-
bare, skriptbasierte Pandas-Datenbank konsolidiert, das beiden Partnern zugänglich ist. 
 

Arbeitspaket 2: Entwicklung künstlicher Intelligenzen zur Kompatibilisierung von Messinstru-
menten zur Erfassung physischer Aktivität 

Aufgabe 2.1 - Implementierung einer Methoden-Pipeline (Leitung: UHH, Teilnahme: UKE) 
Eine einheitliche Pipeline, die Regressionsmetriken (RMSE, R²) und Klassifikationsmetriken (Genauig-
keit, AUROC) mit 10-facher Kreuzvalidierung (CV) integriert, wurde implementiert und nutzt scikit-learn 
[11] ML-Modelle. Diese Pipeline wurde fortan für alle ML-Aufgaben verwendet. 

Meilenstein M2.1 -  Pipeline Evaluierung (UHH, UKE) 
Die entwickelte Pipeline wurde zunächst am GLA:D®-Datensatz bewertet und später auch anhand von 
SHARE-Daten sowie weiteren Datensätzen angewendet. In GLA:D® erzielte die Schmerzvorhersage 
[9] einen R-Quadrat-Wert von 0,34 (unter Verwendung linearer Regression), und bei der Vorhersage 
von Bewegungsmangel in SHARE lag die Genauigkeit bei 84 % (mit Random Forest).  
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Tabelle 2: Übersicht über die Leistung aller Random-Forest-Regression-Modelle zur Schmerzvorher-
sage im GLA:D®-Datensatz [9] 

Variablen- 
kombination 

RMSE R2 Korrekte personalisierte Vor-
hersagen (innerhalb von ±15 
Punkt-Intervallen) 

Korrekte durchschnittliche Vor-
hersagen (innerhalb von ±15 
Punkt-Intervallen) 

Vollmodell 18.56 0.32 58.17% 51.47% 

Kontinuierliches 
Modell 

18.64 0.32 58.09% 51.47% 

Kompaktes Modell 
für die klinische 
Praxis  

18.76 0.31 57.82% 51.47% 

Aufgabe 2.2 - Transfer-Learning-Ansatz (Entwicklung und Implementierung in PyTorch) (Lei-
tung: UHH, UKE) 
Ein DL-Modell in PyTorch wurde entwickelt, um Variablen zwischen SHARE und DEAS zu übertragen. 

Meilenstein M2.2 - Evaluierung und Implementierung des Transfer Learnings (UHH, UKE) 
Das DL-Transfer-Learning-Framework wurde implementiert, erfolgreich bewertet und befindet sich der-
zeit in der Begutachtung als wissenschaftliche Veröffentlichung. Für die Konvertierung von kontinuierli-
chen synthetischen Daten liegt der L1-Fehler im Bereich von 0,01 bis 0,03, während er bei realen Daten 
(wie GLA:D® und OAI) im Bereich von 0,38 bis 0,43 liegt. 

Aufgabe 2.3 - Erweiterung der neuronalen Netzwerke und Fusion der Einzelmodelle (Leitung: 
UHH) 
UHH hat die neuronalen Netzwerkmodelle erfolgreich angepasst und erweitert, um sie auf reale 
SHARE- und DEAS-Daten anzuwenden. Die Architekturen wurden für unterschiedliche Eingabe- und 
Ausgabedimensionen modifiziert, und bidirektionale Abbildungen wurden implementiert. Auf unserem 
GitHub (https://github.com/Mycheaux/DB-conv) stellen wir Jupyter-Notebooks für die neue Architektur 
bereit, die speziell auf SHARE- und DEAS-Daten angepasst wurde.  

Meilenstein M2.3 - Implementierung und Evaluierung der Fusions-Ansätze (UHH) 
Die erweiterten Modelle wurden implementiert und mittels PCA- und Korrelationmetriken ausgewertet. 
Die PCA-Analysen haben die Fähigkeit des bidirektionalen DB-Konverters gezeigt, die Form der Daten-
verteilung wiederherzustellen. In unserer geplanten Veröffentlichung über den DB-Konverter sind zwei 
solcher Beispiele dargestellt und näher beschrieben. Diese Proxy-Metriken zeigten, dass die fusionier-
ten und angepassten Modelle kohärente Zuordnungen auf Populationsniveau zwischen SHARE und 
DEAS erzeugten, selbst in Abwesenheit von Ground-Truth-Korrespondenzen. Die Auswertung bestä-
tigte, dass der integrierte Modellansatz auf echten Datensätzen wie beabsichtigt funktionierte und das 
Verhalten widerspiegelte, das in früheren synthetischen und semi-synthetischen Experimenten beo-
bachtet wurde. 
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Arbeitspaket 3: Entwicklung künstlicher Intelligenzen zur Evaluation von individueller physi-
scher Aktivität aus funktionalen Test-Daten und Patientendaten am Beispiel von Arthrose  
 

Aufgabe 3.1 - Entwicklung, Implementierung und Validierung von maschinellen Lern-Methoden 
(Leitung: UKE, Teilnahme: UHH) 
ML-Modelle wurden für SHARE (körperliche Inaktivität), GLA:D® (Schmerzprognose) und DEAS (kör-
perliche Aktivität) erstellt. Alle Modelle folgten einem einheitlichen Trainings- und Testprotokoll. Wie 
bereits für GLA:D® erwähnt, erzielten die Schmerzprognoseaufgaben einen R-Quadrat-Wert von 0,34 
(unter Verwendung linearer Regression), und für die Prognose der körperlichen Inaktivität bei SHARE 
lag die Genauigkeit bei 0,84 (mit Random Forest). Für DEAS haben wir zunächst diese in das SHARE-
Schema abgebildet und die körperliche Aktivität mithilfe des DB-Konverters vorhergesagt; die konver-
tierte körperliche Aktivität und die vorhergesagte körperliche Aktivität waren kongruent, mit einer Ge-
nauigkeit von 0,97 und einer AUROC von 0,86.  

Meilenstein M3.1 - Implementierung und Evaluierung der maschinellen Lernmodelle (UKE, UHH) 
Die kreuzvalidierte Genauigkeit, AUROC, RMSE und die Wichtigkeit verschiedener Merkmale wurden 
für alle Datensätze berechnet; die Ergebnisse bestätigten die Validität der Modelle. Tabelle 3 zeigt ei-
nige Beispiele für unterschiedliche Modelle, die auf verschiedenen Datensätzen angewendet wurden. 
 
Tabelle 3: Eine Auswahl an maschinellen Lernmodellen auf GLA:D® und SHARE 

Daten/Szenario Model Metrik Wert 
GLA:D®, National Linear Regression R2 0.34 

GLA:D®, National Linear Regression RMSE 18.2 

GLA:D®, National Random Forest Regression r-square 0.32 

GLA:D®, National Random Forest Regression RMSE 18.5 

SHARE, International Random Forest Classification Genauigkeit 0.84 
SHARE, International Random Forest Classification AUROC 0.66 

Aufgabe 3.2 - Entwicklung, Implementierung und Validierung von DL-Methoden (Leitung: UHH, 
Teilnahme: UKE) 
DL-Modelle für die Abbildung zwischen SHARE und DEAS wurden anhand echter Daten evaluiert. PCA- 
und Korrelationsmuster stimmten mit den L1/L2-Fehlertendenzen überein, die in synthetischen Daten 
beobachtet wurden. 

Meilenstein M3.2 - KI Modelle implementiert und evaluiert (UHH, UKE) 
Die Bewertung zeigte, dass das auf synthetischen Daten trainierte Modell auf realistische Szenarien 
verallgemeinert und kohortenübergreifende Vorhersagen unterstützt. 
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Arbeitspaket 4: Anwendung der entwickelten künstlichen Intelligenzen zur Evaluierung des Ef-
fektes des GLA:D® Programms auf die physische Aktivität  
 

Aufgabe 4.1 - Übersetzung und Kalkulation eines Scores zur Bewertung physischer Aktivität 
(Leitung: UKE, Teilnahme: UHH) 
Wir entwickelten zwei Harmonisierungsmethoden (Neural Network-basiert und entropiebalanciert), um 
Metriken zwischen SHARE und DEAS zu vereinheitlichen. Die Vorhersage körperlicher Inaktivität an-
hand der übersetzten DEAS-Daten mithilfe des in SHARE trainierten Prädiktors stimmt mit der zuge-
ordneten körperlichen Inaktivität überein und erreicht eine Genauigkeit von 0,97 sowie eine AUROC 
von 0,86. 
 

Aufgabe 4.2 -  Anwendung des Einheits-Scoring-Systems (Leitung: UKE, Teilnahme: UHH) 
Die Variablen “körperliche Aktivität”, “Lebensqualität” und “Schmerz” wurden zu Beginn der Studie und 
nach 3 Monaten Follow-up bewertet, um die Wirkung des GLA:D®-Programms zu erfassen. Zwölf Pro-
zent mehr Teilnehmer in der GLA:D®-Gruppe erlebten klinisch relevante Schmerzreduktionen im Ver-
gleich zu den OAI-Teilnehmern, und 3% bzw. 8% mehr berichteten über Verbesserungen bei der kör-
perlichen Aktivität und der Lebensqualität. Darüber hinaus erfuhren in der Kontrollgruppe mehr Patien-
ten eine Verschlechterung in diesen Ergebnissen. Diese Unterschiede deuten darauf hin, dass die kli-
nisch relevanten Schmerzverbesserungen infolge von Bewegungstherapie und Aufklärung die üblichen 
Schwankungen bei Patienten mit Kniearthrose übersteigen können [12]. 

Meilenstein M4.1 - GLA:D® Evaluation (UKE, UHH) 
Der harmonisierte Datensatz ermöglichte einen unvoreingenommenen Vergleich zwischen GLA:D®-
Teilnehmer:innen und passenden Kontrollpersonen aus der OAI. 
 

Arbeitspaket 5: Anwendbarkeit der entwickelten datenwissenschaftlichen Vorhersagewerk-
zeuge in der physiotherapeutischen Praxis und entsprechende Erweiterungsvorschläge für Gui-
delines zur Erhebung von physischer Aktivität  

Aufgabe 5.2 - Akzeptanz, Facilitatoren und Barrieren Evaluation (Leitung: UKE, Teilnahme: UHH) 
Das PhysioAI-Team präsentierte das entwickelte Werkzeug zur Schmerzvorhersage beim Science City 
Day in Hamburg-Bahrenfeld. Das vorgestellte Werkzeug zur Schmerzvorhersage auf allgemeines Inte-
resse beim öffentlichen Publikum und es wurden keine substantiellen Bedenken seitens der Bevölke-
rung geäußert.  
Es wurde zudem eine öffentliche Diskussion darüber geführt, ob die Leistungsfähigkeit des Vorhersage-
Tools ausreichend ist, um es in der klinischen Praxis einzusetzen. Dabei wurde auch erörtert, ob das 
Tool nur Angehörigen der klinischen Versorgung oder auch Patienten zugänglich sein sollte.  

Aufgabe 5.3 - Guideline Empfehlung (Leitung: UKE, UHH) 
Die Ergebnisse dieser Diskussion sind in unserem Commentary Paper aufgegriffen [8]. 
 

Meilenstein M5.2 - Publikation zur Guideline Empfehlung (UKE, UHH) 
Wir haben ein Commentary Paper veröffentlicht, in dem hervorgehoben und empfohlen wird, welche 
Faktoren bei der Entscheidung berücksichtigt werden sollten, ob ein personalisiertes Vorhersagemodell 
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in ein klinisches Werkzeug umgewandelt und schließlich in die klinische Praxis im-
plementiert werden sollte. Das Papier untersucht, wie gut ein Modell performen muss, um für die klini-
sche Praxis ausreichend zu sein [8]. 
 

Arbeitspaket 6: Erstellung eines datenwissenschaftlichen App Store für eine breite Anwendbar-
keit in der physiotherapeutischen Forschung und Praxis zur Stärkung datenwissenschaftlicher 
Kompetenzen im Anwendungsfeld Physiotherapie  
 

Aufgabe 6.1 - Implementierung der Protoypen-Methoden (Leitung: UHH, Teilnahme: UKE) 
Ein Schmerzvorhersage-Tool für den GLA:D®-Datensatz wurde implementiert  [9]. Dieses Tool schätzt 
die erwartete Veränderung der Schmerzintensität bei Patienten mit Kniegelenksarthrose, die eine Teil-
nahme am standardisierten GLA:D®-Patientenbildung und -Bewegungsprogramm in Betracht ziehen. 

Meilenstein M6.1 - Pipelines in GitHub veröffentlicht (UHH, UKE) 
Die folgenden GitHub-Repositorien werden von UHH gepflegt. 
Veröffentlichung 1 [9]: http://github.com/Mahdieh-Rafiei/KneePainPrognosticModelGLA-D 
Veröffentlichung 2 [12]: https://github.com/Mahdieh-Rafiei/GLAD_OAI_outcomes 
Veröffentlichung 3  [13]: (pregOA - im Peer-Review): https://github.com/Mahdieh-Rafiei/PregOA 

Aufgabe 6.2 - Bereitstellung eines Web-Portals (Leitung: UKE, Teilnahme: UHH) 
Die Webschnittstelle für das Schmerzvorhersage-Tool ist in Meilenstein M6.2 gelistet. Das Backend 
wird von UHH gepflegt. 

Meilenstein M6.2 - PhysioAI App online (UKE, UHH) 
Tools und Pipelines wurden über GitHub veröffentlicht, die Links dazu sind in den vorherigen Abschnit-
ten angegeben. An der UHH stellen wir die Webanwendung für die Schmerzvorhersage unter 
https://apps.cosy.bio/physaio/ bereit. Diese ist aktuell für Forschungszwecke geeignet, allerdings nicht 
für den klinischen Einsatz. 
 
Datenkompetenzsteigerung 
Durch die enge fachliche Zusammenarbeit der beiden Teilprojekte, die durch regelmäßige Treffen und 
einen Co-Creation-Ansatz gekennzeichnet war, wurden beiderseits die fachlichen Kompetenzen der 
Projektpartner gestärkt. Durch die Kombination der fachlichen Expertise in der Physiotherapie und in 
der statistischen Datenanalyse von Datensätzen zur physischen Aktivität (UKE) mit langjährigen Daten-
analysekompetenzen in KI und ML in der Biomedizin (UHH), wurde die Anwendbarkeit von KI/ML in der 
Physiotherapie am Beispiel von Arthrose demonstriert und der wissenschaftliche Nachwuchs in dieser 
Anwendbarkeit geschult.  

4 Wichtigste Positionen des zahlenmäßigen Nachweises  
 
Die größte Position im zahlenmäßigen Nachweis ist Kategorie 0812 (Beschäftigte E12-E15). Insgesamt 
hat eine Doktorandin für das Projekt gearbeitet. Weitere Kosten sind in der Kategorie 0846 (Dienstrei-
sen) entstanden, um Projektergebnisse auf Fachkongressen zu präsentieren.  
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5 Notwendigkeit und Angemessenheit der geleisteten Projektarbeiten  
 
Alle Stellen wurden so schnell wie möglich besetzt. Die Arbeitspakete wurden entsprechend der Pro-
jektbeschreibung abgearbeitet und die Personalkosten wurden somit zur Erfüllung der Aufgaben einge-
setzt. Die für das Projekt eingeplanten Mittel wurden gemäß den Vorgaben eingesetzt.  
 

6 Voraussichtlicher Nutzen, Verwertbarkeit der Ergebnisse und zukünftige Planungen im 
Sinne des Verwertungsplans 

 
PhysioAI eröffnet neue Horizonte für Probleme mit Inkompatibilität von Gesundheitsumfragedaten. Un-
sere Methoden können für die kohortenübergreifende Vereinheitlichung von Messgrößen, den Vergleich 
von Messgrößen, die Datenintegration zwischen Kohorten sowie die Übertragbarkeit von Modellen ge-
nutzt werden. In unmittelbarer Zukunft werden wir untersuchen, ob unsere Methoden auf andere Daten-
typen und -bereiche in der Biologie, bei denen Dateninkompatibilität eine Hürde für die Datenwissen-
schaftsgemeinschaft darstellt, generalisiert werden können. Darüber hinaus werden die Ergebnisse die-
ser Arbeit in Folgeprojekte wie das Innovative Health Initiative (IHI)-Projekt PROBE - Patient Relevant 
Osteoarthritis Endpoints Using Big Data Evaluation (IHI JU Grant Agreement No. 101219324) einge-
bracht, an dem UHH beteiligt ist. PROBE zielt darauf ab, die Osteoarthritis-Forschung zu revolutionie-
ren, indem patientenrelevante Endpunkte, fortschrittliche prädiktive Modelle sowie Next-Generation-De-
signs klinischer Studien mittels föderierter Big Data und KI-Technologien entwickelt werden. Dabei wer-
den explizit Dateninkompatibilitäten zwischen heterogenen Kohorten und verschiedenen Datenmodali-
täten (z. B. klinische, Bildgebung-, Funktions- und Molekulardaten) adressiert. In diesem Kontext stim-
men die in PhysioAI entwickelten Methoden für die kohortenübergreifende Messgrößenvereinheitli-
chung und die Übertragbarkeit von Modellen direkt mit dem Bedarf von PROBE überein, nicht vergleich-
bare Datenquellen in einem datenschutzfreundlichen, föderierten Setting zu harmonisieren und zu in-
tegrieren. 
 

7 Fortschritt auf dem Gebiet des Vorhabens während der Durchführung des Vorhabens bei 
anderen Stellen  

 
Während der Laufzeit des Projekts wurden mehrere selbstüberwachte Lerntechniken entwickelt (wie 
kontrastives Lernen [14]) für ungelabelte Paardaten; jedoch überwiegend für Bild- und Textdaten und 
nicht für tabellarische Gesundheitsdaten [15]. Zudem erfordern diese Techniken die Erzeugung positiver 
Paare (aus derselben Kohorte) und negativer Paare (aus verschiedenen Kohorten), eine Methode, die 
nicht zur Abbildung zweier tabellarischer Gesundheitsdatenbanken verwendet werden kann [16]. Ob-
wohl bestimmte Transformer-basierte Modelle für tabellarische Daten entwickelt wurden, wurden diese 
nicht für Datenbank-Mapping genutzt [17]. Der Bereich des Mannigfaltigkeits-Mappings zur Abbildung 
einer Datenbank auf eine andere blieb auf gepaarte Daten beschränkt und wurde nicht auf unpaarige 
Daten angewandt; daher sind wir, soweit uns bekannt ist, die ersten, die ein selbstüberwachtes KI-
Modell trainiert haben, um Variablen einer Datenbank ohne erforderliche gepaarte Proben auf eine an-
dere zu übertragen. 
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8 Erfolgte oder geplante Veröffentlichungen der Projektergebnisse  
 
a. Erfolgte Veröffentlichungen: 

• Rafiei M, Das S, Bakhtiari M, Roos EM, Skou ST, Grønne DT, et al. Personalized Predictions 
for Changes in Knee Pain Among Patients With Osteoarthritis Participating in Supervised Exer-
cise and Education: Prognostic Model Study. JMIR Rehabil Assist Technol 2025;12:e60162. 
https://doi.org/10.2196/60162.  

• Rafiei M, Das S, Roos EM, Skou ST, Baumbach J, Baumbach L. Are Changes in Physical 
Activity, Pain, and Quality of Life in Patients with Knee Osteoarthritis After Exercise Therapy 
and Education Beyond Normal Fluctuations? A Comparative Study. J Clin Med 2025;14:3406. 
https://doi.org/10.3390/jcm14103406.  

• Ashry S, Das S, Rafiei M, Baumbach J, Baumbach L. Transfer Learning of Human Activities 
Based on IMU Sensors: A Review. IEEE Sens J 2025;25:4115–26. 
https://doi.org/10.1109/JSEN.2024.3510097. 

• Baumbach L, Hötzendorfer W, Baumbach J. To Implement or Not to Implement? A Commentary 
on the Pitfalls of Judging the Value and Risks of Personalized Prognostic Statistical Models. J 
Med Internet Res 2025;27:e69341. https://doi.org/10.2196/69341.  

b. Geplante Veröffentlichungen: 
• Das S, Rafiei M, Maier A, Baumbach L, Baumbach J. Self-supervised generative AI enables 

conversion of two non-overlapping cohorts. (In Begutachtung).  
• Das S, Rafie M, Kammer P, Skou ST, Grønne DT, Roos EM, et al. Privacy-preserving federated 

prediction of pain intensity change based on multi-center survey data 2024. 
https://doi.org/10.48550/arXiv.2409.07997.  

• Das S, Rafiei M, Burghardt M, Baumbach J, Baumbach L. Origin of sexual dimorphism in oste-
oarthritis risk. (In Begutachtung).  

• Rafiei M, Probul N, Baumbach J, Baumbach L. Older adults with osteoarthritis show lower func-
tional performance compared to those with diabetes or hypertension: Evidence from the SHARE 
dataset (In Begutachtung) 
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