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1 Aufgabenstellung

Das Projekt LODRIC baut auf dem Erfolg des Projektes Lo3-ML auf und verfolgte das Ziel der Entwicklung
einer Entwurfsmethodik fiir energiesparsame digitale KI-Chips mit eingebetteten nichtfllichtigen
Speicherelementen und deren Anwendung als Demonstrator anhand verschiedener Applikationen. Dabei soll
die Hauptinnovation des Projektes , Lo3-ML" aus dem Sprunginnovationswettbewerb , Energieeffizientes K-
System®, namentlich die Entwicklung von datenflussorientierten Rechnerarchitekturen in Verbindung mit
verteiltem, nicht-volatilem Gewichtsspeicher und stark (ternér) quantisierten Gewichten aufgegriffen und
gezielt methodisch weiterentwickelt werden:

1. Realisierung eines Entwicklungsframeworks, welches unter Nutzung vorhandener, konfigurierbarer
Bausteine eine energieeffiziente Rechnerarchitektur unter Nutzung verschiedener Optimierungsalgorithmen
erstellt.

2. Umsetzung einer optimierten Chip Architektur, erzeugt nach den Methodiken des
Entwicklungsframeworks, welche unterschiedliche Applikationen aus dem Bereich der eindimensionalen
Zeitreihen mit dem primaren Fokus auf EKG-Daten sowie mindestens einem weiteren Use-Case bedienen
kann.

2  Wissenschaftlich-technischer Stand der Forschung zu Beginn

Zu Projektbeginn lag mit dem Vorgdngerprojekt Lo3-ML bereits ein bedeutender Innovationsschritt im
Bereich extrem energieeffizienter Kl-gestitzter Zeitreihenanalyse vor. Ziel von Lo3-ML (,Low-Power Low-
Memory Low-Cost EKG-Signalanalyse mit ML-Algorithmen®) war die Entwicklung eines kostengiinstigen
ASICs, der auf ultrasparsamen Deep-Learning-Beschaltungen basiert und EKG-Signale in Echtzeit auswertet.
Als Anwendung diente die detektive Identifikation seltener Herzvorhofflimmer-Episoden, da gerade
kurzzeitiges Vorhofflimmern ein hohes Schlaganfallrisiko birgt und kontinuierliche, preisglinstige Langzeit-
EKG-Uberwachung medizinisch und volkswirtschaftlich enorm bedeutsam ist.

Die Kernidee von Lo3-ML! bestand in der Kombination einer datenflussorientierten Architektur mit duRerst
starker Gewichtsquantisierung und nichtfliichtigen Speichern. Durch die Beschrankung auf ternare
Gewichtswerte (-1, 0, +1) und Normierungen als Zweierpotenzen konnte der Rechenaufwand drastisch
reduziert werden. Die integrierten RRAM erlaubten es, alle Modellparameter im Schlafmodus stromlos
vorzuhalten und den KI-Kern nur fiir sehr kurze Zeitraume aufzuwecken. Bei einem kontinuierlichen EKG-
Datenstrom von 512 Werten/s sammelt das Always-On-Front-End in 12,7 Sekunden geniigend Proben, um
anschlieRend den Kl-Algorithmen fir lediglich 24 Millisekunden (0,2 % der Zeit) die Klassifikation zu
Uberlassen. Dieses Betriebsprinzip fiihrte zu bis zu 95 % Energieeinsparung gegeniiber einem permanent
aktivierten System.

Zur Realisierung dieser Architektur wurden neben hochoptimierten Ultra-Low-Power-Analogschaltungen fir
das RRAM-Write/Read vor allem hardware-aware Trainingstechniken und bitgenaue Simulationstools
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eingesetzt. Ein teilautomatisierter Entwurfsworkflow ermoglichte die gleichzeitige Optimierung der
Netzwerk-Topologie und der VLSI-Implementierung.

3  Ablauf des Vorhabens

Die Arbeiten des IS konzentrierten sich auf die Implementierung eines Trainings- und
Optimierungsframework fiir Neuronale Netze, die Realisierung Neuronaler Netze fiir die 3 Anwendungen
EKG-Analyse, Cognitive Load und Voice Activity Detection sowie die Entwicklung eines RRAM ASIC zusammen
mit dem Partner TUM, wobei im Rahmen von ingesamt zwei Tapeouts verschiedene RRAM Konzepte validiert
wurden.

Aufgrund von Verzogerungen bei der externen Fertigung der beiden RRAM ASIC musste der Projektplan
angepasst werden. Dies resultierte in einer Projektverlangerung um 5 Monate.

Aufgrund des begrenzten finanziellen Budgets und Lieferverzogerungen eines ersten Testchips wurde
entschieden, die KI-Beschleunigung zunidchst auf einem FPGA umzusetzen, wahrend spezifische
Komponenten der RRAM-Technologie in separaten Test-Chips realisiert wurden. Die entwickelten Bausteine
wurden dabei so gestaltet, dass sie fiir eine spatere Integration in ein Gesamtsystem geeignet sind.

4  Ergebnisse und Zusammenarbeit mit Dritten

Im Bereich des Trainings- und Optimierungsframeworks hat IIS ein Tool fiir Hardware-aware training
erweitert zur zusatzlichen Abbildung von RRAM Bit flips im Trainingsprozess. Dariliber hinaus wurde ein
Workflow fiir Neural Architecture Search zur Hyperparameter-Optimierung von Genauigkeit, Grofle und
Kosten (Speicheroperationen, Busbreite, HW-Operationen) der Neuronalen Netze fiir die LODRIC
Beschleunigerarchitektur implementiert, welches die Basis die effiziente Implementierung und Optimierung
der neuronalen Netze:
e zur Klassifizierung von bis zu 9 verschiedenen Arten von Herzarrythmien anhand eines EKG-Signals,
e zur Klassifizierung von Stress (bspw. zur Fahrer-Uberlastungsiiberwachung) basierend auf
multimodalen Eingangssignalen (u.a. EKG, Hauttemperatur, Respiration, Pupillenumfang,...) und
e zur Detektion von menschlicher Stimme in Umgebungsgerauschen als Wake-Up Signal basierend
auf Audiodaten
bildete.
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Abbildung 1: Anwendung EKG-Analyse

Im Bereich der Verwendung der RRAM Technologie als eingebetteter Speicher helfen die erzielten
Ergebnisse, die Effizienz und Speicherdichte zu erhéhen, da die entwickelten Konzepte in LODRIC helfen eine
Multi-Level-Fahigkeit von RRAM auszunutzen, indem die verschiedenen Zelldesigns mehrstufige
Operationen als eingebetteter Speicher ermdglichen. Zusatzlich kann die Realisierung der automatischen
Integration in das Standardzellen-Grid der IHP-Technologie die MEMRES Technologie selbst voranbringen
und echten eingebetteten Speicher on-chip fiir den deutschen Standort und diese Technologie ermdglichen.

page 2 of 2



Seite 1 von 23

Schlussbericht

ZE: Forderkennzeichen:

Fraunhofer-Institut fiir Integrierte Schaltungen | 16 ME0386
(11S)

Vorhabenbezeichnung

,LODRIC: KI-Prozessoren mit nichtfliichtigen Speichern fir quantisierte Synapsen von
neuronalen Netzen*

Laufzeit des Vorhabens:
01.08.2021 - 31.12.2024




FKZ 16ME0386

Projekt LODRIC Schlussbericht .
Fraunhofer IIS Seite 2 von 23

1 Aufgabenstellung und Zielsetzung

Das Projekt LODRIC baut auf dem Erfolg des Projekte Lo3-ML auf und verfolgte das Ziel der
Entwicklung einer Entwurfsmethodik flir energiesparsame digitale KI-Chips mit eingebetteten
nichtfliichtigen Speicherelementen und deren Anwendung als Demonstrator anhand
verschiedener Applikationen. Dabei soll die Hauptinnovation des Projektes ,Lo3-ML"” aus dem
Sprunginnovationswettbewerb , Energieeffizientes KI-System*, namentlich die Entwicklung von
datenflussorientierten Rechnerarchitekturen in Verbindung mit verteiltem, nicht-volatilem
Gewichtsspeicher und stark (terndr) quantisierten Gewichten aufgegriffen und gezielt
methodisch weiterentwickelt werden.

Aus dem genannten Gesamtziel lassen sich entsprechend zwei Teilziele des Gesamtvorhabens
formulieren:

1. Realisierung eines Entwicklungsframeworks, welches unter Nutzung vorhandener,
konfigurierbarer Bausteine eine energieeffiziente Rechnerarchitektur unter Nutzung
verschiedener Optimierungsalgorithmen erstellt.

2. Umsetzung einer optimierten Chip Architektur, erzeugt nach den Methodiken des
Entwicklungsframeworks, welche unterschiedliche Applikationen aus dem Bereich der
eindimensionalen Zeitreihen mit dem primaren Fokus auf EKG-Daten sowie mindestens einem
weiteren Use-Case (aus den Bereichen pradiktive Instandhaltung, Analyse von Audiodaten oder
Radarsignalverarbeitung) bedienen kann.

Die Arbeiten des IIS konzentrierten sich dabei auf drei wesentliche F&E-Felder
1. Anwendungsspezifische Neuronale Netze
2. Trainings- und Optimierungsframework

3. RRAM ASIC
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2 Durchgefiihrte Arbeiten und erreichte Ergebnisse
21 Anwendungsspezifische Neuronale Netze

Wesentliches Ziel war die Suche einer optimalen Neuronalen Netz Architektur fir die LODRIC
Hardware unter Verwendung des Trainings- und Optimierungsframeworks (siehe 2.2). Dabei
wurden Neuronale Netze fiir die 3 Anwendungen EKG-Analyse, Cognitive Load und Voice Activity
Detection untersucht. Exemplarisch wird nachfolgend die Vorgehensweise fiir die EKG-Analyse im
Detail dargestellt. Diese ist fiir die beiden weiteren Anwendungen analog und der Fokus liegt in
2.1.2 und 2.1.3 lediglich auf der Darstellung der Ergebnisse.

211 EKG-Analyse

Die erste Applikation besteht in der Kl automatisierten Detektion von Herzrhythmusstorungen.
Herz-Kreislauf-Erkrankungen verursachen weltweit etwa ein Drittel aller Todesfalle (31%) [1]. In
Industrienationen ist insbesondere ein signifikanter Anstieg der Herzrhythmusstérungen zu
beobachten: In der Framingham-Studie zeigte sich, dass sich die altersadjustierte Pravalenz von
Vorhofflimmern bei Mannern innerhalb von 50 Jahren nahezu verdoppelt hat —von 12,6 auf 25,7
pro 1 000 Personenjahre [2].

Prognosen gehen zudem davon aus, dass sich die Pravalenz von Vorhofflimmern (AF) und
Vorhofflattern (AFL) bis zum Jahr 2050 in den USA und bis 2060 in Europa weiter verdoppeln wird
[3,4]. Diese Entwicklung unterstreicht die Notwendigkeit friiher Detektion und praventiver
Malnahmen, etwa durch Kl-gestiitzte Diagnosesysteme.

Aktuelle epidemiologische Ubersichten bestitigen diesen Trend auch aus globaler Perspektive

[5].
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Abbildung 1: Anwendung EKG-Analyse

Als Datenbasis zum Anlernen des Deep Neural Networks basierend auf eindimensionalen
Faltungsschichten diente die 6ffentliche Datenbank CPSC 2018 (1st China Physiological Signal
Challenge (CPSC) 2018 during the 7th International Conference on Biomedical Engineering and
Biotechnology) [6]
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Ziel war es, einen Netzentwurf auszuarbeiten, der die Moglichkeit bietet, mehrere (bis zu 8)
unterschiedliche Arrhythmien zu detektieren, wobei gleichzeitig der Fokus auf eine Minimierung
bendétigter, erlernbarer Parameter sowie hohe Reduktion der Anzahl an Netzwerkschichten
gestellt wurde, um energieeffiziente Inferenzen zu ermdoglichen.

State-Of-The-Art Netzwerkarchitekturen zur Multi-Arrhythmie-Detektion basieren standardmaRig
auf tiefen Netzwerkarchitekturen mit hunderten von Layern und ~>8 Millionen Parametern (z.B.
ResNet Architekturen). Verschiedene Architektur-Konzepte wurden erarbeitet.

Dabei wurde sukzessive die Parameteranzahl (d.h. die vom Netzwerk erlernbaren Gewichte)
sowie die Anzahl der Schichten reduziert bei gleichzeitiger Performance Uberwachung. Abbildung
2 zeigt eine typische ResNET-Architektur, die fiir den gewahlten Multi-Arrhythmie-Ansatz eine
AUC-Performance ~98% (Validierung und Testing) ermoglicht. Fiir einen energieeffizienten
LODRIC-Ansatz wurde die Modellkomplexitdt im EKG-Netz-Ansatz (ConvNET) auf ~2000 Parameter
begrenzt. Die AUC-Performance liegt hierbei bei ~90%. Durch geeignete Optimierungen (z.B. iber
Klassenwahl) kann die Performance auf ca. 96% angehoben werden (siehe unten). Die Schichten
setzen sich aus Faltungsschichten, ReLu-Aktivierungsfunktion, Pooling-Schichten, Fully-Connected-
Schichten (fc) sowie einem Sigmoid-Set flir eine Multi-Arrhythmie-Klassifikation zusammen.
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Abbildung 2: Reduzierung der Modellkomplexitdt: Von Resnet-Architekturen zu ConvNET-
Ansatzen.

Auf Basis der der initialen Netzarchitektur erfolgte anschlieRend die Einfiihrung von
Quantisierungen der Gewichte und Aktivierungen unter Verwendung des
Optimierungsframeworks.

Hierbei wurden zunachst unterschiedliche Quantisierungstiefen der Gewichte der
Faltungsschichten fir das EKG-Netz Modell in Abbildung 3 untersucht (Die Quantisierung der
Aktivierung betragt hier stets 8 Bit.). Die AUC-Performance (Validierung und Testing) einer 8-Bit-
Gewichtsquantisierung dhnelt der eines nicht-quantisierten Netzes, d.h. die Quantisierungstiefe
von 8-Bit ist ausreichend hoch, um Performance-Unterschiede zu einem nicht-quantisierten Netz
vernachldssigen zu kdnnen. Weiterhin beglinstigt eine Zunahme der Bit-Tiefe eine Abnahme des
Quantisierungsrauchens in der Validierungs-AUC. Fir die nachfolgenden Optimierungs-
Untersuchungen EKG-Netze (D1.3) wurde die Bit-Tiefe der Gewichte auf 2-Bit gesetzt, um mittels
terndren (2Bit) Gewichten die Energieeffizienz der Inferenz fiir spatere
Hardwareimplementierungen zu maximieren.
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Abbildung 3: Untersuchung des Einflusses der Bit-Tiefe der Gewichte auf die Validierungs- und
Testing-Performance

In Abbildung 4 ist das Basisnetz, das als Grundlage fiir Hardwareimplementierungen dient,
dargestellt. Die obere Reihe zeigt den Aufbau und die Validierungsperformance fiir einen nicht-
quantisiertes Netz als Referenzansatz. Die untere Reihe zeigt entsprechende Ergebnisse fiir ein 2
Bit quantisiertes Netz (terndre Gewichte -1,0,1). Die Validierungs-Performance wurde hier fir
zwei Klassenkonzepte verglichen, namlich einmal fiir 9 Klassen (SNR, AF, I-AVB, LBBB, RBBB, PAC,
PVC, STD, STE) und zum anderen fiir 3 Klassen (SNR, AF, RBBB). Es zeigt sich, dass 2-Bit-
quantisierte Netze dhnliche Trends in der AUC-Validierung aufzeigen wie nicht-quantisierte Netze.
Im 3-Klassenmodell weist das quantisierte Konzept nur eine geringfiigig schlechtere AUC-
Performance mit 94% (Validierung und Testing) im Vergleich zum entsprechenden nicht-
quantisierten Ansatz mit 96% (Validierung und Testing) auf.
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Abbildung 4: EKG-Basisnetz und AUC-Performance der Validierung fiir 9 bzw. 3 Outputklassen -
Oben: nicht-quantisiert — Unten: 2-Bit quantisiert

Im Folgenden erfolgten weitere Optimierungen mit Blick auf folgende Ziele:

e Auffinden geeigneter/sinnvoller Arrhythmie-Kombinationen mit hoher
Klassifikationsperformance

e Maximierung der AUC mittels Hyperparameter-Tuning der Netzarchitektur und der
Bittiefen der Quantisierung flir Gewichte und Aktivierungen.

e Minimierung des MAC-Wertes (Multiply-Accumulate).

e Minimierung der Parameteranzahl.
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2111 Auffinden geeigneter/sinnvoller Arrhythmie-Kombinationen mit hoher
Klassifikationsperformance

Zunachst wurden alle 262 moglichen Arrhythmie-Kombinationen getestet fiir

= quantisierte und nicht quantisierte Netze

= 6 Netzarchitekturen (mit zunehmender Netz-Komplexitat)
Bei quantisierten Netzen betrug dabei die Auflésung der Gewichte 2 Bit und die Bittiefe der
Aktivierung 8 Bit.

Die fiir diesen ersten Schritt verwendeten Netze sind in Abbildung 5 dargestellt. Mit zunehmender
Netztiefe wachst konsequenterweise die Anzahl der verwendeten Parameter sukzessive an. Netz
1 verwendet drei Blocke mit 1D-Faltungsschichten bei einer 2Bit-Parameteranzahl von 2168, Netz

6 hingegen weist 6 Blocke mit 1D Faltungsschichten auf bei einer 2Bit-Parameteranzahl von
37736.

Dabei wurden 2 x 1572 Modelle (quantisiert und nicht quantisiert) trainiert und evaluiert. Als

geeignete Metrik zur Evaluierung der Arrhythmie-Klassifikation wurde die Area-Under-The-Curve
(AUC) Metrik gewahlt.

. = :8-16-32-32- # param = 12584
NET1:8-16-16 # param 21683 R NET4:8-16-32-32-64 p = (T
s - —E = e v l = (1) AF
31 EY k3 13 | Y 41 Y > @) (-AV8) HEENSEIEENEENEE = @ (-Ave)
i8I allsl2] Al sl 8 = (3)LBBE AIEENEE NS E L S ERNEEE 3||= @ Less
oISl IS El DISIEl = (2 ress SR 15 11 £ w 15 ] o T £ 1 = (@ Rass
c| s||3 clls clls|s clsis|'Els|UENS|IENS|IE] |5 5) (PAC)
H S E B S = © (PAQ HEENEENEENEENEBE = (5 PAO
alelldll (iahell taNelld = (6) PVC HEENE S E SN EENE EE = (6) PVC
3leads = = ISP ST 3leads =] L= ] =k ) STO
815 83 16x7 16x3  16x940 = (8) STE 815 8x3 16x7 2x 323 64x3 64x235 = (8) STE
NET2:8-16-3 # param = 3080 _, e NET5:8-16-32-64- 128 # param = 34664 _
(<) (o) = (1) AF Rl <) = =) | = ) AF
({2l {2l I2l=2]1= = (2) (-AVB) HEIENSENEENEE NS E = @ (-Ave)
¢52§ IEIRIEIE S ¢sg§¢sg Sg¢sg¢sgg y )Laes
2l E||% 2|2 2l|E > (4) RBBB SHENSIVIZI EMSIENS 1] 2l % > (4) RBBB
£l s|lz clls clls =5 (5) (PAC) cls|s|'IEls|IElsIIE]S €| || 3 2| (5) (PAC)
s s||3 8|3 sliSlis| [ s3] =izl sl S) sl 2ls
alellal] Nalell 11&llell3! = (6) PVC BN EENEENE ENEEE = (©) PVC
© 1 = (7) STD LT (Sl (©L (S LS @ sto
3 leads 3 lead: —_— =
“ 815 83 167 323 32x940 = (8) STE See 815 8x3 16x7 323 64x3  128x3 128x235 = (8) STE
NET3:8-16-32-64 # param = 96 23 @ NET6: 8 - 16-32-32-64-128 # param = 37736 S s
() o S| = 1) AF =< (o) ) (1) AF
s2121 (220 1220 121212 = @) (-AVe) HEENHEIEENEENSENEE = @) (-AvE)
slzlglslesizs|2]8 = (3) LBBB I E N E S E Y E R E R = () LssB
I e e A S (@ ress W L ST w4 e 4 4 S
HEEVEENEENEE QLG EAD HERNEENEEREENEEREEE ) & ag)
1IC15) (191 191 [e1C13) | & 327;“0 e f 1 2 2 2573570
L 815 &3 167 323 643 64xan2 £24®)/STE sles 815 &3 167 323 323 643 128x3 128x117 = (8) STE

Abbildung 5: Verwendete Netzarchitekturen zur Ermittlung von geeigneten Arrhythmie-Sets.

Wichtiges Ergebnis: Man beobachtet eine tendenzielle Zunahme der AUC mit Schichtkomplexitat
/ Anzahl an zu trainierenden Parametern. Zudem nimmt die AUC ab, wenn die Anzahl an zu
klassifizierenden Arrhythmien fiir den gewahlten Trainingsansatz zunimmt. Dies gilt sowohl fiir
quantisierte als auch nicht quantisierte EKG-Netze und ist in Abbildung 6 (links bzw. rechts)
dargestellt.
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Abbildung 6 links: AUC-Performance der 6 verwendeten Netze fiir nicht quantisierte
(,,normale”) EKG-Netze. Rechts: AUC -Performance der 6 verwendeten Netze fiir (2Bit-
)quantisierte EKG-Netze.

Daraus wurde die Klassenkonfiguration ,SNR AF RBBB LBBB“, also ein Netz mit vier unabhangigen
Entscheidungsmoglichkeiten, fiir den finalen EKG-Demonstrator evaluiert, welches eine
interessante Kombination aus hoher AUC-Performance und aus klinischer Sicht ein ,,sinnvolles”
Arrhythmie-Set darstellt. Diese Kombination wird fiir die nachfolgenden Untersuchungen
verwendet.

21.1.2 Maximierung der AUC, Minimierung des COST-Wertes und der Parameteranzahl
In einem zweiten Schritt wurde mittels des Frameworks Optuna sowohl eine weitere

Maximierung der AUC-Performance sowie eine Minimierung der NetzsystemgrofRen (COST-Wert,
der auf dem Multiply-Accumulate-Wert, MAC-Wert, fiir neuronale Netze beruht), als auch eine
Minimierung der Gber die Bittiefe gewichtete verwendete gesamte Parameteranzahl des Netzes
angestrebt.

Die Gewichtsquantisierung (w_bits) wurde hierbei mit den Bittiefen 2, 4, 8 und 16 variiert. Fiir die
Aktivierung wurden Bittiefen (act_bits) von 4 und 8 verwendet. Weiterhin wurde ein
automatisierter Netzkonfigurator implementiert, der unterschiedliche Netztiefen, Anzahl an
Kernen und KernelgroRen der Faltungs- und Pooling Schichten sowie Eingangskanéle der linearen
Schichten miteinander kombiniert und derartige generierte Netze fiir den Optuna-
Optimierungsprozess bereitstellt. Dabei wurden auch Hyperparamter wie Batch Size, Learning
Rate, die Verwendung von weiteren optionalen Pooling-Layern und Dropout-Layern automatisch
optimiert.

Tabelle 1 zeigt das entsprechende Ergebnis. Selbst das kleinste Netz mit einer (lber die gewahlte
Gewichtsquantisierung) gewichteten Paramteranzahl (size) von 7136 weist noch eine hohe Val-
AUC im Mittel (= Gber alle Klassen gemittelt) von ~ 94 % auf.

| trialnumber ] val avg_auc___| model cost [size | wbits [ act bits |

best_trial 3 0.934963 4925394432 17776
155 0.968588 707967970560 398008

38 0.940970 9016251648 22400
104 0.944047 9060506880 7136

Tabelle 1: Evaluierungs-Ergebnis fiir den Optuna-Optimierungsprozess

N 00 N B
A~ B~ 0 00

In Tabelle 2 sind entsprechende Test-AUC Werte fir jede Arrhythmieklasse und als Mittelwert
Uber alle Klassen (Test Avg AUC) abgebildet. Die Test-AUC wurde hierbei Gber Test-
Dateninstanzen, die nicht wahrend des Trainings verwendet wurden, ermittelt.
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trial_number RBBB LBBB Test Avg
- AUC
3

best_trial 0.953 0.947 0.924 0.982 0.951486
155 0.969 0.977 0.962 0.979 0.971707

least_cost 38 0.967 0.968 0.961 0.984 0.970002
smallest 104 0.959 0.942 0.957 0.964 0.935529

Tabelle 2: Darstellung der Test-AUC fiir den jeweiligen Optuna-Optimierungsprozess

Abbildung 7 zeigt die entsprechenden Netzstrukturen, die fiir den jeweiligen Optuna-
Optimierungsprozess aus Tabelle 1 verwendet wurden. Dort sind fur jedes Netz auch weitere
Hyperparameter (z.B. Learning Rate, Batch Size, etc.) angegeben. Die Anzahl an zu trainierenden
Parametern ist neben w_bits, act_bits und der Anzahl der Schichten vorrangig bestimmt durch die
KernelgréRe der ersten Faltungsschicht (Trial 3: KS=5, Trail 155: KS=25, Trial 38: KS=20, Trial 104:
KS=20).

Netzarchitektur
Best trial (3) Net for best_trial (trial: 3)
n:3 ks: 3 n 4 in:8 in: 16 ks: 3 in: 16 n: 16 n: 16 in: 16 ks: 19
out 4 %2 oms out 16 ot 16 %2 owt1s out- 16 ot 16 out: 16 %19 inle
ks:$s:2p:7 Pl ks3s2p:3 ks:35:2p:3 ks:3s:2p:3 Pl ks:3s2p:3 ks:3s:2p:3 Ks:3%:2p:3 ks:35:2p:3 p:0 out: 4

trial_3 - avg_auc: 0.93 - Model cost: nan - Params: nan - Batch size: 16 - Ir: 0.001 - w_bits: 4 - act_bits: 8 - epochs: 50

9
wm Fully Connected I I | || | | I ||
[ 1 1 2 2 3 3 3 4 4 5 5 6 6 7 7 7 8

[

Layers
BeSt an auc Net for best_avg_auc (trial: 155)
(155) n:3 ks 3 n: 52 n: 104 ks: 3 in: 104 ks: 3 in: 104 ks: 62
out: 52 52 out: 104 out: 104 %2 out: 104 52 out: 104 562 in: 104
ks 25527 il ks 125:2p:3 ks 65:2p: 3 Pl ks 3523 Pl ks 38 2p3 p:0 out: 4

trial_155 - avg_auc: 0.97 - Model cost: 707967970560.00 - Params: 398008.00 - Batch size: 16 - Ir: 0.001 - w_bits: 2 - act_bits: 8 - epochs: 70

- Convolutional
Rell

m— MaxPooling

= rully Connected

o o
Layers
Least cost (3 8) Net for least_cost (trial: 38)
in 3 s: 3 in: 4 s: 3 in:8 ks: 3 in: 16 ks: 3 in 16 ks 32
oot 4 Py out 52 out 16 b out 16 w2 out: 16 53 in 16
ks:205:2p:7 Pl ke10s2p3 Pl ksssap3 Pl ksds2pd Pl ksdsap3 90 out 4

trial_38 - avg_auc: 0.94 - Model cost: nan - Params: nan - Batch size: 64 - Ir; 0.001 - w_bits: 8 - act_bits: 4 - epochs: 50

3 3 4 4 4 H

= Convolutional
Rell)
— MaxPooling
m Fully Connected
— el . ____1
0 ° 1 1 1 2
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Smallest (104)

Net for smallest (trial: 104)
in:3 ks:3 in:4 ki3 in:8 ks: 3 in: 16
out: 4 %2 out: 8 w2 out- 16 %2 out: 16
k5205 2p:7 Pl ks105:2p:3 Pl ksiSs2p3 Pl ks3s2pd

ks 3 in: 16
52 out: 16
Pl ks:3sm2p3

trial_104 - avg_auc: 0.94 - Model cost: 9060506880.00 - Params: 7136.00 - Batch size: 32 - Ir: 0.001 - w_bits: 2 - act_bits: 4 - epochs: 50

in: 16 ks: 18
out: 16 518
ks:3s:2p:3

in: 16

p:0 out: 4

Layers

Rell
= MaxPooling
w Fully Connected
o o o 1 1 1 2 2 2 3 3 3 4 4 5 5 5

Abbildung 7: Automatisiert generierte Netze wahrend des Optuna-Optimierungsprozesses

Abbildung 8 zeigt die jeweiligen Konfusionsmatrizen der vier Arrhythmieklassen fiir jeden im
Rahmen der Optuna-Optimierung durchgefiihrten Trainingsprozess. Erganzend dazu sind Scatter-

Plots des Trainings-Loss sowie der mittleren Validierungs-AUC (iber die Trainings-Epochen hinweg
dargestellt. Die Gber die Epochen hinweg beobachtete Abnahme des Loss-Werts sowie der
Anstieg der Validierungs-AUC deuten in allen Fallen auf ein effizientes Training der jeweiligen

Netzarchitekturen hin.

Konfusionsmatrizen

Train_Loss,
Val Loss, Val AUC

Best trial (3)

Confusion matrices for best trial --- Trial: 3

best trial — Tria: 3

5

]
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R R N
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Best avg au

T fabel

Truelabel

] 1
predicted label Lr

¢ (155) ————
°Z
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(38) . . i I s Taad)
o8 s s H =
5 o o w w
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H H s 2 o £ »
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as -
02
02 L
: i 5 3
U redcted abe Ltex redied ave s
Smallest Confusion matrices for smallest --- Trial: 104
(104) -

R
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Abbildung 8: Darstellung der Konfusionsmatrizen fiir jede Arrhythmieklasse bezogen auf den
jeweiligen Optimierungsprozess und Darstellung des Trianings-Loss, Validation Loss und der AUC
der Validierung.
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21.2 Cognitive Load
In der vorliegenden Anwendung soll ein quantisiertes LODRIC-Faltungsnetz implementiert

werden, das in der Lage ist, die kognitive Belastung (Cognitive Load) von Personen zu
diagnostizieren. Angesichts der fortschreitenden Digitalisierung und der stetig zunehmenden
Informationsflut wird die menschliche kognitive Kapazitat zunehmend gefordert. Vor diesem
Hintergrund gewinnt die objektive Bewertung kognitiver Belastung insbesondere in beruflichen
und schulischen Kontexten an Relevanz. Ziel des Netzwerks ist es, auf Basis der Eingangsdaten
eine bindre Entscheidung (iber den kognitiven Zustand einer Person zu treffen — entweder
,Stress” oder ,, No Stress”.

, P P <
7 Cogload Netz - Applikation N
\
2-Bit Quant-CoglLoad-Netz + mobile Kl-Inferenz
Multimodales Quant-CogLoad-Netz Klassifizierungs-Output
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Abbildung 29: Anwendung Cognitive Load

Als Datenbasis dient eine Fraunhofer IIS eigene multimodale Datenbank — ADABase Dataset,
Autonomous Driving Cognitive Load Assessment Database [7]. Diese Datenbank dient als Basis
fiir eine mogliche Fahrerzustandserkennung, d.h. der Erkennung der psychischen Uberforderung
von Fahrern. Eine ausfiihrliche Darstellung der Datenbank findet man bei Oppelt et al [8]. Diese
Datenbank ist nach EULA-Zustimmung [9] frei nutzbar. Insgesamt umfasst die in diesem Projekt
verwendete Datenbank 21489 Dateninstanzen: Dabei baut sich diese aus 9920 ,,stress“-und 11569
,ho-stress“-Dateninstanzen auf. Eine Dateninstanz setzt sich wiederum multimodal aus den
folgenden Modalitaten zusammen:

- Elektrokardiografie (EKG)

- Hauttemperatur (SKT)

- Atmungsrate (RSP)

-  Elektrodermale Aktivitat (EDA)

- Electromyografie (EMG)

- Eye Pupil Diameter (EPD)

- Right Gaze Point On Display Area X (RGPX)
- Right Gaze Point On Display Area Y (RGPY)
- Left Gaze Point On Display Area X (LGPX)

- Left Gaze Point On Display Area Y (LGPY)

Auch fiir das Cognitive-Load-Netz wurden verschiedene quantisierte und nicht quantisierte
Netzarchitekturen sowie unterschiedliche Kombinationen von Output-Klassen trainiert und
evaluiert. Dabei zeigte sich eine tendenzielle Zunahme der AUC-Performance mit zunehmender
architektonischer Komplexitdt — unabhangig davon, ob die Netze quantisiert waren oder nicht.



FKZ 16ME0386

Projekt LODRIC Schlussbericht
Fraunhofer IIS roje chiussberic Seite 11 von 23

Selbst das kleinste Modell (Trial 64) erreichte noch eine beachtliche Test-AUC von rund 94 % (vgl.
Tabelle 3).

| trial number | test avg auc_| model cost _[size | w bits | act bits |

best_trial 1 0.972 10745803840 69072 2 4

1 0.972 10745803840 69072 2 -4
110 0.921 4655140672 14896 8 8
[ smallest 3 0:939 7648431168 6000 2 -

Tabelle 3: Evaluierungs-Ergebnis fiir den Optuna-Optimierungsprozess des Cognitive Load
Ansatzes

Abbildung 10 veranschaulicht die jeweiligen Netzarchitekturen, die im Rahmen der in Tabelle 3
aufgefiihrten Optuna-Optimierungsprozesse verwendet wurden. Zudem sind die zugehorigen
Konfusionsmatrizen sowie Scatter-Plots des Trainings-Loss und der mittleren AUC der Validierung
Uber 100 Trainings-Epochen der binaren Klassifikation dargestellt. Diese Ergebnisse deuten auf ein
durchweg effizientes Training samtlicher eingesetzter Netzstrukturen hin.
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Abbildung 10: Darstellung der Netzarchitekturen, Konfusionsmatrizenund Scatter-Plots fiir
Trainings-, Validation-Loss sowie AUC der Validierung bezogen auf den jeweiligen
Optimierungsprozess des Coginitvel Load Ansatzes
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2.1.3 Voice Activity Detection

Smart Devices sind heutzutage mit digitalen Sprachassistenten ausgestattet, welche eine
Steuerung des Gerats liber Sprachbefehle ermdéglichen. Um diese Funktion zu erméglichen, muss
das Gerat die vom Benutzer gegebenen Sprachbefehle erkennen und verstehen. Im Hinblick auf



FKZ 16ME0386

Projekt LODRIC Schlussbericht

Fraunhofer IIS Seite 12 von 23

den Stromverbrauch ist es im Allgemeinen nicht wiinschenswert, dass dabei das gesamte System
durchgangig aktiv ist.
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Abbildung 11: Anwendung Voice Activity Detection

Ziel dieses Use-Cases ist die Implementierung eines Voice-Activity-Detektors auf Basis
bestehender Vorarbeiten des Fraunhofer IIS, dessen Output als Wake-Up-Signal fiir zuvor
beschriebene Gerate in akustischen Umgebungen agiert. Die Anforderungen an die Latenz der
Methode sind nicht streng, jedoch muss der Stromverbrauch der Methode niedrig sein, um in
entsprechenden Geraten eingesetzt werden zu kdnnen.

Section Name Subsection Name Value |
Type Audio

Data type wave-files

Sampling rate 16000 Hz

Dimensions Mono

Sample length 2 min

Nr of samples 7500
Preprocessing

Feature extraction Yes, Log Mel

Augmentation

Spectrogram for
windows of 32ms. Dim:
64X13.

None

Tabelle 4: Details des Voice Activity Detection Datensatzes

Mehrere Iterationen des Trainings von Feedforward-NNs auf dem oben angegebenen Datensatz

flihrten zu dem im Folgenden dargestellten optimierten, trainierten Modell. Das Modell umfasst

etwa 20.000 Gewichte und erreicht eine Genauigkeit von 91% in Bezug auf den Testdatensatz bei
776.000 MAC Operationen.
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Conv2D
Input: 64X13X1
Kemel: 4x8

stride:2
activation:RelL U

outputs: 31X3X32

Conv2D
Input: 31X3X32
Kernel: 4x2
— siride:1
activation'Rel U
| outputs: 28X2X32

Conv2D
Input: 28X2X32
Kernel: 4X2
— stride:1
activation:Rel U

outputs: 26X1X32

o

Conv2D
Input: 25X1X32
Kemel:10x1
stride: 1
activation-Rel U
outputs:16X1X16

e

Conv2D
Input: 18X1X16
Kemel:1x1
stride:1
activation:Rel U
outputs: 18X1X1

—

FC
Input: 16
Kernel. 16X32
activation:ReLU
outputs:32

FC
Input: 32
Kernel.32X1
activation: Sigmoid
outputs:1

MACs 98208 460544 154200 61696 256 33 0.7]

Params 1024 8192 6144 3840 512 32

Abbildung 12: VAD-Basisnetz

46

Best trial #1 85.6 2.56 4 8
86.5 48.8 26 8 2
87.7 409 40.2 8 8
82.8 5.3 0.46 2 8
82.7 15.3 12 2 8

Tabelle 5: Evaluierungs-Ergebnis fiir den Optimierungsprozess des VAD Ansatzes

Tabelle 5 zeigt die Ergebnisse ausgewahlter Netze aus der Optimierung des VAD UC. Bei den
ausgewahlten Modellen handelt es sich um die Randfalle: beste Genauigkeit, geringste
Modellkosten und zweitkleinstes Modell (das kleinste Modell hat bereits die geringsten Kosten)
und bester Versuch #1 und #2 (diese wurden objektiv ausgewahlt, um ein gutes Gleichgewicht
zwischen den Metriken zu erreichen). Die Ergebnisse zeigen die Vielfalt und den Trade-off
zwischen den verschiedenen Modellen in Abhangigkeit von den gewahlten Hyperparametern.

Wir stellen fest, dass die Zahl der bits der Gewichte einen groReren Einfluss auf die Optimierung
hat, da sie sowohl die Kosten als auch die ModellgroRe bei minimaler Verschlechterung der
Genauigkeit beeinflusst. Auf der anderen Seite ist eine Zahl der bits der Aktivierungen von 8
erforderlich, da sich der Trade-off zwischen der Verschlechterung der Genauigkeit und der
Minimierung der Modellkosten nicht lohnt.

2.2 Trainings- und Optimierungsframework

2.21 Hardware-aware training
Im Projekt wurde ein bereits existierendes Tool fir das Hardware-aware-Training erweitert.

Dieses erlaubt grundsatzlich die Berticksichtigung von Hardwareimperfektionen oder -fehlern im
Trainingsprozess des neuronalen Netzes und wurde urspringlich fur analog/mixed-signal KI-
Beschleuniger des IIS entwickelt. Die im Projekt verwendeten RRAM Speicherzellen und deren
Verwendung in KI-Beschleunigern weisen ebenfalls Imperfektionen wie beispielsweise Bit Flips
auf. Daher wurde das Tool um ein entsprechendes Fehlermodell erweitert. Dieses Fault-aware



FKZ 16ME0386

Projekt LODRIC Schlussbericht .
Fraunhofer IIS Seite 14 von 23

Training ermoglicht es dem NN-Ingenieur, ein Netzwerk zu trainieren, bei dem jeder Fehler in jede
Operation auf jeder Schicht eingefiigt wird.

Aufgrund von Verzégerungen beim ersten Tape-Out wurde im Rahmen des Projekts beschlossen,
den NN-Beschleuniger und die RRAM-Bausteine nicht auf demselben Chip unterzubringen. Daher
wurde das Fault-Aware Training der NNs zur Kompensation der Fehler des RRAM-Speichers nicht
fiir eine Inferenz auf dem Chip bendtigt. Die Funktionalitat wurde jedoch getestet und in die
Trainings-SW (Hardware-Aware Training) implementiert.

2.2.2 Neural Architecture Search

Ziel war eine effiziente Optimierung der Architektur der Neuronalen Netze unter Einbeziehung
der nicht-funktionalen Eigenschaften der LODRIC-Hardware

Um die NN-Topologien zu optimieren, wurden zunachst verschiedene KPlIs fiir den Trade-off-
Vergleich abgeschatzt. Die wichtigste Kennzahl ist in diesem Fall die Performance des NN (z.B. die
Genauigkeit), da dies das Hauptziel der Aufgabe ist. Diese Metrik ist grundsatzlich einfach zu
messen, aber sehr aufwendig, da der Kandidat des NN zunachst trainiert werden muss. Die
andere Seite des Zielkonflikts sind die Hardwareressourcen und die Kosten fiir die Ausfiihrung des
Modells auf dem Zielsystem. Dies ist schwieriger zu messen, kann aber oft recht schnell geschatzt
werden, da kein trainiertes Modell beno6tigt wird. Hier verwenden Forscher oft die Zahl Multiply
and Accumulate (MAC) und die ModellgroRRe. Die ModellgréRe in Bits ist eine gute Kostenmetrik,
da sie eine Vorstellung vom bendtigten Speicherplatz und vom bendétigten Arbeitsspeicher
vermittelt. MAC hingegen ist keine sehr gute Schatzung fiir die HW-Kosten. MAC berilicksichtigt
nicht die angestrebte Hardware und die von ihr unterstiitzten Operationen (z.B. ist float32
gegeniber INT8 oder sogar niedriger in der MAC-Zahl nicht enthalten). AuBerdem beriicksichtigt
er nicht die Parallelitdt des Modells und die Ausfihrung oder die Lese-/Schreiboperationen im
Speicher, die recht kostspielig sind.

Daher wurde gemeinsam mit FAU eine Kostenmetrik entwickelt, die sich direkt auf die LODRIC
HW bezieht und die Speicheroperationen, die Busbreite und die HW-Operationen in die Schatzung
einbezieht.

Anhand der drei Metriken Genauigkeit, ModellgroRe und Modellkosten wurde eine Open-Source-
Bibliothek (Optuna) als Basis genutzt, um Hunderte von Modellen fiir jeden UC zu trainieren und
den optimalen Kompromiss zu finden. Der Algorithmus wurde verwendet, um die Anzahl der
Schichten, die Anzahl der Kandle in jeder Schicht, die Bit-Breite der Gewichtung und die Bit-Breite
der Aktivierung fir die 3 UCs zu optimieren. Die Ergebnisse dieser Optimierungen sind unter 2.1
festgehalten.

Im Projekt LOCRIC wurden dabei zwei Ansatze zur Hyperparameter-Optimierung untersucht:

Tree-structured Parzen Estimator (TPE) Non-dominated Sorting Genetic Algorithm ITT
(NSGA-III)
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Kandidaten aus, der das maximale Verhéltnis
g(x)/I(x) aufweist. ®s oF
e Dieses Modell wird im Hinblick auf die . . .
relevanten Metriken bewertet. Aktualisieren e NSGA-III  beginnt ~ mit  einer
von g(x) und I(x) Zufallsauswahl, um die Population P zu

o o bilden.
e Gehe zurick zu zwei, bis ein Kriterium
erreicht ist e Die Population P wird dann in Pareto-

Fronten (fi, f; ..etc) unterteilt, wobei fi
alle nachfolgenden Fronten Ugspf;
dominiert. (Bild 1)

e Auswahl von N Modelle aus der
Population mit einer Pareto-Front nach
der anderen. Wenn die letzte Front grof3er
ist als die bendtigte, werden die Modelle,
die den Referenzvektoren (wi, w2 usw.)
am nichsten liegen, um Vielfalt zu
gewihrleisten. (Abbildung 2)

e Die N Stichproben werden dann
(genetisch) mit Mutationen kombiniert,
um die zu bewertenden Kandidaten zu
erzeugen.

e Bewerten und  aktualisieren der
Population P und der Fronten.

e  Gehe zu zwei zuriick, bis ein Kriterium
erreicht ist.
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TPE konvergierte in Richtung ﬁer realisierbaren NSGA-III konvergierte recht schnell zu den
Modelle und erzeugte zweckmifige Trade-offs. Es zweckmiBigen Losungen und schaffte es, einen
testete jedoch viele nicht realisierbare Losungen und | grgBeren Teil des Suchraums zu erkunden und
manchmal sogar dieselben Losungen. eine groBere Vielfalt an NN-Modellen zu
produzieren.

Abbildung 13: comparison between the different optimization methods (left) TPE and (right)
NSGA-III

Der TPE lieferte einige gute Trade-Offs, aber erkundete im Vergleich zu NSGA-IIl weniger des
Suchraums. NSGA-IIl produziert im Allgemeinen bessere Lésungen, da es den Suchraum besser
erforscht und dem Entwickler mehr Optionen fiir die endgiiltige Anwendung bietet. TPE ist
einfacher als NSGA-IlI-Methoden, da NSGA-IIl auf Kombination und Mutation angewiesen ist, was
bei kategorischen Hyperparametern eine Herausforderung darstellt.

23 RRAMASIC

Im Rahmen des Projekts wurden wesentliche Fortschritte bei der Entwicklung eines RRAM-
basierten Rechenbeschleunigers erzielt. Zunachst erfolgte die Spezifikation einer
Gesamtarchitektur, die als Grundlage fiir alle weiteren Arbeiten diente. Aufgrund begrenzter
finanzieller Mittel und Lieferverzégerungen eines ersten Testchips wurde entschieden, die KI-
Beschleunigung zunachst auf einem FPGA umzusetzen (FAU), wahrend spezifische Komponenten
der RRAM-Technologie in separaten Test-Chips realisiert wurden (1S + TUM). Die entwickelten

Bausteine wurden dabei so gestaltet, dass sie fiir eine spatere Integration in ein Gesamtsystem
geeignet sind.

Abbildung 14: Differentielle RRAM-Zelle als Speicher-Grundbaustein
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Ein zentrales Element des Rechenbeschleunigers sind die Prozessorelemente (PE), die durch den
Einsatz von RRAM-Zellen als nichtfliichtige Speicher fiir Konfigurationsparameter und neuronale
Gewichte optimiert wurden. Hierzu wurden verschiedene RRAM-Zellkonzepte untersucht und ein
Ansatz entwickelt, der die Einbettung der Zellen in das digitale Design erlaubt (s. Abbildung 14).
Die Funktionen zur Initialisierung, Programmierung und Auslesen der Zellen wurden Uber digitale
Schnittstellen realisiert, wodurch eine nahtlose Integration in das Gesamtsystem erreicht werden
konnte.

Um die Technologie wirtschaftlich nutzbar zu machen, wurden die Zellen an die Anforderungen
der verwendeten Technologie angepasst und erheblich verkleinert. Dies flihrte nicht nur zur
Optimierung der Flache, sondern auch zur ldentifikation neuer Anwendungsfelder, wie etwa der
Nachbildung von Flash-Zellen fiir die Speicherung kleiner Datenmengen. Dabei entstand eine
Erfindungsmeldung, die das Potenzial der entwickelten Technologien unterstreicht.

Die PE wurden in eine umfassende Infrastruktur eingebettet, die sowohl lokale als auch globale
Steuerungsmechanismen umfasst. Diese Steuerung ermoglicht die gezielte Ansteuerung einzelner
Zellen sowie die Initialisierung und Programmierung ganzer Bereiche. Ein besonderer Fokus lag
dabei auf der Reduktion der analogen Signale, um den Platzbedarf und die Komplexitat des
Designs zu minimieren. Die Integration der PE in den digitalen ASIC-Flow stellte eine
Herausforderung dar, da die analogen Schaltungen der RRAM-Zellen relativ viel Flache
beanspruchen. Dennoch konnte gezeigt werden, dass die PE fir kleine Speichermengen gut
geeignet sind, wahrend eine Portierung auf kleinere Technologieknoten den Einsatz fiir groRere
Datenmengen ermoglichen kénnte.

Die entwickelten Konzepte wurden umfangreich getestet und validiert. Dazu wurden
automatisierte Testumgebungen erstellt und ein vereinfachtes Modell fiir die Simulation der
RRAM-Zellen entwickelt, um eine hohe Simulationsgeschwindigkeit zu erreichen. Ein Test-Chip
wurde realisiert, der die PE und die zugehorige Infrastruktur in Hardware umsetzt (s. Abbildung
16). Die Steuerung erfolgt dabei (iber einen externen Mikrocontroller, der durch eine SPI-
Schnittstelle mit dem Chip verbunden ist (s. Abbildung 15). Zusatzlich wurde ein globales
Steuerwerk integriert, das die Funktionen der PE abstrahiert und eine einfache Ansteuerung
ermoglicht.
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Abbildung 15: Microcontroller-basierte Testumgebung fiir RRAM-Testchip

In einem zweiten Testchip sollte anschlieBend ein PE-Cluster mit den Erkenntnissen aus Tapeout 1
realisiert werden. Dieses konnte aufgrund des fortgeschriebenen Kosten- und Zeitplans und
resultierender Risikobetrachtung nur auf einem FPGA-System realisiert werden. Stattdessen
wurden mit dem zweiten Chip die RRAM Konzepte vertiefend evaluiert.

Insgesamt konnte durch das Projekt gezeigt werden, dass RRAM-basierte Prozessorelemente und
deren Integration in digitale ASIC-Designs ein hohes Potenzial besitzen. Die entwickelten
Technologien sind gut fir spezialisierte Anwendungen geeignet und bieten durch weitere
Optimierungen und den Einsatz kleinerer Technologieknoten grofRes Potenzial flir zukiinftige
Entwicklungen.

Opamp

current reference
read circuit
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Abbildung 16: RRAM-Testchip (links: Floorplan, rechts: Chipphoto)

3 Wichtigste Positionen des zahlenmaBigen Nachweises

Seite 19 von 23

Position Entstandene Kosten Gesamtvorkalkulation
insgesamt

0837, Personalkosten 506.818,12 € 497.050,00 €

0838, Reisekosten 519,17 € 5.400 €

0850, Sonstige -€ 3.000 €

Summe

507.337,29 €

505.450,00 €

Tabelle 6: Zusammenfassung der Kostenpositionen

4 Notwendigkeit und Angemessenheit der geleisteten Arbeiten
Fiir den HW-SW-CoDesign Ansatz im Rahmen von LODRIC waren nachfolgende Arbeiten

notwendig, welche den Entwicklungsstack von Kl-Beschleuniger abbilden.
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Abbildung 317: KI-Beschleuniger Entwicklungsstack
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e Konzept und Spezifikation der LODRIC HW & SW Architektur
e Architektur, Training und Optimierung Neuronaler Netze fir die LODRIC HW basierend auf

KPIs der Anwendung
e |C-Design:

o Konzeptionierung, Implementierung und Verifikation RRAM Schaltungen und
Schittstellen Schnittstellen (1IS + TUM)

O O O O O

Synthese, Place und Route (IIS + TUM)
Floor planning fir den ASIC (IS TUM) Floor planning fiir den ASIC (1IS + TUM)
Entwurf von Testbenches fiir die Simulation der Schaltungsbldcke (1IS + TUM)
Python-Modell fur Virtuelle Inbetriebnahme (IIS)
Finale Verifikation des gesamten ASIC (TUM)PCB-Design (TUM)

o Bonding Diagramm (TUM)
e Fertigung des ASIC (extern)
e ASIC-Inbetriebnahme und Test (TUM)

Alle diese Schritte sind Teil des Arbeitsflusses fiir die Entwicklung und Inbetriebnahme von
integrierten IPs notwendig und als Standardschritte sowohl in der Industrie als auch in der

Akademie akzeptiert.

Insbesondere im Rahmen des IC-Design erfolgte eine intensive Kollaboration mit der TUM.
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5 Nutzen und Verwertbarkeit des Ergebnisses
Das Fraunhofer IIS verfolgt eine langfristige KI-Strategie, die einen deutlichen Ausbau bestehender

Kompetenzen in verschiedenen Anwendungsfeldern vorsieht. Neben der Entwicklung
softwaregestiitzter Datenanalyse und maschinellen Lernens durch das dem Fraunhofer IIS
angeschlossene ADA Center sollen insbesondere Anwendungen kiinstlicher Intelligenz in den
Bereichen der digitalen Signalverarbeitung (DSAI & DSGenAl) sowie Neuromorphes Computing
vorangetrieben werden.

Das Fraunhofer IIS fiihrt kontinuierlich weitere nationale und europaische Forderprojekte zur
Weiterentwicklung des eigenen Portfolios durch. In diesen folgenden Projekten werden weitere
Ansétze fur Inferenz-Beschleuniger (digital / analog / mixed-signal; DNN / SNN) fortgefihrt und
weiterentwickelt. Beispiele fiir laufende Projekte sind u.a. das ,,Bayerisches Chip-Design-

Center” (BCDC) und SpikeHERO (EIC Pathfinder Challenge ,,Nanoelectronics for energy-efficient
smart edge devices”). In kiinftige Architekturen kénnen bei Bedarf auch die in LODRIC evaluierten
RRAM-Ansatze integriert werden.

Neben Projekten zur HW-Entwicklung nimmt das Fraunhofer IIS zudem an den EU-Projekten
NEUROKIT2E und MANOLDO teil, um auch SW-Tools und Algorithmen fiir einen effizienten Einsatz
von KI-Beschleunigerhardware in Embedded Devices zu ermdglichen. Die in LODRIC untersuchten
Methoden fiir eine effiziente Suche nach der optimalen NN-Architektur via Neural Architecture
Search (NAS) kénnen hierbei aufgegriffen und weiterentwickelt werden.

Daneben fungiert die Abteilung , Digital Health and Analytics” als Anlaufpunkt fiir die
Transformation in die digitale Medizin. Mit den Themen Sensorik und intelligente Datenanalyse
werden Kunden von der ersten Anforderungsanalyse (iber die Konzept- und Systementwicklung
bis hin zu Validierungsstudien mit Patienten unterstiitzt. Dabei liegt der Schwerpunkt auf
kundenindividuellen Entwicklungsdienstleistungen in den Branchen Medizin und

Pflege, Sport und Automotive. Die in LODRIC erzielten Ergebnisse im Bereich Analyse von EKG und
Cognitive Load bilden hierbei die Grundlage fir konkrete Industrieangebote (u.a. Prothetik,
Luftfahrt)

Durch das Projekt LODRIC konnte zudem die Zusammenarbeit mit der Friedrich-Alexander
Universitat Erlangen-Nirnberg weiter ausgebaut und intensiviert werden. Die Partner FAU und IIS
verfolgen dabei den weiteren Ausbau der gemeinsamen Sichtbarkeit im Themenfeld
Neuromorphic Computing im Rahmen des Neuromorphic Computing Labs of Northern Bavaria
(https://neurocomp-labs.de/) an. Teil des Labs ist auch die Durchfiihrung einer gemeinsamen
Vortragsreihe.

Es wird erwartet, dass in den Folgejahren kontinuierlich Industrieauftrage (F&E, Beratung,
Seminare) sowohl im Bereich Neuromorphes Computing, Edge Al, Chip-Design und Digital Health
beim Fraunhofer IIS akquiriert werden kdnnen.

6 Fortschritt bei anderen Stellen

Eine wesentliche Herausforderung um neuronale Netze auf Embedded-Geraten lauffahig zu
machen, ist deren Optimierung in Bezug auf unterschiedliche, in Einklang zu bringende Ziel-KPI
wie ModellgrofRe, Genauigkeit, Latenz und insbesondere Energieverbrauch. Die manuelle Suche
nach der optimalen Architektur ist jedoch mit hohem Aufwand verbunden, weshalb vielfaltige
Ansadtze und Entwicklungen im Bereich Trainings- und Optimierungsframeworks sowohl in der
wissenschaftlichen Community als auch seitens kommerzieller Anbieter zu erkennen sind. Als
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Beispiele konnen hier unter anderem Aidge[10], MANOLO[11], Optuna[12] oder Edgelmpulse [13]
genannt werden. Gleichzeitig bieten Hersteller von EdgeAl Hardware eigene SDKs an, welche die
spezifische Optimierung auf ihre eigene Hardware ermaoglichen. Beispiele hierfir sind unter
anderem Vitis Al [14] flr XILINX FPGAs oder Talamo SDK [15] fiir Innatera Pulsar.

Auch im Bereich Digital Health sind in den letzten Jahren bedeutende Fortschritte zu verzeichnen,
insbesondere im Hinblick auf die Integration intelligenter Sensorsysteme, datengetriebener
Analytik und Kl-basierter Entscheidungsunterstiitzung in medizinische und pflegerische
Anwendungen. Nationale und europdische Initiativen wie GAIA-X, das Deutsche
Gesundheitsdaten-Nutzungsgesetz (GDNG) sowie das EHDS (European Health Data Space)
schaffen zunehmend Rahmenbedingungen fiir eine interoperable, sichere und skalierbare
Nutzung sensibler Gesundheitsdaten in Forschungs- und Versorgungsprozessen.

Dariber hinaus treibt die zunehmende Etablierung von Kl in der klinischen Praxis auch die
Entwicklung spezialisierter Hardware- und Softwarelésungen fiir den Einsatz in
ressourcenbeschrankten medizinischen Endgeraten (z. B. Wearables, Implantate, mobile
Diagnostiksysteme) voran. Fortschritte bei energieeffizienter Edge-Al-Hardware — etwa fir
kontinuierliches Vitaldatenmonitoring — ermoglichen die Realisierung pradiktiver
Gesundheitsanwendungen direkt am Point-of-Care.

Im wissenschaftlichen Umfeld werden vermehrt multimodale KI-Ansatze erforscht, die physische
Biosignale (z. B. EKG, EEG) mit kognitiven Zustandsmodellen kombinieren, um ein ganzheitlicheres
Bild des Gesundheitszustands zu ermdoglichen. In diesem Kontext leisten Projekte wie LODRIC
wichtige Vorarbeit — etwa durch Methoden zur Analyse kognitiver Belastung oder zur
automatisierten Detektion von Herzrhythmusstérungen — und stolRen auf hohes Interesse sowohl
bei klinischen Partnern als auch bei Industrieakteuren aus Medizintechnik und digitaler
Gesundheitsversorgung.

Im Bereich der Verwendung der RRAM Technologie als eingebetteter Speicher helfen die erzielten
Ergebnisse, Veroffentlichungen und Konzepte, die im Rahmen dieses Projektes entstanden sind,
die Effizienz und Speicherdichte zu erhéhen. RRAM wird kommerziell schon in eingebetteten
Systemen oder als diskreter Speicherchip verwendet [16], [17]. Diese kommerziell verfligbaren
Speicher nutzen allerdings die Multi-Level-Fahigkeit von RRAM nicht aus und speichern nur zwei
Zustande pro Zelle. Die entwickelten Konzepte in LODRIC helfen dabei, diesen Vorteil der
Technologie nutzbar zu machen, indem die verschiedenen Zelldesigns mehrstufige Operationen
als eingebetteter Speicher erméglichen. Zusatzlich kann die Realisierung der automatischen
Integration in das Standardzellen-Grid der IHP-Technologie die MEMRES Technologie selbst
voranbringen und echten eingebetteten Speicher on-chip fiir den deutschen Standort und diese
Technologie ermoglichen.

7 Veroffentlichungen
Tabelle 1: FhG-IIS erfolgte und geplante Veroffentlichungen von Projektergebnissen

A Structured S. Pechmann, Publikation 02/2024 2024 IEEE 15th 10.1109/LASCAS60203.20
Approach for T. Spatling, P. Latin America 24.10506121

Embedded Memory | Reichel, R. Symposium on

Integration of Miller and A. Circuits and

Hagelauer Systems
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Emerging Memory
Technologies

(LASCAS), Punta
del Este,

Uruguay
A flexible and fast Fritscher, M., Publikation 10/2024 Sci Rep 14 10.1038/s41598-024-
digital twin for Singh, S., 73439-z
RRAM systems Rizzi, T. et al.
applied for training
resilient neural
networks
Fully-Integrated S. Pechmann, Publikation 05/2025 2025 IEEE Noch nicht omline
Differential RRAM P. Reichel, T. International
Cell Designs with Spatling and Symposium on
Multi-Level A. Hagelauer Circuits and
Capability and Systems
Enhanced Read (ISCAS), London,
Margin United Kingdom
Veroffentlichung FAU, TUM, IS TBD TBD

mit Fokus auf
Uberblick und
Gesamtergebnisse
des
Gesamtprojektes in
renommierter
Zeitschrift (z.B. IEEE
TVLSI, IEEE TCAS)
zusammen mit den
Projektpartnern.
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