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Abschlussbericht 
 

Cell-o: Ein smarter Stress Coach  
zur Krankheitsprävention 

 

1 Teil I: Kurzbericht 
1.1 Aufgabenstellung 
Ziel des Forschungsvorhabens war es, Menschen via App-Smartwatch-System in ihrer persönlichen 
Stressbewältigung zu unterstützen und eine Ursachenfindung – d.h. warum lösen spezifische 
Situationen in manchen Menschen Stress aus und weshalb funktionieren oder versagen bestimmte 
Strategien bei manchen Menschen - zu ermöglichen.  

Durch das Teilprojekt des Fraunhofer IGD sollten Methoden und Technologien des maschinellen 
Lernens bzw. der künstlichen Intelligenz entwickelt und erprobt werden, mit denen die gesammelten 
Vitalparameter der Nutzer auf Anomalien bzw. eine akute Belastungssituation analysiert werden 
können. Dadurch sollte eine technologische Teilkomponente entstehen, die als Ergebnis des 
Projektes sowohl in Kombination mit dem geplanten App-Smartwatch-System als auch in anderen 
Anwendungen zur Belastungs- und Vitaldatenbewertung eingesetzt und verwertet werden kann. 

1.2 Voraussetzungen 
Die Projektlaufzeit fiel insbesondere im ersten Drittel in die Pandemiephase, die sich wesentlich auf 
die Bearbeitung des Projektes, den Ablauf des Vorhabens und das Erreichen der gemeinschaftlichen 
Ziele auswirkte. Insofern hatte das gesamte Projektkonsortium mit Schwierigkeiten im Zugang zu 
Patient:innen/Proband:innen und damit einhergehend starke Verzögerungen in der Erhebung 
erforderlicher Daten für Vorstudien und Tests zu kämpfen. Gleichzeitig wurden in der Anfangsphase 
ausschließlich virtuelle Teamsitzungen abgehalten, was das Zusammenwachsen des 
Projektkonsortiums deutlich erschwerte.  

Die sich daraus ergebenden Voraussetzungen für eine erfolgreiche Durchführung des Projektes 
waren herausfordernd und wurden durch kontinuierliches Risikomanagement gehandhabt.  
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1.3 Planung und Ablauf des Vorhabens 
Durch das Teilprojekt wurden alle konzeptionellen und software-technischen Arbeiten zur Entwicklung 
der Teilkomponenten für die ML/KI-basierte Anomalien- und Belastungserkennung durchgeführt (siehe 
Abbildung 3). Dazu solten in AP2.1 eine Analyse der verfügbaren multivariaten Rohsignale und darauf 
aufbauend ein Konzept zur Datenfusion erarbeitet werden. Weitere Entwicklungsschritte waren ein 
allgemeines Stress-/Belastungsmodell, welches anschließend in die technischen Arbeiten zur 
Entwicklung von vitalparameterspezifischen CNN zur Anomalienerkennung und einem allgemeinen 
CNN zur Bewertung des aktuellen Belastungszustandes aus den multivariaten Vitalparametern einfließt. 
Dieses wurde durch die Arbeiten in AP2.2 weiter in Richtung einer personalisierten Anpassung der 
Erkennung an einzelne Nutzer entwickelt. Der Einsatz der so entwickelten Komponenten in den 
Feldstudien und –tests wurde anschließend, soweit noch im Rahmen des Projektes möglich, begleitet.  
Parallel hat das Fraunhofer IGD sich in die Disseminationsarbeiten des Vorhabens eingebracht und 
durch wissenschaftliche Beiträge und Diskussionen sowie öffentlichkeitswirksame Auftritte (z.B. auf 
Messen) über das Projekt und die Ergebnisse berichtet (AP1.2).  
 

1.4 Wissenschaftlich-technischer Stand 
Durch das Fraunhofer IGD wurden im Rahmen des Projektvorhabens vorhandene Verfahren des 
maschinellen Lernens bzw. der künstlichen Intelligenz zur Erkennung und Bewertung von Anomalien 
und aktuellen Belastungssituationen aus Vitalparametern (Atmung, Herz-Kreislauf, Aktivität, Schlaf etc.)  
weiterentwickelt. An dieser Stelle werden die zum Projektbeginn grundsätzlich gebräuchlichen 
Methoden und Technologien zur Stresserkennung und –bewertung betrachtet. 
 
Eine Stresserkennung und –bewertung z.B. am Arbeitsplatz wurde üblicherweise durch Fragebögen, 
Checklisten, Interviews oder Abfrage persönlicher Einschätzung umgesetzt. Da sich der Stress auch 
auf kognitive, emotionale und physiologische (vegetative, hormonelle,muskuläre) Ebenen auswirkt, 
existieren in der Wissenschaft sensorbasierte Ansätze, objektiv den Stress zu messen. Hierbei steht 
besonders die Analyse der Herzratenvariabilität im Fokus. Es zeigt sich, dass Stresseinwirkungen direkt 
bei dem Auftreten gemessen werden können1 sowie mit einer mittelfristigen Änderung von 
Vitalparametern, z.B. der Änderung der Herzratenvariabilität im Schlaf2 einhergeht. Meist werden 
Herzfrequenzmessungen durch EKG oder Pulsgurte durchgeführt, die im Arbeitsplatzumfeld oder auch 
im Alltag unpraktisch sind. Bereits in den 1980er Jahren wurde nachgewiesen, dass Stress und die 
Schlafdauer korrelieren3, jedoch wurde erst mit Einführung der Smartwatch und Smartbands eine 
Schlafevaluation außerhalb von Schlaflaboren im häuslichen Umfeld direkt durch den Nutzer möglich4. 
Neben Stress sind auch Unmut, Motivation und Emotion am Arbeitsplatz von besonderer Bedeutung. 
Hierbei werden Reaktionen des vegetativen Nervensystems gemessen, die eine Emotionserkennung 
zulassen5. Emotionen können neben Herzratenänderungen besonders durch Hautleitwert6 und 
Hauttemperatur7 gemessen werden, die jedoch bislang vorwiegend an den Fingern erfasst werden. 
Dieses Messverfahren behindert jedoch den alltagstauglichen Einsatz. Ebenfalls sind Emotionen auch 
in der Sprache8 oder durch Gesichtsgesten9 nachweisbar. In Haak et al. (2009) wurde nachgewiesen, 
dass eine hohe Korrelation zwischen der Augenblinkfrequenz und dem Stress vorliegt10. Üblicherweise 
werden Blinkfrequenzen durch Klebesensoren zur Messung von EEG- oder EMG-Signale erfasst. 

 
1 Janik, H. (2015). Stress: Herzfrequenzvariabilität als Beanspruchungsparameter Zeitschrift für Komplementärmedizin, Haug 
Verlag in MVS Medizinverlage Stuttgart GmbH & Co. KG Stuttgart, 2015; 07(01): 52-55, DOI: 10.1055/s-0035-1545375 
2 Hall, M., Vasko, R., Buysse, D., et.al. (2004). Acute stress affects heart rate variability during sleep. Psychosomatic medicine, 
66(1), 56-62. 
3 Hicks, R. A., & Garcia, E. R. (1987). Level of stress and sleep duration. Perceptual and motor skills, 64(1), 44-46. 
4 Bieber, G., Fernholz, N., & Gaerber, M. (2013, July). Smart watches for home interaction services. In International Conference 
on Human-Computer Interaction (pp. 293-297). Springer, Berlin, Heidelberg. 
5 Cowie, R., Douglas-Cowie, E., Tsapatsoulis, N., Votsis, G., Kollias, S., Fellenz, W., & Taylor, J. G. (2001). Emotion recognition 
in human-computer interaction. IEEE Signal processing magazine, 18(1), 32-80. 
6 Zhang, T., El Ali, A., Wang, C., Zhu, X., & Cesar, P. (2019, October). CorrFeat: Correlation-based Feature Extraction Algorithm 
using Skin Conductance and Pupil Diameter for Emotion Recognition. In 2019 International Conference on Multimodal 
Interaction (pp. 404-408). 
7 Picard, R. W., & Healey, J. (1997). Affective wearables. Personal Technologies, 1(4), 231-240. 
8 Pereira, C., 2000. Dimensions of emotional meaning in speech. In: ISCA Workshop on Speech and Emotion. 
9 Carroll J.M.,  Russell J.A.(1996). Do facial expressions signal specific emotions? Judging emotion from the face in context, 
Journal of Personality and Social Psychology, 1996, vol. 70-2 (pg. 205-218)[40] Peter, C., & Herbon, A. (2006). Emotion 
representation and physiology assignments in digital systems. Interacting with computers, 18(2), 139-170. 
10 Haak, M., Bos, S., Panic, S., & Rothkrantz, L. J. M. (2009). Detecting stress using eye blinks and brain activity from EEG 
signals. Proceeding of the 1st driver car interaction and interface (DCII 2008), 35-60. 
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Insbesondere durch den Einsatz von neuronalen Netzwerken sollten im Rahmen des Vorhabens 
umfangreiche zeitserienbasierte Daten automatisiert verarbeitet und bewertet werden. Deep-Learning-
Verfahren, wie zum Beispiel Convolutional Neural Networks (CNN), erweisen sich hier als 
leistungsfähiger als klassische Feature-basierte Verfahren. CNN werden dabei aus mehreren Layern 
sogenannten faltungs-basierten Schichten aufgebaut, die oftmals hierarchische Konzepte aus 
Rohdatenextrahieren können (bspw. Kanten -> Mund, Augen->Gesicht->Mensch) aufgebaut, mit denen 
aus den Rohdaten z.B. einer einzelnen Datenquelle11 oder aus allen Datenquellen parallel12 Feature 
extrahiert werden können.  
 
Ein Schwerpunkt war die Anomalieerkennung in den Rohdaten. Das Themengebiet der 
Aomalieerkennung oder Anomaly Detection befasst sich mit der Erkennung von Mustern, welche per 
Definition und Wortherkunft selten sind. Diese Seltenheit führt zu speziellen Problemlagen, welche die 
Erkennung von Anomalien erschweren. Beispielhaft sei hierbei auf das Antrainieren von anomalen 
Mustern verwiesen. Aufgrund der Tatsache, dass Anomalien per Definition selten vorkommen, ist die 
Zahl an Trainingsdaten oftmals gering. Darüber hinaus sind Anomalien häufig gänzlich unbekannt, was 
bedeutet, dass bis zum Zeitpunkt des Eintretens der Anomalie keine Daten vorliegen. Aufgrund dieser 
Problemstellungen eignen sich bestimmte Lerntechniken nicht oder nur eingeschränkt für den Bereich 
der Anomalieerkennung (z.B. Supervised Learning). Ein Ansatz, um die zuvor erwähnten Probleme zu 
umgehen, ist laut Literatur der Einsatz von Unsupervised Learning Methoden13  oder einfachen Kontext-
basierten Schwellwertansätzen14.  
Zudem kann auch der Ansatz des Supervised Learnings dahingehend umgekehrt werden, dass der 
Normalbetrieb eines Systems erfasst und antrainiert werden kann und eine Abweichung hiervon 
(Restklasse) als Anomalie betrachtet werden kann. Hierbei treten jedoch Schwierigkeiten wie z.B. das 
Frame-Problem auf, da in der Realität nicht alle normalen oder typischen Zustände mit angemessenem 
Aufwand und in endlicher Zeit trainiert werden können. Nicht erfasste und somit nicht trainierte 
Normalzustände würden somit als Anomalien klassifiziert werden. Da die Erkennung von Anomalien 
aufgrund der beschriebenen Probleme häufig nicht eindeutig erfolgen kann, wird die Wahrscheinlichkeit 
von Anomalien in einem sogenannten Anomaly Score angegeben. 
Anwendungsbereiche für die Erkennung dieser seltenen Muster liegen z.B. im Gesundheitssektor, wo 
sie zur Erkennung von kardialen Erkrankungen (z.B. Vorhofflimmern oder andere EKG-Anomalien) 
eingesetzt werden können15. Darüber hinaus kann die Erkennung von Anomalien auch eingesetzt 
werden, um Schäden in Industriemaschinen (z.B. Lagerschäden) zu detektieren16 oder 
Kreditkartenbetrug festzustellen17. 

1.5 Eingesetzte Verfahren und Schutzrechte 
Es wurden im Projekt Convolutional Neural Networks (CNN) zur Umsetzung eines mehrstufigen 
Stresserkennungsverfahrens (siehe Abschnitt 2) trainiert und eingesetzt. 

Es wurden im Rahmen des Projektes keine geschützten Verfahren eingesetzt. 

 
11 Zheng, Y., Liu, Q., Chen, E., Ge, Y., & Zhao, J. L. (2014, June). Time series classification using multi-channels deep 
convolutional neural networks. In International Conference on Web-Age Information Management (pp. 298-310). Springer, 
Cham. 
12 Zhao, B., Lu, H., Chen, S., Liu, J., & Wu, D. (2017). Convolutional neural networks for time series classification. Journal of 
Systems Engineering and Electronics, 28(1), 162-169. 
13 D. Guthrie, L. Guthrie, B. Allison, und Y. Wilks, „Unsupervised anomaly detection“, IJCAI Int. Jt. Conf. Artif. Intell., S. 1624–
1628, 2007 
14 V. Chandola, A. Banerjee, und V. Kumar, „Anomaly detection“, ACM Comput. Surv., Bd. 41, Nr. 3, S. 1–58, Juli 2009 
15 J. Lin, E. Keogh, A. Fu, und H. Van Herle, „Approximations to Magic: Finding Unusual Medical Time Series“, 18th IEEE 
Symp. Comput. Med. Syst., S. 329–334, 2005 
16 E. Keogh, S. Lonardi, und B. „Yuan-chi“ Chiu, „Finding surprising patterns in a time series database in linear time and space“, 
Proc. eighth ACM SIGKDD Int. Conf. Knowl. Discov. data Min. - KDD ’02, S. 550, 2002 
17 A. Srivastava, A. Kundu, S. Sural, und A. K. Majumdar, „Credit card fraud detection using hidden Markov model“, Ieee Trans. 
Dependable Secur. Comput., Bd. 5, Nr. 1, S. 37–48, 2008 
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1.6 Zusammenarbeit mit anderen Stellen 
Im Rahmen des Projektvorhaben arbeitete das Projektkonsortium eng und vertrauensvoll zusammen. 
Um Datenengpässe im Verlauf der Bearbeitung lösen zu können wurden an mehreren Stellen in Jena, 
Saarbrücken und Rostock Teilstudien durchgeführt und die erhobenen Forschungsdaten geteilt.  

Parallel wurde auf öffentlich verfügbare Datensätze (z.B. WESAD) für das Training und die 
Weiterentwicklung der Modelle zurückgegriffen. 

Am Fraunhofer IGD wurden parallele Forschungsarbeiten (AHEAD CareCam) zur kamerabasierten 
Erkennung von Stress sowie der Austausch mit Wissenschaftlern genutzt, um Projektergebnisse aus 
Cello zu diskutieren und auch zu validieren. 
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2 Teil II: Eingehende Darstellung 
Im Teilprojekt wurden folgende wissenschaftliche und technische Arbeitsziele des Gesamtvorhabens 
bearbeitet: 

1. Erforschung und Entwicklung eines Verfahrens zur Fusion multivariater Vitalparameter aus 
unterschiedlichen Mobilgeräten und Plattformen insbesondere bei unvollständigen und 
qualitativ eingeschränkten Datenbeständen 

2. Erforschung und Entwicklung von adaptiven CNN-basierten Analyseverfahren zur 
personalisierten und automatisierten Anomalienerkennung, sowie Belastungserkennung in 
multivariaten Vitalparametern 

Die Belastungs- bzw. Anomalienerkennung mittels CNN-basierten Analyseverfahren wurde 
anhand von WESAD-Daten prototypisch umgesetzt. Erste Ergebnisse deuteten darauf hin, dass eine 
personalisierte Belastungserkennung mit 92% Genauigkeit möglich sein wird. Abbildung 2 zeigt die 
Ergebnisse einer Leave-One-Subject-Out Kreuzvalidierung des entwickelten ML-Modells. Das Modell 
hatte bereits gute Ergebnisse bei der Detektion von Stress zeigen können. Zur Belastungserkennung 
wurden hierfür aufgezeichnete Daten einer Empatica E4 verwendet. Insbesondere die Verwendung des 
Photoplethysmography (PPG) und Beschleunigungssensor (ACC) Signals ermöglichte eine gute 
Erkennung von Stressphasen. Die Limitationen dieses Ansatzes mussten jedoch weiterhin untersucht 
werden.  

 
Abbildung 2 - Ergebnisse einer LOSO Kreuzvalidierung. Die Ergebnisse zeigen, dass Stress im Durchschnitt mit einer Genauigkeit 
von 92% erkannt werden kann 

Die Herausforderungen einer Stresserkennung lagen hierbei in der Multimodalität und in der 
Subjektivität von Stress. Zur Verwendung von Modellen des ML war es wichtig, multimodale Daten in 
eine homogene Datenstruktur zusammenzuführen. Dies stellte den nächsten Schritt bei der Entwicklung 
etwaiger Modelle dar. Ein Beispiel für ein Stresssignal kann der Abbildung 3 und Abbildung 4 
entnommen werden. Hier zeigte sich, dass insbesondere die Elektrodermale Aktivität ein guter akuter 
Stressmarker ist. Die Verwendung physiologischer Signale mit anderen Modalitäten wie beispielsweise 
GPS-Standort, Aktivität und Schlaf sind der Schlüssel zur korrekten Klassifizierung von Stressphasen. 
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Im späteren Verlauf der Forschungsarbeiten kamen Elektrokardiogramm-Daten zur Charakterisierung 
von Stress mittels der CNN-basierten Verfahren hinzu. Die Identifizierung relevanter Merkmale aus 
einem Elektrokardiogramm (EKG) zur Charakterisierung von Stress beinhaltete die Extraktion wichtiger 
Informationen aus dem EKG-Signal, die mit dem Stresslevel einer Person korrelieren. Dazu wurde 
zunächst ein Datensatz erstellt, der eine möglichst große Anzahl an Individuen umfasst und Variationen 
der Physiologie. Anschließend wurden die zusammengefassten Daten vorverarbeitet. Dabei kamen 
insbesondere digitale Filter zum Einsatz, um Rauschen und andere Störungen im EKG-Signal zu 
entfernen (Vorverarbeitung). Die Daten wurden dann in Stress- und Baselinephasen unterteilt um 
anschließend die Merkmale aus diesen Phasen zu extrahieren und zuzuordnen (Merkmalsextraktion). 
Die Untersuchung der Merkmale ergab, dass insbesondere Merkmale aus dem sog. Zeitbereich bei 
einer kurzen Herzratenvariabilitätsmessung den größten Einfluss auf die Stresserfassung haben. Eine 
30-sekunden andauernde Messung, die heutzutage gewöhnliche Smartwatches bieten (Apple Watch 
Series 5 und Withings Scanwatch), ist nicht ideal zur Erfassung der Herzratenvariabilität. Nur wenige 
Merkmale der Herzratenvariabilität lassen sich zuverlässig über diese Zeit bestimmen (siehe Abbildung 
2).  
Es wurden vier verschiedene Datensätze mit insgesamt 200 Personen mit unterschiedlichen 
physiologischen Ausgangsparametern zur automatisierten Stresserfassung mithilfe von EKG-Daten 
untersucht. Das EKG ist eines der entschiedensten Modalitäten, um Stress zu detektieren. Es ist zudem 
auch in kommerziellen Smartwatches verfügbar.  Die aus dem EKG extrahieren Merkmale wurden aus 
den bisherigen Arbeiten übernommen. Insbesondere die Herzrate und Herzratenvariabilität (siehe 
Abbildung 3) zeigten hier gute Ergebnisse. Die Stresserkennungsrate (F1-Score) lag hierbei bei über 
75% bei allen Datensätzen, was darauf hindeutet, dass es möglich ist, akuten Stress mithilfe von EKG-
Daten zu identifizieren. 
 

Abbildung 4 - Stress äußert sich insbesondere in der 
Elektrodermalen Aktivität (EDA) 

Abbildung 3 - Auch zu Beginn des Experiments zeigt 
sich eine hohe EDA. Die Horizontale Achse bildet hier 
die Zeit ab, die Vertikale die Ausprägung der EDA, 
skaliert. 
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       Abbildung 1 - Verteilung des RMSSD Merkmals aus EKG Daten bei Stress und Ruhephasen. 

2.1 Erzielte Ergebnisse 
Neben den Konzepten zur Datenfusion, Anomalien- sowie Belastungserkennung sind die 
wesentlichen Ergebnisse des Projektes die technologischen Komponenten zur Umsetzung dieser drei 
Verfahren. Die Verfahren wurden in einem mehrstufigen Ansatz zur Erkennung von Stress (siehe 
Abbildung) integriert: 

 

Abbildung 2: Grundsätzliches Verfahren zur Stresserkennung in Cello. 

Auf drei Ebenen wurden mit Hilfe des entwickelten Verfahrens zunächst passive Aufzeichnungen für 
eine erste Stresseinschätzung (Level 1) genutzt. Bei vorliegenden Stresssignalen wurde ein feineres 
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Sampling der Herzrate, Bewegungen usw. durchgeführt und auf diesen Daten die Stresserkennung in 
Level 2 ausgeführt. Wurden auch hier Stresssignale detektiert wurde das aktive Aufzeichnen und 
Auswerten zusätzlicher EKG-Daten (Level 3) ausgeführt sowie ein Ecological Momentary Assessment 
(EMA) als explizites und subjektives Labeling der Daten erhoben.  

Der grundsätzliche Aufbau der Stresserkennungsalgorithmik ist dem folgenden Schaubild zu 
entnehmen: 

 

Abbildung 3: Aufbau der Stresserkennungsalgorithmen 

Das CNN bildet hierbei den Kern des Verfahrens und verknüpft die EKG-Daten mit bereits 
vorverarbeiteten Stressmerkmalen aus EKG, Bewegungs- und Schlafdaten um so einen stressfreien 
und einen gestressten Zustand der Nutzer unterscheiden zu können.  

2.2 Nutzen und Verwertbarkeit 
Die entwickelten Verfahren wurden auf der Basis sehr unterschiedlicher Datenqualitäten und 
Datenquantitäten entwickelt. Ihre kritische Analyse zeigt, dass besondere Herausforderungen in der 
Unvollständigkeit (z.B. Labeling) aber auch im den Daten zugrundeliegenden Bias zu finden sind. 

Die zuletzt in den Withings-Studien gesammelten Daten waren nicht ausreichend für das Training der 
Klassifikatoren. Aus diesem Grund wurden sie auf EKG-Daten, welche von der Universitätsmedizin 
Jena bereitgestellt wurden, trainiert. Es handelte sich hierbei um einen Datensatz aus einem Trier Social 
Stress Test (TSST). Die Daten wurden imputiert sowie für Stufe 2 die Herzrate abgeleitet und auf die 
benötigte Samplingrate gebracht. Für die Ergebnisse der Klassifikatoren wurden verschiedene 
Schwellwerte betrachtet. 

 

Abbildung 3: Confusion Matrix für 

Stufe 2, Schwellwert 0.7 

Abbildung 1: Confusion Matrix für 

Stufe 2, Schwellwert 0.3 

Abbildung 2: Confusion Matrix für 

Stufe 2, Schwellwert 0.5 
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Für Stufe 3 wurden zwei unterschiedliche Ansätze verglichen. Beim ersten werden zunächst aus den 
EKG-Daten HRV-Features abgeleitet und auf diesen klassifiziert, während beim zweiten die EKG-Daten 
direkt verwendet werden. Nach einem Vergleich der Performance wurde der zweite Ansatz verfolgt. 

 

 

 

 

 

 

 

 

 

 

 

Da Feedback durch das Ecological Momentary Assessment (EMA) nur bei positiver Klassifikation 
möglich ist, sind ‚False Positive‘- gegen über ‚False Negative‘-Klassifikationen zu bevorzugen.  

Die Modelle zur Stresserkennung wurden zunächst auf EKG-Daten, welche von der Universitätsmedizin 
Jena bereitgestellt wurden, trainiert. Dieser Datensatz wurde mit Hilfe des Trier Social Stress Tests 
(TSST) erzeugt und weist entsprechende Label auf. Um die Modelle auf die Withings-Daten anzupassen 
und darauf zu evaluieren, werden Label benötigt. Da für die Daten aus den Withings-Feldtests keine 
Ground-Truth-Labels existieren, werden aus den Antworten im EMA binäre Label (‚gestresst‘, ‚nicht 
gestresst‘) erzeugt. 

In beiden Studien wurde von den Teilnehmern geringer Stress angegeben, dies spiegelt sich in den 
erzeugten Labeln wider. Auffällig sind zudem die unterschiedlichen Verteilungen auf den Skalen zur 
Stressfrage. Bei der Studie in Jena wurde deutlich seltener ein geringer Stresswert größer 0 angegeben, 
vermutlich bedingt durch die vorangestellte Ja/Nein-Frage.  

 

 
Abbildung 13: Stressfrage Jena, Skala 0 bis 7, linker 

Balken: ungültige Antworten 
Abbildung 12: Stressfrage Tübingen, Skala 0 bis 10 

Abbildung 5: Confusion Matrix für Stufe 3 

mit HRV-Features, Schwellwert 0.5 

Abbildung 4: Confusion Matrix für Stufe 

3 mit HRV-Features, Schwellwert 0.3 

Abbildung 6: Confusion Matrix für Stufe 

3 mit HRV-Features, Schwellwert 0.7 
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Abbildung 14: Erzeugte Label, 4 - Jena, 15 - Tübingen 

Durch diese ungleiche Verteilung zwischen ‚gestresst‘ und ‚nicht gestresset‘ sowie die geringe 
Datenmenge aus den Withings-Studien gibt es nur wenige Messungen mit einem positiven Stresslabel. 
Dieser Bias muss beim Finetuning und Validieren der Modelle beachtet werden. Mit dem Vorliegen 
zusätzlicher Withings-Daten sollten die Modelle weiterführend evaluiert werden. 
 

Unabhängig von der direkten Nutzbarkeit der trainierten Modelle für neue Patient:innen/Proband:innen 
zeigt sich jedoch, dass die grundsätzliche Erkennung von Stress allgemein und individualisiert 
technologisch durchführbar ist und somit eine Erreichung der Projektziele nahelegt. Die entwickelten 
Verfahren und Technologien sind nicht nur im Bereich der Forschung nachnutzbar und verwertbar 
sondern können insbesondere auch in praktische Anwendungen zum Beispiel im Rahmen eines 
betrieblichen Gesundheitsmanagements überführt werden.   

2.3 Fortschritt bei anderen Stellen 
Es wurden keine für das Vorhaben relevanten FE-Ergebnisse von dritter Seite bekannt. 

2.4 Veröffentlichungen 
Im Rahmen der NØRD Messe 2024 erfolgte am 30.05.2024 ein Fachvortrag für das Messepublikum 
durch unseren Wissenschaftlichen Mitarbeiter Erik Endlicher mit dem Thema „Berührungslose 
Vitaldatenanalyse für medizinische und berufliche Einsatzgebiete“ 
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