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1. Teil 1 - Kurzdarstellung 

1.1 Aufgabenstellung 

Das Projekt KIRA adressiert die ganzheitliche Optimierung des Betriebs von elektrischen 

Traktionsantrieben durch den Einsatz von Methoden basierend auf künstlicher Intelligenz (KI). 

Haupthebel sind neuartige Ansteuerungs- und Regelungskonzepte, welche eine grundlegende 

Überarbeitung der gängigen Methoden und Modelle voraussetzen. Mit ihrer 

Optimierungsmethodik setzt KIRA bei den wesentlichen Schlüsselaspekten des 

Elektroantriebs für Fahrzeuge an: Erhöhung des Wirkungsgrads, Erhöhung der 

Leistungsdichte, Reduktion störender Geräuschentwicklung und Erhöhung der 

Drehmomentgenauigkeit. Um diese Ziele zu erreichen, setzt KIRA auf ein eng verkettetes 

Vorgehen über alle relevanten Antriebsebenen (Fahrzeug, Antriebsstrang, 

Unterkomponenten) in Verbindung mit der umfangreichen Fachkompetenz des Konsortiums. 

Die erarbeiteten Methoden und Ergebnisse sind generell auf alle elektrischen Antriebsstränge 

übertragbar und werden an geeigneten Prüfständen sowie einem skalierten 

Fahrzeugdemonstrator prototypisch nachgewiesen. 

1.2 Voraussetzungen, unter denen das Vorhaben durchgeführt wurde 

Das ISEA hat in vergangenen Projekten im Bereich der akustischen Modellierung elektrischer 

Maschinen viel Expertise sammeln können. So wurde am Institut über mehrere 

Forschungsprojekte hinweg eine Toolchain zur Synthese der akustischen Emissionen 

elektrischer Maschinen aufgebaut, die auch in KIRA genutzt werden soll. Außerdem wurde in 

mehreren Publikationen des ISEA bereits die gezielte Unterdrückung akustischer Emissionen 

in elektrischen Antrieben gezeigt, hier allerdings zunächst nur vorgesteuert und ohne 

Feedbackpfad. 

Im Bereich der thermischen Modellierung und Regelung wurde im Rahmen des Projekts 

ThermoRaise (Förderkennzeichen BMBF 03VP01080) die im Projekt angestrebte thermische 

Überlastregelung auf Basis von LPTN bereits implementiert und die Potenziale wurden 

aufgezeigt. 

1.3 Planung und Ablauf des Vorhabens 

Das Projekt wird insgesamt in vier Arbeitspakete unterteilt, die Abbildung 1 entnommen 

werden können. Insgesamt wurden über das Projekt verteilt acht Meilensteine definiert, 

anhand derer die Validierung der gesteckten Ziele erfolgt.  
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Abbildung 1: Überblick der Arbeitspakete im Rahmen des Gesamtprojektes inklusive 
Meilensteinen 

In Arbeitspaket 1 werden unterschiedliche Anwendungsfälle und Nutzungsbereiche von KI-

Ansätzen definiert sowie Bewertungsmatrizen erstellt, um sowohl anwendungs- als auch 

problemspezifische Kriterien zur Bewertung der KI-Ansätze festzulegen. Arbeitspaket 2 

fokussiert sich auf KI-basierte Regelungskonzepte für elektrische Traktionsantriebe. Im 

Arbeitspaket 3 werden sowohl konventionelle als auch KI-basierte Modelle entwickelt. Im 

Arbeitspaket 4 werden die zuvor entwickelten Regelungen und Modelle am Prüfstand und 

Demonstratoren validiert und mit den in Arbeitspaket 1 definierten Bewertungsmatrizen 

bewertet.  

1.4 Wissenschaftlicher und technischer Stand, an denen angeknüpft wurde 

Der Stand der Technik vor Beginn des Vorhabens gestaltet sich bei der thermischen 

Modellierung und Regelung wie folgt: 

• Das ISEA besitzt bereits tiefe Kenntnisse in der konventionellen Modellierung des 

thermischen Verhaltens elektrischer Maschinen. In vorherigen Forschungsvorhaben 

wurde am ISEA eine Methodik zur automatisierten Erzeugung ortsaufgelöster 

thermischer Modelle für elektrische Maschinen entwickelt. Die Methodik ist 

ausführlich in [1] beschrieben.  

• Im Bereich der thermischen Regelung wurde im Projekt ThermoRaise 

(Förderkennzeichen BMBF 03VP01080) bereits eine Überlastregelung basierend auf 

LPTN Modellen implementiert und die Potenziale aufgezeigt. 
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Der Stand der Technik vor Beginn des Vorhabens gestaltet sich bei der akustischen 

Modellierung und Regelung wie folgt: 

• Das ISEA besitzt bereits umfangreiche Kenntnisse in der konventionellen Modellierung 

des akustischen Verhaltens elektrischer Maschinen. Das konventionelle Verfahren der 

akustischen Modellierung von elektrischen Maschinen kann [2] entnommen werden.  

• Das Verfahren zur Reduktion der Noise, Vibration, Harshness (NVH) einer elektrischen 

Maschine basiert auf dem Verfahren aus [3]. 

1.5 Zusammenarbeit mit anderen Stellen 

Das Projektkonsortium schließt sich aus insgesamt zehn Projektpartnern zusammen. Für den 

Projekterfolg ist die enge und domänenübergreifende Verzahnung der Partnerbeiträge mit 

einem breit gefächerten Kompetenzspektrum entscheidend. Die Zusammenarbeit der Partner 

wird durch eine eng verlinkte Arbeitspaketstruktur sichergestellt. Durch die zielgerichtete 

Anforderungsanalyse wird zu Beginn des Projekts sichergestellt, dass die Bewertung der im 

Projekt entwickelten Methoden nach belastbaren und nachvollziehbaren Kriterien geschieht. 

Durch die Einbeziehung der Partner aus verschiedenen Stufen der Lieferkette wird 

sichergestellt, dass der Bezug zur Anwendung immer im Fokus steht. 

Zusätzlich wurde seitens des ISEA und des Fraunhofer IISB ein Unterauftrag an GaussML 

verteilt, welches bei der Prüfung und Anpassung geeigneter Optimierungsverfahren 

unterstützt hat. 



4 Teil 2 – Eingehende Darstellung  

 

19I21030G KIRA – KI-Methoden zur optimierten Regelung elektrischer Traktionsantriebe 

 

2. Teil 2 – Eingehende Darstellung 

2.1 Verwendung der Zuwendung und der erzielten Ergebnisse im 
Einzelnen, mit Gegenüberstellung der vorgegebenen Ziele 

Die im Projekt behandelten Themen adressieren primär die Programmsäulen „KI-Verfahren 

für einen optimierten Betriebszustand und eine energieeffiziente Betriebsstrategie“ und „KI-

Verfahren in der Fahrzeugentwicklung“ der Ausschreibung „Künstliche Intelligenz als 

Schlüsseltechnologie für das Fahrzeug der Zukunft“, da KI-Methoden einerseits für 

intelligentes Fahrzeug- und Energiemanagement und zur Zustandsüberwachung und 

andererseits auch zur Vereinfachung und Optimierung von Simulation und Prüfstandstests 

genutzt werden soll. 

Die Ziele des ISEA im Projekt KIRA lassen sich in zwei Teilbereiche gliedern. Einerseits soll durch 

eine vereinfachte KI-basierte akustische Modellierung der elektrischen Maschine die Regelung 

der akustischen Emissionen ermöglicht werden. So sollen die akustischen Emissionen 

insbesondere in kritischen Betriebspunkten des Antriebs deutlich reduziert, werden und der 

Fahrkomfort in Elektrofahrzeugen erhöht werden. KI-basierte Modelle bieten hier die 

Möglichkeit die komplexen multiphysikalischen Zusammenhänge von der Anregung bis zur 

Abstrahlung akustischer Emissionen vereinfacht abzubilden. Durch diese Vereinfachung soll 

eine Echtzeitfähigkeit des akustischen Modells bei gleichzeitig ausreichend hoher Genauigkeit 

erreicht werden. Dieses echtzeitfähige Modell kann dann in die Regelung der elektrischen 

Maschine eingebunden und dazu genutzt werden, akustische Emissionen abzuschätzen und 

gezielt zu unterdrücken. 

Andererseits soll das thermische Verhalten der elektrischen Maschine abgebildet werden. 

Auch hier bieten KI-basierte Ansätze wie z. B. neuronale Netze das Potential, die 

Rechenintensität der Modelle deutlich zu verringern, ohne die Genauigkeit negativ zu 

beeinflussen. Hier soll zunächst gezeigt werden, dass KI-basierte Modelle vergleichbare 

Ergebnisse zu klassischen Modellierungsansätzen liefern. Abschließend wird eine thermische 

Überlastregelung implementiert, die die maximal mögliche Auslastung der elektrischen 

Maschine deutlich erhöhen soll. 

Ein weiteres Ziel des ISEA ist, die optimale Generierung von Trainingsdaten für die oben 

genannten Modellierungsansätze zu finden. Dabei sollen sowohl modellbasierte Daten als 

auch Daten aus Prüfstandsmessungen untersucht werden. 

2.1.1 AP 1: Bewertung von KI-Methoden in Traktionsantrieb 

Die Schritte in Arbeitspaket (AP) 1 bestehen aus der Identifikation von Anforderungen 

(AP 1.1), der Betrachtung auf Systemebene (AP 1.2) sowie der Evaluation der 

Regelungsverfahren (AP 1.3). 
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AP 1.1: Identifikation von Anforderungen 

Zum Projektstart wurden in Zusammenarbeit mit dem Projektkonsortium Anforderungen für 

die KI-basierten Modelle und Regelungen identifiziert. Seitens des ISEA wurde im AP 1.1 

zunächst eine Literaturrecherche durchgeführt, welche geeignete KI-Methoden 

herausgearbeitet hat, die für die im Projekt definierten Forschungsschwerpunkte in Frage 

kommen. 

Die Forschungsschwerpunkte des ISEA lassen sich in zwei Domänen aufteilen. Der erste 

Forschungsschwerpunkt beschäftigt sich mit dem Themengebiet der Akustik. Hierbei soll zum 

einen untersucht werden, inwiefern die multiphysikalische Modellierung der akustischen 

Emissionen durch KI-Methoden unterstützt bzw. substituiert werden kann. Ziel ist sowohl eine 

Senkung der Rechenintensivität als auch eine Minderung der Fehleranfälligkeit. Zum anderen 

wird untersucht, ob die konventionelle Regelung der akustischen Emissionen durch 

Injektionen von Stromharmonischen durch die Verwendung von KI-Algorithmen in Hinsicht 

auf Lautheit, Rechenintensität und Echtzeitfähigkeit verbessert werden kann. 

Der zweite Forschungsschwerpunkt fokussiert sich auf das Themengebiet der Thermik. Neben 

den konventionellen thermischen Modellen basierend auf einem Lumped-Parameter-

Thermal-Network (LPTN) oder einem Finite Elemente Modell (FEM) werden auch KI-basierte 

Modellansätze auf ihre Eignung zur echtzeitfähigen, präzisen Modellierung von Verlusten und 

Temperaturverteilungen in elektrischen Maschinen untersucht. 

Die Eigenschaften der verschiedenen KI-Methoden werden im Nachfolgenden 

zusammengetragen und vorgestellt. 

KI-Methoden lassen sich allgemein in vier Kategorien einordnen [4]: 

• Expertensysteme,  

• Fuzzy-Logik,  

• metaheuristische Methoden und  

• Maschinelles Lernen. 

Im Rahmen des Projektes hat sich das ISEA insbesondere auf letzteres Verfahren, das 

maschinelle Lernen fokussiert, da hier die größten Potenziale für die Forschung erwartet 

werden.  

Maschinelles Lernen ist ein viel umfassendes Themengebiet, welches das übergeordnete Ziel 

verfolgt, einem Computer die Fähigkeit zu geben, aus Erfahrungen (also Training) zu lernen. 

Es wird zwischen überwachtem Lernen (engl. Supervised Learning), unbewachtem Lernen 

(engl. Unsupervised Learning) und bestärkendem Lernen (engl. Reinforcement Learning) 

unterschieden. 
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Unbewachtes Lernen wird hauptsächlich für Clustering-Aufgaben verwendet. Das heißt, dass 

Muster in Daten ohne Verknüpfungen zwischen Eingangs- und Ausgangswerten (ungelabelten 

Datensätzen) gefunden werden. Diese Technik wird verwendet, wenn Daten untersucht 

werden sollen, aber kein Ziel festgelegt ist oder Unsicherheit über die Informationen der 

Daten besteht. Weiterhin ist es ein geeignetes Verfahren, um die Größe von Datensätzen zu 

reduzieren.  

Im Gegensatz dazu wird beim überwachten Lernen ausschließlich mit gelabelten Daten 

trainiert, d. h., dass den Eingangswerten Ausgangswerte zugeordnet werden müssen. Durch 

das Trainieren mit gelabelten Daten kann der Algorithmus lernen, zukünftige Ausgangswerte 

vorherzusagen. Typische Einsatzgebiete vom überwachten Lernen sind die Klassifikation und 

Regression. Klassifizierungsverfahren sagen dabei diskrete Antworten voraus (z. B. für E-Mail-

Spamfilter) wohingegen Regressionsverfahren kontinuierliche Antworten voraussagen (z. B. 

die Temperatureinstellung für Thermostate). 

Das bestärkende Lernen hingegen benötigt keine Trainingsdaten [4]. Es ist eine zielorientierte 

Strategie, die durch Interaktion mit einem System oder einem Systemmodell über eine Trial-

and-Error-Methode optimiert wird. Beispielsweise können mit dieser Methode Regler 

ausgelegt werden, die die Auswirkungen ihrer eigenen Aktionen beobachten und die 

gesammelten Erfahrungen nutzen, um geeignete Regelparameter zu bestimmen [5]. Aufgrund 

der direkten Interaktion mit einem System ist das bestärkende Lernen vorteilhaft für Fälle, in 

denen das System wenig bekannt oder schwierig zu formulieren ist [4], wie es z. B. bei der 

akustischen Modellierung der Fall ist. Bei der akustischen Modellierung handelt es sich um 

eine multiphysikalische Modellierung, d. h., dass verschiedene Domänen Verwendung finden. 

Es ergeben sich Schnittstellen zwischen den elektrischen Ersatzschaltbildern der Maschine zur 

Arbeitspunktbestimmung, über die Verwendung der simulierten elektromagnetischen Felder 

und deren resultierenden Kräften im Luftspalt zur anschließenden Berechnung des 

akustischen Spektrums aufgrund der Vibrationen der Maschine. 

Neben den möglichen Methoden wird ebenfalls betrachtet, inwiefern die KI-Methoden in der 

Regelung und Modellierung eingesetzt werden können. Konkret kann zwischen KI-assistierten 

und KI-basierten Verfahren unterschieden werden.  

KI-assistierte Verfahren zeichnen sich dadurch aus, dass sie bestimmte Komponenten einer 

konventionellen Regelung oder Modellierung ersetzen oder unterstützen, während das 

Grundgerüst des konventionellen Ansatzes bestehend bleibt. KI-basierte Verfahren hingegen 

zeichnen sich dadurch aus, ganze Teile oder Systeme durch KI-Verfahren zu ersetzen.  

Im Rahmen des Projektes werden sowohl für die Regelung als auch für die Modellierung 

sowohl KI-assistierte als auch KI-basierte Verfahren in Betracht gezogen. 

AP 1.2: Betrachtung auf Systemebene 

Im Arbeitspaket 1.2 ist das ISEA planmäßig nicht beteiligt. 
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AP 1.3: Evaluation der Regelungsverfahren 

Für die Implementierung auf einem RCP System ist geplant, die entwickelten 

Regelungskonzepte auf dem am ISEA vorhandenen dSPACE MicroLabBoxen (MLB) 1202/1302 

zu implementieren. Die MLB ist ein RCP System für die Laborumgebung und bietet I/O-

Schnittstellen für analoge und digitale Signale. Die Verbindung zum Host-PC wird über eine 

Ethernet-Schnittstelle realisiert. Die MLB kann über MATLAB®/Simulink implementiert 

werden. Im Laufe des Projektes ist geplant, die implementierten Modelle und Regelungen in 

die bestehende Prüfstandsteuerung zu integrieren. Hierfür ist es notwendig, die trainierten 

neuronalen Netze in MATLAB®/Simulink zu importieren. Eine Recherche hat ergeben, dass 

MathWorks® für solche Zwecke eine Deep Learning-Toolbox™ [6] entwickelt hat, welche es 

ermöglicht, trainierte neuronale Netze in MATLAB®/Simulink zu integrieren.  

Um die entwickelten KI-Verfahren mit den konventionellen Verfahren zu vergleichen, wurde 

im Laufe des AP 1 eine Bewertungsmatrix nach Tabelle 1 erstellt. Die KI-Verfahren werden 

demnach über fünf Kriterien untereinander verglichen.  

Tabelle 1: Erarbeitete Bewertungsmatrix zur Bewertung eines KI-Verfahrens 

 Modellierung / Regelung 

Konventionell KI-assistiert KI-basiert 

Genauigkeit    

Aufwand bzw. 

Handhabung 

   

Performance    

Echtzeitfähigkeit    

Rechendauer    

 

AP 1.4: Evaluation der Modellierung 

Die im AP 1.3 erarbeitete Bewertungsmatrix wird ebenso für die in Rahmen des Projektes 

erstellten Modelle genutzt.  



8 Teil 2 – Eingehende Darstellung  

 

19I21030G KIRA – KI-Methoden zur optimierten Regelung elektrischer Traktionsantriebe 

 

2.1.2 AP 2: KI-Ansätze zur Verbesserung der Antriebsregelung 

AP 2 besteht aus zwei Teilarbeitspaketen. Im ersten Teilarbeitspaket (AP 2.1) werden 

klassische Regelungsverfahren offline durch KI optimiert. Im zweiten Teilarbeitspaket (AP 2.2) 

werden KI-basierte Regelungsverfahren zur Optimierung von Effizienz, akustischen 

Emissionen und Drehmomentgenauigkeit untersucht. 

AP 2.1: Regelung optimiert durch KI 

Im AP 2.1 ist das ISEA planmäßig nicht beteiligt.  

AP 2.2: KI-basierte Regelung 

Thermische Regelung 

Hinsichtlich der thermischen Regelung soll in diesem AP einerseits die Überlastregelung einer 

elektrischen Maschine untersucht werden und zusätzlich wie die Drehmomentgenauigkeit 

erhöht werden kann.  

Die Überlastregelung einer elektrischen Maschine wurde bereits im Projekt ThermoRaise 

(Förderkennzeichen BMBF 03VP01080) implementiert und deren potentiale aufgezeigt. 

Abbildung 2 wiederholt das Strukturbild einer Model-Prädiktiven Regelung (engl. Model 

Predictive Control, MPC), welche für die Überlastregelung eingesetzt wurde. 

 

Abbildung 2: Strukturbild der Überlastregelung aus dem Projekt ThermoRaise 
(Förderkennzeichen BMBF 03VP01080) 

MPC ist eine modellbasierte Regelung. Unter Besichtigung thermischer Eigenschaften der 

elektrischen Maschine und Regelung wird für die Überlastregelung eine vereinfachte 

Kostenfunktion angenommen.  



Teil 2 – Eingehende Darstellung 9 

 

19I21030G KIRA – KI-Methoden zur optimierten Regelung elektrischer Traktionsantriebe 

 

𝑱(𝑵) = ||𝒚̃(𝒌 + 𝑵|𝒌) − 𝒘||
𝟐

𝟐
, 𝑵 = 𝑵𝟐 (1) 

In (1) entspricht 𝑤 einer vordefinierten Trajektorie, welche die maximale zulässige 

Temperatur repräsentiert, 𝑘 den aktuellen Zeitschritt und 𝑁 den Regelhorizont. Der 

Ausgangsvektor 𝑦̃(𝑘 + 𝑁|𝑘) wird über das zeitdiskrete Systemmodell (𝐀, 𝐁, 𝐂) zum Zeitpunkt 

(𝑘 + 𝑁) berechnet. Über die Minimalstelle der Kostenfunktion kann somit über das 

zeitdiskrete thermische Modell der elektrischen Maschine, der optimale Eingangswert so 

bestimmt werden, dass eine maximal zulässige Temperatur nicht überschritten wird. Details 

zu der MPC sind im Abschlussbericht von Projekt ThermoRaise (Förderkennzeichen BMBF 

03VP01080) nachzulesen. 

Innerhalb des Projektes KIRA sollte untersucht werden, inwiefern die MPC durch KI-Ansätze 

optimiert werden lässt. Ein möglicher Ansatzpunkt ist das Modell, welches die MPC für die 

Vorhersage der zukünftigen Temperatur verwendet. Nach einer Literaturrecherche wurde 

eine von Matlab Simulink zur Verfügung gestellte Toolbox gefunden [7]. Die Toolbox nutzt ein 

Neuronale Netz (NN), um das zukünftige Verhalten eines nicht linearen Modells zu schätzen, 

und der Regler berechnet die optimalen Eingangswerte über einen bestimmten zukünftigen 

Zeithorizont. Abbildung 3 zeigt das Strukturbild der Toolbox. 

 

Abbildung 3: Strukturbild des NN Prädiktiven Reglers [7] 

Die Toolbox ist so konzipiert, dass zunächst über ein Systemmodell Trainingsdaten erzeugt 

werden, die, nach der Einstellung der Hyperparameter des NN, genutzt werden, um das NN 

zu trainieren.  

Diese Toolbox wird verwendet, um eine MPC basierte Überlastregelung für die betrachtete 

elektrische Maschine zu implementieren. Simulationen haben gezeigt, dass die Rechenzeit des 

Modells für eine Anwendung am Prüfstand zu groß ist, sodass hier die geforderte 

Echtzeitbedingung nicht erfüllt werden kann. Hinsichtlich der definierten Bewertungsmatrix 

fällt dieses Verfahren somit raus.  
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Eine andere Möglichkeit, die Überlastregelung mithilfe von NN zu optimieren, ist die in 

Abbildung 2 gezeigte LUT für das maximale Drehmoment durch NN zu ersetzen. Allerdings ist 

diese LUT in diesem Fall nicht sonderlich komplex, sodass durch NN in diesem speziellen 

Anwendungsfall eher Nachteile als Vorteile entstehen. In dem Projekt wird aus den genannten 

Gründen der Fokus mehr auf die optimierten thermischen Modelle gelegt, da ein verbessertes 

thermisches Modell ebenso zu einer effektiveren Überlastregelung führt. Auf die verbesserten 

thermischen Modelle wird in AP 3.2 eingegangen. 

Das zweite Ziel der thermischen Regelung ist die Erhöhung der Drehmomentgenauigkeit 

mithilfe von KI-Ansätzen. Eine Möglichkeit, die hier als sehr vielversprechend gesehen wurde, 

ist das KI-assistierte Verfahren. So bietet die konventionelle Regelkreisstruktur in Abbildung 4 

verschiedene Ansatzpunkte, NN einzusetzen, um das Regelungsverfahren zu optimieren.  

 

Abbildung 4: Konventionelle Regelkreisstruktur 

Eine Möglichkeit, die häufig in der Literatur zu finden ist, ist, den Stromregler durch den Ansatz 

des bestärkten Lernens zu ersetzen [8]. Dadurch ergibt sich eine Regelkreisstruktur, bei der 

gezeigte Stromregler durch ein NN ersetzt wird [8]. Dieser Ansatz erlaubt, den Regler ohne 

Expertenwissen auszulegen. Der Nachteil dieses Verfahrens ist das zeitintensive Training 

sowie das im Verhältnis hierzu geringe Nutzen für diesen Anwendungsfall. Eine weitere 

Möglichkeit ist die Implementierung der Modulationsstrategie über NN [9]. Weiterhin gibt es 

zahlreiche Arbeiten zur Implementierung von Zustandsschätzern [10], 

Parameteridentifikationen [11] oder virtuellen Sensoren [12] über NN.  

In Rahmen dieses Projektes wird die Implementierung der übergeordneten Betriebsstrategie 

mithilfe NN näher betrachtet. Diese muss sicherstellen, dass die Referenzwerte der 

Stromkomponenten 𝑖d und 𝑖q so gewählt werden, dass der maximale Statorstrom 𝑖max und 

die maximale Statorspannung 𝑢max nicht überschritten werden. Gleichzeitig sollen die 

Sollwerte so gewählt werden, dass das geforderte Drehmoment 𝑇ref mit höchstem 

Wirkungsgrad erreicht wird. Hierfür berechnet die übergeordneten Betriebsstrategie die 
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optimalen Stromkomponenten 𝑖d und 𝑖q für den gewünschten Arbeitspunkt 𝑇ref in 

Abhängigkeit der mechanischen Winkelgeschwindigkeit 𝜔.  

Abbildung 5 zeigt den Betriebsbereich einer IPMSM mit den dazugehörigen Strom- und 

Spannungsbegrenzungen. Die Strombegrenzung ist durch den Maximum-Ampere-Kreis (MA-

Circle) gezeigt und wird entweder vom Umrichter oder der elektrischen Maschine 

vorgegeben. Die Spannungsbegrenzung ist über die Maximum Flux (MF) – Ellipsen gezeigt und 

ändert sich in Abhängigkeit mit der Drehzahl der elektrischen Maschine. Die Ellipsen 

vergrößern sich im Radius, wenn die Wellendrehzahl reduziert wird und umgekehrt.  

 

Abbildung 5: Übergeordnete Betriebsstrategie einer IPMSM 

Der effektiv genutzte Betriebsbereich wird durch die Maximum-Torque-Per-Ampere (MTPA) 

Trajektorie, MA-Circle und der Maximum-Torque-Per-Flux (MTPF) Trajektorie eingegrenzt und 

ist in Abbildung 5 grau hinterlegt.  

In Türkis ist ein beispielhafter Verlauf der optimalen Stromtrajektorie für ein bestimmtes 

Referenzdrehmoment eingezeichnet. Wie zu sehen, wird das Referenzdrehmoment zunächst 

in der Grunddrehzahl entlang der MTPA-Trajektorie eingestellt. Mit steigender Drehzahl 

gelangt die Maschine in den Feldschwächebereich. Hierbei wird durch die betragsmäßig 

größer werdende d-Komponente des Stromes sowie Verkleinerung der q-Komponente des 

Stromes erreicht, sodass weiterhin das gewünschte Drehmoment gestellt werden kann. 

Sobald der MA-Circle erreicht wird, kann das gewünschte Drehmoment nicht mehr gestellt 

werden. An diesen Punkt folgt die Trajektorie dem MA-Circle bis die MTPF-Trajektorie erreicht 

wird. Diese wird bis zur maximalen mechanischen Drehzahl der Maschine gefolgt.  

Aufgrund der zahlreichen optimalen Trajektorien und Grenzen, die den Referenzströmen 

auferlegt sind, sowie den bisher nicht erwähnten Sättigungs- und Kreuzkopplungseffekte 
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innerhalb der elektrischen Maschine, gibt es keinen einfachen Regler, der das Drehmoment 

präzise und schnell steuern kann [13]. Daher werden in der Praxis die in Abbildung 6 gezeigten 

Regelkreisstrukturen basierend auf zweidimensionalen Lookup-Tabellen (LUTs) bevorzugt.  

 

Abbildung 6: LUT-basierte Regelkreisstruktur für Bestimmung der optimalen Stromtrajektorie 

Wie Abbildung 6 zeigt, werden für die Struktur zwei verschiedene LUT benötigt. Eine, die die 

maximalen Drehmomente in Abhängigkeit von der Drehzahl speichert und eine, die die 

Referenzströme in Abhängigkeit vom geforderten oder maximalen Drehmoment und 

Drehzahl speichern.  

In Abbildung 7 ist angedeutet, wie die Referenzströme in den LUTs diskret gespeichert 

werden. Aufgrund der diskreten Speicherung wird üblicherweise folgende lineare 

Interpolationsmethode für die fehlenden Daten verwendet [14].  

𝑓(𝑥) = 𝑓(𝑥1) + (
𝑓(𝑥2) − 𝑓(𝑥1)

𝑥2 − 𝑥1
) ⋅ (𝑥 − 𝑥1) (1) 

Da diese Interpolationsmethode nicht der exakt der optimalen Trajektorie folgt, ist ein Fehler 

zwischen dem Referenzwert und dem interpolierten Ausgang unvermeidlich. 

 

Abbildung 7: 2D-Interpolation einer LUT 
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Aus Abbildung 7 geht hervor, dass insbesondere im Bereich der maximalen Leistungskurve 

Interpolationsfehler aufgrund der Nichtlinearitäten auftreten. Es ist ersichtlich, dass mit 

abnehmender Anzahl von Stützstellen diese Interpolationsfehler größer werden.  

Darüber hinaus treten in der Praxis Temperatureffekte auf, die den Verlauf der MTPA 

beeinflussen. Insbesondere die Magnettemperatur hat einen großen Einfluss auf das gestellte 

Drehmoment [15] und somit auch auf die MTPA. Im Folgenden wird der Einfluss der 

Magnettemperatur auf das gestellte Drehmoment verdeutlicht. Zu diesem Zweck werden für 

beide Stromkomponenten 𝑖d und 𝑖q zunächst je eine 2-D LUT erstellt mit jeweils 33 ×  10 

Stützstellen und einer festen Magnettemperatur von 𝜗m = 25°C. Die Abhängigen Variablen 

für diese LUT sind somit, wie in Abbildung 6 gezeigt, das Referenz-Drehmoment und die 

Drehzahl. Zum Vergleich werden zwei 3-D LUTs erstellt, welche als zusätzliche Abhängigkeit 

die Magnettemperatur berücksichtigt. In diesen Fall wird die Magnettemperatur für zwei 

Stützstellen bei 𝜗m = {25, 75} C hinterlegt, sodass sich zwei 3-D LUTs der Größe 2 × 33 × 10 

ergeben. Die Größe der LUTs vervielfacht sich demnach in Abhängigkeit der angegebenen 

Stützstellen. Werden weitere Abhängigkeiten, wie z. B. die Zwischenkreisspannung 

berücksichtigt, wachsen die LUTs exponentiell.  

In Abbildung 8 ist der Einfluss der Magnettemperatur auf das Drehmoment gezeigt.  

 

Abbildung 8: Vergleich der Messergebnisse für LUTs mit und ohne Temperaturkompensation 

Um den Einfluss der Magnettemperatur zu zeigen, wurde bei einer festen Drehzahl 

𝑛 =  2500 rpm verschiedene Drehmomente (𝑇ref = {10, 20, 30, 40, 50} Nm) eingestellt. Die 

Messreihen wurden bei zwei verschiedenen Messungen aufgenommen, wobei bei beiden 

Messungen die Magnettemperatur bei ca. 𝜗m ≈ 60°C war. 
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Zunächst einmal fällt auf, dass der Einfluss der Magnettemperaturkompensation deutlich zu 

sehen ist. So sieht man insbesondere im letzten Arbeitspunkt bei 𝑇ref = 50 Nm, dass das 

gestellte Drehmoment bei den Verfahren ohne Temperaturkompensation 

ca. 3 Nm voneinander abweichen. Die Kompensation der Temperatureffekte vergrößert 

demnach deutlich die Drehmomentgenauigkeit. Des Weiteren fällt auf, dass das gestellte 

Drehmoment bei 𝑇ref = 50 Nm etwas größer ist als gefordert. Die Abweichung kommt von 

Ungenauigkeiten bei der Berücksichtigung der Sättigungseffekte im Simulationsmodell. 

Hierbei muss festgehalten werden, dass das fehlerhafte Simulationsmodell auf beide Ansätze 

den gleichen Einfluss hat, sodass die Kernaussagekraft der Messergebnisse bestehen bleibt.  

Aus Abbildung 8 geht hervor, dass es in der Praxis notwendig ist, die Magnettemperatur bei 

der Bestimmung der Stromkomponenten 𝑖d und 𝑖q zu berücksichtigen. Allerdings wachsen die 

LUTs mit jeder Dimension die betrachtet wird exponentiell an, sodass letztendlich zwischen 

Speicherplatzbedarf und Interpolationsgenauigkeit abgewägt werden muss.  

In Rahmen dieses Projektes wurde auf der internationalen ITEC-AP Konferenz eine Methode 

vorgestellt, diese LUT mit NN zu ersetzen, um die diversen Nachteile der LUT zu reduzieren. 

Abbildung 9 zeigt die entsprechende Regelkreisstruktur. 

 

Abbildung 9: KI-assistierte Regelkreisstruktur [16] 

Wie in der Abbildung zu sehen, werden die Stromtrajektorien in Abhängigkeit des Referenz-

Drehmoments, der Geschwindigkeit und der Magnettemperatur bestimmt. In [16] wurde 

simulativ gezeigt, dass die Interpolationsgenauigkeit bei geringerem Speicherplatzbedarf von 

NN besser ist als die von LUT. Abbildung 10 zeigt dies für die q-Komponente des Stromes bei 

fester Magnettemperatur und verschiedenen Referenzdrehmomenten.  
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Abbildung 10: Vergleich der verschiedenen optimalen Stromverläufe 𝑖q bei konstanter 

Magnettemperatur 𝜗pm [16] 

In der Simulation wurde der Einfluss der Interpolationsfehler von NN auf die Berechnung der 

Stromkomponente 𝑖q gezeigt. Als Referenz wird ein Analytischer-Ansatz genommen. Es ist zu 

erkennen, dass, wie auch in Abbildung 7 zu sehen, der Interpolationsfehler im 

Feldschwächebereich am größten ist.  

In Erweiterung von [16] wurde am Prüfstand der Einfluss auf das gestellte Drehmoment 

untersucht. Zu diesem Zweck wurden zwei Messreihen bei jeweils fester Drehzahl von 𝑛 =

4300 rpm aufgezeichnet. In der ersten Messreihe (blau) wurden die optimalen 

Stromtrajektorien mit jeweils einen NN berechnet und in der zweiten Messreihe (rot) wurden 

die optimalen Stromtrajektorien mit jeweils einer LUT bestimmt. Bei beiden Ansätzen wurde 

die Kompensation der Temperatureinflüsse berücksichtigt. Die LUT hat eine Größe von 

33 × 10 × 2, wodurch insgesamt jeweils 660 Stützstellen abgespeichert werden müssen, 

während das NN jeweils nur 120 Stützstellen aufweist.  
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Abbildung 11: Vergleich der Drehmomentgenauigkeit bei NN und LUT 

Die Messungen bestätigen die Simulationen und zeigen, dass im Grunddrehzahlbereich die 

Genauigkeit zwischen LUT und NN kaum voneinander abweicht. Allerdings zeigt sich nahe der 

maximalen Leistungskurve im Feldschwächebereich eine deutliche Abweichung der LUT zum 

NN. Hier ist zu sehen, dass die LUT Stromkomponenten stellt, welche zu einem Drehmoment 

führen, welches ca. 5 Nm kleiner ist, als das geforderte und mögliche Drehmoment. Diese 

Abweichungen treten aufgrund der Interpolationsfehler in diesen Bereich auf.  

Es kann festgehalten werden, dass der Ansatz mit NN in diesem Fall eine deutliche Erhöhung 

der Drehmomentgenauigkeit aufweist. Durch den NN-Ansatz ist es möglich, die Maschine im 

Feldschwächebereich deutlich effektiver auszunutzen.  
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Akustische Regelung 

Zur Reduktion der Vibration einer elektrischen Maschine wird das Verfahren aus [3] 

verwendet und mit einem NN und einer LUT erweitert.  

 

Abbildung 12: Spannungsinjektion zur Reduktion der Vibration 

In Abbildung 12 wird das Verfahren aus [3] dargestellt. Zur Minimierung der Vibration wird 

eine harmonische Spannung im dq-System addiert, sodass die Vibration minimiert werden 

kann. Die harmonische Ordnung dieser Spannung ist dabei abhängig von der Anzahl der 

Statorzähnen und der Polpaarzahl. Die Anzahl der Statorzähne lag bei Testmaschine bei 36 

und die Polpaarzahl bei 6. Mit diesen Werten und der Gleichung aus [3] lässt sich bestimmen, 

dass die Mode 0 bei dem 36-fachen der mechanischen Drehfrequenz entsteht. Bei der 

vorhandenen Testmaschine, war insbesondere die 72-fache mechanische Drehfrequenz für 

die Mode 0 bei niedrigen Drehzahlen ausschlaggebend. Im Rahmen von diesem Projekt wurde 

für die Vibration der Drehzahlbereich bis 3000 rpm betrachtet, da dort die Vibration am 

stärksten ist. 

Während der Laufzeit kann diese Spannung durch drei Parameter verändert werden. Es kann 

die Amplitude 𝜓dq
12 , die Phasenverschiebung 𝜑dq

12  und die dq-Ebene γ verändert werden.  

Die Herausforderung bestand darin, für jeden beliebigen Arbeitspunkt die optimalen 

Parameter 𝜓dq
12 , 𝜑dq

12  und γ zu finden, sodass die Vibration der Maschine minimiert wird. Es 

wird ein Algorithmus entwickelt, welcher automatisch die optimalen Parameter der 

Spannungsinjektion für einen Arbeitspunkt bestimmt. Mit den gefundenen Parametern wird 

im Anschluss ein NN trainiert, welches auch für andere Arbeitspunkte die Parameter für die 

Spannungsinjektion bestimmen kann. Zusätzlich wird eine LUT erstellt, welche die optimalen 

Parameter für die gemessenen Arbeitspunkte enthält.  
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Abbildung 13: Vibration der elektrischen Maschine bei 1080 rpm und 80 Nm 

In Abbildung 13 wird die Vibration der elektrischen Maschine mit verschiedenen Parametern 

der Spannungsinjektion dargestellt. Die Amplitude und die Phasenverschiebung der 

Spannungsinjektion wurden zur besseren Veranschaulichung in eine komplexe Zahl 

𝜓⃗ dq
12  umgewandelt und in der Abbildung 13 als Real- und Imaginärteil dargestellt. Die in der 

Abbildung 13 dargestellte Vibration wurde bei einer Drehzahl von 1080 rpm und einem 

Drehmoment von 80 Nm gemessen. Anhand von dieser Messung lässt sich erkennen, dass die 

Vibration für eine definierte Spannungsinjektion am geringsten ist und die Vibration der 72-

fachen der mechanischen Drehfrequenz bis auf null kompensiert werden kann. Die optimalen 

Parameter der Spannungsinjektion wurden mit Hilfe eines sogenannten Grid-Search 

Verfahren bestimmt. Hierbei wurde ein grobes Gitternetz für den Real- und Imaginärteil von 

𝜓⃗ dq
12  bestimmt und für jeden Punkt diese Spannungsinjektion eingestellt. Dieses Verfahren 

wurde dreimal durchgeführt, um das Optimum zu bestimmen.  

Anhand der Abbildung 13 kann erkannt werden, dass die dort dargestellte Funktion eine Art 

Trichter darstellt. Eine solche Funktion lässt sich mithilfe einer Regression abbilden. Das 

Minimum der Regression ist dabei das Optimum der Spannungsinjektion für einen 

Arbeitspunkt.   
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In Abbildung 14 ist das Ergebnis der Regression für den zuvor genannten Arbeitspunkt grafisch 

visualisiert. Es ist zu erkennen, dass es genau einen Punkt gibt, wo die Vibration am geringsten 

ist. Ziel ist es, mithilfe der Regression diesen Punkt zu finden und so die optimalen Parameter 

der Flussinjektion zu bestimmen.  

 
Abbildung 14: Ergebnis der Regression 

2.1.3 AP 3: Verbesserung der Antriebsmodellierung 

AP 3.1: Präzise Modelle zum Training von KI 

In diesem Teilarbeitspaket sollen sowohl konventionelle akustische als auch thermische 

Modelle erstellt werden. Die Modelle dienen einerseits der Erzeugung von Trainingsdaten, die 

zum Training von den KI-Modellen notwendig sind, und andererseits der Validierung der KI-

Modelle. Die zu untersuchende elektrische Maschine wird von der Firma Bosch bereitgestellt 

und in AP 4.1 näher beschrieben. 

 



20 Teil 2 – Eingehende Darstellung  

 

19I21030G KIRA – KI-Methoden zur optimierten Regelung elektrischer Traktionsantriebe 

 

Thermische Modellierung 

In Abbildung 15 ist das Strukturbild für die konventionelle thermische Modellierung gezeigt.  

 

Abbildung 15: Strukturbild der thermischen Modellierung 

Wie aus der Abbildung hervorgeht, ist die thermische Modellierung ein multiphysikalisches 

Problem. Neben dem thermischen Modell, welches aus der Geometrie und den Materialdaten 

der elektrischen Maschine erstellt wird, ist es notwendig, ein Verlustmodell zu erstellen. Somit 

wird die Genauigkeit der Temperaturschätzung sowohl von der Genauigkeit des thermischen 

Modells als auch von der Genauigkeit des Verlustmodells beeinflusst.  

In diesem Projekt wird das thermische Modell über eine hauseigene interne Toolchain 

generiert. Das erstellte Modell basiert auf einem ortsaufgelösten LPTN (engl. Space-resolved 

Lumped Parameter Thermal Network, SLPTN) Modell. Das analytische Modell bietet 

gegenüber Finite-Elemente-Simulationen den Vorteil, dass Simulationsergebnisse schnell 

erzeugt werden können, wodurch sich dieses Modell gut eignet, Trainingsdaten für ein KI-

Modell zu generieren. Weiterhin soll das Modell im Rahmen dieses Projektes weiterentwickelt 

werden.  

In einem ersten Schritt wird die Toolchain so angepasst, dass eine IPMSM abgebildet werden 

kann. Das resultierende Modell ist in Abbildung 16 zu sehen. 
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Abbildung 16: Visualisierung des SLPTN Modells 

Wie aus der Abbildung hervorgeht, wurden bei der Erstellung des SLPTN Modells diverse 

Vereinfachungen in der Geometrie der elektrischen Maschine gemacht. Diese 

Vereinfachungen sind notwendig, da die Modellierung sonst zu zeitaufwendig und komplex 

wird. Wie in Abbildung 15 angedeutet, werden die Modelle in der Praxis nach der Erstellung 

mithilfe von Messdaten abgeglichen und parametriert, weshalb auch eventuelle 

Abweichungen in der Geometrie ausgeglichen werden.  

Gegenüber herkömmlichen LPTN Modellen haben die in der hauseigenen internen Toolchain 

erstellten SLTPN Modelle den Vorteil, dass diese durch die Platzierung von virtuellen Sensoren 

die Temperaturverteilung innerhalb der elektrischen Maschine bestimmen können. Anders als 

bei LPTN Modellen, wo üblicherweise nur Mittelwerte von Temperaturen bestimmt werden, 

kann bei SLPTN Modellen auch die Hotspot-Temperatur der Komponenten bestimmt werden. 

Eingang des SLPTN Modells ist ein ortsaufgelöstes Verlustmodell, welches in diesem Projekt 

über das im Folgenden beschriebenen elektromagnetischen Modell aus Ansys Motor-CAD 

erstellt wird.  

Zur Erstellung des Verlustmodells wird die gegebene elektrische Maschine in der Software 

Ansys Motor-CAD aufgebaut. Die Software ermöglicht schnelle multiphysikalische 

Simulationen einer elektrischen Maschine über den gesamten Drehmoment-Drehzahl-

Bereich. Hierbei werden elektromagnetische und thermische Berechnungen iterativ bis zum 

Erreichen eines stationären Betriebspunkts durchgeführt. Vorteilhaft gegenüber einer 

komplexen Finite-Elemente-Simulation ist, dass diese Berechnungen nur wenige Minuten 

dauern. Somit eignet sich das Simulationsmodell, um umfangreiche Trainingsdaten für die KI-

Modelle zu erstellen. 

Das elektromagnetische Modell von Ansys Motor-CAD soll genutzt werden, um ein 

ortsaufgelöstes Verlustmodell der elektrischen Maschine zu erstellen. Um das 
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elektromagnetische Modell zu parametrieren, wird die ActiveX-Schnittstelle zwischen Ansys 

Motor-CAD und Matlab genutzt, um ein Optimierungsskript zu implementieren. Der Flow-

Chart der in diesem Projekt entwickelten Toolchain ist in Abbildung 17 gezeigt.  

 

Abbildung 17: Strukturbild Parametrierung Ansys Motor-CAD Modell 

Mithilfe der Toolchain werden die Parameter des Ansys Motor-CAD Modells über einen 

Abgleich der gemessenen und simulierten Eingangsleistung, Drehmoment und 

Ausgangsleistung parametriert. Somit kann sichergestellt werden, dass die Gesamtverluste 

des Simulationsmodells mit der realen Maschine übereinstimmen.  

In Abbildung 11 wurde bereits gezeigt, dass das Simulationsmodell hinsichtlich der 

Drehmomentschätzung ausreichend gut parametriert ist.  

AP 3.2: KI-basierte Modelle 

KI-basierte thermische Modelle 

Zu Beginn des Projektes wurde festgelegt, dass die Implementierung der KI-basierten Modelle 

in der Programmiersprache Python erfolgt. Die zahlreichen Open-Source-Bibliotheken, wie 

Keras, bieten Funktionen zur Implementierung und zum Training eines neuronalen Netzes. 

Zusätzlich ist es möglich, die in trainierten neuronalen Netzen über die Deep-Learning-

Toolbox™ [7] von MathWorks® in MATLAB®/Simulink zu integrieren.  

Die Literaturrecherche hat gezeigt, dass es bereits zahlreiche Black-Box-KI-Modelle im Bereich 

der thermischen Modellierung für elektrische Maschinen gibt. So ist in [17] der Vergleich 

verschiedener NN gezeigt.  

In Rahmen dieses Projektes wurde zunächst der Ansatz der Black-Box-Modelle aufgegriffen. 

Auf der internationalen Konferenz ICEMS (International Conference on Electrical Machines 
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and Systems) 2022 wurde ein Paper vorgestellt, welches ein Feed-Forward NN vorstellt, das 

die Temperatur einer wassermantelgekühlten PMSM modelliert. Als Trainingsdaten für das 

NN wurden die Open-Source-Messdaten der Universität Paderborn verwendet [18]. Aus dem 

Paper geht hervor, dass es sinnvoll ist, die physikalischen Gegebenheiten beim Training des 

NN zu berücksichtigen und somit das Training effizienter zu machen. Mithilfe der in Abbildung 

18 gezeigten Korrelationsmatrix wird gezeigt, dass das Training des NN effektiver ist, wenn die 

absoluten Werte der Eingangsvariablen verwendet werden.  

 

Abbildung 18: Korrelationsmatrix für Trainingsdaten des FFNN [19] 

Die Korrelationsmatrix quantifiziert die Zusammenhänge in einer tabellarischen Form 

zwischen unterschiedlichen Variablen in einem Datensatz. Der Zahlenwert zwischen zwei 

Variablen kann zwischen −1 und 1 liegen und gibt an, wie sich beide Variablen zueinander 

verhalten. Bei einem positiven Wert liegt eine positive Korrelation vor, sodass ein Anstieg der 

einen Variablen zu einem Anstieg der anderen Variablen führt. Bei einer negativen Korrelation 

bewegen sich die Variablen gegenläufig, sodass der Anstieg einer Variablen zu einer Abnahme 

der anderen Variablen führt. Ein Koeffizient von 0 schließlich sagt aus, dass keine Korrelation 

vorliegt. Diese statistische Methode wird verwendet um die NN effektiver zu trainieren. Zum 

Beispiel geht aus der Korrelationsmatrix hervor, dass das Drehmoment (𝑇m) eine sehr geringe 

Korrelation mit den Temperaturen (𝜗sy, 𝜗st, 𝜗sw, 𝜗pm) aufweist. Das liegt daran, dass die 

PMSM im Generator- und Motorbetrieb vermessen wurde. Da dabei sowohl positives und 

negatives Drehmoment zu einem Temperaturanstieg führt, gibt die Korrelation statistisch 

gegen den Wert 0. Physikalisch betrachtet ist es allerdings irrelevant ob positives oder 

negatives Drehmoment anliegt, da beides zu einem Temperaturanstieg führt. In Abbildung 19 

sind die Ergebnisse des Papers gezeigt.  



24 Teil 2 – Eingehende Darstellung  

 

19I21030G KIRA – KI-Methoden zur optimierten Regelung elektrischer Traktionsantriebe 

 

 

Abbildung 19: Vergleich der Messdaten mit dem FFNN, das mit den ursprünglichen und den 
vorbereiteten Trainingsdaten trainiert wurde [19] 

Wie dargestellt, wurden zwei unterschiedliche NN trainiert, eines mit den originalen 

Trainingsdaten (FFNN_orig) und ein weiteres, bei dem die absoluten Werte der Trainingsdaten 

verwendet wurden (FFNN_abs). Es zeigt sich, dass das FFNN_abs insbesondere für die 

Rotortemperatur bessere Ergebnisse für ungesehene Testdaten aufweist als das FFNN_orig.  

In einem nächsten Schritt wurden NN untersucht, welche sich in ihrer Struktur an 

physikalischen Modellen orientierten sind, in der Literatur als strukturierte neuronale Netze 

(SNN) bekannt sind [20]. In [20] wurde ein solches SNN verwendet, um die Rotorposition einer 

Asynchronmaschine zu bestimmen und beschrieben, dass die SNN unter anderem eine 

reduzierte Größe und Komplexität mit entsprechender reduzierter Rechenzeit verglichen mit 

herkömmlichen NN aufweisen. Da ein Ziel von KIRA ist, echtzeitfähige NN zu implementieren, 

wurde dieser Ansatz verfolgt, um die Rechenzeit der NN zu verringern. Als Trainingsdaten 

wurden auch hier die Messdaten der Universität Paderborn verwendet.  

Im Rahmen einer Veröffentlichung bei der Motive-Konferenz 2023 in Schweinfurt wurde in 

diesem Zusammenhang ein Paper veröffentlicht, welches ein NN vorstellt, das die Temperatur 

eines Permanentmagneten schätzt [21]. Die Struktur des NN wurde an die Struktur des 

physikalischen Modells angelehnt, womit versucht wurde, die Genauigkeit des NN zu erhöhen.  

Abbildung 20 zeigt die Ergebnisse des SNN aus [21]. 
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Abbildung 20: Vergleich zwischen Mess- und Schätzung des SNN für die Rotortemperatur 

bei verschiedenen Lastprofilen [21] 

Die Ergebnisse in [21] zeigen, dass das vorgestellte, sehr kompakte, NN in der Lage ist, die 

Temperatur des Magneten mit gleich guter Genauigkeit zu schätzen, wie es herkömmliche 

konventionelle Modelle machen. 

Der Nachteil der bisher gezeigten Verfahren ist, dass für das Training eine große Anzahl von 

verschiedenen Trainingsdaten nötig ist. Um eine Temperaturschätzung über den ganzen 

Betriebsbereich einer elektrischen Maschine zu ermöglichen, ist es notwendig, dass über den 

gesamten Betriebsbereich der elektrischen Maschine ausreichend viele Messdaten 

vorhanden sind. Aufgrund des reinen Black-Box-Ansatzes der bisher gezeigt wurde, trainiert 

das NN mit reinen Messdaten. Auch die SNN, die von der Struktur her an dem physikalischen 

Modell angelehnt sind, können diesen Nachteil nicht konterkarieren. Ebenso müssen die NN 

vom Grund auf neu trainiert werden, wenn sich die Maschine ändert. Ein weiterer großer 

Nachteil ist, dass die NN nur die Temperaturen schätzen können, die auch vermessen wurden. 

Da die Black-Box-Modelle keine physikalischen Grundlagen lernen, können sie nur die 

Temperatur schätzen, die sie gelernt haben, sie können in der Form keine 

Temperaturverteilungen schätzen.  

Aus den genannten Nachteilen wurden im Laufe des Projektes physikalisch-informierte 

neuronale Netze (PINNs) näher untersucht. PINNs können nach vier Methoden kategorisiert 

werden: physikalisch informierte Verlustfunktion, physikalisch informierte Initialisierung, 

hybride physikalische Modelle und physikalisch informierter Entwurf der Architektur. 
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Letzteres wurde bereits weiter oben betrachtet. Das Konzept der physikalisch informierten 

Verlustfunktion besteht darin, Differenzialgleichungen direkt in die Verlustfunktion des Netzes 

einzubetten. Dieser Ansatz wird derzeit vorwiegend für die Lösung von Vorwärts- und 

Rückwärtsproblemen mit nicht linearen partiellen Differenzialgleichungen wie der Navier-

Stokes-Gleichung verwendet. Diese Methode verbessert hauptsächlich die Fähigkeit des 

neuronalen Netzes, effizienter zu extrapolieren. Die physikalisch informierte Initialisierung 

wird durch Transferlernen implementiert, bei dem das Modell anhand von Daten eines 

physikalisch basierten Modells für eine verwandte Aufgabe trainiert wird, bevor es mit 

begrenzten Beobachtungsdaten fein abgestimmt wird. Dieser Ansatz bringt die 

Ausgangsparameter des Modells näher an die gewünschten Werte heran, wodurch z. B. die 

Trainingseffizienz verbessert wird. Das Modell selbst behält jedoch seinen Black-Box-

Charakter. Hybride physikalische neuronale Netzmodelle kombinieren physikalische Modelle 

und Modelle des maschinellen Lernens, wobei beide gleichzeitig arbeiten und entweder das 

gesamte physikalische Modell oder eine Teilkomponente durch ein NN ersetzt oder erweitert 

wird. 

Letzterer Ansatz wurde für die thermische Modellierung am vielversprechendsten gesehen. 

Wie Abbildung 15 zeigt, gibt es bei der Temperaturmodellierung einer elektrischen Maschine 

verschiedene Ansatzpunkte, um NN unterstützend einzusetzen. Auf der internationalen 

Konferenz ITEC 2024 (IEEE Transportation Electrification Conference & Expo + Electric Aircraft 

Technologies Symposium) wurde in diesem Zusammenhang ein Paper vorgestellt, das zwei 

verschiedene PINN-Ansätze verfolgt. In [22] wurde hierfür ein Trainingsprozess vorgestellt, 

welcher ermöglicht, ein NN indirekt zu trainieren.  

 

Abbildung 21: Trainingsstruktur zum Trainieren der PINNs [22] 

Die Struktur ist notwendig, da in diesem Fall der Ausgang des NN trainiert werden muss, ohne 

dass diese Ausgangsdaten direkt bekannt sind. Deswegen werden bei diesem Ansatz 

Ausgangsdaten verwendet, welche in der Praxis auch leicht messbar sind. In diesem Fall sind 

das die Temperaturen der elektrischen Maschine. Durch diesen Ansatz ist es somit möglich, 

den Eingang des Temperaturmodells (das ortsaufgelöste Verlustmodell) über die 

Temperaturen der elektrischen Maschine zu erstellen [22]. In analoger Weise können ebenso 

Teile des Temperaturmodells durch NN ersetzt und trainiert werden. In [22] ist ebenso gezeigt, 
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dass es somit möglich ist, die Wärmeübergangskoeffizienten (engl. Heat Transfer 

Coefficienten, HTC) des Modells zu bestimmen. Abbildung 22 zeigt die Ergebnisse aus [22].  

 

Abbildung 22: Vergleich der Temperaturschätzungen für die Wickelkopftemperatur zwischen 
einen konventionellen Ansatz und PINN [22] 

In Abbildung 22 werden zwei verschiedene Ansätze miteinander verglichen. Der 

konventionelle Ansatz (SLPTN_Motor-CAD) nutzt den Ansatz, der in Kapitel 3.1 beschrieben 

wurde. Als Temperaturmodell wird das SLPTN aus der hauseigenen internen Toolchain 

verwendet und das ortsaufgelöste Verlustmodell wird aus Ansys Motor-CAD erstellt. Der 

PINN-Ansatz (SLTPN_NN) verwendet ebenfalls das SLTPN aus der hauseigenen internen 

Toolchain und die Eingangsdaten für das Temperaturmodell werden über den in Abbildung 21 

gezeigten Ansatz erstellt. In Schwarz ist die Referenztemperatur des Gesamtmodells gezeigt. 

Wie zu sehen, zeigt der PINN Ansatz perfekte Übereinstimmung mit der Referenz, während 

der konventionelle Ansatz im transienten Bereich Abweichungen zeigt. Die Gründe hierfür 

können in verschiedenen Ursachen liegen. Es ist z. B. möglich, dass die Verluste in diesem 

Bereich zu hochgeschätzt werden oder die Parameter des Temperaturmodells nicht genau 

genug sind. Der Grund, warum der PINN-Ansatz perfekte Übereinstimmung zeigt, liegt daran, 

dass das NN eventuelle Parameterungenauigkeiten im SLTPN durch die Eingänge ausgleicht. 

KI-basierte akustische Modelle 

Die akustische Modellierung sollte durch eine KI basiertes Modell realisiert werden. Zum 

Training von diesem Modell wurden Akustische- und Vibrationsmessungen durchgeführt. Mit 

diesen Messungen wurde versucht, eine künstliche Intelligenz zu trainieren, welche für jeden 

beliebigen Arbeitspunkt die Akustik oder die Vibration vorhersagen kann. Dieser Ansatz führte 

zu keinem Ergebnis. Die KI konnte den Zusammenhang zwischen den Eingangsströmen und 

den akustischen Emissionen oder der Vibration nicht erlernen. Dieser Ansatz war für die 

Modellierung der Akustik einer elektrischen Maschine nicht zielführend. 
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2.1.4 AP 4: Prototypische Umsetzung 

AP 4.1: Aufbau Demonstrator/Prüfstand 

In Zusammenarbeit mit dem Projektpartner Bosch wurde am ISEA ein Demonstrator 

aufgebaut. Ziel hierbei ist, die entwickelten KI-Modelle mithilfe von Messungen zu validieren. 

Zu diesem Zweck stellt der Projektpartner Bosch eine elektrische Maschine zur Verfügung.  

Bei der zur Verfügung gestellten elektrischen Maschine handelt es sich um eine 

Wassermantel-gekühlte Permanentmagnet-Synchronmaschine mit vergrabenen Magneten 

(IPMSM). Zur thermischen Vermessung sind im Stator und Rotor der Maschine insgesamt 23 

Thermosensoren (15 rund um den Stator und 8 rund um den Rotor) verbaut. In Abbildung 23 

ist eine CAD-Zeichnung der elektrischen Maschine gezeigt. 

 

Abbildung 23: CAD-Zeichnung der gegebenen elektrische Maschine 

 

Die elektrischen Kenndaten der Maschine sind in der folgenden Tabelle YYY gegeben. 

Tabelle 2: Kenndaten der elektrischen Maschine 

Bezeichnung  Minimalwert  Nominalwert  Maximalwert  

DC-Spannung  250 V  325 V  400 V  

Drehmoment  –  90 Nm  200 Nm  

Drehzahl  –  2900 rpm (@250 V)  12800 rpm  

Leistung  –  60 kW  90 kW  
(60 kW @ 250 V)  

RMS-Phasenstrom  –  110 A  400 A  

Polpaarzahl  –  6  –  

 

In Abbildung 24 ist der finale Aufbau des Prüfstands skizziert. 
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Abbildung 24: Schematische Darstellung des Prüfstands 

Zur besseren Übersicht wurden in der Abbildung die Messgeräte für die verwendete 

Lastmaschine nicht eingezeichnet.  

Beide Umrichter der Lastmaschine und des Prüflings werden von der gleichen 

Zwischenkreisspannung aus einem am Prüfstand verbauten DC-DC Umrichters XPU700 oder 

XPU800 versorgt. Wie in Abbildung 24 zu sehen, werden die Messgrößen von verschiedenen 

Messgeräten aufgezeichnet und zur Auswertung und Speicherung an die dSPACE 

Steuerungsplattform gesammelt. Ausnahme bildet hier das Drehmoment und die Drehzahl, 

die beide an die Prüfstandssteuerung geschickt und verarbeitet werden. 

Ebenfalls wurden sämtliche Vorkehrungen zur thermischen Vermessung der Maschine 

getroffen. Die elektrische Maschine weist 15 Thermosensoren vom Typ K auf, welche entlang 

des Stators sowie weitere acht Thermosensoren vom Typ K, welche am Rotor verteilt sind. Zur 

Auswertung der 15 Thermosensoren am Stator wurde gemäß dem Beschaffungsplan eine 

Thermoeinheit beschafft und angeschlossen. Zur Auswertung der acht Thermosensoren 

wurde eine vorhandene Telemetrieeinheit der Firma Datatel, welche im Rahmen des 

Projektes KIRA bereits kalibriert wurde, angeschlossen. Zum Anschluss der Telemetrieeinheit 

an die gegebene elektrische Maschine wurden zwei Adapterplatinen sowie ein Adapterring 

zur Befestigung entworfen und angeschafft. 
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Die Ausdehnungsgeschwindigkeit des Stators wird mit dem Laservibrometer RLV-5500 [23] 

der Firma Polytec gemessen. Das Laservibrometer ist mit dem dSPACE System verbunden. Die 

Auswertung des Laservibrometers erfolgt ebenfalls auf dem dSPACE System. 

 

AP 4.2: KI-gesteuerter Prüfstand 

Im AP 4.2 ist das ISEA planmäßig nicht beteiligt. 

AP 4.3: Skalierter Fahrzeugdemonstrator 

Im AP 4.3 ist das ISEA planmäßig nicht beteiligt. 

AP 4.4: Validierung und Evaluation am Prüfstand 

Im AP 4.4 werden Messreihen zur Validierung der im AP 3.1 und AP 3.2 entwickelten 

thermischen Modelle durchgeführt. Ebenso wird eine thermische Überlastregelung 

implementiert und getestet.  

Es wurden zahlreiche Messreihen durchgeführt, die dazu genutzt wurden die im AP 3.1 und 

AP 3.2 entwickelten konventionellen und KI-assistierten Modelle zu verifizieren. Die 

Ergebnisse wurden in dem jeweiligen Kapitel bereits gezeigt. Im Folgenden wird noch einmal 

die Bewertungsmatrix aus AP 1.3 oder AP 1.4 herangezogen, um eine Abschätzung hinsichtlich 

der Bewertungskriterien abzugeben.  

Tabelle 3: Abschätzung der Bewertungskriterien für die thermische Modellierung 

 Thermische Modellierung  

Konventionell KI-assistiert KI-basiert 

Genauigkeit    

Aufwand bzw. 

Handhabung 

   

Performance    

Echtzeitfähigkeit    

Rechendauer    
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Ein grüner Punkt in Tabelle 3 soll eine positive, ein gelber Punkt eine neutrale und ein roter 

Punkt eine negative Bewertung darstellen. Hinsichtlich der Genauigkeit zeigen sowohl die KI-

assistierten als auch die KI-basierten Modelle aus AP 3.2 ein sehr hohes Potenzial. Sind 

qualitativ und quantitativ ausreichend Trainingsdaten vorhanden, erreichen die KI-basierten 

Modelle sehr gute Ergebnisse. Konventionelle Ansätze hingegen haben das Problem, dass sehr 

detaillierte Kenntnisse hinsichtlich Geometrie und Material vorhanden sein müssen, um gute 

Ergebnisse zu erzielen. Weiterhin müssen die Wärmeübergangskoeffizienten (engl. Heat 

Transfer Coefficienten, HTC) gut abgeschätzt bzw. experimentell bestimmt werden. Neben 

den Unsicherheiten im thermischen Modell ist eine weitere Fehlerquelle die Erstellung des 

ortsaufgelösten Verlustmodells. In der Praxis können die Gesamtverluste zwar sehr genau 

gemessen werden, allerdings ist es nicht möglich, ortsaufgelöste Verluste zu messen. Aus den 

genannten Gründen ist der Aufwand von konventionellen Modellen ebenfalls neutral gewählt. 

Die KI-assistierten Modelle haben hier den großen Vorteil, dass die zeitaufwendige Erstellung 

des ortsaufgelösten Modells entfällt und gleichzeitig eine Optimierung des Gesamtmodells 

durchgeführt wird. KI-basierte Verfahren hingegen sind hinsichtlich Aufwands und 

Handhabung negativ bewertet, da sehr viele Trainingsdaten notwendig sind. Die Performance 

aller Modelle wurde bei allen Modellen gleich eingeschätzt. Über den gesamten Lebenszyklus 

einer elektrischen Maschine verlieren die thermischen Modelle aufgrund von 

Alterungseffekten ihre Genauigkeit und müssen nachjustiert werden. Die Echtzeitfähigkeit 

von KI-basierten Modellen hängt stark von der verwendeten Struktur ab und wird deshalb 

neutral bewertet. Gleiches gilt auch für die Rechendauer. 

Aus den im AP 2.2 genannten Gründen, wird für die Überlastregelung die in Abbildung 2 

gezeigte Struktur verwendet. Der Fokus in diesem Projekt lag auf der Optimierung der 

konventionellen thermischen Modelle, welche im Folgenden für die Überlastregelung 

verwendet wurden. Abbildung 25 zeigt die Vermessung eines Arbeitspunktes mit einer 

Überlastregelung. In diesen Fall wurde die maximale Temperatur des Endwickelkopfes mit 

90 °C angenommen. Diese Temperatur ist weit von der tatsächlichen maximalen Temperatur 

entfernt, allerdings wurde aus Sicherheitsgründen eine zu tiefe Temperatur gewählt um ein 

zerstören der elektrischen Maschine zu verhindern.  
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Abbildung 25: Messergebnis der Überlastregelung für einen Arbeitspunkt 

Wie aus der Messung hervorgeht, zeigt die Überlastregelung das gewünschte Verhalten und 

regelt das Drehmoment der elektrischen Maschine rechtzeitig runter, bevor ein Überschreiten 

der maximalen Temperatur erfolgt. In dem gezeigten Beispiel wäre demnach das, in diesen 

Arbeitspunkt, maximale Drehmoment, welches gestellt werden kann ohne die elektrische 

Maschine thermisch zu zerstören, bei ca. 73 Nm. Durch die Verwendung der Überlastregelung 

ist es möglich das Drehmoment größer zu wählen ohne, dass die Gefahr besteht die 

elektrische Maschine thermisch zu überlasten.  Im oberen Plot von Abbildung 25 ist die vom 

Modell geschätzte Temperatur, welche auch für die Überlastregelung verwendet wird, in Blau 

dargestellt und in Rot die tatsächlich gemessene Temperatur. Wie zu sehen zeigen beide 

Temperaturverläufe eine gute Übereinstimmung, wodurch die KI-assistieren Modelle aus 

AP 3.2 noch einmal verifiziert werden. In Grün ist der Temperaturverlauf dargestellt, wenn die 

Überlastregelung nicht eingreifen würde.  

In AP 2.2 wurde neben der hier gezeigten Überlastregelung ebenfalls eine KI-assistierte 

Regelung implementiert, um die Drehmomentgenauigkeit zu erhöhen. In Tabelle 4 sind die 

Bewertungskriterien für die thermische Regelung abgeschätzt. 

Tabelle 4: Abschätzung der Bewertungskriterien für die thermische Regelung 

 Thermische Regelung  

Konventionell KI-assistiert KI-basiert 

Genauigkeit    
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Aufwand bzw. 

Handhabung 

   

Performance    

Echtzeitfähigkeit    

Rechendauer    

 

Da eine KI-basierte Regelung nicht implementiert wurde, wurde diese aus der 

Bewertungsmatrix herausgenommen. Wie in Abbildung 11 gezeigt, weist die KI-assistierte 

Regelung eine höhere Genauigkeit als die konventionelle Regelung auf. Deswegen wird die 

Genauigkeit des konventionellen Ansatzes hier neutral gewählt. Alle anderen 

Bewertungskriterien wurden in dem Fall gleich eingeschätzt.    

Zur Minimierung der Vibration der elektrischen Maschine, wird das Verfahren aus Abbildung 

12 in dem dSPACE System implementiert. Wie in dem Abschnitt zu AP2.2 beschrieben wurde, 

kann die Vibration einer elektrischen Maschine durch die Einprägung von 

Spannungsharmonischen im dq-System reduziert werden. Zur Minimierung der Vibration 

können die Parameter  𝜓dq
12 , 𝜑dq

12  und γ verändert werden, um die Einprägung der 

Spannungsharmonischen zu verändern. Nach [3] liegt γ zwischen 180° und 270°, um die 

Vibration bestmöglich zu minimieren. Durch verschiedene Messpunkte wird experimentell 

festgestellt, dass die Vibration bei einem γ von 225° am geringsten ist. Für sämtliche 

Arbeitspunkte wird γ auf 225° eingestellt. Daraus resultiert, dass die Spannungsharmonischen 

nun in ihrer Amplitude 𝜓dq
12  und in der Phase 𝜑dq

12  verändert werden können. Die Amplitude 

und die Phase der Spannungsinjektion werden zur besseren Veranschaulichung in eine 

komplexe Zahl 𝜓⃗ dq
12  transformiert.  

Im Rahmen dieses Projektes ist gefordert, die Vibration einer elektrischen Maschine in den 

kritischen Arbeitsbereichen zu minimieren. Zur Bestimmung der kritischen Arbeitsbereiche, 

wird die Vibration der Testmaschine für drei unterschiedliche q-Ströme in einem Bereich von 

300 rpm bis 3000 rpm gemessen.  
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Abbildung 26: Gemessene Vibration bis 3000 rpm 

In Abbildung 26 ist die Vibration über die Drehzahl aufgetragen. In dem Bereich von 780 rpm 

und 1380 rpm ist die Vibration der elektrischen Maschine am größten. Die Vibrationen 

unterhalb von 500 rpm lassen sich auf Messfehler zurückführen und werden hier nicht weiter 

betrachtet. Das Ziel war es somit, die Vibration in dem Arbeitsbereich von 780 rpm bis 1380 

rpm zu minimieren.  

Messungen im Bereich zwischen 780 rpm und 1380 rpm werden mit einer Auflösung von 40 

rpm und für insgesamt sechs verschiedene q-Ströme durchgeführt. Für jeden Arbeitspunkt 

werden die optimalen Parameter für die Spannungsinjektion gespeichert.  

Nachdem verschiedene Arbeitspunkte gemessen und die optimalen Parameter der 

Spannungsinjektion bestimmt wurden, können die Modelle für die akustische Regelung 

erstellt und implementiert werden. Die Modelle erhalten als Eingangsgröße den Strom in der 

q-Achse und die Motordrehzahl. Als Ausgabe wird die optimale Spannungsinjektion für einen 

beliebigen Arbeitspunkt in dem zuvor genannten Arbeitsbereich bestimmt. Zum einen wird 

eine LUT erstellt und zum anderen ein NN trainiert.  

Für die LUT wird eine kubische Interpolation gewählt. Diese sollte im Vergleich zu einer 

linearen Interpolation glattere Ergebnisse in Bezug auf die Eingaben liefern. 
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Die Ein- und Ausgaben des NN sind durch das Problem definiert. Es wird ein NN mit zwei 

Eingangsneuronen und zwei Ausgangsneuronen trainiert. Das neuronale Netz wurde mit 

einem hidden Layer und 80 Neuronen trainiert. Die Kombination von 80 Neuronen mit einer 

Sigmoid-Aktivierungsfunktion in Verbindung mit einem Training mit Bayesian Algorithmus 

lieferte die besten Ergebnisse. Für diese Anwendung ist die Rechenleistung ausreichend, um 

den Durchlauf des Netzes mit der Taktfrequenz von 10 kHz durchzuführen.  

In Abbildung 27 und Abbildung 28 sind jeweils der Real- und Imaginärteil der 

Spannungsinjektion dargestellt. Die schwarzen Punkte in diesen Abbildungen repräsentieren 

die zuvor genannten Arbeitspunkte, bei welchen die optimalen Parameter der 

Spannungsinjektion bestimmt wurden. Mit dieser LUT ist es nun möglich, beliebige 

Arbeitspunkte in dem Arbeitsbereich einzustellen und die Spannungsinjektion zu bestimmen, 

sodass die Vibration in diesem Arbeitspunkt möglichst gering ist.  

 

Abbildung 27: Realteil der Spannungsinjektion mit Lookup-Tabelle 
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Abbildung 28: Imaginärteil der Spannungsinjektion mit Lookup-Tabelle 

Basierend auf den identischen Messpunkten, wie bei der LUT, wird ebenfalls ein NN trainiert, 

welches die optimalen Parameter der Spannungsinjektion bestimmt. In Abbildung 29 und 

Abbildung 30 wird ebenfalls der Real- und Imaginärteil der Spannungsinjektion dargestellt.   
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Abbildung 29: Realteil der Spannungsinjektion mit neuronalem Netz 

 

Abbildung 30: Imaginärteil der Spannungsinjektion mit neuronalem Netz 

Zu Validierung der zuvor beschriebenen Modelle werden zufällige Arbeitspunkte eingestellt 

und die Vibration ohne Spannungsinjektion, mit LUT und mit NN gemessen. Jeder 
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Arbeitspunkt wird mit jedem Modell für zehn Sekunden gemessen, um die Vibration möglichst 

genau und ohne Rauschen zu bestimmen.  

In Abbildung 31 wurden zufällige Arbeitspunkte eingestellt und die Vibration ohne 

Spannungsinjektion gemessen. Der kritische Bereich liegt hier bei rund 1000 rpm und einem 

q-Strom von 140 A.    

 

Abbildung 31: Vibration der elektrischen Maschine für zufällige Arbeitspunkte 

Wie bereits beschrieben wurde, werden zwei Modelle implementiert, welche die optimale 

Spannungsinjektion für jeden beliebigen Arbeitspunkt bestimmen. Um beide Modelle 

miteinander zu vergleichen, wurden die gleichen Arbeitspunkte, wie in Abbildung 31 zu 

erkennen sind, eingestellt. In Abbildung 32 ist das Ergebnis mit der implementierten LUT 

dargestellt. Anhand dieser Abbildung ist bereits zu erkennen, dass die Vibration durch die 

entsprechende Spannungsinjektion verringert werden konnte. In Abbildung 33 ist das 

Ergebnis mit dem implementierten NN dargestellt. Auch anhand dieser Abbildung lässt sich 

erkennen, dass die Vibration mithilfe des NN verkleinert werden kann.  
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Abbildung 32: Vibration der elektrischen Maschine mit Spannungsinjektion und Lookup-
Tabelle 
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Abbildung 33: Vibration der elektrischen Maschine mit Spannungsinjektion und neuronalem 
Netz 

Im Vergleich zwischen der LUT und dem NN lässt sich erkennen, dass die Vibration mit Hilfe 

der LUT in gewissen Arbeitspunkten geringer ist. In dem kritischen Arbeitsbereich aus 

Abbildung 31 lag die Vibration bei 24 µm/s. Mit LUT und entsprechender Spannungsinjektion 

konnte die Vibration in diesem Punkt auf 3 µm/s reduziert werden. Auch mit dem Einsatz des 

neuronalen Netzes konnte die Vibration auf 5 µm/s reduziert werden. Dies entspricht einer 

Reduzierung der Vibration um 18 dB, für den Einsatz mit Lookup Tabelle und 13,6 dB mit dem 

Einsatz des NN.  

Es gibt einige Aspekte, die beim Vergleich beider Ansätze zu berücksichtigen sind: 

Genauigkeit: Die Validierung ergab, dass die auf der LUT implementierte Variante die 

Vibration effektiver reduziert. Daraus kann geschlossen werden, dass die LUT die optimale 

Flusseinspeisung genauer vorhersagt. 

Rechenzeit: Sowohl die LUT, als auch das NN konnten innerhalb eines Zyklus berechnet 

werden. Aufgrund der geringen Anzahl von Eingangs- und Ausgangsparametern, konnte die 

LUT schneller durchlaufen werden. 

Implementierung: Die LUT ist im Vergleich zum NN einfacher zu implementieren. Da NN in 

der Forschung und Entwicklung immer relevanter werden, ist die Implementierung 

durchzunehmende Softwareunterstützung immer einfacher und schneller.  
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Die zuvor genannten Aspekte und die Ergebnisse der LUT deuten darauf hin, dass diese für 

den bereits beschriebenen Anwendungsfall besser geeignet sind. Die Daten für die LUT 

mussten dabei in einem festen Gitternetz vorgeben werden. Das NN ist in diesem Fall deutlich 

flexibler, da beliebige Messpunkte für das Training verwendet werden können. Dies führt zum 

nächsten Vorteil des NN: Es wäre viel einfacher, mehr Eingangsparameter zu berücksichtigen, 

wie z. B. unterschiedliche Temperaturen oder die Zwischenkreisspannung. Das NN könnte 

sehr einfach mit weiteren Inputparametern arbeiten. Ein NN könnte auch die bessere Option 

sein, wenn die Daten mehr Rauschen enthalten. Während die LUT auch das Rauschen 

interpoliert, kann ein NN die Daten verallgemeinern und so den Einfluss des Rauschens in den 

Daten verringern. 

Tabelle 5: Abschätzung der Bewertungskriterien für die akustische Regelung 

 Thermische Regelung  

Konventionell KI-assistiert KI-basiert 

Genauigkeit    

Aufwand bzw. 

Handhabung 

   

Performance    

Echtzeitfähigkeit    

Rechendauer    
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2.2 Wichtigste Positionen des zahlenmäßigen Nachweises 

Die drei wichtigsten Positionen des zahlenmäßigen Nachweises sind in Tabelle 6 aufgeführt. 

Dabei stellt mit Abstand die wichtigste Position die Personalkosten dar. 

Tabelle 6: Drei wichtigsten Positionen des zahlenmäßigen Nachweises 

Position Ausgaben 

Personalkosten: wissenschaftliche Mitarbeiter 460.854,07 € 

Personalkosten: Techniker 75.964,90 € 

Investitionen 73.670,84 € 

 

2.3 Notwendigkeit und Angemessenheit der geleisteten Arbeit 

In Rahmen des Projektes KIRA wurden verschiedene neuartige KI-basierten Methoden für die 

akustische und thermische Regelung und Modellierung entwickelt und untersucht. Da an 

manchen Stellen (z. B. Simulationswerkzeuge, Prüfstandsinfrastruktur) auf vorhandene 

Vorarbeiten und an anderen Stellen neue, bzw. erweiterte Verfahren entwickelt wurden, sind 

die angefallenen Kosten absolut angemessen. Innerhalb von drei Jahren Projektarbeit wurden 

verschiedene neuartige Verfahren sowohl für die Modellierung als auch Regelung von 

elektrischen Maschinen implementiert. Nur durch die messtechnische Validierung war eine 

sinnvolle Bewertung der Ergebnisse möglich.  

2.4 Eingehende Darstellung des voraussichtlichen Nutzens, insbesondere 
der Verwendbarkeit des Ergebnisses im Sinne des fortgeschriebenen 
Verwertungsplans 

Durch die Bearbeitung des Projektes durch wissenschaftliche Mitarbeiter und Studenten 

wurden die Forschungsthemen im Rahmen von Dissertationen, Bachelor- und Masterarbeiten 

bearbeitet. Somit konnte das Projekt zur studentischen Ausbildung beitragen. Die erzielten 

Ergebnisse wurden in wissenschaftlichen Zeitschriften und auf Konferenzen veröffentlicht. 

Weiterhin flossen die Ergebnisse projektbegleitend in die Lehrtätigkeiten des ISEA ein und 

ermöglichen so, den Studierenden, einen Einblick in die akustische und thermische 

Modellierung und Regelung von elektrischen Antrieben zu bekommen. Speziell im Rahmen 

der Vorlesung „Electrical Drives“ wurden die Erkenntnisse durch die Möglichkeit der 

Demonstration von neuen und praxisnahen Ergebnissen den Studenten vermittelt. 
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2.5 Eingehende Darstellung des während der Durchführung des 
Vorhabens dem Zuwendungsempfänger bekannt gewordenen 
Fortschritts auf diesem Gebiet bei anderen Stellen 

Dem Zuwendungsempfänger sind während der Projektlaufzeit keine Fortschritte auf den vom 

Zuwendungsempfänger untersuchten Forschungsgebieten durch andere Stellen bekannt 

geworden. 

2.6 Erfolgte oder geplante Veröffentlichungen der Ergebnisse 

S. Schüller und R. W. De Doncker, „AI-Assisted Torque Control of an Interior Permanent 

Magnet Synchronous Machine,“ in 2023 IEEE Transportation Electrification Conference and 

Expo, Asia-Pacific (ITEC Asia-Pacific), Chiang Mai, Thailand, 2023. 

H. Murtaza Kaboolio, S. Schüller, A. von Hoegen, R. W. De Doncker und N. Fuengwarodsakul, 

„Design and Analysis of a Torque Controller for an IPMSM using Reinforcement Learning,“ in 

2023 IEEE Transportation Electrification Conference and Expo, Asia-Pacific (ITEC Asia-Pacific), 

Chiang Mai, Thailand, 2023. 

S. Schüller, S. Yilmaz und R. W. De Doncker, „Physics-Informed Machine Learning Approach to 

Improve the Temperature Estimation Accuracy of Space-Resolved LPTNs,“ in 2024 IEEE 

Transportation Electrification Conference and Expo (ITEC), Chicago, IL, USA, 2024. 

S. Schüller, M. Azeem, A. von Hoegen und R. W. De Doncker, „Temperature Estimation of a 
PMSM using a Feed-Forward Neural Network,“ in 2022 25th International Conference on 
Electrical Machines and Systems (ICEMS), Chiang Mai, Thailand, 2022.  
 
S. Schüller, A. von Hoegen und R. W. De Doncker, „Rotor Temperature Estimation of a PMSM 

using Neural Networks,“ in 15. Internationale Konferenz für elektrische Fahrzeugantriebe und 

E-Mobilität, Schweinfurt, 2023. 

A. von Hoegen, S. Schüller und R. W. De Doncker, „Machine Learning Approaches in Modeling 

and Control of Electrical Machines,“ in 15. Internationale Konferenz für elektrische 

Fahrzeugantriebe und E-Mobilität, Schweinfurt, 2023. 

Geplant is t eine Veröffentlichung bei der ITEC 2025 in Anaheim, CA, USA mit dem Titel: 

„Minimisation of NVH of a Permanent Magnet Synchronous Machine with the Aid of Lookup 

Tables and Neural Networks in Stationary and Dynamic Operating Points“. Diese 

Veröffentlichung geht um die Minimierung der Vibration einer elektrischen Maschine mit der 

Hilfe von künstlicher Intelligenz. Zusätzlich wird in dieser Veröffentlichung die Minimierung 

der Vibration mit KI und einer Lookup-Tabelle verglichen. Die Veröffentlichung basiert auf den 

in AP 4.4 dargestellten Ergebnissen. 
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