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| KURZE DARSTELLUNG

Im BMFTR-geforderten Projekt ZUuSE Kl-Mobil (Férderkennzeichen 16ME0094, 2020-
2025) tbernahm BMW die Gesamtleitung des Konsortiums und flhrte die Arbeitspakete zur
Definition, Spezifikation und Umsetzung von Demonstratoren sowie zur Hardware-Ar-
chitektur-Suche Methodik.

Zentrales Ergebnis des Konsortiums ist ein voll funktionsfahiges System-on-Chip mit
neu entwickeltem Kl-Beschleuniger, der auf 22FDX Technologie realisiert wurde und
im ersten Bring-Up eine Rechenleistung von 10 TOPS im erwarteten Energie-Ver-
brauchskorridor (3 TOPS pro Watt) erreichte.

Mehrere Demonstratoren wurden realisiert, insbesondere automotive Video- und Ka-
mera-Sensordaten-Verarbeitung, Dronen-Steuerung und industrielle Prozesskontrolle
und Produktionstiberwachung. Sie zeigten Uberzeugend das Potential der Kl-Mobil
Plattform wahrend Auftritten auf Konferenzen, in Workshops und auf Messen.
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Abbildung 1: Beteiligte wissenschaftliche Institutionen und Unternehmen

Methoden fur das Hardware-Software-Co-Design von Kl-Losungen optimieren das
Training von neuronalen Netzen fur konkrete Kandidaten von Kl-Beschleunigern, und
ermittelt insgesamt ein Auslegungsoptimum fur die Hardware. Modelle der Hardware
im Trainingsprozess (hardware-aware training) und beschleunigte Kl-Entwicklung
durch effiziente Laufzeit-Pradiktion statt aufwandiger hardware-in-the-loop Messungen
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sind direkt industrialisierbare Forschungsergebnisse. Co-Optimierung von Kl-Architek-
tur und Chip-Design zeigen messbare Performance- und Effizienz-Gewinne und sind
wegweisende Ansatze fur weiterfUhrende Projekte.

ZuSE KI-Mobil hat bemerkenswerte kommerzielle Folgeaktivitaten ausgelost und da-
mit das KI- und Halbleiter-Okosystem in Deutschland wesentlich gestarkt. Das Projekt
trug ebenso zur Grindung der ,,Chip Design Germany* Initiative bei.

Partner von BMW in diesem Vorhaben waren TU Dresden, Leibniz Universitat Hanno-
ver, Karlsruhe Institute of Technology, Technische Universitat Minchen, Dream Chip,
Infineon, ZF, und T3.

1. Aufgabenstellung

Automatisiertes und hochautomatisiertes Fahren fuhrt zu stark steigenden
Anforderungen an Sensorik und KI-Rechenleistung: Mit komplexer Operational Design
Domain, hoher auflosenden Kameras, Radar/LiDAR und rechenintensiven neuronalen
Netzen zur Sensordatenverarbeitung steigt dieser Bedarf von klassischen ADAS-
Systemen hin zu hoheren Automatisierungsgraden deutlich an. Gleichzeitig stof3t reine
Skalierung allgemeiner CPU-/GPU-Rechenleistung an Grenzen bei Energiebedarf,
Kosten, Latenz, aber auch funktionaler Sicherheit. Deshalb entstehen immer starker
spezialisierte  Hardware-Beschleuniger fur KI, und bei Halbleitern sind
domanenspezifischen Architekturen fur KI/ML ein wesentlicher Trend und Treiber fur
Innovationen. Fur mobile und automobile Anwendungen reicht ein ,Brute Force®-
Ansatz mit einfach stetig steigender Rechenleistung fur die Ausfuhrung von
Algorithmen mit Uberproportional wachsender Komplexitat nicht aus, weil Inferenz im
Fahrzeug energie- und kosteneffizient realisiert werden muss - intelligente
Entwicklung von aufeinander abgestimmten Algorithmen und Zielhardware muss ein
Optimum an erlebbarer Funktion zu beherrschbaren Kosten realisieren.

ZuSE KI-Mobil adressierte diesen wachsenden Zielkonflikt durch die Entwicklung einer
energieeffizienten, skalierbaren KIl-Prozessorplattform fir mobile Anwendungen,
insbesondere automatisiertes Fahren, Drohnen und industrielle Edge-KI. Kern der
Aufgabenstellung war ein flexibles System-on-Chip mit KI-Beschleuniger, Hardware-
/Software-Co-Design, HW-aware Training, Compiler-Toolkette und Konzepten flr
funktionale Sicherheit. Komplexe Sensordatenverarbeitung fur moderne Sensorik am
Beispiel von Radardverarbeitung wurde in Demonstratoren zur Validierung realer
Anwendungsfalle integriert. Das Projekt sollte nicht nur einen Einzelchip liefern,
sondern den Ansto geben fir ein deutsches Okosystem aus Industrie- und
Forschungspartnern fur anwendungsspezifische Kl-Hardware.
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Abbildung 2: Ausgangslage — Typische Rechenleistungskorridore

2. Voraussetzungen, unter denen das Vorhaben
durchgefuhrt wurde

In der Turing Lecture von 2018 prognostizierten die Autoren ein neues goldenes
Zeitalter fur den Entwurf von Rechenarchitekturen. Hennessy/Patterson beschrieben
als neue Innovationshebel der Rechnerarchitektur: domanenspezifische Hardware,
Hardware/Software-Co-Design, neue Toolchains, Energieeffizienz, Sicherheit und
schnellere Chip-Innovation. Der weiterhin stark steigende Beitrag von Kl zum
Wachstum im Halbleitersektor mit den spezifischen Bedarfen fur effiziente
Rechenleistung fur Kl-Algorithmen in Rechenzentren genauso wie in eingebetteten
Systemen ist ZUSE KIl-Mobil ist ein Beispiel daflir mit dem Ansatz, dass zukunftige
Wettbewerbsfahigkeit nicht allein aus kleineren Strukturbreiten entsteht, sondern aus
intelligenter Co-Optimierung von Anwendung, Kl-Modell, Compiler, Architektur, und
Silizium.

3. Planung und Ablauf des Vorhabens

Das Vorhaben wurde als Konsortium unter Koordination von BMW mit sieben Partnern
aus Industrie, KMU und Wissenschaft geplant. Inhaltlich war das Projekt in
Arbeitspakete zu robuster HW/SW-Plattform, SoC- und KI-Akzeleratorarchitektur,
Hardware Architecture Search, Demonstratoren, Compiler-Frontend/-Backend,
Inbetriebnahme, Plattformbereitstellung und Evaluierung gegliedert. In Phase Il
wurden die Ergebnisse in Richtung Demonstrator-Chip, Board, Linux Board Support
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Package, Compiler- und Runtime-Umgebung sowie Demonstratoren fur Automotive,
Drohnen und Industrie Anwendungen weitergefuhrt.

Das Foérderprojekt ,ZUSE Kl-Mobil“ gliederte sich in 18 Arbeitspakete, welche in der
folgenden Tabelle dargestellt sind. In Phase | des Projekts (2020-2023) wurden Kl-
Akzelerator und Gesamtkonzept des SoC definiert und umgesetzt. Mit Tapeout und
Fertigung des Demonstrator-Chip wurden zum Ende der Phase | auch die
Demonstrator-Konzepte definiert und zentrale Applikationen vorbereitet, die fur
Demonstration wie auch Benchmarking des Demonstrator-Chips genutzt werden
wurden. Algorithmen wurden optimiert flr die ressourceneffiziente Ausfuhrung auf dem
Kl-Akzelerator. Neben den erschwerten Randbedingungen durch die Covid-Pandemie
waren insbesondere auch Lizenzverhandlungen fur das im SoC Konzept vorgesehene
IP komplex und sorgten fur Verzdgerungen, die nicht vollstandig in Phase |
kompensiert werden konnten, so dass der ,Samples Back“ Meilenstein verspatet
erreicht wurde. Algorithmen-Entwicklung/-Optimierung musste mit Modellen der
Hardware arbeiten. Diese Modellierungen wurden zur Grundlage der in Phase Il
auszuarbeitenden Latenz-Pradiktoren. Zum Abschluss der Phase | wurden in einem
Kolloquium der Industrie und der wissenschaftlichen Gemeinde die Kernkonzepte des
KI-Mobil-Chips vorgestelit.

Die aus Phase | vorliegenden Samples wurden in Phase Il des Projekts in Evaluation
Boards integriert und die Boards mit einem Basis-Betriebssystem den Entwicklern zur
Verfligung gestellt. Parallel zur Integration der Anwendungssoftware und KiI-
Algorithmen wurden erweiterte Architecture Search Methoden erarbeitet fur die
effiziente, (teil-)automatisierte KI-Optimierung (hardware-aware training/quantization)
und kombiniert mit Hardware-Modellen, die eine integrierte Optimierung von Ki-
Architektur und Hardware-Auslegung erlaubt. Daneben wurden Kamera- und Radar-
Sensoren sowie Demonstrator-Boards in zwei Fahrzeuge (ein Forschungsfahrzeug
der LUH Hannover sowie ein Serienfahrzeug der BMW AG) eingebaut und in Betrieb
genommen. So konnten wichtige Sensordaten fur die Kl-Entwicklung aufgezeichnet
werden, wie auch die Kernkonzepte des Projekts in einer anwendungsnahen
Umgebung dem Publikum aufRerhalb des Konsortiums zuganglich gemacht werden.
Mit dem Abschluss-Kolloquium schloss die Phase Il des Projekts.

Arbeitspakete Arbeitsinhalte

Technisch-wissenschaftliche und
organisatorische Koordination des
Leitung, Kommunikation, und Reporting | Konsortiums und der Zusammenarbeit;
Wissenschaftliche Koordination,
Okosystem und Kommunikation,
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Projektmanagement, Koordination,
Reporting

Architekturkonzept

Use-Cases und Szenarien, funktionale
und nichtfunktionale Anforderungen des
SoCs, Selektion geeigneter K-
Benchmarks, Spezifikation des Kl-
Akzelerators, Definition der High-Level-
SoC-Architektur

Definition Demonstrator und
Referenzimplementierung

Beschreibung von Hardwareaufbauten
und Fahrzeug-Demonstratoren

Entwicklungsmethodik

Systemmetriken, Simulator fur Ki-
Plattformen auf Basis eines HW/SW-
Codesigns, Entwurfsraumexploration,
Feinarchitektur, Safety-Konzepte,
Industrialisierungsanforderungen

Kl-Akzelerator

Spezifikation und Konzeption des Kl-
Akzelerators, Kl-Akzelerator-
Algorithmen, Systemarchitektur und
Schnittstellen des KI-Akzelerators,
Komponenten des Kl-Akzelerators,
Firmware und Toolchain, sowie Test,
Evaluierung und Optimierung des Kl-
Akzelerators

Algorithmen-Design

Sensorfusionsalgorithmen,
probabilistisches
Fahrzeugumfeldmodell, Datensatz zum
Training der KI-Algorithmen zur
Sensordatenfusion, Neuronale Netze
zur 3D-Objekterkennung und
Segmentierung sowie Optimierung des
Kl-Algorithmus hinsichtlich Laufzeit,
Speicherauslastung und Qualitat und
Hardware-nahe Optimierung des
Algorithmus

Chip Design

Funktionale Spezifikation,
Systeminfrastruktur, 3rd party IP-
Evaluierung und Insourcing, Chip Top-
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Level-Design, Verifikation auf
Modulebene und auf Top-Level-Ebene,
Chipsynthese, Timing-Analyse, Design
for Test, Place & Route

Chip Demonstrator und Bring-Up

Siliziumfertigung, Packaging,
Platinenlayout, Platinenfertigung,
Softwareentwicklung, Bring-up des
Testsystems

Plattformbereitstellung

Spezifikation der Kl-Plattform flr das
Okosystem, Umsetzung der Plattform,
Aufbau, Schnittstellenbeschreibungen,
Bereitstellung von Arbeitsmitteln,
Evaluierung der Plattform, Okosystem
und Kommunikationsformate

Demonstrator-Aufbau

Hardwareaufbauten und
Demonstratorfahrzeuge, HW-Emulation

Entwicklungsmethodik und robuste HW-
/ISW-Plattform

Fehlerszenarios, Safety-Konzepte,
Erzeugung synthetischer Radar- und
Kameradaten, Optimierung Image
Signal Prozessor

Architektur SoC und Kl-Akzelerator

Skalierbarkeit und Performance-
Pradiktion des Akzeleratorkonzepts,
Sensorsignalverarbeitungskonzepte
und Profiling von Algorithmen auf der
Akzelerator-Hardware

Hardware-Architektur-Suche Methodik

Coarse Model Optimization, Mid-Model
Memory Optimization, Fine Model
Compute Optimization

Validierung und Entwicklung von
Prototypten

FPGA-basierte Evaluation der Konzepte
und fruhe Software-Tests

Kl-Compiler Frontends

Integration des Apache TVM Compiler
Frontends, Evaluation und Optimierung

Compiler Backend

Optimierte Layer-Processing
Algorithmen fur Zielhardware
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Hardware- und Software-Bring-Up und
Inbetriebnahme Demo Board Bereitstellung von Evaluation-Boards
fur Entwickler

Tabelle 1: Arbeitspakete und Arbeitsinhalte

4. Wissenschaftlicher und technischer Stand zu Beginn
und Ende des Vorhabens

Zum Start des Vorhabens waren KI-Beschleuniger bereits wissenschaftlich und
technologisch etabliert, aber haufig als isolierte Forschungs- oder Spezialldsungen
ohne durchgéngiges Automotive-Okosystem, funktionale Sicherheitsmethodik und
flexible Toolchain verfugbar. Kommerzielle und akademische LOsungen deckten
einzelne Aspekte wie hohe Inferenzleistung oder energieeffiziente CNN-Ausfuhrung
ab, boten aber nur begrenzte Anpassbarkeit an wechselnde Workloads,
Safety-Mechanismen und heterogene Edge-Anwendungen. Fur die Automobilindustrie
und Anwendungen mit ahnlichen Anforderungen war damit eine Licke zu schlie3en
insbesondere in der Kombination aus Rechenleistung, Energieeffizienz,
Echtzeitfahigkeit, funktionaler Sicherheit, KI-Optimierung und Software-Werkzeuge in
hoher industrieller Verwertbarkeit.

Zentrales Ergebnis des ZuSE KI-Mobil Projektes ist ein heterogenes SoC in
GlobalFoundries 22-nm-FDX-Technologie mit modularer Architektur und einem
neuartigen bitseriellen, mixed-precision NPU-Kern. Der Demonstrator integriert
zahlreiches IP fur ein voll funktionsfahiges SoC und erreicht insgesamt 10 TOPS INT8
KI-Rechenleistung.

FiGr und mit dem neuen KI-Beschleuniger wurden insbesondere ein
Apache-TVM-basierter Compilerfluss, Konzepte der funktionalen Sicherheit mit
selektiver Fehlertoleranz per Layer, Methoden fur das Hardware-CNN-Co-Design und
ein skalierbarer Hardware-Generierungsfluss erarbeitet. Das Projekt legt damit eine
validierte Plattform mit Board, Linux-BSP, Compiler-Anbindung, Safety-Konzepten,
und Demonstratoren vor. Zahlreiche Publikationen (COOLCHIPS, DATE, NorCAS,
IEEE-TVLSI) dokumentieren die Ergebnisse und beschreiben die Plattform von einer
funktionalen Sicherheitsbetrachtung Uber den Architekturtiberblick bis zur
vollstandigen Al-Chip-Design-Plattform. Technisch zeigt das Projekt, dass der
Hardware-/Software-Co-Design-Ansatz fur eingebettete Kl Uber Automotive hinaus auf
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Drohnen, industrielle Edge-KI und zuklnftige heterogene bzw. chiplet-basierte
Architekturen Ubertragbar ist.
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I EINGEHENDE DARSTELLUNG

1. Verwendung der Zuwendung und Darstellung der
erzielten Ergebnisse im Einzelnen

Die ,New Golden Age“-These entsteht aus der Beobachtung, dass klassische
Skalierung uber Moore’s Law, Dennard Scaling und immer schnellere CPUs nicht
mehr ausreicht; stattdessen entstehen Leistungs- und Effizienzgewinne durch Domain
Specific Architectures.

Genau hier setzt ZUSE KI-Mobil an: Das Vorhaben entwickelt keinen allgemeinen
Prozessor, sondern eine spezialisierte KI-SoC-Plattform fir Automotive-, Drohnen-
und industrielle Edge-Anwendungen mit Echtzeit-, Energie- und
Sicherheitsanforderungen.
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ew Golden Age
T ! T H. Sutter !
1 07 = “Free Lunch is Over” ‘ =
6 “First Reconfigurable Wave”
10° | Adaative Slicar + Yriscand E
5 Single-Thread
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104 | F. Brooks ..” .Amd.hls 1
“No Silver Bullet” Frequency
3 * "*‘..‘ (MHz)
10° I Moores o End of |
Law ’ * [ ] Dennard Scalm s el
2 . = ' L4 (Watts)
10° A/ '. Yo v ¥y " $ | Numberof
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Hennessy and Patterson, Turing Lecture 2018, overlaid over “42 Years of Processors Data”

ths //www.karlrupp.net/2018/02/42-years-of- m:croprocessor ~trend- data/ “First Wave” added by Les w Ison, Frank Schirrmeister

ed and plotted by M. Horowitz, F. Labonte, O. Shacham, K. Olukotun, L. Ha ond, and C. Batte

2017 by K. Ru F P Source https: llurxlv org/abs/2007.09976

Abbildung 3: Hintergrund Domain Specific Architecture — eine neue Chance

Ein zentrales Merkmal der neuen Chipdesign-Ara ist, dass Hardware nicht mehr isoliert
entworfen  wird.  Stattdessen  werden  Anwendung, Modell, Compiler,
Laufzeitumgebung und Silizium gemeinsam optimiert. Damit passt KI-Mobil sehr
prazise in die neue Logik: Nicht der Chip allein ist das Produkt, sondern Chip plus
Software-Okosystem.

Chipdesign sollte Fortschritt nicht nur in Peak-TOPS messen, sondern in Performance
pro Watt, Kosten, Zuverlassigkeit und Sicherheit. Der Kl-Mobil zielt auf effiziente
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Embedded-KI mit einem Zielkorridor von 3 TOPS/W als Plattform fur energieeffiziente
Kl-Prozessoren in mobilen Anwendungen.

Neben Performance sind auch Security und Zuverlassigkeit wichtige neue Treiber der
Architekturinnovation. KI-Mobil adressierts diesen Gedanken im Automotive-Kontext
mit der Untersuchung von Fehlermodellen fur DNNs, Redundanzmechanismen flur
Kl-Akzeleratoren und Safety-Konzepte fur sicherheitskritische mobile Anwendungen.

Damit geht KI-Mobil Gber reine Kl-Beschleunigung hinaus: Es behandelt KI-Hardware
als Bestandteil sicherheitskritischer Systeme — ein wesentlicher Unterschied zu vielen
rein akademischen Accelerator-Prototypen.

Agile Hardware-Entwicklung ermoglicht schnellere Iteration und starkere
Wiederverwendung, erfordert aber auch Generatoren, offene Toolchains, und flexible
Plattformen. Kl-Mobil verfolgt diese Richtung mit einem modularen SoC-Ansatz,
Compiler-Flow, Simulation, skalierbaren Architekturkonzepten sowie einem
anpassbaren Hardware-Generierungsprozess.

Das macht Kl-Mobil zu mehr als einem Forschungsdemonstrator: Es ist ein
Plattformansatz, aus dem Varianten, Derivate und industrielle Anwendungen
entstehen kdnnen.

Neue Architekturen entstehen dort, wo konkrete Anwendungen den Bedarf treiben.
KI-Mobil wurde genau durch solche Anwendungen motiviert: automatisiertes Fahren,
Sensorfusion, 3D-Objekterkennung, semantische Segmentierung, Drohnen und
industrielle Edge-KI.

HIGH-END Al REQUIRES EFFICIENT HARDWARE.
ZUSE KI-MOBIL DEMONSTRATOR.

Semiconductors for Al (Al accelerators) are
essential for training and inference.
Embedded: Compute per electrical power.

Just bruteforcing hardware will not do:
Hardware Software Co-Design.

Target
corridor

ZuSE KI-Mobil:
Novel Al Accelerator Architecture ;
HW-Aware Training, Functional Safety & Energy Efficiency |

Experimental Demonstrator: Dual accelerators (10 TOPS,
1 GHz each), 93 mm2, 1.8 Billion Transistors

Abbildung 4: ZuSE KI-Mobil — neuer Kl-Beschleuniger und System on Chip
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Zentrales Ergebnis des ZuSE KI-Mobil Projektes ist ein heterogenes SoC in
GlobalFoundries 22-nm-FDX-Technologie mit modularer Architektur und zwei
KIl-Engines: einem neuartigen bitseriellen, mixed-precision NPU-Kern aus der
Forschung sowie einem Cadence Tensilica NNA 110.

Der Demonstrator integriert uber 40 IPs, u. a. Dual-Core Arm Cortex-A65AE, Safety
Island mit Dual Lockstep Arm Cortex-R52, duale Low-Latency Image Signal
Processing Pipelines, MIPI-Kamera-Interfaces, LPDDR4, PCle und Ethernet.

SAMPLES FOR ZuSE PHASE . —
OVER 40 IPs INTEGRATED. py -

cadence
Demonstrator chip, built on GlobalFoundries 22nm-FDX, SYnopsys
(tape out by Dream Chip)

Novel Serial Bit NPU (Technische Universitét Dresden) YA o
DSP + Al accelerator Cadence® Tensilica® NNA 110 ; 3 X

Application Processor Dual Core ARM Cortex-A65AE CPU

Safety Island "Alcatraz" dual lockstep ARM Cortex-R52 (Dream Chip)

Dual low-latency, real-time Image Signal Processing,
up to 19.6 MPixel (Dream Chip)

4 CMOS sensor direct support over MIPI, for up to 16x cameras
Dual LPDDR4-Interface

Rich set of I/0 (MIPI Rx/Tx, Ethernet, PCle Gen3, UART, QSPI, 12C)
Demonstrator board, 12V, Linux Board Support Package

Total 10 TOPS INT8

Abbildung 5: Eckdaten des ZuSE KI-Mobil Demonstrator Chips

Die Plattform erreicht insgesamt 10 TOPS INT8. Aufgrund der schnellen Entwicklung
von Wafer-Preisen zur Laufzeit des Projekts musste bei der Realisierung des
Demonstrator Chips ein Kompromiss aus Chip-Flache und Leistungsparametern
eingegangen werden. Die realisierte Losung demonstriert das Potential der Architektur
und zeigt in Skalierbarkeitsuntersuchungen, wie mit kleineren StrukturgrofRen im
Leistungskorridor von 3 TOPS pro Watt auch deutlich hohere Rechenleistungen als
die im Demonstrator verfugbaren 10 TOPS erzielbar sind.

Wissenschaftlich wurden neben dem neuen KI-Beschleuniger insbesondere ein
Apache-TVM-basierter = Compilerfluss, cycle-accurate  Simulation, selektive
Fehlertoleranz per Layer, Methoden flir das Hardware-CNN-Co-Design und ein
skalierbarer Hardware-Generierungsfluss erarbeitet. Nach Projektende liegt damit
nicht nur ein Chip-Prototyp, sondern eine validierte Plattform mit Board, Linux-BSP,
Compiler-Anbindung,  Safety-Konzepten, und  Demonstratoren vor. Der
wissenschaftliche Stand wurde durch COOLCHIPS-, DATE-, NorCAS- und
IEEE-TVLSI-Publikationen dokumentiert, die die Plattform von einer funktionalen
Sicherheitsbetrachtung Uber den Architekturiberblick bis zur vollstandigen
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Al-Chip-Design-Plattform beschreiben. Technisch zeigt das Projekt, dass der
Hardware-/Software-Co-Design-Ansatz fur eingebettete Kl Uber Automotive hinaus auf
Drohnen, industrielle Edge-KI und zuklnftige heterogene bzw. chiplet-basierte
Architekturen Ubertragbar ist.

BMW verwertete Projektergebnisse insbesondere im Bereich Kompression neuronaler
Netze fur eingebettete KIl-Workloads, insbesondere unter Einbeziehung von
Modellierungen der angestrebten Zielhardware, sog. hardware-aware DNN
optimization.

*

prun
yields performance im
& _provements in early stages

«
| Matuire Baseline Model
(release candidate) Performance up to

Also for mature algorithms, com i 1
40 delivers significant perfon

Further pruning Two generations of models
leads to

30 degradationof @ Commlexcombinedmodsl, eatystages
task metrics ¢
25 Mature mode! in final product
[} (Jower complenity)

28 37 46 55 64 73 82 91 100 109 118 127 136 145 154 163 172 181
Performance gnerencessecont)

Abbildung 6: Typische Ergebnisse flir KI-Kompression

Mit der Anwendung von Hardware-Aware Channel Pruning kdnnen signifikante
Verbesserungen der Laufzeiteffizienz neuronaler Netze erreicht werden. Die in K-
Mobil entwickelten Methoden wurden an praktischen Modellen aus der industriellen
Anwendung beim automatisierten Fahren erprobt. In diesen praktischen Beispielen
wurde systematisch der Optimierungsraum ausgelotet, der eine Verbesserung der
Laufzeit (Inferenzen pro Sekunde) bei gleichzeitigem Erhalt der Genauigkeit der
Inferenz-Ergebnisse gewahrleistet. Ausgehend vom Baseline Modell ist dabei durch
die erste Quantisierung Ublicherweise ein Verlust an Genauigkeit festzustellen
(quantization drop). Durch (teil-)automatisiertes Pruning konnten im konkreten Beispiel
Leistungssteigerungen bis zu 230 % gegenuber einem Baseline Modell aus einer
frihen Entwicklungsphase beobachtet werden. Auch fur spatere Entwicklungsphasen,
in der Modelle bereits einen hohen Reifegrad erreicht haben, sind durch die
toolgestutzte automatische Suche des Kompressions-Werkzeugs Verbesserungen
des Laufzeit-Verhaltens erreichbar. Im konkreten abgebildeten Beispiel sind das bis
zu 160 % gegenuber der Baseline.

Dabei gilt es stets eine Auslegungs-Abwagung zu treffen, da Quantisierung und
weitere Pruning-Stufen die Task-Metriken (,accuracy) derart verschlechtern konnen,
dass wichtige Schwellwerte fur die Funktionsgute nicht mehr erreicht werden.
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Typischerweise sind hier Iterationen zwischen der Kl-Funktionsentwicklung, Training,
und embedded Laufzeitoptimierung notwendig. Das fuhrt im nachsten Schritt zu
Architecture Search Verfahren, welche die Architektur des neuronalen Netzes einer
Kl-Funktion optimieren und idealerweise die Auslegung der Hardware passend
gestalten. Da nicht immer alle Stellhebel zur Verfigung stehen, weil Randbedingungen
durch Architektur- oder Produktentscheidungen festgelegt sind, mussen die einzelnen
Schritte auch unabhangig voneinander anwendbar sein. Fur die Hardware-aware
Learning Ansatze ist es zentral, die experimentellen Laufzeitmessungen auf realer
oder emulierter Hardware durch Laufzeit-Pradiktoren zu ersetzen, die vom
Optimierungswerkzeug zur Bewertung von Kandidaten und gezielten Suche von
latenzreduzierten Kandidaten genutzt werden. Im Rahmen von KI-Mobil wurden
Algorithmen fur die Optimierung von Multi-Task-Netzen und fur die verbesserte
Latenz-Pradiktion realisiert.

Damit wurden Forschungsergebnisse in produktnahe Optimierungen flr
kosteneffiziente Embedded-Al Uberfuhrt. Die Ergebnisse von ZuSE KI-Mobil zu KiI-
Optimierung, Hardware-Aware Pruning, Laufzeit-Pradiktion und Neural Architecture
Search sind direkt industrialisierbar. Sie werden im Rahmen der regularen Entwicklung
von Werkzeugen und Methoden zur KI-Optimierung ab Projektende sukzessive weiter
erprobt, bewertet, verfeinert und der Anwendung im Regelprozess zugefuhrt.

Innerhalb des Forschungsvorhabens ZuSE KI-Mobil wurden im Teilvorhaben der BMW
AG ein Demonstratorfahrzeug realisiert und insbesondere Methoden zum Hardware-
Software-Co-Design von Kl-Systemen untersucht und weiterentwickelt.

Das Demonstratorfahrzeug wurde ausgerustet mit Kamera- und Radar-Sensorik. Es
wurde genutzt, um trainingsfahige Radar-Daten fir die Entwicklung von Ki-
Algorithmen fur die Radar-Signalverarbeitung aufzuzeichnen. Darlber hinaus wurde
ein vollstandiges ZuSE KI-Mobil Demonstrator-Board im Fahrzeug integriert und
fahrzeugnahe Anwendungsfalle dargestellt, die konkreten KI-Anwendungen Beispiele
fur die Leistungsfahigkeit des Kl-Mobil Akzelerators aufzeigen und fur konkrete
Prasentationen nutzbar machen.

HW Design NN Architecture NN Optimization
+  Memory Size +  #ofLayers +  Quantization Method
+  Partitioning/Hierarchy «  Layer Types (PACT, DoReFa, etc.)
+  #Processing Elements «  Layer Dimensions +  Layer-wise Bitwidth
+  Numerical Precision «  Modules (MBconv, «  Datatype-wise Bitwidth
+  On-Chip Interconnect Residual, Fire) +  Layer-wise Pruning
+  Supported Dataflows +  Baseline Accuracy S

+  Bit-Serial vs. Vectorized +  Porallel Paths

Abbildung 7: Entwurfsraum fiir Architecture Search
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Eine wichtige Methode zur Optimierung des Laufzeitverhaltens von KI-Algorithmen
beruht auf dem Konzept, eine abstrakte Modellierung der angestrebten Zielhardware
in den Kl-Entwicklungs- und Optimierungsverfahren zu berucksichtigen (Hardware-
Aware Neural Architecture Search). Sie ist eine wichtige Voraussetzung fur die Co-
Optimierung von neuronalen Netzen und Hardwarearchitekturen.

Eine haufige Kategorie sind Multi-Task Netze, die mehrere Aufgaben in ein neuronales
zusammenfassen und effizienter ausfiUhrbar machen. Sie adressieren ein zentrales
Problem eingebetteter  Kl: Moderne Fahrzeuge mussen mehrere
Wahrnehmungsaufgaben gleichzeitig ausfuhren — z. B. semantische Segmentierung,
Tiefenschatzung oder weitere Dense-Prediction-Aufgaben — und das unter engen
Latenz-, Speicher- und Rechenleistungsgrenzen. Klassisches Multi-Task Learning
reduziert zwar Parameter, indem mehrere Aufgaben gemeinsame Netzwerkschichten
nutzen, optimiert aber meist auf Genauigkeit und Parametereffizienz, nicht explizit auf
Inferenzlatenz. Gerade fur Echtzeitanwendungen wie automatisiertes Fahren ist diese
Lucke kritisch: Ein Fahrzeug muss Objekte erkennen, Abstande einschatzen und
Szenen verstehen, ohne dass die Inferenzlatenz die Reaktionsfahigkeit begrenzt.
Latenz, Task-Genauigkeit und Parametereffizienz sollen gemeinsam optimieren
werden konnen, ohne dass Verbesserungen in einer Dimension die anderen Ziele
unkontrolliert verschlechtern.

Ausgehend vom Stand der Literatur (AutoMTL) wurde eine Laufzeit-Pradiktion in den
Multi-Task Learning-Ansatz integriert. Der vorgeschlagene Ansatz LA-MTL erweitert
automatisiertes Multi-Task Learning um explizite Latenzbewertung. Ausgangspunkt ist
ein operatorbasierter Suchraum ahnlich AutoMTL: Fur jede Aufgabe und jeden
Operator kann das Verfahren entscheiden, ob ein Layer geteilt, als task-spezifische
Kopie ausgefuhrt oder Ubersprungen wird. Diese Entscheidungen werden Uber eine
differenzierbare Policy Search mit Gumbel-Softmax gelernt. Zentraler methodischer
Beitrag ist die Einfuhrung eines Analytical Latency Factor ALF. ALF ist ein
hardwarebezogener, dimensionsloser Latenzproxy auf Layer-Ebene. Er bewertet
lokale Pfade einzelner Tasks und zusatzlich globale Interaktionen zwischen Tasks. Der
Local ALF beschreibt die analytische Latenz eines Task-Pfads, wahrend der Global
ALF berlcksichtigt, ob mehrere Task-Pfade so strukturiert sind, dass
Hardwareparallelitat besser genutzt werden kann. Darauf aufbauend formuliert
LA-MTL eine latency-aware Loss-Funktion. Wenn eine vom Nutzer definierte
analytische Latenzanforderung nicht erflllt ist, wird ein Latenzterm aktiviert, der das
Modell in Richtung niedrigerer Latenz drangt. Sobald die Latenzanforderung erfullt ist,
wird starker auf Parametereffizienz und sinnvolles Sharing optimiert. Dadurch entsteht
ein iterativer Suchprozess entlang der Grenze zwischen niedriger Latenz und
ausreichender Modellkapazitat.

Dadurch koénnen Layer in Multi-Task-Netzen gezielt geteilt, spezialisiert oder
Ubersprungen werden und die Entscheidungen direkt mit ihrer Wirkung auf das
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Laufzeitverhalten (Latenz) bewertet werden. Am Beispiel von
CityScapes/DeepLabV3+ wurden so Ergebnisse mit bis zu 1,85% geringerer Latenz
gegenuber dem Stand der Technik erzielt, ohne relevante EinbulRen bei den Task-
Metriken. Die Evaluation erfolgt auf CityScapes und NYUv2 mit verschiedenen
Backbones, darunter ResNet-34, MobileNetV2 und MobileOne. Fur CityScapes zeigt
LA-MTL mit ResNet-34 deutliche Latenz- und Parameterreduktionen. Die konservative
Variante erreicht bis zu rund 69% Parameterreduktion, wahrend die aggressive
Variante bis zu 76% Parameterreduktion erzielt und in einzelnen Fallen bis zu 4%
geringere Latenz erreicht. Bei MobileNetV2 waren sogar sehr hohe
Parameterreduktionen bis etwa 88% zu sehen, wobei die Latenzergebnisse je nach
Runtime und Task starker variieren. Auf NYUv2 zeigt sich ein ahnliches Bild: Mit
ResNet-34 erzielt LA-MTL deutliche Latenzreduktionen (bis zu 62% bei
Tiefenschatzung), und gleichzeitig eine Parameterreduktion von rund 85%. Bei
MobileNetV2 bleiben die Ergebnisse differenzierter, zeigen aber ebenfalls sehr starke
Parameterreduktionen von Uber 75% bzw. 82%. Wichtig ist: Die Genauigkeit bleibt
uberwiegend wettbewerbsfahig. LA-MTL erzielt besonders gute Balance zwischen
Task-Metriken und Effizienz. Mit Gradientenmodifikation kann die Task-Performance
weiter verbessert werden, wahrend LA-MTL gleichzeitig eine deutlich hdhere
Parameterreduktion als frGhere Verfahren bietet.

Bei der Kl-Entwicklung ist die Bewertung von Modell Kandidaten (Varianten des
Baseline-Models mit verschiedenen Kompressions-MaRnahmen) ein haufiger
Engpass, weil die Modell Kandidaten auf der Zielhardware installiert und ihr
Laufzeitverhalten gemessen werden muss. Fur jede Modellvariante muss die reale
Inferenzlatenz auf der Zielhardware bewertet werden. Diese Hardware-in-the-Loop-
Messungen sind jedoch teuer, langsam und organisatorisch aufwendig, weil sie
Kompilierung, Ubertragung auf die Zielhardware, Ausfiihrung und haufig wiederholte
Messungen zur Rauschunterdriickung erfordern. Bestehende Alternativen wie Proxy-
Metriken, Lookup-Tabellen oder generalisierte Latenzpradiktoren I6sen das Problem
nur teilweise. FLOPs oder Parameterzahl korrelieren oft nicht zuverlassig mit realer
Latenz, Lookup-Tabellen verursachen hohen Messaufwand, und
hardwarelbergreifende Meta-Learning-Ansatze bendtigen umfangreiches Pre-
Training sowie Hardware-Deskriptoren, die neue oder stark abweichende
Zielhardware nur begrenzt abbilden kdénnen. Reale Inferenzlatenzen fir beliebige
DNNs auf einer konkreten Zielplattform schnell, prazise und mit sehr wenigen
Messungen vorherzusagen ist wesentliche Voraussetzung, um Hardware-in-the-Loop
in Optimierungsschleifen weitgehend ersetzen zu kénnen.

Der Einsatz von Algorithmen zur Vorhersage des Latenz-Verhaltens auf der konkreten
Hardware umgeht diesen Engpass. Voraussetzung sind Algorithmen, die eine Latenz-
Pradiktion mit ausreichender Gute liefern. Mit HiFi-SAGE wurde ein GraphSAGE-
basierter Latenzschatzer entwickelt, der Hardware-in-the-Loop-Messungen in
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Optimierungsschleifen  deutlich  beschleunigt. Auf LatBench sowie bei
Kompressionssuchen fur ResNet-50, InceptionV3 und DenseNet-169 lagen
vorhergesagte und gemessene Latenzen innerhalb eines 10-%-Fehlerbereichs; die
Pareto-Fronten entsprachen denen der realen Hardwaremessung.

ResNetS0 | HiFi-SAGE guided pareto fromt DenseNet169 | HIF-SAGE-guided pareto fromt
WL parete a

600 4
04

S o1 5 6304 X
" o’
il ’4 - : : : : : - . SN W S_——
Abbildung 8: Pareto-Fronten mit HIL-Messung und Latenz-Prédiktion

HiFi-SAGE ist ein plattform-spezifischer GraphSAGE-basierter Latenzschatzer, der
aus nur wenigen Messungen auf der Zielhardware trainiert wird. Im Unterschied zu
hardwareubergreifenden  Pradiktoren bendtigt HiFi-SAGE keine Hardware-
Deskriptoren und kein aufwendiges Pre-Training Uber viele Gerate hinweg.
Stattdessen wird fUr eine Zielplattform ein dedizierter Latenzschatzer aufgebaut, der
die Eigenschaften dieser Plattform direkt aus Messdaten lernt. Der methodische Kern
besteht darin, ein DNN als Graph zu reprasentieren: Operatoren werden als Knoten
modelliert, Datenabhangigkeiten als Kanten. ONNX-Modelle werden dafir in
Graphstrukturen Uberflhrt, standardisiert, one-hot-encodiert und mit zusatzlichen
Strukturinformationen wie positional encodings angereichert. Dadurch kann HiFi-
SAGE nicht nur einzelne Layer betrachten, sondern auch Interaktionen zwischen
Layern, Compiler-Optimierungen, Fusionen und graphweite Effekte indirekt erfassen.
HiFi-SAGE kann bereits mit 100 Latenzmessungen trainiert werden. Damit wird der
Ansatz praktisch einsetzbar, weil ein geringer initialer Messaufwand gentgt, um
danach viele Modellvarianten softwarebasiert und parallel zu bewerten. Die praktische
Anwendung erfolgt zunachst im Rahmen einer DNN-Kompressionssuche basierend
auf einem genetischen Algorithmus. Daflir wurden Modelle wie ResNet50,
DenseNet169 und InceptionV3 Uber Channel Pruning optimiert und auf einem
embedded Target bewertet. Nach wenigen initialen Hardwaremessungen konnte HiFi-
SAGE in die Suchschleife integriert werden und die Hardware-in-the-Loop-
Latenzbewertung ersetzen.

Kl-gesteuerte Software-Hardware-Co-Optimierung. Basierend auf marktiblichen
Plattformen zur Chip-Emulation (Siemens EDA) wurde eine Engine entwickelt, die
Modell- und Hardwareparameter gleichzeitig optimiert. Dabei wird ein Reinforcement
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Learning Ansatz verfolgt. Ergebnisse erster Experimente zeigen das Potential: bei
einer Object-Detection-Aufgabe verbesserte die gemeinsame Suche von Modell und
Hardware die mAP auf 0,847 (ausgehend von 0.206 mAP im Ausgangszustand mit
fester Hardware und festem Modell), reduzierte die Latenz von 0,134 ms auf 0,048 ms
und verringerte die bendtigte Chipflache deutlich um Gber 90% gegenuber den Fixed-
Hardware-Setups. Im gleichen Zuge stieg auch die Auslastung der Hardware deutlich
an. Die Experimente haben damit erkennbar Potential fur diesen Ansatz gezeigt,
bendtigen aber auch noch erhebliche weitere Untersuchungen — hier konnte aufgrund
der aufwandigen Chipsimulation nur eine begrenzte Anzahl erster Experimente
durchgefuhrt werden.

Co-Optimierung von KI-Modell und Hardware erzielt die hochste Effizienz mit
niedrigsten Latenzzeiten, geringster Chipflache, hoher Auslastung und hoher
Genauigkeit. Software Tuning mit Hardware-Feedback erhoht die Laufzeit-Effizienz
mit reduzierten Latenzzeiten und verbesserten Speicher-Transaktionen, schafft aber
nicht die Hardware effektiv zu nutzen. Reine Kl-Optimierung auf der Software-Seite
der Neuronalen Netze maximieren nur die erzielbare Genauigkeit des Modells, bleibt
aber in der Regel deutlich zurick hinsichtlich Latenz, Auslastung, und Speicher-
Bandbreite. Automatisierte Co-Optimierung wird fur zukunftige Kl-Hardware-
Entwicklung eine wesentliche Rolle spielen, und es ist mit dem Einzug grofRer
Foundation Model Architekturen zu erwarten, dass immer mehr modell-spezifische
Hardware-Designs realisiert werden.

NN Model Space HW Architecture Space
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Abbildung 9: Neural und Hardware Co-Optimierung

AbschlieRend wurde die Workload-Partitionierung auf Systemebene betrachtet. Die
Verteilung von Filtern auf mehrere Beschleuniger wurde simulativ untersucht. Die
Untersuchungen zeigen die mdglichen Gewinne in Verarbeitungsgeschwindigkeit und
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gleichzeitig die sinkende Auslastung einzelner Hardware-Einheiten. Das ist eine
Variante des typischen Problems des Koordinationsaufwandes bei zunehmender
Parallelisierung. Dieser Aufwand muss durch intelligente Abarbeitungs-Steuerung
adressiert werden.

Zusammenfassend zeigen die untersuchten Ansatze, dass hohe Effizienz fur
eingebettete Kl nicht allein durch starkere Hardware entsteht, sondern durch die
gemeinsame Optimierung von Netzwerkarchitektur, Kompression,
Latenzmodellierung, Hardwareparametern und Systempartitionierung.
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