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Zusammenfassung

Das Projekt SurfaceAl entwickelte eine skalierbare, automatisierte Pipeline zur Erfassung von
StraBenbelag und -qualitat auf Basis offener Bild- und Geodaten. Durch die Verknlpfung
georeferenzierter StraBenbilder (Mapillary) mit dem OpenStreetMap-Stralennetz ermaoglicht
die Pipeline eine kombinierte Klassifikation von Oberflachentyp und -qualitdt in einem
durchgangigen Deep-Learning-basierten Verfahren. Der Belag wird mit Gber 90 % Genauigkeit
vorhergesagt; die ordinalskaliert modellierte Qualitdt wird ebenfalls zuverldssig erkannt —
nahezu alle Vorhersagen entsprechen entweder der korrekten oder einer benachbarten
Klasse. Die resultierenden Informationen werden anschliefend auf Stralensegmente
aggregiert und in kommunale Datenséatze Gberfiihrt.

Neben der Open-Source-Software stellt SurfaceAl einen umfassenden Trainingsdatensatz
sowie vortrainierte Modelle bereit. Die Losung ist offen lizenziert, flexibel erweiterbar und
kann sowohl in offentliche als auch kommerzielle Anwendungen, etwa Routing-Apps oder
Planungswerkzeuge, integriert werden. SurfaceAl leistet so einen praxisnahen Beitrag zur
datenbasierten, barrierefreien Mobilitats- und Infrastrukturplanung.

1 Motivation und Ziel

Modellierungen und Analysen des Radverkehrs, Routinganwendungen oder die Bewertung der
Infrastrukturqualitat als Grundlage fir kommunale Planungsprozesse erfordern flachen-
deckende und prazise Daten zu Strallenbeldgen und deren Qualitat. So zeigte beispielsweise
das vom mFUND geforderte Projekt bikeSim, dass die Beschaffenheit der Fahrbahn einen
erheblichen Einfluss auf die Routenwahl von Radfahrenden hat [1]. Ebenso ergab eine Umfrage
im vom Verkehrsministerium Baden-Wirttemberg geforderten Projekt CargoRocket, dass
insbesondere mehrspurige Lastenrdader unebene Beldge wie Kopfsteinpflaster aktiv vermeiden
und hierfir Umwege in Kauf nehmen [2]. Auch mobilitdtseingeschrankte Personen, etwa
Rollstuhlfahrende, sind durch unebene Oberflachen erheblich in ihrer Bewegungsfreiheit ein-
geschrankt.

Trotz der Relevanz dieser Informationen existieren bislang kaum offene und aktuelle Daten-
satze zu StraRenbeldgen und deren Qualitdt. Zwar veroffentlichen einzelne Kommunen
gelegentlich entsprechende Daten, doch sind diese oft veraltet, uneinheitlich formatiert und
erfassen meist nur den Belag, nicht aber dessen Zustand. Das kollaborative Open-Data-Projekt
OpenStreetMap (OSM) [3] bietet mit den Tags surface (StraBenbelag) [4] und smoothness
(Qualitat) [5] eine potenzielle Datenquelle. Allerdings ist die Abdeckung insbesondere fir Ful-
und Radwege unvollstandig, und der Tag smoothness ist allgemein nur lickenhaft abgedeckt.
Die gangigen Methoden zur Erhebung dieser Daten setzen auf aufwendige StraRenbefahr-
ungen mit spezieller Sensorik. Diese sind mit hohen Kosten verbunden und kdnnen daher nur
punktuell durchgefiihrt werden. Zudem stehen die auf diese Weise erhobenen Daten in der
Regel nicht allen potenziellen Nutzenden zur Verfligung.
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Das Ziel dieses Projekts war die Implementierung einer Software, die aus frei verfligbaren
StralRenbildern Informationen zu StraBenbelag und -qualitdt extrahiert und daraus um-
fassende Informationen auf StraRennetz-Ebene generiert. Hierzu sollten konkret zwei zentrale
Verfahren entwickelt werden:
1. Ein Deep-Learning-Modell, das in StralRenbildern sowohl den StraBenbelag als auch
dessen Qualitat mit hoher Genauigkeit erkennt.
2. Ein heuristisches Verfahren, das die Informationen einzelner Bilder zu einem flachen-
deckenden, georeferenzierten Datensatz flir StraBenabschnitte aggregiert.
Zusammengefihrt in einem automatisierten Workflow sollen so mit den Modellen
kommunale Datensatze mit StraBenbelagsinformationen fiir beliebige Regionen kostenglinstig
erstellt werden kdnnen, soweit ausreichend Bilddaten verfligbar sind.

2 Ausgangssituation und Projektrahmen

Die Crowdsourcing-Plattform Mapillary [6] ist eine frei verfligbare und umfangreiche
communitygenerierte Datenbank, die georeferenzierte StraRenbilder bereitstellt. Mit Gber
170 Millionen Bildern allein in Deutschland, von denen lber 50 % innerhalb der letzten drei
Jahre aufgenommen wurden, bietet die Plattform eine umfassende und aktuelle Abdeckung
fiir viele Regionen, insbesondere im urbanen Raum. Die Verknilipfung mit OSM ermoglicht es,
aus Bildern extrahierte Informationen auf das OSM-StraRennetz zu projizieren und dieses
kostenglinstig durch Eigenschaften der abgebildeten Strallen anzureichern. Diese Daten-
quellen bildeten die Grundlage fiir die Entwicklung eines effizienten und skalierbaren
Verfahrens.

Die Umsetzung des Projekts erfolgte an der HTW Berlin unter der Leitung von Prof. Dr. Helena
Mihaljevié. Zusammen mit Dr. Alexandra Kapp, die maligeblich an der Antragstellung und
spateren Durchfiihrung des Projekts beteiligt war, verfligte das Team der HTW Uber
einschldagige Data Science Expertise im Kontext von Mobilitdt, belegt durch Projekte wie
OpentrafficCount [7], FreeMove [8] oder CargoRocket [9]. Das Projekt wurde durch das
MFUND-Programm (Forderlinie 1) des Bundesministeriums fiir Digitales und Verkehr (BMDV)
gefordert.

3 Planung und Ablauf des Vorhabens

Das Vorhaben wurde entsprechend der definierten Arbeitspakete und Meilensteinen aus dem
Projektantrag umgesetzt. Dabei wurde der urspriingliche Zeitplan leicht angepasst: Der
Projektstart verzogerte sich um einen Monat, und das Projekt wurde um zwei Monate kosten-
neutral verlangert, sodass sich eine Gesamtlaufzeit von 16 Monaten und ein Projektzeitraum
von November 2023 bis Februar 2025 ergibt. Insgesamt wurde das Vorhaben mit einem
Umfang von 24 Personenmonaten durchgefiihrt.

Die Verlangerung des Projekts war erforderlich, da sich die urspriinglich vorgesehenen
Segmentierungsmodelle nicht die noétige Genauigkeit lieferten. Stattdessen wurde ein
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alternativer Ansatz entwickelt, um die erkannten Belagseigenschaften den entsprechenden
StraBensegmenten zuzuordnen (siehe Darstellung zu AP 4). Zudem war absehbar, dass der
Peer-Review-Prozess einer der Publikationen liber das geplante Projektende hinaus andauern
wirde. Die Verlangerung war somit notwendig, um die Finanzierung der Publikationskosten
sicherzustellen. Ein aktualisiertes Gantt-Chart des Projektablaufs ist in Abb. 1 dargestellt.

AP Q1 (Q2 |Q3 |4 |Q5 | Q6
1 Aufbau und Wartung der technischen
Infrastruktur
2 Erstellung des Trainingsdatensatzes
3 Entwicklung und Evaluation eines Bild-

Klassifikators

MS | Meilenstein: Bild-Klassifikator

4 Entwicklung eines Algorithmus zur
Zusammenfihrung der Informationen auf
StraRenebene

MS | Meilenstein: Erste Daten in der Mobilithek
5 Automatisierung des Workflows aus AP 3
und AP 4; Erzeugung des kommunalen

StraRendatensatzes

MS | Meilenstein: Bereitstellung kommunaler
Datensatze

6 Kommunikation

7 Deployment und Dokumentation

Abbildung 1. Aktualisierte Darstellung der Arbeitspakete und Meilensteine im Projekt.

4 Stand der Forschung und Technik

Ein erster Proof-of-Concept zur Klassifizierung einzelner StraBenbilder hinsichtlich der
Beschaffenheit von Straflenoberflichen wurde im Rahmen eines Projekts mit CorrelAid [2]
umgesetzt, an welchem die Projektmitarbeiterin Alexandra Kapp mitgewirkt hat. Die daraus
gewonnenen Erkenntnisse dienten als Grundlage fiir die Entwicklung der Vorgehensweise in
SurfaceAl sowie eines Konzepts zur Skalierung auf eine gro3flaichige Anwendung.

Rateke et al. [10] entwickelten einen hierarchischen, bildbasierten Ansatz zur Erkennung der
StraBenbeschaffenheit. Dabei sagt zunachst ein Modell den Oberflaichentyp vorher und
anschlieRend prognostiziert ein zweites Modell die Qualitdt. Zur Modellentwicklung nutzte das
Team den ,Road Traversing Knowledge for Quality Classification (RTK)“ Datensatz [11]
bestehend aus annotierten Bildern aus einer Stadt in Brasilien. Allerdings ist das auf diesen
Daten trainierte Modell nur eingeschrankt auf andere Datensatze (ibertragbar, insbesondere
bei einer feineren Kategorisierung der Oberflachenarten, wie sie notwendig ware, um das
Modell in einem breiteren Anwendungskontext nutzbar zu machen.
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Zur Erkennung von StraRenbeldgen und deren Qualitat in StraRenbildern kamen im Projekt
etablierte Modellarchitekturen, insbesondere Convolutional Neural Networks (CNNs), zum
Einsatz, die sich in der Bildklassifikation bewahrt haben. Insbesondere wurde EfficientNet [12]
als Architektur herangezogen, da es eine hohe Genauigkeit bei gleichzeitig effizientem
Ressourcenverbrauch bietet. Die Erweiterung PostGIS! fiir PostgreSQL wurde zur effizienten
Analyse und Verarbeitung groRer georeferenzierter Datensatze verwendet.

Mapillary stellt eine API?> fiir programmatischen Zugriff auf georeferenzierte StraBenbilder
unter der CC-BY-SA-Lizenz bereit. Im Gegensatz zu proprietdren Diensten wie Google Street
View sind die Bilddaten frei zuganglich und oftmals aktueller. Besonders in Grof3stadten wie
Berlin sind auch FuB- und Radwege gut abgebildet. Zudem kénnen Kommunen oder Initiativen
selbststandig Daten Uiber die Mapillary-Infrastruktur erheben, um die Abdeckung fir
ausgewdhlte Gebiete zu erhohen. OSM stellt detaillierte Informationen zur
StraBeninfrastruktur unter der ODbL-Lizenz bereit. Das StraBennetz weist eine hohe
Genauigkeit in der Geometrie fur Deutschland auf. Mit den Tags surface und smoothness
existieren fur einen Teil der Strallen von der OSM-Community bereitgestellte Informationen
zur StraBenoberfldche, die zur Erstellung eines Datensatzes fiir das Training und die Evaluation
der im Projekt entwickelten Verfahren genutzt wurden.

5 Zusammenarbeit mit anderen Stellen

Im Rahmen des Vorhabens wurde mit vier assoziierten Praxispartnern zusammengearbeitet:

e Komoot (Anbieter von Routenplanung und Navigation),

e FixMyCity (Organisation, die Stadten und Kommunen bei der Vekehrswende
unterstitzt, z.B. durch das mFund-geférderte Projekt OSM-RVP [13]),

e Technologiestiftung Berlin (betreibt u.a. das CityLAB Berlin und fungiert als Schnitt-
stelle zwischen Verwaltung und Zivilgesellschaft fir eine gemeinwohlorientierte
Stadtentwicklung),

e Plan4Better (Beratungsfirma, die Kommunen bei der Entwicklung von Mobilitats-
konzepten unterstltzt und zusatzlich das Planungstool GOAT fiir Erreichbarkeits-
analysen von aktiver Mobilitdt entwickelt und bereitstellt)

Durch die Zusammenarbeit konnte insbesondere die noétige Verbindung zu potenziellen
Anwender*innen hergestellt werden. Konkret unterstitzten die assoziierten Partner bei der
Spezifikation der Anforderungen an die Modelle und die Software sowie bei der Evaluierung
der finalen Ergebnisse. Zu diesem Zweck fanden insbesondere zu Beginn des Projekts sowie in
der Abschlussphase Workshops und kiirzere Meetings statt.

Im Laufe des Projekts wurden weitere informelle Kollaborationen erschlossen. So wurde die
entwickelte Software mit der Senatsverwaltung fiir Mobilitdt, Verkehr, Klimaschutz und
Umwelt (Berlin) auf einem spezifischen StraRennetz im Rahmen des Radverkehr-

1 https://postgis.net/
2 https://www.mapillary.com/developer/api-documentation
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Priorisierungsnetzes getestet. Zudem erlaubte uns die Gemeinde Weseraue, die alle
Autostrallen mit 360°-Kameras abgefahren und Tags in OSM erstellt hatte, eine Auswertung
unserer Software in einer landlichen Gemeinde mit aktuellen Ground-Truth-Daten.

6 Erzielte Ergebnisse und Gegenuberstellung der Ziele

Im Rahmen des Projekts wurden alle Arbeitspakete erfolgreich umgesetzt. Im Folgenden
werden die zentralen Arbeitsschritte sowie die erzielten Ergebnisse im Detail beschrieben.

AP 1: Aufbau und Wartung der technischen Infrastruktur

Die technische Infrastruktur bildete die Basis fir die zentralen Prozesse im Projekt, darunter
die Datenspeicherung, Annotation der Bilddaten, sowie die Entwicklung und Evaluation der
Modelle und der finalen Software-Pipeline. Ein Server der HTW Berlin mit 2 Nvidia-A30 GPU-
Karten bot eine stabile Infrastruktur fir alle Arbeitsschritte, insbesondere die rechen-
intensiven Prozesse des Trainings von Deep-Learning-Modellen. Im Laufe des Projekts war es
notwendig, verschiedene Programmierumgebungen einzurichten und die bendtigte Software
zu installieren. Dazu gehorte LabelStudio zum kollaborativen Annotieren von Daten, Python-
Pakete fiir Deep-Learning-Modelle sowie Datenbank-Managementsysteme.

AP 2: Erstellung des Trainingsdatensatzes

Ein zentraler Aspekt des Projekts bestand in der Erstellung eines umfassenden, heterogenen
und qualitativ hochwertigen Datensatzes zum Training von Deep-Learning-Modellen zur
Klassifikation von StralRenbeschaffenheiten. Die Mapillary Smartphone-App ermoglicht es,
wahrend einer Fahrt mit dem Auto, dem Fahrrad oder zu FuR georeferenzierte Bildsequenzen
aufzunehmen und hochzuladen, was zu einer vielfaltigen Sammlung von StralRen, Rad- und
FuBwegen fihrt. Die Vielfalt der Regionen, Gerate, Kamerawinkel und Verkehrsmittel schafft
einen heterogenen Bildkorpus, der das Training robuster Modelle unterstitzt.

Die Entwicklung des Annotationsschemas orientierte sich maligeblich an den OSM-Tags
surface und smoothness. Wahrend surface den Oberflachentyp wie beispielsweise Asphalt
abbildet, berschreibt smoothness die Qualitdt eines StraBenabschnitts im Sinne der
Nutzbarkeit fir verschiedene Arten von Fahrzeugen, insbesondere hinsichtlich ihrer Ebenheit
und Glatte. Beispielbilder verschiedener Typ-Qualitdt Kombinationen sind in Abb. 2 dargestellt.

Abbildung 2. Von links nach rechts: sett-bad (carlheinz|129178263353193), asphalt-bad
(zoegglmeyr|293245499014573), unpaved- intermediate (macsico [148771344320493).
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Basierend auf statistischen Analysen der OSM-Daten fiir Deutschland sowie Diskussionen mit
den assoziierten Partnern umfasst das finale Annotationsschema 18 Typ-Qualitat-Klassen, die
jeweils fliinf Kategorien entlang beider Dimensionen umfassen (siehe Tabelle 1). Hierfir
wurden wenig relevant und besonders seltene Klassen ausgelassen. Um die Konsistenz der
Annotationen sicherzustellen, wurde ein detaillierter Annotationsleitfaden erstellt, der sich an
den Definitionen des OSM-Tagging-Schemas orientiert. Dieser ist in der Mobilithek sowie auf
Zenodo bereitgestellt (siehe Abschnitt 11).

Tabelle 1. Verteilung der 9.122 annotierten Daten (iber die 18 Typ-Qualitit Klassen.

Typ/ excellent good intermediate | bad very bad
Qualitat Inline-Skates Rennrad Stadtrad & normales | KFZ m. hoher
(nutzbar fir) | & Skateboard Rollstuhl Auto Bodenfreiheit
asphalt 971 1.696 821 246 --

concrete 314 350 250 58 --

paving 385 1.063 519 70 --

stones

sett - 129 694 540 -

unpaved -- -- 326 387 303

Die Herausforderung bei der Erstellung des Datensatzes lag in der stark ungleichmaRigen
Verteilung der 18 Klassen. Legt man die Haufigkeitsverteilung aus OSM fiir Deutschland
zugrunde, so wirden beispielsweise nur 0,7 % aller StraRensegmente der Klasse asphalt-bad
zugeordnet werden. Die Annotation einer zufalligen Stichprobe von 1.000 Bildern wiirde somit
schatzungsweise in 7 Bildern dieser Klasse resultieren, wahrend andere Klassen, wie
beispielsweise asphalt-good, stark Uberreprasentiert waren. Fir das Training eines
Klassifikationsmodells missen jedoch geniigend Repradsentanten jeder Klasse bereitgestellt
werden. Um diesem Ungleichgewicht entgegenzuwirken und die Anzahl der manuell zu
annotierenden Bilder moéglichst zu begrenzen, wurden verschiedene Ansatze zur Auswahl der
Bilder experimentell ausgewertet, kombiniert und iterativ bis zur finalen DatensatzgroRe
durchgefihrt.

Im ersten Schritt wurden Mapillary-Bilder basierend auf deren Georeferenz mit dem OSM-
StralRennetz verschnitten. Den Bildern, die dabei Straen mit vorhandenen OSM-Tags
beziiglich StraBenoberflaichentypen und -qualitaten zugeordnet wurden, konnten somit diese
Werte als erste vorlaufige Label zugewiesen werden. Da die Qualitat der automatisch
generierten Labels haufig nicht ausreichend war, mussten alle Bilder manuell Gberprift und
ggf. nachbearbeitet werden. Die vorlaufige Zuordnung ermoglichte jedoch eine gezielte
Auswahl von Oberflachentypen und -qualitaten, die bei einer zufélligen Auswahl der Bilder
deutlich seltener aufgetreten waren.
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Weitere Verfahren zur Reduzierung des manuellen Aufwands und der Erhéhung
unterreprasentierter Klassen wurden eingesetzt, insbesondere iterative Trainings- und
Anwendungszyklen eines Klassifikationsmodells, die Nutzung von GPT-4o0 zur Prompt-
basierten One-Shot Klassifikation sowie eine Ahnlichkeitssuche basierend auf Bild-
Embeddings zur Vorauswahl der Bilder. Die Details des innovativen Prozesses sind in Abb. 3
dargestellt und im Detail in der zugehdrigen Publikation (siehe Abschnitt 11) ausgefihrt.

annotated batch 1, ... i-1
as training data

batehd type classification model «

l |
| (1) filter splitin

Mapillary
images

1|  manuall
> Y Street

! . 2 - ]
intersect batches | annotate SurfaceVis
(sample) l predict 3) 5
batch i type predict
2,...n) * quality
no OSM tag -more than 5 per loc. or 10 per seq. prediction does not prediction does not excluded (e.g., poor
- highways agree with OSM pre-l. agree with OSM pre-I. quality, no focal road)

- panorama images *
batches to amplify underrepr. classes

Abbildung 3. Entwickelte Strategie zur Auswahl und semi-automatischen Annotation der
Bilddaten.

Der Datensatz weist hohe Heterogenitat aus, da Bilder aus verschiedenen geografischen
Regionen, mit unterschiedlichen Beleuchtungsbedingungen, Bildqualititen und Kamera-
winkeln berticksichtigt wurden. Dies erhoht die Generalisierbarkeit der entwickelten Modelle
erheblich. Zusatzlich wurde ein separater Testdatensatz mit Bildern aus Stadten erstellt, die im
Trainingsdatensatz gezielt ausgeschlossen wurden, annotiert, um die Ubertragbarkeit und
Aussagekraft der Modellergebnisse unter moglichst realen Bedingungen zu validieren.

Der finale Datensatz, ebenfalls in der Mediathek verfligbar, umfasst 9.122 StraRenbilder, die
grofStenteils aus Deutschland stammen. Der innovative Prozess der effizienten semi-
automatischen Annotation des Datensatzes ist aullerdem in einer wissenschaftlichen
Fachpublikation detailliert beschrieben (siehe Abschnitt 11).

Trotz aller Bemihungen blieben einige Klassen unterreprasentiert (siehe Tabelle 1). Eine
gezielte Erweiterung ist moglich, indem Modelle wie GPT-40 ohne Vorfilterung durch OSM-
Tags auf grolle, zufallig ausgewadhlte Bildmengen angewendet werden. Dabei ist jedoch zu
beachten, dass sowohl der manuelle Aufwand steigt — da die Fehlerrate der Prompt-basierten
Klassifikation zunimmt —als auch die Kosten, da deutlich gréRBere Stichproben erforderlich sind.

AP 3: Entwicklung und Evaluation eines Bild-Klassifikators

Ein zentrales Ziel des Projekts war die Entwicklung eines Modells zur prazisen Vorhersage der
StralRenoberflaichenbeschaffenheit in Bildern. Die Modellentwicklung verlief iterativ und eng
verzahnt mit der Erstellung des Trainingsdatensatzes: Das Modell wurde fortlaufend mit dem
jeweils aktuellen Datenstand trainiert. Die Zwischenergebnisse dienten zugleich zur gezielten
Auswahl weiterer Bilder fur unterreprasentierte Klassen (siehe Abb. 3). So lie sich auch
bestimmen, ab wann zusadtzliche Daten keine signifikante Leistungssteigerung mehr
bewirkten.
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Der finale Datensatz diente als Basis fiir das Training verschiedener CNN-Modelle, darunter
EfficientNetV2-S [12], ResNet50 [14] und VGG16 [15], mithilfe des Python-Frameworks
PyTorch. Neben der Klassifikationsgenauigkeit spielte die Inferenzzeit eine zentrale Rolle, da
die Anwendung auf groRe Bildmengen ausgelegt ist. Fiir die kombinierte Vorhersage von
Oberflachentyp und -qualitat wurden zwei Anséatze erprobt: eine sogenannte Classifier Chain,
bei der zunachst der Typ und anschlieRend die Qualitat auf Basis des vorhergesagten Typs
bestimmt wird, sowie ein hierarchisches Modell, das beide Aufgaben in einem gemeinsamen
Netzwerkkern vereint. Die Qualitatsbewertung wurde aufgrund ihrer ordinalen Struktur als
Regressionsproblem modelliert. Zur Evaluation kamen gangige Metriken wie Precision, Recall,
F1-Score und RMSE zum Einsatz. Zuséatzlich wurden Class Activation Maps verwendet, um die
Entscheidungsgrundlagen der Modelle nachvollziehbar zu machen.

Das finale Modell erreichte auf dem Testdatensatz eine Genauigkeit von 91 % fir den
Oberflachentyp und 63 % fiir die Oberflaichenqualitdt. Die geringere Genauigkeit bei der
Qualitatsklassifikation erklart sich durch die flieRenden Uberginge zwischen den Bewertungs-
stufen. Werden benachbarte Klassen als korrekt gewertet, steigt die Genauigkeit auf 99 %.
Damit wurde das angestrebte Ziel von lber 90 % fiir die Typklassifikation erreicht — ein
zentraler Meilenstein des Projekts.

Annotation: asphalt Annotation: asphalt Annotation: paving stones Annotation: asphalt
Prediction: sett Prediction: unpaved Prediction: asphalt Prediction: paving stones

Abbildung 4. Beispiele fiir Fehler des Modells bei der Vorhersage des Oberfléchentyps.

AP 4: Algorithmus zur Zusammenfihrung der Informationen auf
Strallenebene

Um punktuelle Bildvorhersagen zu konsistenten, georeferenzierten Informationen auf
StralRennetz-Ebene zu aggregieren, war ein erganzendes Verfahren erforderlich. Dabei stellten
insbesondere ungenaue GPS-Daten und die Unterscheidung zwischen Fahrbahn, Rad- und
FuBwegen zentrale Herausforderungen dar. Urspriinglich war der Einsatz bestehender
Segmentierungsmodelle vorgesehen, diese lieferten jedoch nicht die notige Genauigkeit.
Aufgrund des begrenzten Projektzeitrahmens konnte kein eigener Trainingsdatensatz zur
Verbesserung erstellt werden. Stattdessen wurde ein zusatzliches Klassifikationsmodell
entwickelt, das den im Bild dominierenden Strallentyp zuverladssig erkennt.

Flr den Aggregationsalgorithmus wurde folgendes Vorgehen wurde auf Basis verschiedener
Experimente gewahlt:
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1. Bilder werden anhand ihrer Geokoordinaten unter Berlicksichtigung einer festen
Ungenauigkeit (Radius) einem StraRensegment zugeordnet. Falls ein Bild so mehreren
Segmenten zugeordnet werden kénnte, z. B. einer Fahrbahn und einem Radweg, wird
der vorhergesagte StraBentyp herangezogen, um Ambiguitaten aufzuldsen.

2. Firjedes StraRensegment wird der Oberflachentyp durch eine Mehrheitsentscheidung
bestimmt, wahrend die Oberflaichenqualitat als Durchschnittswert aller diesem
Oberflachentyp zugeordneten Bilder berechnet wird.

3. Da Strallensegmente mehrere hundert Meter lang und bestimmte Abschnitte,
beispielsweise hdufig befahrene Einfahrten, liberreprasentiert sein kdnnen, wurde ein
mehrstufiges Aggregationsverfahren implementiert. Die Werte werden fiir kleinere
Subsegmente berechnet und anschlieRend ungewichtet zusammengefiihrt, um die
finale Klassifikation fiir das gesamte Strallensegment zu bestimmen.

4. Zur Sicherung der Datenqualitat werden bei unzureichender Menge an Bilddaten keine
Werte fir das jeweilige StraRensegment zurlickgegeben.

Es wurde davon abgesehen, Unterteilungen der Stralensegmente basierend auf Modell-
vorhersagen vorzunehmen. Wéahrend Abweichungen innerhalb eines einzelnen StralRen-
segments zwar tatsdchliche Unterschiede in der Oberflichenart oder -qualitat widerspiegeln
kdnnen, und somit eine weitere Unterteilung des Segments sinnvoll ware, ist es mit diesen
Informationen allein nicht moéglich auszuschlieflen, dass die Unterschiede nicht auf andere
Faktoren wie ungenaue Geokoordinaten, falsche Modellvorhersagen oder inkonsistente
Oberflachen zurlickzufiihren sind. Versuche mit Gewichtungen der Bilder basierend auf
Aufnahmedatum erzielten keine eindeutigen Verbesserungen.

Die Qualitat der aggregierten Informationen wurde anhand von OSM-Daten evaluiert, fir die
vollstandige Angaben zur Strallenbeschaffenheit vorlagen. Zusatzlich erfolgte eine manuelle
Uberpriifung ausgewahlter Bereiche, um potenzielle Fehler der automatisierten Auswertung
zu identifizieren und zu minimieren. Im Radverkehr-Priorisierungsnetz, das tber eine hohe
Bildabdeckung verfligte, konnten rund 80 % der StralRlensegmente klassifiziert werden. Dabei
lag die Vorhersagegenauigkeit fir den Oberflachentyp bei 91 % und fir die Oberflachen-
gualitat bei 62 %. Abweichungen betrafen meist benachbarte Qualitdtsklassen. Im daten-
armeren Bezirk Berlin-Neukdélln wurden nur 34 % der Strallensegmente klassifiziert, wobei die
Modellgenauigkeit vergleichbar blieb (Oberflache: 87 %, Qualitdt: 62 %, mit 99 % der Fehler
hochstens eine Klasse daneben).

AP 5: Automatisierung des Workflows und Erzeugung kommunaler
Datensatze

Die Verfahren zur Bildklassifikation und Aggregation wurden in einem Workflow zusammen-
gefiihrt, um fir beliebige geografische Bereiche neue Datensdtze mit Informationen zur
StralRenoberfliche automatisiert zu erzeugen. Dieser Workflow umfasst alle notwendigen
Teilschritte — von der Auswahl und dem Download der Bilder liber die Klassifikation des
StralRentyps, der Oberflache und der Qualitat in einzelnen Bildern, bis hin zur Aggregation auf
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StralRenebene und dem Export der Daten. Die Pipeline ist in Abb. 4 dargestellt und in einer
wissenschaftlichen Publikation (siehe Abschnitt 11) ausgefiihrt.

classification aggregation
mofel algoilthm model output
select geographic gather street-level classify surface type aggregate image surface type and quality
boundary of interest — images within — and quality of each - labels on road —* estimates for the entire
boundary image segments road network within the
boundary
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Abbildung 5. Schematische Darstellung der Software-Pipeline, vom User-Input
(Geographisches Gebiet) bis zum klassifizierten StrafSennetz. Zur Vereinfachung wird die
Aggregation nur fiir das Attribut Qualitét dargestellt.

5
Y/

e excellent

Besonderes Augenmerk lag auf der Optimierung der Laufzeit, um die Anwendung auch auf
grolle geografische Gebiete skalieren zu kdnnen. Mit Ausnahme der Bildklassifikation erfolgen
alle Berechnungen innerhalb einer PostgreSQL-Datenbank mit PostGIS-Erweiterung, um
georeferenzierte Daten effizient zu verarbeiten. Die ausgewahlten Bilder werden zur Laufzeit
Uber die Mapillary API geladen, in Batches klassifiziert und die Vorhersagen direkt in der
Datenbank gespeichert.
Mit der entwickelten Pipeline wurden kommunale StraBendatensdtze erzeugt und unseren
assoziierten Partnern zur Validierung bereitgestellt. In einem gemeinsamen Workshop wurden
Nutzen, mogliche Erweiterungen und erkannte Schwachstellen diskutiert. Fir Miinchen
konnte die in anderen Anwendungskontexten dokumentierte Genauigkeit erfolgreich
reproduziert werden. Fehler bei der Typklassifikation traten vor allem in den Kategorien
unpaved, sett und concrete auf. Der Strallentyp-Klassifikator zeigte zudem Schwierigkeiten bei
der Unterscheidung von Rad- und Gehwegen, die noch haufig verwechselt wurden.
Im Rahmen der Validierung wurden folgende Erweiterungen als besonders wiinschenswert
flr die zukinftige Entwicklung identifiziert:

e Filterung nach User-ID, insbesondere zur gezielten Auswahl eigener Bildaufnahmen

auf Mapillary

e Festlegung von Zeitintervallen, um zeitlich eingeschrankte Analysen zu ermdoglichen

e Integration von Panorama-Bildern, um gréRere Bildausschnitte auswerten zu kénnen

e Verbesserung der StraBentyp-Klassifikation, insbesondere zur zuverlassigeren

Unterscheidung von Geh- und Radwegen
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Abbildung 6. Output der Software-Pipeline fiir Berlin NeukélIn visualisiert in QGIS. Die
Geometrien sind bezliglich der Bewertung des Oberfldchentyps eingefdirbt.

AP 6: Kommunikation

Neben dem Austausch mit den assoziierten Partnern kamen verschiedene Formate zum
Einsatz, um Uber das Projekt und seine Ergebnisse zu informieren. Fachliche Beitrage wurden
auf zwei Konferenzen prasentiert (FOSSGIS 2024, UrbanAl Workshop@SIGSPATIAL 2024) und
in zwei wissenschaftlichen Artikeln veroffentlicht (siehe Abschnitt 11). Dartiber hinaus wurde
das Projekt beim Informatiktag der HTW Berlin sowie der Langen Nacht der Wissenschaften
einem breiten Publikum vorgestellt. Auch die Projektwebseite diente der laufenden
Kommunikation tber Fortschritte und Ergebnisse. Zusatzlich boten zwei Veranstaltungen der
mFUND-Begleitforschung Gelegenheit zum Austausch mit anderen Forschungsvorhaben und
Fachanwender*innen.

AP 7: Deployment und Dokumentation

Die Pipeline wurde dokumentiert und als Open-Source-Software unter der MIT-Lizenz in einem
GitHub-Repository?® veréffentlicht. Die Software kann somit von interessierten Stakeholdern
heruntergeladen und zur Erstellung eigener kommunaler Datensatze genutzt werden. Darlber
hinaus kann sie an andere Anwendungsszenarien angepasst und weiterentwickelt werden. Die

3 https://github.com/SurfaceAl
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Modelle wurden auf der Plattform Hugging Face deployed* und werden bei Ausfiihrung der
Software direkt von dort geladen.

Fir die effiziente Klassifikation der Bilddaten unterstitzt das System die Verwendung einer
GPU, was insbesondere fiir groe Datensdtze eine erhebliche Beschleunigung bringt. Die
Pipeline wurde erfolgreich fiir Berlin mit knapp 12 Millionen Bildern getestet, wodurch die
Skalierbarkeit und Praxistauglichkeit des Workflows validiert wurde. Die Verarbeitung von ca.
1.000.000 Bilder dauerte ungefahr 15 h mit GPU-Beschleunigung (Nvidia A30).

Die Anwendung ist flexibel konfigurierbar und kann an unterschiedliche Anforderungen
angepasst werden. So lassen sich Klassifikationsergebnisse wahlweise auf ganze
StraBenabschnitte oder auf kleinere Segmente aggregieren. Alternativ kann auch die
Einzelklassifikation der Bilder direkt ausgegeben werden. Damit eignet sich das System sowohl
flir flachendeckende Infrastrukturanalysen als auch fiir gezielte Untersuchungen auf
Mikroebene. StandardmaRig erfolgt die Aggregation auf Basis des OSM-StralRennetzes, bei
Bedarf kann jedoch auch ein alternatives Netz eingebunden werden.

Der finale Output der Pipeline wird als Shapefile bereitgestellt, was eine nahtlose Integration
in gangige Open-Source-GIS-Tools ermoglicht. Dadurch kdnnen die generierten Datenséatze
einfach visualisiert, analysiert und weiterverarbeitet werden.

Die Software wurde unter realitdtsnahen Bedingungen mit echten Mapillary-Bilddaten und
StralRennetzinformationen, insbesondere am Beispiel der Stadt Berlin, erfolgreich getestet.
Dadurch konnte eine praxisnahe Validierung der Bildklassifikation, Aggregation und
Datenverarbeitung erfolgen. Die Ergebnisse belegen, dass die Software die Anforderungen des
Technology Readiness Level (TRL) 6 erfiillt.

7 Wichtigste Positionen des zahlenmalSigen Nachweises

Die Zuwendung wurde U(berwiegend fiir Personalkosten verwendet, insbesondere zur
Finanzierung der Stellen der wissenschaftlichen Mitarbeiterinnen. Diese Ausgaben spiegeln
sich in den erzielten Ergebnissen der Arbeitspakete wider. Die verbleibenden Mittel wurden
maligeblich fir Reisekosten und Publikationen eingesetzt, um die Teilnahme an Konferenzen
zu ermoglichen und den wissenschaftlichen Austausch zu férdern. Die urspringlich
eingeplanten Serverkosten fielen geringer aus als erwartet, da ausreichend Kapazitdten auf
HTW-eigenen Servern bereitgestellt werden konnten. Die dadurch frei gewordenen Mittel
wurden in Personalkosten umgewidmet, was eine effiziente Nutzung der Ressourcen
sicherstellte. Die Gesamtplanung der Mittel erwies sich als realistisch und bedarfsgerecht.

4 https://huggingface.co/SurfaceAl/models-moved



SurfaceAl 15

8 Notwendigkeit und Angemessenheit der geleisteten
Arbeit

Die Entwicklung zuverlassiger Deep-Learning-Modelle setzt qualitativ hochwertige, annotierte
Trainingsdaten voraus. Eine vorgelagerte Recherche hatte gezeigt, dass bestehende Datensatze
fr StraRenbilder diese Anforderungen nicht erfillten. Insbesondere waren Rad- und FuBwege
in Bezug auf Belagsinformationen kaum abgedeckt. Die Erstellung und sorgféltige Kuratierung
eines Trainingsdatensatzes mit ausgewogener Klassenverteilung stellte daher einen
wesentlichen und arbeitsintensiven Bestandteil des Projekts dar. Durch den Einsatz
verschiedener Methoden wurde dieser Prozess so effizient wie moglich gestaltet. Der
entstandene Datensatz ist zudem fiir klinftige Projekte nutzbar und erweiterbar.

Fir die Klassifikation wurden etablierte CNNs angepasst und neu trainiert, anstatt eigene
Modellarchitekturen zu entwickeln, da diese bewahrten Modelle bereits eine hohe
Genauigkeit auf verwendeten Bilddaten erzielten. Dadurch konnten unndtige Entwicklungs-
aufwande vermieden werden.

Da bislang keine offentlich verfliigbaren Verfahren zur Aggregation punktueller
Bildklassifikationen auf StraBenabschnittsebene existierten, mussten entsprechende
Komponenten neu konzipiert und implementiert werden. Diese Funktionalitat ist essenziell fiir
Anwendungen wie Routing oder groRraumige Infrastrukturanalysen.

Durch den regelmdBigen Austausch mit assoziierten Partnern konnten praxisnahe
Anforderungen frihzeitig identifiziert und in die Entwicklung integriert werden. Die
Projektergebnisse wurden zudem auf verschiedenen Veranstaltungen einem breiten Publikum
vorgestellt, unter anderem auf der FOSSGIS-Konferenz 2024. Sie fanden dariber hinaus in zwei
wissenschaftlichen Publikationen Verbreitung, was den zusatzlichen Aufwand in der
Dissemination rechtfertigt und die wissenschaftliche Relevanz des Vorhabens unterstreicht.

9 Voraussichtlicher Nutzen und Verwertbarkeit

Das Projekt hat durch die Entwicklung und Bereitstellung von Datensatzen, Modellen und
Software einen nachhaltigen Nutzen fir Forschung, Verwaltung und Privatwirtschaft
geschaffen. Die erzielten Ergebnisse tragen insbesondere zur datenbasierten
Mobilitatsforschung, zur Open-Data-Bewegung sowie zur Nutzung von Kl-gestitzten
Methoden in der Verkehrsinfrastrukturplanung bei.

In der Mobilithek wurden zwei Arten von Datensatzen bereitgestellt:

e Trainingsdatensatz (StreetSurfaceVis): Ein Datensatz bestehend aus 9,122
StralRenbildern der Crowdsourcing-Plattform Mapillary, annotiert mit StraRenbelag
und Qualitat. Dieser Datensatz ist insbesondere fiir Forschungsprojekte und
Anwendungen relevant, die eigene KI-Modelle entwickeln und dafiir gelabelte
Daten benotigen. Die Veroffentlichung wird unter der Berlicksichtigung der CC-BY-
SA Lizenz von Mapillary unter eben dieser bereitgestellt.
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e Kommunale StraBendatensatze (SurfaceAl): Fir die Stadte bzw. Stadtteile Berlin-
Neukélln, Miinchen, Osnabriick und Dresden wurden Datensatze veroffentlicht, die
eine exemplarische Nutzung der Pipeline demonstrieren. Diese Datensatze stehen
unter der CC-BY Lizenz zur Verfligung, um eine einfache Integration in 6ffentliche
und private Anwendungen zu ermoglichen. Sie konnen insbesondere fiir
Infrastrukturanalysen im kommunalen Bereich und fiir Citizen-Science-Projekte
genutzt werden.

Neben den Datensdtzen wurde auch die komplette Pipeline zur automatisierten Erstellung von
StralRenzustandsdaten auf GitHub veroffentlicht. Die Software ist umfassend dokumentiert,
getestet und unter der MIT-Lizenz frei nutzbar und weiterentwickelbar. Damit steht sie sowohl
offentlichen als auch privatwirtschaftlichen Akteur*innen zur Verfigung, auch Uber die
Projektlaufzeit hinaus. Besonders profitieren Mobilitatsakteure im Bereich Rad- und FuR-
verkehr, fir den bislang nur begrenzt hochwertige Daten vorliegen. Routinganwendungen
konnen die detaillierten Belagsinformationen nutzen, um Routen hinsichtlich Komforts und
Barrierefreiheit zu optimieren. Fiir Stadte und Kommunen bieten sich neue Moglichkeiten,
StraBenzustande systematisch zu analysieren und die Eignung von Wegen gezielt zu bewerten,
etwa fir die Planung nachhaltiger und inklusiver Mobilitatsinfrastrukturen.

Die wissenschaftlichen Publikationen bieten einen Beitrag zum Forschungsstand im Bereich
der Verarbeitung und Analyse georeferenzierter Bild- und Infrastrukturdaten. Die
Veroffentlichung ,StreetSurfaceVis: A dataset of crowdsourced street-level imagery annotated
by road surface type and quality” (siehe Abschnitt 11) stellt detailliert das effiziente Vorgehen
zur Erstellung des Trainingsdatensatzes unter Einbeziehung georeferenzierter Merkmale dar
und ermoglicht somit die Adaption fir zukiinftige Datensdtze auf diesem Gebiet. Mit der
Veroffentlichung ,SurfaceAl: Automated creation of cohesive road surface quality datasets
based on open street-level imagery“ (siehe Abschnitt 11) wird der Aufbau des automatisierten
Workflows zur Anreicherung von StraRennetzen mit georeferenzierten Informationen einem
breiten Fachpublikum zuganglich gemacht.

Im Projektverlauf wurden verschiedene Herausforderungen und Bedarfe identifiziert, die
weiteren Entwicklungs- und Forschungsbedarf begriinden. Ein wesentliches Problem stellt die
unzureichende Performance bestehender Segmentierungsmodelle fiir Rad- und FuRwege dar.
Die zuverldssige, automatisierte Erkennung unterschiedlicher Wegetypen ist nicht nur fir die
Verbesserung der in diesem Projekt entwickelten Pipeline relevant, sondern wurde auch im
Austausch mit den assoziierten Partnern als wertvolle Information benannt. Zudem zeigte sich
der Bedarf an der detaillierten Erfassung physischer Merkmale der Rad- und Fullverkehrs-
infrastruktur. Daher wiirde eine Erweiterung der Modelle, um neben der StraBen-
beschaffenheit auch zusatzliche Merkmale wie Hindernisse oder Fahrbahnmarkierungen
zuverlassig zu erfassen, auf groRes Interesse stoRen.

Die Evaluation der kommunalen Datensatze hat darliber hinaus gezeigt, dass die Bilddaten-
basis insbesondere fiir den StraBennebenraum erhebliche Liicken aufweist. Eine Verbesserung
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der Datengrundlage in dieser Hinsicht bietet weiteres Potential fir die automatisierte
Erfassung der Strallenbeschaffenheit weiterer Merkmale.

10 Fortschritts auf dem Gebiet des Vorhabens wahrend
der DurchfUhrung des Vorhabens bei anderen Stellen

Wahrend der Projektlaufzeit wurden auch in anderen Vorhaben Fortschritte bei der
automatisierten Erfassung der StraBenbeschaffenheit erzielt. Ein Beispiel ist das ABPA-Projekt
[16], das ein dreistufiges Verfahren zur Analyse von Radwegen entwickelt hat. Dabei kommt
ein Kl-basiertes System zum Einsatz, das auf Smartphone-Videodaten basiert. Die
Datenerhebung erfolgt Uber eine speziell entwickelte App, mit der Nutzer*innen Fahrten
aufzeichnen und automatisch in eine zentrale Datenbank hochladen kénnen. Die Analyse
gliedert sich in drei Schritte: Zunadchst wird die Oberflaiche des Weges klassifiziert,
anschlieRend werden Schdden wie Schlaglocher oder Risse erkannt, und schliefRlich
strukturelle Merkmale wie Fahrbahnbreite oder bauliche Trennungen identifiziert.

Im Vergleich dazu verfolgt unser Projekt einen breiteren Ansatz: Wahrend ABPA auf drei
Oberflachenarten fiir Radwege fokussiert, umfasst unser Klassifikationsmodell eine gréRere
Bandbreite an Belagstypen sowie zusatzlich eine Bewertung der Oberflachenqualitat. Dies
ermoglicht eine prazisere und umfassendere Analyse der StraBeninfrastruktur, Gber die reine
Erkennung von Problemstellen hinaus. Auch die Datengrundlage unterscheidet sich deutlich:
ABPA setzt auf nutzergenerierte Smartphone-Videos, unser Ansatz hingegen nutzt
Crowdsourcing-Bilddaten, um eine skalierbare, flachendeckende Auswertung von
Strallennetzen zu ermoglichen. Wahrend ABPA gezielt zur Verbesserung der
Radverkehrsinfrastruktur beitragt, unterstitzt unsere L6ésung vielfaltige
Mobilitatsanwendungen durch die detaillierte Erfassung und Bewertung von StraRen fir
verschiedene Verkehrsarten.

Ein weiteres relevantes Projekt wurde vom HeiGIT [17] durchgefihrt und fokussiert auf die
globale Erfassung von StraRentypen (befestigt vs. unbefestigt). Mithilfe von maschinellem
Lernen und geospatialer Analyse wurden Mapillary-Bilder von weltweit 36,7 Millionen
StraBenkilometern ausgewertet. Dadurch konnte die Abdeckung der Oberflichendaten in
OpenStreetMap von 33 % auf 36 % gesteigert werden. Besonders in landlichen Regionen
lieferte das Projekt wichtige Erkenntnisse liber Infrastruktur und den Zusammenhang zwischen
StraBenzustand und Entwicklungsstand. Im Unterschied zu unserem Projekt lag der
Schwerpunkt hier nicht auf der detaillierten Klassifikation von Beldgen oder deren Qualitat,
sondern auf einer global einsetzbaren Losung mit grober Typisierung.
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11Veroffentlichungen der Ergebnisse

Im Rahmen des Projektes wurden Datensatze, Code und wissenschaftliche Publikationen

veroffentlicht. Zudem wurde das Projekt auf verschiedenen Veranstaltungen einem diversen

Publikum vorgestellt.

Datensatze:

A. Kapp, E.Hoffmann, E. Weigmann, und H. Mihaljevi¢, , StreetSurfaceVis: Datensatz
von StraRenbildern mit Annotationen zu Art und Qualitdt der StraBenoberfliche”,
Mobilithek, 2024. https://mobilithek.info/offers/739469836863561728.

A. Kapp, E. Hoffmann, E. Weigmann, und H. Mihaljevi¢, ,StreetSurfaceVis: a dataset of

street-level imagery with annotations of road surface type and quality“, Zenodo, 4. Juni
2024. doi: 10.5281/ZENODO.11449977 (entspricht dem gleichnamigen Datensatz in
der Mobilithek)

A. Kapp, E. Hoffmann, E. Weigmann, und H. Mihaljevi¢, ,SurfaceAl: mittels Kl
(Bildklassifizierung) klassifizierte StraRennetze beziiglich Oberflachenbelag und -
gualitdt in den Stadten Minchen, Berlin-Neukdlln, Osnabriick und Dresden”,
Mobilithek, 2024. https://mobilithek.info/offers/804060514242924544

Wissenschaftliche Publikationen:

A. Kapp, E. Hoffmann, E. Weigmann, und H. Mihaljevi¢, ,,SurfaceAl: Automated creation
of cohesive road surface quality datasets based on open street-level imagery”, in:
Proceedings of the 2nd ACM SIGSPATIAL International Workshop on Advances in Urban-
Al, Atlanta GA USA: ACM, 2024, S. 54-57. doi: 10.1145/3681780.3697277

A. Kapp, E. Hoffmann, E. Weigmann, und H. Mihaljevi¢, ,StreetSurfaceVis: a dataset of
crowdsourced street-level imagery annotated by road surface type and quality”,
Scientific Data 12 (1), S. 92, 2025, doi: 10.1038/s41597-024-04295-9

Weitere Publikationen:

A. Kapp und E. Hoffmann, ,SurfaceAl - Automatisierte Bestimmung der
StraBenbeschaffenheit mit Machine Learning”, in: FOSSGIS 2024. Anwenderkonferenz
fiir Freie und Open Source Software fiir Geoinformationssysteme, Open Data und
OpenStreetMap, S. 11-13.

https://files.fossgis.de/Konferenz/2024/fossgis tagungsband 2024 digital.pdf

E. Weigmann, ,Exploring Hierarchical and Ordinal Deep Learning methods for Road
Surface Classification”. Masterarbeit. HU Berlin, 2024.

Software:

Vollstandige Pipeline: https://github.com/SurfaceAl/road network classification

Modell-Gewichte: https://huggingface.co/SurfaceAl/models/tree/main

Datensatz Erstellung: https://github.com/SurfaceAl/dataset creation

Modell Training: https://github.com/SurfaceAl/classification_models

Vortrige und Offentlichkeitsformate:

e E. Hoffmann und A. Kapp, FOSSGIS Konferenz, Hamburg, 2024


https://mobilithek.info/offers/739469836863561728
https://files.fossgis.de/Konferenz/2024/fossgis_tagungsband_2024_digital.pdf
https://github.com/SurfaceAI/road_network_classification
https://huggingface.co/SurfaceAI/models/tree/main
https://github.com/SurfaceAI/dataset_creation
https://github.com/SurfaceAI/classification_models
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E. Hoffmann, Informatiktag HTW Berlin, Berlin, 2024

e Kapp, E. Hoffmann, H. Mihaljevié, Lange Nacht der Wissenschaften, Berlin, 2024

e Poster Industry Event am Einstein Center Digital Future (ECDF), Berlin, 2024

e E. Hoffmann, 2nd ACM SIGSPATIAL International Workshop on Advances in Urban-
Al, Atlanta 2024, im Rahmen der Publikation
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