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|. Uberblick der Ausgangslage

Aufgabenstellung des Projekts

Das Projekt NaLamKI (Nachhaltige Landwirtschaft mittels Kunstlicher Intelligenz) hatte das
Ziel, KlI- und Cloud-Technologien fur die Landwirtschaft nutzbar zu machen. Zu den
Hauptaufgaben des Projekts gehorte die Entwicklung spezieller Kl-Methoden, die auf
Fragestellungen aus der Agrartechnik und Wissenschaft angepasst wurden. Daten aus
konventionellen und autonomen Landmaschinen, Satelliten, Drohnen und weiteren Sensoren
werden ausgewertet und in einer Software-Service-Plattform zur Nutzung durch den Landwirt
zusammengefiihrt. Diese Daten und KI-Modelle wurden genutzt, um Prozesse wie
Bewasserung, Diingung und Schadlingsbekampfung effizienter und nachhaltiger zu gestalten.
Dabei wurden die Daten und Kl-Dienste interoperabel und dezentral mit offenen Standards zur
Verfligung gestellt, wobei Datensouveranitat und -sicherheit beriicksichtigt wurden. Das
Projekt forderte aktiv den Austausch zwischen Ingenieuren und Wissenschatftlern, um
Erkenntnisse aus der Grundlagenforschung in praktische Technologien fir die Landwirtschaft
zu Uberfuhren.

Ein bedeutender Aspekt war der EdgeCloud-Gedanke. Dieser ergab sich aus den fachlichen
Anforderungen, dass viele Dienste direkt vor Ort ausflhrbar sein sollten. Daflir entwarf das
Konsortium bereits in der Antragsphase nachfolgende Abbildung 1 1:
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Abbildung 1: Planung des NaLamKI-Systems



Voraussetzungen, unter denen das Vorhaben durchgefiihrt wurde

Das Projekt wurde im Rahmen des zweiten Forderaufrufs des Al nnovatisonswett
K¢nstliche Intelligenzi des B u nkdineaschuitzn(BMWKe r i u ms
vormals BMWi) durchgefiihrt. Folgende Partner arbeiteten gemeinschaftlich und kooperativ an

der Erreichung der Projektziele: John Deere GmbH & Co. KG (Konsortialfihrer), Deutsches
Forschungszentrum fiir Kiinstliche Intelligenz GmbH, Fraunhofer-Gesellschaft zur Férderung

der angewandten Forschung e. V., Optoprecision GmbH, Robot Makers GmbH, Rheinland-

Pfalzische Technische Universitat Kaiserslautern-Landau, Universitdt Hohenheim, Julius
Kihn-Institut Bundesforschungsinstitut fur Kulturpflanzen (JKI), Planet Labs Germany GmbH

und NT Neue Technologie AG. Diese Mischung aus Hochschulen, Forschungseinrichtungen,

KMUs und Grol3unternehmen brachte interdisziplindre Expertise zusammen, um die fur die

Erreichung der Projektziele notwendige Innovationskraft zu entfalten. Verantwortlicher
Projekttrager war der DLR-Projekttrager des Deutschen Zentrum fir Luft- und Raumfahrt e.V.

(DLR).

Planung und Ablauf des Vorhabens

Das Projekt, das vom 01.01.2021 bis 31.12.2024 lief, war in insgesamt 10 Arbeitspakete (AP)
gegliedert:

1 AP1: Projektmanagement

AP2: Anforderungen, Use Cases und Datengrundlage

AP3: Systemarchitektur

AP4: Datenerhebung, Vorverarbeitung und Prozessierung

APS5: Vernetzung und Signaliibertragung

APG6: Kl-gestitzte Signal- und Datenanalyse

AP7: Kl-gestutzte Integration verschiedener Datenquellen und Interpretation

AP8: Verteilte und kooperierende Systeme

=A =/ =4 =4 4 -4 -4 -4

AP9: Demonstratoren
1 AP10: Transfer und Verbreitung

Wahrend der Projektlaufzeit wurden sieben Meilensteine erreicht, die den Fortschritt und die
Zielerreichung des Projekts markierten. ANeben regel m2Ci gen monatliche
sowie zahlreichen bi- oder multilateralen Treffen fanden auch Prasenztreffen des gesamten

Konsortiums statt. Dartiber hinaus wurden Arbeitsgruppen fur die definierten Demonstratoren

gebildet, die sich ebenfalls regelm&Rig trafen.



Vorhandener wissenschaftlicher und technischer Stand als
Grundlage des Vorhabens

Angabe bekannter Konstruktionen, Verfahren und Schutzrechte, die fur die
Durchfiihrung des Vorhabens benutzt wurden

Um landwirtschaftliche Prozesse zu optimieren, sind qualitative und quantitative Informationen
Uber landwirtschaftliche Bestande notwendig. Die Fernerkundung ist ein etabliertes Verfahren
zur Bereitstellung dieser Daten. Bereits zu Projektbeginn waren zahlreiche Technologien auf
dem Markt verfuigbar, darunter Drohnen, hyperspektrale Kamerasysteme, Mikro-, Nano- und
Makro-Satelliten sowie Bodenradar. Zudem standen Open-Source-Softwarebibliotheken flr
die Entwicklung zur Verfiigung. Die Zunahme an kostenfreien und gunstigen Datenangeboten
fuhrt zu sehr grof3en Datenmengen, die mit herkdmmlichen Methoden nicht mehr zielfiihrend
bearbeitet werden kénnen. Kl-Verfahren und Cloud Computing waren hier fur die schnelle
Informationsbereitstellung  unabdingbar.  Durch  die  Auswertung  multisensoraler
Fernerkundungsdaten sind Rickschlisse auf Ernahrungs- und Stresszustande von Pflanzen
maoglich, die bereits im Precision Farming genutzt werden.

Kl-Verfahren, die eine Ubertragung von Lernergebnissen auf andere Anwendungsfélle oder
Maschinen erlauben oder gemeinsam lernen, ohne Rohdaten austauschen zu missen, waren
zu Projektbeginn bekannt und teilweise in Produkten eingefiihrt. Diese Ansatze helfen,
Markthemmnisse zu Uberwinden, die auf allgemeinen Datenschutzbedenken beruhen i ein
Problem, das insbesondere in der Landwirtschaft h&aufig auftritt. Im Projekt NaLamKI wurde
versucht, eine KI- und Datenverarbeitungsarchitektur zu spezifizieren, die mit
landwirtschaftlichen Okosystemen und Datenschutzanspriichen kompatibel ist.

Viele neuronale Netze bilden den Kern moderner Kl-Systeme. Sie werden anhand einer
grol3en Anzahl an Beispieldaten trainiert, wobei die Entscheidungsgrenzen vom System selbst
erlernt werden. Damit bleibt die KI zun&chst sowohl fir den Entwickler als auch fir den
Anwender eine ABI ack Bo x beiautbriors agenendeh KlpSgskemeni st s 0
von zentraler Bedeutung als auch bei Anwendungen, in denen menschliche
Verantwortungstrager maschinelle Entscheidungen verstehen und interpretieren mussen,
bevor sie Vertrauen in diese gewinnen konnen. Aufgrund ihrer Black-Box-Charakteristik
ermdglichen (tiefe) neuronale Netze keine direkte Kombination mit abstraktem symbolischem
Expertenwissen. AusschlieBlich datengetriebene Verfahren haben jedoch trotz ihrer
Leistungsfahigkeit Grenzen, etwa wenn nicht gentigend oder hinreichend repréasentative
Trainingsbeispiele zur Verfigung stehen oder wenn dynamische Bedingungen und rechtliche
Vorgaben berlcksichtigt werden missen. Der Einsatz von Verfahren der Erklarbaren
Kinstlichen Intelligenz (XAl), die ein Offnen der Blackbox sowie die post-hoc Gewinnung von
Doméanenwissen ermoglichen, war daher ein zentrales methodisches Element in NaLamKI| und
ist fir die spatere Nutzung der Systeme unabdingbar. Ebenso missen neuartige autonome
Systeme in der Lage sein, robust und flexibel auf Stérungen sowie eine dynamische Umwelt
zu reagieren i Aspekte, denen in der Landwirtschaft besonders Gewicht zukommt.

Die Kombination aus hoher zeitlicher Wiederholrate und héherer raumlicher Auflésung schafft
neue Mdglichkeiten der Fernerkundung. Raum-zeitliche Analysen auf der Grundlage der
neuen Datenquelle erlauben beispielsweise eine fast tagliche Vorhersage des Aussaatdatums
auf Feldebene, eine verbesserte Erkennung von Stickstoffstress bei Mais in der Friihsaison
und die Messung des taglichen Wasserverbrauchs von Pflanzen aus dem Weltraum.

Um die enormen Potenziale der Digitalisierung in der Landwirtschaft zu heben, wurden in
verschiedenen Forschungsprojekten wichtige Vorarbeiten geleistet. In vielen dieser Projekte
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waren und sind auch NaLamKI-Partner eingebunden. Das vom BMBF geftrderte Projekt
AMMCOA Dbefasste sich mit der echtzeitfahigen Vernetzung von automatisierten
Landmaschinen. Kl in landwirtschaftlichen Kommunikationssystemen wurde im KILANKO-
Projekt adressiert. Drohnen- und satellitengestiitzte Bodenfeuchtemessung mittels GNSS-R
wurde in Mistrale untersucht. Die Bodenfeuchte konnte hierbei bis zu einer Tiefe von 5i 10 cm
bestimmt werden, was fur viele Pflanzenkulturen nicht ausreichend ist. Ein
fahrzeuggebundenes Phéanotypisierungssystem auf Basis multispektraler Laserscans wurde
im Projekt Predbreed entwickelt. Das Projekt Flourish adressierte die Prazisionslandwirtschaft,
indem Drohnen-basierte Vermessung mit Roboter-basierten Eingriffen auf dem Feld
verbunden wurden. Im Projekt ATLAS wird Uber eine Plattform die Interoperabilitat
verschiedener Systeme gefordert, die Landwirte dazu beféahigen soll, Daten untereinander und
mit Serviceanbietern zu tauschen. Im Gegensatz zu NaLamKI bericksichtigt ATLAS jedoch
nicht die Entwicklung neuer Methoden wie die Integration von Kinstlicher Intelligenz und die
Datensouveranitat der Landwirte. Das Projekt GeoBox schafft die Grundlagen einer
interoperablen Cloud-basierten Plattform. Der GeoBox-Ansatz weist aus Sicht kommerzieller
Anbieter Schwachen auf, da er mdglichen Geschaftsmodellen entgegensteht. NaLamKI setzte
hier an, indem es die Daten bei den Landwirten bzw. autorisierten Nutzergruppen belief3,
wahrend die Software und ihre Optimierungsroutinen bei den Unternehmen verblieben i
wodurch neue Geschéaftsmodelle ermdglicht wurden

Angabe der verwendeten Fachliteratur sowie der benutzten Informations- und
Dokumentationsdienste

Fur die erfolgten Forschungsarbeiten im Bereich der KlI-Methodenentwicklung wurde
Fachliteratur aus einschlagigen wissenschaftlichen Outlets verwendet. Dies umfasste sowohl
internationale Fachzeitschriften als auch Tagungsbénde relevanter wissenschaftlicher
Konferenzen, jeweils in den Bereichen Machine Learning, Agrarinformatik, Remote Sensing,
etc.

Fur die im Rahmen der entsprechenden Arbeitspaketen entwickelten Kl-Use Cases sind teils
projekteigene Veroffentlichungen entstanden, welche die verwendete und zitierte
wissenschaftliche Fachliteratur naher darlegen (siehe hierzu bitte die Liste der im Projekt
entstandenen Publikationen).

Zusammenarbeit mit anderen Stellen

Wahrend der gesamten Projektlaufzeit fand eine enge Abstimmung und Zusammenarbeit mit
dem Schwesterprojekt AgriGaia statt, das auf NaLamKI-Seite von der NT.AG, dem DFKI und
dem Fraunhofer HHI koordiniert wurde. Ziel war die Entwicklung einer offenen, dezentralen
und interoperablen Plattform fir landwirtschaftliche Daten und Kl-Dienste, in die die NaLamKI-
Plattform Uber eine entsprechende Schnittstelle integriert wurde. Diese Schnittstelle erméglicht
die Verbindung zwischen den Systemen. Nutzer der NalLamKI-Plattform koénnen ihre
aufgenommenen Daten der AgriGaia-Plattform als Trainingsdaten zur Verfiigung stellen. Die
bendtigte semantische Beschreibung wird hierbei durch den Agrovoc gewahrleistet. Auf der
anderen Seite kdnnen bereits trainierte KI-Modelle, die auf der AgriGaia-Plattform vorhanden
sind, den Nutzern der NaLamKI-Plattform zur Verfigung gestellt werden. Hierdurch profitieren
beide Plattformen voneinander. Der Datenaustausch erfolgt iber den EDC, um eine GAIA-X-
konforme Kommunikation zwischen den Systemen sicherzustellen.
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Das Fraunhofer Heinrich-Hertz-Institut (HHI) hat zudem mit dem Projekt Landnetz
(https://landnetz.eu/projekt/) zusammengearbeitet, um Datensétze fur die Weiterentwicklung
Kl-gestitzter Anwendungen bereitzustellen. Die in Brandenburg bei Berlin-Brandenburg Obst
(BB Obst, https://mww.bb-obst.de/start.html) aufgenommenen Datensatze aus Apfelplantagen
wurden gemeinsam mit Daten, die im Landnetz-Projekt vom Fraunhofer-Institut fur Verkehrs-
und Infrastruktursysteme (IVI) in Pillnitz bei Dresden aufgenommen wurden, zur
Veroffentlichung aufbereitet. Diese Daten dienten als Grundlage fur die Entwicklung und
Optimierung von Kl-Diensten zur automatisierten Fruchterkennung und tragen somit zur
Digitalisierung und Effizienzsteigerung im Obstbau bei. Der aufbereitete Datensatz wird im
Jahr 2025 verdffentlicht und wurde zuvor mithilfe gangiger Verfahren maschineller Intelligenz
validiert. Dies ist essenziell, um stabile Kl-Modelle fur die Préazisionslandwirtschaft zu
entwickeln.

Planet Labs sowie das Julius Kuhn-Institut (JKI) haben mit dem Leibniz-Zentrum flr
Agrarlandschaftsforschung (ZALF) e. V. in Mincheberg zusammengearbeitet. Schwerpunkt
der Zusammenarbeit war die Validierung und Evaluierung fernerkundungsbasierter
Informationen bzw. Produkte unterschiedlicher Marktreife. Es wurden die vom ZALF im
Rahmen des PatchCROP-Projekts erhobenen Datensatze verwendet.



ll.Eingehende Darstellung

1. Verwendung der Zuwendung und des erzielten Ergebnisses im Einzelnen, mit
Gegenuberstellung der vorgegebenen Ziele

AP1: Projektmanagement

Wahrend der gesamten Projektlaufzeit wurde das Projektmanagement in enger
Zusammenarbeit zwischen John Deere und dem Fraunhofer HHI systematisch aufgebaut und
weiterentwickelt. Das priméare Ziel war die termingerechte Durchfiihrung der konzeptuellen und
softwaretechnischen Arbeiten, die Qualitatssicherung der Dokumente und technischen
Artefakte, die Steuerung der projektinternen und externen Kommunikation sowie das
Berichtswesen. Ein Steuerkreis wurde etabliert, der die Gesamtplanung des Konsortiums im
zweiwo6chentlichen Turnus abstimmte und die reibungslose Koordination zwischen den
Partnern sicherstellte. Der Projektfortschritt wurde im Austausch mit den Arbeitspaketleitern
Uberwacht, wobei Hindernisse und Herausforderungen l6sungsorientiert diskutiert wurden.
Konsortialtreffen, die zweimal jahrlich rotierend in Présenz an verschiedenen Standorten der
Projektpartner stattfanden, waren ein zentraler Bestandteil des Austauschs im gesamten
Konsortium. Das Projektmanagement konzentrierte sich darlber hinaus auch auf die
Offentlichkeitsarbeit, einschliellich Messeauftritten bei den Tagen der Digitalen Technologien,
der Agritechnica 2023, der Griinen Woche 2023 und 2024 sowie weiteren Veranstaltungen.
Zudem wurden Workshops, wie der zur Geschaftsmodellentwicklung, geplant und
durchgefuhrt. Die 6ffentliche Abschlussveranstaltung des Projekts fand im November 2024 im
John Deere Forum in Mannheim statt. Im Konferenzstil wurden die Projektergebnisse durch
Vortrage und eine messedhnliche Ausstellung der interessierten wissenschaftlichen
Offentlichkeit prasentiert.

Im Rahmen von Unterauftragen wurden Gravity & Storm (NaLamKI-Dashboard) sowie Bonn
Consulting (Datenstruktur und Frontend) eingebunden und vom HHI und DFKI eng in die
Projektkommunikation integriert. Die Zusammenarbeit mit Bonn Consulting war dabei
besonders wichtig, da das Unternehmen Interesse an der spateren Betreibung der NaLamKI-
Plattform signalisiert hat und sich aktiv an der Grindung des Trégervereins beteiligt. Dabei
liegt bei Bonn Consulting das Augenmerk auf der Administration des Portals; der technische
Betrieb i auch uber das Projektende hinaus 1 befindet sich im Themenspektrum bzw.
Rechenzentrum der NT.AG.



AP2: Anforderungen, Use Cases und Datengrundlage

Die Arbeiten an den Anforderungen, Use Cases und Datengrundlagen stellten zusammen mit
der Datenerhebung und Vorverarbeitung in AP4 die Grundlage fiir die spatere Umsetzung der
KlI-Use Cases sowie der NaLamKI-Plattform dar. Dartber hinaus waren die Arbeiten in diesem
AP2 und dem nachfolgend beschriebenen AP3 (bergreifend und eng miteinander verwoben.
Aus diesem Grund wurden sie im Projektverlauf gemeinsam betrachtet. Im Rahmen AP-
Ubergreifender Statustreffen zwischen den beteiligten Projektpartnern erfolgten regelmagige
Abstimmungen.

Systematisches Vorgehensmodell fir die Spezifikation von Anwendungsfallen

Zum Zwecke der Anforderungsanalyse und Spezifikation wurde zu Projektbeginn von der
UHOH eine systematische Vorgehensweise entwickelt und in das Konsortium eingebracht.
Diese bestand aus vier Teilschritten, wie in Abbildung 2 kurz zusammengefasst dargestellt:

« Grafische Beschreibung desim Demonstrator behandelten landwirtschaftlichen Prozesses
« Ziel: Schaffung eines gemeinsamen Prozessverstdandnisses und einer Diskussionsgrundlage

« Markierender relevanten, zu digitalisierenden Prozessabschnitte bzw. -schritte
« Ziel: Konkretisierung der NaLamKI-Use Cases

« Experteninterviews mit Demonstratorverantwortlichen

« Ziel: Identifikation von Systemgrenzen, bestehenden Schnittstellen zu anderen Systemen,
notwendiger Komponenten und des Datenflusses dazwischen

* Modellierungin Form von UML-Diagrammen (Aktivitats-, Use Case-, Komponentendiagramme, etc.) )

« Ziel: Einheitliche, technische Dokumentation der Ergebnisse der APs 2 (Anforderungsanalyse)und 3
(Systemarchitektur) und Grundlage fiir weitere Implementierung

Zunehmender Detailgrad

Abbildung 2: Vorgeschlagenes systematisches Vorgehensmodell zur Spezifikation

Zunachst erfolgte eine grafische Beschreibung der in den urspriinglich angedachten
Demonstratoren behandelten landwirtschaftlichen Prozesse. Ziel war es, ein gemeinsames
Prozessverstandnis zu schaffen und eine Diskussionsgrundlage zu etablieren. Hierzu wurde
von der UHOH eine modularisierte Ausflllvorlage entwickelt (Schablone, siehe Abbildung 3),
mit deren Hilfe die Zusammenhange zwischen den erzeugten Informationen und Daten sowie
den landwirtschaftlichen Prozessen in den Demonstratoren erfasst werden konnten.



Demonstrator 6: Multi-Skalige Informationsgewinnung mit Fernerkundung: Bestandsentwicklung
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Abbildung 3: Beispielhaft beflllte Schablone fiir die Demonstratorbeschreibung

Zusatzlich wurde ein zweiteiliger Fragebogen entwickelt und angeboten, der spezifischere
Inhalte zu den Demonstratoren erganzte.

Im zweiten Schritt wurden aus den modularisierten Ausfillvorlagen und den Fragebdgen im
Projekt betrachtete Use Cases identifiziert. In anschlie@end durchgefiihrten, geleiteten
Experteninterviews der UHOH mit den Projektpartnern wurden Aspekte wie Systemgrenzen,
Schnittstellen, notwendige Komponenten und Datenflisse zwischen Systemen und
Komponenten adressiert.

Ziel des Vorgehens war die Schaffung eines gemeinsamen Verstandnisses der im Projekt
betrachteten landwirtschaftlichen Anwendungsfalle fiir den Einsatz von Kl in der digitalisierten
Landwirtschaft. Auf Basis der von den Projektpartnern ausgefilliten Erhebungsschablonen, der
rickgelaufenen Fragebdgen sowie der mit den Partnern gefuhrten Diskussionen in den
Experteninterviews erfolgte in enger Zusammenarbeit der NT.AG und UHOH die Modellierung
in Form von u. a. Swimlane-Diagrammen.

Durch den kontinuierlichen Austausch zwischen den Projektpartnern wurde ein
konsortiumweites Bild der betrachteten landwirtschaftlichen Anwendungsfalle geférdert, was
in der Folge zu den weiterfihrenden Analysen und Spezifikationen der Demonstratoren und
sich daraus ergebender Kl-Use Cases beitragen konnte.

Spezifikation mittels Swimlane-Diagrammen

Alle Demonstratoren wurden n a c h der Met h od bzw. AnBtelds Bwindames
Diagrammen weiter spezifiziert. Mithilfe dieser Methode konnten schnell sowohl die
notwendigen Prozessschritte als auch die beteiligten Akteure identifiziert werden. Siehe
exemplarisch Abbildung 4:



Abbildung 4: Exemplarisches Swimlane Diagramm

Analyse, Definition und Neudenken der Demonstratoren

Die Definition der Use Cases ergab sich aus den Vorgaben der Demonstratoren aus der GVB.
Doch bei der Definition der Demonstratoren wurde dem Konsortium bewusst, dass die
Umsetzung gemaf den Vorgaben der GVB, wie zundchst angedacht, nur bedingt sinnvoll
realisiert werden konnte. Der entscheidende Punkt war, dass die agrarfachlichen
Demonstratoren technisch umsetzbar sein mussten und sich nahtlos in eine integrierte
Systemarchitektur einfiigen sollten. Es erfolgte ein Umdenken: Demonstrator 5 wurde zur
Systemplattform, welche die Demonstratoren 1-4 als Kl-Dienste dem Landwirt anbieten sollte.
Demonstrator 7 sollte nicht nur zum Visualisieren und Darstellen der Ergebnisdaten entwickelt
werden, sondern als grafische Oberflache des gesamten Portals dienen. Die
Systemarchitektur musste so offen entwickelt werden, dass feldbezogene Teildaten aus
Demonstrator 6 in das NaLamKI-System importiert und dort gemonitort werden konnten.
Demonstrator 8 wurde so erweitert, dass auch Drohnendaten direkt in das NaLamKI-System
Ubertragen werden kénnen. Diese Umstrukturierung war Voraussetzung fir die Umsetzung
des Arbeitspakets 3 ASystemarchitekturfi Die Definition von Input, Output, Schnittstellen und
Austauschformaten erwies sich 7 unter dem Aspekt der fachlichen Vielschichtigkeit und der
Notwendigkeit, dies in ein System einflie3en zu lassen i als Herausforderung. Die fachlichen
und IT-technischen Anforderungen mussten in Einklang gebracht werden. Die Teilarbeiten zur
Definition von (Gaia-X)-Diensten begannen mit dem Studium der bisher vorliegenden
Ergebnisse aus dem Gaia-X-Projekt. Aufgrund des vorliegenden Materials wurde schnell klar,
dass eine aktive Mitarbeit in den Gaia-X-Gremien erforderlich ist. Aus diesem Grund wurde
die NT.AG Mitglied im Gaia-X-Hub und nach dessen Griindung auch Mitglied und Mitarbeiter
in der Gaia-X-Domane Agrar. Auch wurde friih der Kontakt zum Schwesterprojekt AgriGaia
gesucht, da dort ahnliche Herausforderungen gelost werden mussten. Es wurde eine
Arbeitsgruppe gebildet, die zunachst den Austausch und die Information tber Fortschritte im
Bereich Gaia-X zum Ziel hatte. Spater diente die Arbeitsgruppe der Koordination und Kopplung
der beiden Plattformen. Im Ergebnis konnten Dienste benannt werden, die insbesondere aus
dem Bereich Middleware Bestandteile der Systemarchitektur werden sollten. Dabei wurde sich
eng am Gaia-X-Standard orientiert und die Bezeichnungen Gaia-X-konform definiert.
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Der Arbeitsfokus von John Deere lag auf Demonstrator 1 (bedarfsmengen- und punktgenaues
Dingen wund Applizieren von PflanzenschutzmaBnahmen sowie flachenspezifische
Plausibilisierung der Bodenfeuchte mithilfe von Kl auf Acker- und Grinland). In Abbildung 5
sind die Spezifikationen zusammengefasst dargestellt:

Datenraum Reihen- und
(Erk. Bodenfeuchte) Pflanzenerkennung

Ampfererk. Distelerkennung

Optische Erkennung

Spi erkgnnen Rt erkfennen Pflanzenbezogener und Lokalisation von
User Story und gezielt und gezielt :
Datenraum erstellen Einzelpflanzen/
behandeln behandeln :
Reihen
Kultur Griinland Zucke.rrube Zuckerriibe Mais
Weizen
Drohne, Feldspritze,
A Drohne, Feldspritze, Drohne, Feldspritze, Traktor + Kamera, Drohne, Feldspritze;
Sensorik/HW Traktor + Kamera, Traktor + Kamera, Roboterplattform,
Traktor + Kamera,
Roboterplattform Roboterplattform Boden-radar,
Datenplattform 1D Ops Center, GAIA- D Ops Center, GAIA-X, Maschine, GAIA-X, Maschine,
X GAIA-X oC oC

Abbildung 5: Definition von Demonstrator 1, Stand 2022

Einer der wichtigsten Aspekte der Definition der Demonstratoren war die Herstellung einer
hindernisfreien Interoperabilitdat (s.a. Abbildung 6) zwischen der NaLamKIl- und Gaia-X-
Plattform sowie den Dienst-Subplattformen, die die Verbindung zum Endanwender darstellen.
Im Fall von John Deere wurde das Operations Center (OC) als zentrale Schnittstelle zwischen
Maschinen, etablierten Diensten und der NalLamKI-Plattform identifiziert. Hier kann der
Landwirt  Basisplanungen  vornehmen, Arbeitsvorgange uberwachen und die
Prozessperformance kontrollieren. Das OC bietet auch eine Schnittstelle zum
landwirtschaftlichen Fahrzeug und Anbaugerét, um geplante Operationen durchfuhren zu
koénnen. Die Anbindung an die NaLamKI-Plattform zum Austausch von Daten wie Feldgrenzen
oder Applikationskarten wurde Uber die etablierte API (https://developer.deere.com/) realisiert.

OPERATIONS CENTER

ALANAGE YOUR FARM OPRATIONS ANYTWAL, ANYWNERE

=5 =
Setup & Plan Monitor & Analyze
Work Control Performance

Abbildung 6: Angestrebte Interoperabilitdt mit dem John Deere Operations Center
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Abbildung 7: Definition Demonstrator 1 - Datenfluss von der Erhebung zur Applikation

Im Berichtszeitraum erarbeitete das HHI in enger Abstimmung mit den datenerhebenden und
datenverarbeitenden Partnern einen Anforderungskatalog fir projektbezogene Daten. Dieser
diente als Grundlage fiir die technische Spezifikation und Interoperabilitdt der Demonstratoren,
wie sie in AP3 und im Rahmen der Swimlane-Methode weiter ausgearbeitet wurden (vgl.
Abbildung 4: Exemplarisches Swimlane Diagramm). Besonderer Fokus lag auf
systemarchitektonischen Aspekten wie Datenformaten, Speicheranforderungen und
Schnittstellen 7 insbesondere im Hinblick auf die Integration mit der NaLamKI- und Gaia-X-
Plattform.

Dies betraf die Demonstratoren 2, 3, 5, 6, 7 und 8, in denen unter anderem Drohnen- und
robotergestiitzte RGB-Bilddaten (mono und stereo) sowie Multispektraldaten mit
unterschiedlichen Sensoren und Plattformen erhoben wurden. Die definierten Anforderungen
orientierten sich dabei an den in AP6 und AP7 zu entwickelnden Kl-Verfahren zur Analyse von
Multispektraldaten und zur Modellierung von Baum- bzw. Schlagstrukturen in digitalen
Zwillingen. Die fortlaufende Abstimmung zur Weiterentwicklung dieser Anforderungen erfolgte
im Rahmen der Methodenausarbeitung in AP4 und AP6.

Zudem war das HHI maf3geblich an der Definition der Use Cases beteiligt i insbesondere in
den Demonstratoren 1 bis 4 sowie 6 und 7. Dabei wurde die Perspektive landwirtschaftlicher
Anwender Uber den Beirat und die assoziierten Partner aktiv eingebunden.

Das DFKI befasst sich vorwiegend mit Langzeit-Bodenfeuchtemessungen und der damit
verbundenen Mdaglichkeit der Wassereinsparung. Hauptgrund hierfur ist die zunehmende
Wasserknappheit sowie die steigenden Preise fir Bewaéasserung. Hierzu wurden
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Einflussfaktoren und relevante Kenngré3en ermittelt, die in einem spateren Use-Case-
Szenario untersucht werden sollen. Als zentrale Messgré3en fir Anwendungen im Ackerbau
mit Bezug zur Bewasserung wurden identifiziert: die Bodenfeuchte als aktuelles Mal3 der
Befeuchtung, die Bodenleitfahigkeit als feuchteabhéangige Grolie sowie die Konzentrationen
von Stickstoff, Phosphor und Kalium, die sich in Abhéngigkeit von Feuchte und Dingemenge
verandern. Letztere ist in Deutschland gesetzlich begrenzt. Ein weiteres Mald ist die
Bodentemperatur, die mit zunehmender Feuchte sinkt, jedoch auch zyklisch durch Tag-Nacht-
Wechsel beeinflusst wird. Ein zusatzlicher physischer Einflussfaktor ist die Feldneigung, die
zu einer ungleichmafligen Wasserverteilung fihren kann. Diese kann durch ein Sensorarray
Uber das gesamte Feld erfasst werden.

Eine weitere Herausforderung fir einen Use Case Uber die gesamte Wachstumsperiode und
FeldgroRe ist die Dateniibertragung. Hierbei stellt sich die Frage nach der Sicherstellung einer
permanenten Ubertragung i sowohl hinsichtlich Reichweite als auch Energieversorgung der
Sensoren. Aufgrund der grof3en Reichweiten und des schwierigen Gelandes erscheinen
drahtlose Ubertragungstechnologien sinnvoll. Diese stehen jedoch im Spannungsfeld zur
konstanten Energieversorgung. Daher sollten drahtlose Low-Energy-Netze (z. B. LoRaWAN)
hinsichtlich ihrer Eignung fir landwirtschaftliche Anwendungen vertieft untersucht werden.

I m Use Case AApfelplantageid stand die Erkennung
unterschiedlichen phanologischen Phasen im Fokus. Hierzu wurden durch RPTU und
RobotMakers Bilddaten und Punktwolken in allen Vegetationsphasen erhoben. Um die Uber
das Jahr anfallenden Daten den jeweiligen Pflanzen zuordnen zu kénnen, wurden auch GPS-
Daten der Baume erfasst und als Referenz genutzt. Neben den Sensordaten des RPTU-
Messaufbaus wurden auch die Daten des Tragerfahrzeugs von RobotMakers aufgezeichnet.

I m Use Case AAmpfererkennungi soll Ampfer in ei
Kooperation mit John Deere zeichnete die RPTU Stereo- und RGB-Bilder von Uberfahrten des
Grunlandes auf. Auch hier wurde ein Tragerfahrzeug mit Sensorik ausgeristet, das wahrend

der Uberfahrten Aufnahmen erstellte. Ziel war es, Sensoraufnahmen zu erhalten, die
realistischen Fahrszenarien auf dem Feld entsprechen. Umwelteinflisse wie wechselnde
Beleuchtung, Staub, Regen und Vibrationen wurden bericksichtigt, um eine realistische
Datenbasis zu schaffen. Dafir wurden an mehreren Stellen eines John Deere 6155M
Ackerschleppers Stereokameras montiert und GPS-Daten aufgezeichnet.

Das JKI und Planet Labs haben gemeinsam den Use Case AVachstumsstadienfi (ehemals
Demonstrator 6) erarbeitet. Beide Partner trafen sich regelmafig, um die inhaltliche
Umsetzung, die Anforderungen an die Systemarchitektur sowie die Darstellung der Ergebnisse
im Dashboard zu definieren. Dies erfolgte unter anderem mithilfe der oben erwahnten
Werkzeuge und Methoden (Swimlane-Diagramme, Schablonen).
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AP3: Systemarchitektur

Systemarchitektur

Das Arbeitspaket 3 ASystemarchitektur O-Pragektel | t ei
dar. Bereits kurz nach Beginn des Projektes zeichnete sich ab, dass die Systemarchitektur als
gemeinsames Element in allen Demonstratoren eine zentrale Rolle spielen wirde. Wie bereits

in der GVB festgelegt, war die NaLamKI Lésung von Beginn an als zentrales, cloudbasiertes

System gedacht, das jedoch bis in die Edge auf den Hof des Landwirtes reichen sollte.

Die Arbeiten an der Systemarchitektur begannen bereits im zweiten Quartal 2021 - also sehr
frih im Projekt. Ein Sachverhalt, der erkannt und adressiert werden musste, war, dass das
Projekt im Wesentlichen aus mehreren unabhéngigen Demonstratoren bestand, die auf den
ersten Blick keinerlei Gemeinsamkeiten oder Uberlappungen aufwiesen. Gleichzeitig sollten
die Demonstratoren jedoch durch eine einheitliche, nach Gaia-X-Standard geplante
Systemarchitektur vereint werden. Durch einen Analyseprozess wurden jedoch
Gemeinsamkeiten identifiziert: In allen Demonstratoren entstehen Daten oder missen Daten
aufgenommen werden. Diese Daten missen durch KI-Dienste ausgewertet werden. Als erstes
gemeinsames Element wurde daher ein Speichersystem konzipiert und entwickelt, in dem die
Daten der Demonstratoren abgelegt werden kdnnen. Im Entwicklungsprozess entstand dabei
das Konzept der ADi gi tal en Far mn. Da di eses
maschinenlesbarer Speicher konzipiert war, zeigte sich der Bedarf an einer Visualisierung der
gespeicherten Daten fiir Nutzer.

Es wurde also sowohl ein Speichersystem als auch eine Mdglichkeit zur Visualisierung und

I nteraktion mit den Daten ben?°t iaig-XKkonf@meCoud- sol | t e
Infrastruktur fur Kl-gestitzte Software-as-a-Service-L ° sungenfi al s universelle
umgesetzt werden. Das i m DemonstDrasthdro a® dfiu kemtnw

Visualisierung der Projektdaten genutzt werden. Zusammen sollten sie das System NaLamKI
als Online-Plattform bilden. So entwickelte sich NaLamKI zu einer Plattform, die den Landwirt,
seine Farm und seine Felder in den Fokus riickt und Kl-Dienste sowie Dienstleistungsanbieter
integriert, die Gaia-X-konforme Angebote fir den Landwirt bereitstellen.

Aus diesen Erkenntnissen entstand folgender erster Architekturentwurf, wie in Abbildung 8
dargestellt:
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Abbildung 8: Architektur des NaLamKI-Systems

Das NalLamKl-Portal soll(te) gemaR den Standards fir Cloud-Anwendungen als
Webanwendung Uber einen Webbrowser zuganglich sein. Es sollte dabei einen 6ffentlichen
Bereich umfassen, der ohne Anmeldung genutzt werden kann, um Nutzer zu gewinnen. Dort
kann der zukinftige Nutzer einen Account fiir sich erstellen. AuRerdem konnen alle
angebotenen Kl-Dienste des Portals eingesehen werden. Schliel3lich kdnnen Dienstentwickler
Antrage fur die Aufnahme von Kl-Diensten stellen.

Der nicht ¢ffentliche Teil der Plattform ist nur registrierten Benutzern vorbehalten. Dort soll der
Landwirt mit seinem Datenspeicher und den Kl-Diensten interagieren konnen.

Digitale Farm

Im né&chsten Schritt wurde die Ausarbeitung der einzelnen Komponenten vorgenommen. Als
zentrale Komponente wurde bereits der Datenspeicher identifiziert. Der urspringliche Zweck
des Speichers bestand darin, die in den Demonstratoren anfallenden Daten zu sammeln.
Wahrend des Entwicklungsprozesses erwies sich jedoch eine Struktur als besonders nutzlich,
bei der virtuelle Felder einer virtuellen Farm zugeordnet werden. Dadurch konnten die
erhobenen und generierten Daten direkt mit real existierenden Objekten in Verbindung
gebracht werden, was die Arbeit mit diesen Daten erheblich erleichterte.

14



Farm
Zwilling
|

| | |
Feld Feld Feld
Zwilling Zwilling Zwilling

Abbildung 9: Hierarchische Struktur der einzelnen Teilzwillinge

Diese Felder mussten zeitreihenbasierte Datensatze aufnehmen konnen. Dieser Ansatz
erwies sich als vielseitig einsetzbar. Daher wurde der Speicher zu einem digitalen Zwilling der
Farm des Landwirts weiterentwickelt, wobei die bekannten Konzepte von digitalen Zwillingen
einbezogen wurden. Die Herausforderung bestand darin, einen digitalen Zwilling fir Farmen
zu entwickeln, der:

A mithilfe von Metadaten einen realen Hof représentiert und
A mit folgenden Eigenschaften die ihm zugeordneten Feld-Zwillinge aggregiert:

A Funktion als Schnittstelle zu den Feld-Zwillingen von aul3en

A Verschleierung der Feld-Zwillinge nach auRen

A Nutzung als Datenquelle in Gaia-X

A Versorgung des innerhalb von NaLamKI zu entwickelnden Dashboards mit
Daten

A Versorgung von auRerhalb von NaLamKI| bestehenden Fremdsystemen mit
Daten

Zudem musste ein digitaler Zwilling fir Felder entwickelt werden, der folgende Anforderungen
erfullt:

A Die Ergebnisse unterschiedlicher Datenerhebungs- und Verarbeitungssysteme (in
NaLamKI aus den Kl-Verarbeitungs-Demonstratoren) aufnehmen und vorhalten kann.
A Daten aus externen Fremdsystemen aufnehmen kénnen.
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Abbildung 10: Datenspeicher und -austauschstruktur im NaLamKI-System

Aus dem Arbeitspaket 2 liel3en sich weitere Anforderungen an das digitale Feld ableiten:

In  der Landwirtschaft existieren verschiedene Arten von zusammenhangenden
landwirtschaftlichen Flachen mit einheitlicher Nutzung (Schlag). Der digitale Zwilling muss in
der Lage sein, alle in NaLamKI vorhandenen Schlage abzubilden.
A Beispiele:
A
A
A

Reihenkulturen (Obstbaumfelder, Weinhange),
Ackerland in der Flache (Weizenfelder),
Anpflanzungen, bei der jede Pflanze einzeln betrachtet werden kann
(Ruben, Kartoffeln).
A Beispiele in NaLamKI:
A Weizen (Getreide)
A Ruben (Wurzelgemiise)
A Apfel (Obst)

DarlUber hinaus andern sich die Anbauflachen durch die jahrlich wechselnde Fruchtfolge,
insbesondere im Ackerbau. Daher muss der digitale Zwilling in der Lage sein, zeitliche Aspekte
zu verwalten. Das bedeutet, dass die Daten einschlieRlich des Erhebungszeitpunkts
gespeichert und kontinuierlich bereitgehalten werden mussen.

A

A

Es muss eine Datenhistorie ablesbar sein.

Der digitale Zwilling muss die Mdglichkeit offenhalten, weitere agrarspezifische Daten,
die sich aus heutiger Sicht noch nicht spezifizieren lassen, aufzunehmen. Er muss
dynamisch erweiterbar sein.

Daten missen mit einem Zeitstempel in Form von Jahr/Monat/Tag
(/Stunde:Minute:Sekunde:Millisekunde) abgelegt werden.
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A Daten mussen dauerhaft abrufbar sein.
A Daten diirfen nicht automatisiert geléscht werden.

Als Basis fur diese Anforderungen wurden Speicherstrukturmodelle entwickelt. Sie dienten als
Umsetzungsvorlage und verdeutlichen die Beziehungen der einzelnen Entitéaten im Speicher
zueinander.

Darlber hinaus muss ein Backend erstellt werden, das zur Verwaltung der Farm- und
Feldzwillinge verwendet wird. Seine wesentlichen Funktionen umfassen die Erstellung,
Verwaltung und Léschung von Zwillingen.

Der zentrale Speicher sollte, wie zuvor bereits erlautert, ausschlieBBlich Uber APIs
angesprochen werden, die von Maschinen genutzt werden kdnnen. Zur Darstellung bzw. als
Nutzerzugang wird das im Demonstrator 7 entwickelte Dashboard verwendet (siehe Kapitel
APS8 fur weitere Informationen).

Benutzerverwaltung

Das NaLamKI-Portal ist landwirtzentriert gestaltet, wird jedoch Benutzer aus verschiedenen
Kategorien umfassen. Um diese zu identifizieren, wurden Prozesse im Portal simuliert, wie in
Abbildung 11 dargestellt.

Digitaler Avatar

Kann baauftragen / Selber machen.

fir Entpicklung

[——Kann beauftragen / Selber bauen- /\ Brauchen|evtl. Daten
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Ladt Rohdaterr
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Bucht Service Service Entwickler
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Abbildung 11: Simulation von Portalsprozessen mit Identifikation der relevanten Nutzergruppen

17



Mit Hilfe dieser Ablaufplane wurden am Ende folgende Rollen fiir das Portal identifiziert:

9 Dienstleister

9 Landwirt

1 Kl-Service

1 Dat edandlérd

Die Rollen wurden so gestaltet, dass sie mit verschiedenen Berechtigungen und Aktionen im
Portal arbeiten konnen. Ein Beispiel zeigt die Abbildung 12:
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| i
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Rohdaten ersteller/ i |

— —» Aktion iib
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lUbertragen werden

Dienstleister Daten j i
"—‘—-—._._" i i
Auswertungen  --------ieseomeoooos '
E 3 Admind  ——— Farm
i Wie sieht es aus, wenn Felder
Landwirt Feld L » weitergegeben werden.
Miissen irgendwelche Historien
weitergegeben werden?
/ ROI > Agrarinfos
——Auswertungs ersteller—» Aktion
E 3 \ 7 Rohdaten
Kl Service Daten
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_ Meta Infos einsehen, / I, Rohdaten
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I Auswertungen
+ Zei
Daten "kaufer"
Agrarinfos

l

> Farmen

ADMIN

Abbildung 12: Fur die relevanten Nutzergruppen verfligbare Daten

Das Vorhandensein verschiedener Benutzer und Rollen erfordert ein eigenes Modul fiir die
Benutzerverwaltung innerhalb der Systemarchitektur. Dieses wird im System separat vom
Dashboard und der digitalen Farm platziert, um sicherzustellen, dass alle Systeme -
einschliel3lich externer- mit der Benutzerverwaltung interagieren konnen. Technologisch
wurde auf die Vorgaben und Standards von Gaia-X gesetzt, um von Anfang an Kompatibilitat
mit weiteren Gaia-X Systemen zu gewahrleisten.
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Kl-Dienste

Die erfolgreiche Akkumulation von Daten in der digitalen Farm bildet die Grundlage fir deren
Verarbeitung mittels Ki-Diensten. Diese Dienste werden fachlich in den jeweiligen
Demonstratoren geplant, missen jedoch technisch mit der Systemarchitektur kompatibel sein.
Es wurde sichergestellt, dass jeder Entwickler eines Kl-Dienstes seinen Dienst in NaLamKI
integrieren kann. Die Vielfalt und Offenheit gegeniber noch unbekannten, aber
implementierbaren Diensten erforderte zudem eine flexible und erweiterbare Datenbank, die
die Ergebnisse aufnehmen kann.

Fur die Konzeptionsarbeiten galt die Mal3gabe, dass die Verwaltung aller KI-Dienste auf einem
Katalog basiert, der dem Vorbild und Standard von Gaia-X entspricht. Jeder Dienst ist mittels
einer Gaia-X-konformen Selbstbeschreibung auf JSON-Basis zu dokumentieren und im
NaLamKI-Katalog aufzulisten. Dadurch wird eine sowohl fir Menschen als auch flr Maschinen
lesbare Ubersicht tiber alle in NaLamKI verwendbaren Dienste erstellt. Der Katalog ist so zu
gestalten, dass neu entwickelte Dienste von externen Entwicklern schnell und einfach
aufgenommen werden kénnen. Daher wurde an der Entwicklung interner Standardisierungen
der Datenstrukturen in NalLamKIl gearbeitet. Dies fihrte zu Schemata, die es KiI-
Dienstanbietern ermdglichen, sich durch eine Selbstbeschreibung im Service-Katalog zu
positionieren.
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Service Katalog
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Abbildung 13: Schema zur Kategorisierung von Kl-Diensten im Servicekatalog

Sie ermdglichen zudem eine einheitliche, vom Dashboard interpretierbare Strukturierung der
Output-Daten (siehe Abbildung 14) und eine vom KI-Anbietenden konfigurierbare
Visualisierung (alphanumerisch, Graphen, Bilder mit Bounding Boxes).
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52.60672369785417,
: 13.820251107841363

’
"id": "al@ec31c71244

"values":
"value
"unit"
“type"

’
"images":

0.09338914602994919,
0.1962706595659256,
0.03152633458375931,
0.04878753051161766,
"classification": "apple",
"accuracy": 0.28270965814590454

Abbildung 14: Beispielhafte maschinenlesbare standardisierte Beschreibung eines Kl-Dienstes

Um die Entwicklung von Kl-Diensten fir das Portal zu erleichtern, wurden Hilfsmittel
bereitgestellt. Eine beispielhafte Implementierung mit Docker-Containern ermdglicht es
Projektpartnern, ihre Ki-Dienste anzupassen und auf dieser Infrastruktur bereitzustellen.

Aus den zuvor genannten Komponenten der digitalen Farm, des Dashboards und des
Katalogs wurde das NaLamKI-System entwickelt, welches als Grundstein flr das spatere
Okosystem dient. Um ein tatsachlich funktionierendes Okosystem zu etablieren, war es
notwendig sicherzustellen, dass das System mit anderen Systemen interagieren kann. In
diesem Zusammenhang wurde es in Beziehung zu Landwirten, dem Marktplatz fir KI aus dem
Schwesterprojekt Agri-Gaia, externen Dienstleistern sowie weiteren Gaia-X-Systemen
gesetzt. Auf Grundlage dieser beschriebenen Elemente wurde die endgultige
Systemarchitektur ausgearbeitet:
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Abbildung 15: Vernetzung der NaLamKI Plattform mit Nutzern, Agri-Gaia, Kl-Dienstleistern und kinftigen Gaia-X-
Drittsystemen

Schnittstellendefinition

Ein zentrales Ziel war die Anbindung des Dashboards an den digitalen Zwilling, da dieser Uber
keine grafische Benutzeroberflache verfiigte. Der Fokus lag auf der Auswahl geeigneter
Datenformate sowie der Strukturierung der Datensatze. Ein Grundgerust fur die Schnittstellen
wurde erstellt und auf Basis von Feedback kontinuierlich optimiert. Bonn Consulting
entwickelte gemeinsam mit HHI, DFKI und NT.AG die Schnittstellen und setzte die
Datenstruktur fur die NaLamKI-Plattform um.

Die festgelegte Architektur erméglichte die Definition der externen Schnittstellen (AP 3.2). Es
wurden Gaia-X-konforme Schnittstellen, etwa zum Partnerprojekt Agri-Gaia, gemafR den Gaia-
X-Vorgaben implementiert. Zusatzlich entstanden nicht Gaia-X-konforme Schnittstellen zu
herkémmlichen Farm-Management-Systemen, wie dem Operations Center von John Deere.
Ziel war es, Landwirten ein erganzendes System zur Nutzung von Kl-Diensten bereitzustellen,
ohne dass sie ihre Grunddaten erneut aus dem FMIS in NaLamKI Ubertragen mussen.
NaLamKI soll bestehende und etablierte Systeme nicht ersetzen, sondern gezielt erganzen.
Durch die Anbindung an das FMIS konnten vorhandene Daten direkt genutzt werden, was die
Akzeptanz der Nutzung erh6hen sollte.

Die Funktionen des Systems sollten nicht nur Gber die Benutzeroberflache, sondern auch tber
eine API zuganglich sein. Dies ermoglicht ein zukiinftiges Okosystem aus verschiedenen
technischen Systemen. Beispielsweise kdnnen die APIs in der NaLamKI-Desktop- und Mobil-
App der NT.AG verwendet werden (siehe AP 8).
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Fur den Ergebnismonitor wurden grundlegende Schnittstellen zur grafischen Darstellung der
Resultate aus den KI-Diensten entwickelt. Dabei galt die Vorgabe, dass alle Daten in der
Datenbank dem jeweiligen Feld zugeordnet werden, welches die Ausgangsbasis flr das
Monitoring bildet. Die entsprechenden Schnittstellen wurden spezifiziert und umgesetzt.

Auf Grundlage der Ergebnisse aus AP2 wurden die Datenquellen und -flisse in den
verschiedenen Anwendungsféllen analysiert, um eine einheitliche Schnittstellendefinition zu
entwickeln. Diese Arbeiten umfassten auch die Ausarbeitung eines Ansatzes fir eine
Vernetzungsarchitektur ~ unter  Berlcksichtigung von  Standards fur  foderierte
Dateninfrastrukturen.

Eine der bedeutendsten implementierten Schnittstellen stellt der EDC (Eclipse Dataspace
Connector) dar. Dieser wird von Gaia-X als zentrale Schnittstelle fir den Dateiaustausch
zwischen zwei Gaia-X-Okosystemen betrachtet. Im Wesentlichen umfasst er eine
Benutzerauthentifizierung sowie einen objektbasierten Dateiaustausch Uber die S3-
Schnittstelle. Eine Implementierung wurde erfolgreich durchgefiihrt, um das Schwesterprojekt
Agri-Gaia an das NaLamKI-System anzubinden. Dadurch wurde ein standardisierter
Austausch von KI-Modellen und -Diensten zwischen den beiden Projekten auf Basis der Gaia-
X-Vorgaben und -Standards ermdglicht. Diese Schnittstelle kann kiunftig genutzt werden, um
weitere Gaia-X-Okosysteme anzubinden.

Umsetzung und Betrieb

Nach der Festlegung der Architektur wurden die Anforderungen fir die Implementierung der
einzelnen Komponenten erstellt. Diese erfolgten in enger Zusammenarbeit zwischen NT.AG,
dem DFKI und dem HHI. Den verschiedenen Aufgaben mussten Prioritdten zugewiesen
werden, wofir drei Prioritatsstufen definiert wurden:

A Grundvoraussetzung fur die Funktionsféahigkeit des Systems
A Erweiterung des Systems um relevante Funktionen

A Erganzung von Komfortfunktionen, die fiir den eigentlichen Betrieb des Portals nicht
zwingend erforderlich sind

In der F&E-Phase war das Bezahlmodul noch nicht relevant. Es wurde jedoch bereits
konzeptionell als Platzhalter in das System eingeplant.

Die Systemarchitektur wurde in mehreren Iterationen entwickelt, wobei Bonn Consulting, HHI,
DFKI und NT.AG eng zusammenarbeiteten. Jeder Partner brachte seine spezifischen
Kompetenzen gezielt in den Entwicklungsprozess ein. Die Implementierung der erforderlichen
Komponenten wurde schrittweise durchgefiihrt. Die NT.AG stellte hierfir sowohl
Ansprechpartner als auch diverse Ressourcen sowie die IT-Umgebungen fir die Entwicklung
und den produktiven Betrieb bereit. Hierzu gehéren verschiedene Bereiche wie Test-,
Entwicklungs- und  Produktionsumgebungen sowie mehrere Hilfsanwendungen,
beispielsweise eine Quellcodeverwaltung Uber GitLab einschlie3lich automatisierter CI/CD-
Pipelines oder eine Slack-Instanz fur den direkten Austausch der Entwickler untereinander.
Auf3erdem mussten die Verdffentlichung des Portals im Internet sowie diverse Anbindungen
an die Systeme der Partner realisiert werden.

Jedem Partner des Konsortiums wurde ein eigener Bereich zur Verfiigung gestellt, in dem er
die von ihm erstellten Kl-Dienste deployen, testen und betreiben konnte. Da die Entwicklung
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und der Betrieb von KI-Diensten technisch anspruchsvoll sind, waren die Anforderungen an
eine solche IT-Umgebung entsprechend hoch. Die IT-Systeme mussten fir jeden Partner
jederzeit wahrend der Projektlaufzeit verfigbar sein. Dartiber hinaus mussten zahlreiche
Verbindungen aus Griinden der Erreichbarkeit sicher Giber das Internet zugéanglich gemacht
werden. Fir die Arbeit mit KI wird weiterhin spezielle Hardware bendtigt, darunter Enterprise-
CPUs und -GPUs sowie schnelle Netzwerke und Speichersysteme. Zusatzlich war die
Isolierung der einzelnen Partner und Umgebungen voneinander erforderlich, um
Urheberrechte zu wahren.

Der vollumféngliche Technologie Stack des Portals ist in der Abbildung 16 zu sehen:

Tech Stack

Digitale Farm Service Katalog Dashboard 1AM Ki Service Dashboard
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Abbildung 16: Techologie-Stack des NaLamKI-Portals

Zusatzlich zum Planungs- und Implementierungsablauf gab es einen parallelen
Arbeitsbereich: die Validierung der Arbeiten und Ergebnisse im Kontext von Gaia-X. Das
Vorhaben Gaia-X begann erst kurz vor dem Start von NaLamKI. In diesem Zusammenhang
bestand die Hauptaufgabe der NT.AG darin, Teil dieses Vorhabens zu werden, mitzuwirken
und das Projekt NaLamKI damit in Einklang zu bringen. Dazu fuhrte die NT.AG wéhrend der
gesamten Projektdauer verschiedene MalRnahmen durch.

Diese MalRhahmen umfassten die Teilnahme an allen wichtigen Sitzungen der Agrar-Domane
sowie an offentlichen technischen Terminen. Die NT.AG validierte zudem die Dokumente,
welche die Konzepte und geplanten technologischen Implementierungen enthielten. Nachdem
Gaia-X offentlich zuganglich wurde, kopierte die NT.AG die Code-Repositories der Dienste
und prifte deren Lauffahigkeit und Nutzen fir NaLamKI. Da der Quellcode und die Dokumente
standig aktualisiert wurden, filhrte die NT.AG diese Aufgaben wahrend der gesamten
Projektlaufzeit kontinuierlich durch. Die Ergebnisse beeinflussten malf3geblich die
Systemarchitektur und die verwendeten Technologien. Ein Beispiel ist die Software
AKeycl oaki, di e al s Aut henti fizierun}¥desovider
Kerntechnologie nutzt. Dadurch konnte schon friih eine spatere Kompatibilitat sichergestellt
werden. Um die Aktualitat der Entwicklungen zu gewahrleisten, fihrte die NT.AG kontinuierlich
Kompatibilitéts- und Integrationstests durch, da sich auch die reguldren Technologien wahrend
der Projektlaufzeit weiterentwickelten.

Wéahrend des gesamten Projekts bestand ein kontinuierlicher Austausch mit dem
Schwesterprojekt Agri-Gaia. Die technischen Entwicklungen beider Projekte wurden
aufeinander abgestimmt. Beide Vorhaben setzten den Gaia-X-Gedanken vernetzter
Okosysteme um i beispielsweise durch den bereits erwahnten EDC.
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Vernetzung per Funk

Es wurden verschiedene Vernetzungsarchitekturen entwickelt, um die unterschiedlichen
Anforderungen der Demonstratoren zu erfullen. Neben der Vernetzung von Sensoren und
Landmaschinen lag ein weiterer Fokus auf der Einbindung von Drohnen in die
Vernetzungsarchitektur.

Hierfir kann eine auf Drohnenflige optimierte Datenverbindung mit dem 6ffentlichen
Mobilfunknetz Uber ein spezielles 4G/5G-Kommunikationsmodul aufgebaut werden. Bei
schlechter Netzabdeckung in Bodennéhe kénnen Drohnen auch als Relaisstationen dienen,
um Landmaschinen tber Sidelink mit dem 6ffentlichen Mobilfunknetz zu verbinden. Auch eine
direkte Verbindung zwischen Drohne bzw. Landmaschine und einem externen Datenspeicher
kann Uber Sidelink realisiert werden.

Fur den Fall einer generell schlechten Netzabdeckung im Aktionsgebiet ist zudem die
Errichtung eines 5G-Campusnetzes moglich. Hierfir konnen Small Cells verteilt werden, um
eine ausreichende Netzabdeckung zu gewéhrleisten. Das entstehende lokale Netz kann Uber
eine Relay-Station mit dem offentlichen Internet verbunden werden. Das gesamte
Vernetzungskonzept ist in Abbildung 17 dargestellt.

Weitere Details sind den entsprechenden Kapiteln zu entnehmen.

Datenerhebung

Drohnenpilot Landwirtschafts-Dashboard

Abbildung 17: Vernetzungskonzept von NaLamKI auf Farmebene

Die UHOH trug im Rahmen der engen inhaltlichen Verzahnung zwischen den beiden
Arbeitspaketen 2 und 3 insbesondere wahrend der initialen Projektphasen zur Spezifikation
zentraler Aspekte der Systemarchitektur i wie unter anderem der Systemkomponenten und
Datenflisse (siehe auch Swimlanes) i bei. Die inhaltliche Nahe der Arbeitspakete 2 und 3
fuhrte zu einer engen organisatorischen Verzahnung, wodurch im Projektverlauf beide APs
gemeinsam in regelmafRig organisierten, virtuellen Statusmeetings behandelt wurden. In
diesen Treffen wurden unter den beteiligten Projektpartnern und unter Leitung der NT.AG
offene Punkte abgestimmt und diskutiert, mit dem Ziel, Herausforderungen bei der
Spezifikation der Systemarchitektur zu identifizieren und technisch zu adressieren.
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AP4:. Datenerhebung und Vorverarbeitung

Dieses Arbeitspaket widmete sich der Erhebung, Vorverarbeitung, Prozessierung und
Auswertung von Sensordaten auf unterschiedlichen Plattformen. Dies umfasste Satelliten des
europaischen Erdbeobachtungsprogramms Copernicus und der Firma Planet Labs,
verschiedene Drohnen (UAV, Unmanned Aerial Vehicle) sowie terrestrische mobile und
stationdre Systeme. Dartber hinaus beinhaltete das Arbeitspaket die Erhebung von
Bestandsdaten und die Akquise von Expertenwissen als essenziellen Baustein fur das
Training und die Validierung von KlI-Modellen i und somit auch fir die Etablierung von
Demonstratoren. Ein  weiterer Aspekt der Forschungstatigkeit bestand in der
Weiterentwicklung Kil-gestiutzter Methoden zur lIdentifizierung von Ausreil3ern sowie zur
Bereinigung rdumlicher und zeitlicher Datenliicken, mit dem Ziel, optimierte Eingangsdaten
bereitzustellen.

Die Datenerhebung erfolgte projektbegleitend durch den jeweils datenerhebenden Partner
bzw. teilweise auch in Absprache mit mehreren Projektpartnern und assoziierten NaLamKI-
Partnern i insbesondere im Zusammenhang mit der Umsetzung von Demonstratoren bzw.
Use Cases. In regelmafiigen AP-Treffen fand ein Austausch Uber aktuelle Entwicklungen,
Bedarfe und Herausforderungen statt, wobei gemeinsam an Lésungen gearbeitet wurde.

Die Aktivitaten und Ergebnisse zu den genannten Themenblocken sind nachfolgend
dargestellt.

Sensordatenerhebung Satelliten

Aufbau einer skalierbaren und interoperablen Geodateninfrastruktur und Webdienste

Eine Geodateninfrastruktur (GDI) kann als technologischer, semantischer, organisatorischer
und rechtlicher Rahmen definiert werden, der die Speicherung, Verarbeitung, den Austausch
und die Nutzung geografischer Informationen erméglicht. Fur die effiziente Nutzung und
Bereitstellung von  Satelltendaten und  -produkten ist eine leistungsfahige
Geodateninfrastruktur (GDI) unerlasslich. Ein Bestandteil der Arbeiten innerhalb dieses
Arbeitspakets war daher die Anpassung und Erweiterung der JKI-Geodateninfrastruktur (JKI-
GDI). Dazu gehorten der Aufbau des JKI-Data Cubes, der innerhalb des NalLamKI-
Konsortiums als Werkzeug zur performanten Ablage, Analyse und Bereitstellung
multidimensionaler Rasterdaten-Zeitreihen fungiert, sowie die Integration der CODE-DE-
Cloud-Plattform als nationaler Zugang zu Sentinel-Satellitendaten und skalierbarer
Prozessierungsumgebung.
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Abbildung 18: Kernelemente der Geodateninfrastruktur des JKI (JKI-GDI). DMZ = demilitarisierte Zone, DB =
Datenbank, VPN = virtual private network.

Abbildung 18 veranschaulicht die drei Kernelemente der JKI-GDI, die Uber standardisierte
Webdienste miteinander verbunden sind:

1. Das JKI-Intranet enthdlt die kritische JKI-Infrastruktur sowie geschiitzte Daten.

2. Der JKI-Data Cube ist Teil der JKI-DMZ, in der lokal behdrdliche und hauseigene,
rasterbasierte Geodaten-Zeitreihen verwaltet und analysefertig bereitgestellt werden.
Data-Cube-Datenbanken ermdglichen 1T im Gegensatz zu relationalen
(zweidimensionalen) Datenbanken 1 die mehrdimensionale Ablage von
Georasterdaten, die so aus unterschiedlichen Perspektiven und in verschiedenen
Detailstufen analysiert und kombiniert werden kdnnen. Durch die Anwendung Data-
Cube-spezifischer Operationen und Multicore-Abfragen kann eine hohe
Abfragegeschwindigkeit realisiert werden. AufRerdem ermdglicht der JKI-Data Cube
eine standardisierte Datenbereitstellung und -analyse (Baumann, 2021). Der JKI-Data
Cube basiert auf der Programmumgebung Aasdaman enterprisefi die im
Projektzeitraum beschafft wurde.

3. CODE-DE ist Teil der Geoinformationsstrategie Deutschlands und gewébhrleistet den
einfachen und effizienten Zugang zu Copernicus-Satellitenbilddaten. Die Plattform ist
nach hochsten Sicherheitsstandards zertifiziert, sodass auch das JKI als
Bundesbehotrde sie nutzen kann. Darlber hinaus werden Rechenkapazitaten
bereitgestellt, um Analysen direkt an den Daten durchfihren zu kdnnen. Alle
Copernicus-Daten fur Deutschland sind lokal auf Servern in Frankfurt (Deutschland)
verfugbar i mit globalem Datenzugang und Zugriff auf alle Copernicus-Dienste.

Mit dem OGC-konformen Web Coverage Service-Schnittstellenstandard (WCS) kdnnen
raumliche Geodaten, die raum- und/oder zeitvariierende Phdnomene reprasentieren, Uber
verschiedene Operationen abgerufen werden (Moller, et al., 2025). Dazu gehéren im
NaLamKI-Kontext mono- oder multitemporale Rasterdatensatze wie Satellitenbilder und
Wetterdaten sowie abgeleitete  Produkte wie phanologische Metriken oder
Bestandesparameter. Der Web Coverage Processing Standard (WCPS) erlaubt es zudem,
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wahrend Datenabfragen serverseitige Operationen auszufiihren®. Die Webdienste werden
unter Verwendung des programmiersprachenunabhéngigen API-Beschreibungsstandard
OpenAPI? dokumentiert. In Tabelle 1 sind die NaLamKI-Webdienste aufgelistet. Neben den
Datenfusionsergebnissen des JKI sowie des NaLamKI-Projektpartners Planet (Kapitel AP7)
betrifft dies die JKI-Produkte Sentinel-1/-2-, Wetter- und PHASE-Datacube.

Tabelle 1:JKI-Webdienste und Adressen der OpenAPI-Dokumentationen (https://sf.julius-
kuehn.de/openapi/[Name]).

Name Beschreibung

S2_GermanyGrid_JKI | Deutschlandweite, wolkenmaskierte Sentinel-2-Satellitenbilder mit
10 Spektralbandern fir den Zeitraum von Juli 2015 bis heute. Die
zeitliche Auflésung ist unregelmafig, betragt jedoch mindestens
alle 3 Tage. Raumliche Auflésung: 1 0 m.

S1 _GermanyGrid_JKI | Deutschlandweite Sentinel-1-Backscatterdaten (Gammao-
normalisiert) in VV- und VH-Polarisation fiir den Zeitraum 08/2019
bis 2023; raumliche Auflésung 10 m

phase Deutschlandweite Zeitreihe interpolierter Kalendertage (DOY =
Days of the Year) fir 56 beginnende phanologische
Entwicklungsstadien (Phasen) von neun Hauptkulturarten fir den
Zeitraum zwischen 1993 und 2022; r&umliche Auflésung 1 km

weather Deutschlandweite Zeitreihe interpolierter Wetterdaten
(Niederschlag, Globalstrahlung, minimale, maximale und
durchschnittliche Temperatur, Sonnenscheindauer). Raumliche
Auflésung: 1k m

nalamki (AP 7.1) Raumlich-zeitliches Fusionsprodukt aus Sentinel-2- und Sentinel-
3-Satellitenbildern fiir ein Testgebiet im Jahr 2020. Raumliche
Auflosung: 1 0 m

planet Harmonisierte Zeitreine von fusionierten Satellitenbildern der
Sensoren PlanetScope, Sentinel-2, Landsat 8 und MODIS fur ein
Testgebiet und den Zeitraum 2018 bis 2022; raumliche Auflésung
3m

Sentinel-Zeitreihen (S2_GermanyGrid_JKI/S1_GermanyGrid_JKI)

Auf der CODE-DE-Plattform sind im Projektzeitraum deutschlandweite Sentinel-1 und
Sentinel-2 L2A-Daten, die durch die Europdische Raumfahrtagentur (ESA) bereitgestellt
werden, einer sensorspezifischen Vorprozessierung unterzogen worden. Das resultierende
Sentinel-1 sowie S2-Germany Grid sind als Webdienst tber den JKI datacube abrufbar.

Phéanologische Entwicklungsstadien (phase)

Die Ableitung der deutschlandweiten phéanologischen Flachendatensitzen basiert auf
phanologischen Beobachtungen des Deutschen Wetterdienstes (DWD) und dem Modell
PHASE, das das Konzept der Wachstumsgradtage (GDD) mit einem geostatistischen

! https://www.ogc.org/standards/wcps/
2 https://www.openapis.org/
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Interpolationsverfahren kombiniert (Gerstmann, et al., 2016). Das PHASE-Model liegt als R-
Skript vor und ist auf Github bzw. Rpubs dokumentiert (Moller, 2023). Eine Online-
Dokumentation ist verflgbar unter: https://github.com/KI-GDM/PhaseR/wiki.

Wetterdaten (weather)

Auf der Grundlage einer Vereinbarung mit dem Deutschen Wetterdienst (DWD) werden dem
JKI eine Reihe von Wetterdaten bereitgestellt, die auf der Interpolation von DWD-
Stationsdaten basieren. Wahrend der Projektlaufzeit ist eine automatisierte Prozesskette
erstellt worden, die den téglichen Abruf und Import der Daten in den JKI-Data Cube
bewerkstelligt.

Mithilfe eines DEMO-Moduls (Beyer, et al., 2024) wurde die Nutzung von Webdiensten
nachvollziehbar veranschaulicht. Das Modul wurde als Jupyter Notebook in Python umgesetzt
und zeigt am Beispiel eines einzelnen Winterweizenfeldes in Niedersachsen fir die
Vegetationsperiode 2019/2020, wie multidimensionale Daten unterschiedlicher rdumlicher
Ausdehnung und raumzeitlicher Auflésung mithilfe von WCS oder WCPS on-the-fly und on-
demand integriert werden kénnen.

Zunachst zeigt das Notebook, wie die Liste der verfiigbaren JKI-Data Cubes abgefragt und
deren Metadaten grafisch dargestellt werden kénnen. AnschlieRend werden verschiedene
Funktionen angewendet, um die Data Cubes S2_GermanyGrid_JKI, phase und weather
abzufragen (Tabelle 1):

1 Aus dem phase- bzw. weather-Data Cube werden jahres- und schlag-spezifische
Eintrittstermine phanologischer Stadien bzw. Niederschlagsmengen erfasst.

91 Der Vegetationsindex Soil-Adjusted Vegetation Index (SAVI) wird direkt aus Sentinel-
2-Daten auf dem JKI-Data Cube-Server unter Verwendung einer WCPS-Anwendung
berechnet. Die SAVI-Werte beschreiben die Entwicklung und Vitalitdt des
Pflanzenbestandes wéahrend der Vegetationsperiode.

Abbildung 19 veranschaulicht das Ergebnis der Geodatenintegration. Die Tage des Jahres
(DOY) fur die Vegetationsperiode sind auf der x-Achse aufgetragen, wobei die DOY-Werte flr
2019 als Minuswerte mit DOY-365 dargestellt sind. Hintergrund ist, dass Wintergetreide
bereits im Jahr vor der Ernte ausgesat wird. Die linke y-Achse stellt die SAVI-Werte dar, die
rechte y-Achse die Niederschlagswerte in mm. Die phanologischen Phasen bzw. Perioden
zwischen zwei aufeinanderfolgenden Anfangsphasen werden durch Flachenfarben
dargestellt, wobei Blau fur Aussaat- und Bodenbearbeitungsarbeiten steht, grinliche Farben
vitale Phasen kennzeichnen und gelbliche sowie orange Farben auf Reifephasen und die
Ernte verweisen. Die rote Linie zeigt den zeitlichen Verlauf der SAVI-Werte, wobei hohe und
steigende Werte mit vitalen Phasen und niedrige sowie sinkende SAVI-Werte mit Reifephasen
assoziiert sind. Schliel3lich werden die téaglichen Niederschlagswerte durch ein blaues
Balkendiagramm dargestellt.
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Abbildung 19: Flussdiagramm (oben) zur Integration von drei Parametern (ph&nologischen Phasen, taglichen
Niederschlagssummen [mm] und SAVI-Zeitreihen) unterschiedlicher raum-zeitlicher Auflésung tiber OGC-
Webdienste (WC[P]S = Web Coverage [Processing] Service) am Beispiel eines Ackerschlages mit Winterweizen
zur Charakterisierung der Bestandsentwicklung in der Vegetationsperiode 2019/2020. Die vergrof3erte
Ergebnisdarstellung (unten) veranschaulicht den mittleren Verlauf des SAVI als Indikator fir den Zustand des
Weizenbestandes im Zusammenspiel mit der phénologischen Entwicklung, d.h. den Eintrittsterminen und Dauer
wesentlicher Wachstumsstadien (SAVI = Soil-adjusted Vegetation Index, DOY = Tag des Jahres).

Prozessketten zur Vorverarbeitung von Sentinel-Satellitendaten

Im Projektzeitraum wurden durch das JKI Sentinel-2-L2A-Daten, die von der Européischen
Raumfahrtagentur (ESA) bereitgestellt werden, einer Vorprozessierung unterzogen. Ziel war
es, deutschlandweit analysefertige Sentinel-2-Daten bereitzustellen, die eine sofortige
Analyse mit minimalem zusatzlichem Aufwand fur die Nutzer ermoglichen (ARD, Analysis
Ready Data). Das resultierende S2-Ger many Grid (s. o0.) besteht

cberl appenden, jeweils 10 km] groCen KBandhiel n. J
TIFF-Dat ensat z (Bl au, Gr ¢n, Rot , RedEdge1l, RedEdge
SWIR1, SWIR2), der wolkenmaskiert und auf ein einheitliches Koordinatenreferenzsystem

umproji ziert wur de. Da Kacheln mit 100 % Wol ken

schwankt das Speichervolumen pro Jahr zwischen 5

Im Projektzeitraum wurden zudem Prozessketten zur automatischen Ableitung von Sentinel-
1-SAR-Datenprodukten erarbeitet (Abbildung 2020). Sie wurden in Form einer modularen und
skalierbaren (daher anpassungsfahigen) Softwarearchitektur umgesetzt. Bereits auf CODE-
DE vorhandene Prozessketten zur Berechnung der Radarriickstreuwerte und Kohéarenz
wurden um Prozessketten zur Berechnung des Dual-Polarimetrischen Radar-
Vegetationsindex sowie des Compact-Polarimetrischen Radar-Vegetationsindex erganzt und
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vollstandig implementiert. Das Frontend der SAR-Datenprozessierung wurde in Form einer
minimalistischen GUI sowie Uber weitere GUI-freie Schnittstellen realisiert.
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Abbildung 20: Prozessketten zur Vorverarbeitung von Sentinel-1 Satellitendaten (McClelland et al., 2023)

Modelle zur EO-basierten Bestandsdatenerfassung mittels Sentinel-Satellitenbilddaten

Eine entscheidende Voraussetzung fiir die erfolgreiche Ableitung von Bestandsinformationen
aus optischen Satellitendatenzeitreihen ist die Erzeugung qualitativ hochwertiger Index-
Zeitreinen T insbesondere aufgrund der jahres- und saisonalbedingten, teils erheblichen
Beeintrachtigung durch Wolkenbedeckung. In NaLamKI wurde deshalb am JKI ein neuartiges,
zweistufiges Verfahren erarbeitet und evaluiert, das die Parameter bei der Erstellung von
NDVI-Zeitreihen sowie die Schwellenwerte fir die Ermittlung des Saisonbeginns (SOS) und
des Saisonendes (EOS) verschiedener Kulturen optimiert (Htitiou, et al., 2024).

Ein zentraler Bestandteil ist die Einfihrung der UE-WS-Methode (Upper Envelopei Whittaker
Smoothing), die eine robuste Oberhillenerkennung mit dem Whittaker-Glattungsfilter
kombiniert. Diese Methode ermdglicht die Rekonstruktion hochwertiger NDVI-Zeitreihen,
indem sie Rauschen reduziert und qualitativ hochwertige NDVI-Profile erzeugt. In einem
zweiten Schritt erfolgt eine Schwellenwertoptimierung fir jede Phanophase unter Nutzung
einer modernen Hyperparameter-Optimierungsmethode (Optuna), indem zuné&chst der
Suchraum fir den Schwellenwertparameter eingegrenzt und anschlieend eine Gittersuche
durchgefuhrt wird. Dieser Prozess konzentrierte sich auf die Minimierung des Fehlers
zwischen den vom Satelliten abgeleiteten und den beobachteten Tagen des Jahres (DOY) auf
Grundlage der Daten des Deutschen Wetterdienstes (DWD) fur zwei Jahre (20197 2020) und
drei Bundesléander in Deutschland (siehe Abbildung 21 Abbildung 19). Die Ergebnisse der
Berechnung des Medians der zeitlichen Differenz zwischen den DOY-Beobachtungen der
DWD-Phénologie aus einem separaten Jahr (2021) und den aus Satellitendaten abgeleiteten
Tagen zeigen, dass dieser typischerweise innerhalb von +10 Tagen fur fast alle
phanologischen Phasen liegt. Die Validierungsergebnisse der Erkennung phé&nologischer
Phasen anhand separater Feldbeobachtungen ergaben ein RMSE von weniger als 10 Tagen
und einen R2-Wert von etwa 0,9 oder hoher.
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Die vorgestellte Methode bietet einen vielversprechenden Ansatz fur das satellitenbasierte,
deutschlandweite Monitoring der Wachstumsstadien von Ackerkulturen wie beispielsweise
Winterweizen, Wintergerste, Zuckerrilben und Mais. Die eingeschrankte Verfligbarkeit von
Schlaggeometrien und schlagspezifischen, vertrauenswirdigen In-situ-Referenzen begrenzt
derzeit jedoch einen flachendeckenden Einsatz und eine umfassendere Validierung des
Verfahrens.
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Abbildung 21: Wachstumsstadien auf Feld- bzw. Schlagebene fur drei kulturspezifische Stadien (oben: Ernte fiir
Winterweizen, Mitte: Bestandsschluss fur Zuckerriiben, Unten: Auflaufen fir Mais), aggregiert in Hexagone-Ebene
fur das Bundesland Niedersachsen. Die mittlere und rechte Abbildung zeigt drei ausgewdahlte Hexagone mit
schlagspezifischen Eintrittsdaten (Tag im Jahr: DOY) des jeweiligen Wachstumsstadiums sowie die NDVI-
Zeitprofile fur drei Beispielschlagen (rot umrandet). Die vertikale Linie markiert den Referenz-DOY, wéhrend die
gestrichelte Linie die Satelliten-DOY-Schatzungen anzeigt

Neben den Modellen zur Ableitung von Wachstumsstadien aus optischen
Fernerkundungsdaten wurde in NaLamKIl eine umfassende Recherche zu bestehenden
Verfahren und Modellen zum SAR-basierten Monitoring der Phanologie von Kulturpflanzen
durchgefiuhrt. In den meisten Studien kommen Methoden zum Einsatz, die EO-Zeitreihen im
Hinblick auf charakteristische Kurvenmerkmale wie z.B. Maxima und Wendepunkte
analysieren oder die BBCH-Stadien Uber feste oder variable Schwellenwerte ableiten
( déAndri mont , et al ., 2020; Gao, et al .,
2019; Nasrallah, et al., 2019; Song & Wang, 2019). Das bedeutet, es werden einzelne,
pragnante Phasen im Wachstumszyklus des Pflanzenbestands erfasst i ein kontinuierliches
Monitoring findet jedoch nicht statt. Der Einsatz innovativer Kl-Verfahren ist aktuell noch stark
unterreprasentiert (Katal, et al., 2022; Pipia, et al., 2022). Ein Beispiel hierfur findet sich in
(Lobert, et al., 2023), die zur Ableitung von Makrostadien aus optischen und SAR-Daten ein
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eindimensionales U-Netz einsetzen. Im Ergebnis der Literaturrecherche wurde eine
tabellarische Zusammenstellung der aus SAR-Daten ableitbaren Wachstumsstadien sowie
der angewandten Methoden und Schwellenwerte fir Wintergetreide, Mais, Raps,
Zuckerriben, Sonnenblumen und Kartoffeln erarbeitet. Die in der Literatur genannten
charakteristischen Kurvenmerkmale fiir Getreide und Raps wurden auf die in NaLamKI
verfigbaren Referenzdaten und S1-Zeitreihen angewendet und konnten grétenteils bestéatigt
werden.

PlanetLabs Satellitenbilddaten und abgeleitete Produkte

Planet Labs hat im Rahmen von NalLamKIl Satellitenbilddaten seiner eigenen
Satellitenkonstellationen flir mehrere Demonstratoren bzw. Use Cases getestet bzw. Partnern
zur Verfluigung gestellt (https://docs.planet.com/data/). Zudem wurden aus diesen und anderen
Satellitendaten abgeleitete Produkte getestet. Tabelle 2 gibt pro Use Case einen Uberblick zu
den verwendeten Planet Datensatzen sowie deren Verwendung. Im Use Case
AWachstumsstadi enf kamen abgeleitete
raumlicher Aufldsung zum Einsatz, wie Tabelle 3 dargestellt.

Tabelle 2: Use Cases und erhobene Planet Datensatze

Produkt e

Use case

Erhobene Satellitendaten

Weiterfiuhrende Analysen

Gelbrosterkennung
(Weizenfeld der
DLG bei
Strenzfeld)

Apfelplantage
(Obsthof
Stockinger)

Wachstumsstadien
(verschiedene
Gebietein
Deutschland sowie
USA)

16 PlanetScope-Aufnahmen
zwischen April und Juli 2023
(3m raumliche Auflésung, 8
spektrale Bander)

Tasking des SkySat Satelliten
(RGBNIR) mit erfolgreicher
Aufnahme am 23. September
2021

Generierung von insgesamt
zehn 24km x 24km grol3en
Kacheln taglicher Planet-
Fusion-Daten (3m, 4 Béander
RGBNIR) fiur den Zeitraum
2017-2022. Fur zwei dieser
Kacheln wurden zusatzlich der
tagliche Blattflachenindex
(LAI) sowie ein Biomass-
Proxy generiert.
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Weder 2022 noch 2023 kam es zur
erwarteten Bildung raumlich
signifikanter Cluster von Gelbrost.
Die Auswertung der
Satellitenbilddaten lieferte keinerlei
Hinweise auf Gelbrost bzw.
entsprechende Anomalien.

Beispielhafte, ausschlieBlich
visuelle Darstellung der aus diesen
Daten ableitbaren  raumlichen
Details (Erkennung von
Baumreihen, Wegen bzw.
mdoglichen gréReren Hindernissen
fur das autonome Fahrzeug der
RPTU).

Verwendung fir Produktvalidierung

sowie Untersuchungen zur
Ableitung von Wachstumsstadien,
Wachstumsgradtage



Tabelle 3: Die in NaLamKI verwendeten Produkte und deren raumliche und zeitliche Auflésung

Datensatz Zeitliche Auflosung  Raumliche Auflésung
Planet Fusion (surface reflectance und = Téglich 3m

Vegetationsindex)

Blattflachenindex (LAI) Taglich 3m

Biomass proxy Taglich 10m
Oberflachentemperatur (LST) ~320x pro Jahr 100 m

Bei Planet Fusion handelt es sich um eine harmonisierte und liickenlose Zeitreihe von Bildern,
die durch das Zusammenfihren von Daten der PlanetScope-, Sentinel-2-, Landsat-8- und
MODIS-Satelliten generiert wird. Die Harmonisierung erfolgt durch die CubeSat-Enabled
Spatio-Temporal Enhancement Method (CESTEM) nach Houborg & McCabe (2018), welche
die eingebrachten Bildprodukte miteinander fusioniert und so eine Zeitreihe von Bildern
erzeugt, die sowohl die raumliche und zeitliche Auflésung von PlanetScope als auch die
radiometrische Konsistenz der Referenzsatellitenplattformen aufweist. Durch die Planet-
Fusion-Pipeline werden fehlende Beobachtungen (beispielsweise durch Wolken,
Wolkenschatten oder Erfassungsfehler) erganzt. Hierflr werden lokale Beobachtungen aus
den Vorjahren sowie nahe gelegene Beobachtungen im Vorhersagejahr verwendet. Das
Ergebnis ist ein tagliches, wolkenfreies, fur die Analyse fertiges Surface-Reflectance-Produkt
mit vier Spektralbandern im sichtbaren und Nahinfrarotbereich. Planet Fusion wird nach Bedarf
auf einem festen Kachelgitter mit Kacheln in der Gro3e von 24 x 24 km (8000 x 8000 Pixel)
erstellt.

Aus den Planet-Fusion-Daten wurde der fir Vegetationsanalysen standardmafig verwendete
Normalized Difference Vegetation Index (NDVI) abgeleitet. Zudem wurde Planet Fusion als
Grundlage fur die Ableitung des Blattflachenindex verwendet, der im Rahmen von NaLamKI
anhand von Feldbeobachtungen evaluiert wurde. Mehr Details zum Produkt selbst und der
erfolgten Evaluierung finden sich im Erfolgskontrollbericht.

Zudem wurden zwei kommerzielle Produkte evaluiert, die nicht aus Planets Satelliten
abgeleitet werden: Biomass Proxy und Oberflachentemperatur (LST). Ziel war auch hier eine
Evaluierung mit Feld- bzw. anderen Messdaten sowie die Evaluierung des LST-Produktes fir
die Ableitung von Wachstumsgradtagen.

Sensordatenerhebung Drohnen
Drohnendaten fur den Use Case Ampfererkennung

Daten zur Ampfererkennung im Grinland wurden durch JD mithilfe einer eigens angeschafften
handelsiiblichen Drohne erfasst, um zu zeigen, dass eine Datenerhebung auch mit
kostengunstiger Hardware, in diesem Fall einer DJI Mini 2, zusatzlich zur bereits vorhandenen
DJI Matrice 350 maglich ist. Die hierfur notwendige Wegpunkiflugfunktion konnte mithilfe der
Drittsoftware Litchi realisiert werden. Ein zu diesem Zweck erstellter Flugplan ist in Abbildung
2222 gezeigt.
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Abbildung 22: Automatisiert erstellter Flugplan zum Drohnentiberflug

In der zweiten Jahreshalfte 2023 wurde mit der Datenaufnahme aus Drohnenperspektive fur
den Use Case begonnen. Dazu wurden auf verschiedenen Flachen des assoziierten Partners
Hofgut NeumUhle sowie auf weiteren Flachen von Landwirten aus der Umgebung Videos
aufgenommen, um einen Kl-Dienst zu trainieren. Diese wurden im Nachhinein mit den GPS-
Daten der Drohne synchronisiert, um die Georeferenzierung der Ampferpflanzen vornehmen
zu kénnen. An mehreren Tagen wurden entsprechende Aufnahmen gemacht.

Tabelle 4: Aufnahmedaten im Griinland fir den Ampfer-Use Case

Datum Feldname Flughthe (m) Bedingungen
18. Sep.2023 | Schneckenhausen 20, 10,5 Sonnig
09. Okt.2023 Neuhemsbach 20,10, 5 Sonnig
11. Okt.2023 Schneckenhausen 20, 10 Sonnig nach Nachtfrost
13. Okt.2023 Neuhemsbach 20, 10 Wechselnd sonnig und bewolkt
17. Okt.2023 Neumuhle 1 20, 10 Leicht bewolkt
31. Okt.2023 Neumuhle 2,3 15 Bewolkt
08. Nov.2023 Neumthle 1,3,4 15 Bewolkt
22. Nov.2023 Neumihle 1,2,3 10 Wechselnd mit tiefstehender
Neuhemsbach Sonne
07. Dez.2023 | Neumuhle 1,2,3 10 Bewolkt
Neuhemsbach
18. Dez.2023 Neumdhle 1,2,3 10 Bewolkt
Neuhemsbach
8. Méar. 2023 Dusseldorf 1,2 10 Bewolkt
22. Méar. 2023 | Neumuhle 1,2,3 10 Wechselnd sonnig und bewdlkt
8. Apr. 2023 Neumuhle 1,2,3 10 Sonnig
Neuhemsbach
12. Apr. 2023 | Neuhemsbach 10 Sonnig
23. Apr. 2023 | Neuhemsbach 10 Sonnig
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Die Datenerhebung wurde im Jahr 2024 abgeschlossen, wodurch ein umfangreicher und
diversifizierter Datensatz generiert wurde. Die Aufnahmetermine sind in Tabelle 4 aufgelistet.
Besondere Anstrengungen wurden unternommen, um die Datenqualitdt zu maximieren und
eine reprasentative Abdeckung der relevanten Umweltbedingungen zu gewaébhrleisten.
Insbesondere wurde eine Fluggeschwindigkeit von 5  khrfiir die Datenaufnahme verwendet,
die zwar eine ausreichende Datenqualitat garantiert, jedoch fiir ein Produktionssystem zu
gering ist. Leider stand im Projektzeitraum nicht genliigend Zeit zur Verfigung, um eine
optimale Fluggeschwindigkeit fur die praktische Anwendung des Systems zu ermitteln.

Durch die hohe Varianz der Datenquellen sowie die Abdeckung verschiedener
Wachstumsstadien und Kulturen konnten robuste Modelle entwickelt werden. Der annotierte
Datensatz ist verfligbar unter: https://universe.roboflow.com/rumex-detection/rumex-
obtusifolius.

Drohnendaten fur den Use Case Gelbrosterkennung

Der Anwendungsf all AGel brosterkennungf (ehemal s

frihzeitige Erkennung von Gelbrost in Weizenpflanzen mithilfe hyper- und multispektraler
Bilddaten zu verbessern. Dieser Prozess ist entscheidend fiir eine nachhaltige Landwirtschatft,
da Gelbrost eine bedeutende Krankheit darstellt, die Ernteertrége erheblich beeintrachtigen
kann.

Datenaufnahme und Planung: Zu Beginn des Projektes plante das HHI in Zusammenarbeit
mit den Partnern DLG und OptoPrecision intensiv die hyper- und multispektrale
Datenaufnahme. Die bisherigen Datenaufnahmen und Annotationen von Weizen mit und ohne
Gelbrost erflillten nicht die Anforderungen der ersten beiden Projektjahre. Um die Qualitat der
Datenerhebung zu verbessern, wurden fur 2023 zwei Hauptversuche definiert:
Feldbefliegungen und Kiibelaufnahmen.

A Feldbefliegqungen: Das HHI konnte die Hochschule Anhalt als lokalen Anbieter
gewinnen, die im Zeitraum vom 17. Mai 2023 bis zum 19. Juni 2023 ein Weizenfeld der
DLG mit einer Drohne beflog. Insgesamt wurden 15 Befliegungen durchgefiihrt, bei
denen eine Drohne mit einer Multispektralkamera (Tetracam Macaw, ausgestattet mit
sechs Spektralkandlen: 750 , 880 ,Bm0 ,6 M0 ,@th0 , 8 M0 ) sawie
einer Thermalkamera eingesetzt wurde. Die DLG tUbernahm die Annotation der Daten,
wobei das Feld mit GPS eingemessen und die Gelbrostcluster per GPS annotiert
wurden.

A Kibelaufnahmen: Die hyperspektralen Aufnahmen der infizierten Weizenpflanzen in
Kibeln wurden mit einem hyperspektralen Stereo-Kameraaufbau durchgefihrt, der
aus zwei verschiedenen multispektralen Snapshot-Kameras (XIMEA GmbH) besteht.
Diese Kameras decken unterschiedliche Spektralbereiche ab: eine 4x4-VIS-Kamera
(436 hismd5 0 )oanceine 5x5-NIR-Kamera (6 7 5 hbis®@ 7 5 rDma)Pflanzen
wurden aus acht verschiedenen Pasitionen aufgenommen, um die Wiederholbarkeit
und die Registrierung zu verbessern (Abbildung 23).
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Abbildung 23: Setup hyperspektrale Kiibelaufnahmen

Annotation und Datenverarbeitung: Die Annotation des Gelbrosts erfolgte in zwei Schritten.
Erstens wurden wéahrend der Aufnahmen sowohl Bilder ohne als auch mit Annotationen
erstellt. Zweitens wurden RGB-Bilder aus den hyperspektralen Daten berechnet, die ebenfalls
von der DLG annotiert wurden. Die Aufnahmen fanden zwischen dem 11. Mai 2023 und dem
9. Juni 2023 statt, bevor hohe Temperaturen und Trockenheit den Gelbrost auf den Pflanzen
abtoteten und weitere Aufnahmen unmaoglich machten.

Demosaicking und neuronale Netzwerke: Im Bereich der Datenverarbeitung wurde das
Demosaicking von multispektralen und hyperspektralen Daten, aufgenommen mit Snapshot-
Mosaiksensoren, weiterentwickelt. Es wurden verschiedene neuronale Netzwerkarchitekturen
untersucht, um die Wirksamkeit beim Demosaicking hyperspektraler Bilder zu bewerten. Diese
Netzwerke wurden mit klassischen Interpolationsmethoden und bestehenden
Referenzansatzen verglichen, um robuste und effiziente Demosaicking-Architekturen zu
identifizieren. Die Bewertung erfolgte anhand von zwei Datenséatzen, ASimpleDatafi und
ASimRealDatafi die unterschiedliche Realitatsgrade von Multispectral-Filter-Array-(MSFA)-
Daten darstellen. Die Ergebnisse zeigen, dass die entwickelten Netzwerke die
Referenzmodelle in beiden Datensatzen Ubertreffen und derzeit fir eine Veroffentlichung
aufbereitet werden.
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Sensordatenerhebung (Boden mit stationaren und mobilen Plattformen)

Use Case Reihenerkennung in Reihenkulturen

zed
Stereokamera

Loggereinheit
TUK

Abbildung 24: Wéhrend der Vegetationsperiode 2022 und 2023 verwendeter Messaufbau

Die im Jahr 2022 begonnene Datenerhebung fur den Use Case Reihenerkennung in den
Kulturen Mais und Zuckerriiben wurde 2023 durch JD erfolgreich fortgesetzt. Dazu wurde der
Messaufbau auf dem John Deere 6155M aktualisiert: Erfasst wurden die Videodaten der ZED-
Stereokameras, die Positionsdaten des StarFire-6000-RTK-GPS-Empfangers sowie die CAN-
BUS-Daten der Maschine. Dieser Aufbau ist in Abbildung 24 dargestellt. Bei den Aufnahmen
wurden unterschiedliche Pflanzengré3en, Lichtverhaltnisse und Tageszeiten beriicksichtigt.

Aufgrund der witterungsbedingt spaten und unginstigen Aussaatbedingungen sowie der
weiteren Bestandsentwicklung in den Jahren 2022 und 2023 waren die Daten im Vergleich zu
anderen Jahren nur teilweise reprasentativ. Insbesondere in den friihen Bestanden traten
teilweise groBe Mengen an Unkraut sowie nicht gekeimte Pflanzen auf. In spateren
Aufnahmen zeigten sich haufig Anzeichen von Trockenstress und Uberfahrene Reihen bei
gleichzeitig verringertem Unkrautdruck. Es wurden jedoch auch Aufnahmen von optimal
entwickelten Bestédnden gemacht.

Im Vergleich zu 2022 konnte die Reprasentativitit des Datensatzes hinsichtlich
Unkrautvorkommen, Wachstumsstadien, Lichtverhaltnissen und weiterer Faktoren deutlich
verbessert werden. Die Aufnahmen wurden von Mitte Mai bis Ende August 2024 auf den in
Tabelle 5 aufgezeichneten Feldern durchgefihrt.
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Tabelle 5: Aufnahmezeitraum in Reihenkulturen in den Vegetationsperioden 2022 und 2023. Mit * markierte Felder
sind Testschlage.

Feldname Feldfrucht = Reihenweite Aufnahmezeitraum @ Koordinaten
Neumthle Zuckerriibe | 0.35m 01.07.7 23.07.2022 | 49.538140,
7.872844
Lehmenkaut* Mais 0.75m 20.06.7 04.08.2022 | 49.515483,
7.849948
Enkenbach-1*  Mais 0.75m 20.06.7 01.08.2022 @ 49.499865,
7.888827
Enkenbach-2*  Mais 0.38 m 20.06.7 01.08.2022 @ 49.499356,
7.888176
Schiefer Weg Mais 0.75m 15.05. - 31.07.2023 | 49.534687,
7.907001
Roter Graben Mais 0.75m 01.06. - 31.07.2023 | 49.539935,
7.833177
Bockacker Mais 0.5m 01.06 - 31.07.2023 49.563033,
7.874874
Reinau Zuckerribe | 0.35m 15.05. - 15.06.2023 | 49.536416,
7.908333

Durch JD durchgefihrte Datenaufnahme zum Use Case Unkrauterkennung in
Flachenkulturen

Neben den Daten aus Maschinenperspektive in Reihenkulturen wurden auch im Friihjahr 2023
auchDaten in Wintergerste auf dem Feld Akl einer Ki
wobei der bereits genutzte Aufnahmetraktor zum Einsatz kam. Dies diente der Entwicklung

von KI-Systemen zur Unkrauterkennung in Flachenkulturen. Hierzu wurde das bestehende

Setup (vgl. Abbildung 24) um einen nach hinten gerichteten Ausleger am Heckkraftheber

erweitert, an dem eine nach unten gerichtete ZED2-Stereokamera befestigt wurde.

Sensordatenerhebung zur Erkennung von Obst

Im Berichtszeitraum evaluierte und integrierte das HHI verschiedene Sensorlésungen zur
Boden- und Umweltdatenerfassung, darunter ein luftgestitztes System mit Bodenradar und
elektromagnetischem Sensor sowie stationdre Sensoren zur Bodenfeuchtemessung (in
Zusammenarbeit mit der RPTU). Parallel wurden geeignete Versuchsflachen in Deutschland
und Lettland identifiziert und beflogen.

Im Rahmen des Apfelmonitorings (ehemals Demonstrator 3) hat das HHI in den letzten Jahren
die Datenaufnahme auf der Apfelplantage von BB Obst sowie in einem privaten Garten
durchgefuhrt. Durch die RPTU und RobotMakers wurden parallel an Giber 20 Aufnahmen mit
einer Roboterplattform beim Partnerbetrieb Obsthof Stockinger durchgefihrt (siehe Abbildung
25). RobotMakers stellte hierbei das Kettenfahrzeug samt Steuerungssensorik und 7
aktuatorik. Die Messsensorik und Recheneinheiten stammen von der RPTU. Zwei
Stereokameras wurden im Verlauf der Testfahrten um eine dritte erweitert um die komplette
Hohe des Apfelbaums abbilden zu kénnen. Ein LIDAR Sensor auf dem Messaufbau erzeugte
hierbei Punktwolken der Umgebung. Dariiber hinaus fand ein Austausch zwischen der
Steuerungssensorik von RobotMakers und der Recheneinheit der RPTU statt, um die Daten
mit weiteren Informationen anzureichern.
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Abbildung 25: Roboterplattform RobotMakers erweitert mit Sensorik der RPTU zur Erhebung von Daten in
Apfelplantagen

Ziel dieses Anwendungsfalls war die hochqualitative Rekonstruktion und Modellierung von
Apfelbdumen und Schlagen in digitale Abbilder, um die Wachstumsphasen sowie den
Gesundheitszustand der Pflanzen zu Gberwachen.

Datenaufnahme: Insgesamt wurden durch das HHI zwischen Méarz 2022 und Mai 2023 18
Aufnahmen mit jeweils Gber 1000 Bildern und Videos durchgefuhrt. Diese Aufnahmen
erfolgten in verschiedenen Wachstumsphasen der Apfelbaume, um Daten von der
Knospenbildung bis zur Ernte zu erfassen. Die Datenaufnahme fand mit einem selbst
entwickelten Stereosetup statt, das aus zwei DSLR-Kameras besteht, die simultan ausgeltst
werden kdnnen (Abbildung 26). Dies ermdglicht eine prazise dreidimensionale Erfassung der
Baume. Zur Verbesserung der Rekonstruktionsqualitdt wurden  hauseigene
Kalibrierungsmechanismen mit weiteren Tools wie COLMAP verknipft. Dies tragt zur
Optimierung der Bilddaten und zur Sicherstellung der Genauigkeit der 3D-Modelle bei.

Abbildung 26: Stereosetup bestehend aus zwei DSLRs, die per Empféanger simultan ausgeldst werden kénnen.
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Generierung synthetischer Daten: Parallel zur realen Datenerfassung wurde die
Generierung synthetischer Daten mithilfe von Blender weiterverfolgt. Es wurden realistische
Bilder mehrerer Baume sowie isolierte Rundumaufnahmen (0-359 Grad) von 200
synthetischen Baumen erstellt. Fur jeden Baum wurden zusétzlich Astgabelungen,
Kameramatrizen und Segmentierungsmasken extrahiert, um die Datennutzung fir
maschinelles Lernen zu optimieren (siehe Abbildung 27).

Abbildung 27: Beispiel eines synthetisch generierten Bildes eines Obstbaumes (links) mit den Positionen von
Astgabelungen des mittleren Baumes (rechts).

Datenaufbereitung: Die aufgenommenen Daten wurden fiir die Entwicklung von KI-Methoden
in den Arbeitspaketen A P ufid A P eftsprechend vorverarbeitet. Dabei kamen Methoden
wie Structure-from-Motion (SfM) zum Einsatz, um Punktwolken als initiale 3D-
Reprasentationen der Baume zu erzeugen (Abbildung 28). Im Rahmen einer Masterarbeit
wurde eine Methode zur Verbesserung der Posenschatzung der Einzelaufnahmen in SfM auf
synthetischen Daten entwickelt. Die Rekonstruktion der Baume stellt aufgrund der zeitlich
versetzten Aufnahmen eine Herausforderung dar, da sich die Geometrie der Baume Uber
verschiedene Datensatze hinweg verandert.

Datenannotation: Ein wichtiger Aspekt der Entwicklung von Kl-Methoden ist die
Datenannotation. Um den Annotationsprozess im NaLamKI-Projekt zu vereinfachen,
entwickelte das HHI im Berichtszeitraum ein eigenes Annotationstool. Dieses Tool unterstitzt
die Annotation der Bilddaten und verbessert die Effizienz sowie die Genauigkeit der
Datenverarbeitung (Abbildung 29).

Abbildung 28: Beispielhafte Punktwolkenrekonstruktion der erhobenen Daten.
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Abbildung 29: Bildannotationstool

Bestandsdatenerfassung

Bereitstellung von aktuellen Daten zur Entwicklung landwirtschaftlicher Besténde:
Biomasse / Blattflache

In den Erntejahren 2022 bis 2024 wurden auf ausgewahlten Versuchsflaichen des JKI am
Standort Braunschweig (Bundesallee) Probennahmepunkte zur Erfassung der
Bestandsentwicklung in unterschiedlichen Feldkulturen (Wintergerste, Winterweizen,
Winterroggen, Sommerweizen, Sommergerste) nach dem Winter etabliert. Die
Probenahmepunkte wurden nach einem in der Fernerkundung bewahrten Prinzip in Form von
Stichprobeneinheiten (elementary sampling units, ESU) angelegt und mittels RTK-GPS
eingemessen. Eine Stichprobeneinheit umfasst dabei 9 bis 13 Probennahmepunkte (sub
sampling units). Alle Messpunkte wurden ein- bis zweimal woéchentlich wéhrend der
Vegetationsphase von Anfang Marz bis Anfang Juli (fruchtartenspezifisch) beprobt. Es
erfolgten unter anderem Messungen des Blattflichenindex, der Bestandeshéhe, der Biomasse
sowie des BBCH-Stadiums zur Erfassung der Phanologie. Alle Messpunkte wurden zudem
fotodokumentiert. Abbildung 30 veranschaulicht exemplarisch das Ergebnis der
Datenerhebung fur das Erntejahr 2021/2022 anhand der Entwicklung des Blattflachenindex
auf den Versuchsflachen am Standort Braunschweig. An ausgewdahlten Terminen und bei
entsprechenden Witterungsbedingungen wurden zusatzlich Spektrometermessungen zur
Erfassung der Reflexion der landwirtschaftlichen Bestande durchgefihrt.

veranschaulicht exemplarisch das Ergebnis der Datenerhebung fiir das Erntejahr 2021/2022
anhand der Entwicklung des Blattflachenindex auf den Versuchsflachen am Standort
Braunschweig. An ausgewahlten Terminen und bei entsprechenden Witterungsbedingungen
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wurden zusétzlich  Spektrometermessungen zur Erfassung der Reflexion der
landwirtschaftlichen Bestande durchgefihrt.

Die Daten dienten nach entsprechender Vorverarbeitung der Modellkalibration und -
validierung. Daruber hinaus wurden Daten aus weiteren Feldkampagnen mit JKI-Beteiligung
(Borrmann, et al., 2023) fur die Entwicklung von Bestandsmodellen zur satellitenbasierten
Schatzung von Blattflache und Biomasse herangezogen, sofern keine datenschutzrechtlichen
Einschrankungen vorlagen.
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Abbildung 30: Entwicklung des Blattflachenindex in der Sommergerste (SG), im Sommerweizen (SW) und im
Winterrogen (WRO) auf vier Versuchsflachen des JKI am Standort Braunschweig/ Bundesallee im Erntejahr 2022

Bereitstellung von historischen und aktuellen Daten zur Entwicklung
landwirtschaftlicher Bestande: Wachstumsstadien

Fur die Entwicklung von Methoden zur Ableitung von Wachstumsstadien aus
Fernerkundungsdaten wurden umfangreiche Referenzdatensatze bendétigt. Neben den
direkten Gelandemessungen auf den Versuchsfeldern des JKI wurden im Rahmen von
NaLamKI weitere Quellen fir Referenzdaten durch das JKI identifiziert und, sofern erforderlich,
entsprechende Kontakte zur Akquise der Daten geknipft. Letztendlich konnten im Projekt
Referenzdaten aus folgenden Quellen akquiriert werden:

Phéanologische Beobachtungsdaten aus dem Beobachtungsnetz des Deutschen
Wetterdienstes (DWD):

In Deutschland wird ein ph&nologisches und meteorologisches Beobachtungsnetz durch den
Deutschen Wetterdienst (DWD) betrieben. Das ph&nologische Netz von Jahresbeobachtern
besteht aus etwa 1200 Freiwilligen, die seit 1951 den Beginn der ph&nologischen Phasen der
am haufigsten angebauten Kulturen nach standardisierten Kriterien kartieren (vgl. Abbildung
30). Jede Pflanze wird an einer unterschiedlichen Anzahl von Stationen beobachtet, abhangig
von der Haufigkeit und agrometeorologischen Relevanz der jeweiligen Kulturart. Die
Kartierungsergebnisse werden am Ende des Berichtsjahres gemeldet und auf Plausibilitat
geprift. Ein wesentlicher Nachteil dieses Datensatzes liegt in der geringen Lagegenauigkeit,
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die zwischen 2 und 5 R lmetragt. Dies hat zur Folge, dass die Beobachtungen nicht exakt
verortet und somit keinem spezifischen Schlag zugewiesen werden kénnen.

Nutzermeldungen aus der WarnWetter App des DWD:

Der DWD betreibt im Rahmen seines gesetzlichen Aftrags die WarnWetter-App, um die breite
Offentlichkeit sowie Einsatzkrafte aus dem Katastrophen-, Bevélkerungs- und Umweltschutz
mit wichtigen Hinweisen zur aktuellen Warn- und Wettersituation zu versorgen. In der
kostenpflichtigen Version haben Nutzer die Mdglichkeit, eigene Beobachtungen zum
Entwicklungsstadium von Pflanzen zu melden. Diese Nutzermeldungen wurden dem JKI durch
den DWD bereitgestellt. Der Datensatz umfasst 195 Meldungen zu Raps (Bluhbeginn und
Ernte) sowie Weizen (Ernte). Die Prifung dieser Citizen-Science-Daten hat gezeigt, dass die
Genauigkeit der Geolokalisierung nicht ausreichend ist (nur zwei Dezimalstellen), was zur
Folge hat, dass der genaue Feldstandort nicht ermittelt werden kann.

Phéanologiedaten der Deutschen Hagelversicherung:

Durch das JKI-SF wurden von der Deutschen Hagelversicherung Phanologiedaten bezogen,
die auch im Rahmen von NaLamKIl genutzt werden konnen. Der Datensatz umfasst
Wachstumsstadien fiir 23 Uber ganz Deutschland verteilte Winterweizenfelder. Pro Feld
wurden rund  drei Bonituren an mehreren Probepunkten durchgefihrt.

Phanologiedaten aus der PIAF-Datenbank der Pflanzenschutzdienste der
Bundeslénder:

Die PIAF-Datenbank wird von den Pflanzenschutzdiensten der Bundeslander fur die Planung,
Erhebung und Auswertung von Versuchen und Studien zur Wirksamkeit,
Pflanzenvertraglichkeit sowie zu Rickstanden von Pflanzenschutzmitteln in Kulturen und zu
Sortenversuchen verwendet. Sie wird durch das Institut fur Strategien und Folgenabschéatzung
am JKI betreut. Im Rahmen von NaLamKI wurden alle Bundeslander zur Bereitstellung von
PIAF-Daten ab dem Jahr 2018 angefragt. Eine Lieferung von Datensétzen erfolgte durch die
Bundeslander Niedersachsen, Bayern, Thiringen, Brandenburg und Rheinland-Pfalz.

Die Sichtung der Daten hat gezeigt, dass die Datenséatze aus Thiringen und Brandenburg als
Referenz fur die Auswertung von Satellitendaten nicht geeignet sind, da sie ausschlie3lich auf
sehr kleinparzelligen Versuchsflachen erhoben wurden. Auch in den anderen Bundeslandern
stammen die Daten haufig von Versuchsgitern, was die Anzahl der nutzbaren Felder stark
einschrankt.

Phéanologiedaten aus dem patchCrop Projekt, Leibniz-Zentrum far
Agrarlandschaftsforschung (ZALF) e.V.:

Das ZALF erhebt im Rahmen des patchCrop-Projekts in der Nahe von Miuncheberg im Osten
Brandenburgs neben vielen weiteren Parametern auch in-situ-Informationen zu
Wachstumsstadien, Biomasse und Blattflachenindex. Das Landschaftslabor im patchCrop-
Projekt besteht aus 30 Patchesmi t ei ner Gr ° Ce v on zusiwleh rund
acht Referenzfeldern pro Jahr. Die Datenerhebung erfolgt seit 2020 (Grahmann, et al., 2024).

Die Erstellung homogenisierter Trainings- und Validierungsdatensatze, die direkt in
verschiedene Modelle einflieBen kénnen, stellt einen wesentlichen und zeitintensiven
Arbeitsschritt in der Entwicklung von Kl-Verfahren dar. Die Bereitstellung der oben genannten
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Excel, Shape-File). Die gelieferten Daten wiesen jedoch teilweise Fehler auf, etwa inkorrekte
Koordinaten- oder Datumsangaben, das Vorhandensein von Duplikaten oder eine zu geringe
FeldgroRde, die sie fir eine satellitenbasierte Auswertung als Trainingsdaten ungeeignet macht.

Zur Aufbereitung der Daten wurden automatisierte Routinen entwickelt, die die Referenzdaten
in ein einheitliches Format (GeoJSON) uberfuhren und fur Felder in Bundeslandern mit frei
zuganglichen InVeKoS-Daten die zugehorigen Schlaggeometrien extrahieren. Dartiber hinaus
wurden die Daten verschiedenen Tests unterzogen, um die genannten Fehlerquellen zu
identifizieren und die Plausibilitdt der Angaben zum BBCH-Stadium hinsichtlich zeitlicher
Abfolge und inhaltlicher Konsistenz zu prifen.

Der Umfang der im Projekt verfligbaren Trainings- und Validierungsdatensatze stellte einen
kritischen Punkt bei der Umsetzung der urspriinglich geplanten Arbeiten dar. Die Anzahl der
Referenzdaten erwies sich fur den Aufbau von Deep-Learning-Modellen als unzureichend,
weshalb neben klassischen Verfahren insbesondere Methoden des maschinellen Lernens
zum Einsatz kamen.

Bereitstellung von Daten zur KI-Entwicklung im Gemusebau

Durch die NT.AG wurde ein Komplexprojekt zur Erfassung von In-situ- und Sensordaten beim
Gem¢sebauer AFischerda in Erfurt initiiert.
erhoben, um weitere KI-Entwicklungen zu ermdglichen. So wurde ein Blumenkohlfeld
mehrfach mit Drohnen Uberflogen, um einerseits Daten fir die Unkrauterkennung in
unterschiedlichen Wachstumsphasen zu erfassen. Gleichzeitig wurden
Bodenfeuchtesensoren auf demselben Feld installiert, sodass i wenn moglich i Feuchte- mit
Wachstumsdaten kombiniert werden konnten. Zusétzlich wurde eine Wetterstation lokal
platziert, die regelmaRig Wetterdaten aufzeichnete.

Bei den stationar erhobenen Daten (Bodenfeuchte, Wetterstation) wurde erfolgreich an einem
Ubertragungs- und Speichersystem gearbeitet, das diese Daten automatisiert und
feldbezogen dem NaLamKI-System zuflihrt. Als Ergebnis konnten die Kl-Dienste auf der
NaLamKI-Plattform die erhobenen Daten analysieren und die Ergebnisse im Monitoring
darstellen.

ErschlieBung von Expertenwissen
Use Case Wachstumsstadien

Fur die Modellentwicklung zur Extraktion von Wachstumsstadien aus Radardaten ist ein
grundlegendes Verstdndnis der Prozesse, die die Radarriickstreuung beeinflussen, von
elementarer Bedeutung. Zu diesem Zweck wurde eine umfassende Literaturrecherche
durchgefuhrt. Auf Grundlage dieses Wissens wurde der zeitliche Verlauf der Radarsignaturen
jener Felder erlautert, fur die Referenzinformationen vorliegen.

Generell spiegeln die schlagspezifischen SAR-Zeitreihen mal3geblich strukturelle
Veradnderungen im Pflanzenbestand wider und stehen daher in enger Korrelation mit
phanologischen Phasen wie dem Schossen, dem Ahrenschieben oder der Bliite. Ein typisches
Beispiel hierfiir ist der deutliche Riickgang der Radarriickstreuung in der VV-Polarisation mit
dem Einsetzen des Schossens, also dem Beginn des Langenwachstums (grines Kastchen,
Abbildung 31). Ursache hierfur ist, dass an den vertikal ausgerichteten Halmen ein Grofteil
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der Radarwellen absorbiert und weniger effizient zum Sensor zurtickgestreut wird. Mit dem
Erscheinen des Fahnenblattes sowie der Ausbildung der Ahren steigt die Riickstreuung infolge
verstarkter Volumen- und Mehrfachstreuung wieder an.
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Abbildung 31. SAR-Signatur eines Winterweizenbestandes, Brandenburg in VV-Polarisation und im
Radarvegetationsindex. Die gestrichelten Linien reprasentieren die BBCH-Stadien aus den Referenzdaten.

Vervollstadndigung von Datenliicken und outlier detection
Satellitendaten

Bei den im Rahmen des Projekts verwendeten Satellitendaten von Planet handelt es sich um
optische Daten. Auch wenn durch die PlanetScope-Konstellation mit etwa 150 Einzelsatelliten
die gesamte Landmasse der Erde einmal taglich abgedeckt wird, ergibt sich daraus in den
seltensten Fallen eine regelmaRige, tagliche Zeitreihe. Hauptursache hierfir sind die fr
optische Daten typischen Beeintrachtigungen durch atmosphdarische Bedingungen (z .
Wolken und Wolkenschatten), seltener auch technische Fehler.

Um fur den Use Case AVachstumsstadieni d e n eine eelgelmaRige, moglichst tégliche
Zeitreihe zu verwenden, wurde das L3H-Produkt Planet Fusion eingesetzt. Es handelt sich
dabei um einen atmospharisch korrigierten, radiometrisch harmonisierten und liickenlosen
multispektralen Datensatz, der durch die Zusammenfihrung von Daten der PlanetScope-,
Sentinel-2-, Landsat-8- und MODIS-Satelliten generiert wird. Historische Daten aller Satelliten
werden zusétzlich genutzt, um den zeitlichen Verlauf der spektralen Werte zu modellieren. Der
hierfir verwendete Ansatz, die CubeSat-Enabled Spatio-Temporal Enhancement Method, ist
in Houborg und McCabe (2018) beschrieben.

Darliber hinaus wurde von Planet ein vergleichbarer Datensatz verwendet: der Harmonized
Landsat-Sentinel-Datensatz. Als 6ffentlich zuganglicher Datensatz stellt er eine vergleichbare,
wenn auch deutlich weniger optimierte Alternative zum kommerziellen Produkt Planet Fusion
dar. Die Methodik zur Umwandlung in einen taglichen Datensatz wurde im NaLamKI-Report
ADat e n p rbesdhudbéneZiim Einsatz kamen dabei Werkzeuge der EO-Learn-Bibliothek
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sowie des Sentinel Hub wund eine Open-Source-Implementierung des Akima-
Interpolationsalgorithmus.

Phéanologische Daten

Der von Planet fur die Entwicklung der Methode zur Ableitung von Wachstumsphasen mittels
Dynamic Time Warping genutzte Datensatz wurde vorverarbeitet, um Probleme zu
minimieren, die sich negativ auf die Erstellung der Vorlagen (Templates) auswirken kénnten.
Weitere Details sind in Senaras et al. (2024) aufgeftihrt. Die Datenbereinigung bestand aus
zwei Schritten:

1. Clustering der feldspezifischen NDVI-Zeitreihen unter Verwendung der K-Means-
DTW-Distanzmetrik und

2. manuelle Uberpriufung der Cluster sowie Eliminierung von AusreiRern, die auf
fehlerhafte Ausweisung der Feldfrucht, ungenaue Feldgrenzen, Fehler bei der Angabe
des Wachstumsstadiums oder unvollstandige Bildabdeckung zurtickzufiihren sind.

Zudem wurden Unstimmigkeiten in der zeitlich logischen Abfolge bereinigt. Diese
Datenbereinigung reduzierte den Datensatz von urspringlich 3.800 auf insgesamt 3.235
Beobachtungen.

Unsupervised Learning zur Verbesserung von multispektralen Bildaufnahmen durch
Pansharpening mit Generative Adversarial Networks (GANSs)

Im Laufe der ersten Projektphasen wurden niedrig aufgeloste multispektrale Bildaufnahmen
als eine Herausforderung identifiziert. Zur Verbesserung der Auflésung multispektraler
Kamerakanale werden in der Fernerkundung, zumeist bei Satellitenaufnahmen, hdher
aufgeloste panchromatische Bildsensoraufnahmen mit niedrig aufgelosten multispektralen
Bildern fusioniert. Eine hohe raumliche Auflésung ist im Allgemeinen notwendig, um
beispielsweise eine exakte Erkennung von Unkraut, wie etwa Ampfer im Grinland, oder die
Detektion von Pflanzenstress durchzufihren.

Zudem wurden weitere Herausforderungen bei Kameraaufnahmen in unmittelbarer Nahe zum
Objekt, also bei Feldpflanzen, festgestellt. Dazu zahlen Rauschen, wechselnde Belichtung,
Verwackelungen und Unscharfen, die eine Vorverarbeitung der Aufnahmen erforderlich
machen. Generative Modellierungstechniken auf Basis tiefer neuronaler Netze zeigen heute
vielversprechende Ergebnisse bei der Verbesserung und Fusion multispektraler und
panchromatischer Bilder.

Die UHOH hat im Projekt eine solche uniiberwachte Methode des maschinellen Lernens auf
Basis von Generative Adversarial Networks (GANSs) erprobt. Als Datengrundlage diente ein zu
Forschungszwecken frei verfligbarer Datensatz von Kartoffelpflanzen, der aus multispektralen
und panchromatischen Sensoraufnahmen einer Parrot Sequoia+ Multispektralkamera
bestand, die an einer Drohne in drei Metern Hohe angebracht war.

Die Aufldsung der RGB-Bilder betrug 3456 x 4608 Pixel, die der multispektralen Aufnahmen
960 x 1280 Pixel. Die Bilder wurden zu Patches von 750 x 750 Pixel sowie 416 x 416 Pixel
verarbeitet und anschlieRend mit diversen Filtern vorverarbeitet. Die angewendeten Filter
umfassten unter anderem Wiener Filtering (WF), Total Variation (TV), Unsharp Mask (USM)
und Contrast Limited Adaptive Histogram Equalization (CLAHE).

Die Filter wurden neben der eigentlichen Bildfusion genutzt, um deren Wirksamkeit im Hinblick
auf Herausforderungen bei Drohnenaufnahmen, wie Verwackelungen oder Rauschen, zu
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untersuchen. Abbildung 32 zeigt exemplarisch die Fusion der monochromen Aufnahmen zu
einem multispektralen Bild mittels des Python-Packages ArcPy.

Green Channel NIR Channel Red Channel

Fused Multispectral Image

Abbildung 32: Exemplarische Fusion der monochromen Kanéle zu einem multispektralem Bild

AnschlieRend werden in der erprobten Methode das erzeugte multispektrale Bild und hdher
aufgeldste panchromatische Bilder unter Einsatz des Pan-Sharpening-Modells PanColorGAN
(Ozcelik, et al.,, 2020) fusioniert. Die gefilterten und fusionierten Aufnahmen wurden
anschliel3end quantitativ mittels Bildqualitatsmetriken (engl. Image Quality Assessment, IQA)
evaluiert, wobei statistische Signifikanztests zur Analyse der ermittelten Qualitatsunterschiede
angewendet wurden. Fir weitere Details zu den quantiativen Ergebnissen dieser
Forschungsarbeit sei auf die im Rahmen des Projekts entstandene Publikation (Modak, et al.,
2024) verwiesen.
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AP5: Vernetzung und Signalibertragung

Ziel von AP5 war der Aufbau einer robusten Kommunikationsinfrastruktur zwischen Sensoren,
Drohnen, landwirtschaftlichen Maschinen und cloudbasierten Analysewerkzeugen. Im
Berichtszeitraum wurden hierfir unter der Leitung des HHI gemeinsam mit den Projektpartnern
DFKI, RPTU, John Deere und OptoPrecision wesentliche Grundlagen geschaffen und
Schnittstellen zu weiteren Arbeitspaketen identifiziert.

Drathlos-Kommunikation

Die zuverlassige Vernetzung landwirtschaftlicher Maschinen und Drohnen stellt hohe
Anforderungen an Kommunikationstechnologien und die Modellierung der Funkausbreitung.
Aus diesem Grund standen die Identifikation geeigneter Technologien und die
Funkfeldmodellierung im Fokus, insbesondere fur die Vernetzung landwirtschaftlicher
Maschinen und Drohnen. Zu Beginn wurden, basierend auf Anforderungsanalysen und
Abstimmungen mit Partnern, relevante Drahtlos-Kommunikationstechnologien identifiziert.
Dies beinhaltete auch eine erste Auswahl benétigter Hardwarekomponenten, die auch in den
Bereichen AVer masc ht-Hoc-Newtdz weedr k efi sowi e ADrohne
Sichtweitefi zum Einsatz kommen sollten.

Ein wesentlicher Schwerpunkt lag auf der Vorhersage der erwartbaren Dienstglte mittels
sogenannter Radiokarten, die eine Grundlage fir eine robuste drahtlose Vernetzung bilden.
Hierfir wurde das am HHI entwickelte Kanalmodell Quadriga eingesetzt. Quadriga, ein
geometriebasiertes stochastisches Kanalmodell (GSCM), wurde dahingehend erweitert,
Umgebungsdaten wie Gebaude-, Terrain- oder Vegetationsmodelle zu integrieren. Dies
ermdglichte die Durchflihrung standortspezifischer Simulationen inklusive Line-of-Sight-
(LOS)-Detektionen. Diese Fahigkeit ist besonders relevant fur die Funkfeldmodellierung von
Unmanned Aerial Vehicles (UAVs), bei denen das Vorhandensein einer freien Sichtverbindung
als kritischer Parameter identifiziert wurde. Die notwendige Datenbeschaffung fiir das
Testgebiet Hofgut Neumuhle verzdgerte sich anfanglich aufgrund externer Umstande, konnte
jedoch im weiteren Verlauf realisiert werden.

Eine angestrebte Validierung der entwickelten UAV-Kanalmodellierung anhand von
Messdaten erwies sich als nur eingeschrénkt durchfuhrbar. Die eingesetzten Drohnen
erlaubten keine winkelauflésenden Messungen, und fir eine prazise simulative Reproduktion
von Systemmessdaten (wie RSRP oder RSRQ) fehlten relevante Detailinformationen,
beispielsweise zu den genauen Positionen und Antenneneigenschaften der verwendeten
Basisstationen. Eine alternativ geplante Messreihe im 5G-Berlin-Campusnetz, fiir das diese
Daten vorgelegen hatten, konnte aufgrund einer nicht erteilten Flugerlaubnis fur die UAVs nicht
durchgefiihrt werden.

Die im Rahmen dieses UAPs erzielten Entwicklungen und Erweiterungen der
Simulationsumgebung wurden abschlieRend in einer Software-Demo zusammengefasst.
Hierfir wurde ein spezifisches Demo-Framework entwickelt, das Interfaces fiur die
verschiedenen eingesetzten Simulationstools (wie den Mobilitatssimulator SUMO, das
Kanalmodell Quadriga und den System-Simulator Physalis) sowie Madglichkeiten zur
Visualisierung und Interaktivitat mittels der Python-Tools Panel und Bokeh umfasst (siehe
Abbildung 33). Die entwickelte Demo adressiert die Frage der Integration von UAVS in
Mobilfunknetze. Sie visualisiert verschiedene Key Performance Indicators (KPIs) wie UE-BS-
Verbindungen, Empfangsleistungen (RSRP), Signal-zu-Interferenz-Verhaltnisse (SINR) und
Datenraten sowie generierte Radio Maps (z. B. fur LOS oder RSRP). Dies ermdglicht die
Analyse von Szenarien mit terrestrischen Mobilfunknutzern und UAVs, beispielsweise zur
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Untersuchung und Demonstration der Verbesserung der Netzabdeckung durch den Einsatz
von UAVs als Relaisstationen oder mittels Sidelink-Kommunikation.

UES. 5 LAVE 9 B¢ v | & ;i Association
° LOS Map
(] s RSRP Map

Heght 1.5m

Abbildung 33: Visualisierungstool

Vermaschte und Ad-Hoc Netzwerke

Szenarien ohne klassische Mobilfunkabdeckung oder mit dem Bedarf an direkten
Gerateverbindungen erfordern spezielle Kommunikationslésungen. Deshalb stand die
Entwicklung solcher Lésungen mittels Mesh- und Ad-hoc-Netzwerken im Mittelpunkt, wofir
diese untersucht wurden.

Ein zentrales Ergebnis war die Entwicklung und Finalisierung von Software-Defined-Radio-
(SDR)-basierten Hardwarelosungen fir die Sidelink-Ubertragung, also die direkte Gerate-zu-
Gerate-Kommunikation, sowohl fir Drohnen als auch fir Landmaschinen. Diese
Hardwareplattformen wurden im Laufe des Projekts uUberarbeitet, um leistungsféhigere
Rechner fiir die Echtzeit-Datenverarbeitung zu integrieren, was auch Anpassungen an den
Gehéausen erforderte (siehe Abbildung 34).

Abbildung 34: Verbessertes SDR-/Sidelink-Kommunikationsmodul fir Drohnen

50



Mit diesen Hardwareldsungen wurden umfangreiche Outdoor-Tests durchgefiihrt, unter
anderem auf dem Testfeld in Brandenburg und auf dem Hofgut Neumiihle. Dabei wurden auch
Messdatensatze zur weiteren Performanzanalyse und zur Nutzung fur Kl-Algorithmen (z. B.
im Bereich Optimierung der Kommunikationssystemefi )aufgenommen. Die entwickelte
Sidelink-Plattform wurde erfolgreich bei einer Demonstration in Kooperation mit John Deere
auf dem Hofgut Neumihle eingesetzt (siehe Abbildung 35). Hierbei konnte die
Funktionsfahigkeit der entwickelten  Sidelink-basierten  Vernetzungskonzepte im
Zusammenspiel mit zellularer Kommunikation demonstriert werden. Es wurde gezeigt, dass
die Sidelink-Technologie eine praktikable Alternative darstellt, insbesondere in Gebieten, in
denen die Abdeckung durch 6ffentliche Mobilfunknetze oder Campusnetze unzureichend ist.

Abbildung 35: Sidelink Integrationstest auf dem Hofgut Neumdihle.

Parallel zur Hardwareentwicklung wurde kontinuierlich an der Sidelink-Software gearbeitet. Ein
wichtiger Schritt war das Upgrade der Implementierung vom 3GPP Release 14 auf den
neueren 5G-Standard Release 16. Da kommerziell verfliigbare 5G-Sidelink-Module wahrend
der Projektlaufzeit nicht erhaltlich waren, war der am HHI vorangetriebene SDR-Aufbau fiir die
Erprobung dieser Technologie unverzichtbar. Im Berichtszeitraum wurde die Implementierung
der physikalischen Schicht (PHY-Layer) abgeschlossen und erfolgreich mit den héheren
Protokollschichten verknlpft, sodass eine funktionierende Datenverbindung auf IP-Schicht
realisiert werden konnte.

Die entwickelte Sidelink-Verbindung wurde sowohl unter realen Bedingungen tber die Luft als
auch im Labor mithilfe des Kanalemulators Keysight PropSim F64 getestet (siehe Abbildung
36). Der Einsatz des Kanalemulators erlaubte es, verschiedene drahtlose Funkumgebungen
zu emulieren und somit unterschiedliche Mobilitatsszenarien (z.B. variierende
Geschwindigkeiten, Drohne VS. Landmaschine) sowie unterschiedliche
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Umgebungsbedingungen (wie dichte Bebauung versus freies Feld) systematisch zu
untersuchen. Es ist hervorzuheben, dass die entwickelte Hardwareplattform nicht nur den
Sidelink (V2V) Kommunikationsprotokollstack ausfilhren kann, sondern auch leistungsfahig
genug ist, um eine 5G Basisstation zu emulieren. Dies erméglicht eine flexible Integration in
unterschiedliche Mesh-Topologien, beispielsweise im Zusammenspiel mit weiteren
Funktechnologien wie WiFi.

Abbildung 36: SDR-Sidelink Aufbau (2 Knoten) angeschlossen an den Keysight PropSim F64 im Labor

Optimierung der Kommunikationssysteme

Die spezifischen Anforderungen landwirtschaftlicher Flachen, insbesondere ihre grol3e
Ausdehnung, stellen eine Herausforderung fiir drahtlose Kommunikationsinfrastrukturen dar.
Aus diesem Grund wurde die Optimierung von Kommunikationssystemen, beispielsweise fur
Sensornetzwerke, untersucht.

Es wurde ein Sensornetzwerk auf einem landwirtschaftlichen Schlag installiert, um eine
drahtlose Kommunikationsinfrastruktur zu untersuchen (vgl. Abbildung 37). Eine zentrale
Herausforderung bestand darin, eine geeignete Ubertragungstechnologie zu wahlen, die den
spezifischen Anforderungen landwirtschaftlicher Flachen gerecht wird 7 insbesondere ihrer
grol3en Ausdehnung.

Mobilfunktechnologie wéare eine mdogliche Option gewesen. Jedoch st die
Mobilfunkabdeckung auf landwirtschaftlichen Flachen derzeit oft unzureichend. Der Aufbau
eines eigenen privaten 5G-Netzes konnte dieses Problem zwar I6sen, ist jedoch mit einer
Lizenzbeantragung bei der Bundesnetzagentur sowie zusatzlichem Aufwand und erheblichen
Kosten fur den Landwirt verbunden.

Eine Alternative bildet LoRaWAN, das fur die Untersuchungen ausgewahlt worden ist.
LoRaWAN bietet den Vorteil, dass keine Lizenz erforderlich ist und der Energieverbrauch
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erheblich geringer ausfallt, was einen Langzeiteinsatz begtinstigt. Allerdings geht dies im Falle
von LoRaWAN mit einer geringeren Ubertragungsrate einher. Fir Anwendungen im Kontext
von Bodensensorik stellt dies jedoch kein Problem dar, da relevante Verdanderungen in der
Regel nur im Bereich von Minuten bis Tagen auftreten.

Das installierte Sensornetzwerk umfasste 45 LoRaWAN-fahige Sensoren und eine
Wetterstation. Drei verschiedene Sensortypen wurden eingesetzt, um Daten wie
Bodenfeuchte, Bodenleitfahigkeit, pH-Wert, Bodentemperatur sowie Stickstoff-, Phosphor-
und Kaliumgehalt zu erfassen.

15x Bodefeuchte- .
sensoren Wetterbericht
LoRa Ethernet
15x PH-Sensoren »  LoRA Gateway
Y
> Mobilfunk
Laptop r g DFKI
15x NPK-Sensoren
Ethernet
Wetterstation

Abbildung 37: Versuchsaufbau zur Entwicklung des Kl-Dienstes zur Bodenfeuchtevorhersage

Alle Daten wurden lokal auf einem Server gespeichert. Um einen Fernzugriff auf die Daten zu
ermoglichen, wurde ein portables 5G-Modem vom Fraunhofer HHI verwendet. Dieses wurde
zeitgleich einer Langzeituntersuchung unterzogen. Bis auf tagliche Neustarts hat das Modem
Uber die gesamte Wachstumsperiode hinweg problemlos funktioniert.

Die eingesetzten Technologien erwiesen sich grundsatzlich als geeignet, um Feld- und
Bodendaten zu erfassen. Allerdings traten bei weit entfernten Sensoren teilweise
Ubertragungsprobleme auf. Eine optimierte Platzierung der LoRaWAN-Gateways ist daher
essenziell, um eine vollstidndige Datenibermittlung sicherzustellen. Zudem sollte darauf
geachtet werden, dass die Antennen der Sensoren etwas vom Boden abgehoben sind, um
Ubertragungsprobleme zu vermeiden. Hierzu wurden die Sensoren auf Holzleisten montiert
(siehe Abbildung 38). Dies kann jedoch das Risiko von Beschadigungen im Langzeitbetrieb
erhéhen. Eine sorgfaltige Standortwahl oder der Einsatz robusterer Sensoren ist daher
erforderlich.
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Abbildung 38: Bodenfeuchtesensor im Betrieb

Ein weiterer Aspekt war der Fokus auf dem Einsatz von Fdderiertem Lernen (FL), um Aspekte
des Datenschutzes und der Kommunikationseffizienz zu adressieren. Es wurden Ansatze des
Foderierten Lernens entwickelt, die es ermdglichen, sensible Rohdaten direkt auf dem
Aufnahmegerat, beispielsweise einer Drohne, zu verarbeiten und zu anonymisieren. Dadurch
wird sichergestellt, dass diese Daten das Gerat nie verlassen missen, was einen hohen Grad
an Datenschutz gewahrleistet.

In dynamischen landwirtschaftlichen Umgebungen, in denen sich die Verteilung von
Sensordaten andern kann, ist die rechtzeitige Aktualisierung der globalen FL-Modelle von
Bedeutung. Eine zu haufige Aktualisierung fihrt jedoch zu hohem Rechen- und
Ubertragungsaufwand, wéhrend eine zu seltene Aktualisierung zu ungenauen Vorhersagen
fuhren kann. Um einen effizienten Mechanismus zu finden, der relevante Anderungen in den
Datenstrémen erkennt und Modell-Updates nur bei Bedarf auslost, wurde der Einsatz von
Bayesian Change Detection (CPD)-Algorithmen untersucht.

Zwei spezifische Methoden basierend auf CPD wurden detailliert betrachtet und verglichen:
die Online-bayesianische CPD und die Offline-bayesianische CPD. Die Online-Methode
analysiert Datenstréme kontinuierlich, um Veranderungspunkte ( Ghangepointsfi )n Echtzeit
zu erkennen und darauf basierend dynamisch Aktualisierungen des FL-Modells auszultsen.
Die Offline-Methode hingegen identifiziert Verdnderungspunkte auf Basis historischer
Messdaten und legt daraus einen optimalen, aber periodischen Zeitpunkt fir die Durchfihrung
von FL-Updates fest.

Ein simulierter Vergleich beider Methoden zeigte, dass sowohl die Online- als auch die Offline-
CPD-L6sung den Kommunikations-Overhead im Vergleich zu einem Ansatz ohne CPD
signifikant reduzieren kénnen, wahrend eine vergleichbare Modellgenauigkeit (gemessen als
Normalized Mean Square Error, NMSE) erreicht wird (siehe Abbildung 39). Die Online-
Methode zeigte dabei eine tendenziell Gberlegene Leistung, insbesondere wenn ausreichend
Trainingsrunden durchgefiihrt werden kénnen oder die Periodenlange fur Updates grofl3er ist.
Generell stellen beide untersuchten Methoden eine substanzielle Verbesserung hinsichtlich
der Effizienz des Fdderierten Lernens in dynamischen Umgebungen dar. Die Ergebnisse
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dieser Untersuchungen wurden im Berichtszeitraum auf einer wissenschatftlichen Konferenz

veroffentlicht.
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Abbildung 39: Kumulative Verteilungsfunktionen der MSE

Drohnensteuerung aul3erhalb der Sichtweite

Der Einsatz von Drohnen auBerhalb der direkten Sichtweite (BVLOS) ist fir viele
landwirtschaftliche Anwendungen entscheidend, birgt jedoch Herausforderungen bei der
zuverlassigen Steuerung und Dateniibertragung. Daher war die Ermdglichung dieser Aspekte

ein Schwerpunkt.

Zu Beginn des Projekts wurde untersucht, ob der etablierte Mobilfunk-Sprachkanal (GSM) als
robuste Fallback-Losung fur die Drohnensteuerung in Gebieten mit potenziell schlechter
Datennetzabdeckung (LTE/5G) geeignet ist. Durchgeflihrte Messungen zeigten jedoch, dass
die LTE-Signalstarke in typischen Flugh® hen von Drohnen
signifikant besser ist als am Boden (siehe Abbildung 40). Dies reduziert die
Wahrscheinlichkeit, auf einen Fallback angewiesen zu sein. Darlber hinaus ergaben
Simulationen mit dem relevanten AMR-Voice-Audiocodec, dass die Fehlerraten i
insbesondere bei den von Netzbetreibern unter schlechten Bedingungen vorgegebenen
niedrigen Coderaten i unakzeptabel hoch sein kénnen (siehe Abbildung 42). Zusatzlich wurde
eine signifikant hohere Latenz des Sprachkanals im Vergleich zum LTE-Datenkanal
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festgestellt. Aufgrund dieser Erkenntnisse wurde entschieden, den Ansatz der
Drohnensteuerung Uber den Sprachkanal nicht weiterzuverfolgen.
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Abbildung 40: RSRP in 10m tber Grund Abbildung 41: RSRP in 50m tber Grund
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Abbildung 42: Fehlerrate im Zusammenhang mit AMR Coderate, Gelb: Worst Case Coderate

Als Alternative wurde auf den Einsatz moderner 4G/5G-Modems mit Antennendiversitat
(mehrere Antennen zur Verbesserung des Empfangs) gesetzt. Testweise wurde hierzu eine
kommerzielle Drohne (Yuneec H520E) mit einem Quectel RM502Q-AE-Modem ausgeristet
(siehe Abbildung 43). Aufbauend auf diesen ersten Tests wurde eine dedizierte 5G-
Tragerplatine fur ein eigenstandiges Drohnenkommunikationsmodul entwickelt und im
Projektverlauf finalisiert (siehe Abbildung 44). Dieses Modul integriert die Tragerplatine, ein
Raspberry Pi 4 Compute Module als Recheneinheit und das Quectel RM502Q-AE-Modem.

Um eine breite Kompatibilitdt mit verschiedenen Drohnentypen zu gewahrleisten, wurde das
Modul mit zahlreichen Schnittstellen ausgestattet, darunter serielle Schnittstellen, CAN-Bus,
I2C, USB, Ethernet, einen CSI-2-Kameraeingang sowie WiFi und Bluetooth. Zum Schutz der
Elektronik und zur Kiihlung von Prozessor und Modem wurde ein spezielles Gehause mit
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integrierten Kuhlkérpern entwickelt (siehe Abbildung 45). Das Gesamtsystem inklusive
Gehéause wiegt lediglich 116 Gramm.

Abbildung 43: Yuneec H520E Drohne ausgestattet mit Tragerplatine und Quectel RM502Q-AE Modem

CAMO CAM1 WiFi ix Industrial Ethernet

UART1 —>

12C —>
UART2 —>

CAN1 —>

UART3 —>
CAN2 —>

UsB —

Quectel RM502Q-AE LEDs RPi Compute Module 4

Abbildung 44: 5G Kommunikationsmodul mit 4G Fallback.
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Abbildung 45: Gehause des 5G Kommunikationsmoduls, links: Oberseite, rechts: Unterseite.

Die Systemarchitektur fur die BVLOS-Steuerung sieht vor, dass das entwickelte
Kommunikationsmodul mit dem Flight-Controller der Drohne verbunden wird, wobei das weit
verbreitete MAVLink2-Protokoll als Kommunikationsstandard genutzt wird. Das Modul baut
Uber das Mobilfunknetz eine Verbindung zu einem zentralen Server auf. Der Pilot verbindet
sich seinerseits als Client Uber eine VPN-Verbindung mit diesem Server und kann so den
Datenstrom der Drohne, einschliellich Telemetriedaten und Live-Videobild, Uber eine
geeignete Nutzerschnittstelle wie die Open-Source-Software QGroundControl empfangen und
die Drohne steuern (siehe Abbildung 46).

PO D o T\ o

Abbildung 46: Oben: QGC Android App mit LTE, Unten: ST16 Fernsteuerung

Ein weiteres Merkmal des Moduls ist die Fahigkeit zur Datenerfassung. Es nutzt die Sensorik
der Drohne, zum Beispiel GPS fir Position und Hohe, sowie die Messdaten des Modems, um
Mobilfunk-KPIs wie Latenz, Paketfehlerrate, RSRP (Reference Signal Received Power) und
RSRQ (Reference Signal Received Quality) kontinuierlich mit Positionsdaten und Zeitstempeln
zu verkniipfen. Diese Daten werden an den zentralen Server tbertragen und dort geloggt, was
eine detaillierte Bewertung der Systemperformance und der Netzqualitat wahrend des Fluges
ermdglicht (siehe Abbildung 47).
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Durchgefiihrte Testfluge in landlicher Umgebung, die typische landwirtschaftliche Szenarien
abbilden sollen, zeigten eine gute Systemperformance. Bei einem 40-mindtigen Flug in Hohen
zwischen 50 und 120 Metern traten keine Paketverluste auf. Die mittlere Latenz lag bei 16,5
Millisekunden, wobei einzelne Pakete Latenzen von bis zu 240 Millisekunden aufwiesen.
Wahrend dieser Tests wurde neben den Telemetriedaten auch erfolgreich ein Live-
Videostream Ubertragen.

flight altitude over time

120} [demar ;‘a,v\ Pt R

100} | |

o "-w,LwU I v
| | |

f [ [ |

JATRY BN b L W

relative altitude in m
8

|
|

flight duration: 40 min.

error rate: 0 20

L L
[ 500 1000 1500 2000

drone->server latency over time

latency in ms

Testflug mit Kommunikationsmodul (4G Verbindung) timeins

Abbildung 47: Auswertung eines Testfluges beziglich Latenz und Paketfehlerrate.

Das entwickelte Kommunikationsmodul wurde zudem erfolgreich in Integrationstests mit
Projektpartnern eingesetzt. In Versuchen mit John Deere diente das Modul dazu, Daten einer
Stereokamera zusammen mit prazisen GPS-Zeitstempeln tGber das Mobilfunknetz direkt auf
einen Server zu streamen und dort abzuspeichern. In Kooperation mit dem DFKI wurde das
Modul genutzt, um Messdaten von Bodenfeuchtesensoren zu Ubertragen und gleichzeitig den
Zustand des vor Ort installierten Systems zu Uberwachen. Diese Tests lieferten wertvolle
Erkenntnisse fir den zuverlassigen, kontinuierlichen Betrieb des Kommunikationsmoduls in
realen Anwendungsszenarien.

Abbildung 48: Versuchsaufbau mit Stereokamera und GPS-Sensor.
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APG6: Kl-gestltzte Signal- und Daten-analyse

Die Arbeitspakete 6, 7 und 8 bilndelten die KI-Entwicklungsarbeiten im Projekt. Im
Projektverlauf fanden sich die beteiligten Konsortialpartner zunachst in regelméafiligen, AP-
spezifischen Terminen zusammen. Dies diente insbesondere der Konkretisierung der zuvor
im Projekt identifizierten Anwendungsfalle, die potenziell mit KI adressiert werden konnten.
Hierflr arbeiteten die Kl-entwickelnden Partner gemeinsam an einer systematischen
Erhebung der daraus resultierenden Kl-Use Cases, deren Vorgehen im Folgenden naher
beschrieben wird.

Nach der Konkretisierung zu Kl-Use Cases wurden die monatlichen Treffen vorrangig fir den
gegenseitigen Austausch Uber die Entwicklungsarbeiten an KI-Methoden genutzt. Im weiteren
Projektverlauf wurde vereinbart, dass die Kl-bezogenen Arbeitspakete ihre regelmafigen
Austauschtreffen zusammenlegen.

Ziel der Kl-Use-Case-Erhebung war die Schaffung eines projektspezifischen Kl-Use-Case-
Katalogs. Dieser sollte der Sammlung und moglichst Ubersichtlichen Darstellung der im
Konsortium geplanten Kl-Methodenentwicklungen zur Handhabung der zuvor eruierten
Anwendungsfalle dienen, die mit KI-Methoden im Projekt potenziell adressiert werden kénnen.
Gleichzeitig diente die Vorgehensweise der Analyse und Identifikation von
Synergiepotenzialen im Hinblick auf die angestrebten Kl-Methoden zwischen den einzelnen
Kl-Use Cases.

Die UHOH entwickelte hierfiir eine Vorlage zur ldentifikation und Dokumentation samtlicher im
Projekt identifizierter KI-Use Cases. Diese Arbeitshilfe, mitsamt Erlauterungen und Beispielen,
wurde allen beteiligten Partnern zur Verfiigung gestellt und auf Basis des erhaltenen Riicklaufs
sowie einer Feedback-Iteration und Harmonisierung in eine zentrale Sammlung Uberfinhrt.

Die im Projekt entstandene KI-Use-Case-Vorlage bestand aus drei Abschnitten, die
nachfolgend kurz dargestellt sind:

> UNIVERSITAT
" HOHENHEIM
Demonstrator x
Beschreibung der Rolle der Kl in Demonstrator x
1 Welche Rolle spielt KI aus [hrer Sicht in lhrem Demonstrator? (Vorstelungen, Anforderungen, Winsche, ldeen, tc.)

Bitte kurze Erlduterung in Textform!

m  Sehen Sie Verkndpfungen zu anderen Demonstratoren? Wenn ja, mit welchen und worin?

Bitte kurze Erlduterung in Textform!

Abbildung 49: Abschnitt 1 der KI-Use Case Schablone mit gezielten Fragen Uiber den tibergeordenten Einsatz von
K1 und die Verknupfung zu anderen Demonstratoren.
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Demonstrator x

Uberblick der Daten im Demonstrator

Dn-D5-1
Dn-DS-2

Dx-05-3

Abbildung 50: Abschnitt 2 der Schablone diente als Datenerfassungstabelle, welche wichtige Informationen fir die

Bezeichnung for
NaLamkK]-Glossar

Grofe eines
einzelnen

Datentyp/-
format

Datums [MB]

KI-Methodenentwicklung liefern (Datencharakterisierung)

Demonstrator x
Kl-Use Case

Funkfion

Anzahl der
Daten{-punkie)
im Datensatz

(= UNIVERSITAT
HOHENHEIM

Bereits

annotiert?
ja/mein)

Intervall der Erfassung

y UNIVERSITAT
HOHENHEIM

+ Kennziffer(n) der Daten aus
Tabelle (Folie 4)

* Kennziffer(n) des Ki-Use Case
wenn dessen Output als Input fir
ginen nachfolgenden
Prozessschritt dient

* Was soll die KI machen?
+ Welche Funktion ist gewinscht?
+ Ggf, avisierte Kl-Technologie

* Was soll die K| ausgeben?
= Wekhe Klassen/Kategorien/Labels
sollen verwendet werden? (2B,
BECH Planzenwachstumsstadien)

Priorisierung & Anforderungen

Optiona

: Einordnung in einer User-Story

z.B. Der Landwirt (Akteur)

woflrer Daten an einen Kl-Dienst zur

Imerpretierbarkeit Auswertung (Funkfion) ... um eine Vorhersage Uber ... zu erhalten
! ErMarbarket ;
[Cutput)
11213 + JaJ Hein +Ja | Mein +Anmerkang
‘Wunsch

Abbildung 51: Abschnitt 3 diente als strukturierter Canvas mit Leitfragen zur Konkretisierung der erwarteten Kl-
Funktionalitaten und Anforderungen an die KI-Methoden

Ergebnis war eine Sammlung konsortiumweit identifizierter KI-Use Cases, die durch die
strukturierte Darstellungsweise wichtige Aufschlisse Uber die Anforderungen an die
auszuwahlenden Kl-Modelle liefern konnte. Eine weitere Moglichkeit, die sich daraus ergab,
war die Identifizierung von Use-Case-spezifischen Uberschneidungen hinsichtlich der durch
Kl zu analysierenden und bendétigten Daten sowie daraus resultierender Verknipfungen
zwischen einzelnen Kl-Use Cases.
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Daten Vorverarbeitung Ki-Methode

| RGB-Rohbilder | ‘ I

| 3D-Stereokamera |

aaaaaaaaaa 1 B -
e ] [ —J==]—] ]

| Multispektral |

Abbildung 52: Exemplarische Darstellung identifizierbarer Zusammenhéange zwischen Kl-Use Cases und Daten

Die Sammlung der Kl-Use Cases im NaLamKI-Projekt trug somit zur Identifikation technischer
Synergien im Projekt bei, zum Beispiel bezogen auf das kooperative Erheben und Verarbeiten
von Felddaten oder den Austausch von Wissen und entwickelten KI-Modellen in verwandten
Kl-Use Cases wie der Ampfererkennung.

Die besondere Herausforderung in den Kl-entwickelnden Arbeitspaketen bestand darin, dass
sich die angestrebten KI-Losungen fir die sich im Projektverlauf konkretisierende
Plattformarchitektur als umsetzbar erweisen und sich als Bestandteil des digitalen Okosystems
auch unmittelbar beziehungsweise perspektivisch in diese integrieren lassen. Es galt
besonders darauf zu achten, dass die Anforderungen an die Daten (AP 2.2), die
Anforderungen an die Schnittstellen (AP 3.2), die Anforderungen an den Erhalt der
Datensouveranitat und die Gaia-X-Konformitat in Einklang gebracht werden. Jeder fir die
Integration auf die Plattform vorgesehene KI-Dienst musste somit die Vorgaben der
Systemarchitektur erfiillen. Die NT.AG unterstiitzte dafiir die KI-Dienst-Entwickler und nahm
die daftr notwendigen Entwicklungen vor. AuRerdem unterstiitzte sie bei der technischen
Umsetzung und bei Herausforderungen der jeweiligen Use Cases.

In den nachfolgenden Abschnitten werden die umfangreichen Forschungsergebnisse des
Arbeitspakets nach den einzelnen bearbeiteten KI-Use Cases und weiteren entwickelten Kl-
gestutzten Verfahren dargelegt:

Kl-Use Case: Ampfererkennung im Grinland

Entwicklung von Deep Learning-basierten Ampfererkennungsmodellen auf RGB- und
multispektralen Nahaufnahmen

Einer der sich im Projektverlauf ergebenden zentralen Anwendungsfélle zur Demonstration
der NaLamKI-Lésung ist die Kl-basierte AAmpf er er kennun.gm RahmerGdeg n| andfi
Projektes wurde eine umfangreiche Datengrundlage fur den Ubergeordneten Anwendungsfall
der Ampfererkennung aufgenommen. Fur den von der UHOH gesetzten Schwerpunkt der
Erkennung auf multimodalen Nahaufnahmen umfasste die verwendete Sensorik eine speziell
fur landwirtschaftliche = Anwendungszwecke entwickelte Multispektralkamera, eine
herkdbmmliche Digitalkamera sowie Smartphones. Die Multispektralkamera Parrot Sequoia+
verfugt Uber eine RGB-Kamera mit einer Auflésung von 16 MP und zusatzliche Sensoren, die
vier monochrome Kanale (RED, RED EDGE, NEAR INFRARED) mit einer Auflésung von
jeweils 1,2 MP aufnehmen. Die Digitalkamera mit einer Auflésung von 20 MP wurde fir die
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Aufnahme hochaufgeloster RGB-Bilder eingesetzt. Fur die Smartphones wurde ein Gimbal

beschafft, welches Videoaufnahmen ohne Verwackelungen ermoglichte.

Abbildung 53: Multispektralkamera Parrot Sequoia+ im verwendeten Setup mit Powerbank und Lichtsensor.

Abbildung 54: Exemplarische Nahaufnahme von Ampferpflanzen des monochromen Kanals Nah-Infrarot (NIR)

Die Datenaufnahme begann im Februar 2023 und wurde in regelmafRigen Abstanden bis zum
ersten Grinlandschnitt Mitte Mai wiederholt (siehe Tabelle 5). Sie erfolgte manuell in einem
¢ mmpterpfianze. Die Aufnahmeorte waren eine Griunlandflache
in Hohenheim sowie mehrere Grinlandflachen auf dem Hofgut Neumdhle. In Tabelle 6 ist die

Abstand von 80 bis1 0 0

Anzahl der aufgenommenen Bilder pro Aufnahmeort aufgelistet.

Tabelle 6: Aufnahmeorte und Anzahl an aufgenommenen Bildern. MS = Multispektralsensoren, RGB = Rot-Grin-

Blau Kamerasensor

Datum

12.04.2023
13.04.2023
14.04.2023
21.04.2023
09.05.2023
10.05.2023

Summe

Ort

Hohenheim
Neumduhle
Hohenheim
Hohenheim
Neumduhle
Neumduhle

Sequoia+ MS

63

209
650
295
479
2.217
3.517
7.367

Seqouia+ RGB

836
2.600
1.180
1.916
8.868

14.068
29.468



Es konnte dabei eine Verschiebung des Vegetationseintritts um zwei Wochen beobachtet
werden. Die aufgenommenen Bilder wurden anschliel3end manuell auf ihre Qualitéat Gberprift,
selektiert und partiell handisch annotiert. Dazu wurde das Open-Source-
Tool labellmg eingesetzt. Die Annotationen folgen dem YOLO-Format.

Vor, wahrend und nach der Multi-Sensor-Datenaufnahme mussten nachfolgend beschriebene

Aspekte und Herausforderungen bedacht werden:
Vor der Datenaufnahme: Definition eines passenden Versuchsaufbaus, Abschatzung
geeigneter Witterungsbedingungen, Abschéatzung des Vegetationsfortschritts

Wahrend der Datenaufnahme: Verwackelungen wéahrend der Aufnahme, Ampfernester
fuhren zu vielen Pflanzen in einem Bild, Storartefakte wie z. B. Schuhe in den Aufnahmen
Nach der Datenaufnahme: Einschatzung der Qualitdt der Aufnahmen, Umgang bei der
Annotation von Uberwachsenen Pflanzen, Umgang bei der Annotation von Ampfernestern

Die Aufnahmen dienen als Datengrundlage fiir eine automatisierte Ampferpflanzenerkennung.
Es wurden im Anschluss moderne, Kl-basierte Objektdetektoren, basierend auf dem aktuellen
Stand der Forschung, trainiert, die im folgenden Abschnitt kurz vorgestellt werden.

Ampfererkennung auf multi-modalen Nahbildaufnahmen mit Deep Learning

Auf Grundlage des aufgenommenen und erstellten multi-modalen (RGB und multispektral)
Forschungsdatensatzes fur die Entwicklung einer Kl-basierten Ampfererkennungsmethode
wurden mehrere Objektdetektionsmodelle zur Erkennung von Ampfer auf Nahaufnahmen in
einem herausfordernden Green-on-Green-Setting trainiert. Als Eingabesignale fur die diversen
Modellvarianten wurden reine RGB-Bilder, einzelne monochrome Kanéle im Farb- und
erweiterten Spektralbereich sowie daraus berechnete Vegetationsindizes, wie z.B. der
Normalized Difference Vegetation Index (NDVI) oder der Normalized Difference Red Edge
Index (NDRE), untersucht. Zudem wurden diverse dreikanalige Kombinationen aus den
monochromen Aufnahmen erstellt, die zum Beispiel das nahinfrarote, das rote und griine
Farbspektrum kombinierten. Dabei zeigte sich insbesondere die Kombination aus den blauen
(B), grinen (G) und nahinfraroten (NIR) Kanalen als vielversprechend. Fir die betrachteten
Objekterkennungsmodelle wurden aufgrund der in der Literatur ersichtlichen
Leistungsfahigkeit in verwandten Anwendungsfallen sowie der gegebenen Flexibilitat
Reprasentanten der YOLO-Familie, genauer die Versionen 8 und 9, untersucht. Mit modernen
YOLO-Modellen sind grundsatzlich und flexibel Objekterkennung, Klassifikation und
Segmentierung maéglich. Im Hinblick auf den erweiterten landwirtschaftlichen Anwendungsfall
einer Spot-Spraying-Losung wurde die Objektdetektion, d.h. die Klassifikation bei
gleichzeitiger Lokalisation des Unkrauts mittels einer Bounding Box in einem Bild, als zunéchst
ausreichend befunden. In Abbildung 55 sind exemplarische Vorhersagen eines YOLO-Modells
auf RGB-Daten abgebildet.
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Abbildung 55: Exemplarische Objekterkennung von Ampfer auf der RGB-Modalitat

In Tabelle 7 sind die exemplarischen Ergebnisse der Erkennungsgenauigkeit anhand der
gangigen Evaluationsmetrik mAP50 (Mean Average Precision bei einem Intersection over
Union Schwellwert von 50%) dargestellt:

Tabelle 7: Ergebnisauszug (Erkennungsgenauigkeit auf Basis der mAP50-Metrik) der durchgeflihrten
Modellvergleichs-Experimente. Fir mehr Details s. bitte (Heil & Stein, 2024).

Model 8n 8l 8n (Scratch) 8l (Scratch) ot 9c
RGB 0,332 (0,01) 0,475 0,496 (0,03) 0,481 (0,03) 0,425 (0,03) 0,588
RGB®uw 0,583 (0,05) 0,620* 0,541 (0,03) 0,535(0,03) 0,629 (0,03)* 0,634*
BGNIR 0,389 (0,03) 0,432 0,462 (0,04) 0,468 (0,04) 0,481 (0,06) 0,466

BGNIRA 0,591 (0,03)* 0,602 0,565 (0,05)* 0,540 (0,03)* 0,620 (0,02) 0,458

Dabei wurden die verschiedenen Versionen YOLOv8n, YOLOvVS8I, YOLOvV9t und YOLOvV9c
verglichen, welche sich in ihrer Modellgrof3e (Anzahl der trainierbaren Parameter) und folglich
der Echtzeitfahigkeit bei der Detektion unterscheiden (n = nano, | = large, t =tiny, ¢ = compact).
Unter Verwendung des Transfer-Learning- bzw. Domain-Adaptation-Ansatzes wurden auf
dem COCO-Datensatz (Common Objects in Context) vortrainierte Modelle auf die
Datenmodalitat des Ampferdatensatzes angepasst. Verglichen wurde dieser Ansatz mit einem
Training Af rhmitzsfalg iaittalsierien Modellparametern. Des Weiteren wurde
als zusatzlicher Faktor das Training mit und ohne Data-Augmentation-Techniken untersucht.
Insbesondere bei den echtzeitfahigen Modellen (n = nano und t = tiny) zeigte die Kombination
aus Farb- (R und G) mit spektralen Kanélen (NIR) einen deutlichen Vorteil gegeniber reinen
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